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Kivonat

A dolgozat {6 célja az, hogy Osszehasonlitsa a hagyomanyos Box-Jenkins modszeren alapulo
ARIMA modellek és a mesterséges neurdlis haldozatok (ANN) eldrejelzd teljesitményét.
Az Osszehasonlitds soran egy MLP (tobbrétegli perceptron) és egy Long Short-Term Memory
(LSTM) regresszios modellt hasznaltam. A legjobban illeszkedd ¢és altalanosito modellekkel

féléves eldrejelzést készitettem, a 2023 augusztus és 2024 januar kdzotti iddszakra.

Tanit6 adatbazisnak Hargita, Kovaszna ¢s Maros megye 2010 januar és 2022 julius kozotti havi
munkanélkiiliségi ratait, teszteld adatbazisnak pedig a 2022 augusztus és 2023 julius kozotti
megfigyeléseket hasznaltam fel. Utobbival a modellek altalanositd képességét vizsgaltam MSE,

RRMSE és MAPE mutatok segitségével.

Minden szamitast Python-ben végeztem. A kutatas soran egy Django webalkalmazast készitettem,
amely Excel fajlban eldkészitett idésorokat képes beolvasni. Osszekapcsoltam a kiilénbozé Python
csomagokat, amelyek az idésorok elemzéséhez és a kiilonb6z6 prediktiv modellek készitéséhez
sziikségesek. és ezeket egy felhasznaldbarat, egységes webes feliiletbe szerveztem. A program az
eredményeket grafikonokkal vizualizalja és tablazatokkal foglalja 6ssze, ezzel megkonnyitve a

modellek megfeleld szerkezetének és paramétereinek megtalalasat.

Az eredményekbdl azt a kovetkeztetést vontam le, hogy mindhdrom iddsor esetében az MLP
modellek jobban illeszkedtek a tanité adatbazisra, és jobban altalanositottak, mint az ARIMA vagy
az LSTM modellek.



1. Bevezetés

A munkanélkiiliség hosszl ideje jelentds gazdasagi mutatd €s kdzponti téma a kozgazdasagtani
kutatasokban. A munkanélkiiliség alakuldsa és valtozasa az adott régidé gazdasdgi egészségét
tiikkrzi, €s fontos informacidkat szolgaltathat a gazdasagi kilatasokrol. A COVID-19 pandémia
stlyos gazdasagi hatdsokkal jart szamos orszagban, beleértve Romaniat is. A jarvany okozta
korlatozasok és gazdasagi visszaesés jelentds mértékben befolyasolta a munkaerdpiacot és az
allaskeresési helyzetet. Kis- és nagyvallalkozasok egyarant bezartak, bocsatottak el dolgozodkat
vagy kildték Oket kényszerszabadsagra. A munkanélkiiliségi rata havi idésorainak elemzése €s a
megbizhatd eldrejelzések készitése kulcsfontossagu eszkoz lehet az adott régid gazdasagéanak és
munkanélkiiliségi helyzetének valtozasainak megértésében, valamint az ehhez igazitott gazdasagi

intézkedések megalapozasaban (Davidescu és tarsai, 2021).

Ebben a dolgozatban Hargita, Kovaszna és Maros megye 2010 janudr - 2022 julius kozotti havi
munkanélkiiliségi ratait vizsgaltam. Az adatokat romaniai Nemzeti Statisztikai Hivatal (romanul

»Institutul National de Statistica”) weboldalarél (TEMPO Online) toltottem le.

A célom az volt, hogy statisztikai elemzést készitsek ezekrdl az iddsorokrdl, valamint
megvizsgaljam, hogy ezen iddsorok esetében, tovabbi egy €év tavlataban (2022 augusztus — 2023
julius) a Box-Jenkins eljarassal késziilt ARIMA (autoregressziv integralt mozgodatlag) modellek,
vagy a gépi tanuldson alapuldé MLP (multilayer perceptron), vagy az LSTM (long short-term
memory) mesterséges neuronhalok nyujtanak pontosabb eldrejelzéseket. A legjobban illeszkedd
¢s altalanositdé modellekkel pedig a 2023 augusztus — 2024 januar kozotti idszakra készitettem

eldrejelzéseket.

A szamitasokat Python-ben végeztem, amelyhez egy Django webalkalmazas segitségével
biztositok felhasznaloi feliiletet. Az volt a célom, hogy a nehezen elérhetd Python modulokat
felhasznalobarat modon elérhetdve tegyem €s egy egységes feliiletbe szervezzem. A fobb funkciok
a kovetkezOk: statisztikai elemzés, ARIMA modell kivalasztisahoz sziikséges tesztek, a
neuronhaldk specifikacidja az eldrejelzések szamdra, ezenkiviil adatvizualizacid tablazatok és
grafikonok segitségével. A webalkalmazas egyszerre tobb iddsort is képes elemezni a megfelelden
elokészitett adatforrdsokbodl, tehat a jovoben még fel lehet hasznalni mas iddsorral végzett

kutatésra is.



2. Szakirodalmi attekintés

A COVID-19 vilagjarvanyt kovetd gazdasagi koriilmények kapcesan kiemelt szerepet kapott a
munkanélkiiliség vizsgalata, ezen beliil a kiillonbdz6 munkanélkiiliségi elérejelzé6 modszertanok.
A szakirodalombol ismert konvencionalis elérejelzési modellek a Box-Jenkins moédszertanon
alapulnak. A munkanélkiiliségi ratak elérejelzésére sok tudoményos cikkben hasznaltdk a Box-

Jenkins moddszertant.

Madaras (2014) Romania orszagos havi munkanélkiiliségi ratait vizsgalta 2005 januar — 2013

junius kozott €s 1 éves tavlatban készitett elorejelzést ARIMA (1, 1, 4) modellel.

Adenomon (2017) Nigéria munkanélkiiliségi ratait jelezte elére 4 ¢év tavlataban,

ARIMA (2, 1, 2) modellel, 1972 és 2014 kozotti éves adatok felhasznaldsaval.

Toth és tarsai (2021) a Visegradi orszagok munkanélkiiliségének alakulasat modellezték és
jelezték elore ARIMA modellekkel, 2010 és 2021 kozotti havi adatokkal. Az ARIMA modelleket

az AIC mutat6 alapjan valasztottak ki.

Ramli és tarsai (2018) Malajzidban, 1960 és 2016 kozotti adatok segitségével jelezték eldre a
munkanélkiiliségi ratakat 10 éves tavlatban, ARIMA (2, 1, 2) modellel. MAE, RMSE, MAPE hiba
becslésekkel hasonlitottdk 6ssze az ARIMA és Holt-Winters modellek altalanositd képességét.

Didiharyono és Muhammad (2020) Indiaban jelezték eldre egy évre a regionalis munkanélkiiliségi
ratakat, Dél-Celebesz tartomanyban, ARIMA (1, 2, 1) modellel, 1968 és 2018 kozotti negyedéves

munkanélkiiliségi ratak felhasznalasaval.

A Box-Jenkins eljarassal val6 eldrejelzésre a kiillonbdz6 mesterséges neuronhalé (ANN) modellek
redlis alternativat jelentenek, szamos kutatas foglalkozott mar azzal, hogy a két megkozelitést
Osszehasonlitsak kiilonb6zd 1ddsorok esetében, a legtobb alkalommal a gépi tanulds (Machine
Learning) jobban teljesitett. A modellek altalanositd képességét, vagyis azt, hogy a tanitd
adatbazisra illesztett modell milyen pontossaggal tudja becsiilni a tanitdé adatbazison kiviili
adatokat (teszt adatbazist), altalaban a kovetkezd mérdszamokkal hasonlitjdk Ossze: atlagos
abszolut hiba (MAE), atlagos abszolut szdzalékos hiba (MAPE), az atlagos négyzetes hiba (MSE),
ennek négyzetgyoke (RMSE), illetve az RRMSE, amely az RMSE-t normalizalja a valodi adatok

atlagaval.



Davidescu és tarsai (2021) eredményei alapjan az NNAR (Neural Network Autoregression) tipust
neuronhalé modell jobban jelezte eldre a romaniai munkanélkiiliségi ratakat 2018 és 2020 kozott,
mint a SARIMA, amely a szezonalitast is képes kezelni. A modellek teljesitményét a MAE, MAPE
¢s RMSE mutatokkal hasonlitottak dssze.

Ajoodha és Mulaudzi (2020) Dél-Afrika éves munkanélkiiliségi ratdinak eldrejelzéséhez
készitettek 6sszehasonlitod elemzést, ahol haromféle hagyomanyos — koztiik az ARIMA — és hétféle
gépi tanulast hasznalo modell — koztiikk az MLP és LSTM — altalanositd képességét vizsgaltak, a
MAPE és R? mérészamok alapjan. A legjobbnak az MLP, majd az ARIMA, végiil az LSTM

mutatkozott.

Madaras (2018) Hargita és Brassé megye esetében megallapitotta, hogy rovidtdvon a mesterséges
neuronhalé-alaptit NAR (nemlinearis autoregressziv) modell, kozéptdvon a Box-Jenkins eljarassal

készitett ARMA (1, 1) modellek nyujtottak pontosabb becséleseket.

Tufaner és Sozen (2021) Tordkorszdgban végeztek hasonld kutatast, MSE hiba becslés alapjan
hasonlitottdk 6ssze az ARIMA (3, 1, 2) modell elérejelzé pontossagat egy két rejtett réteggel
rendelkezd, logisztikus (szigmoid) aktivacios fiiggvényt hasznald6 MLP neuronhélos modellel. Az

MLP modell sokkal jobban teljesitett.

D. S. Yamacli és S. Yamacli (2023) Szintén Torokorszagban kutattdk ezt a teriiletet, féleg arra
voltak kivéancsiak, hogy hogyan teljesitenck az ARIMA és az ANN modellek a COVID-19
vildgjarvany altal érintett idoszak alatti megfigyelések felhasznéalasa mellett és anélkiil. Az dertilt
ki az RMSE hiba becslés alapjan, hogy az ARMA (2, 1) modell a jarvany idészakan kiviil jobban
teljesitett, azonban a bizonytalan gazdasagi iddszakban a két rejtett rétegli neuronhalés modell

jobban teljesitett.

A munkanélkiiliségi ratdkon kiviil szdmos tudomanyos cikkben vizsgéltdk az MLP és az LSTM
elérejelzési teljesitményét a gazdasagi és pénziigyi idésorok terén. Az eredmények erdsen

fliggenek a vizsgalt idésoroktol, azonban az MLP modellek sokszor jobbnak bizonyultak.

Derbentsev ¢s tarsai (2020) négyféle ANN modell, koztik az MLP eldrejelzd képességét
vizsgaltak a Bitcoin, Ethereum,és az EUR-USD arfolyamokon. Az MLP ¢s SGBM modellek 0.46-
3.71%-0s MAPE hiba becsléssel jeleztek eldre a teszt iddszakra, igy megallapitottak, hogy a gépi

tanulassal valé megkozelités valoban alkalmas a pénziigyi elérejelzések készitésére.



Bareith és Vancsura (2023) Ertékpapirok arfolyamok eldrejelzése soran vizsgaltik, hogy az
ARIMA, LSTM ¢és a dontési fak milyen pontossaggal tudnak elérejelezni (MAPE hibastatisztika
alapjan), kiilonboz6 idétavok esetében. Emellett azt is nézték, hogy milyen mdédon befolyasolja a
prediktiv modellek teljesitményét a COVID-19 és az orosz-ukran haboru alatti arfolyamok.
Eredményeik szerint az LSTM jobban teljesitett, mint az ARIMA, és a COVID-19 jarvany altal

érintett id@szak alatt jobban tudtak teljesiteni a prediktiv modellek, mint a hdboru ideje alatt.

Sasu (2013) 6sszehasonlitotta az MLP ¢és az ARIMA egyvaltozos eldrejelzé-képességét, tizféle
iddsort felhasznalva, példaul foglalkoztatottsagi adatokat, munkanélkiiliségi rata, és banki letétek
Osszegét. Eredményeik szerint, a MAPE hiba becslés alapjan az MLP modellek jobban
teljesitettek.

Oukhouy és Himdi (2023) a marokkdi tézsdeindex (MSI 20) napi arainak eldrejelzésén tesztelték
az XGBoost, SVR, LSTM, MLP neuronhalés modelleket. Megallapitottak, hogy a racskereséses
optimalizacios algoritmus (Grid Search) mellett az MLP ¢és az SVG teljesitettek a legjobban. Az
MAE, MSE, MAPE, RMSE, és R? mutatokat egyarant figyelembe vették.

S. Siami-Namini és A. S. Namin (2018) tézsdeindexek eldrejelzésén teszteltek az ARIMA ¢és az
LSTM modelleket. Eredményeik szerint, az RMSE mutaté alapjan az LSTM modellek
pontosabbak voltak.

Weytjens és tarsai (2021) cash flow eldrejelzésekre hasznaltak az MLP, LSTM ARIMA ¢és Prophet
modelleket. Az elérejelzések pontossaganak kifejezésére tobbek kozott a MAE és MSE mutatokat
alkalmaztdk. Az MSE hibastatisztika szerint az LSTM modell volt a legjobb, mig az ARIMA
teljesitett a leggyengébben.

Muzaffar ¢és Afshari (2018) orankénti elektromos terhelései értékek elorejelzésén tesztelték az
ARMA, SARIMA, ARMAX ¢s az LSTM modellek teljesitményét egynapos, kétnapos, egyhetes
¢s egy honapos tavlatban. A MAPE és RMSE hibamutatok alapjan az LSTM pontosabb

eldrejelzéseket adott.

Nabipour és tarsai (2020) teherani értéktézsde kiilonbozd részvénycsoportjait modellezték és
jelezték eldre, 10 évnyi adatot felhasznalva, tobbféle neuralis haldzattal, dontési fakkal, és egyéb
modszerekkel. Kutatasuk soran az deriilt ki, hogy az LSTM modellek teljesitettek a legjobban. Az
eldrejelzések pontossagat MAE, MAPE, RMSE ¢s RRMSE mutatokkal mérték.



3. A kutatas modszertana és elméleti megalapozas

Ebben a fejezetben a kutatds soran felhasznalt elméletet i részt mutatom be, amelyek fontosak a

kutatas gyakorlati részének megértéséhez.
3.1. A munkanélkiiliségi rata meghatarozasa

A dolgozat soran felhasznalt adatok Romania Nemzeti Statisztikai Hivatal4tol (romanul ,,Institutul

National de Statistica”) szarmaznak.

A munkangélkiiliek a BIM (Biroul International al Muncii) meghatdrozasa szerint azok a 15-74 év

kozotti személyek, akik egyidejiileg teljesitik a kovetkezd harom feltételt:

e a mérés pillanataban nincs bejelentett munkahelyiik
e a kovetkezd két héten beliil munkaba tudnanak allni

e az elmult négy hétben aktivan munkat kerestek.

A munkanélkiiliségi rata egy szazalékos aranyszam: a munkanélkiiliek ardnyat mutatja a
munkaer6hoz viszonyitva egy adott térségre. A gazdasagilag aktiv népesség a bazisidészakban az
aruk és szolgaltatasok eldallitdsara rendelkezésre all6 munkaerdt biztositd valamennyi személyt

magaban foglalja, beleértve a foglalkoztatottakat és a munkanélkiilieket is (INSSE, 2016).

Tehat a munkanélkiiliségi rata megmutatja, hogy a munkaképes lakossdg hany szazaléka nem
rendelkezik a mérés pillanatdban munkahellyel, azonban képes lenne és szeretne dolgozni. Ezt a

statisztikai mutatot havonta és éves idOszakokban mérik.



3.2. Felhasznalt statisztikai mutatok

Ebben a részben Osszefoglalom a fontosabb statisztikai mutatokat és dsszefliggéseket, amelyeket
felhasznaltam a dolgozatomban, (Sandor, 2019; Sandor és Tanczos, 2019) alapjan.

Atlag: A megfigyelések Osszegét elosztjuk a megfigyelések szamaval.

n

fz%izm (1)

=1

Szoras: A szoras azt jelzi, hogy a megfigyelések mennyire térnek el az atlagtol.

n

1 2
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A variancia a szOrds négyzete, vagyis az atlagtol valo eltérések négyzeteinek az atlaga.
1 n
2
s2==> (vi-x) G)
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Median: A sorrendbe allitott x1, X2, ..., Xn megfigyelések kozépsé megfigyelése. Ha n paratlan,
akkor amedian a (n+ 1)/ 2. sorszamu megfigyelés. Ha n paros, akkor 2 k6zépso megfigyelés van,
ilyenkor a kettd szdm atlaga adja a mediant:

NG
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X = 2

Determinancia-egyiitthaté (R?): azt mutatja, hogy a magyarazo véltozé milyen mértékben
magyarazza a célvaltozo valtozékonysagat. Az R? 0 és 1 kozotti értékeket vehet fel. Egy 1-hez
kozeli R? érték azt jelenti, hogy a modell jol illeszkedik az adatokhoz. Azonban nem biztosit elég
informaciot a modell altal becsiilt értékek pontossadgarol, ezért onmagaban nem elég a modellek

altalanositd képességének vizsgalatdhoz.

2
e

R2=1—f2
2i—¥)

)



3.2.1. Elorejelzések pontossagat méro mutatok

Az elorejelzések pontossaganak megallapitdsdhoz a szakirodalombol ismert MSE, MAPE ¢és
RRMSE mutatékat hasznaltam, amelyek minél alacsonyabbak (a nulldhoz minél kozelebb
vannak), a modellnek annél pontosabbak az eldrejelzései. Mivel a MAPE-t a MAE-bdl, és az
RRMSE az RMSE-bdl le lehet vezetni, ezért ezek képletét is leirtam, Nabipour és tarsai (2020)

alapjan.

Jeloljiik n-nel a megfigyelések szdmat, t-vel az idépontot, az x;-vel a megfigyelést (valodi értéket),

¢s fi-vel az eldrejelzett értéket a t-edik idopontban.

Az atlagos abszolut hiba (MAE) a valddi adat és a becsiilt érték kozotti eltérések abszolut

értékeinek az atlaga. Az abszolut érték miatt nem veszi figyelembe a hiba iranyat.

1
MAE = I~ t=1lfe — x¢| (6)

Az atlagos abszolut szazalékos eltérés (MAPE) szazalékban kifejezve mutatja meg, hogy mennyire

nagy az atlagos abszolut eltérés a megfigyelés €s a becsiilt értékek kozott.

1 n
MAPE = —Z
n t=1

Az atlagos négyzetes hiba (MSE) a tényleges ¢€s becsiilt adatok kozatti kiilonbségek négyzeteinek

ft—x¢
Xt

(7

az atlaga.

1 n
MSE = ;Zm _£)2 ®)
t=1

Az atlagos négyzetes hiba gyoke (RMSE) az MSE négyzetgyoke. A megfigyelések és a modell

altal becsiilt értékek kozotti négyzetes eltérések atlagos négyzetgyokét mutatja.

RMSE = %Z(xt —f; )2 )]
t=1



A relativ atlagos négyzetes eltérések gyoke (RRMSE) a becslési hibak szorasa. Az RRMSE az
RMSE-t normalizalja a megfigyelések atlagaval.

p 2
RRMSE = lz (X Ji ) (10)
n Xy

3.3. Normalitasvizsgalat

A normalis eloszlas az egyik legfontosabb statisztikai eloszlas, amelyet Python-ben is van
lehetdség elemezni. A normal eloszlas szimmetrikus, vagyis az atlagtol ugyanakkora tavolsagra
1évo értekek gyakorisaga mindkét oldalon (megkozelitdleg) egyenld, és az atlagtol vald tavolsag
novekedésével az értékek gyakorisaga csokken (Sandor és Tanczos, 2019; Lazar, 2022). A

normélis eloszlas jeldlése X ~ N (u, 6°). és a stiriiségfiiggvénye a (11) képlettel irhato le.

1
exp(—ﬁ x—,u)z),—oo<x<oo (11)

f(x) =

2[1c?2

A normalitas vizsgalatat érdemes hisztogram készitésével kezdeni. Ha a hisztogram alakja
megkdzelitdleg illeszkedik a haranggorbére, az a normalis eloszlas kovetésére utal (Lazar, 2022).

Az els6 abran a szimmetrikus, €s oldalra elnyulé eloszlasokra lathatunk példat.

Symmetric Skewed right (positive) Skewed left (negative)

1. abra. Szimmetrikus és oldalra elnyuld eloszlasokat reprezentald hisztogramok.
Forras: algebral.thinkport.org (2015)

A ferdeség (kurtosis) mutato azt jelzi, hogy az eloszlas mennyire cstiicsos vagy lapos a normalhoz
viszonyitva, azaz, hogy mennyire tomoriilnek az adatok az eloszlasi gorbében. A ferdeség mutato
pedig azt fejezi ki, hogy az eloszlas milyen mértékben és irdnyban tér el a szimmetrikustol.
Altaldban a ferdeség okozza az eltérést a normalis eloszlastol, és a kiugré értékek alkotjak a

hosszu, lapos, ritkabb részt az eloszlason beliil (Lazar, 2022).



A normalis eloszlas kdvetését egy adatsor esetében tobbféle statisztikai teszttel is meg lehet
vizsgalni. A Kolmogorov-Smirnov tesztet egy adatsor eloszlasanak dsszehasonlitdsdra hasznalnak
egy elére meghatarozott eloszlassal, példaul a normalis eloszldssal. A teszt nullhipotézise (HO) az,
hogy a vizsgalt idésor empirikus eloszlasa megegyezik a feltételezett eloszlassal, mig az alternativ
hipotézis (H1) az, hogy a két vizsgalt eloszlas nem egyforma. Ha a p-érték kisebb, mint 0.05, akkor
elutasitjuk a nullhipotézist (Lazar, 2022).

3.4. Box-Jenkins eljaras

Az eljaras nevét két f6 megalkotdjarol, George Box-r6l ¢s Gwilym Jenkins-r6l kapta. Az
alapgondolat az, hogy az idésorokat ARIMA (q, d, q) modellel irjuk le. A paramétereket a lehetd

legjobban kell behatarolni a modell elérejelzési pontossaganak érdekében.

Az eljaras fobb 1épései a kovetkezok, amelyeket a masodik. abran is szemléltetek, egy

folyamatéabra segitségével Sdndor (2019) alapjan.

1) A stacionaritas vizsgalata (pl. ADF ¢és KPSS tesztek segitségével). Ha nem stacionarius az
idosor, differencialni kell.

2) AR(p) és MA(q) komponensek paramétereinek kezdeti behatarolasa PACF és ACF tesztek
segitségével. Modell illesztése a tanitéadatokkal.

3) A legjobban illeszkedd modell (AR/MA/ARMA/ARIMA) a legkisebb Akaike Information
Criterion (AIC) értékkel rendelkezé modell lesz. Altalaban itt modell becsléseinek
reziduumait is vizsgaljak, hogy fehérzajként viselkednek-e, vagyis egymastol fiiggetlenek,
mintazatot nem mutatnak €s normalis eloszlastak.

4) A tanitéadatokon tuli adatok becslése a modellel.

Ha modell becsléseinek reziduumai nem felelnek meg a modell diagnosztika soran, Uj

paraméterekkel kell probalkozni (Sandor, 2019).
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Modell meghatarozasa

A

id6sor abrazolasa Stacionarius?

\ 4

idGsor Modell vizsgélata

differencidlasa

megfelel6 a
modell?

modell
modositasa

elérejelzés

2. dbra. A Box-Jenkins eljaras folyamatabraja. (Sajdt szerkesztés)
A Box-Jenkins eljaras soran a megfeleld AR/MA/ARMA/ARIMA modelleket az AIC mutatd alapjan
valasztjak ki. Az AIC a becsiilt modell illeszkedésének mindségét €s a modell bonyolultsagat 6sszehasonlitd
mutat6d. Tehat az a modell illeszkedik a legjobban az eredeti értékekhez, amelynek az AIC kritérium értéke a
legkisebb. Képlete:
AIC = 2k — 2In(L), (12)

rrrrrr

mennyire valoszinii, az, hogy a modell eléallitja a megfeleld megfigyelt adatokat a paramétereinek

ismeretében.
3.4.1. A stacionaritas vizsgalata

A stacionaritds az iddsorok statisztikai tulajdonsagainak idébeni (kozelitd) allanddsagat jelenti.
Egy stacionarius iddsor varhato értéke, variancidja €s autokorrelacids fiiggvénye allando, vagy
csak idoben alland6 konstans eltolodasokkal valtozik. A staciondrius id0sorok konnyebben
modellezhetdk és elérejelezhetdek (Sandor, 2019). A stacionaritast az ADF és KPSS egységgyok
teszttel vizsgaltam Madaras és Lehel (2016) alapjan.

Az Augmented Dickey-Fuller (ADF) teszt nullhipotézise (Ho) az, hogy az iddsorban van
egységgyokér, vagyis az idésor nem stacionarius mig az alternativ hipotézis (Hi) az, hogy nincs

egységgyokér, tehat az idésor stacionariusnak mondhat6. Ha a p-érték (szignifikancia szint)
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kisebb, mint 0.05, akkor elutasitjuk a nullhipotézist, tehat az idésor staciondrius, mert nincs
kimutathat6 egységgyokér.

A Kwiatkowski-Phillips-Schmidt-Shin (KPSS) teszt nullhipotézise az, hogy az iddsor szigoruan
stacionarius (az ADF nullhipotézisével ellentétben), tehat nincs egységgyokér. Ha el a p-érték

nagyobb, mint 0.05, nem utasitjuk el a nullhipotézist, vagyis az iddsor stacionarius.
3.4.2. Autoregressziv integralt mozgoatlag modellek

Ebben a fejezetben az AR/MA/ARMA/ARIMA modelleket és komponenseit mutatom be Sandor
(2019) alapjan.

Az autoregresszios komponens (AR) azt jelenti, hogy az aktudlis id6pontbeli becsiilt értéket p
darab korabbi iddpontbeli érté¢k hatdrozza meg, tehat az aktualis érték korrelal az el6z6

idépontbeli értékekkel. Egy p-rendii autoregressziv ARp) modell, a kovetkezoképpen irhato le:

Ve = a+ ¢1yt_1i"‘+¢pyt_p+ &ty t=p+1,,n (13)

Az ¢q, ..., ¢, ismeretlen paraméterek (autoregressziv egyiitthatok) €s az €, a hibavaltozo, amit
fehérzajnak feltételeziink, vagyis olyan folyamat, amelynek varhaté értéke 0, variancigja
konstans és autokorrelacigja 0, valamint a hibavaltozé kovariancidja az y, minden késleltetett
értekével 0. Az AR(p) tulajdonképpen egy tobbvaltozoés linearis modell, ahol a regresszorok
(fiiggetlen valtozok) a fiiggévaltozo késleltetett értékei.

A mozgoatlag (MA) azt jelenti, hogy az aktualis idOpontbeli értéket a kordbbi idépontbeli hibak
linedris kombinaciojaként becstiljiilk meg. Az MA arra utal, hogy az aktualis érték korrell az el6z6
idépontbeli hibakkal, és az "q" paraméter megadja a mozgoatlag rendszamat, azaz hany korabbi
hibaértéket hasznalunk az aktualis érték becsléséhez.

Egy q rendii mozgoatlag folyamat MA(q) jelzéssel, a kovetkezoképpen irhato le:
yt = a+ 91£t+ St_1+"'+ ngt—ql t = q+1,...,n (14)

A két folyamat kombinacidja az ARMA (p, q) (autoregressziv mozgodatlag) folyamat, amely

komplexebb iddsorokat is képes leirni.

YVe=a+ Pyt |+ PVt &+ O16 1+ + 0484 (15)
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P az autoregresszios folyamat rendje, q a mozgoatlag folyamat rendje, y, az idGsorozat aktualis
¢értéke, a a konstans értek, ¢4, ..., ¢, az autoregressziv egyiitthatok, &, az adott idépontbeli

feherzaj, 64, ... 6, a mozgoatlag egylitthatok.

Az ARIMA (p, d, q) modellekben az I (integrated) azt jelenti, hogy az idOsort differencialjuk. A
differencidlds célja az, hogy az iddsorok stacionariusak legyenek, ehhez az sziikséges, hogy a
szezonalis mintazatokat eltavolitsuk. Ilyenkor az iddsor kiilonbségeit szamoljuk ki az eggyel

korabbi megfigyelés alapjan:

AY, =Y, =Y (16)

3.4.3. AR és MA komponensek meghatarozasa ACF és PACF segitségével

Egy id6sor autokorrelacios fliggvénye (ACF) az autokorrelaciok sorozata:

Y
P, = corr (Y, Ye—k) = y—k, k=1,2,.. (17)
0

, ahol v, = E[(y: — 1) (¥¢—r — 1)] a k-ad rendii autokovariancia (Sandor, 2019).

Az autokovariancia meghatarozza, hogy egy adott idépontban két valtozd koézott mennyi a
valtozas. Ha az autokovariancia pozitiv, akkor, ha az egyik valtozdé nd, a masik is hajlamos
novekedni, és forditva. Az autokovariancia fiigg a két valtozo kozotti eltolodas mértékétol.
Példaul, ha az idésorokban a két valtozo kozotti eltolodas novekszik, akkor az autokovariancia

csokken, mivel a kapcsolat gyengiil (Sandor, 2019).

Az ACF segit azonositani a mozoatlag (MA) folyamatot azéltal, hogy megmutatja, hany
1doegységnyi korrelacid van az aktualis €és az el6z6 idopontok kozott, mikdzben figyelmen kiviil
hagyja a koztes idépontokat. Egy stacionarius idésor MA(q) folyamatnak tekinthetd, ha annak
ACF-je teljesiti azt a feltételt, hogy

px = 0, minden k > q esetén,ésp, # 0. (18)

Az utdbbi tulajdonsagot felhasznalhatjuk arra, hogy megkiilonboztessiink egy MA folyamatot mas
(AR, ARMA), folyamatoktol, €s hogy meghatarozzuk a mozgoatlag folyamat rendjét (q).
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A parcialis autokorrelacios fliggvény (PACEF - Partial Autocorrelation Function) az autokorrelacios
fliggvény egy olyan valtozata, amely kizarja azokat az autokorrelaciokat, amelyek a kozvetlen
korrelacios hatasoktol fiiggenek. A PACF azt mutatja meg, hogy egy adott idépontbeli
megfigyelés és az el6z6 idépontok kozotti autokorrelacid mennyire marad meg, ha kizarjuk az
iddsor tobbi részEébdl szarmazd kozvetlen korrelacidt. A px autokorrelaciok becsldfiiggvénye (a k-

ad rendii autokorrelacios egyiitthato) a (19) képlettel irhato le:

_ Z?=k+1()/t NV — ¥)
Vi S (e —7)

¢rr -val jeliljik y: és ywx megfigyelések kozotti parcialis autokorrelacids egyiitthatot. Ezen

(19)

egyiitthatok k =1, 2, ..., sorozata jelenti a parcialis autokorrelacios fiiggvényt.

Ha egy id6ésor PACF-e teljesiti azt, hogy ¢pp= 0 és ¢k = 0; k > p; akkor AR(p) folyamatrol
beszéliink. Egy AR (1) folyamat esetében a px autokorrelaciok folyamatosan (exponencidlisan)
csokkennek £ novekedésével, ami altalaban minden AR(p) folyamatra igaz, azonban p > 1 rendi
folyamatok esetében nem feltétlentil monoton a csokkenés. Ha egy stacionarius folyamat PACF
értékei csak a p-edik id6beli Iépésben nem nullék, vagyis minden tovabbi 1épésben megkozelitdleg
nullak, akkor AR(p) folyamatrol van sz6, ahol az autoregressziv folyamat p rendje megegyezik a

feltételt teljesitod p értékkel (Sandor, 2019).
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3.5. Neuralis halozatok

A mesterséges neuronhalok (ANN) lényege az emberi agyban taldlhatd neuralis halozat
miikddésének utanzdsa. Ezek olyan szoftveresen vagy hardveresen megvalositott, elosztott
mikodésti rendszerek, amelyeket jellemzden sok, hasonld vagy azonos tipust, lokalis
adatfeldolgozast végzé miiveleti elemek, vagyis neuronok topologidja alkot. A neuronhalok
parhuzamosan épiilnek fel és miikodnek, ezért rendkiviil nagy szamitasi kapacitasra képesek. A
neuronok kozotti kapcsolatok irdnyitott grafként irhatoak le, ahol a hélozati csomdpontok a

neuronok (Brassai, 2019).
Egy neuronhal6 altalaban haromféle rétegbdl all:

e Bemeneti réteg: fogadja az adatokat vagy az informacidkat, €s tovabbitja azokat a halo
tobbi részeébe.

e Rejtett rétegek: a bemeneti adatokat feldolgozzék €s dsszetettebb mintazatokat fedeznek
fel az adatokban.

e Kimeneti réteg: a neuronhald kimenetét adja. Ez lehet egy elorejelzés, egy osztalyozas

vagy barmilyen mas kimeneti forma, amely az adott problématol fiigg.
A neuralis halozatok mitkddése két £6 fazisbol all:

e Tanulasi fazis: a hal6zatban valamilyen mddon eltaroljuk a kivant informaciofeldolgozo
eljarast.
e Elohivasi fazis (recall): a tarolt eljaras felhasznélasaval elvégezzik az

informaciofeldolgozast.

A neuronhdldk a tanulds soran, az adatokbdl kapott visszacsatolds alapjan a moddositjadk a
paramétereiket (eltolasi értékek ¢€s  stlyok). Altalaban, a tanulasi fazis lassu,
tobb iteraciot, sok sikertelen tanulasi szakaszt hordozhat.
A tanités altaban korszakokra (epoch) van lebontva, és egy-egy korszak lefuttatdsa utan a tanitési
paramétereket Ujra lehet hangolni. Egy epoch soran a halo teljesen végigmegy a tanitd adatokon.
Az elohivasi fazisban a pillanatnyi bemeneti értékek alapjan meghatarozzuk a neuronhald

kimenetét (Brassai, 2019; Russell és Norvig, 2005).
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3.5.1. Neuron, Perceptron, MLP

Egy neuron olyan feldolgozo elem, amely tobb bemenetet fogad és egy kimenetet general. Az
aktualis kimeneti értéket altalaban ugy adja, hogy a bemenetére kapott jelek sulyozott dsszegét

egy (nemlinedris) aktivacios fiiggvényben kiértékeli. (Brassai, 2019; Russell és Norvig, 2005).

A perceptron egy régebbi tipusu mesterséges neuralis haldzat, egyrétegii elérecsatolt neuralis
halénak is nevezik. Ebben a halozatban csak egy feldolgozo egység talalhatd, ami altaldban
1épcsbugras aktivacios fiiggvényt alkalmaz, amely egy adott kiiszobérték felett, illetve alatt
konstans kimenetet ad. Eredetileg Frank Rosenblatt javasolta egy olyan halozatként, amely
megfeleld beallitas és tanitds utan képes szétvalasztani két (linearisan szeparahatd) mintahalmazt.
Ebbdl adodoan képes bemeneteket két osztilyba sorolni, tehdt egy linedris osztalyozd

algoritmusnak tekintjiik (Brassai, 2019; Russell és Norvig, 2005).

eltolasi érték
(6)
sulyozott 6sszeg . ?(V) L
inger (v) aktivacios fuggvény
kimenet

bemenetek
xX) -

3. abra. Egy perceptron felépitése.
Forras: sajat szerkesztés Brassai (2019), 80. oldal alapjan

Egy perceptron felépitését a harmadik abran szemléltetem. Az egyszerli perceptron képtelen
bonyolultabb feladatok megoldasara, viszont a tobb perceptron rétegbdl allé halok (multilayer
perceptron - MLP) sokkal komplexebb feladatok elvégzésére is képesek, példaul

szovegfelismerés, approximacio, regresszio ¢s eldrejelzés.

Ezek a haldzatok a ki- és bemeneti rétegen kiviil egy vagy tobb rejtett réteget tartalmazhatnak. Az
MLP egy eldrecsatolt halozat, tehat az informécidé egy iranyba halad, nincsenek elemi
visszacsatoldsok. Az egyes neuronok kimenete a vele Osszekapcsolt, kdvetkezd rétegben levd

neuron (egyik) bemenetét képezi. Egy perceptron kimenete a (20) képlettel irhato le:
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N
y=0 (Z xow; — 0) (0)

i=1
, ahol ¢ az aktivacios fliggvény, x; az adott bemenet, w; a bementhez tartozoé suly, 8 az eltolasi
érték (bias). Amikor minden szomszédos neuron kapcsolodik egymashoz, azt teljesen 6sszekotott
topologidnak nevezziik. Az ilyen 0sszetett halozatok képesek a mély tanuldsra (deep learning),
amely soran Osszetettebb mintadzatokat €s hierarchikus jellemzdket tanulhatnak meg (Brassai,

2019; Russell és Norvig, 2005).

3.5.2. Az MLP modell optimalis szerkezetének kivalasztasa

Heaton (2005) (127 — 130. oldal) leirta, hogy az MLP neuronhélokndl kiilonb6zé problémak
fliggvényében mennyi rejtett réteget érdemes haszndlni, valamint kiindulépontokat fogalmazott
meg arrol, hogy az egyes rétegeknek hany darab neuront kellene tartalmazniuk. A bementi réteg
annyi neuronbol kell alljon, ahany (a kimenetet befolyasold) fiiggetlen valtozonk van. A kimeneti

rétegben pedig annyi neuron kell legyen, ahany kimenetet ad a neuronhalé.

Heaton (2005) azt is leirja, hogy két rejtett réteg hasznalata mellett bonyolult, nemlinearis
Osszefliggéseket is képesek vagyunk reprezentdlni, feltéve, hogy legalabb az egyik rétegben
nemlinedris aktivacids fliggvény van. Mivel pontosan nem hatarozhaté6 meg elére az, hogy az
adott problémara mennyi rejtett réteg hasznalata fog a legjobb eredményekkel szolgélni, kezdetben
érdemes egy-két rejtett réteggel kezdeni, majd folyamatosan névelni azok szamat, és letesztelni az
eredményeket. A tal sok rejtett rétegek és neuronok szdma konnyen vezethet a modell
taltanitasahoz. Altalanosan elfogadott elvek szerint a rejtett rétegekben levd neuronok szama a ki-
¢s bemeneti neuronok szama kozott kell legyen, vagy a bemeneti réteg neuronjainak szdmanak
kétharmad része plusz a kimeneti neuronok szama. A rejtett rétegek neuronjainak szama ne haladja

meg a bemeneti neuronok szamanak kétszeresét.
3.5.3. ReLLU aktivacios fiiggvény

Az aktivacios fiiggvények matematikai fiiggvények, amelyek meghatarozzak egy neuralis haldzat
rétegeinek kimenetét az adott bemeneti adatok alapjan. Céljuk, hogy minden egyes neuronhoz egy
aktivalasi allapotot rendeljenek (aktiv vagy inaktiv). Ez az allapot jelzi, hogy a neuron milyen
mértékben jaruljon hozza a réteg kimenetéhez. Altaliban ezen fiiggvényeknek nemlinearisnak

¢s/vagy differencialhatonak kell lenniiik, mivel szdmos optimalizalasi algoritmus a halok sulyait
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gradiensek segitségével hangolja. A gradiens a fiiggvény legnagyobb ndvekedésének iranyat
megad6 vektor, ami a fiiggvény paramétereinek parcidlis derivaltjaibol all. Megmutatja, hogy a
hibafiiggvény milyen irdnyba lejt, milyen iranyba menjen tovabb az optimalizaciés algoritmus
annak érdekében, hogy az egyre kisebb hiba fel¢ haladjon (Brassai, 2019; Russell és Norvig,
2005).

A legelterjedtebb transzferfiiggvények kozé tartozik példaul a logisztikus (szigmoid), tangens
hiperbolikus, ReLU, Gauss, Lépcsofiiggvény, Telitéses linearis fliggvény.
A kutatds sordn a ReLu aktivacios fliggvényt hasznaltam mindegyik iddsorra, mivel a
szakirodalomban ez a legelterjedtebb. Bamberger és tarsai (2023) kifejtették, hogy bizonyos
jelenségek approximacidja esetén milyen aktivacios fiiggvényeket ¢érdemes hasznalni.
A munkanélkiiliségi rata fliggvénye a munkanélkiiliek szdmanak és a munkaerd-allomanynak a
hanyadosa, tehat a fiiggvény nulladrendi homogén, vagyis skéla-invaridns. Ebbdl addddan
Bamberger ¢és tarsai (2023) (7. oldal, 2.5-6s tétel) szerint, az ilyen fiiggvények esetében a ReLU

aktivacios fiiggvény megfeleld.

A ReLU (Rectified Linear Unit — rektifikalt linearis egység) az érkezett ingert adja vissza, ha
nullanal nagyobb, kiilonben nullat ad vissza (21), tehat a neuron inaktiv lesz. A negyedik dbran
lathato grafikon a ReLU aktivacios fliggvényt reprezentalja, egy példaként kiragadott bemeneti

intervallumon (x tengely).

¢ (x) = max(0,x) (21)
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4. abra. A ReLu (Rectified Linear Unit) aktivacios fliggvény grafikonja. (sajat szerkesztés Excel-ben)
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Rendkiviil gyors ¢és kicsi a szamitasigénye: Derivaltja a (nullan kiviil) mindig 1. A 0 kimenetet
general6 neuronok kihagyhatoak neuronhédlobol, csokkentve a szamitasigényt, és nem okoz

gradiens-elhalast (Brassai, 2019).

A gradiens-elhalas probléma akkor fordul eld, amikor a gradiensek tul kicsik lesznek, és igy a
sulyokat nehéz vagy lassu frissiteni a tanulds soran. Sok rétegbdl all6 (mély) neuronhalok esetében
sokkal jobb, mint példdul a szigmoid vagy a tangens hiperbolikus fiiggvény (Russell & Norvig,
2005).

3.5.4. Ellenorzott tanitasi stratégia

A neuronhdldok tanitasa egy tOobbvaltozos optimalizacids folyamat, egy elére meghatarozott
célfiiggvény (koltségfliiggvény, veszteségfiiggvény, példaul MSE) alapjan. A legtobb

optimalizacios eljaras a gradienseket hasznalja (Brassai, 2019).

En a feliigyelt, mas szoval az ellenérzétt tanulds (supervised learning) modszerét alkalmaztam,
amely soran egy elére megadott tanitd adatbazist adunk meg a neuronhéalonak. A tanité adatbazis
bemeneti ¢és az ahhoz tartozd elvart kimeneti adatok (fargef) parjaibol All.
A hiba-visszaterjesztéses (backpropagation) algoritmus célja az, hogy a modell a bemenetek ¢€s
kimenetek kozotti kapcsolatokat megtanulja gy, hogy minimalizalja a modell kimenete és az
elvart kimenet kozotti hibakat. Ilyenkor a kimeneti rétegtdl visszafelé haladva, rétegrol rétegre
kiszamitja a koltségfiiggvény gradiensét, majd annak alapjan, a kisebb hiba iranyaba val6 haladas

érdekében frissiti a halozat sulyait és eltolasi érétkeit (Brassai, 2019).

A modellek tanitasa sordn gyakran el6forduld probléma lehet a tiltanitas (overfitting). llyenkor a
tanitasi ciklusok szamanak novelésével a hiba csokken a tanité adatok halmazan, viszont a tanitod
adatokon kiviili elvart kimenetektdl egyre jobban tdvolodnak a modell becslései. Ezt altalaban a
nem megfeleldé mennyiségli vagy mindségli tanitéadat, a tul sok tanitasi ciklus, rossz modell
szerkezet €s paraméterek is okozhatjak. A taltanitas ellen a teszt adatbazis is segithet, amely a

modell altalanosito képességének ellendrzésére szolgal (Brassai, 2019).
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3.5.5. Optimalizacids algoritmusok

Ezek az algoritmusok feleldsek azért, hogy a hiba-visszaterjesztés sordn szamitott gradiens
informaciokat felhasznalva frissitsék a hald paramétereit. Az optimalizacios algoritmusok
dontenek a tanuldsi rata, a momentum és mas paraméterek beallitasarol, valamint az egyes
paraméterek modositdsanak mértékérdl a gradiens alapjan. Az algoritmusok célja altaldban az,
hogy csokkentsék a modell hibait azaltal, hogy megtalaljak a lokalis vagy globalis minimumot a

koltségtiiggvényben, €s ezaltal optimalizaljak a halo teljesitményét.

SGD (Stochastic Gradient Descent) az egyik legegyszeriibb optimalizacids algoritmus. Minden
iteracioban egy véletlenszerlien valasztott mintan szamitja ki a gradienst, majd az adott tanulasi
rata segitségével frissiti a paramétereket. A SGD konnyen alkalmazhat6 és gyorsan konvergélhat,
kiilondsen nagy adatmennyiségek esetén, de az optimalizacioés folyamat leragadhat a lokalis

minimumokban (Brassai, 2019).

Az ADAM (Adaptive Moment Estimation) a gradiens siillyedés algoritmus egy valtozata, amely
adaptiv mddon szabdlyozza a tanulési rata mértékét az egyes paraméterekhez. Ezéltal lehetdvé
teszi a gyorsabb tanulast és a hatékonyabb konvergenciat. Kevésbé érzékeny a tanulasi rata

kivalasztasara, és altaldban gyorsabban konvergal, mint az SGD (Brownlee, 2021).

Az L-BFGS (Limited-memory Broyden-Fletcher-Goldfarb-Shanno) egy hatékony, masodlagos
optimalizaciés algoritmus, amelyet leggyakrabban konvex ¢és sima célfiiggvények
minimalizélasara alkalmaznak. Ez a kvazi-Newton tipusti modszer kozelitéleg Newton-modszer
alapjan miikodik, de csak korlatozott memoridt hasznalva, nem tarolja teljesen a Hess-matrixot.
Ennek koszonhetéen alkalmas nagy méretli problémékhoz, és gyakran hasznaljadk a gépi

tanulasban és a mesterséges intelligencia teriiletén modellek optimalizalasara (Brownlee, 2021).
3.5.6. Visszacsatolt neuronhalok és az LSTM

Az LSTM (~hosszi rovidtavi memoria) egy visszacsatolt neuronhalé (RNN), amely az
elérecsatolt halozatokkal szemben visszajelzé-kapcsolatokkal (hurokkal) is rendelkezik. Az
eldrecsatolt neuronhalok esetében a haloelemek ki- és bemenetei fiiggetlenek egymastol, €s az
adatok egy irdnyban haladnak, mig az eldrecsatolt haloknal a feldolgozoegység kimenetét
visszataplaljuk annak bemenetére is. Az ilyen szerkezetli neuronhélok memoriaként viselkednek,

allapotokat tudunk iktatni a modellbe. Nem csak egy adatpontot (pl. egy szamot) tud feldolgozni
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egyszerre, hanem sorozatokat, szekvenciakat is képes értelmezni (pl. mondatok, beszéd, videdk).
Az efféle modellek célja altaldban a hosszatavu fiiggdéségek kezelése (Brownlee, 2021; Awan,

2022; Poda, 2021).

Az 6tddik abran az elézdleg (MLP éltal) megismert eldrecsatolt neuronhald struktarat lathatjuk

baloldalt, és jobboldalt egy visszacsatolt (rekurrens) szerkezet lathato.

Feedforward neural network Recurrent neural network
Input Hidden Output Input Hidden Output
Layer Layer Layer Layer Layer Layer

5. abra. Egy el6recsatolt és egy visszacsatolt neuronhalo szerkezete.
Forras: (Pekel & Kara, 2017)

Az LSTM alapfelépitése hasonit az RNN-hez, a rendszer itt is egymas utan ismétlddé modulokbol
¢épiil fel. Az LSTM modellek éltalaban tobb rétegbdl allnak. Egy réteg tobb, egymashoz kapcsolt
allapotcellabol épiil fel. A celldknak tobb bemenete ¢és kimenete van, valamint kapukat
tartalmaznak. A felejtési kapu eldonti, hogy mennyire hagyjuk figyelmen kiviil az el6z6 id61épésen
tarolt informdaciokat, a bemeneti kapu meghatarozza, hogy mennyi 0j informaciot engediink be a
rendszerbe. A kimeneti kapu donti el, hogy mennyi informaciét adunk ki a halézatbol (Pdda,

2021).
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6. abra.Egy LSTM haldzat szerkezete.
Forras: (Poda, 2021)
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4. A kutatasi gyakorlati része

Ebben a fejezetben a kutatds gyakorlati részét targyalom. Eldszor a kutatashoz készitett

programom mitkddését ismertetem, majd a benne végzett szamitasok és tesztek eredményeit.
4.1. A Django webalkalamzas miikodése

Django egy kivalé Python-alapu webes keretrendszer, amely lehetové teszi a gyors €s biztonsagos
weboldalak fejlesztését. Az MVC (Model-View-Controller) szemléletet koveti. Kontroller fajlok
helyett a views.py fajlban talalhato fiiggvények segitségével dolgozzuk fel az adatokat és
generaljuk a nézeteket, és kiildjiik vissza a valaszt a kliensnek. Az URL cimeket az urls.py f4jl
tartalmazza, amelyek alapjan a felhasznalé altal megadott cimek alapjan hivédnak meg a
megfeleld nézetek. A modellek az alkalmazas adatstruktarajat és az adatbaziskezelést definialjak.
A sablonok (template-ek) segitségével hatarozzuk meg az oldalak elrendezését és tartalmat,
amelyek dinamikusan generalhatok és jelenithetok meg az adatok alapjan a weboldalon (Dhandi,

2024).

A Django széles korben hasznalt és erdteljes eszkdztarat a Pythonban alkalmazott szamitasok
vizualizaciojahoz is hasznaljak. Menon ¢€s tarsai (2021) példaul egy korhdz szamara készitettek
adatvizualizacios eszkozt. Punasya és tarsai (2021) eladasi adatok vizualizaladsara készitettek

Django webalkalmazast.

A letoltott és Excel tablazatban rendszerezett idésorokat a Pandas nevii Python modul segitségével
olvastam be DataFrame adatszerkezetekbe, két részre osztva: tanitohalmazra, amelyet
megvizsgalok az eldrejelzési modellek készitése eldtt, és ami egyuttal az eldrejelzési modellek
illeszkedését, ,tanuldsat” biztositja majd. A masodik szakaszt arra haszndltam fel, hogy a
,betanitott” modellekkel ugyanerre az iddtdvra készitett elOrejelzések pontossagat

meghatarozzam.

Az adatok beolvasésa egy egyszertit HTML trlap segitségével torténik, ez a Django webalkalmazas
kezdodlapja (upload.html). Az iddsorok Excel fajlban kell legyenek, elkiilonitve a tanito- és a
tesztadatokat. Egyetlen f3jl esetén két kiilon munkalapra kell helyezni az adatokat. Egyszerre tobb
id6sort is képes beolvasni a program, feltéve, hogy azok egymdas mellett elhelyezett, egyenld
szamu sorral rendelkezd oszlopok. Az elsé oszlopot a megfigyelések fliggetlen valtozodjaként

kezeli a program, vagyis ebbdl lesz az x tengely feliratozasa, ami az én esetemben a megfigyelések
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iddépontjait tartalmazo oszlop. Az Excel munkalapnak az elsd sorat pedig fejlécként kezeli, tehat
az idésorok megnevezéseit innen olvassa be. Az program szamara megfelelden formézott tablazat

mintdja az els6 tablazatban lathato.

1. tablazat. Példa az id6sorok el6készitésére Excel-ben.

Id6pont Els6 id&sor Madsodik id6sor i-edik id6sor
1. ddtum 1. megfigyelés 1. megfigyelés 1. megfigyelés
2. datum 2. megfigyelés 2. megfigyelés 2. megfigyelés
t-edik datum t. megfigyelés t. megfigyelés t-edik megfigyelés

A Python programom az objektumorientalt paradigmat koveti, igy minden beolvasott iddsor egy
osztaly példanya lesz (Id0sor nevii osztaly a models.py fajlban), amelynek kiilonb6zo adattagjai
(tanito- és tesztadatok listaja, mutatok, ARIMA, MLP, LSTM modellek példanyai, diagramok) €s
fliggvényei vannak, igy a Views.py konnyen at tudja adni a HTML sablonok szamara az adatokat,
amikor létrehozza a felhaszndld szaméra az oldalt. A hatodik dbran a webalkalmazas felépitése
lathato, amelyet az idésorokat tartalmaz6 Excel allomany feltoltésének folyamatdn keresztiil

szemléltetek.

e >
I
|
i 1. A felhasznald kivalaszija az xlsx fajlt és
Webszerver rakattint a feltéltés gombra
7. 127.0.0.01
HTTP valasz: home.html 2. HTTP kérés

& beclvasolt adatok

vizualizalasaval POST kérés, benne a

i

i

|

!

: http:/#127.0.0.1/home
i

: feltditatt xisx= fajliok)

|
I
|
:
] :
upload. html I 3 lddsor példanyok letrehozasa. Tanito- és
home. htmi : : ’ tesztadatok eltarclasa. Az iddsorok leszljeinek
Box-Jenkins. html [ : views.home lefuttatdsa és grafikonjainak elballitasa.
MLP.htmi ) : , (request) 4
LSTM. kit kész HTML & v X _]
=B - -4 B e L < - -1 osztalyok:
ldéisar
a letrehozott Idasor példanyok ARIMA
adataival a Isitaba a views. py-ben LSTM
home html nézet
legeneralasa

7. abra. Az Excel fajl feltoltésének folyamata a webalkalamzasba.
Forras: sajat szerkesztés Visual Paradigm szoftverben

Felhasznalva a Django adatvizualizdcidban haszndlt lehetdségeit, a sikeres adatbeolvasast és

feldolgozast kovetden a program eldszor egy HTML tadblazatban megjeleniti a beolvasott adatokat

23



ellendrzés céljabol, majd egy kozds grafikonon abrazolja a beolvasott idésorokat ugy, hogy az y
tengely hatdrai és beosztdsa automatikusan alkalmazkodnak a megfigyelések szélsdértékei
alapjan, valamint az x tengely beosztdsa az {irlapban bedllitott gyakorisag szerint torténik. A
program képes Excel fajlokbol idésorokat beolvasni, amelyek tanito- és tesztadatokra vannak

lebontva.

A sikeres beolvasast kovetéen a program egy HTML tablazatban megmutatja a beolvasott
adatokat, valamint azokat egy kozds grafikonon is abrazolja (10. dbra). Természetesen egyetlen
id6sort is fel lehet tolteni. Az idésorokrol hisztogramokat készit €s lefuttatja rajtuk a Kolmogorov—
Smirnov tesztet a normalis eloszlasra, amelyek eredményét egy tdblazatban foglalja 6ssze. Errdl
az oldalr6l van lehetdség elorejelzési modszert valasztani, valamelyik gombra kattintva: Box-

Jenkins eljaras, LSTM vagy MLP neuronhalok.

A Box-Jenkins eljarast timogatd oldalon megjelennek az automatikusan lefuttatott stacionaritas
tesztek eredményei, valamint az idésorok ACF és PACF abrai, amelyek segitenek az ARIMA (p,
d, q) paraméterek kezdeti behataroldsaban. Az oldalon lejjebb gorgetve, megjelennek a beolvasott
iddsorok szamara, kiilon-kiilon az ARIMA modellek paramétereit bekéré HTML trlap elemek (9.
abra). Az ,,ARIMA modellek készitése” gomb eldtt megadhatjuk, hogy a modellek mennyi

eldrejelzést adjanak a tanitéadatokon talmenden.

A feldolgozast kovetden modellenként, tabldzatokat kapunk arrdl, hogy a tesztadatok elvart
kimeneteihez képest mit becsiilt a modell, valamint a koztiik levo eltéréseket. A tablazatok alatt
grafikonon is lathatjuk a valddi €s becsiilt adatokat, valamint a reziduumok hisztogramjat,
pontdiagramjat és az autokorreldcios fiiggvényébol készitett abrat. Végiil egy 0Osszefoglalo
tablazatban megjelennek a modellek hibastatisztikai (MSE, RRMSE, MAPE) ¢és a
determinisztikus egylitthatok. Végiil a program egy Osszesité grafikonon abrazolja a modellek

becsléseit.

Innen lehetdség van természetesen visszanavigalni a kezddlapra, és ki lehet probalni az MLP vagy
LSTM modszereket is. A neuronhaldk esetében is szinte teljesen ugyanez a logika, mint az
ARIMA modellek esetében, csak mas paramétereket tudunk megadni a modelleknek. A
neuronhaldk paraméterezését szolgald lirlapon minden paraméter mellé tettem egy informdacios
ikont, amely egy leirast jelenit meg addig, amig a kurzor az i ikon felett van. Ezek segitenek a

felhasznalonak a paraméterek céljanak megértésében.
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Az neuronhélos modelleknél lehetéség van megadni az idésorok normalizacidjanak a médjat, a
tanito- és teszt adatbazis elkészitése soran a késleltetett értékeket, a halok szerkezetét (rejtett
rétegek szamat, feldolgozd egységek szamat, aktivacids fliggvényt), az epoch-ok szamat, az

optimalizacios algoritmust, és a kért elorejelzések szdmat.

Adatok feltoltve, kerem valasszon egy opciot az
Statisztikai elemzés és el6rejelzés elérejelzéshez!

Kérem, toltse fel az elokészitett XLS / XLSX fajlt ‘ Box-Jenkins eljarss ‘ LSTM neuronhalé ‘ MLP Neuronh3l6

Beolvasott adatok
Valasszon féjit

S TN

2010 januér 122 83

Mi a munkalap neve?
2010 februar 84
data 2010 mércius 85
A milyen legyen az X tengely 2010 aprilis 82
12 2010 majus 7.9

78

2010 jGnius

2010 jalius 79

Valds (mért) adatok feltoltése az elorejelzési modell készitéséhez

2010 augusztus 83

Ugyanaz a fjl
Kérem, toltse fel az elokészitett XLS / .XLSX fajlt, amely a becsiilt id6szakkal megegyez6 elemszamu adatsort
tartalmazza!

Valasszon fajlt Saékelyfoid munkandlkiiségiritdi 2010 januar - 2022 s kzoe

Nincs kivalasztott fajl.
Mi a munkalap neve?

teszt

—

(&) A @ 127001 /.. QL 12| @ A D 4L OB ewN =

MLP modell beallitasa teszteléshez és elérejelzéshez

Az albbi Grlapon adja meg az MLP modell paramétereit, majd kattintson az elGrejelzések készitése gombra. A
modell az 6sszes beolvasott tesztadat érték szama szerint fogja elrejelzéseit elkésziteni.

Kovészna

Rejtett rétegek neuronjainak szama (pl. 12,12,12):

12,1212

Max iteraciok szama:
2000

Random éllapot kezd6érték: i

Az adatok normalizéldsa
1174 5 . segit a modellnek

ARIMA modellek beallitasa teszteléshez és 42 konynebben felismerni a I

e = mintdzatokat.
elérejelzéshez Random 4llapot utsols6 értékc e
g Xk
A fenti ACF és PACF tesztek alapjan itt lehet probalkozni kalonboz6 id6sor modellekkel. A gomb
megnyomasat kovetéen egy szoveges (txt) f4jl keril letdltésre, amely minden adatsort esetén a modell
mutatéit és elérejelzéseit tartalmazza.

A Robust skildzds kiplete: I
Normalizalés: W ELvdrt kimenetek (y. train és y_test) normalizdldsa, majd visszaalakite Xrobust = " o

Kovészna

(dltaldban nem ajénlott)
Standardizacio

Aktivaci6s faggvény:

Rectified Linear Unit

Optimalizacios Algoritmus:
MA(q) ® ARMA(p, q) ® ARIMA(p,d, q) ®

9. abra. Az ARIMA modellek é¢s az MLP modellek paraméterezését szolgalo tlirlapok.

25



4.2. Az idosorok elemzése

Az eldrejelzések készitése elétt fontos megvizsgdlni az iddsorok alapvetd statisztikai

tulajdonsagait, mivel iranymutat6 szerepe lesz a prediktiv modellek készitése soran.

—— Kovaszna
—— Hargita

5l AN I | | . | | | g

—— Maros

10 +

Munkanélkiliségi rata (%)

10. dbra. A Székelyfoldi megyék 2010 januar — 2022 julius kozotti munkanélkiiliségi ratinak grafikonja.
Forrds: sajat szerkesztés Python-ben, az INSSE adatai alapjdn)
Az id6ésorok grafikonjan (10. abra) latszik, hogy Maros megyében szinte végig a legalacsonyabb
a munkanélkiiliségi rata, amely tobbek kozott a megye ipari fejlettségének, ezaltal a tobb
munkahelynek is tulajdonithats. Osszességében 2020 tavaszaig csokkend trend volt
megfigyelhetd. Sok periddusban megfigyelhetd, hogy télen magasabb volt a mutatd, mint a tobbi
évszakban, ez példaul a szezonalis munkakhoz (pl. mezdgazdasag ¢€s épitkezések) is kotheto,

viszont a pontos okok tisztazdsa egy kiilon kutatast igényel és nem tartozik ezen dolgozat
témajahoz.

A masodik tablazatban 6sszefoglaltam a fobb statisztikai mutatokat. Kiszamitottam az atlagokat
évszakonként Osszesitve is, hogy megnézzem, alatdmasztja-e azt, hogy télen altaldban magasabb

a munkanélkiiliségi rata. A tablazatban a legalacsonyabb és legmagasabb megfigyelésekhez

tartozo6 idépontokat is feltlintettem.

26



2. tablazat. A székelyfoldi megyék munkanélkiilisagi ratainak statisztikai adatai.

mutato Kovaszna megye Hargita megye Maros megye
Atlag 5.98% 5.43% 4.69%
Szoéras 2.26% 1.65% 1.73%
Variancia 5.13% 2.71% 3.01%
Median 5.20% 5.20% 4.70%
Minimum 3.0% 2019 méjus | 3.2% 2021 november | 2.3% 2020 majus
Maximum 12.5% 2010 februdr | 11.4% 2010 februdr | 8.5% 2010 marcius
Téli 4tlag 6.29% 5.94% 4.91%
Tavaszi atlag | 5.95% 5.31% 4.75%
Nyari atlag 5.89% 5.13% 4.51%
Oszi 4tlag 5.76% 5.31% 4.59%

Forras: sajat szerkesztés az INSSE adatai alapjan

Kovészna és Hargita megyében a vizsgalt idészakban 2010 februarjaban volt a legmagasabb a
munkanélkiiliségi rata (12.5% valamint 11.4%), mig Maros megyében 2010 marciusiban, 8.5%-
os értékkel. Ez bizonydra a 2008-ban kialakult pénziigyi és gazdasagi vilagvalsadg hatasa volt,
amely kissé késve, de elérte Romaniat is. Az orszag gazdasaga jellemzden az alacsony és kdzepes
képzettségli munkaerdt hasznald, viszonylag kevés technologiat felhasznald és kevés hozzaadott
értékli iparagakon alapult. A gazdasagi recesszid miatt rengeteg munkahely sziint meg, vagy

jelentésen csokkentette dolgozdinak 1étszamat (Georgeta, 2015).

Az 1. tablazatban is lathato, hogy a téli honapokban atlagosan magasabb volt a munkanélkiiliség,
mint a tobbi évszakban. Maros megyében 2020 méjusdban volt a legalacsonyabb a mutato, 2.3%,
Hargita megyében 2021 novemberében 3.2%, mig Kovaszna megyében 2019 méjusaban 3% volt.
Sajnos a koronavirus jarvany miatt 2020 tavaszatol 2021 novemberig jelentds iitemben novekedett
a munkanélkiiliek szdma, amelyhez a jarvany visszaszoritasara irdnyulo intézkedések jelentdsen
hozzajarultak. Azt, hogy Maros megyét miért érintette kevésbé a koronavirus jarvany, azt egy

kiilon kutatas keretein beliil lehetne megvalaszolni.

Megnéztem, hogy az adatok kovetik-e a normal eloszlast, mert, ha nem normal eloszlast az idésor,
torzitjak a kozépértékeket a kiugrd értékek (Lazar, 2022). Ez hatassal lehet a neuralis haldzatok
tanulasara ¢és altaldnositd képességére is. A programom az iddsorok hisztogramjait is
automatikusan elkésziti, valamint lefuttatja rajtuk Kolmogorov-Smirnov tesztet a normal
eloszlasra, a scipy.stats Python modul kstest fiiggvényének segitségével. Az idésorokrol készitett

hisztogramok a 11. abran lathatdak.
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Kovaszna Hisztogram Hargita Hisztogram Maros Hisztogram

0 L 0 ] -
300 395 490 585 680 775 870 965 1050 1155 1250 320 402 48B4 566 648 730 B12 B94 976 1058 1140 230 292 354 416 478 540 602 664 726 788 BS50
Ertékek Ertékek Ertékek

11. abra. Az idésorok hisztogramjai.
Forras: sajat szerkesztés Python-ben, az INSSE adatai alapjan

Latszik, hogy Kovaszna és Hargita megye iddsorainak eloszladsanak az alakja jobbra elnyulo,
tehat a kiugré értékek mind az atlagnal joval magasabbak. Azonban a normalitds vizsgélatahoz

Lazar (2022) alapjan a Kolmogorov-Smirnov tesztet is elvégeztem.

3. tablazat. az idésorokon elvégzett Kolmogorov-Smirnov teszt eredményei.

IdGsor Ferdeség Hegyesség
Kovdszna 0.006 5.98 0.90 0.28
Hargita 0.004 5.43 1.45 2.36
Maros 0.003 4.69 0.35 -0.73

A harmadik tablazatban talalhatéak a normalitast ellenérzd tesztek p-értékei a harom iddsor
esetében, amelyek szerint a tul kicsi p-értékek miatt tul sok bizonyiték van arra, hogy az adatok
nem kovetik a normalis eloszlast. Ezt figyelembe vettem a neurdlis halok tanitdsa soran, és

normalizaltam az adatokat.

Ezt kovetéen megvizsgaltam az idosorok stacionaritasat az egységgyokér tesztekkel (Madaras &
Lehel, 2016) alapjan. Ehhez a Python statsmodels.tsa.stattools csomagjabol az adfuller és kpss
fliggvényeket hasznaltam fel. Az eredmények a 4. tablazatban talalhatdak.

4. tablazat. az ADF és KPSS tesztek eredményei. (Sajdt szerkesztés az INSSE adatai alapjan)

ADF teszt KPSS teszt
Id&sor Statisztika p-érték Kritikus Statisztika p-érték Kritikus Erték
Erték (5%) (5%)
Kovaszna -2.79 0.06 -2.88 1.53 0.01 0.46
Hargita -2.64 0.08 -2.88 1.48 0.01 0.46
Maros -2.37 0.15 -2.88 1.65 0.01 0.46
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Mindegyik megye idésoranak esetében az ADF teszt p-értéke nagyobb, mint 0.05, tehat nem
utasitjuk ez a nullhipotézist, vagyis az idésorok nem stacionariusok. A KPSS tesztek p-értékei
kisebbek, mint 0.05, tehat elutasitjuk a nullhipotézist, vagyis az iddsorok eszerint sem
stacionariusok. Emiatt az ARIMA modellek johetnek szoban, ahol a d jeldli a differencialast (first

differenced: d =1).

Az MA(q), vagyis a mozgoatlag komponens rendjének meghatarozasa érdekében elkészitettem az
1dosorok autokorrelacios fliggvényeit a statsmodels.tsa.stattols.acf fiiggvénnyel, és abrazoltam
azokat a pyplot modul segitségével. Az vizsgalt idésorok autokorrelacios fiiggvényei a 12. dbran

lathatoak.
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12. abra. Az id6sorok autokorrelacios fliggvényei. (Sajat szerkesztés Python-ben)

A kék beszinezett tér a vonalak mogott a 95%-os konfidencia intervallum, ami azt jelzi, hogy hol
varhat6 az autokorrelacids egyiitthatok értéke egy adott szinten. Ha egy autokorrelacios egytitthatd
a kék szinnel befestett teriileten beliil helyezkedik el, akkor azt mondhatjuk, hogy nincs jelentds

autokorrelacié az adott késleltetett értékben (Drelczuk, 2020).

Ha az adott id6sor egy MA(q), vagyis mozgoatlag folyamat lenne, akkor az elsé néhany k 1épés
utan a px autokorrelaciok hirtelen csokkennének (Sandor, 2019), viszont a 12. dbran levd ACF-ek
nem ezt mutatjak, hanem linearis, fokozatos csokkenést. Ebbdl adoddéan az autokorreldcios
fliggvénnyel szerint az idésorok nem MA(q) folyamatok. Azonban ez 6nmagaban még jelenti azt,

hogy az ARMA (p, q), vagy ARIMA (p, d, q) modellek ne johetnének szdba.
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Az id6sorok AR(p) autoregressziv komponenseinek meghatarozasahoz sziikség van a parcialis

autokorrelacids fliggvényekre, amelyek a 13. abran lathatoak.

Parcidls Autokorrlécid (Kovészna) y Parcials Autokorrlécid (Hargita) N Parcialis Autokorrelacio (Maros)
10 ; .

05 05 05

et nf.*'..?..?‘ - Al aerete | et e

13. abra. A parcialis autokorrelacios fiiggvények diagramjai. (Sajdt szerkesztés Python-ben)

Mindharom megye esetében az latszik a parcidlis autokorrelacios fiiggvényen, hogy az elsé kettd
1épésben az autokorrelacids egyiitthatok egyhez kozeli értékek, mig az Gsszes tobbi 1épésben
elhanyagolhatdan kicsik. Ebbdl adédoan AR (2) modellel érdemes kezdeni, de szoba johetnek az
ARMA vagy ARIMA tipust modellek is, mivel a PACF 6nmagédban nem tudja meghatarozni vagy
kizarni az ARMA (p, q), ARIMA (p, d, q) folyamatokat, igy tobbféle modellt is leteszteltem
(Sandor, 2019).

4.3. Az ARIMA modellek implementacioja

A 12. és 13. dbran levo grafikonok azt szemléltetik, hogy valosziniileg mindharom megye esetében
az AR (2) modellel érdemes probalkozni els6korben a becslések készitéséhez, viszont a
stacionaritds hianya miatt megvizsgaltam az ARIMA modelleket is, €s ezek koziil kivalasztottam
a legkisebb AIC (Akaike Information Criterion) értékii modellt a Sdndor (2019) alapjan, mert

valoszinlileg ez a modell fog a legjobban illeszkedni az adott idésorra.

A Python programban a statsmodels.tsa.arima.model. ARIMA ingyenesen telepithetd csomag
segitségével illesztettem a modelleket ¢és készitettem el az eldrejelzéseket, Brownlee (2023)
alapjan. Az adatokat a program két kiilon listaba menti el, tanitéadatok €s tesztadatok szintjén. Az
eldbbi arra szolgal, hogy a modelleket illessziik az iddsorra, mig az utdébbi a modell eldrejelzési

pontossaganak meghatarozasara szolgal.
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Az AIC értékeket a Python-ben létrehozott statsmodels.tsa.arima.model. ARIMA osztéllyal
készitett modellek model fit,aic attribituméabdl kértem le, a tanitéadatokra vald illesztést

kovetden, amelyek az 6todik tablazatban vannak 6sszefoglalva modellenként.

5. tablazat. A letesztelt ARIMA modellek AIC értékei.

Id&sor AR(2) ARIMA(2,1,0) ARIMA(2,1,1) ARIMA(2,1,2) ARIMA(1,1,0)
Kovaszna 123.7 114.81 114.93 92.59 114.77
Hargita 114.95 109.28 106.3 103.58 109.41
Maros 3.54 -2.47 -0.49 1.35 -4.47

A kutatds soran tobb modell is ki lett probalva: ARMA (p = 1...3, q = 1...3), ARIMA
(p=1...3,1=1...3,q=1...3), de ezek koziil csak a legjobb 6t6t tiintettem fel. Ebben a tablazaton
az lathato, hogy az AIC mutat6 szerint Hargita és Kovaszna megye esetében az ARIMA (2, 1, 2),
Maros megyénél az ARIMA (1, 1, 0) modell jelentésen jobban illeszkedett a tanitd idésorra, mint
az AR (2) modell, ezért ezeket a modelleket hasznaltam a tesztadatok eldrejelzésére és ezek

teljesitményét hasonlitottam 6ssze az MLP és LSTM regresszios modellekkel.

A modellek illesztését kovetden megnéztem, hogy hogyan altalanositanak, vagyis mennyire
pontosan becsiilik meg a teszthalmaz értékeit. Ehhez Brownlee (2023) alapjan, az eldre-1€p6 (walk
forward) validaciot alkalmaztam. Ilyenkor a modell az addigi ismeretei alapjan egyszerre egy
1épést jelez elore, majd az eldrejelzett értékkel frissiti a tanitdadatoknak hasznalt listat, amivel Gjra
illeszti 6nmagéat. Ez azért jobb megoldas, mint egy 1épésben lekérni a 12 db eldrejelzést a predict()
fliggvénnyel, mivel abban az esetben csak egy egyenes vonalat kapnank. Az ARIMA

elorejelzéseket eléallité Python alprogram a 14. dbran lathato.

def predict(self, test_data, adatok):

history = [x for x in adatok]

predictions = list()

for t in range(len(test_data)):
model = sm.tsa.ARIMA(history, order=(self.p, self.d, self.qg))
model_fit = model.fit()
output = model_fit.forecast()
predictions.append(output[@])
obs = test_data[t]
history.append(obs)

self.predictions = predictions

14. abra. eldrejelzés ARIMA modellel, eldre-1ép6 validacioval Python-ben.
Forras: sajat szerkesztés, Brownlee (2023) alapjan
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Az ARIMA modellek becslései a és reziduumai a teszt iddszakra vonatkozoan a 9. és a 10.

Osszefoglalo tablazatokban talalhatdak, a z MLP és LSTM modellek adataival egyfitt.

Az 6. tablazatban Osszefoglaltam a legjobban illeszkedd ARIMA modellek altalanositd

képességét a teszthalmazra tekintve, a kiilonb6z6 becslési hibakat méré mutatok szerint:

6. tablazat. az ARIMA modellek teszt id6szakra adott becsléseinek pontossaga

Idésor Modell
Hargita ARIMA (2,1,2) 0.00198 0.00343 3.04 0.72
Kovaszna ARIMA (2,1,2) 0.00713 0.00655 4.69 0.48
Maros ARIMA (1,1,0) 0.00126 0.00383 2.84 0.71

4.3.1. A Reziduumok vizsgalata

A reziduumok a regresszios modellek becsléseinek és a valodi adatok kozotti kiilonbségeket
jelentik (Lazar, 2022). A reziduumok segitségével megvizsgaltam, hogy az egy éves tesztelési

1d6szakra tekintve mennyire megbizhatoak az ARIMA modellek becslései, Sandor (2019) alapjan.

A becslések megbizhatosdganak szempontjabdl fontos, hogy a reziduumok fehérzajként
viselkedjenek, vagyis a hibdknak ne legyen szisztematikus mintazata €s ne korreldljanak
egymassal. Tovabba a reziduumoknak lehetéleg homoszkedasztikusnak kell lenniiik. Ez azt
jelenti, hogy a hibak variancidja az idében allando. Ellenkezd esetben heteroszkedaszticitds van

jelen, ami azt jelenti, hogy a modell becslései nem megbizhatoak (Sandor, 2019).

Az ARIMA modellek becsléseinek reziduumainak pontdiagramjai a 15. 4bran talalhatoak,
amelyeken az latszik, hogy az reziduumok inkabb az egyenes mentén helyezkednek el, és nem
tolcsérszertien (Lazar, 2022). Ez azért j6, mert a modell feltételezhetben nem mutat

heteroszkedaszticitast.

Kovaszna ARIMA(2,1,2) Hargita ARIMA(2,1,2) Maros ARIMA(1,1,0)

0 2 4 6 8 10 0 2 4 6 8 10 ° 2 4 6 ) 10
Erejelzés sorszéma Elérejelzés sorszéma Eldrejelzés sorszéma

15. abra. az ARIMA modellek reziduumainak pontdiagramjai.
Forras: sajat szerkesztés Python-ben
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A reziduumok autokorrelacids fliggvényei a 16. dbran lathatéak. Egyik modell esetében sincs

autokorrelacid a hibak kozott, mivel mindegyik érték a 95%-os intervallumon beliil van, tehat a

modellek ebbdl a szempontbol is megfeleldek.

. Kovaszna ARIMA (2, 1, 2) reziduumok i Hargita ARIMA (2, 1, 2) reziduumok - Maros ARIMA (1, 1, 0) reziduumok
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16. abra. az ARIMA modellek 4ltali becslések reziduumai autokorrelacios fiiggvényei. (sajat szerkesztés Python-ben)
Ezen kiviil még az is fontos, hogy a reziduumok normalis eloszlast kvessenek, ezért elvégeztem
a Kolmogorov-Smirnov tesztet mindegyik ARIMA modell hibaira Lazéar (2022) alapjan. A normal

eloszlas alapjan azt feltételezziik, a hibak atlaga megkdzelitéleg nulla.

7. tablazat. az ARIMA modellek reziduumain elvégzett Kolmogorov-Smirnov tesztek eredményei.

Modell p-érték Atlag Ferdeség Hegyesség
Kovészna ARIMA (2, 1, 2) 0.80 0.03 1.00 1.30
Hargita ARIMA (2, 1, 2) 0.79 0.00 -1.39 0.07
Maros ARIMA (1, 1, 0) 0.85 0.00 -1.04 1.81

A 7. tablazatban az lathat6, hogy mindegyik modell esetében a p-érték joval nagyobb, mint 0.05,
ezért azt mondhatjuk, hogy a hibdk eloszldsa nem kiilonbozik szignifikdnsan a normalis
eloszlastol. A reziduumokat egy kozos hisztogramon is abrdzoltam, amely a 17. abran lathato,

amely megerdsiti azt, hogy a reziduumok kdvetik a normalis eloszlast.

I Kovaszna ARIMA (count) [l Hargita ARIMA (count) [ Maros ARIMA (count)

Gyakorisag

0.4

hiba

17. abra. Az ARIMA modellek reziduumainak eloszlasai.
Forras: www.statskingdom.com
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4.4. A neuronhalok implementacioja

Ebben a részben ismertetem, hogy milyen mddszerrel valdsitottam meg a neuralis haldzatokat,

hogyan tanitottam be 6ket, és hogyan jeleztem eldre beliik.
4.4.1. A tanito és tesztelo adatbazis elokészitése

Egy idésor megfigyeléseit at Iehet alakitani feliigyelt tanulasi problémaként. Ezt Gigy tehetjiik meg,
hogy az el6z0 idépontot vagy iddpontokat bemeneti valtozoként, és a kovetkezd idOpontot

kimeneti valtozoként kezeljik.

Az id6ésorokbol Brownlee (2018), 44. oldal alapjan készitettem el a feliigyelt tanitashoz sziikséges
tanito- és teszteld parokat (x train, y train, x_test, y test), a szakirodalomban sliding window
néven ismert modszerrel. Ilyenkor az idésorbdl egy valasztott ablakméret alapjan hozzuk 1étre a
bemenetek és kimenetek listajat. Egy kimeneti értéket a valasztott ablakméretnek megfeleld szamu

korabbi megfigyelésbdl allitunk eld, vagyis egy kimenetet n darab korabbi értékbdl kdvetkezik.

def split_sequence(sequence, n_steps):

X, Y= 1ist(), list()

for i in range(len(sequence)):
end_ix = i + n_steps
if end_ix > len(sequence)-1:

break

seq_x, seq_y = sequencel[i:end_ix], sequence[end_ix]
x.append(seqg_x)
y.append(seq_y)

return np.array(x), np.array(y)

18. abra. Az idGsorokbdl tanitd parokat eldallitdo Python fliggvény.
Forras: Brownlee, (2018), 47. oldal

A bemeneti mintdk hosszanak 3-at valasztottam, mert a szakirodalomban ez a legelterjedtebb,
példaul (Brownlee, 2018) is ezt az ablakméretet hasznalta. A 19. dbran reprezentdlom, hogy Maros

megye iddsoranak elsé 5 megfigyelésébdl hogyan fog kinézni az els6 kettd tanitd par.

time_series = [8.3, 8.4, 8.5, 8.2, 7.9]

lag = 3
X_train[@] = [8.3, 8.4, 8.5] Y_train[@] = 8.2
X_train[1] = [8.4, 8.5, 8.2] Y_train[1] = 7.9

19. abra. Példa a mozgoablak modszerrel készitett tanitd parokra. (sajdt szerkesztés)
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Ez a gyakorlatban azt jelenti, hogy a janudr, februar és marciusi adatokbol kovetkezik az aprilisi

érték. A majusi megfigyelés pedig a februdri, marciusi és aprilisi értékektdl fiigg és igy tovabb.
4.4.2. Az adatok standardizalasa

A neuronhalos modellek érzékenyek az adatok eloszlasara és azok értéktartomanya. A kiugrd
értékek lelassithatjdk vagy rossz iranyba vihetik el a tanulast, mivel a magasabb értékek
dominalhatjak a célfiiggvényt (Brassai, 2019). Emiatt ajanlott az adatok skaldzasa, mieldtt azokat
egy LSTM vagy MLP halozatba taplaljuk. Az adatok skalazasa biztositja, hogy minden adatnak
ugyanaz legyen az értéktartomdnya, ami hozzajarulhat a neuronhalé hatékonyabb tanitasdhoz
azaltal, hogy segit kikiiszobolni a lokalis minimumokba val6 ragadast (Brassai, 2019).
Chen és tarsai (2022) és kutatasukban megallapitottak, hogy az LSTM prediktiv modellek sokkal

jobban teljesitenek akkor, ha a bemeneti adatok normal eloszlast kovetnek.

A standardizalas megprobalja az adatok atlagat nullara és szorasat egyre allitani N (0,1), igy
kozelebb hozva a mintat a normal eloszlasra. Ilyenkor a megfigyelésekbdl (x;) kivonjuk az atlagot

(x), majd elosztjuk a szorassal (o) (Brassai, 2019).

x = 2 (22)

Q

A programomban a sklearn.preprocessing osztaly segitségével tobbféle skalazasra is lehetdséget
biztositok az MLP és LSTM neurdlis halok készitése soran, Brownlee (2019) alapjan: egy
leghordiil6 listdban valaszthatunk standardizacid, min-max normalizacid, robosztus skalazas €s
logaritmizalas kozott. Az is fontos kérdés, hogy csupan a bemeneteket (x), vagy az elvart
kimeneteket (y) is transzformaljuk-e? Mindkét megkozelités elfogadhatd, kiilonbozo idésorok és
modellek esetében. Az elvart kimentek skalazésa esetében viszont a konzisztencia szempontjabol

ugyanazzal a skalaval kell dolgozni, amit a bemeneteknél hasznaltunk.

A legjobb modellek kivalasztasa soran kiprobaltam mindegyik transzforméciot a felsoroltak koziil,
¢s mindegyik megye esetében az idésorok standardizaldsa utan teljesitettek a legjobban az MLP

¢és az LSTM modellek.

A standardizalést a Scikit-learn modulban talalhaté sklearn.preprocessing.StandardScaler osztaly

segitségével végeztem el. A normalizalast végzo fiiggvény kodja a 20. dbran lathato:
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def normalize(self, scalerMode: str = , normOut: bool = False):
scaler = None
if scalerMode == "robust":
scaler = RobustScaler()
if scalerMode == "minmax":
scaler = MinMaxScaler()
if scalerMode == "standard":
scaler = StandardScaler()
if scalerMode != "-":
if scalerMode == "log":
self.X_train = np.log(self.X_train)
self.X_test = np.log(self.X_test)

if normOut:
self.y_test = np.log(self.y_test)
self.y_train = np.log(self.y_train)
else:
self.X_train = scaler.fit_transform(np.array(self.X_train))
self.X_test = scaler.transform(np.array(self.X_test))

if normOut:
self.y_test = scaler.fit_transform(self.y_test.reshape(-1, 1))
self.y_train = scaler.transform(self.y_train.reshape(-1, 1))

20. abra. az idésorok normalizalasat végz6 Python fiiggvény (sajat szerkesztés Python-ben)

4.4.3. Az MLP modellek implementacioja

(Heaton, 2005) alapjan €s probalgatasok utan valasztottam ki a megfeleld haloszerkezetet: A

mozgo ablak mérete 3 volt (3 korabbi adatbdl kovetkezik egy negyedik), ebbdl adoddan mindegyik

MLP modellnél 3 bemeneti neuront hasznaltam. Mivel egy eldrejelzést ad a modell a bemeneti

mintdbdl, a kimeneti rétegben egyetlen neuron van. Az MLP modellbe végiil két rejtett réteget,

benniik 3-3 neuront tettem, igy elérve a legjobb altalanositd képességet.

Bemeneti réteg rejtett rétegek Kimeneti réteg

x_train[i][0]

x_train[i][1]

x_train[i][2]

21. abra. Az eldrejelzésekhez hasznalt MLP halok szerkezete.
Forras: Sajat szerkesztés (Brassai, 2019), 80. oldal alapjan
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A legjobb MLP modell keresése soran az MLP ¢és LSTM modelleknél egyarant
Osszehasonlitottam, hogy az egyes iddsorok esetében melyik optimalizacios algoritmus
(ADAM/LBFGS/SGD), illetve az adatok milyen transzformacidja (standardizalas, min-max
normalizacid, robosztus skalazés, logaritmizalds, vagy egyik sem) mellett illeszkedtek, illetve
altalanositottak legjobban a modellek. A bemeneti adatok standardizalasa segitett a legjobban a
modellnek, az elvart kimenetei értékek skalazasa elrontotta az eldrejelzéseket, azokat nem
alakitottam at. Az LBFGS optimalizaciés algoritmus altal révidebb id6 alatt konvergaltak a
modellek, és ezen allapotban joval kisebb MSE/RRMSE/MAPE mutatdkat értek el a teszt
adatokon, mint az ADAM vagy SGD esetében. Az maximalis epoch szam minden esetben 2000
volt. A modellek méar legfeljebb 364 epoch utan megfelelden konvergaltak, ezért a tanitas leallt.
A konvergencia elérésére abbol kovetkeztet a tanitast kezeld algoritmus, hogy megadott

(alapbol 10) sulyfrissitési miivelet utdn sem javul a veszteség a megadott (alapbol 107#) értékkel.
4.4.4 Az LSTM modellek implementacioja

Az LSTM regresszios modelleket (Brownlee, 2022); (Brownlee, 2018) alapjan készitettem el, a
TensorFlow projekt részévé valt Keras modullal (Keras: Deep Learning for humans, 2024). Az
ugynevezett Vanilla LSTM-et valasztottam, amely a be- és kimeneti rétegen kiviil egyetlen rejtett
rétegbdl all. Ez a réteg is ReLU aktivacios fliggvényt hasznal, akarcsak az MLP esetében.
Probaltam 2 ¢és 3 réteget is (Stacked LSTM), de nem adtak jobb eredményt, viszont joval tobb
ideig tartott a tanuldsuk. A rejtett réteg utan egy kimeneti réteget kapcsoltam, amely egyetlen
LSTM cellabdl all, és teljes Osszekottetésben all a rejtett réteggel. A teljesen Osszekapcsolt
rétegeket stirti rétegnek (Dense) is nevezik. Mivel nincs pontos utmutatas arrdl, hogy a rejtett réteg
mennyi LSTM cellat kell tartalmazzon, kiprobaltam eldszor 3 cellaval, ami nagyon kevésnek
bizonyult. A szakirodalomban gyakran hasznalt 64 db LSTM cella mar sokkal kielégitobb
eredményeket adott. Batch méretnek 1-et hasznaltam. A batch méret azt hatarozza meg, hogy a
halo egyszerre hany bemeneti mintat kap meg sulyfrissités elétt. Mivel az MLP modellnél az
ADAM/LBFGS/SGD optimalizacios algoritmusokat hasznaltam, viszont a TensorFlow Keras
modul LSTM osztalydban nincs LBFGS, ezért az ADAM ¢és SGD teljesitményét hasonlitottam
0ssze. Az ADAM mellett jobban altalanositottak a modellek. Az epochs értéknek 300-at allitottam
be. A tanitdadatok ugyanolyan szerkezetben voltak, mint az MLP esetében (19. &bra) és
standardizalva voltak. Viszont, amig az MLP esetében az elvart kimenetek standardizalasa nem

javitotta jelentdsen az altaldnositod képességet, (a teszt adatbazison kiviil adott eldrejelzéseket el is
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elrontotta), addig az LSTM esetében éppen forditva volt, tehat az y train és y test halmazokat is

skalaznom kellett.

bemeneti adat: példaul X[0] = [ [2.079] [2.137] [2.195] ]
rejtett llapot hy

bemenet: | (None, 64)[ resniela calle

kimenet: | (None, 64) (Vektor vektor
cu szonas® </‘osszeadés
A

memdria cella
v D

@
bemenet: |(None, 64)

kimenet: |(None, 64) ®
rejtett llapot m rejtett dllapot
A\ 4 felejtsibeeneti kimengti
bemenet: |(None, 64) @ . - @

kap
kimeneti réteg (Dense) :
kimenet: |(None, 1) \( /

bemenet

bemeneti réteg

rald

LSTM rejtett réteg

kimenet: példaul Y[0] = [2.022]

22. abra. A felhasznalt LSTM modell diagramja.
Forras: sajat szerkesztés (Poda, 2021) alapjan

4.4.5. Rekurziv elorejelzés a betanitott neuronhaléokkal

A tesztadatokon tul nem rendelkezésre tobb bemeneti minta, amibdl a modellek tudnanak josolni,
ezért a legutols6 bemeneti mintakbol kell kiindulni. Az MLP és LSTM modelleknél Brownlee
(2018) alapjan egyarant tigy jartam el, hogy a modell szamara elkészitett teszt adatbazis legutolsd
bemeneti mintdja alapjan elészor egy eldrejelzést készitettem, majd az eldrejelzett értékkel
frissitettem a bemeneti mintat ugy, hogy eggyel balra toltam az értékeket, igy bemeneti minta

legelsd (legrégebbi) eleme kiesik, és helyére az elorejelzett érték jon.

Amennyiben a modell normalizalt ki- és bemeneti adatokkal lett tanitva, az eldrejelzéseket a
felhasznalt skalazasi modszer szerint vissza kell transzformalni. Péld4ul standardizacié esetén a
tanitoadatok atlagaval és szorasaval alakitjuk vissza az elorejelzett értéket a (22) képlet

atrendezésével. Ha a modell szamara csak a bemeneti adatokat normalizaltuk, de a kimeneteket
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nem, akkor az elOrejelzést is normalizalni kell, mieldtt felhasznalndnk a frissitett bemeneti

mintaban.

def recursiveForecast(model, n):
forecasts = []
input_data = model.x_test[-1].reshape(1, -1)

for _ in range(n):
forecast = model.predict(input_data)[o]

if not normout and scalerMode == "log":
forecast = np.log(np.longdouble(forecast))

forecasts.append(forecast)
input_data = np.hstack((input_data[:, 1:], forecast.reshape(1, -1)))

if model.scaler is not None and not model.normout:
last_value_normalized = model.scaler.transform(np.array(input_data).reshape(1, -1))[0][-1]
input_data[-1][-1] = last_value_normalized

if model.scalerMode == "log":
forecasts = np.exp(forecasts).tolist()

elif model.scaler is not None and model.normout:
forecasts = model.scaler.inverse_transform(np.array(forecasts).reshape(1, -1)).flatten().tolist()

return forecasts

23. abra. Rekurziv el6rejelzéseket készitd Python fiiggvény.
Forras: sajat szerkesztés, (Brownlee, 2018) alapjan.
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5. Eredmények

Ebben a fejezetben a modellek altal (a teszt adatbazis bemeneteire) adott becslések pontossagat

hasonlitom Gssze.

5.1. modellek altalanosito képességeinek dsszehasonlitasa

A webalkalmazadsom a modellek illesztését és betanitasat kovetden automatikusan eldre jelez a
tesztadatokra is, valamint kiszdmitja a reziduumokat és a hibastatisztikakat. Ezeket idésoronként
egy tablazatban Osszesiti, ahol az elvart érték, a becsiilt érték és a kozottik levo eltérést mutatja.
Ezenkiviil a reziduumokat pontdiagramon &brazolja, egy hisztogram ¢€s egy autokorrelacios

diagram mellett, amelyek a modellek diagnosztikajara szolgalnak.

A 8. tablazatban Osszesitettem, hogy 2022 augusztusa és 2023 jaliusa kdzott hogyan alakultak a
munkanélkiiliségi ratak a székelyfoldi megyékben, és hogy a kivalasztott ARIMA, ANN modellek
ehhez képest milyen értékeket jeleztek elore. A reziduumokat kiilon rendszereztem, amelyek a 9.

tablazatban talalhatoak.

8. tablazat. A székelyfoldi megyék valodi munkanélkiiliségi ratai a teszt idészak alatt, és a kiilonb6z6 modellek becslései. Az
értékek szazalékban értendok.

modell Kovaszna Hargita Maros

doerak ":;:‘:' ARIMA MLP LSTM V:(;‘;‘:' ARIMA MLP LSTM V:(;‘;‘:' ARIMA  MLP

22 08 46 465 452 476 | 39 381 38 38 | 28 27 27 271
22 09 43 464 467 464 | 4 383 394 394 | 29 28 283 285
2210 42 419 41 432 | 42 397 403 399 | 31 292 293 29
2211 4.1 406 412 436 | 44 427 425 421 | 32 315 316 3.15
2212 4.0 407 401 412 | 44 45 444 447 | 32 323 322 3.14
2301 3.8 411 391 40 | 45 439 437 443 | 31 32 319 3.17
23 02 3.8 394 366 378 | 43 444 45 445 | 31 307 306 3.06
2303 3.8 386 377 38 | 42 422 421 424 | 30 31 309 3.1
23 04 3.8 372 379 373 | 40 418 415 406 | 27 298 296 295
2305 3.8 366 379 373 | 38 401 393 405 | 27 262 281 285
23 06 42 379 379 373 | 38 379 374 381 | 27 27 27 27
23 07 4.9 425 446 438 | 37 38 381 379 | 27 27 27 271
atlag: 411 408 405 411 | 410 410 410 411 | 293 293 295 295

Grafikonokon (24. abra) abrazoltam minhdrom iddsor 2022 augusztus és 2023 julius kozotti
megfigyeléseit, valamint a modellek becsléseit. Ezeken az latszik, hogy a zdld szind, szaggatott

vonallal jelolt MLP modellek becslései allnak a legk6zelebb a valodi adatokhoz.
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24. abra. Az ARIMA, MLP és LSTM modellek illeszkedése a teszadatokra.
(sajat szerkesztés Excel-ben)
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A 9. tdblazatban a modellek becsléseinek hibdit rendszereztem megyénkként, valamint
feltiintettem a rajtuk elvégzett Kolmogorov-Smirnov tesztek p-értékeit az utolso sorban, amelyek

szerint mindegyik modell reziduumainak sorozata kdveti a normalis eloszlast.

9. tablazat. Az eldrejelzési modellek becsléseinek reziduumai a teszt iddszakra vonatkozdan. Az adatok szdzalékban értenddk.

modell Kovaszna ETFAIE]

idészak ARIMA  MLP LSTM  ARIMA MLP LSTM

202208 -0.05 0.08 -0.16 0.09 0.1 0.07 0.10 0.10 0.09
2022 09 -0.34 -0.37 -0.34 0.17 0.06 0.06 0.08 0.07 0.05
2022 10 0.01 0.1 -0.12 0.23 0.17 0.21 0.18 0.17 0.14
2022 11 0.04 -0.02 -0.26 0.13 0.15 0.19 0.05 0.04 0.05
2022 12 -0.07 -0.01 -0.12 -0.1 -0.04 -0.07 -0.03  -0.02 0.06
202301 -0.31  -0.11 -0.2 0.11 0.13 0.07 -0.10  -0.09 -0.07
2023 02 -0.14 0.14  0.02 -0.14  -0.20 -0.15 0.03 0.04 0.04
202303 -0.06 0.03 0.00 -0.02 -0.01 -0.04 -0.10  -0.09 -0.10
2023 04 0.08 0.01 0.07 -0.18 -0.15 -0.06 -0.28  -0.26 -0.25
2023 05 0.14 0.01 0.07 -0.21  -0.13 -0.25 0.08 -0.11 -0.15
2023 06 0.41 0.41 0.47 0.01 0.06 -0.01 0.00 0.00 0.00
2023 07 0.65 0.44 0.52 -0.10 -0.11 -0.09 0.00 0.00 -0.01
hiba atlag 0.03 0.13 0.00 0.00 0.03 -0.01 0.00 0.00 -0.01
KS teszt p-értéke 0.70 0.62 0.54 0.79 0.76 0.99 0.85 0.95 0.72

A tesztadatokon mért hiba becslések 0sszefoglaloja a 10. tablazatban talalhato, amely szemlélteti
a tobbrétegli perceptron modellek egyértelmii folényét. Mindharom megye esetében az MLP
modell becsiilt a legkevesebb hibaval az MSE, RRMSE ¢és a MAPE mutatok alapjan. Maros
megyénél az ARIMA (1, 1, 0) minimalisan pontosabb volt, mint az LSTM modell, viszont a

Hargita ¢s Kovaszna megyénél az ARIMA (2, 1, 2) teljesitménye volt a leggyengébb.

10. tablazat. A kivalasztott modellek becsléseinek pontossagat dsszehasonlité mutatok.

Megye Modell MSE | RMSE RRMSE | MAPE R?
MLP 0.015 0.084 0.029 2.65 0.78
Hargita LSTM 0.016 0.126 0.031 2.75 0.76
ARIMA (2,1,2) 0.020 0.141 0.034 3.04 0.72
MLP 0.045 0.200 0.053 3.45 0.61
Kovaszna LSTM 0.065 0.255 0.062 4.57 0.54
ARIMA (2,1,2) 0.071 0.266 0.066 4.69 0.48
MLP 0.012 0.114 0.037 2.84 0.69
Maros ARIMA 0.013 0.114 0.038 2.84 0.71
LSTM 0.014 0.118 0.040 2.98 0.70
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5.2. Eldrejelzések

A 10. tablazatban felsorolt modellekkel tovabbi hat honapra készitettem eldrejelzéseket, 2023

augusztus és 2024 januari idészakra vonatkozodan.

Az ARIMA modellek eldrejelzéseit ugyanazzal a mddszerrel készitettem, mint a tesztadatok
becslésénél (14. dbra). Az LSTM modellek eldérejelzéseit pedig rekurzivan, a 18. abran lathato

eljaras szerint kértem le.

A 25. 4bran, grafikonok segitségével dbrazoltam a székelyfoldi megyék 2023 augusztus és 2024
januar kozott (ARIMA, MLP és LSTM modellek altal) eldrejelzett munkanélkiiliségi ratait.
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25. abra. Féléves elorejelzések az ARIMA, MLP és LSTM modellekkel. (sajat szerkesztés Excel-ben)
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6. Kovetkeztetések

A kutatas soran Hargita, Kovaszna és Maros megye munkanélkiiliségi ratait modelleztem ARIMA,
MLP ¢és LSTM prediktiv modellekkel. Minden szdmitast Python-ben végeztem. Tanitd
adatbazisnak a 2010 januar és 2022 julius kozotti havi adatokat hasznaltam fel €s elemeztem. A
modellek altalanositd képességének vizsgéalatdhoz a 2022 augusztus — 2023 juliusi

megfigyeléseket hasznaltam.

A kutatas soran kivélasztott ARIMA ¢és neuralis halé modellek MAPE értéke Osszesitve 2.65 és
4.69 kozott alakultak a teszt adatbazisra adott becslésekre tekintve. Mindegyik modell megfelelt a

reziduumokhoz kapcsolodo elvarasoknak.

A legjobb becsléseket az MSE, RRMSE ¢s MAPE hibamutatok alapjan a két rejtett réteggel
rendelkez6 MLP modellek adtdk, LBFGS tanul6 algoritmust hasznalva. Az adatok standardizalva
lettek a neuralis halok szamara. A tanitd- és teszteld adatbazisok mozgd ablak (sliding window)

modszerrel lettek elkészitve. A maximalis epoch érték 2000 volt.

Eredményeink Osszhangban vannak Ajoodha és Mulaudzi (2020); Tufaner és S6zen (2021);
eredményeivel, abbol a szempontbol, hogy az MLP neurélis halo atlagosan jobban teljesitett a
munkanélkiiliségi ratak eldrejelzésében, mindharom iddsor esetén, mint az LSTM vagy ARIMA
modellek. Sasu (2013) kutatasanak eredménye is 6sszhangban van azzal, hogy az MLP modellek

jobban jelezték eldre a munkanélkiiliségi ratakat, mint az ARIMA modellek.

Tovéabba a kiilonb6z6 gazdasagi folyamatok eldrejelzése soran az LSTM prediktiv modellek
becslései megbizhatobbnak bizonyultak, mint az ARIMA Bareith és Vancsura (2023); Muzaffar
¢s Afshari (2018); S. Siami-Namini €s A. S. Namin (2018); kutatasaiban. Ez 6sszhangban van az
én eredményemmel, miszerint Hargita és Kovaszna megye LSTM modelljei pontosabban jeleztek

elore, mint az ARIMA modellek. Maros megye esetében is minimalis volt a kiilonbség.

Oukhouy ¢s Himdi (2023) kutatdsdban, a tdzsdeindexek eldrejelzésében az MLP modell jobban
teljesitett, mint az LSTM. Ez 6sszhangban van az én kutatdsommal, abban a tekintetben, hogy
mindhdrom megyére készitett ARIMA, MLP ¢és LSTM modellek koziil az MLP modellek
altalanositottak a legjobban. Az MLP modellek tanulasi folyamata egyébként 1ényegesen rovidebb
volt, hamarabb konvergaltak, mint az LSTM modellek, kevesebb erdforrast igényelt a tanitasi

folyamatuk.
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(Paszkiewicz, et al., 2023) eredményei szerint, a vagoeszkozok élettartamanak elérejelzésében az
LBFGS optimalizacids algoritmus mellett pontosabb becsléseket adott az MLP modell, mint az
ADAM hasznalata esetén. A kutatdsom soran €n is azt tapasztaltam, hogy a tobbrétegli perceptron

modellek jobban altalanositottak az LBFGS mellett.

Chen ¢és tarsai (2022) eredményeik alapjan az LSTM prediktiv modellek jobban teljesitenek akkor,

ha a bemeneti adatok normal eloszlast kovetnek. En is ezt tapasztaltam a kutatdsom soran.

A Django keretrendszer, a Python alprogramokkal 0sszekotve lehetdvé teszi, hogy a prediktiv
neuronhalé modellek, és veliik az eldrejelzések készitése felhaszndlobarat legyen. A programom
nehezen elérheté Python elemzési modulokat, akarcsak az adat vizualizaciot, konnyen elérhetoveé

teszi, akarcsak barmelyik mai korszer( statisztikai program.
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