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: Tumor novekedési rita

: Inhibicids rata

: Médositott klirensz

: Az i-edik virtudlis pacienshez tartoz6 dozis a j-edik napon

: Medidn effektiv d6zis
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: Nekrotikus rata
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: A paraméterek alsé hatdra

: A paraméterek értéke normalizdldst kovetden
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: A gybgyszerszint idéfiiggvénye a vérben [mg/kg]

: A gybgyszerszint idofiiggvénye a szovetekben [mg/kg]

: Az 1-edik bemeneti érték az autoenkdderben

: Az X; bemenetre adott kimeneti predikci6 (rekonstrukcid) az autoenkéderben
: A teljes tumortérfogat [mm?]

: Az L hosszusagu teljes tumortérfogatokat tartalmazo vektor

: Az L hosszisagu becsiilt teljes tumortérfogatokat tartalmazé

: Az autoenkdder enkodder részének i-edik

bemenetre adott kimenete (tomoritett reprezentacio)

: A halézat tanulési sebessége (learning rate)

: A neurdlis hdlézat 6sszes paramétereit tartalmazé halmaz
: A szigmoid fiiggvény

: A PINN koltségfiiggvényében alkalmazott sily
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1. fejezet

Bevezetés

A daganatos megbetegedések a vezetd haldlokok kozé tartoznak, tovabbd az egyik leginkabb meg-
hataroz6 tényezd, amely lassitja a varhat6 élettartam novekedését [1]. Bar egyes fejlett orszdgokban
a rdkos megbetegedések haldlozasi ratdja az elmult évtizedekben csokkent [2], a betegek kezelése
és ellatdsa a kozegészségligyben hatalmas gazdasagi er6forrasokat emészt fel és a kovetkezd 40
évre pedig novekvd tendencidt josolnak az esetszdmokat tekintve [3].

A rdkos megbetegedéseket a sejtek szabdlyozatlan ndvekedése és a sejtek terjedése a szarma-
zasi helyilikrdl mas testrészekre jellemzi. A rak kiillonbozé betegségek osszefoglald neve, amelyek
kiilonboz4 tiinetekkel tarsulnak és eltérs kezelési médszereket igényelnek. Evtizedeken 4t csak né-
hany lehetdség allt rendelkezésre a rak kezelésére: a miitét, a sugdrterdpia és a kemoterdpia, ame-
lyeket 6nélléan vagy kombinécidban alkalmaztak [4]. A sugérterdpia sordn a cél az, hogy az ioni-
zal6 sugarzasnak kitett daganatsejtek DNS-€t karositsdk, igy megakadalyozzak azok szaporodasat
vagy elpusztitsdk azokat. A hagyomanyos kemoterdpia célja szintén a gyorsan novekvd és 0szt6do
rakos sejtek elpusztitdsa, kiilonb6z6 kemoterdpids gyogyszerek alkalmazdsdval. Utdbbi hatranya,
hogy az alkalmazott gydgyszerek nem szelektivek, és az egészséges, normal szoveteket is karosit-
hatjak, sualyos, nemkivdnatos mellékhatdsokat, példaul étvagytalansdgot, hanyingert €s hajhullést
okozva [5].

Az olyan tulajdonsdgok, mint a rdk tipusa, helye és silyossdga befolydsoljdk a kezelési mod
kivélasztasat. A sebészeti eltdvolitas sugarterapidval kombindlva az els6dleges mddszer az attét
nélkiili els6dleges daganatok esetében. Mindazondltal, szdmos erdsen agressziv daganat esetén

ezeknek a mddszereknek a korldtai nyilvanvaléak a betegeknél. A leggyakrabban ajanlott terdpia a



miitéti beavatkozast kovetd sugar- és kemoterdpia. Bar a két modszer silyos mellékhatdsokat okoz,
meglehetdsen rontva az életmindséget, alkalmazdsuk nagy mértékben csokkenti a morbiditast és a
mortalitast [6].

A rakos megbetegedések kezelése sordn a gydgyszer-rezisztencia és a gydgyszerhordoz6 rend-
szerek kifejletlensége jelentik az egyik legnagyobb problémét a rdkgydgyitdsban [6]. Az utdbbi
évtizedekben nagy mértékben fejlddtek a rak kezelésére szolgdld kiilonb6z6 modalitasok. A ha-
gyomdanyos modszerek mellett nagy hangsulyt kaptak az alternativ kezelési médszerek is, mint az
Gssejtterdpia, a célzott gyégyszerek, a hormonterdpia és az immunterdpia. Osszességében a rikel-
lenes gyogyszer kutatdsok a sokkal pontosabb és kevesebb gydgyszer alkalmazdsa irdnyaba fordul-
tak.

A gyogyszerkutatdson felill a gydgyszer adagoldsdnak szabdlyozdsa is megélénkiilt az utobbi
évtizedekben. Az 4j gydgyszeradagold rendszerek fejlesztésének f6 célja, hogy lehetdvé tegyék a
tartds és ellendrzott gyodgyszerleadast, a hatékony gydgyszerszintet és ezzel egyidejilileg csokkent-
sék a karos hatasokat [7]. A kemoterdpia sordn beadott gydgyszerek meghatdrozasa jelenleg egy
meghatérozott protokoll alapjan torténik, mely a betegek testsuilyat veszi figyelembe. Az adagolds
sordan a maximdlisan tolerdlhaté dézist alkalmazzdk (MTD - Maximum Tolerated Dosage), ahol
par hetes id6kozonként nagy dézisd kemoterdpids szert adnak be a betegeknek, melynek hatranya
a hosszabb kezelésmentes idoszakok alatt a rezisztencia-mechanizmusok megjelenése, tovibba a
mellékhatdsok silyosboddsa.

A gyogyszerhordozé rendszerek 1étrehozasdnak alapja egy robusztus algoritmus, mely képes
a paciens mért tulajdonsdgai alapjan meghatdrozni a sziikséges gyogyszer mennyiségét. A dozi-
sok megdllapitdsa egy matematikai modellen alapul6 algoritmus alapjan torténik, melynek a para-
métereinek a meghatdrozdsa elengedhetetlen a folyamat sordn. A munkdm sordn egy kordbban
megalkotott tumormodellt haszndlok fel, mely egy négy allapotvéltozo6t tartalmazd kozonséges
differencidlegyenlet-rendszer. A rendszer bemenete a beadott d6zis, mig a kimenete a teljes tu-
mortérfogat. Utobbi az dltalunk mérhetd valtozd, mely leirja a tumor reakcidjat a beadott gyogy-
szermennyiségekre. Az egyenletek nyolc paramétert tartalmaznak, melyeket a szimulalt kezelé-
sek teljes idOtartama alatt konstansnak tekintettem. Ezeknek a paramétereknek az identifikélt ér-
téke alapjan torténik a személyreszabott, optimalis terdpia megalkotdsa. A paraméter identifikacid

gyakran hosszas €s bizonytalansdgokat tartalmazé folyamat, melynek a meggyorsitdsira egy ne-



urdlis hal6zat alkalmas lehet. Mindazondltal, figyelembe kell venni, hogy egy neurdlis hal6zatok
betanitdsdhoz nagy mennyiségi adat sziikséges mind a modellezett, mind pedig a mért tumortérfo-
gatokbdl. Munkdm sordn beépitettem a tumormodellt a hal6zat architektirdjaba, ezaltal a tanitasi
folyamat felgyorsithatd, a pontossag szamszerdsithetd és novelhetd lett.

A dolgozatom elején ismertetem a felhaszndlt tumordinamikai modellt (2.1. alfejezet). Mivel
a modell kimenete alapjan torténik az egyenletekben szerepld paraméterek meghatdrozasa, a 2.2.
alfejezetben annak identifikdcigjanak lehetdségeit részletezem. Ezt kovetden a 3. fejezetben rész-
letezem a a paraméterek becslésére 1étrehozott neurdlis hdlézat felépitésének és implementécidja-
nak részleteit. Végiil, pedig a 4. fejezetben a tanitds sordn kapott eredményeket ismertetem tobb
kiilonbdz6 hossziisagu eldre jelzett mérési intervallumra. A 1étrehozott rendszer alkalmas lehet a
paraméterek gyors meghatdrozdsdra, illetve kezdeti értékiik becslésére.

A kezelések személyre szabdsa sordn lehetséges akar egy olyan gydgyszerhordozé rendszer
megalkotdsa, mely a betegek egyedi jellemzGi alapjan allapitja meg a kemoterdpids szerek beadott
mennyiségét €s annak idépontjat, azaltal hogy informacioét kap a daganat adott pillanatbeli dllapo-

tar6l. Munkdmmal az algoritmus paraméterbecsld szakaszanak a l1étrehozdsdhoz jarultam hozza.



2. fejezet

Irodalmi hattér

2.1. A tumor dinamikajat leir6 matematikai modell

Egy kisérletekkel validdlt modell segitségével el6rejelezhetd, hogy egy adott kezelési protokoll mi-
lyen hatassal lesz a tumor dinamikdjara. Ezaltal a kezelések hatékonysdga novelhetd, a mellékha-
tasok csokkenthetdk és a kezelési koltségek optimalizalhatok. A szakirodalomban szamos modell
talalhat6 a tumor viselkedésének lefrasédra [8, 9, 10]. Ezek a megalkotott modellek vagy csak az
id6ben, vagy idében és térben probaljdk meg leirni kozonséges és parcidlis differencidlegyenletek
altal a tumor dinamikajat.

A dolgozat sordn egy korabban létrehozott tumormodellt hasznalok fel a tumortérfogatok szi-
muldcidjara [11]. A tumormodell egyenletei reakcidkinetikai analégia alapjan lettek 1étrehozva,
ahol Xy, Xy, X3, és X, fiktiv tagok. Az X; az €16 tumor térfogata, az X, az elhalt tumor térfoga-
ta, az X3 a gyégyszerszint a centrdlis kompartmentben, mig az X, a gyogyszerszint a periférids
kompartmentben. A (2.1) egyenlet a tumorsejtek osztdédasat, mig (2.2) az elhalasét irja le. A (2.3)
egyenlet a tumorsejtek kimos6ddsat modellezi. A (2.4) egyenlet a gydgyszer hatésat, (2.5) a gyogy-

szer kiiirtilését, mig (2.6) a két kompartment k6zotti reverzibilis gydgyszerdramlést irja le.



X; 252Xy, (2.1)

Xy —— Xo, 2.2)
Xy — O, (2.3)
X, 4 Xy 2P x (2.4)
X3 — O, (2.5)
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A (2.1)-(2.6) fiktiv reakciokbdl felirhat6 egy differencidlegyenlet-rendszer:

. 123
= (a—n)ry — b—=————, 2.7
1= (= )y — b )
. 123
= b—--"— — 2.8
Tog = nTy + FDw + 25 WLo, (2.8)
T3 = —(C + /{31)373 + koxy + u, (2.9)
i‘4 = k’lfL‘g - k?2$4, (210)

ahol z; az €16 tumortérfogat id6fiiggvénye [mm?], x, az elhalt tumortérfogat id6fiiggvénye [mm?],
x3 €és x4 a gyogyszerszint id6fiiggvénye a centrdlis kompartmentben [mg/kg] és a periférids kom-
partmentben [mg/kg]. A modellt daganatos egereken végzett mérésekkel igazoltdk [12]. A 1étreho-
zott modell célja, hogy leairja a pegilalt liposzomaélis doxorubicin (PLD) kemoterépids szer tumor-
ellenes hatdsat és a tumor dinamikédjat. A (2.7)-(2.8) egyenletek a tumor dinamik4jat és a gyogyszer
hatdsét (farmakodinamikét), mig (2.9)-(2.10) a gy6gyszer aramlédsat (farmakokinetikat) irjak le.
Az egyenletekben szerepld paraméterek a reakcidkinetikai egyiitthatoknak tekinthet6k a forma-
lis felirds alapjan. Az egyiitthatok koziil a, n, w esetiinkben a proliferacids rata, a nekrotikus rata
valamint a kimosddési rata, mig b, ED5q a gydgyszert jellemz6 egyiitthatok (a gydgyszer maximalis
hatdsét leiré paraméter és a median effektiv dozis). A c, ky, ko paraméterek a gydgyszer kimoso-
ddsat, valamint a centrélis és a periférids kompartment kozotti dramlasét irjak le. A 3. fejezetben

a felhasznalt paramétereknek a korabbi dllatkisérletek soran meghatarozott hatarait vettem figye-



lembe. A 2.1. tdbldzatban foglaltam Gssze a paraméterek jelolését, mértékegységét és a korabban
meghatdrozott értékeinek a fels6 és alsé hatdrét.

Koréabbi munkak sordn megdllapitasra keriilt, hogy a kemoterapias szer csak akkor van hatdssal
a tumor térfogatdra, ha az

O0>a—b—n (2.11)

egyenldtlenség teljesiil [13]. Ha az 6sszefiiggés nem teljesiil, az a daganat gyégyszerre valo rezisz-
tencidjat jelenti.

A rendszer bemente az u [mg/kg/nap], ami az idegység alatt bevitt gydgyszer mennyisége,
melyre igaz, hogy u > 0, tehat nem vehet fel negativ értéket, mely adddik abbol, hogy gyogyszert
nem vonhatunk el a szervezetbdl. Ez a felirds folytonos bemenetet feltételez. A gyakorlatban azon-
ban a bemenetek injekcidk, azaz az egyes beadott gydgyszer dozisokat impulziv hatdsnak tekintjiik
a vérben (x3). Tehdt, g, ..., tx 1 id6pillanatban beadott K szdmu injekci6 esetén, mivel ¢, > 0 és
k=0,1,2,.... K — 1, valamint t; < t; < ... < tx_1, igy x3-ban folytonossigi szakadas van a t;

idopontban, mely az alabbi 0sszefiiggéssel irhat6 fel:

z3(tty) = x3(t k) + ws, 2.12)

ahol uy, a t; idSpontban beadott gydgyszer dozisa mg/kg-ban. A rendszer kimenete — az 4ltalunk

mérhetd valtozd — az €16 €s a halott tumor térfogatok 6sszege:

Y= 21+ . (2.13)

Az 71 és a x5 tumortérfogat nem hatdrozhaté meg kiilon, a teljes tumortérfogat mérése torténik az
egereken. A teljes tumortérfogat (y) mérése toldmérdvel torténik két ponton, a tumor szélességét
€s hosszisagat mérik, melybdl egy korabban meghatarozott kozelitd képlet alapjan torténik a térfo-
gatanak becslése [14]. A mérések tartalmazhatnak mérési zajt, melynek modellezése egy kiilonallo

munka a kutatas részeként [15].
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Paraméter Meértékegység Minimum érték Maximum érték

a nap ! 0,5811 0,6871

b nap~ 1,0234 1,0261

n nap ! 6,5696 - 1076 1,1555 - 1077
W nap ! 0,1742 0,3229

EDs, mg - kg ! 0,1 1,0

c nap ! 0,3425 0,9772

ky nap ! 6,7697 7,778

ko nap* 48,51 474,66

2.1. tablazat. A kordbban meghatarozott paraméterek minimum és maximum értékei. Az a a tumor
proliferdcids ratdja, a b a gydgyszer maximalis hatdsa, az n a tumor nekrotikus ratdja, a w a tumor
kimosddasi ratdja, ED5o a medidn effektiv dézis, ¢ a gydgyszer kimosddasi ratdja, mig k; az dram-

lasi egyiitthat6 a vérbol a szovetekbe, mig ko a szovetekbdl a vérbe.

2.2. Paraméterbecslési probléma és megoldasi lehetoségei

A differencidlegyenletek esetében gyakran nem all rendelkezésre az analitikus megoldas, igy azok
megoldasa és a paramétereik meghatdrozasa hosszadalmas folyamatot igényelhet. Egy adott diffe-
rencidlegyenlet vagy rendszer megolddsdnak keresését gyakran direkt probléménak nevezziik, mig
az inverz probléma alatt olyan megfelel6 modell meghatdrozasat értjiik, amelynek megoldasa jol
egyezik néhany kisérleti vagy valos megfigyeléssel. Tehat a paraméterbecslés egy inverz probléma-
ra keres megoldast, célja a megfigyeléseket tartalmaz6 adathalmazhoz legjobban illeszkedé modell
ismeretlen paramétereinek meghatdrozasa [16]. Mig a direkt problémanak egyedi megoldédsa van,
az inverz problémanak tobb is lehet. Ebbdl adéddan az inverz problémédban minden rendelkezésre
all6 informécidt figyelembe kell venni a meghatdrozandd paraméterekrdl. A dolgozatban a cél a
2.1. alfejezetben részletezett kozonséges differencidlegyenleteket tartalmazé tumormodell paramé-
tereinek meghatarozasa.

A paraméterbecslés folyamatdban egy koltségfiiggvény optimalizdldsara toreksziink, amelynek
keretében a leggyakrabban alkalmazott modszerek a Bayes-i becslés, a maximum likelihood méd-
szere és a legkisebb négyzetek mdédszere [17]. A Bayes-i becslés a Bayes-tételt haszélja a valdszin(-

ségi modellek paramétereinek becslésére, ezdltal kifejezi a bizonytalansagot is a paraméterbecslés
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koriil. A maximum likelihood (ML) mdédszer a paramétereknek azt a legvaldsziniibb értékét adja
meg, ami a legnagyobb valdszintiséggel kovetkezik be. Az ML mddszer nem ad kozvelen becslést
a paraméterek bizonytalansagardl €s eloszldsardl. A legkisebb négyzetek modszere pedig a mért
adatpontok és a modell predikcidi kozott minimalizdlja a négyzetes eltérést. A felsorolt paramé-
terbecslési modszerek altal dltalaban olyan nemlinedris optimalizaldsi problémat kapunk, amelyet
zart formaban nem lehet megoldani, igy iterativ numerikus optimalizadldkat alkalmazunk a megol-
dés keresésére [18]. A felsorolt algoritmusok gyakran kiindulési ért€ék megadasat igénylik, melybdl
az iteracio elindithat6. Kordbbi munkdkban a bemutatott tumor modell paramétereinek meghatéro-
zaséra tobbek kozott SAEM algoritmust alkalmaztak maximume-likelihood becslésre [19].

Az optimalizdlasra alkalmazott algoritmusokat megkiilonboztethetjiik aszerint, hogy lokdlis
vagy globalis minimumok megkeresésére alkalmasak. Ez a megkiilonboztetés csak a nemlinea-
ris optimalizdlds kontextusdban sziikséges, mivel a linedris problémdknak mindig egyedi optimu-
ma van. A lokdlis optimalizdlok egy nagy csoportjat alkotjdk a gradiens alapi modszerek, mint a
Newton-mddszerek, a kvazi-Newton mddszerek és a konjugélt gradiens médszer, melyek a paramé-
terek els6rendd derivaltakon alapuld frissitésével keresik az optimélis értékeket. Léteznek algorit-
musok melyen a masodrendd derivaltak értékét hasznaljdk fel, mint a Broyden-Fletcher-Goldfarb-
Shanno (BFGS) mddszer, Gauss-Newton modszer €s a Levenberg—Marquardt algoritmus. A glo-
balis optimalizalok kozott a legelterjedtebbek a populécié alapu algoritmusok, mint az evolicion
alapuldak (példaul genetikus algoritmus) vagy részecske-raj optimalizalok.

A paraméterek meghatdrozasa sordn fontos teriilet az identifikdlhat6sdgi vizsgalata a paramé-
tereknek. Az azonosithat6sagi elemzése felméri, hogy elméletileg meghatarozhatok-e a modell pa-
raméterei az adatokbdl, megvizsgdlva a méréseket, a modell szerkezetét, valamint az el6forduléd
hibak tulajdonsédgait. Egy modell strukturdlisan azonosithat6, ha 1étezik egyedi paraméterezés bar-
mely adott modell kimenethez. Ebbdl adddik, hogy egy paraméter szerkezetileg nem azonosithato,
ha a paraméter megvaltoztatdsa nem feltétleniil valtoztatja meg a modell kimenetét, mert a valtoza-
sok teljes mértékben kompenzalhatok mas paraméterek megvaltoztatdsaval. A bioldgiai rendszerek
modellezésekor kiillonosen fontos az identifikdlhatosag vizsgalata, mert a kisérleti adatok korlato-
zott mennyisége és mindsége csak részben megfigyelt rendszerekben gyakran rossz modellekhez és
paraméterekhez vezet a modellezési folyamat sordn [20]. Kordbbi munkédkban identifikdlhat6sagi

és érzékenységi vizsgalatot végeztek az dltalam is alkalmazott tumormodellen, mely sordn megal-
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lapitottdk, hogy az azonositandé paraméterek €s a tobbi névleges populdcids érték kivalasztasaval
a rendszer azonosithatd. Tovabba megallapitottak, hogy a paraméterek érzékenységi sorrendje az
alabbi: a, b, n és w, ahol magasan a tumor proliferdcids ritdja a legérzékenyebb a tumormodell
kimenetére [21].

Az irodalomban az utébbi években szdmos megkozelités jelent meg a kiilonb6z6 differencidl-
egyenletek és neurdlis hal6zatok integraciéjaval kapcsolatban. Ezek a hdl6zatok a fizikai, biol6giai
vagy kémiai torvényeket — jellemzden differencidlegyenletek formdjaban — kozvetleniil a mély ta-
nuldsi modellek architektdrjaba illesztik be, ezdltal irdnyitjdk a tanuldsi folyamatot az egyenletek
betartdsara [22, 23, 24]. A legnépszertibb megkozelités az utébbi években az un. fizikdval infor-
malt neurdlis halézatok (PINN - Physics Informed Neural Network). A PINN hdlézatokat el6szor
kezdeti érték problémak pontosabb megoldasdnak keresésére haszndltdk a neurdlis hal6zatok éltal
nyujtott fliggvény approximécié segitségével. Mindazondltal inverz problémdkra is alkalmazha-
td, azaltal, hogy a koltségfiiggvénybe belevessziik nem csak a differencidlegyenletek reziduumait
tartalmaz6 tagot (a differencidlegyenletek betartdsaért felelos tag), hanem az illeszkedésért felelds
tagot is (az eldre jelzett kimenetek és az aktudlis megfigyelt adatok kozotti eltérést) [23, 25, 26]. Az
altalanos felirdsa egy PINN halézat koltségfiiggvényében szerepld tagoknak az alabbi egyenlettel
szemléltethetd:

0 = arg min ((JJFLF(Q) +wBLB(9) +deD(9)) (214)
0

A neurdlis hdlézat megtanulja kozeliteni a differencidlegyenleteket a hédlézat 6 paramétereinek
meghatdrozdsaval, egy olyan koltségfiiggvény minimalizdldsaval, amely fiigg a differencidlegyen-
lettdl (L), a hatarfeltételektdl (Lp), és esetlegesen néhany ismert mérési adatponttdl (Lp). Az
wp,wpn,wp a tagok megfeleld sulyozasait jelentik. A tagok az egyenletben az aldbbi jelentéssel

birnak. Lp az illeszkedésért felel6s komponens:

N
1 .
Lp =2 I =)l (2.15)
=1

ahol7 =1,2,... N és N arendelkezésre 4ll6 adatpontok szdma, y; a megfigyelt adatpont, mig 7; a

halézat kimenete. Ly a hdlozat kimenetét arra kényszeriti, hogy eleget tegyen a megadott bioldgiai,
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fizikai torvényeknek, melyek differencidlegyenletek formdjadban vannak definidlva:

Lo = 32 S ID(1):0) — 705 2.16)

ahol D differencial-operator, y a kimeneti viltozo, 7 = 0,1, ..., M, ahol M azoknak a pontoknak
a szama ahol a differencidlegyenletnek érvényesnek kell lennie. A derivalt értékét automatikus dif-
ferencidldssal kapjuk meg, mig az f(t;) a differencidlegyenlet jobb oldali kifejezése ¢; id6pontban.
Az Lp hiba minimalizaldsdaval biztosithatjuk, hogy a hédlézat kimenete kozelitse a differencial-
egyenletek megoldésat.

A peremfeltételekre is felithat6 egy dltalanos hibafiiggvény:

P
1
Ly =5l — gl (2.17)
k=1

ahol P a peremértékek szdma, valamint g, egy adott peremfeltétel fliggvény kimenete [27]. Mind-
azondltal esetiinkben a 2.1. fejezetben bemutatott szakadds kovetkeztében — a dozisok beaddsa
soran — a teljes mérési idGintervallumra alapvetden nem modellezhetd a probléménk PINN-nel.
Egy masik megkozelitése a halozatok és a differencidlegyenletek integracidjanak a neurdlis ko-
zonséges differencidlegyenletek (NODE - Neural Ordinary Differential Equations) [28]. Az Euler
modszer az egyik legegyszeriibb eljaras a differencidlegyenletek kezdeti érték problémdinak megol-
ddsdra, ahol a kovetkezd érték az el6z6 pontban meghatirozott meredekség és a 1épéskoz szorzata
alapjan szamithat6 ki. A rezidudlis hdlézatok hasonlé koncepcion alapszanak, hasonléan a mély
neurdlis hilézatokhoz annyi kiilonbséggel, hogy egy réteg bemenetéhez hozzdadjuk az el6zd elbtti

réteg kimenetét is. Igy a halézat kovetkezG dllapotara az aldbbi 6sszefiiggés frhat6 fel:
hipr = hy + f(he, 0,), (2.18)

ahol ¢ a 1épésszamot, h; pedig a t-edik 1épésben a haldzat dllapotit jeloli. Ha a 1épéskozoket egyre

kisebbre vessziik, akkor ez a folyamat egy differencidlegyenlet folytonos formdjdhoz konvergal :

dh(t)
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ahol 1(0) a kiindulasi allapot, h(t) pedig a ¢ idGpillanatban a kimenet, ami megfelel az ODE kezdeti
érték probléma megolddsanak. A NODE felhaszndldsdval kezdeti érték problémdkat tudunk megol-
dani 4lland6 memoriafelhasznaléssal, hiszen nem sziikséges a koztes 1épések tarolasa. A modszert
tobbek kozott paraméter identifikdcidra is alkalmaztak [29], [30], [31].

Munkdm korabbi szakaszdban mar kidolgoztam egy neurdlis hdl6zat alapu eljarast a paraméte-
rek el6rejelzésére [32]. A hédlézat két neurélis hdl6 6sszeépitésébdl tevddott Ossze, az elsé hdldzat a
paraméterbecsld hdlézatként funkciondlt €s annak a koltségfiiggvényébe volt beépitve egy mdsodik
— elStanitott — hdlézat, mely kezdeti érték problémak megoldasét szolgdlta. A koltségfiiggvényben
szerepld masodik neurdlis hdlézat eldtanitdsdhoz minden egyedhez — melyeknek a paraméterét sze-
rettem volna meghatarozni — tanité adatokat generdltam, majd generalt adatokkal egyedi neurélis
halézatot rendeltem hozza. A mésodik, kezdeti érték problémat megold6 hédlézat 1étrehozdsat az
indukalta, hogy az 4ltalam akkor alkalmazott keretrendszer (TensorFlow) nem rendelkezett beépi-
tett differencidlhaté ODE solverrel, mely parhuzamosan tobb kezdeti érték problémat is meg tudott
volna oldani. Ennek kovetkeztében az elsé hdldzat nem tudta a hibat visszaterjeszteni a sulyaira az
ODE megoldén keresztiil. A 1étrehozott algoritmus alkalmas volt tumortérfogat és dézis parokbol
adott egyedek paramétereinek megéllapitasara, viszont csak nagy szamu iteraciét kovetden, melyet
egy eltanitdsi szakasz el6zott meg minden egér esetében. Tovabba a lehetséges megolddsokat az
eldtanitott ODE megold6 hélézat pontossdga korlatozta a koltségfiiggvényben.

Ezt kovetGen megvizsgaltam a paramétereket és klaszterezd algoritmussal csoportositottam a
hasonlé tumordinamikdval rendelkez6 egyedeket [33], majd az dltalunk mért tumortérfogatok ko-
zotti kiugro értékek detektédldsara és eltdvolitasdra hoztam létre, és alkalmaztam két algoritmust
[34]. A kiugré értékek detektdlasa elengedhetetlen a paraméterbecslést megel6z6en, mivel a kon-

vergenciat, ezdltal a meghatarozott paramétereket is nagymértékben befolyasolhatjak.

2.3. Neuralis halozatok és autoenkoderek

A mesterséges neurdlis hal6zatok (ANN - Artificial Neural Network) a gépi tanulds egy fontos
részteriiletét alkotjdk. Ezek a rendszerek az emberi agy neuronhdlézatainak miikodésének anald-
gidjara lettek megalkotva. Az agyban 1év6 neuronoknak tobb ezer szinaptikus kapcsolata van mas

neuronokkal. Az agykéregben 1étrejové 0sszekapcsolt neuronok halézata felelSs a vizudlis, hang-
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és érzékszervi adatok feldolgozdsaért [35]. Altalaban egy mesterséges neurdlis hélézat tobb ré-
tegbdl all: a bemeneti, egy vagy tobb rejtett és a kimeneti réteg. A tobb rejtett réteget tartalmazd
halézatot mély neurdlis hdl6zatnak nevezziik. Minden egyes neuron kapcsolddik a kovetkezd ré-
teg neuronjaihoz, ahol az dsszekottetések stlyozottak €s a neuron aktivdlodasét egy eltolds, vagy
mads néven torzitds szabdlyozza. A rétegek kiilonboz6 szamu neuront tartalmazhatnak, €s minden
réteg kimenete a kovetkezd réteg bemenete. Minden rétegben linedris transzformacié torténik az
aldbbiak szerint:

A gl (2.20)

v

ahol W a silyokat tartalmazé métrix, bl az eltoldsokat tartalmazé vektor, al'~!! az el6z6 réteg
kimenete, [ pedig a réteg indexe.

Ezt kovetben a linedris transzformacié kimenete egy nemlinedris transzformacios fliggvényen
megy keresztiil, mint példdul a szigmoid fiiggvény. Ezeket nevezziik aktivicids fiiggvényeknek. A

szigmoid fiiggvény az aldbbiak szerint irhat6 fel:

1
~ 14exp(—a)’

o(x) (2.21)

ahol x a bemenete a fiiggvénynek. A szigmoid fiiggvény 0 és 1 kozé képezi le a bemenetet. Tehat
az [-edik réteg kimenete

all = (1), (2.22)

A betanitashoz sziikséges egy koltségfiiggvény (L), amely méri a kiilonbséget az eldre jelzett kime-
netek és a valddi cimkék kozott, melynek értéke alapjdn torténik a hiba visszaterjesztése a haldzat

sulyaira ldncszabdly alkalmazdsaval, azaz

oL oL 9zl

oWl ~ 500 oWl (2.23)
Ezt kovetben a sulyok frissitése sziikséges, egy valasztott optimalizal6 altal:
0 _ o 9L
Wg =W oW (2.24)

ahol 7 a tanuldsi sebesség.
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A neurdlis hélézatok kialakitdsa sordn a vdlasztott architektira dltaldban az adott megoldandé
problématdl fiigg, mint példdul osztalyozasi feladatok vagy dimenzidcsokkentés. A dimenzidcsok-
kentésre alkalmazott architekturdk gyakori példdja az autoenkdder [36]. Az autoenkdder egy tipusa
a feliigyelet nélkiili neuralis hal6zatoknak, amelyet els6sorban f6bb jellemzdk kinyerésére haszndl-
nak [37]. Kezdetben tigy hivatkoztak r4, hogy "hibavisszaterjesztés tandr nélkiil", hiszen a bemeneti
adatok 4ltal tanul a hal6zat [38], ezéltal nincs sziikség cimkézett adathalmazra. Ezt a tulajdonsagat
hasznélom fel a 3. fejezetben részletezett modon.

Az autoenkdéder miikodése formdlisan is felirhat6. Példdul, ha az enkddert h(-) fiiggvényként
jeloljiik, akkor:

zi = h(X;,0), (2.25)

ahol X; a bemenet, 7 = 0,1,..., N és N a bemenetek szdma, illetve 0 tartalmazza az enkdéder

paramétereit. A dekdder rész szintén felirhato a

~

Xi = g(z;,w), (2.26)

fiiggvénnyel, ahol w tartalmazza a dekdder paramétereit. A két szakasz kozos koltségfiiggvénnyel
rendelkezik, és céljuk a 6 és w paraméterkészletiik optimalizdldsa a bemenet és kimenet kozotti
kiilonbség minimalizdldsa sordn. Az optimalizacié az alabbi altaldnos koltségfiiggvényt minimali-
zélja:
N
SSE =Y (X - X;)*, (2.27)
i=1

ahol X; az i-edik bemenet, X; pedig annak a rekonstrukcidja.
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3. fejezet

Megvalositas

3.1. Paraméterbecslo rendszer felépitése

A 3.1. abran lathat6 a létrehozott teljes rendszer felépitése, melynek a struktirdja megtelel egy
modositott autoenkddernek. Az autoenkdderek két f6 komponensbdl épiilnek fel: egy enkdderbdl
és egy dekdderbdl. Az enkdder feladata, hogy a bemeneti adatokbdl allitson eld egy tomoritett
reprezentdciot, mig a dekdder feladata, hogy a tomoritett reprezentaciot visszaalakitsa az eredeti
bemeneti adatokhoz lehetd legkdzelebb all6 forméjara. Annak mértékét, hogy mennyire sikeriilt
jol megkozeliteni az eredeti adatokat, a rekonstrukciés hibdval irhatjuk le, mely a bemenet és a
kimenet kozotti négyzetes kiilonbség.

Esetiinkben a bemenetek a rendelkezésiinkre all6 tumortérfogatok €s a beadott kemoterdpids
szer dozisainak értékeibdl alkotott adott hosszisdgu idésorok. A hdlézat tanitdsdéhoz nem sziiksé-
gesek a modell alapjan hozzatartozé paraméterértékek, azokat a tanitds folyamata alatt a rendszer
magatol hatdrozza meg, azaltal, hogy a hédldzat sdlyait gy hangolja, hogy a bemeneti tumortérfogat
és az aktudlis paraméterek dltal megszabott kimeneti tumortérfogat kozott a kiilonbség minimalis
legyen. Az autoenkdder tehdt esetiinkben abban tér el az irodalomban elterjedt alapkoncepci6tol,
hogy csak az enkdder egy neurdlis hdldzat, a dekdder nem az, nem tartalmaz tanithat6 sulyokat.
A dekdder egy ODE megoldo, ami a paraméterekbdl és a kezdeti feltételekbdl eldallitja a tumor-
térfogatokat. Az autoenkdder tanitisa sordn el6szor tanité adatokat generdltam a tumormodell fel-
haszndldsaval. Ezt kovetden a generalt adatok elsd felével elGtanitottam a hdlézatot, majd pedig a

masodik felével betanitottam az autoenkddert.
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3.1. dbra. A paraméterbecsld autoenkdder felépitése. Az autoenkdder a bemeneti tumortérfogatok
€s a becsiilt tumortérfogatok kozotti kiillonbség minimalizadlasaval hatdrozza meg a bemeneti tu-

mortérfogatokhoz tartozé paraméterek értékeit.

3.2. Tanité adatok generalasa

Mivel valds, egereken végzett mérésekbdl nem all rendelkezésiinkre elegend6 adat egy neurélis
halozat betanitdsahoz, igy a tumormodell felhaszndlasaval 1étrehoztam 20000 szimulélt bemeneti
adatot tartalmaz6 adathalmazt. A tanit6 adatgenerélds sordn pszeudo-véletlenszam szamgenerator-
ral allapitottam meg ddzisokat és paramétereket adott intervallumon beliil, majd pedig a kezdeti
értékek €és paraméterek ismeretében szimuldltam a 2.1. alfejezetben ismertetett tumormodell ki-
menetét egy numerikus integrator segitségével. Ezdltal dozisokat és tumortérfogatokat tartalmazé
idosorokat kaptam. Ezeket két méatrixba gy(ijtottem, ahol minden sor egy id6sort tartalmazott. A ge-
neralt paramétereket szintén egy matrixba gytjtdttem, ahol a sorok szintén egy virtudlis pacienshez
tartoztak. Egy virtudlis paciens alatt egy paraméterhalmazt értek, ahol a paraméterek a szimulaci-
okhoz hasznalt differencidlegyenletek paraméterei. Ezekkel a szimuléacidkkal in silico méréseket
tudunk végezni.

Egy tumortérfogatokat tartalmazé idésor szimulacidja soran el6szor egyenletes eloszlasbol ge-

nerédltam a 2.1. tdbldzatban feltiintetett tartomdnybdl egy-egy értéket, mind az a, b, n, w, ED5, c,
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k; és k, paraméterek esetében. Ezt kdvetden virtudlis kezelést generdltam, azaltal, hogy figyelembe
vettem a 3.2. dbran feltiintett kezelési rendet. Az dbradn az l4that6, hogy a normdl protokoll szerint
minden hétkéznap tumortérfogat mérés van, kedden és pénteken pedig kemoterdpids szer beinjek-
cidzdsa torténik. Ezt a szimuléci6 sordn ugy vettem figyelembe, hogy a véletlenszam-generatorral
létrehoztam minden keddi és pénteki napra nulla és nyolc mg/kg nagysagu ddzisokat, egyenletes

eloszlassal. A felsG hatara a beadott dozisoknak az allatkisérletek soran alkalmazott felsd hatar volt.

Hétfo

3.2. dbra. A tanit6 adatok generdldsa sordn alkalmazott mérési elrendezés. Az alkalmazott proto-
koll alapjan hetente kétszer, kedden és pénteken torténik injekciézas, mig hétkoznaponta torténik

tumortérfogat mérés.

Mivel a differencidlegyenletek megolddsa fiiggvények sokasdga, igy az adott feltételekhez tar-
toz6 megoldast keressiik. Tehat a numerikus kozelité mdédszerek esetében is sziikséges a kezdeti
értékek megaddsa, amivel lesziikithetd a keresési tartomdny. A tumormodell négy allapotvéltozot
tartalmaz, ezért mindegyik valtozonak sziikséges megéllapitani az értékét a kezdeti id6pillanatban.
A szimul4ci6 sordn létrehoztam egy kezdeti értékeket tartalmazdé matrixot is, ahol minden sor egy
virtudlis péacienshez tartoz6 kezdeti értékeket tartalmazo vektor, mely négy hosszusagu €s elemei
az ry, T, T3 és x4 at = 0 idGpillanatban. Az 1 (0) értékét — mely az €16 tumor térfogata — a teljes
tumor értékével kozelitettem, azzal a feltételezéssel élve, hogy a mérés elején még nincs elhalt tu-
morrész és véletlenszam-generatorral hatdroztam meg, 0 és 200 mm? kozott egyenletes eloszldssal.
Ennek kovetkeztében az elhalt tumor mennyiségét (x2(0)) viszont nulldnak vettem. A gydgyszer
koncentraciéjanak értékét a vérben (23(0)) és a szovetben (24(0)) szintén nulldnak vettem a kezdeti
iddpillanatban.

Tehat a négy — dézisokat, tumortérfogatokat, paramétereket, kezdeti értékeket tartalmazd — mat-
rix sorainak a sorszdma tekinthet6 az elsddleges kulcsnak vagy azonositonak, ami 0sszekoti a ha-

rom tanitdsra létrehozott tablat. Minden tablazat adott sora egy adott virtudlisan generélt paciens
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mentett értékeit tartalmazza. Minden virtudlis paciens esetében szimuldcidkat egyszerre egy nap-
ra futtattam le torchode [39] kozonséges differencidlegyenlet numerikus megolddjaval, a kapott
tumortérfogatokat kimentettem a hétkbznapokon, kedden és pénteken pedig hozzdadtam az x3 val-
tozéhoz a generdlt adott napra es6 dozist. Osszesen 20000 virtudlis pacienst generdltam, tehét az
idGsorokat tartalmazo matrixok 20000 x 105 méretiiek voltak, a kezdeti értékeket tartalmaz6 matrix
20000 x 4-es, a paramétereket tartalmaz6 pedig 20000 x 8-as méretd volt. A 20000 méretli adatba-
zist elfeleztem, elsd felét elStanitasra a mdsodik felét pedig az autoenkdder tanitdsara haszndltam

fel.

3.3. A halozat elotanitasa

Ahhoz, hogy az autoenkdder a tanitds sordn bioldgiailag értelmezhetd nagysagrendd paramétere-
ket éllitson eld, eldszor eldtanitottam a haldzatot ismert paraméterekkel. A paraméterek tobbsége
nap—! mértékegységl, és egy adott skdldn mozognak, melynek van egy biolégiailag limitélt alsé
€s felsd hatdra. Az elGtanitasra tovabba azért is sziikség volt, mivel az enkdéder kimenete a tumor-
modell paraméterei, ami egyben a bemenete az ODE megoldénak. Mivel a numerikus integrator
csak adott intervallumon beliili értékekkel tudja szimuldlni a tumormodell kimenetét, a bemeneti
paraméterek nem vehetnek fel tetszélegesen nagy értéket, kiillonben numerikusan instabil kimenetet
eredményezhetnek. Ha nem tanitottam volna el§ a hdl6zatot, akkor olyan paraméterkombindcidkat
is eldre jelzett volna, amelyeknél az ODE megold¢ a hirtelen nagy véltozasok esetében nem tudna
kezelni az adaptiv 1épéskoz valasztast.

Az elbtanitas sordn a halézat bemenete két id&sor volt: a tumortérfogatokat és a ddézisokat
tartalmaz6 matrixok sorai, mig a kimenete a paraméterek voltak. A bemeneteket és a kimeneteket
normalizdltam miel6tt betanitottam a hal6zatot. Normalizalds sordn minden valtozét 0 és 1 kozé

skalaztam at, min-max normalizacidval az alabbiak szerint:

p; — P
V= oy (3.1)
J J

ahol p’; a j-edik paraméter normalizdlt értéke, mig p?nin és p;™* a j-edik paraméter hatdrai a 2.1.

tablazatban.
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A tanitds sordn az adathalmazt felosztottam 0,70:0,15:0,15 ardnyokban tanitd, validalo és teszt
adathalmazra. A tanité adathalmazt haszndltam a halézat el6tanitdsdhoz, mig a validdlé adatokat
arra, hogy a hdlézat hiperparamétereit az el6tanitds sordn hangoljam és a tdlillesztést elkeriiljem.
Minden iterdcié végén a validacios adathalmazon értékeltem ki a halozat teljesitményét, viszont
az ebbdl szamitott hibat nem terjesztettem vissza a hdldzat sulyaira. A 4. fejezet 4.2., 4.3. és 4.4.
abrdit is a validaciés adatok alapjan hoztam létre, melyekkel a hal6zat tanuldsat szemléltettem az

iteraciok novekedésével. A teszt adathalmazt a mar betanitott halozat kiértékelésére hasznaltam.

0.7
—— Tanités hibaja
Validacios hiba
0.6 1
0.5 A

Hiba (MSE)
o
=

0.31
0.2
\‘\
0.1 e
0 10 20 30 40 50 60 70

Iteracié (epoch)

3.3. dbra. A neurdlis hdl6zat el6tanitdsa sordn kapott hibdk a tanité adathalmaz esetén, ami a teljes
adathalmaz 70%-a (kék) és a validaciés adathalmaz esetén, ami a teljes adathalmaz 15%-a (na-
rancssarga). A hibdk a becsiilt paraméterek és az eredeti paraméterek normalizélt értékei kozotti

atlagos négyzetes eltérést mutatjak.

Az el6tanitas folyamata sordn 10000 adatot haszndltam fel. Az adathalmazt 1000 nagysdgu ko-
tegekre osztottam. Egy teljes iterdci6 abbdl allt, hogy minden kotegre megtortént a hiba kiértékelése
¢€s annak a visszaterjesztése a hdldzat sulyaira, tehat 0sszesen egy iterdcion beliil 10 alkalommal
terjesztettem vissza a hibat. A folyamat sordn un. korai ledllasi feltételt alkalmaztam, mely szerint
a tanitds ledllt, ha 5 iterdcion keresztiil nem véltozott a hiba értéke a validdcids adathalmazon. A
hiba szamitdsa sordn atlagos négyzetes hibat alkalmaztam. A 3.3. dbrédn lathaté az elGtanitds sordn

kapott dtlagos négyzetes eltérés iteracionkénti értéke. Csak a gorbéket kiértékelve megéllapithato,
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hogy a halézat be tudott tanulni a paraméterek értékeire. A validacio és a tanitds gorbéje hasonld
ivet kovet, mely alapjan sem til, sem pedig alulillesztés nem figyelhet6 meg. Ha a validacids hiba
egy 1d6 utdn novekedni kezdett volna, mikdzben a tanitds alatt szdmitott hiba nem, az azt jelentet-
te volna, hogy a halézat tdlilleszkedett (overfitting) a tanité adathalmazra. Mindazonéltal a korai
leéllasi feltétel ezt az esetet hivatott megakadalyozni.

A teszt adathalmazon kiértékeltem az elGtanitott hal6zat predikcids képességét. Az erre a célra
elkiilonitett adathalmazon eldre jeleztem a paraméterek értékeit majd pedig egy hisztogramon dbra-
zoltam azokat. A paramétereket abrazolds el6tt denormalizdltam az eredeti intervallumukra. A 3.4.
abrarol megallapithatd, hogy egy sziikebb intervallumra tanult rd a hal6zat, mint az eredeti interval-
lum. Ez4ltal feltételezhetd, hogy kevésbé jo dltaldnositd képességgel rendelkezik. Mindazondltal a
cél az elGtanitds sordn az volt, hogy a hdlézat megtanuljon egy olyan intervallumbdl értékeket el6re

jelezni, amelyek az ODE megoldé bemeneteként szolgdlhatnak stabil kimenetet produkalva.
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3.4. abra. A neurdlis hal6zat elStanitdsat kovetden kapott paraméterek (a, b, n, w, EDs5q, c, ky, ko)

értékeinek gyakorisdgai a tesztelésre elkiilonitett adatokon.
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3.4. Az autoenkoder tanitasa

A 3.5. dbran lathat6 a 3.1. dbra bal oldala részletezve. Az autoenkdder bemenetei a tumortérfo-
gatokat és a dozisokat tartalmazé két N x L nagysdgd mdtrix, ahol N a bemeneti adatok szdma
(esetiinkben 10000), mig L a mérés hossza. A valds egérkisérletek sordn is a mért tumortérfogatok
és a beadott dozisok alapjan szeretnénk az adott egér paramétereit meghatarozni, majd a paraméte-
rei alapjan terdpiat generalni.

A kiértékelés soran harom kiilonb6z6 hosszisagi tumortérfogat mérési intervallumra tanitot-
tam be a halézatot és vizsgaltam meg a predikcids képességét. A matrixok minden sora egy egyedi
virtualis pacienst tartalmazott, ahogy az 3.5. dbra mutatja. A két méatrixot normalizaltam, a maxi-
mum €és minimum értékeik alapjdn, hogy egyforma sillyal vegye figyelembe a hal6zat mind a két

valtozot. A normalizélds az (3.1) egyenlethez hasonldan tortént.

A neuralis halozat
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3.5. abra. Az autoenkdder elsé felének, a bemenetének és a neuralis halozatanak a részletezett

abrdja. A halézat bemenete a tumortérfogatokat és a dézisokat tartalmazé iddsorok.
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A neuralis halézat artchitektiraja és hiperparaméterei

A hélézat hét rétegbdl épiil fel. A bemenete a tumortérfogatokat és dézisokat tartalmazé idésorok,
Osszesen 2 x L x 1280 nagysdgud, mig a kimenete 64 x 8 méretli. A hdl6ézat a bemeneti adatokat
egyetlen vektorrd alakitja, ami aztdn a hdlézat bemenetét képezi. Az elsd réteg, amely 1280 di-
menziés kimenetet hoz létre, szigmoid aktivicids fliggvényeket haszndl, amelyeket dropout kovet.
Az n. dropout segit megakadalyozni a tiltanuldst azdltal, hogy véletlenszertien nulldzza (kiejti) az
egyes bemeneteket a tanulds sordn. A dropout ardnyt 0,3-nak éllitottam be.

A masodiktol az 6todik rétegig minden réteg szintén 1280 egységet tartalmaz, €s mindegyiket
szigmoid aktivacié és dropout kovet. A hatodik réteg a kimenetét 64 dimenzidsra csokkenti, ami
el6késziti az adatokat a kimeneti réteg szamara. Az utolsé (kimeneti) réteg, amely linedris kimene-
tet haszndl, az el6re meghatdrozott kimeneti méretnek (paraméterek szdmanak) megfeleléen adja
vissza az eredményt.

A hélézat tanitdsa sordn fontosnak bizonyult az aktivacios fliggvény megvalasztasa. A kivalasz-
tasa sordn figyelni kellett arra, hogy mind az el6tanitds, mind pedig az autoenkdder tanitdsa sordn
jOl teljesitsen a hdlézat. Bar a ReLU aktivacios fiiggvény az elStanitds sordn jobb teljesitményt
nyujtott, az autoenkdderben rosszabbul teljesitett.

A hélézat koltségfiiggvényében dtlagos négyzetes hibdval vizsgaltam az eltérést, mely nagyobb
jelent&séget tulajdonit nagyobb hibdknak a négyzetes tulajdonsdgdbdl adéddan. Ezaltal a hdlézatot
arra szerettem volna kényszeriteni, hogy azokra az idGsorokra is ratanuljon, amelyek kevesebbszer
fordultak el8, de nagyobb hibakat tartalmaztak. A tanuldshoz 10~3 tanuldsi sebességet valasztottam.

A tanitishoz NAdam (Nesterov-accelerated Adaptive Moment Estimation) optimalizal6t va-
lasztottam, amely az Adam optimaliz4lé algoritmust kombindlja a Nesterov momentummal. A kii-
16nb6z6 paraméterek adaptiv tanuldsi sebességének meghatidrozasdval megbecsiili a gradiensek el-
s6 és masodik momentumat, ezaltal a Neszterov momentum beépitésével a konvergencia gyorsabba

valik [40].

A matematikai modell szimulacidja

Az enkdder, azaz a neurdlis hdl6zat kimenete a paraméterek. A becsiilt paramétereket tartalmazo

matrixokbdl, a kezdeti feltételekbdl €s a beadott dézisok ismeretében egy ODE megoldé segitsé-
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gével a rendszer kimenete eldéllithat6. Mivel a differencidlegyenleteket nem tudjuk analitikusan
megoldani, ezért numerikus médszerrel szimuldljuk a megoldaséat. A numerikus integracié a legel-

7z

terjedtebb mddszer a kozelitd megoldasok eldallitdsara. Kiilonféle integraciés modszerek 1éteznek,
eltér6 pontossdggal és konvergencia sebességgel, mely koziil a legelterjedtebb az Euler-mdédszer
[41]. Mindazonaltal az Euler-mddszer sok esetben nem kell6en pontos, emiatt szamos mas médszer
is elterjedt. A munkam sordn 6tddrendi Dormand-Prince [42] mddszert haszndltam az egyenletek
kozelitésére. A Dormand-Prince mddszer egy explicit mddszer, tovabba a 1épéskdz nagysdgat au-
tomatikusan hatdrozza meg. Emiatt fontos bedllitani egy tolerancidt, amivel szabdlyozhatd, hogy
mekkora hib4t engedhet meg a szimul4ci6 sordn. Az abszolit megengedett hiba tolerancidjat 10~°-
nek, mig a relativ hiba tolerancidjat 10~3-nak allitottam be.

A neurdlis hdlézatok tanitdsa sordn fontos, hogy a 1épések differencidlhatéak legyenek és az
adatok matrixok formdjdban legyenek felirva. E16bbi amiatt elengedhetetlen, mert a halézat auto-
differencidlas segitségével terjeszti vissza a miiveleteken keresztiil a hibat a hal6zat paramétereire a
tanulds sordn. Ha olyan miiveletet talal, mely nem differencidlhatd, akkor a hibavisszaterjesztési fo-
lyamat megszakad. A métrixokba torténd felirdsa az adatoknak a parhuzamositds és a kotegenkénti
adatfeldolgozés kovetkeztében szamottevd. A teljes bemeneti adathalmazt a tanitds sordn altaldban
kotegenként adjuk 4t a halozatnak és egy-egy koteg egészére torténik a koltségfiiggvény kiszami-
tasa, majd pedig a hibavisszaterjesztés. Ez joval gyorsabb tanitast eredményez, mintha egyesével
vezetnénk be a bemeneteket a hdlézatba, valamint kiegyenlitettebb tanuldsi folyamatot biztosit.
Ahhoz, hogy kotegenkénti feldolgozast tudjunk végrehajtani, olyan differencidlhaté ODE numeri-
kus integratort haszndltunk a tanitds sordn, ami képes parhuzamosan tobb kezdeti érték problémat
megoldani a futdsi id6 jelentés megnovekedése nélkiil [43].

A 3.6. dbran lathat6 a dekdder folyamatabrdja. A dekdder bemenetei az enkdder altal eldre
jelzett paraméterek. A paramétereket az algoritmus denormalizdlja, miel6tt dtadja az ODE megol-
donak. A kezdeti értékeket, dozisokat és tumortérfogatokat tartalmazé matrixokkal egyiitt, a pa-
raméterek ismeretében az algoritmus megoldja parhuzamosan annyi kezdeti érték problémara a
tumormodellt, amekkora kotegméretet keriilt bedllitdsra. Minden esetben egy napra szadmitja ki az
egyenletek megoldasat, majd az aznapi dozis hozzdadodik az w3 dllapotvéltozéhoz (z;3 = ;3 +
+d; ;). Az 1 az adott kezdeti érték problémat jeloli (az adott sort a matrixokban), és /V-ig tart, mig

jg = 1,23,...,L, ahol L a mérés hossza. A szimuldlt dllapotvaltozékbdl eltarolédik az x; (el6
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3.6. dbra. Az autoenkdder dekdder része, mely a paraméterekbdl, kezdeti értékekbdl és dézisokbol

7 2

el6allitja a szimulélt tumortérfogatot. A szimuldlt tumortérfogat és a valos tumortérfogatok kozotti

atlagos négyzetes eltérés értéke alapjan tanitjuk az enkdéder neurdlis haldzatét.



tumortérfogat) és x5 (halott tumortérfogat) allapotvéltozok 6sszege egy dj valtozéban, ami a teljes
tumortérfogatokat tartalmazza. Azt kovetden, hogy minden napra leszimuldlta az ODE megold6 a
tumortérfogatokat, az algoritmus az autoenkdder bemenete €s kimenete kozotti kiilonbséget megha-
tdrozza. Minden tumortérfogatokat tartalmazo id6sor és az eldre jelzett paraméterek altal meghata-
rozott tumortérfogatok kozotti eltérés kiszamitasra keriil. Ezt a forch.backward() fiiggvény terjeszti
vissza a neurdlis hal6zat sulyaira. A fiiggvény kiszamitja egy skalar (dltalaban a koltségfiiggvény
értéke) gradiensét az eldre meghatdrozott tenzorokra vonatkozéan. Miutan a gradiensek kiszami-
tasra keriiltek, a NAdam optimalizal6 felhaszndlja a gradienseket a hdldzat stlyainak frissitésére,
azzal a céllal, hogy minimalizdlja a hibat. Ez a folyamat a torch.step() fiiggvény meghivasaval

torténik.
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4. fejezet

Eredmények

4.1. A rendszer tanitasanak kiértékelése

A tanitds soran harom eltérd hosszusigui — 14 napos, 49 napos €és 105 napos — mérési szakaszra
tanitottam be a hal6zatot a kiértékelések soran. A cél az volt, hogy meghatidrozzam, hogy gyorsab-
ban és pontosabban tanul-e rd a révidebb hosszisdgu tumortérfogatokat tartalmazé idésorokra. A
legrovidebb a 2 hetes szakasz volt, majd 7 hétre, végiil pedig 15 hétre tanitottam be a halézatot. A
tanitds sordn a validacids adathalmaz hibdjatol fiiggd megéllési feltételt alkalmaztam (early stop-
ping). Ha a hiba nem véltozott 3 iterdcion keresztiil, akkor ledllt a tanitds és a legjobban teljesitd
halozat keriilt mentésre. A teljes adathalmazt kotegekbe (részhalmazokba) rendeztem, ahogy azt a
3. fejezetben részleteztem. Minden koteg utdn hibavisszaterjesztés tortént a hdldzat sulyaira. Mi-
vel az alkalmazott hdlézaton nem hagyomanyos, pusztin adatokon alapul6 tanitdst alkalmaztam,
hanem a tumormodell beillesztésével plusz informaciét szolgéltattam a tanuldshoz, igy mar egy
iterdcion beliil is gyakran nagy hibacsokkenést tapasztaltam. Ebbdl adédéan nem az iteracidk so-
ran értékeltem ki a validacids adatokat, hanem minden hibavisszaterjesztést kovetden, ezdltal jobb
képet kapva a tanulds folyamatarol.

A 4.1. dbran lathat6 a harom intervallumra kapott tn. loss gorbe, mely a hibak véltozdsat mu-
tatja az iterdciok alatt. Lathat6, hogy mind a hdrom esetben koriilbeliil 30 hibavisszaterjesztés volt
sziikséges ahhoz, hogy a tanit6 adathalmazra ratanuljon a hédlézat. Tovabbd megfigyelhetd, hogy
minél rovidebb az eldrejelzés iddintervalluma, anndl kisebb hibarél indul a tanitds. Ez abbdl adé-

dik, hogy minél hosszabb az iddintervallum anndl nagyobb értékeket vehet fel a tumortéfogat az
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4.1. dbra. Az autoenkdder harom tanuldsi gorbéje a hdrom intervallumra. Mivel a hal6zat nagy
mértékben tanult minden kotegen torténd hibavisszaterjesztés utdn, igy a hagyomanyos iteracids

(epoch) helyett a hibavisszaterjesztések szamat abrazoltam a vizszintes tengelyen.

exponencidlis novekedésének kovetkeztében (ahogy a 4.4. dbra is igazolja). Tovabb4, az dbrak alap-
jan megallapithat6, hogy az el6tanitott hdlézat képes volt folytatni a tanuldst a differencidlegyenle-
tek hédlézatba val6 épitését kovetden. Tehdt a 1étrehozott architektira feliigyelet nélkiili tanuldssal

képes volt jobb eredményeket adni az el6tanitott hdl6zathoz képest.

Tanitas 14 napos intervallumon

A 4.2. dbran l4that6 két példa arra, hogy az autoenkdder teljesitménye hogyan fejlédott az iterdci-
ok alatt. Mindkét dbrdn az elGre jelzett tumortérfogatokat dbrazoltam kékkel, mig narancssargaval
az eredeti id6sorokat. A normdl protokoll szerinti tumortérfogat mérési idépontokat (hétf6t6l pén-
tekig) kereszttel jeloltem. A véletlenszertien nulla és nyolc mg/kg kozotti, keddi és pénteki napon
generdlt dézisokat oszlopdiagrammal dbrdzoltam a tumortérfogat gorbék alatt. A felsd abréan az elsd
iteraciot kovetden, mig az alsé dbrdn mdr az autoenkdder betanitdsat kovetSen tortént a validacios
adatokon a predikcié. Megéllapithatd, hogy a betanitdst kovetden eldre jelzett tumortérfogatokat

tartalmazé id6sor jobban illeszkedik az eredetihez.

Tanitas 49 napos intervallumon

A hét hetes tanitds sordn szintén kimentettem a valid4cié sordn kapott rekonstrukcidkat. A 4.3.

abran lathaté egy példa a 49 napos eldrejelzésre. Ebben az esetben kezdetben tdl agressziv tu-
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4.2. 4dbra. Példa a validaciés adathalmazbdl a hédlézat tanuldsa alatti teljesitmény valtozasra két
hetes iddintervallumon. A tanitds folyamata sordn kezdetben nagyobb hibaval, majd ahogy tanult a

halozat egyre kisebb hibaval becsiilte meg a tumortérfogatokat.
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mordinamikét becsiilt az autoenkdder. Késébb azonban, ahogy a tanité adathalmazon betanult —
hasonldan a két hetes verzidhoz — a validacids adatokon is jobban teljesitett, amint az alsé gorbék

0sszehasonlitasabdl is latszik.
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4.3. dbra. Példa a validdciés adathalmazbdl a hdlézat tanuldsa alatti teljesitményvéltozasra hét he-
tes idGintervallumon. A tanitds folyamata sordn kezdetben nagyobb hibdval, majd, ahogy tanult a

halozat egyre kisebb hibaval becsiilte meg a tumortérfogatokat.
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Tanitas 105 napos intervallumon

A 105 napos tanitds sordn — ahogy a 4.4. dbrén is latszik — minden iterdci6 utini kimenetet lemen-
tettem, hogy vizualizdlni tudjam a hal6zat tanitdsanak folyamatat. Az dbran a bal fels6 sarokban az
elsé iteraciot kovetden l14thato az elbre jelzett paraméterek dltal meghatarozott tumortérfogat érték.
Megfigyelhetd, hogy az eldre jelzett tumortérfogat értéke exponencidlisan elszdll. Mindazondltal,
az iterdciok szamdanak novekedésével a két gorbe egyre kozeledik egymashoz, mig a tanitds végén
egészen hasonl6 tumordinamikdji gorbéket kapunk. A tapasztalatok alapjan elmondhatd, hogy az
egyszerlibb, exponencidlisan lecsengd gorbéket (kezelésre jol reagdld virtudlis paciensek esetét) az
esetek tobbségében jol megtanulta a hdlézat. Mindazondltal, a bonyolultabb tumordinamikat (mely
a tanit6 adathalmaz kisebb részét képezi) az esetek csak kis szazalékdban tudta helyesen elore jelez-
ni. A jovoben ebbdl adodban érdemes a hdldzat dltalanosito képességét ndvelni, valamint a tanité
adathalmaz létrehozdsa sordn a kiilonbdz6 tumordinamikdju idésorokat figyelembe venni.

A betanitast kovetden a paraméterek szdzalékos eltéréseit is meghatdroztam az eredeti értékek-
t6l, mely a nyolc paraméterre a 4.5. dbrdn lathat6. Az eltéréseket dobozdiagramon dbriazoltam. A
diagram also és felsd részén a vonal a hibdk minimumit jelzi (kivéve szélso értékeket, azaz kiugro-
kat). A kiugré értékeket korokkel abrazoltam. Az als6 kvartilis, azaz a doboz alja (()1) a hibak als6
25%-anak felsShatarat mutatja, mig a felsd kvartilis, azaz a doboz teteje (()3) a felsé 25%-anak az
alsé hatérat jelzi. A medidnt a dobozt keresztbe szeld egyenes jelzi. Az dbrardl leolvashatd, hogy
a relativ szdzalékos hiba mindenhol 10% koriili volt, egyik paraméter hibdja sem kiilonbozott a

mdsiktdl szignifikdnsan.

Mérés hossza [nap] 14 49 105
Medizn 260.5120 303.233  378.7606
Atlag 630.6193 724.867 1044.3889

4.1. tablazat. Az idésorok kozotti abszolut eltérés a teszt adathalmazon.

Ahhoz, hogy teszteljem a hédlézatot betanitdst kovetGen is, elkiilonitettem a teljes adathalmaz
15%-4t, ahogy a 3.3. alfejezetben részleteztem. A 4.1. tdblazatban 6sszegy(jtottem a teszt adatokon
végzett kiértékelés hibdit az idésorokra vonatkozéan. A medidn és az dtlag kozotti eltérés azt a

feltételezést igazolja, hogy egyes tumordinamikdra jol ratanult a halézat, viszont voltak kiugréan
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4.4. 4dbra. Példa a validaciés adathalmazon torténd eldrejelzésre a hédlézat tanuldsa sordn a 105

napos intervallumon.
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rossz eredmények, mely a hiba atlagat eltoltdk. Tovdbba megfigyelhetd az a tendencia is, hogy az

id6sor hosszanak novekedésével az atlagos hiba is nd.
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4.5. dbra. A tesztadatokon a paraméterek eltérései az eredeti értékekt6l mind a harom intervallum

esetén.

Osszességében tehat elmondhatd, hogy az autoenkéder a rendelkezésiinkre 4116 differencidl-
egyenlet rendszer beépitésével képes volt megtanulni a modell paramétereit. Hirom kiilonb6z6
iddintervallumra megvizsgaltam a rendszert, melybdl megdllapitottam, hogy a hédlézat azokon az
adatokon teljesitett j6l, amelyek az adathalmaz nagy részét képezték. A futési id6 az idGintervallum
novelésével nem ndtt szignifikdnsan, ezaltal a jovében akér hosszabb intervallumokat is meg lehet
vizsgalni.

A jovében cél a modell médositdsa ugy, hogy képes legyen nem csak az egyedek paraméte-
reinek meghatdrozasara, hanem hasonlé paraméterdi, adott eloszldssal rendelkezd egér populécié
paramétereinek a varhaté értékének és a szérdsdnak a meghatarozdsara is. Tovabba a haldzat ar-

chitekturdjinak f6 jelentGsége, hogy nem csak in silico, hanem in vivo adatokon is képes tanulni,
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hiszen nem sziikségesek hozza az adott tumordinamikdhoz tartozé paraméterek értékei, igy egy

fontos 1épés a jovoben a hdldzat valds és a zajos mérési adatokon torténd kiértékelése €s tanitdsa.
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5. fejezet

Konkluzio

A betegségek matematikai modellezése révén azok lefolydsa és reakcidja kiillonboz6 kezelésekre
leirhato és eldre jelezhetd. A modellek Snmagukban azonban nem elegenddek, a modell paraméte-
reinek pontos meghatdrozasa nélkiilozhetetlen az optimalis terdpia megalkotdsdhoz. A dolgozatban
egy tumordinamikai modell paramétereinek meghatarozdsara hoztam létre gépi tanuldsi algorit-
must, ezéltal a kutatds koztes 1épéséhez jarultam hozzd. A paraméteridentifikiciora alkalmazott
iterativ modszerek jelentds idot igényelhetnek az optimdlis megoldés eléréséhez, tovabbd nem ga-
rantdlt, hogy a globdlis optimumhoz konvergalnak, kiilondsen, ha a kiinduldsi paraméter értékek
tavol esnek azok optimalis értékeiktSl. A rosszul meghatarozott értékek éltal a betegség rossz cso-
portositdsa a kemoterdpids gydgyszer mennyiségének rossz meghatirozasat eredményezheti. A pa-
raméterek gyors és pontos ismerete altal terdpia generdlhat6 kiilonb6z6 algoritmusokkal egyénre,
vagy akér hasonlé tumordinamikaval rendelkez6 populdciora.

Koréabbi munkdk sordn mar kifejlesztettem egy neurdlis haldzatot, ahol az ODE megold6 helyén
egy mdsik neurdlis hdlézatot alkalmaztam a kozonséges differencidlegyenlet megoldéséra [32]. Ez
azonban egy masik hdldzat betanitdsat igényelte el6re egy adott egyedre. Ebben a munkaban olyan
specidlis autoenkdder architektirat fejlesztettem ki, mellyel meg lehet gyorsitani a paraméterek
neurdlis hdlézattal torténé meghatarozdsat daganatos betegek szamdra. Tovdbb4, az algoritmus al-
kalmas lehet nem csak in silico (szimulélt adatokon alapuld), de akér in vivo (valés méréseken
alapuld) adatokbdl torténd betanitdsra, mivel nem igényli a paraméterek eldzetes ismeretét, mert
architektirajabol adéddan feliigyelet nélkiili tanuldssal tanul. Ezaltal a val6saghoz kozelebbi ered-

ményt kaphatunk, ha mind szimulélt, mind pedig valés adathalmazon tanitjuk a hilézatot.
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Az autoenkodderek két komponensbdl épiilnek fel: egy enkdderbdl, melyek a bemenetet tomo-
ritik egy alacsonyabb dimenzi6ju térbe, illetve egy dekdderbdl, mely az enkdder tomoritett kime-
netébdl elddllitja a bemenet rekonstrukciéjat. A kutatds sordn egy kordbban megalkotott tumordi-
namikai modellt vettem alapul, melyet a 2. fejezetben ismertettem. A 3. fejezetben kifejtettem a
megvaldsitas részleteit. E16szor elStanitottam az autoenkdder haldzatét, hogy élettanilag megfeleld
tartomanyba becsiiljon paramétereket. Ehhez az alkalmazott tumormodell dltal tanité adatokat ge-
neraltam numerikus ODE megolddval. A tanit6é adatok generdlds soran virtualis pacienseket hoztam
létre, melyeket lementettem. Egy virtudlis paciens azt jelentette, hogy véletlenszerlien generdltam
a normal protokoll szerint d6zisokat és paramétereket, majd kimentettem a szimuldalt tumortérfo-
gatokat tartalmaz6 id6sorokat. A 1étrehozott szimuldlt adatokkal tanitottam el a halézatot, mely
az autoenkdder elsd szakaszat alkotta. Ezt kdvetden az autoenkddert betanitottam a generdlt adat-
halmaz madsodik felén is nem feliigyelt médon, a paraméterek ismerete nélkiil is. A 4. fejezetben
harom kiilonb6z6 idésor hosszra tanitottam be az autoenkddert, majd pedig értékeltem ki. El6szor
két hétre vizsgaltam meg az eldrejelzés pontossagat, majd pedig hét hétre, végiil pedig 15 hétre. Az
eredmények azt mutattdk, hogy a halézat képes volt megtaldlni azokat a paramétereket, amelyek
leginkdbb visszaadjak a tumortérfogat id6sorokat. A hal6zat teljesit6képességét eldre elkiilonitett
teszt adatokon hataroztam meg. Megvizsgédltam a paraméterek eltérését az eredeti értékekhez ké-
pest valamint a rekonstrualt idSsorok eltérését a bemeneti idésorokhoz viszonyitva. Osszeségében
elmondhat6, hogy a 1étrehozott architektuira alkalmas a differencidlegyenletek — esetiinkben tumor-
modell — paramétereinek meghatarozasara és megtanuldsara.

A kutatds végso célja egy olyan gydgyszerhordoz6 rendszer kifejlesztése, mellyel a kemote-
rapids gyogyszerek adagoldsdval a tumor mérete szabdlyozhatd, ezéltal a beteg életmindsége és
élethossza megnovelhetd. Egy ilyen eszkoz alapja egy olyan algoritmus, mely alkalmas a paramé-
terek identifikdlasara. Munkam sordn egy gépi tanuldsi algoritmust fejlesztettem ki a paraméterek
meghatdrozdsahoz.

A "Tumormodell paramétereinek meghatarozasa MI alkalmazdsdval" projekt nevében kdszone-
tet mondok a HUN-REN Cloud (1asd: Héder et al. 2022 ; https ://science-cloud.hu/) hasznalat4ért,
ami hozz4jarult a publikdlt eredmények eléréséhez [44]. Kutatisom az Innoviacids és Technoldgi-
ai Minisztérium UNKP-23-2 kédszami Uj Nemzeti Kivalésdg Programjanak a Nemzeti Kutatdsi,

Fejlesztési és Innovacids alapbdl finanszirozott szakmai tdimogatisaval késziilt.
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Abrak jegyzéke

3.1.

3.2

3.3.

3.4.

3.5.

3.6.

4.1.

A paraméterbecsl6 autoenkdder felépitése. Az autoenkdder a bemeneti tumortérfo-
gatok és a becsiilt tumortérfogatok kozotti kiilonbség minimalizdlasdval hatdrozza
meg a bemeneti tumortérfogatokhoz tartoz6 paraméterek értékeit. . . . . . . . . .
A tanité adatok generdldsa sordn alkalmazott mérési elrendezés. Az alkalmazott
protokoll alapjan hetente kétszer, kedden és pénteken torténik injekciézas, mig hét-
koznaponta torténik tumortérfogat mérés. . . . . . .. ... Lo
A neurdlis halézat elGtanitdsa sordn kapott hibdk a tanité adathalmaz esetén, ami
a teljes adathalmaz 70%-a (kék) és a validdcios adathalmaz esetén, ami a teljes
adathalmaz 15%-a (narancssdrga). A hibdk a becsiilt paraméterek és az eredeti pa-
raméterek normalizélt értékei kozotti dtlagos négyzetes eltérést mutatjak. . . . . .
A neurdlis hdlézat elGtanitasat kovetden kapott paraméterek (a, b, n, w, EDs5g, c,
ki, ko) értékeinek gyakorisdgai a tesztelésre elkiilonitett adatokon. . . . . . . . ..
Az autoenkdder elsé felének, a bemenetének €s a neuralis haldézatanak a részletezett
abrdja. A hal6zat bemenete a tumortérfogatokat és a dézisokat tartalmazé idésorok.
Az autoenkoder dekdder része, mely a paraméterekbdl, kezdeti értékekbdl és dozi-
sokbdl elballitja a szimuldlt tumortérfogatot. A szimuldlt tumortérfogat és a valds
tumortérfogatok kozotti atlagos négyzetes eltérés értéke alapjan tanitjuk az enkoder

neuralis haldzatat. . . . . . . . . . ..

Az autoenkdder harom tanuldsi gorbéje a hdarom intervallumra. Mivel a hélézat
nagy mértékben tanult minden kétegen torténd hibavisszaterjesztés utdn, igy a ha-
gyomanyos iterdcids (epoch) helyett a hibavisszaterjesztések szamét adbrazoltam a

vizszintes tengelyen. . . . . . .. ...

44

24



4.2.

4.3.

4.4.

4.5.

Példa a validacios adathalmazbdl a hédlézat tanuldsa alatti teljesitmény valtozdsra
két hetes id6intervallumon. A tanitds folyamata sordn kezdetben nagyobb hibaval,
majd ahogy tanult a hal6zat egyre kisebb hibaval becsiilte meg a tumortérfogatokat.
Példa a validacids adathalmazbdl a hdlézat tanuldsa alatti teljesitményvaltozdsra

hét hetes id6intervallumon. A tanitds folyamata sordn kezdetben nagyobb hibaval,

majd, ahogy tanult a hdl6zat egyre kisebb hibaval becsiilte meg a tumortérfogatokat.

Példa a validacios adathalmazon torténd eldrejelzésre a hdldzat tanuldsa sordn a
105 napos intervallumon. . . . . . . . ... L L L
A tesztadatokon a paraméterek eltérései az eredeti értékekt6l mind a harom inter-

vallumesetén. . . . . . . . ..,
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