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Tuz és fust felismerés

1. Bevezetés/Inspiracio

Az ember nagyon rég ota kontaktusba van a tlizzel, koriilbeliil egymillio éve tudatosan is
hasznalja azt. A tiz nagyon hasznos szamunkra, és hasznos volt mindig is, a Neandervolgyi
idejében szerszamkészitésre, késébb edények és téglak kiégetésére hasznaltuk, napjainkban
pedig a géazkonvektoroktdl, a kontrollalt égetéseken at rengeteg mindenre hasznaljuk.[1]
Viszont a hasznossaga ellenére, pusztito is tud lenni, Debrecenben 1802. junius 11-én a varos

nagyrésze leégett, valamint az elmult években rendszeresen értesiiliink erddtiizekrol.[2]

A gépi tanulas elérése és hasznalata egyre egyszerlibbé és konnyebbé valik napjainkban
koszonhetden a technoldgia fejléddésének, ez azt jelenti hogy lehetdségilink van hasznélni
rengeteg szituacidban. Az egyik ilyen szituacid amiben ezt a technoldgiat érdemes hasznalni
az a tlz illetve fiist felismerés. Minél hamarabb érzékeljiik egy tlizeset kialakulasat annal
hamarabb tudunk beavatkozni ez altal életeket és értéket megmentve. Ez a detektalasi modszer
bizonyos koriilmények kozott az eddig hasznaltaknal, jobb lehet, ezért érdemes errdl az oldalrol
is megkozeliteni a tliz detektalast mivel olyan elénydket nyujthat ez a modszer, a korabbi

modszerekkel szemben amik hasznosak lehetnek.

A manapsag elterjedt automatikus tlizoltdé berendezések nem képesek a tliz helyének
meghatdrozasara, ezért teriiletileg egyenletesen bocsajtjak ki az oltdéanyagot(pl.: viz, hab ,por).
Gépi tanulas, objektum detektalds és egy kamera rendszer segitségével lehetdségiink lenne a
tliz helyének a pontos meghatarozasara. Ha megtudjuk hatdrozni a ttiz helyét akkor kozvetleniil
oda tudjuk kibocsajtani az oltdanyagot, ez a hagyomanyos automatizalt tlizoltdsi modszerrel
szemben joval hatékonyabb. Nem csak a tlizet tudjuk eloltani gyorsabban, kisebb
anyagfelhasznaldssal mellett, de példaul lehetdség szerint a viz nem tesz kart az elektromos

berendezésekben.

Ezt a tiiz felismerési és helymeghatdrozasi technologia sok esetben hasznos lehet, ebbdl kettot
szeretnék kiemelni, az egyik a sprinkler rendszerek fejlesztése, a masik pedig egy hang alapt
figyelmeztetd rendszer 1étrehozasa. Ha egy kamera segitségével meg tudjuk hatarozni a tiiz
helyét egy szobaban vagy épiiletben akkor 1étre lehetne hozni egy olyan rendszert amelyben a
sprinkler nem kor alakban bocsajt ki vizet hanem csak a tliz iranyaba példaul korcikk vagy
félkor alakba. Természetesen az eléfordulhat hogy kiillonboz6 okok miatt, mint példaul a

kamera pozicidja vagy a fiist mennyisége, nem érzékeli a tlizfelismerd rendszer a tiizet, ebben
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az esetben a sprinkler a megszokott médon miikddne. Mivel a sprinkler rendszerek egy adott
hémérséklet elérése utan kezdenek el oltani egy elég biztos tlizfelismeréd modellt hasznalva
megkezdddhetne hamarabb a sprinkler altal a viz kibocsajtasa, ezzel is csokkentve a kar és
vesz€ly mértékét. A hang alapt figyelmeztetd rendszer a tliz és fiist felismerd modell illetve
hangszorok segitségével mitkddne ugy, hogy ha egy kamera az adott épiilet egyik részében
példaul termében vagy szobajaban tiizet és vagy flistot érzékel akkor a hangszoérok az Osszes
épiiletben tartozkodd ember tudtara adjak hogy melyik helységben alakult ki a veszélyhelyzet.
Ha van ,,A” ,,B” ¢és,,C” szoba az épiiletben akkor ha az ,,A” szobdaban tiizet vagy fiistot érzékel
a rendszer akkor, olyan hangalapt jelzést lehetne kibocsatani, mint példaul a ,tizeset az ,,A”
szobaban”. Ez a hangalapll rendszer segitséget nyujtana a veszély elkeriilésében illetve a

menekiilési utvonal meghatarozasaban.

Ugy gondolom hogy, egy elég biztos és pontos objektum felismerd modellel, a régi
moddszerekhez képest jobb tlizolté rendszert lehetne 1étrehozni. Az el6z6ekben megfogalmazott
hipotézis inspiralta a kutatbmunkamat, €és azt tliztem ki magamnak célul, hogy fejlesszek egy
olyan rendszert, amely gépi tanulds alkalmazasaval képes automatikusan detektalni a tiizet és

fistot.



2. Tz ¢és fiist felismerés technoldgidja
2.1.Szenzorok eldtt

Az elso tliz elleni védekezést a romaiaknal lehet felfedezni, tobbszor is leégett Roma ezért Nérd
csaszar elrendelte hogy tlizalld anyagbdl épitsék a hazakat, éplileteket. A tiiz detektalasara nem
volt eszkoziik, csak a latasukkal tudtdk felismerni. Ez szintén igy volt a 17. szdzadban
Londonban amikor is ,,a nagy londoni tlizvész” soran a varos kb. 80%-a leégett. A tlizvész utan
Londonba, kézi vizpumpdkat és tlicsapokat telepitettek.[3] A tlizeset kialakuldsat sokaig
sipokkal és vagy, a templomok harangjaival jelezték. A tavird(telegraf) felfedezése utan 1852-
ben Moses Farmer és William F. Channing létrehoztak egy riasztd rendszert amivel egy kar
tekerésével a legkozelebbi tizoltdsag informacidt kapott a tiiz helyérdl igy gyorsabban tudtak
elkezdeni az oltast. Manapsag sokféleképpen tudjuk értesiteni a tlizoltdsagot, példaul, falra

szerelt tlizriasztoval és a telefonunkkal.[4]

(@

1. abra: Tlzvédelmi kézi jelzésado falon kiviili tlizriasztd [5]

2.2.Tuz és fist felismerése szenzorokkal
A 2.2 fejezet, a tliz és a fiist felismerésének az érzékeldit mutatja be részletesen.
2.2.1. Bimetal hdmérd

A miikddése a fémek hotagulési tényezdjén alapul. Ha két eltérd hotagulasi tényezdjii fémet
egymds mellé tesziink, akkor melegités hatasara a kisebb hétagulasi tényezdjlii fém felé fog
hajolni a szerkezet. Ezzel a technikdval a hovaltozast tudjuk mérni viszont ez nem tul gyors

modja a tiiz felismerésének.[3]



2.2.2. lonizacios fustérzékelo

1930-ban egy svajci fizikus fedezte fel, Walter Jacger egy mérges gaz érzékeld szenzor szeretett
volna létrehozni, ez nem sikeriilt, viszont a cigarettdja fiistjére bejelzett az altal készitett
késziilék. A szenzor érzékelte az ionok dramlésdban keletkezett valtozasokat és mivel a fiist
megzavarta az aramlast ezért ezzel a modszerrel érzékelni lehetett a fiist jelenlétét. Az 1940-es
é¢vekben, ErmstMeil-el egyiitt szabadalmaztattdk a felfedezést, és 1942-ben megindult a
gyartasa.[3]

Az 1960-as években, az americium elem 241-es szamu izotopjat kezdték el hasznalni
flistérzékelokben. Az americium 241 bomlasa soran alfa részecskéket bocsajt ki magabol ami
pozitivan toltott, ez altal toltésaramlast tud 1étrehozni. A fiist részecskék megzavarjak az alfa
részecskék aramlasat, ezt a valtozast pedig az eszkodz érzékelni tudja. Az ilyen elven miikodo,

americium 241-et hasznal6 flistérzékeloket ma is széles korben hasznaljak.[3]

2.2.3. Fotoelektromos tuzérzékelok

A fotoelektromos fiistérzékelok ugy miikddnek hogy, van egy fényforrdas ami a modern
flistérzékelokben altalaban LED, illetve van egy fény érzékeld szenzor, ezek kb. 90 fokban
vannak egymashoz képest. Amikor fiist kertiil a késziilékbe, a fényforras altal kibocsajtott fény

megtorik, ez altal eléri a szenzor ami pedig ez esetben jelet kiild a riasztonak.[3]

2.3. Tz és fust felismerése képeken

Ahhoz hogy egy kameraval detektalni tudjuk automatikusan a tiizet és fiistot ahhoz sziikségiink
van egy objektum detektald modellre. Mivel egy kameranak a felvétele az csak képeknek a
sorozata ezért ezt a modellt képek segitségével be lehet tanitani. Ezeken a képeken az
objektumok ,korvonalanak™ észlelése torténik ami alapjdan mdas hasonlé korvonalu
objektumokat fel fog tudni ismerni. Ezt a folyamatot, technologiat machine learning-nek azon
beliil is deep learning-nek nevezziik. A deep learning, komplex mesterséges neuralis halok
»tanitdsaval” foglalkozik, az 1980-as, 90-es években népszertii volt ez a technoldgia, viszont a
kisteljesitményii szdmitogépek és a nagymennyiségii adat hianya megakadalyozta a fejlodését.
2006-ban kezdtek el megint foglalkozni ezzel a t¢éméval ekkor mar az adat és a szamitogépes
teljesitmény hidnya nem volt probléma. [6]A nagyméretli képek feldolgozasahoz konvolucios
neuralis halozatokat hasznalnak amiknek a segitségével gyorsabb és hatékonyabb a tanulasi

folyamat. [1%*]



3. Mesterséges neuralis hal6zatok

A mesterséges neuralis halézatok (Artificial neural networks)(ANNS) az agyi neurdlis
halézathoz nagymértékben hasonlitanak. Rétegekbe rendezett mesterséges neuronokbol allnak,
egy réteg 0sszes neuronja 0ssze van kapcsolva a kovetkezo réteg 0sszes neuronjaval. Ezek a
neuronok végzik a szamitdsokat eldre meghatarozott feltételek alapjan, és kiildenek jelet a
neuronnak a kovetkezd rétegbe. A kiilonbség a mesterséges ¢s a mély neuralis hal6zatok kdzott
az hogy mig a mesterséges neuralis haldzatok harom rétegbdl allnak, név szerint bemeneti
réteg(imput layer), rejtett réteg(hidden layer), kimeneti réteg(output layer), addig a mély

neurdlis hal6ézatoknak tobb mint egy rejtett rétege van.[7]

Input Layer € R? Hidden Layer € R® Output Layer € R?

2. abra: Mesterséges neuralis halozatok szerkezeti felépitése

Jeloljiik a bementi réteg neuronjait rendre, a(()o), aio), e a,(lo) (ahol az als6 index a rétegen beliil

a neuron szamat a felsé index pedig a rétegnek a szamat jeloli)ezek egy adott értéket jeldlnek,
a sulyokat(weights) pedig Wéo), WI(O), ...,W,(lo) -ként(ahol az als¢ index azt jeloli hogy melyik
neuronhoz tartozik a rétegen beliil, mig a felséindex arra vonatkozik hogy a kovetkez6 rétegbdl
melyik neuronra vonatkoznak ezek a stulyok). Ezeket 6sszeszorozva majd 6sszeadva és végiil

egy befolyasold tényezd(bias) hozzdadasaval minden megvan a rejtett réteg neuronjanak az

aktivacios fliggvényéhez. Ennek az aktivacios fliggvénynek az értéke fog ,,tovabb haladni” a



neuralis hald kovetkezd rétegéhez. A rejtett réteg els neuronjanak az értke(az abran lathato

leegyszertsitett esetben): [7]

al? = Fws” *al®” + w® « a® + w®” «al” + by) W

N-szamu bemeneti neuron esetében:

a(()l) =f (Wéo) * ago) + wl(o) * aio) + oot w® aﬁf’) + bo) 2

n

A stulyok(weights) szamokat jeldlnek amik meghatarozzak hogy a neuronok k6zott milyen erds
a kapcsolat, vagyis hogy melyik neuron mennyire ,,aktivalodik™ be, ez altal nagy szerepiik van

a végsO kimenet meghatarozasaban.[7]

3.1.Gradiens ereszkedés

A gradiens ereszkedés a hiba fliggvény egyik minimumanak megkeresésére utal ezt a
minimumot a sulyok €s bias valtoztatasaval érjiik el. A hiba fliggvény derivaltjanak a tanulasi
folyamat elején viszonylag nagy a meredeksége, viszont a tanuldsi folyamat elérehaladtaval
egyre csokken mig végiil nulla nem lesz. Minden esetben amikor valtoznak a sulyok és bias-ok
azt akarjuk elérni hogy a legmeredekebb iranyba ,,menjiink” mivel igy érhetjiik el a

leggyorsabban a minimumot.

Tanulasi mérték: A hiba fliggvény viselkedése alapjan valtozik, ha til nagy akkor nem biztos
hogy elérjik a minimumot mivel ,,talmegyiink” rajta, ha pedig tul kicsi akkor sok idd és

szamitas mire a minimumhoz ériink.
3.1.1. Gradiens ereszkedés problémak

Lokalis minimum és nyereg probléma: Konvex példak esetén konnyli megtalalni a globalis
minimumot viszont, ha nem konvex esetrél beszéliink megakadhatunk lokalis minimumokon
¢s nyeregpontokon mivel ezekben az esetekben is nulla az érintd meredeksége. Ilyen fajta

megakadéasokat a megfeleld nagysagu tanulési 1éptékkel kikiiszobolhetiink.[8]
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3. ébra: Gradiens ereszkedés [9]

Eltiin6 gradiens: Ha kezdetben a gradiens nagyon kicsi ahogy a visszaterjesztés soran haladunk
visszafele a gradiens egyre kisebb lesz ezaltal az el6z0 rétegek egyre lassabban tanulnak, ami

azt eredményezi hogy a sulyok nullahoz fognak kozeliteni és végiil teljesen megall a tanulas.

Felrobbano gradiens: Ha a gradiens tal nagy a sulyok értelmezhetetleniil nagy szamok lesznek

ez altal hasznalhatatlanok.[8]

3.2.Backpropagation (visszaterjesztés)

A visszaterjesztés vagy hibavisszaterjesztés a mesterséges neuralis halok tanulédsanak a
kulcsfontossagu eleme. A tanuldsi folyamat két 1épés ismétlésébdl all: 1.forward pass (kimenet
szamitas) 2. backpropagation (hiba visszaterjesztés), ezek addig ismétlddnek amig a legkisebb

hibaértéket kapjuk a sulyok illetve a bias valtoztatasaval.

Egy egyszerlsitett példat nézve, a hiba fiiggvényt a halézat neuronjanak értéke és a

kivant érték kiilonbségének négyzeteként tudndnk megadni:
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Co = (@™ —y)? (3)

Ahol ah) az utolso réteg neuronja, y a kivant érték, C, pedig a hibafiiggvény.[10]

a(L-1) a(l)

4. abra: Az utolso, utolso elotti neuron és a hibaérték

A hibavisszaterjesztés célja az hogy, megkapjuk a hiba(hibak) — stlyok, hiba — biasok, hiba —
neuron aktivalasi értékek kapcsolatot. Ha a fenti le egyszerusitett példat vessziik akkor

felirhatjuk hogy:

Ezzel megadtuk az L rétegben 1év6 neuron értékét ahol w') a hozzé tartozo suly a™D az
el6z6 réteg neuronjanak értéke, b az a'l) -hez tart6zo bias, o pedig a szigmoid aktivacios

fliggvény.

Kapcsolat a hiba és a stuly kozott:

aC,
T D (3)
A megfeleld derivalasi szabalyok utan:
0C, Ow®d x a4 p)) a® aC, s
awd WD "IWwD x a0 + p@) " ga® (©
Egyenlet tagjai kifejezve:
@) 4 gL-1 (L)
ow'™ *xa + b)) _ 40D 7)
ow®)
a®
= o'W % gD 4 p@) (8)

(WD % gD 1 pD)
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aC,

= 2+ (@ -y &
Behelyettesités utan:
9Co -1 4 6" (WD 5 gD + p@© @
aw(l')za g (W™ *a +b )*2*(61 —y) (10)
Kapcsolat a bias ¢és hiba érték kozott:
aC,
ob® (n
A megfeleld derivalasi szabalyok utan:
aC, _ dw® %tV 4 pW)y a® aC, 1
b0 EYA0) "AwD « aCD 1 p©) " §a® (12)
Alakitas utan:
0Co 03] "ow® x -1 4 p@©
mzZ*(a —y)xa'w xa + b)) x1 (13)

Az Gsszes tanulasi példat atlagolva megkapjuk a gradiens vektor egy komponensét:

n—

9C, 1< aC,

WD ~ 7l ow® (19
k=0

aC, 150 aC, s

0b® ~ nLiob® (19

Ezekbdl a komponensekbdl fog allni a gradiens (—VC)(ami egy vektor-értékii tobbvaltozos
fliggvény) ami megadja a legnagyobb valtozas(legmeredekebb irdnyt) irdnyat, ha ebbe az
iranyba ,,1épiink”(valtoztatjuk a sulyt, bias-t) akkor csokken a hiba értéke, tehat tanul a modell.

[11][10]
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3.3. Aktivacios fiiggvények feladata és fajtai

Aktivacios fliggvényre azért van sziikkség mert nem-linearitast vezet be a rendszerbe
amire sziikségiink van valos felhasznalas esetén. Az aktivacios fliggvény értéke adja a neuron

aktivalasanak a mértékét.

Manapsag a legelterjedtebb aktivacios fliggvény a ReLU(Rectified Linear Unit) aminek
elénye a derivalhatosag ezéltal a hibakat tudjuk visszaterjeszteni, illetve az értékének a

kiszamitasa konnyebb a tobbihez képest. [12]
Linearis fliggvény:

Hibavisszaterjesztés soran ugyan azzal az értékkel szoroznank be az Gsszes sulyt és bias-t.
valamint A bemeneti értékeknek a kimeneti értékek konstans szorosai ez altal a tobb rejtettet
réteg akar egy rejtett rétegnek is tekinthetd. Nem lenne értelme linedris aktivacios fliggvényt
hasznalni mivel nem tanulna a rendszer. Az (16) egyenlet megadja a linearis aktivacios

fliggvényt.[12]

flx) =x (16)

Nem — linearis aktivacios fliggvények

Lehetévé teszik a hibavisszaterjesztést, mivel igy meg tudjuk hatarozni hogy melyik
neuront(neuronokat) kell valtoztatni a jobb eredmény érdekébe. Tobb réteget tudunk hasznalni

mivel nem linedris kapcsolat lesz kozottiik ez altal komplex modelleket hozhatunk 1étre.[12]
Szigmoid fliggvény:

Széles korben hasznalt fliggvény, a kimeneti értéke nulla és egy kozott van, nagyon nagy
bemenetek esetén az értéke egyhez kozelit, nagyon kicsik esetén pedig nulldhoz. Két
problémaéba litkdzhetiink a hasznalata soran, az eltiind gradiens problémaba, illetve egy ahhoz
hasonl6 problémaba ami soran til nagy szdmok esetén adott valtozésra nagyon kicsit valtozik
a fliggvény értéke ami a tanulés lelassulasahoz vezet. Ezek a problémak a komplexebb neuralis
halézatoknal fordulnak elé leginkabb.[12] A (17) egyenlet megadja a Szigmoid aktivacios
fliggvényt.

fGx) = (17)

14 et
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Tanh fliggvény

Hasonlit a szigmoid fiiggvényhez annyi a kiilonbség hogy atmegy az origon, az értéke -1 és 1
kozott van illetve 0-nal nagyobb a meredeksége. Altaldban ezt preferaljak a szigmoid
fliggvénnyel szemben, szinte minden esetben gyorsabb a tanuldsa rendszernek mivel fel tud
venni negativ értékeket.[13] A (3.) egyenlet megadja a tangens hyperbolicus aktivacios
fliggvényt.

eX — p=*

tanh(x) = m (18)

Rectified linear unit (ReLU) fiiggvény

Legnagyobb elonye az egyszerliség ez altal a gyorsasag, e-miatt nagyon népszerii. Azért tud
gyors lenni mivel 4ltalaban nincsen beaktivalva az 6sszes neuron egyszerre, csak azok amiknek
az adott lefutds sordan a bemend jele nagyobb mint nulla. Az origén kiviil minden pontban
derivalhatd, illetve az értékkészlete: [0 ; —oo].[14] Az (4.) egyenlet megadja a ReLLU aktivacios
fliggvényt.

f(x) = max (0, x) (19)

Sigmoid-weighted Linear Unit(SiLU)(swish) fliggvény

A YOLOV8 és YOLOI11 objektum felismerd mélytanuldsi modellek aktivacios fiiggvénye a
SiLU. Formara a ReLU-ra emlékeztethet, viszont nincsen benne ,,torés” az origdnal, nem
monoton ndvekvd illetve tud negativ értéket visszaadni. Elharitja a ,,haldoklo ReLU” problémat
vagyis azt hogy tul sok neuron valik inaktivva ez altal megall a tanulas. Matematikailag a SiILU
az a szigmoid fliggvény és valtozo szorzata.[15] Az (5.) egyenlet megadja a SiLU aktivacios

fliggvényt.

1

SILU(X) =X * m

(20)
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5. ébra: SiLU fliggvény
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4. Convolutional Neural Networks (CNNs) é¢s YOLO11

4.1. A convolutional neural network elényei

A mesterséges neuralis halozatokkal (ANNs) szemben a CNN-ket elsdsorban a képeken beliili
mintak felismerésére hasznaljak, ezért az ilyen modelleket kifejezetten kép specifikus
feladatokra fejlesztik, optimalizaljak. Az egyik legnagyobb limitalo faktor a hagyomanyos
ANN-ek hasznalata esetén hogy a szamitdsi komplexitasuk nem elegendd a képek
feldolgozasahoz, ha egy 64x64-es szines képet vesziink alapul mar akkor is az elsé réteg egyik
neuronjdhoz 12,288 suly tartozna, valamint a neuralis haldzatnak tulsagosan nagynak kéne

lennie. [16]

4.2. Altalanos szerkezet

Ahhoz hogy CNN-t kapjunk harom réteg kell, konvolucios réteg, pooling réteg és fully-
connected réteg, ezekbdl altalaban tobb is van egy modellben. A 6. dbra egy egyszertisitett CNN

szerkezetet abrazol. [16]

Feature Extraction Classification

A
[ | [ 1

Fully Connected layer

7N
WL

Input Image

Convolutional Layer Pooling Layer

N7\

Flatten layer §Mé g
R QA
\\V/,

6. abra: CNN struktara [17]

A bemeneti vagy imput layer a kép pixeleinek az értékeit tartalmazza, az egész modellnek ez

az egyetlen bemente van.

A konvolucids rétegben egy kernel ,,végigmegy” a bemeneti kép értékein és kiszamitja a
szorzatot a kernel sulya és az adott kép rész kozott. A kernel értékei a konvolucios neuralis
héaloézatnak a sulyai ezek valtoznak a tanulasi folyamat sordn a backpropagation és gradiens

ereszkedés szerint. Ennek a rétegnek az outputjat feature map-nek nevezzik, ez egy martix
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aminek az egyes elemeit betaplaljuk egy aktivacids fliggvénybe (YOLOI11 és YOLOvVS esetén

SiLU) ez altal nem-lienaritast vezetiink be.

A pooling layer méret csokkentést végez, vagyis csokkenti a paraméterek szamat ezzel noveli
a gyorsasagot €s a hatékonysagot. A legnépszeriibb pooling metdédusok a max pooling, avrage

pooling, min pooling és global pooling (a YOLO11 Spatial Pyramid Pooling-ot hasznal). [18]

Single depth slice
T 2 | 4

5|6 |78
3 | 2 I 3
4

max pool with 2x2 filters '
and stride 2 6 ‘

T
& | 0

.
i

y

7. arba: Max pooling (az adott 2x2-es rész legnagyobb értékét veszi) [18]

A fully connected layer el6tt torténik egy flattening miivelet ami egy, egydimenzios vektort hoz
1étre amit aztan a fully connected layer fel tud hasznalni a kategorizélashoz, becsléshez. Ehhez
kategorizalashoz egy normal mesterséges neuralis halét (ANN) hasznalunk. Az output-ok pedig
a neuronok értékei lesznek ami alapjan megkapjuk, hogy milyen objektumot detektalt a

rendszer. [18]

4.3. YOLO11 szerkezete

A YOLO architektura 3 f6 komponensbdl all, a backbone-bol (gerinc), a neck-bdl (nyak) és a
head-bdl (fej). A backbone végzi a feature extraction (jelleg kinyerés) legnagyobb részét
konvoluciés blokkok segitségével. A neck az egy koztes feldolgozd rész amely specialis
blokkok segitségével a kiillonbozé mértékil, nagysagu feature map-ek feldolgozza, felerdsiti. A
head a végsd becslést végzi el, ami soran az objektum felismeréshez sziikséges adatokat kapjuk
meg a végsd feature map-ek alapjan. Egy hagyomanyos CNN-el szemben a YOLO11 nem

tartalmaz fully connected layer-t, ezért nem sziikséges adott méretli bemenetet hasznalnunk,
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barmilyen bemenet ami méretben (pixel magassag, szélesség) 32-nek a tobbszordse megfelel a

modellnek. [19]

ml.m Backbone
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8. abra: YOLOI11 struktaraja [21]

4.3.1. Backbone

A backbone 9 blokkjabol, 5 normal konvoluciés blokk, 4 pedig C3k2 blokk. A normal
konvoluciéshoz blokkhoz képest a C3k2 blokk abban kiilonbozik hogy a konvolucidt két

1épésben hajtja végre kisebb kernel méret haszndlataval. [20]

4.3.2. Neck

Itt torténik a pooling az SPPF (Spatial Pyramid Pooling — Fast) blokk hasznalataval. Spatial
piramid pooling segitségével harom (vagy tobb) arany szerint tudjuk elvégezni a pooling
folyamatot. A C2PSA felerdsiti a feature map-ek régiok szerinti ,figyelmét”, igy a modell

jobban tud koncentralni a kép fontosabb teriileteire, ezzel javitva a modell pontossagat a

crer
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map felbontasat hogy a concatenate blokk segitségével dssze lehessen fiizni egy kordbbi feature

map-el. [20] [22]
4.3.3. Head

Az objektum detektalasért felelés, a neck-bdl kapott feature map-ek alapjan kapjuk meg a
kimenetet. A head, detect blokkjaiban talalhato, C3k2 konvolucios blokk ami tovabb finomitja
a feature map-eket, CBS blokk ami batch normalization-t végez valamint betaplalja az értékeket
a SiLU aktivacios fliggvénybe, Conv2D blokk ami csokkenti a feature-6k szamat annyira hogy
a bounding box kordinatdk meghatarozasahoz és az osztaly meghatarozasdhoz fel lehessen
hasznalni, valamint a végsd detect blokk feldolgozza a bounding box koordinatakat, az
objektum értékeket amik az objektum jelenlétét jelzik és az osztaly értékeket amik az objektum

osztalyat hatarozzék meg. [20]
4.4. Transfer learning

Transfer learning-el egy eldre betanitott modellt fel tudunk haszndlni, a betanitotthoz hasonld
feladat végzésére. A pre-trained (eldre betanitott) modell mar elsajatitott tudasat — objekt
detektalas esetén példaul hogy hogyan kell korvonalakat detektalni — hasznaljuk fel, igy ha
masmilyen obejktum felismerésére akarjuk betanitani nem kell hatalmas adatbazist
hasznalnunk, hogy ujra megtanuljon korvonalakat felismerni mivel azt mar tudja. A transfer
learing eldnyei, a tanitasi vagy szamitasi koltség és az adatmennyiség csokkenése valamint a
jobb altalanositas. Egy nagy adatbazison valo tanitdshoz rengeteg id6 és nagy szamitasi
teljesitmény kell, ezekre nincsen sziikség transfer learning hasznélata soran mivel viszonylag
kevés adattal is jo eredményeket lehet elérni. A modell altalanositasa az altal javul hogy a
sulyokat (amik nincsen befagyasztva) szimplan tovabb tanitjuk, vagyis végeredményben a

modell az eredetihez képest tobb adat alapjan tanul. [23]

4.4.1. Transfer learning hasznalata
Az elso 1épés egy elore betanitott modell kivalasztasa ami hasonlé feladatra lett kifejlesztve

mint amire majd hasznalni szeretnénk.

A masodik 1épésben configuralnunk kell az eldre betanitott modellt. A YOLO11 esetében a 0-
td a 9-es szamu blokkig — vagyis a backbone-t plusz az SPPF blokkot - be kell fagyasztani
(freeze) a sulyokat hogy azok ne valtozzanak, ezzel megtartva a modell altal mar megszerzett
studast”. Uj osztalyok létrehozasa és vagy régi osztalyok térlése esetén médositani kell a

becslést végzd blokkokon. [24]
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9. abra: Transfer learning [25]

Harmadik Iépésben pedig betanitjuk a modellt a sajat adatainkkal. Nem megfeleld
eredmények esetén a hiperparaméterek valtoztatadsaval javithatunk a modell pontossagan.
Hiperparaméter példaul a tanitasra validaciora és tesztelésre szant képek aranya, a valasztott
aktivacios fiiggvény, a gradiens ereszkedéshez hasznalt algoritmus, a batch méret, a tanitasi

epoch-ok szama. [24][26]
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5. Nevesebb nemzetkozi folyodiratok feldolgozasa

A Deep Learning Based Forest Fire Detection Approach Using UAV and YOLOV3, cikkben a
pilota nélkiili repiild eszkdozok(UAVs) elterjedésére hivatkozva, egy ilyen eszkodz altal
szolgaltatott videofelvételen valds idoben detektaltak az erddtiizeket. A YOLOV3 segitségével
létrehozott, kisebb szamitasi teljesitményt igényld algoritmust hoztak 1étre amit aztdn az UAV-
ben talalhat6 hardver-re telepitettek. Az algoritmust a készitett videofelvételeken tanitottak be,
az esetek 83%-ban helyesen ismeri fel a tiiz jelenlétét, illetve kb. 0,3125[s] a felismerés

gyorsasaga. [27]

A Deep Learning Based Object Identification System for Forest Fire Detection cikk az
erdOtlizek soran keletkezett fiistoszlopok osztalyozasdval foglalkozik. Harom osztalyba
soroltdk a flistoszlopokat a horizonthoz viszonyitott helyzetiik alapjan. Két féle algoritmus is
betanitottak a RetinaNet-et és a Faster R-CNN-t. Hasonl6 eredményeket kaptak mindkettovel,
a 90%-ban felismerték a fiist jelenlétét a teszt képeken. Ezek utdn a modelleket tesztelték 24
fiist keletkezési folyamaton amiket a HPWREN adatbazison értek el, 4tlagosan a tiz kialakulasa

utan 6,3 perccel detektalta a fiistoszlopot az algritmus. [28]

Deep Convolutional Neural Networks for Forest Fire Detection cikkben a tizfelismerés ugy
torténik hogy a mesterséges neuralis halozat eldszor megallapitja hogy van e tiiz a képen, ha
van akkor egy ,,fine grained patch fire classifier” pontosan meghatarozza a helyét. Ezzel a
modszerrel a training képeken 97%-os a teszt képeken pedig 90%-0s pontossagot tudtak elérni.

Ez a modell elsédlegesen az erdd tlizek felismerésére lett készitve. [29]
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6. Thz ¢és fiist felismeres gépi tanuléassal

6.1.Absztrakt

A munkdm célja az volt hogy egy tliz ¢s flistfelismerd algoritmust tanitsak be ami, videon és
képeken fel tudja ismerni az emlitett objektumokat. A modell pontossagat tobb kép gytijtésével
(716 helyett 8243), data augmentaton-el tovabba az alap modell egy jabb valtozatanak a
betanitasaval (YOLOv8, YOLOI11) probaltam javitani. A legjobb véaltozat pontossaga tiiz
esetén X flist esetén pedig Y az mAP50 pedig Z. A betanitott modell a szamitdégépen futva egy
webkameran keresztiil, illetve kozvetleniil teszt képen képes volt felismerni a tiizet illetve a

fustot.

6.2.A modell teljesitmény mutatoi

A modell pontossaganak jellemzésére szolgal az mAP50, AP(fire), AP(smoke), precision,
recall és az mAP50-90. A detektalasokat 4 csoportba sorolhatjuk true positive, False positive,

false negative, true negative. Azt hogy egy adott detektalas melyikbe tartozik azt a 6. 4bra
alapjan konnyen el lehet donteni. [30]

Confusion Matrix

Actual
Positive Negative
. True False
Positive .. o
8 Positive Positive
o
©
et
o ) False True
Negative . .
Negative Negative

10. abra: Confusion matrix [30]

22



True positive(TP): A modell egy bizonyos tliréshataron beliill helyesen detektdlja az

objektumot.

True negative(TN): A modell nem detektal semmit és valdjaban sincs semmi
False positive(FP): A modell detektalt viszont nem kellett volna neki

False negative(FN): A modell nem detektalt viszont kellett volna neki

A precision-t vagyis a pontossagot az alabbi médon szamoljuk ki:

Precision = — L F) 1
reaswn—m (21)

A recall-t vagyis a ,,visszaemlékezést” pedig igy szamoljuk ki:

Recall = — ) 22
CCat= TP + (FN) (22

Ha fliggvényen abrazoljuk a precision, recall értékeket, ahol a precision az y, a recall pedig az

x tengelyen van akkor megkapjuk a precision-recall gorbét, amivel meghatarozhat6 a precision

¢s a recall kozotti ardny. A precision recall gorbe alatti teriilete megadja az AP-t (average

precision) amit ha minden osztilyra kiszamolunk (fire, smoke) és aztan atlagoljuk akkor

megkapjuk az mAP-t (mean average precisiont). Az Intersection over Union megadja becsiilt

¢s a tényleges, objektum koriili keret(bounding box) mekkora mértékben fedi egymast.[30]
becsiilt és tényleges keret metszetének tertlete

IoU = 23
0 becsiilt és tényleges keret inidjanak teriilete (23)

Az mAP50 megadja a modell mAP értékét abban az esetben amikor az IoU nagyobb vagy
egyenld 0.50-nél.[31]
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How to calculate mean average precision (mAP)
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11. abra: mAP szamitasa [32]

6.3.YOLOv8m és YOLOI11m betanitasa és eredményei

A YOLO (You Only Look Once) az Ultralytics-nek az elére betanitott objektum felismerd
modell sorozata, 2016-ban indult a YOLOv2-vel. A YOLOvS8 2023 januarjaban, a YOLO11
pedig 2024 szeptemberében jelent meg, mindkettd a Microsoft COCO (Common Objects in
Context) adatbazison lett betanitva. Transzfer learning segitségével ezeket az eldre betanitott
modelleket be lehet tanitani mas objektumok felismerésére, viszonylag kevés példan (képen)
keresztiil. A YOLOv8 modellek koziil a kozepeset (YOLOv8m) hasznaltam mivel
pontossagban ¢és gyorsasadgban is megfelelének taladltam. YOLOv8m adatai: képméret 640x640
pixel, RGB szintér (color space), detection time a COCO dataset-en tesztelve: 234,7 ms,

mAP50-95 a COCO dataset-en tesztelve: 0.502. [33]

Az elsd verzidban az Gsszes kép szama 716 volt ezeket a képeket az internetrdl kiillonbdzo
helyekrdl letoltdttem és a tiiz eseteket label-el (,,cimkével”) ellattam. [34] Ezeken a képeken

Osszesen 3049 ,.fire” és 984 ,,smoke” cimkével ellatott objektum szerepel, valtozo koriilmények
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kozott. A képek erdd tiizeket, varosi és lakés tiizeket, kigyulladt autdkat illetve sok mas féle

tlzesetet abrazolnak.

i1 labellmg D:/TDK/TDK képek/fire detection.annotated_images/train/images/fire-48_png.rf.9bded885566b0b50508 1cde67abad 98t pg [1/ 1] - o X
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12. abra: Cimkézett kép ,,fire” €s ,,smoke” objektumokkal

A megfelelé konyvtarak és programok telepitése utan a képeket harom felé rendeztem: ,.train”,
,valid”(validation) és ,,test” csoportokba. A rendszer train mappaba 1évo képek alapjan tanulja
meg felismerni az objektumokat, az alakjuk (koérvonaluk) alapjan. A validation mappa szintén
képeket tartalmaz amik eltérnek a train mappaba 1évoktdl, a validation tanulas kdzben torténik
minden ,,ciklus”(epoch) utan, és ennek segitségével ellendrzi magéat a modell, hogy a folyamat
jo iranyba halad-e, illetve kis valtoztatasokat végez (fine-tune) a paramétereken. A ,.,test” mappa
magatol értetddden a kész (betanitott) modell tesztelésére van, a teszt képek alapjan kapjuk meg
a modell teljesitmény mutatoéit. [35] A képek elosztdsa a harom mappaba szdmszeriien: ,,train”
500 darab (~69,83%), ,,valid” 152 darab (~21,23%), ,.test” 64 darab (~8,9%). A betanitashoz
hasznalt szamitdégép adatai: Windows 10, 8gb RAM, Intel core 15-4440 processzor, GTX
1050Ti videdkartya. A betanitas sordn a batch size 2 volt. A modell teljesitménye a legjobb, 98.

epoch-nal:
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1. tablazat: yolov8m_custom 716 kép augmentaciéd nélkiil

yolov8m_custom 716 kép augmentacio nélkiil

mAPS50: AP(fire): AP(smoke): Precision: Recall: mAP(50-90):
0.39 0.415 0.365 0.508 0.3916 0.1787

metrics/mAP50(B) metrics/mAP50-95(B)
0.15 -
0.10 -
0.05 -

Epochs Epochs
0 100 200 0 100 200

0.0

metrics/precision(B) metrics/recall(B)

Epochs Epochs

0 100 200 0 100 200

13. abra: yolov8m_custom 716 kép augmentacio nélkiil mAP50, mAP50-95, precision, recall
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Confusion Matrix
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14. dbra: yolov8m_custom 716 kép augmentacié nélkiil, confusion matrix

6.3.1. Data augmentéacio hasznalata

Az eredmények javitasa érdekében data augmentaciot alkalmaztam, ami segithet a modellnek
a jobb eredmények elérésében, mivel megnovekszik a tanitdshoz hasznalt képek szama,
valamint egyes augmentacios modszerek segithetnek az objektum kdrvonaldnak a hattértdl vald
elkiiloniilésében. Harom féle augmentaciot hasznaltam: horizontalis tiikrozést, elforgatast -15°
és +15° kozott, és exposure valtoztatast -20% és +20% kozott. Az augmentaciot a Roboflow
nevi oldal augmentécios eszkozével végeztem. [36] A tanitasra hasznalt képek szama ez altal
haromszorosara nétt tehat 1500-ra, a validation és teszt képek szama az eredeti maradt, 152 és

64 darab. Data augmentacioval a modell teljesitménye a legjobb, 59. epoch-nal:
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2.

tablazat: yolov8m_custom 716 kép harom féle augmentacidval

yolov8m_custom 716 kép harom féle augmentacidval

mAP50:

AP(fire):

AP(smoke):

Precision:

Recall:

mAP(50-90):

0.417

0.439

0.395

0.561

0.4868

0.1911

metrics/precision(B)

metrics/recall(B)

0.50

0.45 -
0.40 A
0.35 A
0.30 -
0.25 A
Epochs
o
T T 020 e T
0 50 0 50
metrics/mAP50(B) metrics/mAP50-95(B)
0.40 - 0.175 A
0.35 4 0.150 A
0.30 A 0.125 A
0.25 - 0.100 -
0.20 7] 0.075 -
0.15+ Epochs 0.050 A Epochs
0.10 4 . . .
0 50 0 50
15. ébra: yolov8m_custom 716 kép harom féle augmentacioval mAP50, mAP50-95,

precision, recall
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Confusion Matrix
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16. abra: yolov8m_custom 716 kép harom féle augmentacidval, confusion matrix

6.3.2. A képek szamanak novelése

Mivel ezek az eredmények data augmentacid, utdn is rossznak mondhatdak ezért a jobb
teljesitmény elérése érdekében joval nagyobb mennyiségli képet hasznaltam fel a kovetkezd
betanitasnal. A betanitasra szant képek a régi képekbdl és egy ingyenesen elérhetd dataset
képeinek jelentds részebdl allt, igy a képek szama Osszesen 8243.[37] A képek 1) elosztdsa igy
nézett ki: ,,train” 5770 darab(~70%), ,,valid” 1652 darab(~20%), 821 darab(~10%). ,,Fire”
objektumbdl 15554 darab ,,smoke” objektumbol pedig 9050 darab van az egész datasetben. A
betanitas ugyan azzal a szamitégéppel, ugyan akkora batch-el(2) és ugyan ugy a YOLOv8m-es
modellel tortént. A legjobb teljesitményt a 80. epoch-nal produkalta a modell
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3. tablazat: yolov8m_custom 8243 kép augmentacid nélkiil

yolov8m_custom 8243 kép augmentacid nélkiil

mAPS50: AP(fire): AP(smoke): Precision: Recall: mAP(50-90):
0.712 0.638 0.785 0.721 0.652 0.414
metrics/precision(B) metrics/recall(B)
0.75 A
0.65 -
0.70 A
0.60 -
0.65 A
0.55 -
0.60 A
0.55 - 0507
0.50 A 0.45 1
Epochs Epochs
0.45 : . 0.40 < . .
0 50 100 0 50 100
metrics/mAP50(B) metrics/mAP50-95(B)
0.70 A 0.40 -
0.65 A
0.35 -
0.60 A
0.55 A 0.307
0.50 A 0.25 -
0.45 A
Epochs 0.20 1 Epochs
0.40 A
0 50 100 0 50 100

17. dbra: yolov8m_custom 8243 kép augmentacid nélkiil mAP50, mAP50-95, precision,

recall
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18. abra: yolov8m_custom 8243 kép augmentacio nélkiil confusion matrix

6.3.3. Novelt képszdm augmenticioval

Az kisebb képmennyiségnél emlitett augmentaciés modszereket(horizontalis tiikrozést,
elforgatast -15° ¢és +15° kozott, €s exposure valtoztatast -20% és +20% kozott) hasznalva
probaltam a nagyobb képszamnal tovabb javitani a modell teljesitményét. Ebben az esetben is

a ,train” képek szama novekedett, 5770-r1 17310-re. igy a 43. epoch-nal voltak a legjobbak

az eredmények:

4. tablazat: yolov8m_custom 8243 kép harom féle augmentacioval

yolov8m_custom 8243 kép harom féle augmentacioval

mAPS50:

AP(fire):

AP(smoke):

Precision:

Recall:

mAP(50-90):

0.72

0.646

0.794

0.72

0.659

0.417

31




metrics/precision(B) metrics/recall(B)

0.75 1
0.65 -
0.70 A
0.60 -
0.65 1
0.60 - 0.55 A
0.551¢ 0.50 A
0.50 A 0.45 -
0 50 0 50
Epochs Epochs
metrics/mAP50(B) metrics/mAP50-95(B)
0.70 A 0.40 -
0.65 0.35 -
0.60
0.30 1
0.55 +
. 0.25 -
0.501 ¥ }
0.45 A 0.20 A
0 50 0 50
Epochs Epochs

19. ébra: yolov8m_custom 8243 kép harom féle augmentacioval mAP50, mAP50-95,

precision, recall

32



Predicted

20.

Confusion Matrix

2000

fire

1750

1500

1250

smoke
|

1000

=750

- 500

background

=250

fire smoke background
True

abra: yolov8m_custom 8243 kép harom féle augmentécioval confusion matrix

6.3.4. YOLOI1m augmentécioval

A YOLOI11 az eddigi legjobb a YOLO modellek koziil, az ,,m” vagyis kdzepes valtozatot
valasztottam most is. A YOLO11m adatai: képméret 640x640 pixel, RGB szintér(color space),
detection time a COCO dataset-en tesztelve: 183.2 ms, mAP50-95 a COCO dataset-en
tesztelve: 0.515. [38] Ebben az esetben egybdl augmentalt adatokkal tanitottam be, a hasznalt
augmentaciok: horizontélis tiikrozést, elforgatast -15° és +15° kozott, és exposure valtoztatast
-20% és +20% kozott. az el6z6 YOLOv8m-es esethez hasonldan a ,,train” képek szdma 17310.
A betanitasra hasznalt szamitégép adatai: Windows 11, 32gb RAM, Intel core 15-12400F
processzor, GTX 1080Ti videdkartya. A betanitas sordn a batch size 24 volt. Az teljesitmény

a 43. epoch-nal volt a legjobb:
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5. tablazat: yolol1 custom 8243 kép harom féle augmentacioval

yolo11 custom 8243 kép harom féle augmentécioval

mAPS50: AP(fire): AP(smoke): Precision: Recall: mAP(50-90):
0.723 0.646 0.799 0.7414 0.665 0.421
metrics/precision(B) metrics/recall(B)
0.75 1 0.65 -
0.70 A
0.60 A
0.65 A
0.60 | 0.557
0.551 0.50 1 |:
0.50 A
Epochs 0.45 - Epochs
0.45 1 T T T T
0 50 0 50
metrics/mAP50(B) metrics/mAP50-95(B)
0.7 1 0.40 A
0.35 A
0.6 1
0.30 A
0.5k 0.25 -
0.20 A
0.4 - Epochs Epochs
0 50 0 50

21. abra: yolo11_custom 8243 kép harom féle augmentacidéval mAP50, mAP50-95, precision,

recall
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22. abra: yolo11_custom 8243 kép harom féle augmentacidval confusion matrix

35



A yolol1 custom modell tesztelése képeken:

23. abra: A ,test” mappa képein detektalas

A tesztképeken atlagosan 106,72ms alatt ismerte fel a ,,fire” és ,,smoke” objektumokat. Ahogy
a képeken is latszik a detektalasok nem tokéletesek, a fiist egy részét nem detektélja, vagy éppen

tul nagynak veszi, néhany kisebb tiizfoltot nem detektal.
Az eredmények 0sszefoglalva:

Az eredményekbdl azt lathatjuk hogy a legnagyobb javuldst a teljesitményben a képek

szamanak novelése hozta, mAP50: 0.39-r61 0.712-re. Data augmentacio segitségével a kisebb

36



képszammal rendelkez0 modell mAP50-e 0.027-et javult mig a nagyobb képszammal

rendelkez6 modell esetében csak 0.008-at. 0.003-al javult a teljesitmény az ujabb modell

hasznalataval. A legfontosabb eredmények tablazatba foglalva:

7. téablazat: Eredmények
mAP50 Precision: Recall:
yolov8m_custom 716 kep 0.39 0.508 0.3916
augmentacio nélkiil
yolovBm_custom 716 kep 0.417 0.561 0.4368
harom féle augmentacioval
yolov8m_custom 8243 kép 0.712 0.721 0.652
augmentacio nélkiil
yolovim_custom 5243 kep 0.72 0.72 0.659
harom féle augmentacioval
yolol1_custom 8243 kép 0.723 0.7414 0.665
harom féle augmentacioval

7. Konkluzi6

Sikeresen betanitottam egy objektum felismerd modellt, tliz és fiist felismerésére, a legjobb

eredményeket YOLO11 produkalta, 8243 kép hasznalata mellett, amibdl a ,train” és ,,valid”

képeket haromféle modon augmentaltam (horizontélis tiikkrozést, elforgatast -15° és +15°

kozott, és exposure valtoztatast -20% ¢és +20% kozott). A kiindulasi mAP50-et 33,3%-al, a

pontossagot 23,34%-al, a recall-t pedig 27,34%-al sikeriilt javitani a hasznalt technikak (képek

szamanak novelése, augmentacid, masik modell hasznédlata) segitségével. A betanitasra

hasznalt képek valtozatossaga(esti, varosi, erdei, kozeli, tavoli képek) miatt a modell jol

altalanosit ezért a teszt képen jo eredményeket tud elérni, valamit a valésagban széles korben

hasznalhato.
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