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1. BEVEZETES

A klimavaltozassal Osszefiiggésben a modern mezdgazdasag 1j kihivasokkal kiizd.
Napjainkban a legfobb cél a termelékenység fenntartasa kornyezetbardt modon, ehhez 1j
technologia €s tobb segédtudoméany bevonasa sziikséges. Ennek érdekében az Eurdpai Unio
2012-ben megalkotta a Ko6zos Agrarpolitikat (KAP), amely tartalmazza a mezOgazdasagi
teriiletek tavérzékeléssel tdmogatott ellendrzését is (CAP, 2012). A Kdozponti Statisztikai
Hivatal adatai alapjan 2023-ban Magyarorszag teriiletének 55%-a mezdgazdasagi teriilet volt.
Ebbdl 82% (4,2 milli6 hektar) szantd és 16% (793 ezer hektar) gyep. A gylimdlcs- ¢és
szOlGiiltetvények ardnya kozel 3% (143 ezer hektar). Az erddteriiletek és mezdgazdasagi
teriiletek egyiitt lefedték az orszag teriiletének 80%-at (Agroinform, 2023). A nagy teriileten
végzett jelent0s agrartevékenység miatt ezen teriiletek valtozasanak folyamatos nyomon

kovetése és szamszerlisitése a KAP alapelvek szerint is kiemelt jelentdségli (Henits et al., 2022).

A mitiholdas foldmegfigyelés nélkiilozhetetlen timogatast nyujt a modern mezdégazdasag
szamara (Weiss et al., 2020). 2014-t3l, az Eurépai Uriigynokség (ESA) Copernicus
foldmegfigyelési programjanak koészonhetden nagy mennyiségli mitholdas mérési adat all
rendelkezésre nagy térbeli és iddbeli felbontadsban. Ez lehetévé teszi a dinamikusan valtozo
mezOgazdasagi teriiletek pontos, naprakész megfigyelését. A két legszélesebb korben hasznalt
adattipus a Sentinel-1 szintetikus aperturaju radar (SAR) turfelvételek és a Sentinel-2
multispektralis Urfelvételek. Miitholdas tavérzékelési adatok feldolgozéasaval, iddsoros
elemzésével tematikus térképek készithetdk a mezdgazdasdgi ndvények térbeli eloszlasarol
(Dhumal et al., 2013) vagy a parcellak hozamarol (Roznik et al., 2022), illetve azonosithat6 és
szamszerlsithetd a sz€lsdséges iddjarasi események altal okozott kdrok mértéke (Birinyi et al.,
2024a). A nagy mennyiségli adat folyamatos, automatizalt feldolgozasahoz azonban korszerti
informatikai hattér sziikséges. Igy az emlitett elemzések modszertandban ma mar komoly

szerepet kapnak a gépi tanulasi eljarasok.

A konvolucids neuralis halozat (CNN) egy rendkiviil népszerti és elterjedt gépi tanulasi
algoritmustipus. A szakirodalom aldtdmasztja, hogy pontos és elegenddé referenciaadattal,
valamint a megfeleld modell megalkotdsaval nagy pontossagu feladatmegoldasra képes
(Alzubaidi et al., 2021). Elénye tobb mas gépi tanulasi eljarashoz viszonyitva, hogy sok
dimenzidt és paramétert képes kezelni a bemeneti adatban, ez kiemelten alkalmassa teszi
miholdfelvétel-idosorok kiértékelésére. Nagy mennyiségli ¢és kelléen reprezentativ
tanitoadattal pedig robusztus eldtanitott algoritmust hozhatunk, ami altalanosan alkalmazhat6

kiilonb6z6 évek id6soraira vagy eltéré teriiletekre 1étre (Transfer Learning, Hosna et al., 2022).
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Jelen dolgozatban bemutatom kutatdsomat, mely soran konvolucios neuralis halozatokat
és Sentinel-1 SAR iddsorokat hasznaltam a vetésszerkezet ¢és az aratas idépontjanak
meghatarozasara. Kutatdsom a Komplex MezOgazdasagi Kockazatkezelési Rendszer (MKR)
modszertani fejlesztéseihez kapcsolodik (NEBIH, 2024), melyben a Lechner Tudaskdzpont
(LTK) Urtavérzékelési Osztalya is részt vesz. Az aratads idejének meghatarozasa a
mezOgazdasagi termelést érintd karigények elbiralasa szempontjabol fontos, hiszen a karigény
jogossagat a betakaritas utdn nem lehet megitélni. Az aratési idépont térképezésébdl tovabba
statisztikai elemzések készithetdk, amelyekkel szdmszeriisithetjiik az egyes évek vagy teriiletek
kozotti  kiillonbségeket a novények fejlodésében. A vetésszerkezeti térképezést nyolc
kategoriara, mig az aratasi idOpont azonositdsat négy meghatarozd6 nodvénykategoriara

végeztem el.

Dolgozatomban els6ként bemutatom a felhasznalt adatokat, a kutatas mintateriiletét és a
vizsgalt éveket, a Sentinel-1 felvételek feldolgozasat és a szorasi egyiitthatd szarmaztatasat,
valamint a felhasznalt referenciaadatokat és a Planet optikai trfelvételeket (2. fejezet). Ezutan
kovetkezik a modszertani fejezet, melyben attekintem a Sentinel-1 iddsorok jelen feladatokra
valo alkalmazhatosaganak szakirodalmi hatterét, roviden dsszefoglalom a konvolucids neuralis
halozatok mitkodését, bemutatom a felvételeken végrehajtott Refined Lee és Non-Local Means
szlirési eljarasokat, valamint a kutatadsban hasznalt CNN modellek felépitését (3. fejezet).
Eredményeimet a 4. fejezetben kozlom, melyben kitérek a pontossagi statisztikdk
Osszehasonlito elemzésére, tovabba az egyes évek és kategoriak kozti kiilonbségekre is. Végiil
Osszefoglalom kutatidsomat és az abbodl levont kovetkeztetéseket a modszertan altalanos
alkalmazhatdsagara, illetve tovabbi fejlesztésére vonatkozoan (5. fejezet). Dolgozatomat

koszonetnyilvanitassal, a hivatkozasok jegyzékével és fiiggelékkel zarom.

2. ADATOK

Az alabbiakban bemutatom a kutatds soran felhasznalt adatokat. Elséként a kutatasi
mintateriiletet, valamint a vizsgalt éveket, illetve kivalasztasuk szempontjait ismertetem.
Ezutan attekintem a Sentinel misszid kereteit, céljait és az adatszolgaltatas koncepciojat.
Ismertetem Sentinel-1 SAR felvételek alapvet6 jellemzdit: a felvételezés modjat, az elérhetd
termékek kiilonbozé feldolgozottsagi szintjeit, valamint térbeli és iddbeli felbontasukat.
Roviden Osszegzem a feldolgozas 1épéseit és megnevezem a felhasznalt szoftvereket. Ezt

kovetden ismertetem a referenciaadatokat, az adatbazis sziirésének 1épéseit €s az ehhez igénybe
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vett szoftvereket. Végiil kitérek a Planet optikai trfelvételekre és a betakaritas-detektalas

vizualis modszertanara.

2.1 Mintateriilet, vizsgalt évek

A mintateriilet 9115,5 km? kiterjedésti, ez nagysagrendileg az orszag teriiletének egytized
része. Eszak—dél iranyban a Biikkaljatol Szentesig, nyugat—kelet irinyban Hatvantol a Tisza-
toig huzodik (lasd 1. abra). Ezen teriilet nagyrésze agrar hasznositasu, benne a betakaritas
szempontjabol vizsgalt négy fondvény mindegyike jelentds szamu parcellan megtalalhat6.
Tobbségében sik teriilet, igy a radar adatokra a domborzat nem gyakorol szamottevo hatast. A
mintateriilet tekintélyes mérete nagy mennyiségii adat feldolgozasat kovetelte meg, azonban

biztositotta a modszertan alkalmazhatdsaganak alaposabb vizsgalatat.
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1. dbra: Kutatasi mintateriilet (HD72 / EOV | EPSG:23700)

A mezdgazdasagi évek eltérd klimatologiai viszonyai a tavérzékelt adatok iddsorait is
nagy mértékben befolyasoljak. Ezért, ha egy mddszertan alkalmassagat vizsgaljuk, fontos azt
tobb, esetleg eltérd idojarast éven tesztelni. Kutatasom soran a kidolgozott mddszertant 2021
¢€s 2023 évek iddsoran teszteltem, amelyek megfelelnek a fenti szempontnak. A 2021-es év elso

felében jelentds mennyiségii belviz volt jelen, ennek hatdsa a szant6foldi ndvények fejlodésére



szamottevd volt (Birinyi et al., 2024b). A 2023-as év id6jarasi sz€&lséségek altal nem stjtott,
atlagos klimaju év volt. Tovabba a 2.2 alfejezetben kés6bb részletezett okokbol a 2021-es évben
6 napos, mig a 2023-as évben 12-napos idébeli felbontasban allnak rendelkezésre a Sentinel-1

felvételek, igy ennek hatésa is vizsgalhato.

2.2 Sentinel-1 felvételek

Az ESA 2014-ben inditotta el a Sentinel misszidt a Copernicus foldmegfigyelési program
keretein beliil, mely soran kiilonb6z6 mitholdak és mérdszenzorok megtervezését és felkiildését
valositjak meg. Céljuk a Fold komplex folyamatainak tanulmanyozasa, a felszin és a légkor
iddbeli valtozasainak alland6 nyomon kovetése. A kiilonbozé feldolgozottsagu termékeket a
Copernicus online adatszolgaltato feliiletén, a Copernicus Dataspace Ecosystem (CDSE)
rendszeren publikaljak, a termékek ingyenes regisztraciot kovetden tolthetdk le. Kutatasom
kiindulasi adatai a Sentinel-1 szintetikus apertaraju radar (SAR) méréseibdl eléallitott termékek
(ESA, 2023).

A Sentinel-1 program alapkoncepcidja szerint a megfeleld fedés és iddbeli felbontas
érdekében egyszerre legalabb két miikodé mitholdnak kell(ene) adatot szolgaltatnia. A misszid
elsé miholdjat (Sentinel-1A) 2014-ben, a masodikat (Sentinel-1B) 2016-ban allitotta az ESA
Fold koriili palyara. Ezek a miiholdak kvazipolaris, azonos napszinkron palyan keringenek a
felszin felett 693 km magasan, és 12 naponta térnek vissza ugyanazon foldrajzi hely folé. Annak
érdekében, hogy a felvételek iddbeli felbontdasa javuljon, a mitholdpar kozott 180° a
faziskiilonbség, igy a visszatérési id6 hat napra csokken. Azonban 2022 janudrjaban a Sentinel-
1B miihold meghibasodott (ESA Sentinel Online, 2022), a Sentinel-1C felbocsatasa pedig a
jelenlegi tervek szerint csak 2024 novemberében torténik meg, igy jelenleg 12 napos az id6beli
felbontas (ESA Sentinel Online, 2024).

A miholdakon elhelyezett C-savos szintetikus apertiraju radar (SAR) szenzorok 5,405
GHz frekvenciaval felvételeznek (ESA Sentinel Online, 2024). A miiszer ugynevezett dualpol,
ez azt jelenti, hogy a kibocsajtott hullamok esetében meg kell valasztani, hogy horizontéalisan
vagy vertikalisan legyen polarizalt. A miiszerbe beérkezd jel esetén azonban mindkét polarizalt
hullam felvételezésre kertil, igy ez a szenzor a HH+HV vagy VV+VH csatornakombinacidkat
teszi lehetévé. A muholdakkal négyféle felvételezési modban lehet adatot gytijteni, ezek a
Stripmap (SM), az Interferometric Wide Swath (IW), az Extra-Wide Swath (EW) és a Wave
(WV). Magyarorszagon az IW mod érheté el, VV+VH csatornakkal, ez a szarazfoldek

monitorozasara a legmegfelelébb. Ezen moddszer esetén a szenzor altal megvilagitott felszini


https://sentinels.copernicus.eu/web/sentinel/user-guides/sentinel-1-sar/acquisition-modes/stripmap
https://sentinels.copernicus.eu/web/sentinel/user-guides/sentinel-1-sar/acquisition-modes/interferometric-wide-swath
https://sentinels.copernicus.eu/web/sentinel/user-guides/sentinel-1-sar/acquisition-modes/extra-wide-swath
https://sentinels.copernicus.eu/web/sentinel/user-guides/sentinel-1-sar/acquisition-modes/wave
https://sentinels.copernicus.eu/web/sentinel/user-guides/sentinel-1-sar/acquisition-modes/wave

sav (swath) 250 km széles, és azimuth irAnyban tovabbi harom tgynevezett sub-swath-ra
(“melléksavra™) oszlik. A felvételezés a Terrain Observation by Progressive Scans SAR
(TOPSAR) technikaval torténik, melynek kdszonhetden az egyes swath-okra egy homogén, jo
mindségii kép hozhato 1étre, melynek range iranyu felbontasa 2,7 — 3,5 m, mig az azimut irdnyu

felbontasa 22,5-22,7 m kozott valtozik (De Zan és Monti-Guarnieri, 2006).

Az ESA éltal publikalt termékek feldolgozottsagi szintjiik alapjan haromféle
terméktipusba sorolhatok. A nulladik szinti felvételek tomoritett, fokuszalatlan adatokat
tartalmaznak. Az els6 szintli termékek mar kalibralt, fokuszat adatok. Két fajtaja a Single Look
Complex (SLC) és a Ground Range Detected (GRD). A masodik szintii termékek az elsd szintii

termékekbdl szarmaztatott, 6ceanok tanulmanyozésara alkalmas geofizikai adatok.

Kutatasom soran elsé szintli, SLC adatokbdl indultam ki. Ezen termékek az amplitadd
értékek mellett a fazisra vonatkoz6 informacidkat is tartalmazzak komplex szamok formajaban.
Valasztott mintateriiletemnek (lasd 2.1 alfejezet) megfeleléen a 153-as descending (leszallo)
relativ palya felvételeit hasznaltam fel. Az SLC termékek feldolgozasa a Sentinel Application
Platform (SNAP) szoftverrel torténik (SNAP, 2024). Az els6 1épés a termikus zaj korrekcidja,
majd a korrigalt SLC termékekbdl szorasi egyiitthatokat szamolunk. Itt kizarolag a VV és VH
amplitadokat hasznaljuk fel, a fazisértékek ehhez a mivelethez nem sziikségesek. Ezen
folyamat soran radiometrikus kalibraci6é torténik, melynek lényege, hogy az amplitido

értekekbdl szorasi egylitthatot szdrmaztassunk a kovetkezd képlettel:

ahol

a a beesési szog,

DN a digitalis amplitado érték,
Aan a pixel atskalazasi érték,
K a kalibracios konstans és

o? a szorasi egyiitthato.

A szorasi egyiitthatd a felszini szord objektumokrol reflektalt radarjel erdsségét adja meg
egységnyi feliiletre vetitve, 0-1 kozotti intervallumon. Ezutdn kovetkezik az Ugynevezett
multilook eljaras (De Zan és Monti-Guarnieri, 2006) és a Refined Lee Speckle filter (Lee, 1981)
azért, hogy csokkenjen a radarfelvételekre jellemzo speckle effektus zavar6 hatasa. A sziirési
eljarasokat a 3.2 alfejezetben tovabb részletezem. Utols6 1épésként pedig elvégezziik a

topografiai korrekciot az SRTM domborzatmodell alapjan (Farr és Kobrick, 2000). Az eddig



részletezett eljarast a Lechner Tudaskozpont fejlesztése alapjan a Foldmegfigyelési Informacios

Rendszer (FIR, 2024) automatizaltan végzi.

A feldolgozott felvételeket ezutan a Python programnyelv gdal (GDAL, 2024) és
rasterio (Gillies S., et. al., 2013) raszterfeldolgozé moduljai segitségével WGS84 (EPSG:4326)
vetiiletbdl egységes orszagos vetiiletbe (EOV, EPSG:23700) vetitettem. Az azonos palyahoz
tartozd képeket egyesitettem, majd a szorasi egyiitthatd értékeket logaritmikus skaldra
transzformaltam. Végiill kivagtam a felvételeket a kutatdsi mintateriiletemre, &s

atmintavételeztem 20 méteres térbeli felbontasra.

A vetésszerkezeti osztalyozashoz az idGsort a vizsgalt években februar kozepétdl oktober
kozepéig hasznaltam fel, hiszen ez a mez8gazdasagi ndvények f6 vegetacios idészaka. Igy 12
napos visszatérés esetén 22, mig 6 napos visszatérés esetén 43 kép keriilt az id6sorba. A
betakaritasi idépont meghatarozasahoz a majus eleje és november eleje kozotti intervallumot
vettem figyelembe annak érdekében, hogy tartalmazza minden vizsgéalt ndvény aratasi
idészakat. Igy 12 napos idébeli felbontissal 20, mig 6 napos idSbeli felbontassal 39
radarfelvétel volt az input adat. Mindkét mddszertan esetén a VV és VH sigma0 rétegeket

hasznaltam fel (1. tablazat).

Idabeli Felvételek Rétegek szama
Modszertan
felbontas szama (szorasi egyiitthatd)
6 nap 43 2 (VV, VH) Vetésszerkezeti
12 nap 22 2 (VV, VH) térképezés
6 nap 39 2 (VV, VH) Betakaritas
12 nap 20 2 (VV, VH) detektalas

1. tablazat: A felhasznalt Sentinel-1 adatok ido-és spektralis dimenzioi

2.3 Referenciaadatok
2.3.1 Kérelem-adatbazis

A vetésszerkezeti és betakaritasi térképek eldallitasahoz egyarant felhasznaltam
referenciaadatként egy, az LTK Urtavérzékelési Osztalya altal a rendelkezésemre bocsatott
vektoros adatbazist. Ezen adatbazis mezdgazdasagi kategoridit az egységes teriiletalapu
tamogatasokra vonatkozo kérelem-adatbdzis nyujtotta, amely évrdél-évre a gazdak tamogatas-

igényléseit tartalmazza. A lombhullaté erdd és viz kategoriak forrdsa a Nemzeti Nagyfelbontast



Felszinboritasi Réteg (National High Resolution Layer, NHLR), amely egy 10 méter térbeli

felbontésu, orszagos tematikus raszter (Copernicus Bongészo, 2024).

Ezen adatoknal el6fordulhat részleges vagy teljes atfedés a poligonok kozott és
geometriai pontatlansag a poligonok hatarain, amely hibakat topoldgiai ellenérzéssel, illetve 10
méteres negativ puffer alkalmazasaval korrigaltam. Ezutan kiszlirtem az adatbazisbol a 4
hektarnal — azaz 100 db Sentinel-1 pixelnél — kisebb, illetve a 0,04-nél nagyobb keriilet/teriilet
aranyu poligonokat annak érdekében, hogy megtisztitsam az adatbazist azoktol a parcellaktol,
amelyek feltételezhetden javarészt kevert pixeleket tartalmaznak. Ez a viszonylag szigoru
szlirési feltétel nem okozott jelentds adatvesztést, mert a rendelkezésre all6 adatbazis rendkiviil
nagy méretii volt (lasd 3. abra). A referenciaadatok elokészitését a Quantum GIS (QGIS, 2024)
szoftverrel, illetve Python kornyezetben a geopandas modul (Jordahl et al., 2014) segitségével

veégeztem.

Az adatbazist a kijel6lt mintateriileten a vetésszerkezeti térképezés esetében az alabbi
nyolc kategoriara sziirtem: kaldszos, kukorica, napraforgo, repce, gylimolcs, éveld lagyszaru
(lucerna és gyep Osszevonva), erdd, viz. Ez a kategoriarendszer tartalmazza a betakaritasi
idépont meghatarozasanal vizsgalt négy legfontosabb szant6foldi novénytipust (kaldszos,
kukorica, napraforgd, repce), a tovabbi osztilyok pedig a legfontosabb felszinboritési
kategoriak. A 2. abran lathato, hogy a kivalasztott kategoriarendszerrel a referenciaadat 2021-
ben lefedi a teljes teriilet 38,78%-at, 2,60% pihentetett teriilet, 1,43% pedig egyéb ritka
szant6foldi ndvény. Az osztdlyozashoz a rendelkezésre allo referenciaadat mennyisége
megfelel, a felhasznalt kategoriarendszer kellen részletes. A 2023-as évre vonatkozo

statisztika hasonl6 eloszlast mutat, a fliggelék A) abrajan tekinthet6é meg.

1.43% 2:60%

38.78% Nincs referenciaadat
m Felhasznalt kategdriak
Egyéb kategodriak

m Pihentetett terillet

57.19%

2. dbra: A vetésszerkezeti térképezéshez felhasznalt kategoridak, az egyéb kategoridak és a
pihentetett teriiletek ardanya a mintateriiletre vonatkozo teljes adatbdzisban 202 1-ben,
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A deep learning osztalyozashoz ezt az adatbazis 3 részre osztottam, tanitd, vaidalo és
kategorianként 50 parcellat tartalmaztak. Ennek koszonhetden az osztalyozds a kategoridkra
nézve a parcellak szintjén kiegyenstlyozott volt. Az osztalyozas pontossaganak teszteléséhez a
teljes fennmarado adatbazist felhasznaltam. A referenciaadatok kategoriankénti eloszlasat €s a
teljes mintateriilethez viszonyitott teriiletaranyat a 2021-es évre 3. &bra kordiagramjai ¢és
tablazata alapjan ismertetem. A 2023-as év statisztikai hasonldan alakulnak, ezek a fiiggelék B)

abrajan szerepelnek.

9.87%

12.48%
11.57%

14.90%

13.69%

10.55% Kategoria
13.34%

13.26% .
kalaszos
kukorica

Tanitéadat Validacids adat
napraforgo
4,78% 1.52% repce

15.38%
= gyiimélcs
33.67%

1.05% eveld lagyszar

—

5.84% = erds
= yiz
23.28% 14.48%
Tesztadat

Tertiletarany | Pixelszam | Tertilet

Adathalmaz [%] [db] [ha]
Tanitoadat 0,54% 123775 4951,00
Validacios adat 0,53% 122114 488456

Tesztadat 37,56% 8590179 | 343607,16

3.dbra: Statisztika a 2021-es vetésszerkezeti térképezéshez felhaszndlt referenciaadatokrol. Az
egyes kategoridk pixelszam szerinti aranya a referenciaadatokban (fent) és a
referenciaadatok altal lefedett teriilet aranya a mintateriilethez viszonyitva (lent).

2.3.2 Aratési idépontok

A Dbetakaritds idejét meghatarozd mélytanulasi algoritmus tanitdsdhoz a
referenciaadatokat vizudlis interpretacioval allitottam eld. Ehhez a mar emlitett kérelem-

adatbazis geometridit és novénykultira-kodjait, illetve nagyfelbontast multispektralis Planet
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urfelvétel-idosorokat hasznaltam fel. Ezen felvételek 3 méteres térbeli felbontéassal és 1 napos
visszatérési idovel késziilnek. Ennek a kiemelkedden nagy idébeli felbontasnak kdszonhetden
a betakaritas idépontja akar napra pontosan meghatarozhato. A felvételek négy spektralis savot

tartalmaznak, ezek a voros, a zold, a kék és a kozeli infravords (Planet, 2024).

A vizualis betakaritds-idOpont meghatarozast a Planet Explorer webfeliileten végeztem
a kérelem-adatbazissal egyeztetve. A vizsgalt optikai iddsorok kezdd és zard datumanak
meghatarozasdhoz a ndvények aratasardl szerzett altalanos informacidkat hasznaltam fel. A
korai vetésti novények (kaldszos, repce) esetén majus végétdl julius végéig tartod felvételeket
vizsgaltam, mig a késoi vetésii kapasnovények (kukorica, napraforgo) esetében az augusztus
vége és november eleje kozotti idoszakra vartam a betakaritdsi eseményt. Az adatgyiijtés soran

megallapithatd volt, hogy a betakaritdsi esemény a valosszines (RGB) kompozitokon erds,

hirtelen szinvaltozassal jar, igy hatékonyan detektalhat6 (1asd 4. abra).

.

2023.09.07. 2023.09.09.
4. abra: Napraforgo parcella Planet valosszines (RGB) optikai felvételen betakaritas elott
(balra) és betakaritas utan (jobbra).

A betakaritds idejét meghatarozd deep learning algoritmus tanitasdhoz a kérelem-
adatbazist a négy legfébb hazai ndvénykategoriara korlatoztam, melyek: kaldszos, kukorica,
napraforgd, repce. A 2021-es évre 288, mig a 2023-as évre 296 parcellardl gyljtdttem
betakaritdsi adatot. A tanitdshoz mindkét mintaév esetén kategdrianként 30 parcellat
hasznaltam fel, a validalast kategoéridnként 10 parcellaval végeztem, az adatbazisok fennmaradé

részét pedig a tesztelésre szdntam. Az 5. dbra hisztogramjain lathaté a kategoriak aratasi
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id6pontjainak iddbeli eloszlasa a vizsgalt években. A kategéridk pixelszam szerinti aranyat

pedig az 5. abra kordiagramjai szemléltetik.

Referenciaadat - 2021

17500 - Repce
Kaldszos
15000 4 Napraforgd
Kukorica
© 12500 29.73% 28.28%
% 10000 -
v
w
£ 75001
o
0 17.66%
5000 A 24.34%
2500 A
0

160 180 200 220 240 260 280 300
Az év napjai 2021 (Day of the Year - DOY)

Referenciaadat - 2023

12000 A
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Kaldszos
10000 A Napraforgd
Kukorica
25.45% 26.86%
o 8000 1
€
O
b
~ 6000 -
[}
g
= 0
& 4000 27.58% 20.11%
2000 A
0

180 200 220 240 260 280 300
Az év napjai 2023 (Day of the Year - DOY)

5. dbra: Statisztika az aratdsi idépontok meghatarozasahoz felhasznalt referenciaadatokrol:
az aratasi idopontok idobeli eloszldsa és a kategoridk pixelszam szerinti aranya
kategorianként 202 1-ben (fent) és 2023-ban (lent).

Ahogy az 5. abra hisztogramjain megfigyelhetd, a négy féndvény aratasi iddpontjai két
6 periodusba esnek. A korai idészakban, janius 15-t6] julius 29-ig (DOY 165-210.) a kalaszos
novények €s a repce aratdsa egymassal atfedéen zajlik. A késdi iddszakban, augusztus 25. és
november 6. kozott (DOY 237-310.) takaritjak be a kukoricat és a napraforgdt, szintén
megkozelitdleg egyszerre. A korai ndvények esetén a 2021-es és 2023-as iddbeli eloszlas igen
hasonlo. Az utdbbi periddus esetén azonban komoly kiilonbség tapasztalhatd a két vizsgat év

kozott, hiszen a kukorica aratasa 2023-ban egy joval szélesebb idGszakra esik, mint 2021-ben.

A napraforgonal a két év eloszlasa megkozelitdleg szintén egyezik.
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3. MODSZERTAN

Ebben a fejezetben ismertetem a kutatds modszertanat. E16szor megemlitek néhanyat a
szakirodalomban megtalalhatd Sentinel-1 iddsorok alkalmazasaval késziilt vetésszerkezeti
térképezés, illetve aratasi monitoring modszerekbdl. Ezutan roviden ismertetem a konvolicios
neuralis haldzatok mitkodését és alkalmazasi teriileteit, valamint az osztalyozasi és regresszios
tipusu mélytanulasi feladatok jellemzdit. Ezutan részletezem a kutatasban hasznalt eljarasokat.
Bemutatom a felvételek zajsziiréséhez felhasznalt eljarasokat: a Refined Lee speckle filtert és
a Non-Local Means moédszert, illetve ezek hatasat a speckle effektusra. Ezt kdveten ratérek a
kutatdsban szereplé mélytanuldsi algoritmusokra, bemutatom a bemeneti adatstrukturat, a
felhasznalt szoftvereket, az osztalyozasi €s a regresszidos modellt. Végiil dsszefoglalom az

elvégzett vizsgalatokat kiillonboz6 szempontok szerint.

3.1 Szakirodalmi attekintés

A Sentinel-1 SAR iddsorok alkalmazasa mezdgazdasagi monitoring feladatokra igen
elterjedt. Elonye az optikai felvételekkel szemben, hogy a felhdk zavard hatdsa nem érvényesiil,
igy egyenkozli az idésor, ami szamos moddszer esetén meghatarozo. Szakirodalmi eredmények
alapjan a VV és VH szorasi egyiitthatd mennyiségek iddsoros vizsgélata alkalmas nagy
pontossdgl ndéveénykultira-osztalyozasra (Xu et al.,, 2019) és az aratds i1ddpontjanak
meghatarozasara is (Kavats et al., 2019). A legtobb, széles korben alkalmazott modszer a
vetésszerkezet meghatarozasdra Random Forest algoritmust alkalmaz (Dobrinic et al., 2021,
Son et al., 2017, Pacsko et al., 2023), az aratasi id6pont meghatarozasahoz pedig a VV és VH
interferometrikus koherencia id6ésorok elemzése a jellemz6 (Shang et al., 2020, Amherdt et al.,
2021, Sip6ez, 2021).

A konvoltcios neuralis halézat (CNN) (Fukushima, 1988) napjainkban az egyik
legnépszertibb algoritmustipus. A CNN modellek két f6 miiveletcsoportbdl, illetve ezek
kombinaciojabol allnak. Elsok altalaban a konvolucios rétegek, amelyekkel kiemelhetdk az
input adatban 1év0 fontos részletek. A konvoluci6é miivelete egy mozgd ablakkal miikodik, igy
ezek a mintazatok az adatban elfoglalt helyiiktdl fiiggetleniil detektalhatok. A keresett
mintdzatok szdmat a filterek szama, mig méretiiket a filterek mérete szabja meg. A neuralis —
vagy mas néven dense vagy fully connected — rétegek minden eleme kapcsolodik az el6z6 réteg
minden eleméhez. Ezeket a kapcsolatokat egy-egy suly jellemzi. A neuralis réteg kimenete
minden neuron esetén a bemenetek sulyozott Gsszege. A réteg siirliségét a neuronok szama

hatarozza meg. Az utolso réteg neuronjainak szdma meghatarozza a kimenet paramétereinek
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szamat. A tanulds folyamata soran a neuralis rétegek sulyai, illetve a konvolucios matrixok
értékei folyamatosan frissiilnek egy visszacsatolasi — tigynevezett backpropagation — eljaras
szerint. Ezt a miiveletet a veszteségfiiggvény — azaz 0SS — minimalizalasa hatdrozza meg. A
veszteségfliiggvény definidlasaval meghatarozhato, hogy a halézat milyen metrikaval mérje
sajat tévesztését. fgy az algoritmus a tanulds soran folyamatosan optimalizalja 6nmagat a

feladat elvégzésére.

A CNN algoritmustipust eldszor képek automatizalt kiértékelésére (szegmentalas,
képfelismerés) fejlesztették ki, de mara az adattudomany szinte minden teriiletén hasznositjak,
igy a foldmegfigyelésben is. Az algoritmus mind osztalyozasi, mind regresszios feladatok
elvégzésére alkalmas lehet. Osztalyozas esetén a bemeneti adatot elére meghatarozott szamu,
ismert kategoridkba soroljuk, példaul felszinboritasi, vetésszerkezeti kategoridk. Li és tarsai
(2023) szerint CNN algoritmussal 97%-os teljes pontossag is elérhetd a vetésszerkezeti
térképezésben. A regresszids algoritmus akkor sziikséges, ha a bemeneti adatbol egy folytonos
valtozot szeretnénk diszkrét értékkel kozeliteni, példaul mezdgazdasagi parcellak hozamat.
Sayago ¢és Bocco (2018) munkaja arra mutat ra, hogy a kukorica és szdjabab parcellak

hozamanak becslése esetén a mélytanulasi regresszio akar 95%-os pontossagra is képes.

Kutatdsom sordn a vetésszerkezeti térképezést CNN osztalyozéssal, mig az aratasi
idépont meghatarozasat CNN regresszidoval végeztem, mindkét esetben VV és VH szorasi

egylitthato idésorokon.

3.2 Térbeli szlrés

A szintetikus apertirdjii radar felvételek a sok felszini szoré objektumrol visszaver6dd
hullamok koherens interferencidja miatt egy egyedi zajjal terheltek, melyet speckle zajnak
neveziink (Lee és Pottier, 2009). Ez a jelenség korlatozza a kdzvetlen vizualis interpretacio
lehet6ségét, és az automatizalt modszerek eredményére is hatassal van. A 2.2 alfejezetben
emlitett feldolgozas sordn hasznélt Refined Lee sziirési eljaras jelentésen mérsékli a speckle zaj

jelenlétét az adatban (lasd 6. abra).

14



6. dbra: A Refined Lee sziirés hatdsa a radarfelvételekre. A sziirés elotti VV szorasi
egyiitthato (balra) és a sziirt VV szorasi egyiitthato (jobbra).

A 6. dbran lathat6 azonban, hogy a zaj hatésa a felvételeken tovabbra is észlelhetd. Annak
érdekében, hogy ez az eredmény-rasztereken ne okozzon pixelszintli hibat, a felvételeken
tovabbi képsziirést végeztem a Non-Local Means eljarassal (Buades et al., 2011). Ennek a
modszernek a lényege, hogy a képet kisebb részletekben vizsgalja. Ezeken beliil hasonld
pixelcsoportokat keres, majd ezek stlyozott atlagat helyettesiti be minden csoport helyére.
Harom legfontosabb paramétere a keresési ablak mérete — azaz search window size —, ami az
egyszerre megvizsgalt képrészlet nagysagat adja meg, a mintaablak mérete — vagyis template
window size —, ami a keresett pixelcsoportok méretét definialja, illetve a h paraméter, ami a
szlir@ erdsségére vonatkozik. A kutatds soran tobb paraméterbeallitast kiprobaltam, végiil a

kovetkezOk bizonyultak a leghatékonyabbnak:

o search window size = 21 pixel
o template window size = 7 pixel
° h=4.

A 7. abra szemlélteti, hogy ezekkel a paraméterekkel jelentdsen csokkent a zaj mértéke,

bizonyos foku heterogenitas €s textlra viszont kivehetd maradt a radarfelvételeken.
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7. abra: A Non-Local Means filter hatdasa a radarfelvételekre. Csak Refined Lee filterrel
sziirt VV szorasi egyiitthato (balra) és utolag Non-Local Means sziirével is feldolgozott
VV szorasi egyiitthato (jobbra).

3.3 Bemeneti adatstruktara
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8. dbra: Bemeneti adatstruktura.

Az osztalyozasi és a regresszios feladat soran egyarant a bemeneti adat egy pixel szilirt
VV ¢és VH szoérési egylitthaté iddsora volt (lasd 8. abra). Mindkét feladathoz egydimenzios,
idébeli konvoluciot alkalmazod modellt épitettem. Az egydimenzids konvoltcid alapja, hogy a
pixeleket a mélytanulési algoritmus egymastol teljesen fliggetleniil kezeli, térbeli kapcsolatokat
nem vizsgal. Idébeli mintakat, jellemzoket keres €s emel ki az idésorbdl. Ezek segitségével a
neuralis rétegek konnyebben képesek meghatarozni a kimenet kivant értékeit, jelen esetben

osztalyozaskor a vetésszerkezeti kategoriat, regressziod esetén pedig az aratas idopontjat.

Az osztalyozast és a regressziot végzO forraskdodot Python programnyelvben irtam
Jupyter notebook feliileten (Kluyver et al., 2016). A GeoTIFF formatumu fajlok kezeléséhez a
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rasterio modult (Gillies et al., 2013), az adatkonvertalasi Iépésekhez és szamitasokhoz a numpy
(Harris et al., 2020) és scikit-learn (Pedregosa et al., 2011) modulokat hasznaltam. A modellek
megalkotasa, a tanitas és az osztalyozas a keras (Chollet et al., 2015) modul fiiggvényeinek
felhasznalasaval tortént, amely az egyik legnépszeriibb mélytanulasi platform, a tensorflow

(Abadi et al., 2015) alkalmazasprogramozasi feliilete.

3.4 Augmentacio

Altalanossagban elmondhatd, hogy a tanitbadat mennyisége és mindsége az egyik
legfontosabb tényezd a gépi tanuldsi algoritmusok haszndlata soran (Mumuni és Mumuni,
2022). Az aratési iddpontok esetében azonban a referenciaadat 2.3.2 alfejezetben részletezett
eldallitasa 1d6- és adatigényes folyamat. Népszerii moédszer a referenciaadat mennyiségének
novelésére az augmentdci6 (Mumuni és Mumuni, 2022). Ez olyan miiveleteket jelent,
melyekkel az adatmennyiség kiterjeszthetd ugy, hogy a mar meglévd adatokbol 1) mintakat
szarmaztatunk, példaul tiikrozéssel, forgatassal vagy iddébeli eltolassal. Kutatdsom sordn a
regresszids algoritmus esetén idobeli eltolast alkalmaztam az adatokon augmentacidoként ugy,
hogy az id6sor kezd6 és zaro id6pontjat, illetve az aratas relativ idépontjat (lasd 3.6 alfejezet)
egy, illetve két felvétellel eltoltam. Igy minden referencia-pixelt harom, egymastél kissé
kiilonb6zé Sentinel-1 iddsorral tanult meg az algoritmus. Ezaltal hdromszorosara nétt a
tanitdbadat mennyisége, a konvolucié pedig a 3.1 alfejezetben leirtak szerint biztositotta, hogy
az aratasi eseményt az idsorban elfoglalt helytdl fliggetleniil felismerje az algoritmus. Az
osztalyozasi modell esetén augmentaciot nem hasznaltam, mert ott joval tobb referenciaadat

allt rendelkezésemre (lasd 2.3.1 alfejezet).

3.5 Osztalyozasi modell

Az osztalyozasi algoritmus bemenete a 3.3 alfejezetben emlitett Sentinel-1 pixelidésorok
mellett a 2.3.1 alfejezetben emlitett, novénykategoriakat tartalmazo vektoros referenciaadat
voltak. A modell két idobeli egydimenzids konvolucids réteget (ConvlD) és két dense réteget
tartalmazott. A masodik dense réteg esetén aktivacios fliggvényt alkalmaztam annak érdekében,
hogy a kimenet értékei a megfeleld skalara keriiljenek. A softmax aktivacios fiiggvény
(Boltzmann, 1868) biztositotta, hogy a halé6 minden pixelre nyolc darab, 0 és 1 kdzotti értéket
adjon vissza azzal a feltétellel, hogy a nyolc érték 6sszege pontosan 1 legyen. Ezek az értékek
reprezentaljak, hogy a pixel az egyes osztdlyokba mekkora valdsziniiséggel tartozik. Ezen
valdszinliségek koziil a legnagyobb tekinthetd az osztalyozas eredményének. Az osztalyozasi

modell felépitése a 9. abran lathato6.
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9. dbra: Az osztalyozdsi modell felépitése.

3.6 Regresszios modell

Az aratas id6pontjat meghataroz6 regresszios algoritmus bemenete a 3.3 alfejezetben
emlitett Sentinel-1 pixelidésorok mellett a Planet id6sorok és poligonadatbazis felhasznalasaval
eléallitott referenciaadat (lasd 2.3.2 alfejezet) voltak. Itt az év napjaban (Day of the Year, azaz
DOY) meghatarozott aratasi idopontokat 0 és 1 koz¢é normalizaltam a modell kimenetének

egyszerisitése érdekében a kovetkezd képlettel:

DOYx— DOY pin
DOYmax—DOY min'

N(x) =

ahol

DOYy a pixelhez tartozo aratasi idépont [Day of the Year],

DOVYnmin az aktudlisan felhasznalt idésor elsé idépontja [Day of the Year],
DOVYmax az aktudlisan felhasznalt idésor utolso iddpontja [Day of the Year] és
N(x) a pixelhez és az aktualis idésorhoz tartozé normalizalt aratasi idépont.

fgy minden bemenet egy 0 és 1 kozotti relativ értéket kapott az alapjan, hogy az aktuélis
id6soron beliil hol van az aratasi esemény. Ez biztositotta azt, hogy a 3.4 alfejezetben emlitett

augmentacio soran az iddbeli eltoldssal egyiitt az aratés relativ idépontja is tolodjon.

Az architektura két idébeli konvoluciés (ConvlD), valamint az el6z6h6z hasonldan két
dense rétegbdl all. Ez minden pixelre egy darab, 0 és 1 kozotti érték adott, amelyeket DOY
értekke konvertalva kaptam a modell altal meghatarozott aratasi idépontot. Fontos, hogy mivel
a halo kimenete egyetlen idOpont, ez a mddszertan nem kezeli jol azokat a parcelldkat, ahol
egynél tobb betakaritas tortént az év sordn. A regresszids modell felépitését a 10. abra

szemlélteti.
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10. dbra: A regresszios modell felépitése.
3.7 Vizsgalatok

A felépitett modelleket a két kivalasztott mintaéven teszteltem. A 2021-es évben volt
utoljara 6 napos a Sentinel-1 adatok iddébeli felbontasa, igy meg tudtam vizsgélni az idésor
stirliségének hatdsat az eredményre. A 2023-as év bevondsaval pedig lehetdségem nyilt
elemezni, hogy az algoritmus azonos pontossaggal miikodik-e kiilonbozo évek esetén, illetve,
hogy az el6tanitott algoritmus atviheté-e az egyes évek kozott. A 2021-es és 2023-as
tanitoadatok egyiittes felhasznalasaval arra a kérdésre kerestem a valaszt, hogy létrehozhato-e
egy olyan el6tanitott modell, ami barmely évre megbizhatéan miikodik. Az elvégzett

vizsgalatokat a 2. tablazat dsszesiti.

Ev 2021 2023
. 6 napos 12 napos 12 napos
Vizsgdlatok felbontas felbontas felbontas
Osztalyozas X X X
Regresszio X X X

Regresszio — a
masik évvel tanitva
Regresszio — a két

év egylitt tanitva

- X X

- X X

2. tablazat: Az elvégzett vizsgalatok dsszesitése.
3.8 A pontossag vizsgalata

Gépi tanuldsi modszerek esetén a 2.3 alfejezetben emlitett teszt adathalmazok arra
szolgalnak, hogy a modszer pontossagat megallapithassuk. A pontossag mérésére azonban
fontos a megfelelé matematikai formulak hasznalata, ami az osztalyozas €s a regresszio esetén

eltérd.

A vetésszerkezeti osztalyozas esetén ehhez tévesztési (konfiizidos) matrixot hasznaltam,

melynek mérete MxM, ahol M az osztalyok szama. Oszlopai a modell altal megadott, sorai a
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valos (tesztadat-szerinti) osztalyok pixelszamat abrazoljak. Igy a féatloban szerepld elemek a
helyesen osztalyozott pixelek mennyiségét jelolik, mig a tobbi érték Osszege a tévesztések
szamat. A tévesztési matrix Osszes celldjanak Osszege megadja a vizsgalt pixelek szamat. Az
osztalyozasaim Osszpontossagat a teljes pontossdag (Overall Accuracy) és a Cohen-féle kappa

pontossag (Cohen’s Kappa) mérészamokkal allapitottam meg, melyek definicioi a kovetkezok:

) ) Helyesen osztalyozott mintdk szama
Teljes pontossag = Osszes minta szama * 100

Teljes pontossag: Megmutatja, hogy a tesztadat mintadinak hany szazalékat osztalyozta

helyesen a modell.

Cohen — féle kappa pontossag = plo_;:e’
ahol
. Po a teljes pontossag,
. Pe = %ankl*nkZ,
ahol

N az dsszes minta szdma,

k a kategoriak szama,

nkl az osztalyozas altal a k. kategoriaba sorolt mintak szama és
nk2 a tesztadatban a k. kategériaba tartozo mintak szama.

Cohen-féle kappa pontossdg: Robusztus statisztikai mutatd, amely Osszehasonlitja a
megfigyelt pontossadgot a varhatd pontossaggal. Ellentétben a teljes pontossaggal, figyelembe

veszi a megegyezések véletlenszerli bekovetkezésének lehetdségét is.

Az osztadlyozd algoritmus 0Osszpontossagan tal a kategoriankénti pontossagok is
mérhetOk, én a felhaszndloi pontossdag (User’s accuracy) és eléadllitéi pontossag (Producer’s

accuracy) metrikakat szamitottam ki a kovetkez6 képletekkel:
-y . Cii
Felhasznalo6i pontossag = o_l-l * 100,
l
ahol

o Oi a tévesztési matrix i. oszlopbeli elemeinek dsszege és
° Cii a tévesztési matrix i. soranak i. eleme.

Felhasznaldi pontossag: Megmutatja, hogy az algoritmus altal az egyes osztalyokba

sorolt pixelek hany szazaléka tartozik valoban abba az osztalyba a tesztadat szerint.

20



El6allitéi pontossag = % x 100,
ahol

o Si a tévesztési matrix i. sorbeli elemeinek dsszege és
. Cii a tévesztési matrix 1. soranak i. eleme.

Eléallitoi pontossag: Megmutatja, hogy osztalyonként a tesztadat hanyad részét sorolta

helyes osztalyba az algoritmus.

Az aratasi idOpont meghatarozasat végzo regresszios algoritmus esetén a hiba mértékét

legegyszeriibben az dtlagos abszolut hiba (Mean Average Error, vagy MAE) adja meg, melynek

képlete:
1 feper o Licaledl
Atlagos abszolut hiba = =
ahol
o n a mintak szama ¢és
. ei az 1. minta hib4ja a tesztadathoz képest [DOY].

Az atlagos abszolut hiba jelen kutatdsban azt adja meg, hogy az algoritmus atlagosan
hany nappal téveszti el az aratds idOpontjat a tesztadathoz képest. Jelen esetben, mivel a
tesztadatban szerepld mintdk ndvénytipus szerint is csoportosithatok, a hibaértéket

kiszamoltam kategorianként is.

4. EREDMENYEK ES DISZKUSSZIO

Ebben a fejezetben bemutatom ¢és értelmezem kutatasi eredményeimet. Elséként az
osztalyozas eredményeként létrejott térképek vizudlis tartalmdrol, teljes és kategoériankénti
pontossagarol, valamint a 6 és 12 napos idésorok eredményeinek kiilonbségérol értekezek.
Ezutan bemutatom a regresszidval eldallitott aratdsi idOpont térképeket vizudlisan, illetve a
teljes és kategoriankénti hibaikat. Ezt kovetden diszkutdlom az eltérd iddjarasn évek, illetve az
1d6sor stirtiségének befolyasat az évenként tanitott modelleken, majd ezen modellek mésik éven

elért eredményeit mutatom be, végiil a két éven tanult algoritmus eredményeit részletezem.
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4.1 Osztéalyozés

Kategéria
kalaszos

= kukorica

= napraforgd
repce

= pylimblcs

= ével lagyszard

= erdd

= yiz

—

) 0 75 15km
Pontossagi vizsgélat |3 L TA000 750000
eredménye
M Hibas
[0 Helyes

702000

11. abra: A 2021-es, 6 napos idésor felhasznalasaval eloallitott vetésszerkezeti térkép
(fent) és a tesztadathoz viszonyitott tévesztési térkepe (lent).

A 11. abran a 2021-es év 6 nap felbontast id6sorabol késziilt osztalyozasi eredményt
mutatom be. Az eltéré ndvények hatarai élesek és jol kivehetdk, csak kisebb, pixelszintii zajok
lathatok a térképen. A vetésszerkezeti szempontbdl azonos miivelésii teriiletek objektumként is
azonosithatok (lasd 11. abran fent). A tévesztési térkép azt mutatja, hogy a parcellak tilnyomo
tobbségét helyesen osztalyozta az algoritmus, néhany kivételtdl eltekintve (lasd 11. abran lent).
A parcellanal kisebb, pixel vagy pixelcsoport szintii hibak adodhatnak a radarfelvételeken
megmaradt zajbol, de valos heterogén zondkat is jelezhetnek. A tovabbi két vetésszerkezeti
térképet a fiiggelék C) és D) abrain k6z16m, mert a 3. tablazatban késébb bemutatott statisztikak
¢s a vizudlis ellenérzés is azt mutatja, hogy az egyes térképek kozott a kiilonbség nem

szamottevo.
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2021 — 6 na Felhasznaloi El6allitoi 2021 - 12 Felhasznaloi El6allitoi
P pontossag pontossag nap pontossag pontossag
kalaszos 98,50% 94,35% kalaszos 97,45% 92,02%
kukorica 93,00% 92,65% kukorica 87,57% 94,51%
napraforg6 95,48% 97,80% napraforgé 97,08% 96,16%
repce 96,41% 98,32% repce 97,13% 98,09%
gyiimolcs 51,88% 84,01% gyiimolcs 56,52% 75,32%
,veldl g3 5004 92,46%  &velb) g9 04% 90,40%
lagyszara lagyszara
erdd 92,62% 93,71% erdd 91,76% 93,64%
viz 87,64% 99,46% viz 86,68% 98,71%
Kappa 93,36% Kappa 91,68%
pontossag pontossag
Teljes 94,79% Teljes 93,45%
pontossag pontossag
2023 — 12 na Felhasznaloi Elsallitol
P pontossag pontossag
kalaszos 97,91% 95,81%
kukorica 92,22% 91,24%
napraforgo 97,04% 97,46%
repce 94,25% 99,76%
gylimolcs 39,98% 82,00%
| Cveldl g3 3394 87,56%
lagyszara
erdo 87,05% 89,44%
viz 72,73% 99,21%
Kappa 91,84%
pontossag
Teljes 93,39%
pontossag

3. tablazat: Az osztalyozasi eredmények pontossagi statisztikai: 2021 — 6 napos idobeli
felbontas (balra fent), 2021 — 12 napos idobeli felbontds (jobbra fent) és 2023 (lent). Az
aratasi idopont szempontjabol is vizsgalt kategoriak félkoverrel kiemelve.

Az osztalyozasi algoritmus altalanosan, minden vizsgalat esetén 90% feletti teljes és
kappa pontossaggal miikodik (lasd 3. tablazat). A legalacsonyabb pontossagli a 2021-es év 12
napos id6beli felbontassal késziilt térképe, melynek teljes pontossaga 93,45%, a legjobb
eredményt pedig a 2021-es év 6 napos felbontasu iddsoraval érte el az algoritmus, ez 94,79%.
A két eredmény kozti csekély, 1,34% kiilonbség mutatja, hogy a siiriibb iddsor jobb eredményt

ad ugyan, de ez a hatads nem olyan jelentds. A 2023-as év teljes pontossagi eredménye szintén

kozel 94%, ami alapjan az algoritmus felépitése eltérd id6jarasu évekre hasonléan megfeleld.

A kategoridk tekintetében elmondhatd, hogy az aratdsi id6pont meghatdrozasanal

vizsgalt novények koziil az algoritmusok mind felhasznél6i, mind eldallitoi pontossaga stabilan
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90% feletti. Kiemelendd a repce 94,25-99,76%-o0s, illetve a napraforgé allando, 95-97% koriili
megbizhatdsdga. Az egyéb kategoridk koziil a gylimdlcsosok esetén teljesitenek a
leggyengébben az algoritmusok. Ennek oka feltehetden az, hogy a gyiimdlcsos a kiilonbozo
gyuimolcsfajtak miatt tdvérzékelési szempontbol igen heterogén kategdria, valamint a
gyiimolcsfak kozott altalaban gyep talalhato, ezért nagy aranyban keveredhet példaul éveld
lagyszari novényekkel. Itt a felhaszndloi pontossag 40 és 56% kozott, mig az eldallitoi
pontossag 75 és 84% kozott van. Az, hogy a felhasznaléi pontossdg minden esetben joval —
akar 42%-kal — alacsonyabb, azt jelzi, hogy nagy az Gigynevezett fals pozitiv, azaz tévesen ebbe

az osztalyba sorolt pixelek szdma.

Ezen eredmények alapjan az osztalyozott vetésszerkezeti térképek mind 6 napos, mind
12 napos stiriségli iddsor esetén alkalmasak arra, hogy az aratdsi idépont meghatarozasahoz

sziikséges teriileteket, azaz a négy fondvénnyel boritott felszint megbizhatdan lehatdroljak.

4.2 Regresszid
Kategoria -
kaldszos o e . A
2] id6pontja[DOY] I8
kukorica 8 G\
P M 160
naprarorgo .
195
repce W 230
= gy{imélcs Eﬁ 265
éveld lagyszari 300
= erdd
= viz

— ——— —
727500 730000 732500

Tévesztés [nap] 'E
o
4
s
[

s wom g A T s womg
S - S
2 720000 760000 &}

730000 732500

12. abra: A 2021-es, 6 napos idésorral létrehozott tematikus térképek: Vetésszerkezeti térkép
(balra fent), aratasi idopont térkép (jobbra fent) és a tesztadathoz viszonyitott aratasi idopont
tévesztési téerkép maszkolva a vetésszerkezeti térkép
kalaszos, repce, kukorica és napraforgo kategoriaival (balra lent).

A vetésszerkezeti térképhez hasonld moédon az aratdsi idépont térképen is kirajzolddnak
az aratasi idGpont tekintetében hasonld ndvények altal alkotott zonak (lasd 12. abran jobbra
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fent). Ez nem feltétleniil jelent kiilonb6z6 névénykultarat, ugyanis a 2.3.2 alfejezetben lathato
modon a kalaszosok és a repce, illetve a napraforgd €s a kukorica aratasi idopontjai jelentds
atfedésben vannak. A vetésszerkezettel egyiitt értelmezve megfigyelhetd, hogy az aratasi
id6pont térkép kovetkezetes, altalaban nem mond ellent a vetésszerkezetnek: a kaldszos és
repce aratasi idépontja a becslés szerint is jellemzdéen a 160-210. nap kozé, mig a napraforgo
¢s kukorica betakaritasa a 240-300. nap kozé tehetd. A 12. dbran balra lent talalhato tévesztési
térkép azt mutatja, hogy a tesztadathoz képest melyik pixel aratasi idOpontjat hany nappal
tévesztette el a modell. Kis mintateriileten a modell hib4ja alacsony, a teljes mintateriileten
viszont a hiba terjedelme nagy. A kiemelked6en magas (30-74 nap) hibak azonban jellemzéen
szegélypixelek, ahol egyrészt a felszin valos heterogenitdsa, masrészt tesztadat parcelldinak
geometriai hibaja is okozhatja ezt a magas értéket. Megfigyelhetéek azonban parcellan beliili

eltérések is, amelyeket feltehetden a teljes idésorban taldlhat6 fejlodési eltérések okoztak.

4.2.1 Egyéves idésorral tanitott modellek azonos éven tesztelve

2021 -6 nap 2021 - 12 nap 2023 — 12 nap
, Atlagos )
Atlagos abszolut _ Atlagos abszolut
Kategoria ] Kategoria| abszolut hiba | Kategoria ]
hiba [nap] hiba [nap]
[nap]
kalaszos 10,28 kalaszos 10,82 kalaszos 9,21
repce 6,55 repce 6,01 repce 6,15
napraforgd 5,76 napraforgd 8,07 napraforgd 7,81
kukorica 8,58 kukorica 9,3 kukorica 12,04
Atlag 7,89 Atlag 8,49 Atlag 8,64

4. tablazat: Regresszios aratasi idopont becslések pontossagi statisztikai: 2021 — 6 napos
idobeli felbontas (balra), 2021 — 12 napos idobeli felbontas (kozépen) és 2023 (jobbra).

Az aratasi id6pont térképek atlagos abszolut hibaértékei minden esetben alacsonyak (lasd
4. tablazat). A legkisebb hibat ismét a 2021-es év 6 napos felbontast idOsora véti, ez 7,89 nap.
Fontos megemliteni, hogy ez tobb, mint az idébeli felbontas. Mivel a 6 napos iddsor a modell
bemeneteként kétszer annyi paramétert jelent, valosziniileg egy szélesebb vagy mélyebb
halozattal a pontossag tovabb novelhetd lenne. Bar a 2021-es év 12 napos iddsorral, illetve a
2023-as év 12 napos id6sorral tanitott algoritmusok hibaja magasabb — 8,49, illetve 8,64 nap —
az iddsor stirtiségének ismeretében ez mégis jobb eredménynek tekinthetd, hiszen ezek a hibak
kisebbek, mint 12 nap, tehat ezek a modellek elérték, sot meghaladtdk a modszertan

pontossaganak elméleti maximumat. Ez azzal magyarazhato, hogy bar a radar idésor 12 napos
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felbontast, a referenciaadat — a Planet miiholdak visszatérési idejének megfeleléen — akar napi
felbontast is lehet. A bemenetekhez tartozo aratasi iddpont cimke a 3.6 alfejezetben részletezett
normalizalassal egy 0 és 1 kozotti lebegdpontos érték, melyre az algoritmus nagy pontossaggal

képes ratanulni.

A ndvénykategoridk pontossagai kozotti kiillonbség jelentds, €és az egyes modellek kdzott
nagyjabol allandé. Atlagosan a repce hibaja a legkisebb, ez 6 és 6,55 nap kozott valtozik. A
napraforg6 esetében szintén alacsony a hiba, azonban itt nagyobb a kiilonbség a vizsgalt esetek
kozott: a 2021-es, 6 napos iddsor felhasznalasaval 5,76 napos hibat kaptam, mig a masik két
esetben ez az érték 8 nap kortiili. Itt megallapithato6 a stiriibb id6sor egyértelmi pozitiv hatasa.
A legmagasabb hibak minden vizsgalt esetben a kalaszos és a kukorica esetén voltak.
Kaldszosnal a hiba egyenletesen magas, 9,2 és 10,8 nap kozott valtozik. A kukorica esetén 8,5-
12 nap a tévesztés, ez szintén viszonylag nagy terjedelem. Ebben az esetben is a 6 napos
felbontast idGsor teljesit a legjobban, azonban itt a 8,5 napos hiba ismét kiviil esik az idGsor
felbontasan. Ezen eredmények alapjan a 12 napos idésorokkal tanitott modellek, mint
algoritmusok pontosabbak, de operativ felhasznalasra a 6 napos idésorral tanitott modellek

alkalmasabbak.

Osszegezve az évenként tanitott modellek eredményeit elmondhatd, hogy pontossaguk
minden esetben minden ndvényre megfeleld, a modszer jol alkalmazhato. Azonban az is
megfigyelhetd, hogy a napraforg6 és repce esetén kdvetkezetesen pontosabb, mint a kaldszosra

és kukoricara.

4.2.2 Egyéves iddsorral tanitott modellek masik éven tesztelve

35

Atlagos hiba [nap]
= [ N N w
o wv o v o

(5}

Kalaszos Repce Napraforgd Kukorica Atlag

o

M Tanitds 2023, Teszt 2021 Tanitas 2021, Teszt 2023

13. abra: Egy éven tanitott modellek mdasik éven tesztelt hibai kategoriankent.
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2023-mal tanitott, 2021-gyel tesztelt modell | 2021-gyel tanitott, 2023-mal tesztelt modell
Kategoria | Atlagos abszolut hiba [nap] Kategoria [ Atlagos abszolut hiba [nap]
kalaszos 11,22 kalaszos 32,26
repce 5,22 repce 9,93
napraforgo 7,15 napraforgo 9,18
kukorica 14,38 kukorica 10,4
Atlag 8,51 Atlag 13,43

5. tablazat: Egy éven tanitott modellek masik éven tesztelt hibdi kategorianként.

Az egy éven tanitott modellek atiiltetése egy masik, adott esetben eltérd iddjarasa évre

kiegyensulyozatlan eredményt hoz, erre a 13. dbra és az 5. tablazat statisztikai ravilagitanak.

Egyértelmiien pontosabb a 2023-as éven tanitott és 2021-es éven tesztelt modell, melynek

atlagos abszolut hibaja 8,51 nap, és kiemelkedo a repce 5,22 napos hibaértéke. Ez alatimasztja

azt, hogy a széls6ségektél mentes éven megtanult karakterisztikdk jobban alkalmazhatok

altalanosan, mint az erdsen belvizes év paraméterei. A 2021-es éven tanitott és 2023-as éven

tesztelt modell atlagos hibdja is viszonylag magas, 13,43%, kiilondsen a kalaszos esetén

tapasztalt 32,3 napos atlagos hiba kiugréan nagy. Ez alapjan ezen modell hasznalata nem

javasolt az aratasi iddpont meghatarozasara kalaszos ndvények esetén. Osszegezve, a transfer

learning koncepcid egy évvel tanitva jelen formajaban nagyon megbizhatatlan eredményre

vezet ¢és a kiilonb6zd novényekre nagyon eltérd pontossagu, igy tovabbi fejlesztést igényel.

4.2.3 Két év idbsoraival tanitott modell

Atlagos hiba [nap]

12

10

[e2]

B

N

Kalaszos Repce

W 2021-en tesztelt

Napraforgd

W 2023-on tesztelt

Kukorica

Atlag

14. abra: Két éven egyiitt tanitott modell egyes éveken tesztelt hibai kategoriankent.
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Mindkét évvel tanitott, 2021-en tesztelt Mindkét évvel tanitott, 2023-on tesztelt

modell modell
Kategoria| Atlagos abszolut hiba [nap] Kategoria | Atlagos abszolat hiba [nap]
kalaszos 10,25 kalaszos 8,77
repce 5,15 repce 6,22
napraforgo 6,93 napraforgo 7,6
kukorica 8,99 kukorica 9,18
Atlag 7,71 Atlag 7,72

6. tablazat: Két éven egyiitt tanitott modell egyes éveken tesztelt hibai kategorianként.

A kétéves adatokkal eldtanitott modell atlagos hibaja mindkét évre alacsony, 7,71 és 7,72
nap (lasd 14. abra ¢s 6. tablazat). Ez a mindossze 0,01 kiilonbség azt mutatja, hogy ez az
algoritmus atlagosan ugyanolyan jol muikodik a vizsgalt évekre. Kiilonbség mutatkozik
azonban a kategoridk kozott, hiszen a 2021-es tesztelésen a kalaszos hibaja nagyobb (10,25
nap) mint a 2023-as iddsorral (8,77 nap), ugyanakkor az 9sszes tobbi névény esetén a 2021-es
hiba az alacsonyabb. Az el6z6 vizsgéalatoknak megfelelden ebben az esetben is a repce hibdja a
legalacsonyabb, 5,15, illetve 6,22 nap. A napraforgd és a kukorica esetén az évek kozotti
stabilitast lehet kiemelni, eldbbi esetén 0,63, utdbbi esetén csak 0,19 nap kiilonbség van a két

vizsgalt év hibaja kozott.

Mivel az éatlagos abszolut hiba €s a kategoriankénti hibak is alacsonyabbak, mint abban
az esetben, amikor a 12 napos id6sorokat kiilon-kiilon tanitva és tesztelve hasznaltam fel, a
vizsgalat szerint az egyiitt tanitdssal a moddszertan fejleszthetd. Bar a kategéridk kozotti
kiilonbségek az évek kozott nem jelentdsek, valosziniileg még tobb év egyiittes felhasznalasaval

az egyensuly tovabb novelhet6 lenne.

5. OSSZEGZES

A fentiekben bemutatott kutatdsom soran egydimenzidés konvoliciés neurdlis
haldzatokat és Sentinel-1 SAR iddsorokat hasznaltam a vetésszerkezet €s az aratas idépontjanak
meghatarozasara. Modszereimet egy nagy méretli Tisza-menti mintateriileten teszteltem két
vizsgalt éven. A Sentinel-1 felvételeket VV és VH szorasi egylitthat6é idésorokka dolgoztam
fel. A speckle zaj jelenséget a feldolgozas utan a Non-Local Means sziirési eljarassal

igyekeztem tovabb csOkkenteni. A vetésszerkezeti osztalyozast nyolc kategoriara, a regresszios
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aratasi idépont meghatarozast négy fondvényre végeztem. Vizsgaltam az azonos évvel, eltérd

évvel és tobb éves adattal tanitott modellek alkalmazhatdsagat.

Osztalyozasaim pontossdga magas, 93-95%. A négy, regresszioval is vizsgalt novény
kategdriankénti pontossaga minden esetben 90% feletti. Az osztalyozés pontossagat az idébeli

felbontas novelése — 12 nap helyett 6 nap — kis mértékben — 1,5%-kal — javitja.

A vizsgalt regresszios modszerek abszolat hibaja atlagosan 7-8 nap. Minden modell jobb
eredményt adott repce €s napraforgd aratdsara, mint kukoricara és kalaszosra. A 6 napos idébeli
felbontasu id6ésorokkal tanitva a pontossag nagyobb, mint a 12 napos iddsor esetén, de a hiba
atlagosan 6 napnal nagyobb marad. Az évenként tanitott algoritmus pontossaga megfeleld, 7,5-
8,5 napos atlagos hibaval miikddik, tehat a minden évre kiilon tanitott algoritmus egy megfeleld

lehetséges megoldast nyujt a koriilirt problémara.

Az egyik éven tanult algoritmus atvihetdsége masik évre megbizhatatlan eredményt ad,
a hiba szorasa a kategoridk kozott jelentésen megnd. A 2023-as, iddjarasi szélsdségektdl mentes
¢ven tanult modell id6ben jobban atvihetd, mint a 2021-es, belvizes éven tanitott algoritmus.
Vizsgalataim alapjan az egy éven tanult algoritmus iddébeli kiterjesztése jelen forméajaban nem

megfeleld, tovabbi fejlesztést igényel.

A két éven egyiitt tanult modell nagyon stabil. Relative alacsony, 7,7 napos atlagos
abszolut hibaval mikodik mindkét vizsgalt évre, €s a kategoriak hibai kozti kiilonbség is
mérséklédik. Kutatdsom alapjan egy tobb évvel eldtanitott, altalanosan miikodd regresszios

aratasi idépont becsld algoritmus létrehozhato.

Elsé eredményeim felhasznalasra keriiltek az Orszagos Viziigyi FOigazgatosag arvizi
védekezésében 2024 szeptemberében. A jovoben a Mezdgazdasagi Kockazatkezelési Rendszer
(MKR), valamint varhatéan precizios mezOdgazdasaggal foglalkozé cégek is felhasznalhatjak az

eredményeket.

Kovetkezd 1épésként a két évnyi adattal eldtanitott modell fejlesztendd, tobb év és
évenként aranyosan tobb tanitdéadat felhasznaldsdval a pontossag €s a stabilitds jo eséllyel
novelhetd, az eljaras kiterjeszthetdé mas szant6foldi novényekre. Megvizsgalandd tovabba a
madszer teriileti atvihetdsége tovabbi, eltérd teriiletekrdl szdrmazd tesztadatok bevondséval.
Amennyiben a teriileti és iddbeli hordozhatosag megvalosithato, eléallhat egy olyan eldtanitott

algoritmus, ami orszdgosan, barmely évre képes megbizhatoan becsiilni az aratas idépontjat.
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6. KOSZONETNYILVANITAS

Munkdmat szadmos személy és szervezet tdmogatta. Az altalam felhasznalt Sentinel-1
urfelvételeket az ESA Copernicus program keretében késziiltek, a letoltést a Copernicus
Dataspace Ecosystem tette lehetévé. A Planet optikai tirfelvételeket ingyenesen biztositottak
szamomra a PlanetScope Education and Research Program keretében, ezért koszonet a Planet
Labs PBC munkatarsainak. Az Egységes Kérelem adatbazist és a MePAR adatokat a Lechner
Tudaskozpont és a Magyar Allamkincstar altal kotott szerzodés keretei kozott hasznalhattam

fel kutatasi célra. Koszonet a Magyar Allamkincstar munkatarsainak.

Koszonom Pacské Viviennek a szakmai tanacsadast €s tamogatast, a radarfeldolgozasi
ismereteim ¢és publikacios készségeim fejlesztésében nyujtott segitségét és a folyamatos
motivaciot. Kdszonet Molndr Gabornak a mindig éles, 1ényeglatd szakmai észrevételeiért,
tanacsaiért, az adminisztracidban nyUjtott segitségéért ¢és a tartalmas, kellemes

beszélgetésekert.

Halas vagyok Krist6f Daniel osztalyvezetének a szakmai iranymutatasaiért, valamint
kollégaimnak, a Lechner Tudaskézpont tavérzékelési szakértdinek, kiemelten Richter-Cserey
Mityasnak a mélytanuldsi mdodszerek megértésében nyujtott segitségéért, Birinyi Edindanak a
téma felvetéséért és az elézetes modszerek bemutatasaért, tovabba Gera David Akosnak a

referencia-adatbazisok eldallitasaért.

Ko6szonom BSc szakdolgozatom témavezetdjének Friedl Zoltdnnak a szakmai utam

elinditasaban jatszott szerepét és a barati beszélgetéseket.
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SAJAT EREDMENYEK
1. A kutatdsomban megoldott kérdések:

A Non-Local Means eljarassal tovabb mérsékelheté a Sentinel-1 felvételekben

megtalalhat6 zaj.

= Az aratas idOpontja nagy pontossaggal meghatarozhatd 4 névényre Sentinel-1 szorasi
egylitthatod idésorokbol konvoltcids neuralis halozattal.

=  Vetésszerkezeti térkép 8 kategoriara nagy pontossaggal eldallithatd Sentinel-1
iddsorokbdl konvolicios neuralis halozattal.

= A regresszios algoritmus évek kozott mérsékelten hordozhato, sokszor megbizhatatlan

eredményt ad.

= A két évvel tanitott regresszios algoritmus mindkét éven nagy pontossaggal mikodik.
2. Az altalam alkalmazott mddszerek, eljarasok:

= A Foldmegfigyelési Informécios Rendszerben el6alld Sentinel-1 szorasi egytitthatd
termékeken utofeldolgozast végeztem el Python kérnyezetben.

= A szorasi egylitthato termékeken Non-Local Means sziirési eljarast alkalmaztam Python
kornyezetben.

= Letoltdttem és vizualisan kiértékeltem a Planet optikai tirfelvételeket.

= Elvégeztem a referenciaadatok adatbazis szintli feldolgozasat Quantum GIS szoftverben
¢és Python kornyezetben.

= Megirtam a vetésszerkezeti osztalyozast végzd konvolicids neuralis haldzat algoritmust
Python kornyezetben.

= Megirtam az aratasi id6pont meghatdrozasat végzd konvolucids neurdlis halozat
algoritmust Python kdrnyezetben.

= Pontossagi statisztikdk elemzésével ¢és vizualis kiértékeléssel értelmeztem az

eredményeket és fejlesztettem az algoritmust.
3. Sajat kutatdsi eredményeim:

= Vetésszerkezeti térképek 8 kategoriara 93,45-94,79% pontossaggal.
= Aratasi idépont térképek 4 fondvényre 7,89-8,64 nap atlagos abszolut hibaval.
= Két évnyi adattal eldtanitott, aratasi idOpont meghatdrozasara alkalmas algoritmus 7,71-

7,72 napos atlagos abszolut hibaval.
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FUGGELEK
A)

34.05%
m Nincs referenciaadat

m Felhasznalt kategoridk
Egyéb kategoriak
m Pihentetett terulet

\
63.31%

A vetésszerkezeti térképezéshez felhasznalt kategoriak, az egyéb kategoriak és a pihentetett
teriiletek aranya a mintateriiletre vonatkozo teljes adatbazisban 2023-ban.

B)

Kategoria

13.14% 12.89%

eA

Sa
L/

kalaszos

Tanitadat validacios adat = kukorica

= napraforgd

5.52%
17.71% |

1.67% repce

= gylimélcs

41.35%

1.04%
2.63%

20.17% |

Tesztadat

AN

= éveld lagyszard
= erdd

= yiz

Adathalmaz [ Teriiletarany [%] | Pixelszam [db] | Teriilet [ha]
Tanit6adat 0,51% 116931 4677,24
Validacios adat 0,56% 127851 5114,04
Tesztadat 32,97% 7508406 300336,2

Statisztika a 2023-as vetésszerkezeti térképezéshez felhasznalt referenciaadatokrol. Az egyes
kategoridak pixelszam szerinti aranya a referenciaadatokban (fent) és a referenciaadatok altal
lefedett teriilet aranya a mintateriilethez viszonyitva (lent).
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C)

Kategoria
kalaszos

= kukorica

= napraforgd

repce

= pyiimilcs
= dveld lagyszard

= erdd

= yiz

Pontossagi vizsgalat |
eredménye

B Hibas
[ Helyes

A 2021-es, 12 napos idésor felhasznaldsaval eloallitott vetésszerkezeti térkép (fent) és a
tesztadathoz viszonyitott tévesztési terkepe (lent).
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D)

Kategoria
kalaszos

= kukorica

» napraforgd

repce

= gylimdlcs
= evels lagyszard

= erdd

= yiz

Pontossagi vizsgalat |
eredménye

M Hibas
[ Helyes

702000
p2sl

A 2023-as, 12 napos idosor felhasznalasaval eloallitott vetésszerkezeti térkép (fent) és a
tesztadathoz viszonyitott tévesztési térképe (lent).
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