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Pap Bence Szilard Bevezetés

1 Bevezetés

Manapsag a biztonsagos kozlekedés fejlesztése soran kiemelkedd szerepet kap az onvezetd
jarmivek fejlesztése, melynek elengedhetetlen része a szamitogépes latas, és ezaltal a mester-
séges intelligencia alkalmazésa is. A gépi tanulas 1j modszerei az intelligens érzékelés
szamos teriiletét forradalmasitottak az elmult évtizedben, ugyanis a legfrissebb kutatésok
alapjan mar egyértelmiivé valt a gépi latas teriiletén, hogy a mélytanuld neuralis hal6zatok
[17] felilmuljak a hagyomanyos modszerek teljesitményét. Ennek koszonhetSen egyre jelen-
tésebbé valik a jarmdipari kornyezetérzékelés teriiletén a mélytanuld neuralis halézatokra
épiilé megoldasok kialakitédsa, mind az egyszertibb feladatokél, mint a klasszifikicio, mind

a komplexebb feladatok esetén, mint példaul a szegmentécié vagy az objektum detektalas.

A gépi latas alapu objektum detektélast szamos teriileten alkalmazzak a jarmdiparban.
ElsGsorban az 6nvezetd jarmtvek fejlesztése soran, a forgalomban résztvevd jarmiivek,
gyalogosok, kozlekedési jelzések felismerésére. Ezen kiviil elGszeretettel hasznéljak még
a kozlekedési halozat rendszer szinti monitorozaséara is. Ilyen megoldas lehet példaul
egy autopalyas utdijfizetd rendszer kialakitasa, amiben kamera kép alapjan objektum
detektalas segitségével felismerjiik az autopalyan kozlekedd jarmiveket, és meghatarozzuk
jarmivek, és automatizalhato a biintetések kiszabésanak folyamata. Ugyanezen eljaréas
egy parkolo megfigyelésére is alkalmas. Ilyenkor a kamera képen alkalmazott obejktum
detektalas segitségével tarsithatjuk parkolohelyhez a leparkolt jarmtiveket . A jarmdiparban
alkalmazott rendszereknél elsGdleges szempont a biztonsidgos és meghizhaté miikddés,
amelyhez az alkalmazott neurélis modellekre épiils algoritmusok robosztus és lehetd

legpontosabb miikddése sziikséges.

1.1 Motivacio

Kulcskérdés azonban az alkalmazott intelligens rendszerek teljesitménye, pontossaga és
megbizhatosiga. Elengedhetetlen szempont ezeknél a megoldésoknal, hogy a kialakitott
modszerek robosztus miikodéssel rendelkezzenek, és a lehetd legkevesebb hibaval tizemel-
jenek a gyakorlatban. Ezen rendszerek teljesitményét elsGsorban az alkalmazott modellek
teljesitménye hatarozza meg, ami szamos Osszetevotdl fiigghet. Ilyen meghatarozéd tényezd
lehet tobbek kozt a neuralis halézat architekturédja, hiperparaméterei illetve a tanitéasuk
soran felhasznalt adatok mindsége is. A tanité adatokban rejlé mintazatok alakitjak az
optimalizalasi teret, igy a tanité adatok mingsége alapvetGen hatarozza meg a betanitott

modellek miikodését. Emiatt gyakran a fejlesztési folyamatok sziik keresztmetszetét is
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képezhetik a rendelkezésre allo adatok. A probléméat a tanitdé adatok beszerzése és fel-
dolgozésa is tovabb neheziti, ugyanis gyakran kihivast jelenthet a feliigyelt tanulashoz
tartozo 0j adatokat annotaldsa, ami egy rendkiviil koltséges és idGigényes feladat. Ezért
is els6dleges szempont a mélytanuld neurélis halozatok fejlesztése soran a tanité adatok
alapos szelekcioja. A modellek teljesitményét nem csak a megfelelg adatok kivalasztaséaval,
de ezen adatok hatékony hasznalatéval is lehet tamogatni. Ez torténhet akir dinamikus,
adaptiv modon, a tanulas soran létrejové tjabb informaciok figyelembevételével. Ilyenkor

alkalmazhatunk tgynevezett adat priorizalasi technikéakat.

Az adat priorizaldsi modszerek segitségével a tanitas ideje alatt dinamikusan val-
toztathatjuk, hogy melyik adatpontokkal talalkozzon gyakrabban a neuralis halo. Igy
befolyasolhatjuk a hal6 tanitasanak menetét azzal, hogy a modell szempontjabol kedvez&bb
tanitomintakat elényben részesitjiik, és gyakrabban mutatjuk meg a neurélis halonak a
tanitas soran. Ezaltal az adat priorizalasi technikéival el6relathatolag magasabb teljesit-
ményt modellek tanithatoéak, melyekben az adott neuralis halot felhasznéldé rendszer

megbizhatésaga és hatékonysaga is novekszik.

1.2 Kapcsol6doé irodalom

A gépi tanuldsban a neuralis halok teljesitményének optimalizalasa szempontjabol kulcs-
fontossagu kérdés az adatok hatékony felhasznalasa a tanitds soran. Ennek érdekében
szamos modszert dolgoztak ki és publikiltak az adat priorizal6 eljarasok teriiletén, ame-
lyek célja, hogy a modell tanulasi folyamatéat olyan adatpontok felhasznalaséval javitsék,

amelyek a legnagyobb hatast gyakoroljak a tanulasi teljesitményre.

A [4] cikkben leirtak alapjan az adat priorizalo algoritmusok alkalmazésa kiemelt
jelentGségt lehet példaul kiegyensulyozatlan tanité adathalmazok esetén. Ilyenkor a tanito
adathalmaz ardnytalan mennyiségti mintat tartalmaz a kiilonb6z6 cimkékhez tartozoan.
Az alulreprezentalt adatok tulmintavételezése javithatja a modell teljesitményét. Azonban
a tulmintavételezés statikus jellege megmarad, mivel a kiegyenstlyozatlansag kezelésére

altalaban csak az osztalyokhoz tartozo adatpontok szamét veszik figyelembe.

Az adatok priorizaldsdhoz szorosan kapcsolodé hasonlé teriilet az ugynevezett aktiv
tanulas. [26] Az aktiv tanulds egy specialis gépi tanulasi modszer, amely soran a modell
célzottan valasztja ki azokat az adatokat, amelyeket a leginkdbb érdemes annotalni vagy
tovabbi tanulasra hasznalni. Aktiv tanulés soran hatékony megoldasnak bizonyulhat az
adatok bizonytalansag alaptu mintavételezése, mely sordan a modell kivalasztja azokat a
mintakat amelyeknél a legkevésbé biztos a helyes cimkézésben és amelyeket nem tudja

egyértelmiien megkiilonboztetni. Ehhez a [28| cikkben dolgoztak ki egy metrikat ami
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alkalmas a tanitomintak bizonytalansagénak meghatarozasara cimkézetlen adatok esetében
is. Ez nemcsak a cimkézési folyamat hatékonysagat javitja, hanem egy szélesebb korben
alkalmazhat6 megoldast is kinal, amely kiilonféle gépi tanulasi feladatokhoz adaptéalhato.
Az aktiv tanulasnal alkalmazott metrikdk mélyebb megértése érdekében a [2] cikk Gssze-
hasonlitotta a kiillonb6z6 bizonytalansagbecslési moédszerek hatékonysagéat konvolicios
neuralis halokkal (CNN-ekkel) végzett képklasszifikacios feladatok soran.

Azonban az adatok priorizdlasa viszonylag feltaratlan teriilet a felligyelt tanulas, és
igy a gépi latas kontextusaban. Megerdsitéses tanulas esetében viszont léteznek kiilon-
b6z6 modszerek a tanitomintak hatékony priorizalasara. Ennek koszonhetGen a dolgozat
soran fejlesztett modszer a megerGsitéses tanulas teriiletén mér ismert adat priorizalasi
stratégiakbol merit inspirdciot, és alkalmazza azokat a feliigyelt tanulas, azon beliil is

objektum detektalas esetében.

A megerdsités tanulas esetében az adatok tanitésa soran alkalmazott priorizélas terén
kiemelked6 elérelépést jelentett a Prioritized Experience Replay (PER) algoritmus [25].
Ennek a modszernek az tjdonsaga abban rejlik, hogy a tapasztalatokat (experiences) a
varhato tanulési elérehaladas alapjan valasztja ki az tjrajatszashoz (replay), szemben
az egyenletes eloszlasi mintavételezéssel. Az eredeti PER szamos valtozatban létezik.
Példaul a [12] cikkben egy elosztott architekturat mutattak be, amely kiilonvalasztja
a cselekvés és a tanulas folyamatait. Egy maéasik tanulményban [3] bevezették a Prior-
itized Sequence Experience Replay-t, amely a hagyoméanyos PER egy kiterjesztése, és
teljes allapotatmenet-szekvenciak feldolgozasara képes. Tovabbi PER algoritmusra épild
megoldast mutat be a [15] cikk, amely az eredeti a modszert fejleszti tovabb az exploration
tag bevezetésével az adat prioriazldo metrikaba. Ezzel csckkenti a tiltanulés kockazatat az
eredeti PER algoritmus alkalmazasakor, és segit megtalalni az egyensilyt a mar meglévé

tudas kihasznélasa (exploitation) és az 0j informéaciok felfedezése (exploration) kozott.

A feliigyelt tanulas teriiletén is léteznek mar hatékony adat priorizalési technikék, mint
példaul a [1] cikkben bemutatott moédszer, amely a korabban ismertetett megerdsitéses tan-
ulas tertiletén alkalmazott adat priorizald6 modszereken alapszik. Az eljaras az adatpontok
informéacioés tartalma alapjan torténé mintavételezést alkalmazza klasszifikacio esetében.
Ehhez az tigynevezett label change hibatag szamitasaval donti el, mely adatpontoknak
a legmagasabb az informaéaciés tartalma, és ez alapjan melyik tanitomintédkat részesiti

elényben a neuralis halok tanitasa soran.
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1.3 Hozzajarulas

A dolgozat adat priorizalési technikak alkalmazasaval foglalkozik objektum detektalas
teriiletén. A kidolgozott modszer 6 célja, hogy javitsa a tanitas soran rendelkezésiinkre
allo adatpontok felhasznaldsanak hatékonysagat, és ezzel névelje a modellek deketalasi
pontossagat. Ezzel a megkdzelitéssel a dolgozat a gépi tanulés egyik kiemelkedd kihivasat,

az adatok mintavételezési hatékonysaganak javitasat célozza meg.

Ehhez az adat priorizal6 modszer kidolgozésdhoz a megerGsitéses tanulas teriiletén
mar létezd technikakbol merit inspiraciot, és az ott megismert koncepcidkat alkalmazza a
feliigyelt tanulas azon beliil is az obejektum detektalas esetében. A dolgozat az Gtlet alapjat
képzd koncepcidok bemutatésan keresztiil feltarja a felligyelt és megerdGsitéses tanulas kozotti
Osszefiiggéseket, megvilagitva azokat az analogidkat és metodologiai atfedéseket, amelyek
hozzajarulhatnak a gépi tanulési modszerek egységesitéséhez és tovabbfejlesztéséhez kiilon-
boz6 alkalmazasi teriileteken. Tovabbéa a dolgozat bemutatja a kidolgozott metrikat
és részletesen elemzi annak miikodését, valamint azt, hogy hogyan ér el kiemelkedd
eredmémenyeket az objektum detektalds Osszetett problémakorében. A kutatési ered-
mények hatékonysagat két YOLO alapt architechtirén és két fundamentalisan kiilonb6z6
adatszetten is demostraljuk, ezaltal aldtmasztva az eredmények altalanossagéit és meg-

bizhatosagat.

A modszer kidolgozasa sordn nemcsak a tudoményos hozzajarulas volt fontos szempont,
hanem az is, hogy a kifejlesztett adat priorizald technika a gyakorlatban is alkalmazhato
legyen. A gépi latas, azon beliil is az objektum detektalas kiilonosen fontos szerepet t6lt be
a jarmiipari kornyezetérzékelés teriiletén, ami az autonéom jarmivek fejlesztésének alapvets
eleme. Ezzel az adat priorizal6 modszerrel hozzajarulhatunk olyan robusztus rendszerek
kialakitasahoz, amelyek novelik példaul az autoném jarmtvek érzékelési pontossagat,

tamogatva a biztonsagosabb és meghizhatobb kozlekedési megoldasok kialakitasat.
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2 Elméleti hattér

A gépi tanulas a mesterséges intelligencia egyik alapvetd teriilete, amely lehetévé teszi,
hogy szamitogépes algoritmusok adatokbdl tanulva kiilonbozé feladatokat hajtsanak végre
anélkiil, hogy explicit moédon programoznank ket a megoldasukra. A gépi tanulas a
tanitds modszere és az adatok felhasznélasa alapjan harom 6 csoportba sorolhato, amit

az alabbi 4bra mutat be.

Gépi tanulas

Felugyelt tanulas Megerdsitéses tanulds
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Figure 2.1: A gépi tanulas tipusai

A feliigyelt tanulas soran az algoritmus el6re meghatéarozott bemenet-kimenet parok
segitségével tanul. Az algoritmus célja, hogy a bemeneti adatok alapjan minél pontosabban
meghatarozza az elvart kimenetet. Ezzel szemben a feliigyelet nélkiili tanulés esetében a
tanité adathalmaz csak bemeneti adatokat tartalmaz, és a kimenet nem ismert. Ebben
a modszerben az algoritmus feladata az, hogy a bemeneti adatok kozotti rejtett struk-
turakat és mintazatokat tarja fel, amelyek segitenek az adathalmaz lefrasaban. Végiil,
a megerdsitéses tanulas alapja az agens és a kornyezete kozotti kolesonhatés. Ebben
az esetben az algoritmusnak egymast kovet§ dontéssorozatokat kell meghoznia, amelyek
mindségérdl a kornyezet visszajelzései alapjan kap informaciot. Ezeknek a modszereknek a
tanitasahoz gyakran neurélis halokat alkalmaznak, amelyek képesek bonyolult 6sszefiiggések

és mintazatok megtanulasara az adatokbol.
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2.1 Mély neuralis halok

A mély neurélis hélozatok a gépi tanulés egyik legfontosabb teriiletét képviselik, amely az
emberi agy idegsejtjeinek miikodését utanozza. Kimagaslo teljesitménytik révén szamos
teriileten talalkozhatunk veliik a gyakorlatban, legyen sz6 képfeldolgozésrol, beszédfe-
lismerésrél, természetes nyelvfeldolgozasrol, orvosi diagnosztikarol vagy robot és jér-
miiranyitasi feladatokrol. Széleskort népszertiségiiket annak koszonhetik, hogy képesek
komplex problémakat megoldani, és rendkiviil sokoldaltan alkalmazhatok, hiszen alka-
Imasak nagymennyiségi adat feldolgozasara és ezen adatokban Osszetett mintazatok

felismerésére.

A neurélis halok tobb réteghdl épiilnek fel. Az elss réteg, a bemeneti réteg, ami felveszi a
feldolgozand6 adatokat, amelyekkel a halézat dolgozik. A legutolso6 réteg, a kimeneti réteg,
amely megadja a héalozat végss valaszat vagy elérejelzését. A ketts kozott helyezkednek el
a rejtett rétegek, amelyek feladata a minték felismerése és a magasabb szinti jellemzdsk
kinyerése. A neuralis halokban a rétegeken beliil a legkisebb egységet a neuron alkotja. A
neuron olyan matematikai fiiggvényként irhato le, amely a bemeneti adatok és a hozzajuk
rendelt silyok linearis kombinacidjaként allitja elg a kimeneti értékeket. A neuronok kozti
silyok hatarozzak meg, hogy a bemenetek mennyire befolyasoljék a kimenetet, vagyis

mely informéciok lesznek relevansak az adott feladat szempontjabol.

A neuronok altal végzett szamitasok Osszetettsége révén a halozat képes felismerni
mintakat és Osszefliggéseket a bemeneti adatokban. Azonban a vilag komplex Osszefiiggései
gyakran tul bonyolultak ahhoz, hogy egyszeri lineéris kapcsolatokkal irjuk le ¢ket. Emi-
att alkalmaznak aktivacios fiiggvényeket, amelyek kulcsfontossaguak a kimeneti értékek
meghatarozasaban, hiszen ezek vezetik be a rendszerbe a nemlinearitast, lehetévé téve a
halozat szamara a komplex viselkedések és mintazatok modellezését. Gyakran hasznalt
aktivacios fiiggvények példaul a ReLU, a sigmoid, és a tanh, amelyek mind mas médon

befolyéasoljak a kimenetet.

A neurélis halozatok miikodésének masik alapveté komponense a tanulasi folyamat,
amely soran a hélozat a bemeneti adatokhoz rendelt célértékek alapjén iterativan finomitja
a sulyparamétereit, hogy a probléma specifikus megoldasara egyre jobban optimalizélt
sulybeallitasokat érjen el. Ennek eléréséhez alkalmazzak a visszaterjesztéses algoritmust
(backpropagation), amely soran a kimeneti rétegben keletkez hibat rétegenként vissza-
vezetik a hélozat korabbi rétegeibe, lehetévé téve a stlyok fokozatos korrekcidjat. A hiba
minimalizélasa érdekében gyakran a gradiens alapi optimalizécids modszereket hasznalnak,
amelyek a sulyok iterativ modositasaval kozelitik meg az optimalis paramétereket, ezzel

biztositva a halozat egyre pontosabb el6rejelzéseit.
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A neuralis halok toretlen népszertisége és sikeres alkalmazasa ellenére szamos kihivést
is felvet a hasznalatuk. A halézatok komplexitasa sok esetben jelentds nehézségeket okoz,
amelyek befolyasolhatjak a halozat teljesitményét és altalanositd képességét. Az egyik
legjelentGsebb probléma a tulillesztés (overfitting), amely akkor kévetkezik be, amikor a
halozat tulzottan ratanul a tanité adathalmaz specifikus mintaira és zajra, igy nem képes
megfelelGen altaldnositani az 1j, ismeretlen adatokra. Ilyen esetben a modell nem a valodi
mintakat tanulja meg, hanem az adathalmaz sajatos részleteit, ami jelent&sen rontja a

halozat teljesitményét 4j helyzetekben.

A tulilleszkedés elkeriilésére érdekében szamos regularizécios technikat alkalmaznak. Az
egyik ilyen modszer a dropout nevi eljaras, amely véletlenszertien inaktivalja a neuralis halo
egyes neuronjait a tanitds soran, igy megakadélyozva, hogy a modell tilsagosan fliggjon
bizonyos neuronoktol vagy kapcsolatoktol. Ezen kiviil hasznéljdk az L2 regularizaciot is,
amely a stlyok nagysagat korlatozza, megel6zve a tilzott paraméternovekedést, amely

gyakran a tulillesztés forrasa.

Tovéabbi kihivas az eltiing vagy a felrobbané gradiensek probléméja (vanishing and
exploding gradient), amely kiilondsen a mély halozatoknal fordulhat els. A problémat
az okozhatja, hogy a visszaterjesztés soran, ahogy a gradiensértékek visszafele terjednek
a halozat rétegein keresztiil, azok egyre kisebbé véalhatnak (vanishing gradient) vagy
drasztikusan megnovekedhetnek (exploding gradient). Ez jelentdsen lelassithatja a halozat
tanulasat, vagy teljesen megakadalyozhatja a konvergenciat, kiilonosen a rétegek névekvs
szama esetén. Ennek elkeriilése érdekében kiillonb6zé technikékat alkalmaznak, mint
példaul a gradiens-klipelés (gradient clipping), amely a gradiensértékeket el6re meghatéro-
zott hatarok kozott tartja, igy megakadalyozva azok tilzott névekedését vagy tilzott

csOkkenését, ami a gradiensek kinullazédasahoz vezethetne.

A neurélis halozatok tanitésa soran egy maésik fontos kérdés, hogy milyen tipust adatok
allnak rendelkezésre. A legelterjedtebb modszer a feliigyelt tanulés, ahol a bemenetekhez
tartozo elvart kimenetek is rendelkezésre allnak. Ebben az esetben a modell feladata, hogy
megtanulja, hogy az adott bemenetekhez milyen kimenet tarsithato. Ezzel szemben a
feligyelet nélkiili tanulas soran a hélézat kizarolag bemeneti adatokat kap, és az elvart
kimenet nem ismert. Ilyen esetekben az algoritmusnak az a feladata, hogy valamilyen
belsd strukturat fedezzen fel az adatokban, és ezt képes legyen kompakt moédon leirni.
Végiil a harmadik tanulasi forma a megerdsitéses tanulas, amely jelentGsen eltér az el6z6
két modszertsl. Ebben az esetben az algoritmusnak dontési sorozatokat kell meghoznia, de
nem kap kozvetlen visszajelzést minden dontés utan. Ehelyett csak egy késébbi értékelést

kap a dontések Osszességeérsl.
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2.2 Megerdsitéses Tanulas

A megerGsitéses tanulas egy olyan gépi tanulési paradigma, amelyben az agens tanulasi
folyamata nem igényel el6re cimkézett adatokat, mint a feliigyelt tanulas esetében. Ehelyett
a tanulas alapjat az agens és a kornyezete kozotti kolcsonhatés képezi. Az agens a
kornyezet allapotanak megfigyelése utan akciokat hajt végre, és visszajelzéseket kap
jutalmak formajaban. E visszajelzések alapjan az dgens feladata olyan stratégia kialakitasa,
amely maximalizéalja a hosszu tava kumulativ jutalmat. A megerssitéses tanulas célja tehat
az optimalis dontéshozatali folyamat megtanulasa a kornyezettel folytatott kolcsonhatasok
réveén.

A megrosités tanulds matematikai leirasat egy Markov dontési folyamatként (MDP)
[21] szotktak megadni.

(S,A,R,P,~)

e 5, € S atiddpillanathoz tartozo allapot, ahol S az allapok halmaza.

e a; € A az akcio, amit a t idépillanatnal valasztanak az s; allapotbol, ahol A az akciok

halmaza.

e 1,11 a jutalom, amely az s; allapothol az a, akcio valasztasa miatt torténd allapotval-

tozas mindségét méri.

o P(s411]8, a;) annak a valoszintisége, hogy az a; akciot valasztjuk az s; allapotbol a ¢

idépillanatban, amely a; akcié az s;,; allapotba vezet a kovetkezs ¢+ 1 id6pillanatban.

e 7 a diszkont faktor, amivel a korabbi jutalmakat exponenciélisan silyozzuk. A dis-
zkont faktor meghatarozza, hogy a jovébeli jutalmak milyen mértékben befolyasoljak
a dontéseket. Ennek célja, hogy a korabbi akciok hatasat csokkentsiik az aktualis

jutalomra.

Az egyik kulcsfontossagu kihivas a megerdsitéses tanulasban az exploration-exploitation
tradeoff kezelése. Az dgensnek dontenie kell arrdl, hogy felfedezzen 1j, potencialisan
magasabb jutalmat hozo akciokat (exploration), vagy inkdbb a mar ismert, bevalt akciokat
alkalmazza a biztosabb jutalom érdekében (exploitation). A tulzott felfedezés idGigényes
lehet, és alacsonyabb jutalomhoz vezethet révid tavon, mig a kizardlag bevalt akciok
kovetése megakadalyozhatja az agenst abban, hogy felfedezze az optimalis stratégiat
hosszt tavon. Ennek az egyensulynak a megfelels kezelése kritikus fontossagu a sikeres
tanulasi folyamat érdekében, és kiillonbo6z6 algoritmusok hasznalhatok a tradeoff dinamikus

kiegyensilyozasara.
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2.3 Felugyelt Tanulas

A feliigyelt tanulas egy olyan gépi tanulési paradigma, amelyben a modellt el6re meghataro-
zott bemenet és a hozza tartozé kimenet parok segitségével tanitjdk. Ahhoz, hogy ezek
a bemenet-kimenet parok kialakuljanak, a meglévs feldolgozatlan adatokat annotalni
kell. Annotélas soran az adathalmaz bemeneti elemeihez manuéalisan vagy automatikusan
hozzarendelnek egy kimeneti értéket. A folyamat sordn az adatokon meg kell adni azokat
a részeket, amiket az adott feladathoz kapcsoléddéan a modellnek meg kell tanulnia. En-
nek megfelelGen a tanité adathalmaz tartalmazza az egyes bemenetekhez tartozo helyes
kimeneti értékeket, amelyek alapjan a modell megtanulja, hogy a bemenetekbdl hogyan
allithatja el6 a megfelel kimeneteket. A tanitasi folyamat soran a modell igyekszik meg-
tanulni a bemenetek és kimenetek koézotti kapcsolatokat, és ezen kapcsolatokat kifejezni
egy altalanositott médon. A cél az, hogy a modell a jov6beli, ismeretlen bemenetekre is

képes legyen helyes kimeneteket josolni.

A feliigyelt tanulési algoritmusoknak két f6 tipusa van a klasszifikicio és a regresszio.
Klasszifikicio sordn a modell célja, hogy egy adott bemenetet egy vagy tobb el6re meghataro-

zott diszkrét kategoériaba sorolja, mig regresszid esetén a kimenet folytonos értékd.

A felligyelt tanulast szamos teriileten alkalmazzak a gyakorlatban, ahol elére meghataro-
zott kimeneti cimkék allnak rendelkezésre. Példaul a pénziigyi szektorban hitelezési
kockazatbecslésre hasznaljak, mig az egészségiigyben orvosi diagnoézisok elGrejelzésére
és betegségek osztalyozasara alkalmazzak. Ezen kiviil a természetes nyelvfeldolgozas
teriiletén is széles korben elterjedt, példaul szovegek automatikus kategorizalasa vagy
beszédfelismerés céljabol. A feliigyelt tanulds egyik kiemelt alkalmazasi teriilete a gépi

latas, amelynek célja képek és videok automatikus elemzése és értelmezése.

2.3.1 Gépi latas

A gépi latas tertiiletének alapvetd a célja magas szintd informaciok kinyerése a képekbdl
vagy videokbol. Ez torténhet hagyoményos modszerek vagy neuralis halok segitségével.
Napjainkra egyértelmiivé valt, hogy a hagyomanyos modszerek teljesitményét nagy mérték-
ben feliilmiuljak a neuralis halok, f6ként valtozatos koriilmények kozott. Erre a célra a
gépi latasban jellemzGen konvolucios neuralis halokat [16] hasznalnak, mivel ezek a halok
hatékonyan kezelik a képek nagyszami paraméterét, és képesek elsajatitani a képek térbeli

strukturainak felismerését.

A konvolucios neuralis halok alapvets épitGeleme a konvoliicios réteg, amely a hagy-

oméanyos fully connected rétegekkel szemben csak lokalis kapcsolatokat hasznél, azaz a
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bemeneti kép kisebb részleteit dolgozza fel egyszerre. Minden konvoluciés rétegben tobb
szlrd, kernel talalhato, amelyek mérete kisebb, mint a bemeneti kép, jellemzéen egy 3x3-as
matrix. A konvolicié soran ezek a szlirék végighaladnak a bemeneti képen, és minden pozi-
cibban kiszamitjak a helyi jellemz6k szorzatat, amivel egy aktivacios térképet alakitanak
ki. A konvoliciés miivelet eredményeként 1étrejovs aktivacios térkép egy 10j reprezentacioja
a bemeneti képnek, amely a kernel altal azonositott jellemzGket tartalmazza. Ezek a kép

lokalis jellemz6i, mint példaul élek, textirak vagy egyszeriibb mintazatok.

A konvolucioés neuralis halok egy masik lényeges eleme a le- és felskalazast végzo
pooling rétegek. A pooling rétegek célja a konvoluciés rétegek altal generalt aktivacios
térképek térbeli méretének csokkentése. Ezek a rétegek hasonldéan miikodnek a konvoltcios
rétegekhez, cstiszoablakos miiveleteket hajtanak végre a képen, amelyek soran a kernel
altal lefedett teriiletet egyetlen értékkel helyettesitik. Ez az érték lehet a lefedett teriilet
maximuma vagy az elemek atlaga. A pooling rétegek alkalmazésa jelentésen csokkenti a

hélézat szamitasi komplexitasat, igy gyorsitva a tanitast.

A konvul6ciés miiveletnek koszonhetGen a konvolucidés neurdlis halok egyik kules-
fontossagu elénye, hogy képesek hierarchikus jellemzdéket tanulni. Ugyanis a konvolicios
rétegben talalhato egyes sztir6k kiillonbozs tulajdonsdgokat képesek felismerni. Az alac-
sonyabb rétegek egyszertibb struktirakat, mint példaul élek és textirak tanulnak meg,
mig a magasabb rétegek Osszetettebb mintazatokat, példaul formakat vagy targyakat. Ez
a hierarchikus reprezentacié lehetévé teszi a konvoluciés neuralis halok szamara, hogy

kiilonosen hatékonyak legyenek a képfeldolgozasi feladatokban.

A gépi latas legalapvet&bb feladata a klasszifikacio, amikor a bemeneti képhez egy cimkét
rendeliink, amely a képen 1év6 objektum kategoriajat adja meg. Ebben a folyamatban
a konvolaciés neuralis halo rétegei hierarchikus mintazatokat tanulnak meg, amelyek
lehetévé teszik a képek kiilonb6z§ szintid jellemzdbinek felismerését,és ennek alapjan az
objektum osztalydnak pontos meghatarozasat.. A klasszifikicios feladatokban gyakran
hasznalt architekttra a ResNet (Residual Neural Network) [10], amely mélyebb halozatok
hasznalatat teszi lehetévé rezidualis osszekottetések révén. Ez a megkozelités segit a tanulas
soran elkeriilni a halozat teljesitményének romlésat, amely kiillondsen mély hélozatok

esetében jelenthet kihivast.

A klasszifikaciora épiil6, magasabb szintd szamitogépes latési feladat a szegmentalas
[19], amely soran nemcsak az objektum osztalyat hatarozzuk meg, hanem annak pontos
helyét és kiterjedését is a képen. Az eljaras soran a kép minden pixelét egy objektumhoz
rendeljiik, ezzel a képet felosztva tobb, egymastol elkiiloniilg régiokra. Szegmentélasi
feladatoknal gyakran alkalmazott architekturédk a konvolicios rétegkbdl felépiils a Fully
Convolutional Networks (FCN) [27] vagy Mask-R-CNN [11].

12
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A szegmentalas utan a gépi latasban még osszetettebb feladatokat is megvalosithatunk,
generativ modellek hasznalataval. A generativ modellek nemcsak elemzik és felismerik a
képi adatokat, hanem képesek 1j képeket is elGallitani, amelyek hasonloak a betanitott
adatokhoz. Ezek a modellek, mint példaul a Generative Adversarial Networks (GAN)
[9] vagy a Variational Autoencoders (VAE) [14], a bemeneti adat statisztikai eloszlasat
tanuljak meg, majd ezt felhasznalva generalnak 0j képeket. Az utébbi idében egy masik
figyelemreméltd megkozelités, a difftzids modellek is elGtérbe keriiltek, amelyek szintén
képesek magas minGségi képek generalasara. A difftzios modellek a kép generélésa soran
zajos adatbol indulnak ki, és a zaj fokozatos eltavolitasaval generdlnak végiil éles és részletes
képeket. Egy kiemelkedd példa erre a megkozelitésre a Stable Diffusion [24] modell, amely

képes realisztikus és részletes képeket elgallitani nagy felbontésban.

Ezek a modellek kiilonosen jol teljesitenek komplex strukturaju képek generalasaban,
és egyre szélesebb korben alkalmazzak Sket a képgeneralas, javitas és szintetikus adatok
létrehozasa teriiletén. A generativ modellek mellett a gépi latas egyik legelterjedtebb
alkalmazasi teriilete az objektum detektalas, amely kritikus szerepet jatszik szamos ipari

alkalmazasban is.

2.4 Objektum detektalas

Az objektum detektalds a szamitogépes latas egy meghatarozo teriilete, mely eljaras célja
a képen 1év6 objektumok felismerése, osztalyuknak és helyzetiiknek meghatarozasa. Ebbgl
kifolyolag az objektum detektalas egy Gsszetett feladat, ami két részbdl all klasszifikaciobol
és lokalizaciobol. A modszer kivitelezésére hagyomanyos megoldéasok is rendelkezésre allnak,
azonban a mélytanulé neuralis halozatok fejlédésével ezek a modszerek meghaladtak a
hagyomanyos megkozelitéseket. Ezen modszereket fejlsdésérsl [29] ir. A legkorszertibb
objektum detektéalo algoritmusokat altalaban két csoportra szoktak osztani az egylépcsds

és a kétlépcsts detektorokra.

A kétlépesss detektorok a detektalas folyamtat két részre bontjak. ElGszor a képbdsl
Osszefiiggl régivjavaslatokat allitanak el6, majd ezt kovetGen ezeken a régiokon beliil
hatarozzak meg az objektumokat befoglald téglalapokat illetve azok osztalyat. Ebbe a
kategoriaba sorolhato példaul az R-CNN [8] modszer. Az R-CNN miikodése soran minden
régidjavaslaton lefuttat egy konvoltcios neurélis halot, amely kimenete megadja a bounding
box-okat és az objektumok osztalyait. Legf6bb hatranya, hogy az Gsszes région lefut a
konvoliciés neuralis halo, ami rengeteg szamitast igényel, aminek eredményeképpen lassi
lesz a halozat futasi ideje. Ennek a problémanak a kikiiszobolésére hoztak 1étre a Faster
R-CNN-t [23], ami az R-CNN egy tovabbfejlesztett valtozata. A modszer lényege, hogy
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az egész képen futtattunk egy konvolucios rétegekbdl allo neuralis halot, 1étrehozva egy
aktivacios térképet, amibdl a modell meghatarozza a régidjavaslatokat. Ezzel a technikéval
csokkenthetd a régivjavaslatok elGéallitdsanak ideje, aminek kdszonhetGen jelentés csokken
a halo futasi ideje is.

A kétlépcesss detektor halok és régio alapt modszerek legnagyobb hatranya a lassu
futasi id6. Ennek a probléménak a kikiiszobolésére jelentenek megoldast az egylépcsés
detektorok mint példaul a YOLO [22] vagy az SSD [18]. Ezek a megoldasok nem hasznaljak
a régivjavaslatokat, hanem kozvetleniil a képbdl kinyert jellemz&k alapjan hatarozzak
meg az objektumok osztalyat és az ezen objektumokat hatarolo téglalapokat. [13] Ennek
koszonhetGen jelentésen gyorsabb miikodés érhetd el, mint a régié alapt modszerekkel
[7], és igy mar valos id6ben is alkalmazhatoak ezek a neuralis halok. Onvezetd jarmtivek
fejlesztése, valamint szamos gyakorlati alkalmazas soran elengedhetetlen szempont az
alkalmazott modellek futasi ideje, tobbek kozott ezért is valasztottuk a YOLO architekturat

a dolgozatban.

A YOLO algoritmus a bemeneti képet cellakra osztja fel. Minden cella egy elére
meghatarozott B szamt bounding boxot predikal, ahol a predikcidok a bounding boxbol
és a box-hoz tartoz6 konfidencia értékbsl allnak. A konfidencia érték meghatarozza,
hogy a halé mennyire biztos abban, hogy a bounding box tartalmazza az objektumot,
és, hogy mennyire tartja pontosnak a predikalt bounding box-ot. Egy adott objektum
detektalasaért az a cella lesz a felel6s, amely cellaba esik az objektum kozéppontja. A
bounding box-ok predikci6ja az igynevezett anchor box-ok segitségével torténik. Az anchor
box-ok kiilonb6z6 méretii és aranyu referencia téglalapok, amik javitjak halo detektalasanak
pontossagat. Az anchor box-okat az adott adathalmaznak megfelel§en hatarozzik meg,
altalaban klaszterezést alkalmazva. Hasznalatuk lehetévé teszi a valtozatos méretd és
aranyu objektumok pontosabb detektalasat. A halo predikcidja sorédn ezeket az anchor

box-okat igyekszik minél pontosabban railleszteni az objektumra.

Problémaként meriil fel azonban, hogy cellankként B bounding box-ot becsiilve a predik-
ci6 soran rengeteg befoglalo téglalap keletkezik, amelyeknek nagy részére nincs sziikségiink.
Ennek megoldésara szoktak alkalmazni a predikcioé végss lépéseként a Nonmaximum
Suppression-t (NMS) [20]. Az NMS hasznélataval csokkenthetjiik a bounding box-ok
szaméat ugy, hogy kozben megkaphatjuk az objektumra legjobban illeszkedé bounding
box-okat, és kisztirhetjiik a kivalasztott box-al atlapol6dd maradék befoglald téglalapokat
is. Az algoritmus soran elGszor meghatarozunk egy konfidencia és egy IoU kiiszobértéket.
Ezutan konfidencia kiiszobérték alapjan csokkend sorrendbe rendezziik a box-okat, és

eldobjuk azokat, amelyek konfidencia értéke kisebb mint a kiiszobérték.

Ezt kovetSen végigmegyiink az 6sszes box-on a legnagyobb konfidencia értékii téglalaptol
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kezdve, és kiszamoljuk az [oU értékét az Osszes adott osztalyhoz tartozé bounding box-al.
Ha az IoU érték nagyobb, mint az loU kiiszobérték, akkor a kisebb konfidencia értékkel
rendelkez6 box-ot eldobjuk. Ezeket a 1épéseket addig végezziik, amig végig nem értiink az
Osszes box-on. Az NMS-t altalaban a head utan, utofeldolgozasként szokték alkalmazni,
kisztirve vele az atlapolodo, felesleges box-okat, ezzel kivalasztva objektumonként az adott
objektumhoz legjobban illeszkeds bounding box-ot. A YOLO mitikddési elvét jol szemlélteti
a 2.2 abra.

S % S grid on input T Final detections

Class probability map

Figure 2.2: YOLO miikodési elvének szemléltetése [22]

2.4.1 Metrikak

Az objektum detektalast végz6 modellek teljesitményének mérése elengedhetetlen része
a fejlesztési folyamatnak. Ezért is fontos a megfelel§ metrikak alkalmazésa a kiértékelés
soran, ami a lehetd legjobban tiikrozi a halok pontossagat a gyakorlatban. Ilyen bevett
metrikak kozé tartozik a precision, recall, F1 score, Intersection over Union (IoU) vagy a
mean Average Precision (mAP) szamitasa. Az emlitett metrikak kiszamitasahoz a halo

predikcioit az aldbbi kategoridkba sorolhatjuk.

e True Positive (TP): A halo predikcioja helyesen megadta egy objektum adott
helyét a képen a felcimkeézett adatnak (ground truth) megfelelGen.

e False Positive (FP): A halo tévesen predikalta az objektum helyzetét a képen, az

objektum nincs ebben a pozicidoban a ground truth alapjan.
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e False Negative (FN): A halo tévesen nem predikalta azt, hogy objektum van egy

helyen, mikozben a ground truth alapjan ott van.

e True Negative (TN): A halo helyesen nem predikélta azt, hogy objektum van egy

adott helyen, ahol valdjaban nincs objektum a ground truth alapjan.

Ezeket az értékeket felhasznalva a kiértékelés soran leggyakrabban alkalmazott metrikak

a kovetkezsképpen definialhatoak:

e Precision: A precision értéke megadja szézalékosan, hogy az Osszes detektéalt,

szegmentalt objektum koziil mennyi volt a helyes predikcié a ground truth alapjan.

TP

P .. _ -
recision TP+ FP

e Recall: A recall értéke megadja szazalékosan, hogy az 6sszes ground truth objektum

koziil mennyit detektalt, szegmentalt helyesen a halo.

TP

Precision = m—m

e Intersection over Union(IoU): Meghatéarozza a predikalt és ground truth detek-
talas esetén a bounding box, szegmentalas esetén a szegmentélt teriilet metszetének
és unidjanak hanyadosat, ezzel egy mérdszamot adva a lokalizacié josagara. A halo
predikcioinak kiértékelése soran az IoU értéket felhasznélva egy meghatarozott IoU

kiiszobszint felett tekintjiik az adott predikciot helyesnek.

Mig az klasszifikacios feladatokban elegendé lehet az accuracy metrika hasznalata
a modell teljesitményének kiértékeléséhez, az objektum detektalas sokkal Gsszetettebb
kihivasokat tartalmaz. Mivel az objektum detektélas két részbdl all, klasszifikaciobol
és lokalizaciobol, ezért nem elég csak a modell osztalyozasi képességét értékelni, hanem
azt is figyelembe kell venni, hogy mennyire pontosan képes meghatarozni az objektumok
poziciojat a bounding boxok segitségével. Annak érdekében, hogy az objektum detektalo
halok teljesitményét egy kompakt mérdszammal is jellemezni lehessen, megalkottak az F1

score, average precision és a mean average precision mérgszamokat.

e Fl-score: Az Fl-score a precision és a recall harmonikus atlagaként szamithato ki:

Precision -
Pl 9 recision - Recall

" Precision + Recall
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e Average Precision(AP): A precision-recall gérbe alatti teriilet nagysagat adja
meg.

A gyakorlatban téglalapos kozelitéssel, vagy interpolécio segitségével szamitjak ki.

1
AP:/ p(r)dr
r=0

e Mean Average Precision (mAP): Az osztalyonként szamitott average precision-ok

atlagaként hatarozhatd meg.

1 k
mAP:E;APi
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3 Fejlesztett modszer

A fejlesztett modszer adat priorizéalasi technika segitségével igyekszik javitani az objektum
detektalo algoritmus teljesitményét. A tanitas soran felhasznélt adatok nagymértékben
hatérozzak meg a neuralis halok teljesitményét. Alapvetéen a tanitas soran azt feltételezziik,
hogy a rendelkezésiinkre 4ll6 tanitémintak informacios tartalma megegyezik, és egyforman
hasznosak a haldé szédméra. Ennek értelmében a tanitas alatt felhasznalt batch-eket
egyenletes eloszlas alapjan allitjuk Gssze az adatokbol. Ez a feltételezés azonban nem igaz
a gyakorlatban. Ennek a probléméanak a kikiiszobolésére nytujthat hatékony megoldast a

tanitéomintak informécios tartalma szerinti mintavételezése tanitas kozben.

A tanité adatok informécios tartalmanak meghatarozasa azonban nem egyértelmi
feladat. A fejlesztett modszer soran elsGsorban a tanitomintak bizonytalansaga alapjéan
szeretnék felmérni azok informacios értékét. Ehhez a mintavételezés alatt a legbizonytalan-
abb adatpontokra Osszpontositunk, ahol a modell nehezen tud egyértelmd kiilonbségeket
tenni. Ezek olyan tanitomintak, amik a dontési hatar kozvetlen kozelében helyezkednek el,
és amelyek esetében a neurélis halo gyakran téves predikciot szolgaltat a tanitas sordn. Az
ilyen adatpontok azonositasa és megfelels kiemelése a dolgozat {6 célja. Hasonlo, klassz-
ifikacio teriiletén alkalmazott modszert mutat be a [1] cikk, mely az tigynevezett Label
Change hibatag szamitasaval donti el, mely adatpontoknak a legmagasabb az informacios

tartalma.

Ezen metrika az adatok informacioé tartalmat méri fel. A modell tanitdsa kdzben
dinamikusan keriil meghatéarozasra, hogy melyik tanitomintak esetében valt legtobbszor
osztalyt a héalo predikcidja. Ezaltal kideriil, hogy melyik adatoknél a legbizonytalanabb a
modell, és igy melyik mintakra érdemes nagyobb hangsulyt fektetni a tanitas soran. Az
eljaras a kiszamolt Label Change Error alapjan silyozza a kezdetben egyenletes eloszlast
tanitomintak valoszintiségeit, amivel magasabb kivalasztasi valoszintiséget rendel azokhoz
az adatokhoz, amelyekrdl feltételezhetd, hogy egy adott idépontban nagyobb informécios
tartalommal rendelkezik. Ezzel a modszer célja, hogy ezekre a kritikus adatpontokra
fokuszalva a modellt a bizonytalanabb mintak hatékonyabb felismerésére tanitsa, és ezzel

Osszességében novelje a neuralis halo altalanositd képességét és teljesitményét.

3.1 Label Change Error alkalmazasa objektum detektalasra

A Label Change Error szerinti adat priorizélasi médszer alkalmazésa objektum detektalés
esetében nem trividlis. A Label Change Error kifejezetten a klasszifikacio feladatkorére

van tervezve, azonban a mostani egy komplexebb feladat. Ez a problémakor tulmutat
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a klasszifikdcion, mert a képen 1év6 objektumok osztalyan kiviil azok helyzetét is meg
kell hatarozni. A feladatot tovabb neheziti, hogy mig klasszifikacio esetében csak a
felismerend§ osztély szerepel a képen, addig objektum detektalaskor tobb objektum
és tobb osztély is el6fordulhat. Ezért a Label Change Error szamitasanak modszerén
kiilénbo6z6 modositasokat kell végrehajtanunk ahhoz, hogy objektum detektélasnél lehessen

alkalmazni.

Egy kézenfekvé megoldés lehet objektum detektalas esetén a Label Change Error

szamitasara az alabbi képletet alkalmazni.
n

LC; = Z max(Cek, lex)
k=1

A képlet egy adott tanitomintara adja meg a Label Change Error értékét, ahol n a
képen 1év6 objektumok szama, c. a Class Change és [. a Localization Change értéke
az egyes objektumoknak. A Class Change értéke megadja, hogy hényszor valtozott egy
objektum osztalya a modell predikcoja szerint, ezzel kifejezve a detektéld halo klasszifikacios
bizonytalansidgat. A Localization Change pedig azt jelzi, mennyire valtozott az adott
objektum helyzetét leiré bounding box pozicidja a kiilonb6z6 predikcidk soran, és ezaltal

a detektalo halo lokalizacios képességének bizonytalansidgéat méri fel.

Ez alapjan a Label Change Error értéket alkalmazva mintavételezés soran azokra az
adatpontokra Osszpontositunk, ahol az objektum osztalya vagy bounding box-édnak helyzete
gyakran valtozott a modell predikci6ja szerint, vagyis ahol a modell bizonytalansagot
mutatott az objektumok osztalyédnak vagy helyzetének meghatarozasaban. A Label Change
Error alkalmazasaval nemcsak az ilyen bizonytalan adatpontokat azonosithatjuk, hanem
egyszerre javithatjuk a modell klasszifikacios és lokalizacios képességét is, mivel ezaltal
a halo figyelme azon teriiletekre iranyul, ahol a legnagyobb hibak fordultak els. Ezaltal
ezeken a kritikus mintakon szereplé objektumok hatékony felismerésére tanitjuk a neuralis
hélot, javitva az objektum detektalas osztalyozési és lokalizacios részét és Gsszességében

novelve a detektor modell teljesitményét is.

3.1.1 Label Change Error szamitasa

Minden tanitomintdhoz a modell tanitésa soran kiszdmoljuk a Label Change Error értékét,
hogy felmérjiik az adott adatponthoz tartozé predikciok bizonytalansagat. A szamitas az
aktualis és a korabbi predikciok Osszehasonlitasan alapul. Minden alkalommal, amikor
a halé tanul egy mintan, djra prediktdlunk arra a képre inference modban, majd az

igy kapott eredményt Osszevetjiik az el6z6leg elmentett predikcioval. Az inference mod
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hasznalata azért kiilonosen fontos, mert a modellt a valds kornyezetben is ebben a mdédban
alkalmazzuk, igy szimulalhatjuk, mennyire bizonytalan a modell jelenlegi tudasa alapjan a
valos helyzetekben. Ez lehetévé teszi, hogy nyomon kovessiik, mennyiben tér el az aktualis

predikci6 az el6z6t6l, és meghatarozzuk mennyire bizonytalan a modell a predikci6iban.

A Label Change Error meghatarozésahoz el6szor ki kell szdmolni a Class Change és a
Localization Change értékeket az adott tanitomintara. A Class Change kiszamitasdhoz a
képen 1év6 objektumok el6z6 és aktualis predikalt osztalyait hasonlitjuk 6ssze. Az eltérések
szamat tekintjiik a Class Change értékének, tehat ahany objektum esetén kiilonbozik
az el6z6 és az aktualis osztaly predikcidja, annyi lesz a Class Change. A Localization
Change esetében az el6z6 és az aktualis bounding boxok helyzetét vetjiik 6ssze. Ez alapjan
amennyi bounding boxnak megvaltozott a pozicidja, annyi lesz a Localization Change

értéke.

Ennek megfelelGen egy adott objektum esetében a Label Change Error értéke 0 vagy
1 lehet, ami azt jelzi, hogy megvaltozott-e a modell predikcidja az adott objektumra
vonatkozoan. A valtozas kétféleképpen kovetkezhet be. Az objektum predikalt osztalyanak
valtozasaval, amit a Class Change mutat meg, vagy az objektum bounding box helyzetének
eltérésével, amit a Localization Change értéke tiikroz. Egy adott tanitominta Label Change
Error értékét a képen 1évs Osszes objektum Label Change értékének Osszege adja. Ha egy
adatpont Label Change Error értéke magas, az arra utal, hogy a modell bizonytalan az
adott minta predikci6jaban, és nehézséget okoz szamara a képen 1évé objektumok pontos

osztalyozasa és lokalizalasa.

A Label Change Error szamitéasa a képen 1évs objektumok osztalyainak és a bounding
boxok helyzetének Osszehasonlitasan alapul, azonban ezek 6sszehasonlitasa nem mindig
egyértelmi feladat. A legnagyobb kihivast az jelenti, hogy hogyan rendeljiik Ossze az
el6z6 és az aktualis predikalt bounding boxokat. Eldfordulhat ugyanis, hogy a modell
1j pozicidba predikil bounding boxot, amely az el6z6 predikciokban nem szerepelt, vagy
éppen az, hogy az aktuélis predikciok kozétt nem talalhatd olyan bounding box, amely az
el6z6 predikciokban még jelen volt. Ahhoz, hogy ilyen esetekben is kiszamithassuk a Label
Change Error értékét, alkalmazzuk a Localization Change mutatot, amely a predikciok
lokalizécios bizonytalansagat jellemzi, segitve ezzel az el6z6 és aktualis predikciok kozotti

kiilénbségek felmérését.

3.1.2 Localization Change érték szamitasa

A Localization Change értéke egy tanitominta predikcidinak lokalizacioés bizonytalansagét

mutatja. Ennek kiszamitasahoz az el6z6 és aktualis bounding box-okat hasonlitjuk Ossze,
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és a pozicidik kozotti eltérések alapjan hatarozzuk meg az értéket. A folyamat sorén
kiszamitjuk az el6z6 és aktudlis bounding boxok kézotti IoU (Intersection over Union)
értékeket, amely egy matrix formajaban abrézolja a kiilonb6z6 boxok kozotti atfedéseket.
A matrix alapjan azokat a bounding boxokat tekintjiik 6sszetartozonak, amelyek IoU
értéke meghalad egy elére meghatarozott kiiszobértéket. Egy tanitominta Localization
Change értékét azoknak a bounding boxoknak a szama adja meg, amelyek IoU értéke
alacsonyabb volt a kiiszobértéknél, vagyis amelyek esetében nem talaltunk megfelel6 boxot
a korabbi predikciok kozott.

A Localization Change szamitasara mutat példat a 3.1 abra, ahol pirossal jeloljiik a
modell korabbi predikcidjanak bounding boxat, kék szinnel pedig az aktualis predikciot.
Az abran a bal oldai képen lathato, hogy jelentds atfedés van a két box kozott, igy ezek
Osszetartozonak tekintheték. Ennek kovetkeztében a Localization Change értéke erre az
objektumra 0 lesz, ami azt jelenti, hogy a halé aktualisan predikilt bounding box helyzete
csak kis mértékben véaltozott meg az el6z6hoz képest, jelezve, hogy a modell magabiztos az
objektum helyzetének meghatarozasaban. Ezzel szemben a jobb oldali 4bra azt mutatja,
amikor a két box kozotti IoU érték kisebb a kiiszobértéknél. Itt lathato, hogy a modell
aktuélisan predikalt bounding box pozicidja jelentGsen eltér az el6z6hoz képest, ezért a

Localization Change értéke 1 lesz, ami a predikcié bizonytalansagat tiikrozi.

Figure 3.1: Localization Change szemléltetése

Ezt a modszert konnyen alkalmazhatjuk a nehézséget okozo false positive és false
negative bounding boxokra is. A false positive boxok olyan 1j boxok, amelyek korabban
nem szerepeltek a halé predikcidiban, de az aktuélis predikcioban méar megjelennek, igy
nincs hozzajuk tartozo korabbi box. Ezzel szemben a false negative boxok olyan boxok,
amelyek a korabbi predikciokban még jelen voltak, de az aktualis predikcibban mar nem
szerepelnek, igy nincs aktuélis box, amely megfelelne a korabbi predikcionak. Mind a false
positive, mind a false negative boxok névelik a Localization Change értékét, mivel ezek a

valtozasok jelzik a modell bizonytalansagat és a predikciok kozotti eltéréseket.
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3.1.3 Class Change érték szamitasa

A Class Change értéke egy tanitominta predikcidinak osztalyozési bizonytalansagat jellemzi.
A kiszamitashoz az el6z6 és aktualis predikciokban szerepld objektumok osztalyait hason-
litjuk Ossze, és az eltérések alapjan hatarozzuk meg az értéket. A Class Change szamitéasa
soran azonban annyiban kénnyebb a feladat, hogy a Localization Change szdmitasakor
méar azonositottuk az Osszetartozé bounding boxokat. Ezt az informaciot felhasznalva a
Class Change kiszamitasakor elegend§ ezeknek az Osszetartozod boxoknak az osztalyait
osszevetniink. Végiil egy tanitominta Class Change értékét azoknak az objektumoknak a

szama adja, amelyeknél az aktualis predikcié osztalya eltért a korabbi predikcié osztalyatol.

A 3.2 abra a Class Change szamitasara mutat példat, ahol pirossal jeloljiik a modell
korabbi predikciojanak osztalyat, kék szinnel pedig az aktualis predikciot. A bal oldali
képen lathato, hogy a két predikalt osztaly megegyezik. Ennek koévetkeztében a Class
Change értéke erre az objektumra 0 lesz, ami azt jelenti, hogy a halé magabiztosan
azonositotta az objektum osztalyat, mivel nem tortént valtozas a klasszifidicioban az el6z6

predikciohoz képest.

& &
£ = 71 -

Figure 3.2: Class Change szemléltetése

Ezzel ellentétben a jobb oldali kép azt szemlélteti, amikor az objektum osztélya eltér az
el6z6 predikciohoz képest. Az abran lathato, hogy a modell aktualisan predikalt osztalya
kiilonbozik a korabbitol, ami arra utal, hogy a halé bizonytalan az objektum osztalyanak
meghatarozasaban. Ennek kovetkeztében a Class Change értéke 1 lesz, ami a predikcio

osztalyozasi bizonytalansagat mutatja.

3.1.4 Label Change Error jelentésének szemléltetése

A 3.3 abra a Label Change Error szamitasénak egy Osszetettebb példajat mutatja be. A

képen lathato, hogy a bal oldalon all6 auté poziciojanak meghatarozasa kihivast jelent
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a halo szamara, feltehetGen a részleges kitakaras miatt. A modell aktualisan predikalt
keretének helyzete eltér az el6z6t6l, igy ennek az autéonak a Localization Change, és ez
alapjan Label Change Error értéke is 1 lesz. A kép jobb oldalédn egy biciklit tamasztd
gyalogos lathato, aki szintén nehézséget okoz a modell szamara. Kordbban a hélo gyalo-
gosként azonositotta, azonban a jelenlegi predikci6 szerint biciklisként ismeri fel. Ennek
eredményeként megvaltozott a bounding box helyzete és osztalya is, igy az objektum Class
Change és Localization Change értéke is 1 lesz, vagyis a Label Change Error értéke 1. Ez
a valtozas jol szemlélteti, hogy ez az objektum egyértelmtien nehéz eset, hiszen a dontési
hataron helyezkedik el, és nehéz meghatarozni, hogy gyalogosként vagy biciklisként kell-e

kategorizalni.

Tovabbi nehézséget jelent a modell szaméra az uttest mentén parkol6 furgon, amit
korabban autoként osztalyozott, most azonban furgonként detektalt. Ez szintén egy
Osszetett példa, hiszen a két osztaly kozott nincs nagy kiilonbség. Ezzel szemben a
keresztezddésben allo gyalogos és az tton halad6 autd esetében a modell magabiztosan
megadta az objektumok helyzetét és az osztalyukat is. Ezek az egyszertibb példak kozé
tartoznak, mivel jellemzGik egyértelmtien latszodnak, amik alapjan a halé konnyen tud

dontést hozni.

Figure 3.3: Label Change Error szemléltetése

Osszességében a képen harom objektum esetében tortént véaltozas a bounding boxuk
helyzetében vagy az osztalyban, igy a tanitéomintahoz tartozo Label Change Error értéke 3
lesz. Ez az érték jol mutatja, hogy a metrika alapjan ez egy olyan tanitéominta, amelynél a
modell bizonytalansdgot mutat a tanulasi folyamat soran. A képen ugyanis tobb olyan
objektum is talalhato, amelyek detektaldsakor a modell nem tudott egyértelmi dontést
hozni, és az el6zd fit-elés soran kapott predikcidhoz képest valtozas tortént. Ennek
kovetkeztében a Label Change Error értéke magasabb, jelezve, hogy a hal6 szamara ez a

minta Osszetett és nehezebben értelmezhets példakat tartalmaz.
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3.1.5 Tanitémintak mintavételezési valoszintiségének frissitése

Az adat priorizalasi modszer alkalmazasaval a tanitds soran a magasabb informécios
tartalmu mintak kiemelése érdekében frissitjiik az adatpontok mintavételzési valdszintiségeit.
Ehhez a Label Change Error értéket felhasznalva a bizonytalanabb tanité mintédkhoz
nagyobb kivéalasztasi valoszintiséget rendeliink, aminek eredményeképpen ezekre a kritikus
adatpontokra fokuszalva a modellt a bizonytalanabb mintak hatékonyabb felismerésére
tanitjuk. Az adat priorizalas folyamata soran az adatpontok kivalasztasa nagyban hasonlit
a 2.2. fejezetben ismertett megerdsitéses tanulas soran jelentkezd exploration-exploitation
tradeoff problémajara, ami feliigyelt tanulés esetén az alul- és taltanulas problémajanak

felel meg.

A feliigyelt tanulas kontextusaban az exploration-exploitation tradeoff jelensége tugy
értelmezhetd, hogy ha tilzottan a felfedezésre (exploration) Gsszpontositunk anélkiil, hogy
a megszerzett ismereteket kellgen finomitanank, alultanulas (underfitting) léphet fel. Ilyen
esetben a modell nem tudja megfelelGen elsajatitani az adatok mogotti struktarakat,
tulsdgosan altaldanos marad, és nem képes felfedezni azokat a mintézatokat, amelyek
elengedhetetlenek a pontos predikcidkhoz. Ezzel szemben, ha til nagy hangsilyt fektetiink
a mar megszerzett, sziikebb tudasra (exploitation), a tultanulas (overfitting) problémaéaja
jelentkezhet. Ilyenkor a modell tulzottan igazodik a tanité mintakhoz, ami csokkenti az
altalanosito képességét 1j, eddig nem latott adatokon, és végss soron gyengébb teljesitményt

eredményezhet a valos kornyezetben.

Az adat priorizalas soran az alul- és tultanulas kozotti egyensuly megtaldlasahoz
alkalmazhatjuk azokat a modszereket, amelyek a megerdsitéses tanulasban hatékonyan
kezelik az exploration-exploitation tradeoftf problémajat. Az ilyen eljarasok kozé tartozik
példaul a [15] cikkben ismertetett Upper Confidence Bound (UCB) stratégia, amely

matematikai lefrasa alabbi képlettel adhaté meg.

& 2.1
vep = Py, . |2 nmaxen)
> e by n; + e

A képlet egy adott tanité mintara adja meg az UCB értékét az exploration és exploita-
tion tagok Osszegeként. Az exploitation tag szamitasahoz a bizonytalanabb tanité minték

kiemelése érdekében a Label Change Error metrikat hasznaljuk fel az alabbi képlet alapjan.

LC;

exploitation; = ————
P maxy (LCy)

A képlet egy adatponthoz rendeli az exploitation tag normalizélt értékét, ahol LC; az
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adott tanitdé mintahoz tartozé Label Change Error értékek sszegét jelenti. Mivel az LC;
értéke fiigg a képen talalhaté ground truth boudning boxok szamatol, a tanité mintak
bizonytalansaganak 6sszehasonlithatosaga érdekében célszerii a normalizalt Label Change
Errort alkalmazni. Ennek a normalizacionak az a célja, hogy az exploitation tag értékei
jobban kifejezzék a tanité minta bizonytalansagat, figyelembe véve az 6sszes tébbi mintat
is. Ennek érdekében az LC;-t elosztjuk az 6sszes adatponthoz tartozd Label Change Error
értékek maximumaval, aminek eredményeképpen megkapjuk a normalizalt exploitation
tag értékét. Ez az érték pontosabban tiikrozi a tanité minta bizonytalansagat, és ezzel

lehet6vé teszi a mintak kozotti hatékonyabb Gsszehasonlitast.

A bizonytalanabb tanit6 mintak kiemélésével azonban problémat okozhat a tultanulés
kockazata. Mivel a neuralis halo gyakran talalkozik bizonyos adatokkal tanitas kozben,
ezért el6fordulhat, hogy tulsagosan specializalodik ezekre a mintékra, ami csokkentheti a
modell altalanosité képességét 1j kornyezetekben. A tultanulas kockédzatanak csokkentése
érdekében adat priorizalas alatt alkalmazzuk az exploration tagot, ami korlatozza a

mintavételezés sordn az adatpontok kivalasztési valoszintiségeit befolyasol6 stlyokat.

, 2 - In(maxy ny)
exploration; = ¢, -
P n; + €

A képletben n; azt mutatja meg, hanyszor hasznalta a modell az adott tanité mintat a
tanulas soran a neuralis halo sulyainak frissitésére. Ezt az értéket ahhoz viszonyitjuk, hogy
az Osszes adatpont koziil melyik mintaval talalkozott a legtobbszor a modell a tanulas
soran. Az adatpontok tanitas kozben torténd felhasznalasanak szamat azért viszonyitjuk,
mert ez lehet6vé teszi az egyes tanité mintak felhasznalasi gyakorisdganak normalizalasat.
Igy sszehasonlithatova valik, hogy egy-egy adatpont milyen mértékben jarult hozza a

modell tanulasi folyamatahoz.

A nullaval valo osztés lehetGségének elkeriilése érdekében bevezetiink egy konstans e
értéket. Tovabba, az exploration tagban egy 14j ¢, hiperparaméter is szerepel, amely egy
simito tagként funkcional. A ¢, hangolasa révén lehet&ség van az exploitation hatasanak
csOkkentésére szélsGséges esetekben, amikor az egyensuly tulzottan az exploitation felé
tolodik el. Ez kiilondsen fontos az olyan mintak kiemelésében, amelyek az adat priorizalas
soran kevesebb figyelmet kaptak, igy csokkentve a tultanulas kockazatat, és javitva a

modell altalanosité képességét.

Végiil az exploitation és exploration tagokat felhasznalva minden alkalommal frissitjiik
az adott tanité mintahoz tartozé mintavételezési valoszintiséget, amikor a modell az adott
adatponton tanul. A Label Change Error értékére épiils exploitation tag alkalmazésaval

megnoveljiik a kivalasztasi valoszintiséget azokhoz az adatokhoz, amelyeket a hélozat a
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tanulas soran bizonytalanabbnak itél. Ezzel kiemeljiik ezeket a mintakat, és hatékonyabban
tanitjuk a modellt arra, hogy felismerje ezeket az Osszetettebb eseteket. Ekozben az
exploration tag, a ¢, hiperparaméter segitségével, ellensilyozza exploitation tag hatasat

annak érdekében, hogy csokkentsiik a tultanulas kockdzatat az adat priorizélas soran.

W; = UCB; = exploitation; + exploration;

Ezzel a kiszamolt UC B értékkel moédositva a tanité minta mintavételezési valoszintiségének
silyat egyensilyt teremtiink az adat priorizélas soran az exploration és exploitation kozott.
Igy a modell a két stratégia elényeit kihasznalva képes optimalizalni a tanulasi folyamatot,
ami hozzajarul a neuralis halo teljesitményének maximalizaldsdhoz és jobb altalanosito

képesség eléréséhez.

3.1.6 Adat priorizalé modszer miikodése

A 3.4 dbran az adat priorizélasi folyamat lathato, amely a tanitas soran az egyes mintak

kivalasztasat befolyasolja.
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Figure 3.4: Adat priorizalé modszer miikodésének szemléltetése
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Minden tanitési lépésben, amikor a modell tanul egy adott mintan, kiszamoljuk az
adatponthoz tartoz6 Label Change Errort. Ezt kovetGen az el6z6 fejezetben ismertetett
modszer szerint meghatarozzuk az UC'B értéket, amely segitségével siilyozzuk az adat-
pontok mintavételezési valoszintiségeit. Ennek hatésara az eredetileg egyenletes eloszlast
mintavételezési valoszintiségek megvaltoznak, és a kovetkezd mintakat sztochasztikus
mintavételezéssel valasztjuk ki a halo tanitasdhoz. A folyamat soran a Label Change Error
metrika alapjan nehezebb mintdknak magasabb valészintiséget rendeliink, igy ezeket az
adatokat gyakrabban valasztjuk ki a tanitas soran, ami segiti a modell teljesitményének

javitasat az Osszetettebb példékon.

3.2 Kisérletek

3.2.1 Benchmark adatok

Minden gépi latassal kapcesolatos feladatkorhoz (példaul klasszifikacio, objektum detek-
talas) tartoznak benchmark adat szettek. Ezek mindenki szamara ingyenesen elérhetd
képeket tartalmazé adathalmazok, melyek méar rendelkeznek annotécioval. A szakirodalom
kapcsolodo publikacioi jellemzen ezeket az adathalmazokat hasznéljak az eredmények
prezentalasara. Ennek koszonhetGen a modellek kiértékelése soran kapott eredmények
Osszehasonlithatoak lesznek a korabbi munkakkal, és igy egyértelmien lathatova valik a
fejlédés mértéke és iranya. Annak érdekében, hogy pontos képet kaphassunk a kidolgozott
modszer hatékonysagarol a modellt tobb adatbazison, kiilonb6z6 korilmények kozott
késziilt képeken értékeljiik ki, amivel a halé robusztussaga is vizsgalhato. Az adatbazisok
kivalasztasa soran fontos szempont még, hogy a felhasznélasi kornyezethez hasonl6 ada-
tokon is kiértékelhessiik a betanitott modelleket. Ehhez olyan adatokat hasznalunk, amivel

konnyen tesztelhets, hogyan teljesit a halé a jarmtipari kornyezetérzékelés teriiletén.

A KITTTI [6] adatbézis az autonom jarmiivek kutatdsdban hasznélt egyik legjelentGsebb
és legelterjedtebb nyilt forraskoda adatbézis. A gépi latas szamos feladatdhoz biztosit
tanito adatokat, mint példaul az objektum detektalés, szegmentalas, optical flow szamitas,
odometria vagy track-elés. Az adatbazis varosi kdrnyezetben forgalmi szituaciokrol tar-
talmaz képeket, amiken kiilonb6z6 osztalyok szerepelnek mint példaul a forgalomban
résztvevs jarmivek, gyalogosok. A detektor modellek tanitasahoz kozel 15000 annotalt
tanito és teszt adat all rendelkezéstlinkre, amelyeken koriilbeliil 80000 cimkézett objektum

szerepel.

A PASCAL VOC [5] egy régebbi, de a mai napig széleskorben elterjedt adatbazis az
objektum detektald neurdlis halok tanitasdhoz. Az objektum detektélédson kiviil lehet még

klasszifikacios halok tanitasdhoz is felhasznalni. Az adatbazis kozel 10000 képet tartalmaz,
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amelyeken majdnem 25000 objektum jelenik meg. Az adatokon 20 osztalyt jeloltek fel az
annotalas soran. Ilyen osztalyok példéul tobbek kozott emberek, auto, busz, vonat vagy

egyéb beltéri objektumok is mint példaul asztal vagy TV.

3.2.2 Modell tanitasa

A dolgozatban ismertetett modszer kidolgozéasakor fontos szempont volt, hogy az eljaras
tudomanyos értéke mellett olyan megoldéast alakitsunk ki, amely a gyakorlatban is alka-
Imazhato. Ehhez elengedhetetlen, hogy valos futésideji objektumdetektalé héalot alka-
lmazzunk, ezért a fejezetben leirtak alapjan a YOLO architekturat valasztottuk a modell
tanitasahoz. A YOLO egy state-of-the-art neuralis halo architektura, amely nagy nép-
szertiségnek orvend az ipari alkalmazasokban, koszonhetSen gyors és pontos detektalasi
képességeinek. Igy a kidolgozott moédszert a YOLO architektiuraval alkalmazva olyan
megoldast kapunk, amely széleskortien felhasznalhato a gyakorlatban is. Emellett az
objektum detektélas szakirodalméaban jellemzSen YOLO modelleket hasznalnak, igy a
halo kiértékelése soran kapott eredmények konnyen Gsszehasonlithatoak lesznek a korabbi

munkakkal.

Az évek sordn szamos verzidja jelent meg a YOLO architektaranak, amik kiilénb6z6
1j technologidkat vezettek be az objektum detektédld algoritmusok teriiletén. Ezek koziil
a kidolgozott modszer alkalmazasahoz a YOLOvS és YOLOvS8-as modelleket hasznaltuk
fel a neuralis halo tanitasdhoz. A YOLOv)H az egyik legnépszertibb a YOLO modell,
amit elGszeretettel hasznélnak a jarmdipari rendszerekben is, mig a YOLOvVS8 az els6
olyan YOLO architektura, ami anchor-free objektum detektalast valosit meg szemben a
korabbi anchor boxokra tamaszkod6 megoldasokkal. Ezekhez a modellekhez kiilon specialis
backend tartozik, azonban a kidolgozott adat priorizadléo modszer kiértékeléséhez a sajat
backendjiik mellett mas architektiraval is tanitottuk a YOLO modelleket. Ilyen neurélis
hal6 volt példaul a ResNet, amelyet a YOLO halok mellett alkalmaztunk.

A YOLO modelleket a hélé tanitasahoz a Kitti és Pascal adatszetteken hasznaltuk
fel. A modelleket 150 epochon keresztiil tanitottuk 640-es méreti képekkel és 32-es batch
mérettel. A tanitds soran Adam optimalizalot és cosine annealing learning rate schedulert
alkalmaztunk 50 epoch hosszisagi warmup szakasszal. A tanitoadatok augmentaldsahoz a
beépitett YOLO augmentélasi modszereket hasznaltuk, mint példaul a random scaling
(véletlenszert méretezés), horizontal flipping (vizszintes tiikrozés), color jitter (szinvaltoz-
tatas) és random perspective (véletlenszerii perspektiva torzitas), amely segiti a modelleket

a kiilonbo6z6 nézépontok kezelésében.

Ha a tanitas soran adat priorizélast alkalmazunk, akkor kulcskérdés a c, simit6 tag
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értékének megfelel6 megvalasztasa. Ugyanis a ¢, tag segitségével egyensulyt teremtiink
az exploration és exploitation kozott, ami nagyban befolyasolja adat priorzalas soran a
tanftomintak mintavételezési valoszintiségeinek silyozasat, és ezéaltal a modell teljesit-
ményét. Ha a ¢, értéke tul kicsi, akkor az algoritmus inkabb az exploitationre fog
Osszpontosit, ami gyorsabb konvergenciahoz vezethet, de fennall a tultanulas veszélye.
Ezzel szemben, ha a ¢, értéke nagy, az algoritmus tébb id6t fordit az exploration, vagyis
gyakrabban valaszt 0j vagy kevésbé hasznalt adatmintakat ahelyett, hogy a megszerzett
ismereteket kellGen finomitand. Ez alultanulast eredményezhet és lassithatja a konvergen-
ciat, mivel az algoritmus kevésbé Osszpontosit a magas prioritastt mintakra. Ez alapjan

kiilonboz6 probélkozasok utan a c, értékét 1-nek vélasztottuk.

Azzal, hogy a kidolgozott adat priorizdlé modszert kiilonbo6zé architekturak és adat-
szettek mellett is megvizsgaltuk atfogdobb képet kaptunk a kidolgozott modszer hatékonysagarol
és altalanosithatosagarol. Ennek eredményeként arra a kévetkeztetésre juthatunk, hogy
egy altalanos megoldast hoztunk létre, ami kiilonb6z6 technikakkal és kiilonb6z6 adatokon

is hatékonyan miikodik objektum detektalas esetén.

3.2.3 Adat priorizalas hatasanak vizsgalata

Az adat priorizalas hatasanak vizsgalatdhoz a Label Change Error metrikat alkalmazva
kivalasztottuk a modell szdmara nehezebb és konnyebb tanitémintakat. Nehezebb adat-
pontnak mindgsiilnek azok a képek, amelyekhez tartozd Label Change Error érték magas,
vagyis amelyeknél a modell bizonytalan volt a tanitas sordan. Ezzel szemben a kénnyebb
példak azok, amelyeknél alacsonyabb ez az érték. Ennek érdekében a tanités sordn minden
adatponthoz régzitettiik, hogy a haloé hanyszor tanult rajta, és mennyi volt a hozzarendelt
Label Change Error értéke. Ezt kovetGen predikciokat készitettiink az adat priorizalassal
és anélkiil tanitott modellekkel azokra a képekre, amelyeken a hélo legtobbszor illetve
legkevesbbszer tanult az adat priorizélas soran. Ennek koszonhetSen lehetGségilink nyilik
Osszehasonlitani az eredményeket amivel betekintést nyerhetiink abba, hogyan javult az

adat priorizalassal tanitott modell teljesitménye a nehezebb tanitomintak kiemelésével.

A 3.5 abréan a Label Change Error alapjan egy nehezebb és egy konnyebb tanitominta
Osszehasonlitasa figyelhetd meg. A tanitomintak informacios tartalménak szemléltetésekép-
pen az abran megjelenitettiik a képeken talalhatd objektumokhoz tartozé ground truth

bounding boxokat.
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(b) Label Change Error alapjan nehéz tanitominta

Figure 3.5: Tanitomintak 6sszehasonlitasa Label Change Error alapjan

A 3.5a abran lathato, hogy kevés objektum szerepel a képen, és ezek jellemzdi konnyen
kivehet6k. Ezzel szemben a 3.5b képen sokkal tobb objektum és kiilonbozs osztaly
talalhato. Tovabbi nehézséget jelent, hogy szamos objektum esetében nehéz meghatéarozni
azok helyzetét és osztalyat a részleges kitakarasok miatt. Ez kiilonosen igaz a szorosan
egymas mellett all6 jarmtiveknél, ahol az autok egymast részben takarva csak kis részeik
lathatok. Az ilyen objektumok felismerése komoly kihivast jelenthet a halé szamara, és
bizonytalansidgot okozhat azok detektalasdban, ami ronthatja a teljesitményét zsufolt

kornyezetekben.

A 3.6 dbran egy nehezebb tanitominta predikcioit hasonlitottuk 6ssze. Piros szinnel
a modell false positive predikcid, mig kékkel a false negative boxok lathatoak. Mivel
sok objektum talalhatd a képen, ezért a jobb atlahtahosag érdekében csak a halé hibas
predikciot abrézoltuk, a helyes boxokat nem. Ennek alapjan minél kevesebb false positive
vagy false negative box jelenikmeg a képen annal pontosabbnak tekintheté a modell

objektum detektélasa.
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(b) Adat priorizalas alkalmazasaval tanitott modell téves predikcioi

Figure 3.6: Adat priorizalas hatasanak szemléltetése nehéz minta esetén

A 3.6b képen lathato, hogy az adat priorizalas alkalmazaséval tanitott modell hibas
predikcidinak szama lecsokkent. A 3.6a dbran kordbban megjelend két false positive
box elttint, tovabba a parkoloban egymés mellett all6 autok esetében a korabbi két false
positive box helyett mar csak egy jelenik meg, és az ott taldlhaté false negative box
is hianyzik az adat priorizalassal tanitott modell predikcidi koziil. Ez alapjan az adat
priorizalassal tanitott halo objektum detektalasa pontosabbnak bizonyult, mivel tobb képen
1év6 objektumot talalt meg, mikézben kevesebb teriiletet azonositott tévesen objektumként.
Ebbdl arra a kovetkezetésre juthatunk, hogy a nehezebb tanitomintak kiemelésével a modell
pontosabban meg tudja tanulni az ezeken a képeken talalhato Osszetettebb jellemzdket,

aminek koszonhetGen javul a halo teljesitménye.

Ezzel szemben a 3.5a abra a Label Change Error metrika alapjan egy konnyebb
tanitomintat mutat be. Az el6z6 példatol eltérGen itt nem szerepelnek téves boxok a
modell predikciéi kézott. Ez arra utal, hogy mindkét modell helyesen detektalta a képen
talalhato autot, és a halok altal predikalt boxok jelentds atfedést mutatnak egymassal. Ezt

azt jelzi, hogy a két modell hasonlo teljesitményét mutatott ennél az egyszertibb mintanal.

Az adat priorizalassal tanitott modell azonban lényegesen kevesebbet taldlkozott a

konyebb mintakkal a tanulas sordn. Ugyanis az adat priorizalas alatt a Label Change
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Error metrika alapjan valtoztatjuk a tanitomintak mintavételezési valészintiségeit, amivel
magasabb valoszintiséget rendeliink a nehezebb képekhez és alacsonyabbat a kdnnyebb
adatpontokhoz. Ez az el6z6 példa alapjan azt jelenti, hogy a konnyebb tanitomintak
esetén a modell kevesebb id§ alatt is képes megtanulni a pontos detektalashoz sziikséges
jellemzdket az egyszertibb képekrsl. Ezzel egyiitt a nehezebb tanitémintaknal bemutatott
Osszehasonlités soran azt figyeltiik meg, hogy az adat priorizaléssal tanitott halo teljesit-
ménye javult, mivel a nehezebb képekre tobb figyelmet forditottunk. Annak készonhetGen,
hogy a modell gyakrabban tanult ezeken a képeken, képes volt mélyebben elsajatitani
a rajtuk talalhato Osszetettebb jellemzbket, ami végss soron az objektum detektalasi

pontossag novekedéséhez vezetett.

Ez alapjan arra a kovetkeztetésre juthatunk, hogy a Label Change Error szerinti adat pri-
orizalasi modszer javitotta a rendelkezésiinkre 4llo adatok felhasznélasdnak hatékonysagét.
A modszer annak kdészonhetSen, hogy kiemeli magasabb informacios tartalommal ren-
delkezé tanitomintakat nagyobb hangsilyt fektet a nehezebb képeken talalhato Gsszetettebb
jellemz6k megtanulasara. Igy a modell nem csak gyorsabban sajatitja el a konnyebb minték
jellemzGit, hanem mélyebben megérti a komplexebb struktirakat is, ami néveli a modell
objektum detektalasi pontossigit, és javitja az altalanosité képességét a kihivast jelents

koérnyezetekben is.
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4 Eredmények

A betanitott modellek teljesitményét a validaciés adathalmazon értékeltiik ki, amely
olyan képeket tartalmaz, amelyekkel nem talalkozott a halo a tanitas soran. Ez lehetévé
teszi, hogy felmérjiik a modell altalanositoé képességét ismeretlen adatokon, és betekintést
nyerjiink abba, hogyan teljesitene a hald valés kornyezetben. Annak érdekében, hogy
atfogobb képet kapjunk a modellek teljesitményérsl és altalanosithatosédgarol kiillonbo6zé
halo architekturakat, és adatszetteket hasznaltunk fel a kiértékeléshez. A fejezetben leirtak
alapjan YOLOvV5 és YOLOvS8-as halokat tanitottunk be kiilénb6zé backboneokkal KITTI
és Pascal VOC adatszetteken.

Tovabbé a pontosabb eredmények érdekében tobb véletlen seedet hasznaltunk a mod-
ellek tanitasahoz és teszteléséhez, majd az eredményeket kiatlagoltuk. Ez a megkdzelités
segit csokkenteni az egyes seedekbdl adodoé véletlen ingadozéasokat, igy megbizhatébb
és stabilabb képet kaphatunk a modell teljesitményérél, amely jobban tiikrézi a valos

képességeit. Az igy kapott eredményeket az alabbi tablazatok foglaljak Gssze.

Table 4.1: F1 score értékek Osszehasonlitasa a validacios adathalmazon

Dataset YOLOVS8 with YOLOV5 with
YOLO backbone ResNet backbone

Uniform Sampling KITTI 81.18% 69.12%
Pascal VOC 48.05% 49.41%
Prioritized Sampling KITTI 81.63% 69.52%
Pascal VOC 49.24% 50.38%

F1 Score Cain KITTI +0.451% +0.393%

Pascal VOC +1.184% +0.965%

A tablazatokban a Uniform Sampling értékek az egyenletes eloszlast mintavételezés-
sel tanitott modellek eredményeit mutatjak, mig a Prioritized Sampling a dolgozatban
ismertetett adat priorizalasi modszerrel tanitott hald teljesitményét tiikrozik. A 4.1
tablazatban szereplé F1 score értékekbdl egyértelmiien lathatod, hogy jelentésen megnétt
az adat priorizalassal tanitott modell teljesitménye kiilonb6z6 architekturak és adatszettek

mellett is.

Az F1 score metrika nagyobb hangsilyt fektet a halozat klasszifikacios teljesitményének
szemléltetésére, ugyanis az objektum detektélasi modell kiértékeléséhez sziikség van egy
meghatarozott IoU kiiszobértékre is, amely felett a predikélt és a ground truth bounding
boxokat Osszetartozonak tekintjiik. Az IoU kiiszob alkalmazasa lehet&séget ad arra, hogy

kiértékeljiik a halozat lokalizacios képességeit is, de az F1 score inkadbb a predikciok
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precision és recall értékeit stlyozza egyetlen metrikaban. A dolgozat célja elsGsorban a
héalo F1 score értékének javitasa volt, azonban az adat priorizalé moédszer hatéséra az

mAP metrika eredményei is javultak.

Table 4.2: mAP5H0 értékek Osszehasonlitdsa a validacios adathalmazon

Dataset YOLOVS8 with YOLOV5 with
YOLO backbone ResNet backbone

Uniform Sampling KITTI 84.29% 73.06%
Pascal VOC 54.90% 52.71%

Prioritized Sampling KITTI 84.72% 73.48%
Pascal VOC 55.00% 53.60%

. KITTI +0.429% +0.418%

mAP50 Gain Pascal VOC +0.107% +0.89%

Az mAP egy er6sebb metrikdnak tekintheté az objektum detektalés teriiletén, mert
pontosabban fejezi ki a modell klasszifikacios és lokalizacios teljesitményét is. Az mAP
szamitasa soran figyelembe veszik a teljes precision-recall gorbét, az osztalyok kozotti
teljesitménybeli kiilonbségeket, valamint a kiilonb6z6 konfidencia kiiszobértékek hatasat is.
Ennek eredményeképpen az mAP atfogobb képet nyijt a modell detektéalasi képességeirdl,

és hatékonyabban fejezi ki a modell lokalicazios képességének pontossagat.

A 4.2 tablazatban szerepld értékek azt mutatjak, hogy az adat priorizalassal tanitott
modell teljesitménye javult az mAP metrika alapjan is. Ebbdl azt a kovetkeztetést lehet
levonni, hogy az adat priorizalasi modszer nagy mértékben képes javitani az obejtum

detektalo hélo lokalizacios képességét, mikozben az osztalyozési pontossdgukat is novelik.

A két tablazat eredményeit Gsszehasonlitva megfigyelhets, hogy a KITTI adatszett
esetében az adat priorizalassal tanitott modell teljesitményéhez kapcsolodé metrikak
hasonl6é mértékben emelkedtek. Ezzel szemben a Pascal VOC adatszettnél az mAP érték
novekedése joval mérsékeltebb volt az F1 score javuldsdhoz képest. Ez arra utal, hogy
az adat priorizal6 modszer hatékonyabban javitotta a KITTI adatszetten tanult modell

lokalizacios képességét.

Ez a jelenség azzal magyarazhato, hogy a KITTI adatszett képein jellemz&en tobb
objektum taldlhat6 mint a Pascal VOC adatain, és a Label Change Error alapjan ezek a
képek magasabb informaciotartalomi tanitomintdknak szamitanak. Az, hogy a KITTI
adatokon tanult modell lokalizaci6s képessége nagyobb mértékben novekedett, azt jelzi,
hogy a modell komplexebb jellemz&ket volt képes elsajatitani a KITTI adatokon, amelyek

elengedhetetlenek a lokalizécios teljesitmény javitasahoz.

Az F1 score és mAP metrikak dsszehasonlitasa mellett a tanulasi folyamatot is megvizs-
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galtuk a kiértékelés soran. Ennek érdekében abrazoltuk az F1 score és mAP konvergen-
ciagorbéit a validalacios adathalmazon, szemléltetve a tanulési teljesitmény valtozéasat
az egyes epochok alatt. A pontosabb eredmények érdekében kiszamoltuk tobb véletlen
seeden kapott értékek atlagat és szorasat, és megjelenitettiik ezeket az értékeket az epochok

fiiggvényében. Az igy kapott diagramok az alabbi abrékon lathatoak.

859 KITTI
(]
84% 4 = Uniform Sampling
839 4 —— Prioritized Sampling
82%
81% A
80%
o 79% A
—_
S 78% 1
D 77% A
L 76% A
75% A
74% -
73% A
72%
71% A
70% T
529 Pascal VOC
(]
— Uniform Sampling
51% 4 —— Prioritized Sampling
50%
L 29% -
o
(9]
(%]
o 48% A
47% A
46% -
45% T T T T :
60 80 100 120 140
Epochs

Figure 4.1: F1 score konvergenciagorbéje a validacios adathalmazon

Az adbrakon a kék és fekete vonalak az adott metrikakhoz tartozo atlagértékeket mu-
tatjak, mig a szines teriiletek a metrikdk szorasat abrazoljak. Ez alapjan az abrakon
megfigyelhetd, hogy az adat priorizalas alkalmazasa stabilabb tanulasi folyamatot ered-
ményezett, amit a csokkent variancia és a gyorsabb konvergencia is aldtamaszt. A kisebb
variancia arra utal, hogy a modell teljesitménye kevésbé ingadozik az epochok sorén, ezaltal
kiszamithatobb és megbizhatobb tanulési folyamatot biztosit a kidolgozott modszer. Az
adat priorizalas lehet6vé teszi, hogy a modell hatékonyabban sajatitsa el az Gsszetettebb
jellemzdket, ezéaltal javitva a tanulasi folyamat konzisztenciajat. Ennek eredményeképpen

az adat priorizalas nemcsak a konvergencia sebességét noveli, hanem fokozza a modell
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Eredmények

altalanosito képességét is, hiszen a kisebb variancidju teljesitmény azt mutatja, hogy a

modell kevésbé érzékeny a tanitomintédk valtozékonysagara.
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Figure 4.2: mAP50 konvergenciagérbéje a validacios adathalmazon

A kiértékelés soran kapott eredmények azt mutatjak, hogy a kidolgozott modszer

javitotta a rendelkezsiinkre 4ll6 tanitomintak felhasznalasanak hatékonysagat, és a ma-

gasabb informaicos tartalommal rendelkezé adatpontok kiemelésével névelte a modell

deketélasi pontossagit. A Label Change Error metrika alapjan torténé adat priorizélas

javitotta a halo klasszifikacios és lokalizacios képességét, amivel Gsszeségében névelte annak

teljesitményét. Emellett a kidolgozott modszer javitotta a modell altalanosito képességét is,

amelynek koszonhetéen robosztusabb és megbizhatobb halot kaptunk, ami valtozatosabb

korlilmények kozott is alkalmazhatd valos kornyezetben. Azzal, hogy kiilonbo6zd halo

architekturdkkal és adatszettken is javitani tudtunk az adat priorizalassal az detektalas

teljesitményén azt jeletni, hogy egy altalanos megoldast hoztunk létre, ami kiilonbo6zd

technikakkal és kiilonbo6z6 adatokon is hatékonyan mikodik objektum detektaléds esetén.
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A dolgozat a gépi tanulas egyik mai napig kihivast jelentd teriiletével foglalkozik, az adatok
mintavételezési hatékonysaganak fejlesztésével a neuralis halok tanitasa soran. A modellek
teljesitményét alapvetGen hatérozza meg a rendelkezésiinkre 4ll6 adatok mindsége, és azok
felhasznalasa, emiatt kulcsfontossidgi azok hatékony mintavételezése a tanitas folyaméan.

Erre a problémara nytujthat korszer megoldast az adat priorizalasi technikak alkalmazasa.

Az adatok priorizalasa a felligyelt tanulas és a megerdsitéses tanuldas hatarteriiletén
helyezkedik el. A tanitomintak hatékony mintavételezése viszonylag feltaratlan teriilet
a felligyelt tanulas, és igy a gépi latas kontextusaban, azonban a megerdsitéses tanulés
esetében léteznek mar kidolgozott megoldasok. Ennek koszénhetGen a bemutatott modszer
inspiraciot merit az ismert adat priorizalasi stratégiakbol a megerdsitéses tanulés teriiletén,
és az ott megtalalhaté metodologiak szellemiségét adaptalja a feliigyelt tanulasban, az

objektum detektalas esetére.

A dolgozatban tanitémintak informécios tartalmanak jellemzésére fejlesztettiik ki a
Label Change Error metrikat. A tanitas soran a Label Change Error értékét felhasznalva a
magasabb informéci6 tartalmi adatpontok kiemelésével a modellt a bizonytalanabb minték
hatékonyabb felismerésére tanithatjuk, és ezzel 0sszességében novelhetjiik a neuralis halo

altalanosito képességét és teljesitményét.

A modellek kiértékelése sorédn azt tapasztaltuk, hogy az adat priorizdl6 modszer
alkalmazésanak koszonhetéen javultak az objektum detektald halok validacios F1 score és
mAP metrikidi. Ez az eredmény azt mutatja, hogy a kidolgozott modszer nem csupén a
klasszifikdcios teljesitményt, de a lokacié maghatarozasanak hatékonysagat is javitja, és
ezzel robosztusabb moédon noveli a modellek deketélasi pontossagat. Emellett azzal, hogy
kiilonb6z6 halé architektirakkal és adatszettken is javitani tudtunk adat priorizalassal
a detektalas teljesitményén azt jeletni, hogy egy altaldnos megoldast hoztunk létre, ami

kiilonb6z6 technikakkal és kiilonb6zé kornyezetekben is hatékonyan miikodik.

A fejlesztett modszer alkalmazaséaval hozzajarulhatunk a robusztus rendszerek kialakitdsahoz
a jarmdipari alkalmazésokban, és elGsegithetjiik a biztonsagos kozlekedés fejlesztését.
Ezenkiviil az adat priorizalasi modszerek vizsgélataval feltarhatjuk a feliigyelt és megerdsitéses
tanulas kozotti Osszefiiggéseket, amivel bizonyithatjuk a mesterséges intelligencia kiilonb6zé
teriiletei folott ativel§ analogiakat. Ez nemcsak a jarmtipari alkalmazasokban jelenthet
elérelépést, hanem tudoméanyos kontribticioként hozzajarulhatunk gépi tanulasi modszerek

jobb megismeréséhez is.

37



Pap Bence Szilard Irodalomjegyzék

Irodalomjegyzék

[1] Csanad Levente Balogh et al. “Strategic Data Navigation: Information Value-based
Sample Selection”. In: (2024).

[2] William H. Beluch et al. “The Power of Ensembles for Active Learning in Image
Classification”. In: 2018 IEEE/CVF Conference on Computer Vision and Pattern
Recognition. 2018, pp. 9368-9377. DOI: 10.1109/CVPR.2018.00976.

[3] Marc Brittain et al. Prioritized Sequence Ezperience Replay. 2020. arXiv: 1905.12726
[cs.LG]. URL: https://arxiv.org/abs/1905.12726.

[4] Damien Dablain, Bartosz Krawczyk, and Nitesh V. Chawla. “DeepSMOTE: Fusing
Deep Learning and SMOTE for Imbalanced Data”. In: IEEE Transactions on Neural
Networks and Learning Systems 34.9 (2023), pp. 6390-6404. DOI1: 10.1109/TNNLS.
2021.3136503.

[5] M. Everingham et al. The PASCAL Visual Object Classes Challenge 2007 (VOC2007)
Results. http:/ /www.pascal-network.org/challenges/ VOC /voc2007 /workshop/index.html.

[6] Andreas Geiger, Philip Lenz, and Raquel Urtasun. “Are we ready for Autonomous
Driving? The KITTI Vision Benchmark Suite”. In: Conference on Computer Vision
and Pattern Recognition (CVPR). 2012.

[7] Ross Girshick et al. “Region-Based Convolutional Networks for Accurate Object
Detection and Segmentation”. In: IEEE Transactions on Pattern Analysis and
Machine Intelligence 38.1 (2016), pp. 142-158. DOI: 10.1109/TPAMI.2015.2437384.

[8] Ross Girshick et al. Rich feature hierarchies for accurate object detection and semantic
segmentation. 2014. arXiv: 1311.2524 [cs.CV]. URL: https://arxiv.org/abs/
1311.2524.

[9] Ian J. Goodfellow et al. Generative Adversarial Networks. 2014. arXiv: 1406.2661
[stat.ML]. URL: https://arxiv.org/abs/1406.2661.

[10] Kaiming He et al. Deep Residual Learning for Image Recognition. 2015. arXiv:
1512.03385 [cs.CV]. URL: https://arxiv.org/abs/1512.03385.

[11] Kaiming He et al. Mask R-CNN. 2018. arXiv: 1703.06870 [cs.CV]. URL: https:
//arxiv.org/abs/1703.06870.

[12] Dan Horgan et al. Distributed Prioritized Experience Replay. 2018. arXiv: 1803.00933
[cs.LG]. URL: https://arxiv.org/abs/1803.00933.

38


https://doi.org/10.1109/CVPR.2018.00976
https://arxiv.org/abs/1905.12726
https://arxiv.org/abs/1905.12726
https://arxiv.org/abs/1905.12726
https://doi.org/10.1109/TNNLS.2021.3136503
https://doi.org/10.1109/TNNLS.2021.3136503
https://doi.org/10.1109/TPAMI.2015.2437384
https://arxiv.org/abs/1311.2524
https://arxiv.org/abs/1311.2524
https://arxiv.org/abs/1311.2524
https://arxiv.org/abs/1406.2661
https://arxiv.org/abs/1406.2661
https://arxiv.org/abs/1406.2661
https://arxiv.org/abs/1512.03385
https://arxiv.org/abs/1512.03385
https://arxiv.org/abs/1703.06870
https://arxiv.org/abs/1703.06870
https://arxiv.org/abs/1703.06870
https://arxiv.org/abs/1803.00933
https://arxiv.org/abs/1803.00933
https://arxiv.org/abs/1803.00933

Pap Bence Szilard Irodalomjegyzék

[13]

[14]

[15]

[16]

[17]

18]

[19]

[20]

[21]

22]

23]

[24]

[25]

[26]

Licheng Jiao et al. “A Survey of Deep Learning-Based Object Detection”. In: IEEE
Access 7 (2019), pp. 128837-128868. 1SSN: 2169-3536. DOI: 10.1109/access.2019.
2939201. URL: http://dx.doi.org/10.1109/ACCESS.2019.2939201.

Diederik P Kingma and Max Welling. Auto-FEncoding Variational Bayes. 2022. arXiv:
1312.6114 [stat.ML]. URL: https://arxiv.org/abs/1312.6114.

Balint Kévari, Balint Pelenczei, and Taméas Bécsi. “Enhanced Experience Prioriti-
zation: A Novel Upper Confidence Bound Approach”. In: IEEE Access 11 (2023),
pp. 138488-138501. DOI: 10.1109/ACCESS.2023.3339248.

Alex Krizhevsky, Ilya Sutskever, and Geoffrey Hinton. “ImageNet Classification with
Deep Convolutional Neural Networks”. In: Neural Information Processing Systems
25 (Jan. 2012). DOI: 10.1145/3065386.

Yann LeCun, Y. Bengio, and Geoffrey Hinton. “Deep Learning”. In: Nature 521 (May
2015), pp. 436-44. DOI: 10.1038/nature14539.

Wei Liu et al. “SSD: Single Shot MultiBox Detector”. In: Lecture Notes in Computer
Science. Springer International Publishing, 2016, pp. 21-37. ISBN: 9783319464480.
DOI: 10.1007/978-3-319-46448-0_2. URL: http://dx.doi.org/10.1007/978-3-
319-46448-0_2.

Shervin Minaee et al. Image Segmentation Using Deep Learning: A Survey. 2020.
arXiv: 2001.056566 [cs.CV]. URL: https://arxiv.org/abs/2001.05566.

Alexander Neubeck and Luc Van Gool. “Efficient Non-Maximum Suppression”. In:
vol. 3. Jan. 2006, pp. 850-855. DOI: 10.1109/ICPR.2006.479.

Martijn Otterlo and Marco Wiering. “Reinforcement Learning and Markov Decision
Processes”. In: Reinforcement Learning: State of the Art (Jan. 2012), pp. 3-42. DOL:
10.1007/978-3-642-27645-3_1.

Joseph Redmon et al. You Only Look Once: Unified, Real-Time Object Detection.
2016. arXiv: 1506.02640 [cs.CV]. URL: https://arxiv.org/abs/1506.02640.

Shaoqing Ren et al. Faster R-CNN: Towards Real-Time Object Detection with Region
Proposal Networks. 2016. arXiv: 1506.01497 [cs.CV]. URL: https://arxiv.org/
abs/1506.01497.

Robin Rombach et al. High-Resolution Image Synthesis with Latent Diffusion Models.
2022. arXiv: 2112.10752 [cs.CV]. URL: https://arxiv.org/abs/2112.10752.

Tom Schaul et al. Prioritized Experience Replay. 2016. arXiv: 1511.05952 [cs.LG].
URL: https://arxiv.org/abs/1511.05952.

Burr Settles. “Active learning literature survey”. In: (2009).

39


https://doi.org/10.1109/access.2019.2939201
https://doi.org/10.1109/access.2019.2939201
http://dx.doi.org/10.1109/ACCESS.2019.2939201
https://arxiv.org/abs/1312.6114
https://arxiv.org/abs/1312.6114
https://doi.org/10.1109/ACCESS.2023.3339248
https://doi.org/10.1145/3065386
https://doi.org/10.1038/nature14539
https://doi.org/10.1007/978-3-319-46448-0_2
http://dx.doi.org/10.1007/978-3-319-46448-0_2
http://dx.doi.org/10.1007/978-3-319-46448-0_2
https://arxiv.org/abs/2001.05566
https://arxiv.org/abs/2001.05566
https://doi.org/10.1109/ICPR.2006.479
https://doi.org/10.1007/978-3-642-27645-3_1
https://arxiv.org/abs/1506.02640
https://arxiv.org/abs/1506.02640
https://arxiv.org/abs/1506.01497
https://arxiv.org/abs/1506.01497
https://arxiv.org/abs/1506.01497
https://arxiv.org/abs/2112.10752
https://arxiv.org/abs/2112.10752
https://arxiv.org/abs/1511.05952
https://arxiv.org/abs/1511.05952

Pap Bence Szilard Irodalomjegyzék

[27] Evan Shelhamer, Jonathan Long, and Trevor Darrell. Fully Convolutional Networks
for Semantic Segmentation. 2016. arXiv: 1605.06211 [cs.CV]. URL: https://
arxiv.org/abs/1605.06211.

[28] Donggeun Yoo and In Kweon. “Learning Loss for Active Learning”. In: June 2019,
pp- 93-102. bor1: 10.1109/CVPR.2019.00018.

[29] Zhengxia Zou et al. Object Detection in 20 Years: A Survey. 2023. arXiv: 1905.05055
[cs.CV]. URL: https://arxiv.org/abs/1905.05055.

40


https://arxiv.org/abs/1605.06211
https://arxiv.org/abs/1605.06211
https://arxiv.org/abs/1605.06211
https://doi.org/10.1109/CVPR.2019.00018
https://arxiv.org/abs/1905.05055
https://arxiv.org/abs/1905.05055
https://arxiv.org/abs/1905.05055

Pap Bence Szilard Tablazatjegyzék

Abrajegyzék
2.1 A gépitanulds tipusai. . . . . . ..o Lo 7
2.2 YOLO mikddési elvének szemléltetése [22] . . . . . . ... .. ... ... 15
3.1 Localization Change szemléltetése . . . . . . . . . . . . ... ... ..... 21
3.2 Class Change szemléltetése . . . . . . . . . . . . . ... 22
3.3 Label Change Error szemléltetése . . . . . . . . . . .. ... .. ... ... 23
3.4 Adat priorizadlé moédszer miikodésének szemléltetése . . . . . . ... L. 26
3.5 Tanitomintak Osszehasonlitdsa Label Change Error alapjan . . . . . . . . . 30
3.6 Adat priorizdlas hatasanak szemléltetése nehéz minta esetén . . . . . . . . 31
4.1 F1 score konvergenciagorbéje a validaciés adathalmazon . . . . . . . . . .. 35
4.2 mAP50 konvergenciagorbéje a validécios adathalmazon . . . . . . . . . .. 36

Tablazatjegyzék
4.1 F1 score értékek osszehasonlitasa a validaciés adathalmazon . . . . . . .. 33
4.2 mAP50 értékek Osszehasonlitasa a validacios adathalmazon . . . . . . . . . 34

41



	Bevezetés
	Motiváció
	Kapcsolódó irodalom
	Hozzájárulás

	Elméleti háttér
	Mély neurális hálók
	Megerősítéses Tanulás
	Felügyelt Tanulás
	Gépi látás

	Objektum detektálás
	Metrikák


	Fejlesztett módszer
	Label Change Error alkalmazása objektum detektálásra
	Label Change Error számítása
	Localization Change érték számítása
	Class Change érték számítása
	Label Change Error jelentésének szemléltetése
	Tanítóminták mintavételezési valószínűségének frissítése
	Adat priorizáló módszer működése

	Kísérletek
	Benchmark adatok
	Modell tanítása
	Adat priorizálás hatásának vizsgálata


	Eredmények
	Összegzés
	Irodalomjegyzék

