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BEVEZETES

Manapsag nagyon fontos az egészséges, sportos ¢letmdd, aminek a megvalositasahoz
egyre tobb okos eszkoz talalhatd a piacon egyre tobb életfunkciot vizsgalva és egyre tobb adatot
biztositva nekiink a testlink miikodésérol. A versenyszeriien sportolok szamara még
fontosabbak a testilkre vonatkozd pontos és megfeleld informaciok, ezért a versenysport
vilagaban e célt szolgdldo komoly miiszerek és vizsgdlati modszerek terjedtek el. Ezek a
miszerek azért nagyon érdekesek szamomra, mert megalkotasukhoz technikai és bioldgiai
tudasra is sziikség van. Magam is rendszeresen sportolok, ezért érdeklodom a diagnosztikai
eszko6zOk irdnt, igy talaltam ra az elektromyografiai mérésekre és eszkdzokre, amikkel az izmok
mitkddését és allapotat tudjak vizsgalni, e miszerek az izmok 4&ltal generalt természetes
elektromos jeleket mérik és dolgozzak fel.

Tanulmanyaim soran alaposan megismerkedtem a mesterséges neuralis halokkal,
amelyek a természetben eléfordulo idegi hal6zatokat modellezik, €s szamos Osszetett szamitasi
feladatra alkalmazhatok, még akkor is, ha a rendszer bels6 miikddése nem mindig teljesen
atlathat6. Ezek a halozatok kiilondsen hatékonyak a mintafelismerésben és az adatok
osztalyozasaban, ami szamos tudomanyteriileten lehetdséget teremt ijfajta elemzési modszerek
kidolgozasara.

A dolgozatom célja mesterséges neuralis halozat alkalmazasa feliileti elektromyografiai
(EMG) szenzorral mért adatok elemzésére és kategorizalasara. Az EMG szenzort hasznéalva
kiilonb6z6 izomcsoportjaim aktivitasat rogzitettem, majd a mért adatokat a mesterséges
neuralis halo segitségével dolgoztam fel, hogy az egyes izomcsoportok aktivitasmintazatait
pontosan megkiilonbdztethessem.

A témahoz kapcsolodo szakirodalom tanulmanyozasa sordn azt tapasztaltam, hogy a
hasonlo kutatasok altalaban kiilonb6z6 mozgasformék elemzésére fokuszalnak, €s ritkabban
vizsgaljak kozvetleniil az egyes izomcsoportok aktivitasait és egymastol valo eltérésiiket. Ugy
gondoltam, hogy érdemes lenne az izomcsoportok szintjén is elvégezni a méréseket és azokat
részletesen elemezni, mivel ez 1lj szempontokat adhat az izommiikddés és az EMG alapu

mintafelismerés megértéséhez.



1. SZAKIRODALMI ATTEKINTES

1.1. Az izommiikodés alapjai

Egy humian mozgatérendszernek belsd ¢és kiilsé igények sokféleségével kell
megbirkoznia ugy, hogy a sajat testiink teljesitési hatarait figyelembe veszi. A
mozgatérendszeriink kihivasai magaba foglalja a kifejteni kivant erdt és a preciz mozgasokat,
a helyes tartast, az Osszetett mozgéasformakat és még az ismétlddé gesztusainkat is. Mivel
lehetetlen leirni az Osszes kiillonb6z6 mozgatorendszer specifikus vezérlési jellemzoit
elkiilonitve, ezért a mozgasvezérlés alapelveit sziikséges korvonalazni, amely kulcsszerepet
jatszik az er0 és a mozgasok iranyitasaban az embereknél.
A kozponti idegrendszer hierarchikus moédon szervezett. A ,,motoros vezérlés” (az emberi
izmokban az idegrendszer azon képessége, ami dsszehangolja és irdnyitja az izmok mozgasat)
a premotoros kéregben, a kiegészité motoros teriileten €s a kéreg egyéb kapcsolodo teriiletein
torténik. Ezekrdl a teriiletekrdl, a kisagybol és bizonyos mértékig a bazalis gangolinokbdl
szarmazd bemenetek 6sszpontosulnak a primer motoros kéregben és serkentik vagy gatoljak a
primer motoros kéreg kiilonb6z6 neuronjait. Ezen kéreg kimenete erds hatassal van az agytdrzs
¢s a gerincvelO neuronjaira és motoneuronjaira. Létezik egy kapcsolat a corticospinalis palya
¢s az alfa-motoneuronok kozott, biztositva a kdzvetlen agykérgi ellendrzést az izomaktivitas

felett. Ezt mutatja a kovetkez6 abra (1. abra): (Moritani, Stegeman, & Merletti, 2004)
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1. abra: Alapvetd motorvezérld mechanizmusok sematikus abrazolasa (Moritani, Stegeman, &
Merletti, 2004)

A motoros egység fogalma kulcsfontossagu az idegvezetés és az EMG megértéshez. Ez
a funkciondlis egység egy eliilsé szarvi idegsejtbdl, annak axonjabol és az Osszes altal
beidegzett izomrostbdl all. Egészséges allapotban egyetlen motoros egység izomrostjai mas

motoros egységek izomrostjaival dsszekapcsolddva helyezkednek el (2. dbra).
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2. abra: Izomszerkezet, amely megmutatja a kiilonbdz6 motoros egységekbdl szarmazo
izomrostok eloszlasat. (Michell, 2013)

Egyes motoros egységen belill az 6sszes izomrost vagy I-es vagy ll-es tipusu, vegyes
tipust rostok nincsenek. Az izmorost tipusat a beidegz6dd ideg hatarozza meg, igy a sériilés
utani ujrainnervalas (4jra beidegz6dés) utan az izomrostok ugyanolyanna valnak, mint az adott
motoros egység tobbi izomrostja, ezaltal kialakul a rosttipus-csoportosulas. Az egyes izmokban
az izomrostok kiilonb6z0 tipusainak ardnya eltéro lehet attdl fiiggden, hogy az izom elsésorban
a testtartas fentartasara szolgél-e (I-es tipus dominal), vagy erds, rovid kontrakcidkra (I1-es tipus
dominal). Altalanossagban a kisebb motoros neuronok vékonyabb axonokkal rendelkenek, és
tobb I-es tipust izomrostot innervalnak, igy az EMG j6l vizsgalja dket. Masrészrdl, a nagyobb
motoros neuronok vastag axonokkal rendelkeznek, és altalaban Il-es tipust izomrostokat
innervalnak, igy nagyobb motoros egységet alkotnak, amelyek kevésbé vizsgalhatok jol EMG-
vel. (Michell, 2013)

A motoros egység (MU) tipusa nemcsak mechanikai €és hisztologiai kiillonbségekben
nyilvanul meg, hanem az egyedi izomrostok akcids potencialjaban €és a motoros egység akcios
potencialjanak jellemzdiben is. Wallinga és munkatérsai patkany talpemeld izmanak (soleus, I-
es tipus) €s az ujjfeszitdé hosszll izomnak (extensor digitorum longus, EDL, foként II-es tipusi)
az egyedi izomrostjainak akcios potencialjat vizsgaltak. Megallapitottak, hogy az I-es tipusu

rostokhoz képest I1-es tipusu rostok negativabb nyugalmi potenciallal, nagyobb cstcskitéréssel,



gyorsabb depolarizacios és repolarizacios sebességgel, valamint rovidebb akcids potencial
idétartammal rendelkeznek. (Moritani, Stegeman, & Merletti, 2004)
1.1.1. Az elektrofiziologia alapja (Hodgkin — Huxley-Model)

Az izomrost membranja a bioelektromos jelenségek helye, amelyek az EMG jelet
eredményezik. A gerincvel6i izomsejtek elektorfizioldgidjara vonatkozo legtobb tanulmany az
ingerlékeny sejtekre Gsszpontositott.

Az egyszerliség kedvéért ugyan azt a modellt hasznaljak sok tanulméanyban az idegse;jt
membranjanak leirasara, mint elsé kozelitést az izomsejt membranjara. Ezt a modellt el0szor
Hodgkin és Huxley 1952-ben javasolta és egy ekvivalens nemlinearis elektromos aramkort
hasznaltak, amely leirja a harom f6 ioncsatorna viselkedését (3. dbra). A modell kulcspontja a
membran ateresztOképességének dinamikus fesziiltségfiiggd viselkedése a harom f6 ionra
vonatkozoan. A natrium- és kalium vezetoképességének kiilonb6zoé dinamikus viselkedése
miatt akkor jon létre egy Aatmeneti membranfesziiltség-jelenség, amikor egy
membranfesziiltségi- kiiszobot atlépiink. Ezt a jelenséget, amelyet egy ,,egyszeri” elektronikai
aramkor altal generalt jelenségként lehet elképzelni, akcios potencidlnak nevezik. Ez kémiai
valtozasok altal indukalhatdé a natrium vezetoképességében vagy kiils6leg alkalmazott

elektromos arammal.
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3. abra: Hodgkin-Huxley model és az akcios potencial generalasa (Moritani, Stegeman, &

Merletti, 2004)



Osszefoglalva a fentieket a mozgasunk folyamata az agy motoros kéregében kezdddik,
ahonnan egy neuralis jelet kiild az agy. Innen a neuralis jel a gerincveldn keresztiil kozvetitddik
az izmoknak motoros neuronok segitségével. A motoros neuronok kozvetleniil beidegzik az
izmot, ami kalciumionok felszabadulasat idézi eld az izomban, és végiil mechanikai valtozast
idéz el6. Ez a mechanikai valtozas magaban foglalja a depolarizaciot (az elektromechanikus
gradiens valtozdsat), amelyet azutin EMG mérések segitségével érzékelni tudunk.
(seeedsstudio.com, 2019)

1.2. Az EMG alapjai

Honnan is jon az EMG? Jelentése elektromyografia, (myo a latinbol eredd sz6 és az
izomra utal) ami elsére ismeretlen lehet, de ez az elektrodiagnosztikai tudomanyokbdl ered,
amit az orvosi szakma alkalmaz neurofiziologai vizsgalatokhoz. Pontosabban megfogalmazva:
,»az elektromyografia egy kisérleti technika, amely a myo-elektromos jelek kialakuldsaval,
rogzitésével és elemzésével foglalkozik. A myo-elektromos jelek az izomrost membranjainak
fiziologiai valtozasabol szarmaznak.” (Basmajian & DeLuca: Definition Muscles Alive 2-p.1)

Elektromyografiai (EMG) vizsgalat soran egy izom elektromos aktivitasanak mérése és
kiértékelése torténik, ami egy elektrodiagnosztikai orvosi vizsgalat alapvetd része. Ez egy
nagyon Osszetett tudomany. Sziikség van a vizsgalt izmok anatomiajanak alapos ismeretére, a
hasznalt gép helyes beallitasaira és a vizsgalat mogott allo neurofizioldgiara. (Jay, Lyn, & Julie,
2016)

Az orvoslas arra hasznalja ezt a tudomanyt, hogy kiilonbozé vizsgalatok segitségével
térképezze fel az idegrendszert és az izommilkddést. Az ,.elektrodiagnosztikai vizsgalatok™
kifejezés valdjaban szamos kiilonbdz6 tesztet foglal magaban. A leggyakoribb ezek koziil az
idegvezetési vizsgalatok és az elektromyografia (EMG). Gyakran mindkett6t EMG-nek hivjak,
mert ezek a tesztek az esetek tobbségében egyiitt torténnek. Ezen tesztek kiillonbozé
informéaciokkal szolgalnak, ugyanakkor mindkett6 értékeli az idegek és/vagy izmok elektromos
mukodését. (Jay, Lyn, & Julie, 2016)

Az NCS-t (Nerve Conduction Studies — idegvezetési tanulmanyok) ugy végzik, hogy
elektrodakat helyeznek a bdrre, és elektromos impulzusokkal stimulaljak az idegeket (4. abra),
Ez a szenzoros idegvezetési vizsgalatanak alapvetd beallitisa. A gép nyomkovetést ad a
szenzoros ideg akcidés potencidljanak allapotarol, ez a SNAP. A motoros idegek
tanulmanyozasahoz elektroddkat helyeznek egy izom fol¢, amely megkapja a beidegzést a
tesztelni (stimulalni) kivant idegbdl. Az izom elektromos valasza rogzitésre keriil, és ebbdl

meghatarozhatd, hogy milyen gyorsan és hogyan reagal az ideg.
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4. dbra: Szenzoros idegvezetési vizsgalat (Peter, 2005)

Az NCS két kategoriaba sorolhatd: motoros €s szenzoros idegvezetési vizsgalat. Az
autonom idegrendszer tesztelhetd, de klinikailag ritkan van hasznalva. Az NCS barmely
hozzaférhetd idegen elvégezhetd, beleértve a periférias és agyidegeket. Fontos fogalmak az
idegvezetési vizsgalatokhoz:

e Akci6 potencidl — Ez a képernyon megjelend lathaté hullamforma.

e  Amplitido- Az akcid potencial maximalis magassaga.

e Vezetési sebesség- Milyen gyorsan halad az impulzus leggyorsabb része (masnéven
motorvezetési sebesség vagy szenzoros vezetési sebesség).

Az elektromyografia (EMG) egy olyan vizsgalat, ami sordn az izom elektromos
aktivitasat vizsgaljak. Ez az elektromos tevékenység az izombdl ered, nincs sziikség kiilsd
impulzusforrasra. Az EMG azért is kiilonbozik az NCS-t6l, mert valdjaban nem foglalja
magaban az idegek tesztelését. Ugyanakkor kdzvetetten szolgaltat informaciot az idegekrol
(nem szabad elfelejteni, hogy minden izomnak van kozvetlen kapcsolata ideggel).

Az izomrostok idegi szabalyozason keresztiili ingerlékenysége az izomfiziologia egyik
6 tényezdje Ez a jelenség magyarazhat6 egy félig ateresztd membran modelljével, amely leirja
a sarcolemma elektromos tulajdonsagait. Az izomsejt belsé és kiilso tere kozott ionos egyensuly
nyugalmi potencialt képez az izomrost membranjan (kb. -80 és 90 mV kozott, ha nem huzodik
Ossze). Ez a fiziologiai folyamatok altal fenntartott potencialkiilonbség (ionpumpa) negativ
intracellularis (sejten beliili) toltést eredményez a kiilso felillethez képest. Az alfa-motoros
ellils6 szarvsejt aktivalasa a gerjesztés vezetését eredményezi a motoros ideg mentén. Miutan a

transzmitter anyagok felszabadulnak a motoros véglemezeken a motoros egység altal



beidegzett izomrostokon véglemez potencial alakul ki. Az izomrost membran diffizids
jellemz6i rovid idére modosulnak, és Na* ionok aramlanak be. Ez membrandepolarizaciot okoz,
amely azonnal helyredll az ionok visszafelé aramlasa végett az aktiv ionpumpa mechanizmuson

beliil.

Ha a Na'- on keresztiil egy bizonyos kiiszobszintet tullépiink bedramlas esetén, a
mV-ra (5. abra). Ez egy monopolaris elektromos robbands, amit a repolarizacio szinte azonnal
helyreallit, majd a membran hiperpolarizacids periodusa kovetkezik. A motoros véglemezektol
indulva az akcids potencial az izomrost mentén mindkét iranyban és az izomrost belsejében,

csOrendszeren keresztiil terjed.

30 | Tllovés

Repolarizacid

Membran potencial (mV)

5. abra: Izomrost akcids potencial (Peter, 2005)

Ez a gerjesztés kalciumionok felszabaduldsahoz vezet az intercellularis térben. Az
Osszekapcsolt kémiai folyamatok végiil az izomsejt kontraktilis elemeinek lerdvidiilését
eredményezik. Ez a gerjesztést és Osszehuzodast dsszekapcsold modell erdsen korrelalt
kapcsolatot jelent (bar léteznek gyenge gerjesztések, amelyek nem eredményeznek
Osszehtizodast). Gyakorlati szempontbdl feltételezhetd, hogy egy egészséges izomban az
izomdsszehtzodast barmely formédjat a leirt mechanizmusok kisérik. Az EMG-jel az izomrost-
membran akcios potencialjan alapul, amely a fentebb leirt depolarizacios és repolarizacios
folyamatokbol ered. Ennek a depolarizacioés zonanak a kiterjedését a szakirodalom korilbeliil
1-3 mm? ként irja le. A kezdeti gerjesztést kdvetéen ez a zéna 2-6 m/s sebességgel halad az
izomrost mentén, ¢és athalad az elektroda oldalan.

A depolarizacids-repolarizacios ciklus egy elektromos dipolust képez, amely az

izomrost feliiletén halad végig. A kineziologiai EMG mérésekhez tipikusan bipolaris elektroda



konfiguraciokat és differencialis erésitést hasznalnak. Az egyszeriiség kedvéért elso 1épésben
csak egyetlen izomrost kimutatdsat szemléltetem. Az 1. és 2. elektroddk kozotti térbeli
tavolsagoktol fiiggden a dipolus potencidlkiilonbséget képez az elektrodak kozott. A lathatd
példaban (6. abra) a T1 idopontban az akcids potencial generalodik, és az elektrodapar felé
halad. Az elektrodak kozott novekvo potencialkiilonbség mérhetd, amely a T2 pozicidban a
legmagasabb. Ha a dip6lus egyenld tavolsagot ér el az elektrodak kozott, a potencialkiilonbség
athalad a nulla vonalon és a T4 pozicidban lesz a legmagasabb, ami a 2. elektrodatol valod
legrovidebb tavolsagot jelenti.
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6. abra: A ,,vandorlé” elektromos dipdlus modellje az izomrostmembranokon (Peter,

2005)

Ez a modell megmagyarazza, hogy a monopolaris akcios potencial miért hoz létre bipolaris jelet
a differencialis erdsitési folyamaton beliil. Mivel egy motoros egység sok izomrostbdl all, az
elektrodapar ,,latja” a motoros egységen beliili Osszes beidegzett rost nagysagat térbeli
tavolsaguktol és felbontasuktél fiiggden. Altaldban haromfazisi motoregység akcids
potencialjaban (MUAP-2) addodik 6ssze, amely a szal geometriai orientacidjatol és az elektroda

helyéhez viszonyitott formdjatol és méretétdl fiiggden kiilonbozik (7. abra). (Peter, 2005)
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7. abra: A haromfazist motoros egység akcids potencidljanak generalasa (Peter, 2005)

1.2.1. Az EMG jelek és jellemzoik

A motoros egység akcids potencidlok szuperpozicidja a kinezioldgiai vizsgéalatok soran az
elektroda alatt észlelheté Osszes aktiv motoros egység akcidés potencidlja elektromosan
szuperponalddik, és bipolaris jelként figyelheté meg, amelynek pozitiv és negativ amplitddoi
szimmetrikusan oszlanak el (atlagértéke nulla). Ezt interferencia mintdzatnak nevezik.

A megfigyelt jel nagysagat és siirliségét befolyasolo két legfontosabb mechanizmus a
motoros egység akcios potencialok felépiilése és tiizelési frekvencidja (8. abra). Ezek a {6
iranyitasi stratégiak a kontrakcios folyamat szabalyozasara és az érintett izom altal kifejtett erd
modulalasara. Egyszeriien fogalmazva, az EMG jel kdzvetleniil tiikrézi a mért izomban észlelt
motoros egységek felépiilési €s tiizelési jellemzdit. Mivel az emberi kotdszovet és a borrétegek
alulateresztd sziiré hatast gyakorolnak az eredeti jelre, a felszini EMG altal elemzett tiizelési

frekvencia nem mutatja az eredeti tiizelési ¢s amplitadoé jellemzoket.
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8. abra: A motoros egység aktivalddasa és tiizelési frekvencidja modulalja a kifejtett

erdt, és ez megjelenik az 0sszegzett EMG jelben. (Peter, 2005)

Egy sziiretlen és feldolgozatlan jelet, amely a szuperponalt motoros egység akcids
potencialokat (MUAP) észleli, nyers EMG jelnek nevezziik. Az alabbi példaban (9. abra) egy
nyers felszini EMG felvétel (SEMG — surface EMG) lathatdo a bicepsz harom statikus
0sszehtizodasrol. Amikor az izom nyugalmi allapotban van, nagyjabdl zajmentes EMG
alapvonal (baseline) figyelhetd meg. A nyers jel alapvonal zajszintje szamos tényezotol fligg,
kiilonosen az EMG erdsité mindségétol, a kornyezeti zajtol és a mérési feltételek mindségétol.
Feltételezve, hogy az er6sitd csucsteljesitményli és a bor megfelelden elé van készitve, az
atlagos alapvonal zajszintje tipikusan nem haladja meg a 3-5 mikrovolt értéket, az idedlis cél
1-2 mikrovolt. Az EMG baseline mindségének vizsgalata minden mérés fontos ellenérzd
pontja. Ugyelni kell arra, hogy ne értelmezziik a zajokat vagy a mérési problémakat

,megnovekedett” alaptevékenységnek vagy izom(hyper)tonusnak.
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9. abra: A biceps harom 0sszehtizodasanak nyers EMG felvétele (Peter, 2005)

Az egészséges, ellazult izom nem mutat jelentés EMG aktivitast, mivel nincs
depolarizacio ¢és akcids potencidl. A nyers EMG jelek természetiiknél fogva véletlenszera
alakuak, ami azt jelenti, hogy egy nyers felvétel nem reprodukalhaté pontosan ugyanabban az
alakban. Ez annak koszonhetd, hogy az éppen aktivalt motoros egységek oOsszetétele
folyamatosan valtozik az elérhetd motoros egységek matrixaban/atmérdjében. Ha véletleniil két
vagy tobb motoros egység egyszerre aktivalodik, €s kozel helyezkednek el az elektrodahoz,
erds szuperpozicids csucsot hoznak létre. Sima algoritmus (pl. mozgo atlag) alkalmazasaval
vagy megfeleld amplitido paraméter (pl. az egyenesitett gorbe alatti teriilet) kivalasztasaval a
jel nem reprodukalhato tartalma kikiiszobdlhetd vagy legalabbis minimalizalhat6. A nyers
SEMG tartomanya +/- 5000 mikrovolt kozott lehet (sportoloknal) és a frekvenciatartalom
altalaban 6 és 500 Hz kozott mozog, a legtobb frekvenciaerdsség pedig 20 és 150 Hz kozott
talalhat6. (Peter, 2005)

1.2.2. Az EMG alkalmazdsai és eszkozei

Az emberi test Osszetett természetes elektromos mechanizmusokkal rendelkezik,
amelyek az agytdl, a szivtdl, az izmoktol, idegrendszertél és a csontndvekedési
mechanizmusoktol szarmaznak. A szervezetiink elektromos rendszerének nagyon fontos
szerepe van orvosi teriileten. Az elektromyografiai miiszerek a véazizomzat altal termelt
elektromos aktivitas rogzitésére szolgalnak, magukba foglalva a sziikséges aramkort a tiszta és
erds jelek biztositasahoz. (Miftachul, 2019)

A fiziologiai és biomechanikai alapu kutatdsok mellett a kineziologiai EMG-t
hasznalnak  értékelési  eszkozként az  alkalmazott  kutatdsokhoz, Ugy  mint:
fizioterapia/rehabilitacid, sportedzés és az emberi test interakcioi az ipari termékekhez és

munkakoriilményekhez (10. abra).
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Az orvosi kutatasban az EMG alapvetd eszkoz az izom- ¢€s idegrendszeri miikodés
vizsgalatara. Az ortopédiai kutatdsokban segit a csontrendszeri betegségek és sériilések
diagnosztizalasat. Sebészeti eljarasok soran az ideg- és izomfunkciok monitorozésa révén
noveli a beavatkozasok pontossagat és biztonsagat. Tovabba jaras ¢€s testtartas elemzés soran is
segitheti a motoros zavarok diagnosztizalasat ¢s kezelését.

Az EMG kiemelt szerepet jatszik a rehabilitdcioban, kiilondsen a miitétek és sériilések
utani felépiilésben, az izomfunkciok és idegrendszeri sériilések monitorozasaban. A
fizikoterapiaban az EMG adatok segitik a terapids gyakorlatok optimalizalasat, mig modern
protézisek vezérlésében lehetdvé teszik a természetesebb, intuitiv mozgasokat. Az EMG
szenzorok az izmok elektromos aktivitasat detektaljak, és a jeleket jelfeldolgozo algoritmusok
mozgasparancsokka alakitjak, ami a finommotoros tevékenységek soran is pontos irdnyitast
biztosit. A gépi tanulés és neuralis haldzatok integracioja tovabb javitja a rendszer adaptacidjat
¢€s hosszua tava hasznalhatosagat.

Az ergonOmidban az izmok terhelésének mérése érdekében hasznaljak, kiilonbozo
munkakornyezetekben és feladatok soran. Ez segit az igények elemzésében és a munkahelyi
kockazatok megel6zésében, valamint munkaallomasok és eszk6zok ergonomikus tervezésében.
A szenzor adatokat a termékek ¢és eszkozok ergonomiai hatékonysaganak tesztelésére ¢és
tanusitasara is felhasznaljak, biztositva a felhasznalok kényelmét.

A sporttudomanyban az EMG a sportoldk teljesitményének javitasara és a sériilések
megeldzésére szolgal. A biomechanikai elemzések sordn az izomaktivitas és mozgasmintak
részletes vizsgalata lehetové teszi a sportoloi technikak optimalizalasat. A mozgasanalizis segit
az edzésprogramok beallitdsdban, mig az erdsitd edzések soran az izomaktivitds monitorozasa
személyre szabott edzések kidolgozasat teszi lehetévé. A sportrehabiliticioban az EMG az

izomaktivitas nyomon kovetésével segiti a sériilt sportolok hatékony felépiilését.
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10. abra: Az EMG széles korti hasznalata (Peter, 2005)

Az altalam hasznalt eljaras a feliileti elektroddas EMG (sSEMG) Non-invaziv jellegiik
miatt a legtobb esetben feliileti elektrodakat hasznalnak kineziologiai vizsgalatoknal. A konnyti
kezelhetoség elénye mellett f6 korlatjuk, hogy csak a felszini izmok észlelhetéek. A mélyebb
izmok esetében (amelyeket felszini izmok vagy csontok boritanak) elengedhetetlen a finom
huzal vagy tlielektroda. A legjobb esetben barmilyen elektrodatipus szabad kivalasztasat egy
EMG- (eld)erdsitd egésziti ki. Az elektroda tipusanak kivalasztidsa erdsen fiigg az adott
vizsgalattol és allapottdl, egy elektrodatipus nem képes minden lehetséges kovetelményt
lefedni.

A feliileti elektrodaknal az eziist/eziist-klorid eldzselésitett elektrodak a leggyakrabban
hasznalt elektrodék, és altalanos haszndlatra ajanlottak (SENIAM — feliileti elektromyografia
az izmok non-invaziv értékeléséhez). Emellett konnyt és gyors kezelés, a higiéniai szempontok
nem jelentenek problémat, ha ezt az eldobhato elektrodatipust hasznaljak. Az elektrodak
altalanos atmérdje (vezetoképes metszetének teriilete) 1 cm vagy kisebb.

A kereskedelmi forgalomban kaphato eldobhat6 elektrodakat nedves gélelektrodaként
vagy ragasztogél elektrodaként gyartjak (11. dbra). Altalidban a nedves gél elektrodék jobb
vezetési és impedancia feltételekkel rendelkeznek, mint a ragasztogél elektrodak. Ez utébbinak

az elonye, hogy hiba esetén athelyezheto.
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11. abra: Specialis EMG elektrodak (1,2: NORAXON INC. USA) és normal EKG
elektrodak (3,4: AMBU-Blue) (Peter, 2005)

A feliileti elektromyografias (SEMG) jel az elektromos komplex interferencia mintazata
az izomosszehizodas soran. Az amplitidoja altalaban 0,01 mV ¢és 10 mV kdzott van f6,
energidjanak frekvenciasavja 0 Hz és 500 Hz kozott koncentralodik. Az sSEMG jelek detektalasa
non-invaziv moddszer, ami nagyon fontos a klinikai diagnosztikdban, a rehabilitacios
gyogyaszatban ¢és az intelligens protézisvezérlésben. Az elmult években elterjedt még a
hasznalata jatékvezérléshez is. A jelek megszerzése utan nagyon fontos 1épés a jelfeldolgozas.
(Jiajia, Xiaoou, & Z. Jane, 2019)
rogzithetd legyen annak teljes fesziiltsége. A teljes fesziiltség és az erdsebb jel igen sziikséges
egy felilleti elektromyografiai vizsgalat soran, hiszen igy pontosabban rogzithetd az izom
aktivitdsa. Az izomhasat, azaz az izom kiszélesedd részét igy a legegyszertibb megtalalni, hogy
Osszehizodas és ellazulds kozben tapintjuk ki. A megfeleld felhelyezést a kovetkezé abra

mutatja (12. abra).
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12. dbra: Megfeleld szenzor felhelyezés az izomra (www.biosourcesoftware.com,

2022)

1.3. Az izomtevékenység felismerésére alkalmazhaté modszerek

Az izomtevékenység mérése és felismerése tdmaszkodik a matematika, a miiszaki
informatika, az elektronika és a méréstechnika altal mar elért eredményekre. Masrészt olyan
megoldasi moddszereket és eljarasokat kinal, amelyek mas tudomanyokban, példaul az
orvostudoményban és a rehabilitacios technologidkban is alkalmazhatok. Az izomtevékenység
felismerése jellegét és modszereit tekintve egyértelmilen a mérndki tudomanyok korébe
tartozik. A digitalis jelfeldolgozas szoros kapcsolatban all a szamitogépes méréstechnikaval,
amelynek, célja, hogy — ebben az esetben az EMG adatokat — pontosan mérjiik, taroljuk és
feldolgozzuk. A méréstechnikai rendszerek informacidkat gytijtenek, megjelenitik és
digitalisan feldolgozzak az adatokat, amelyeket ezutdn kiilonb6zé mesterséges intelligencia
algoritmusok segitségével lehet kategorizalni. (Kelemen, 2016)

Az EMG jel nem periodikus jel. Ezért nagyon fontos, hogy pontosan kinyerjiik a
jellegzetes informacidkat a felszini EMG jelekbdl. Az utdbbi idében 1) jelfeldolgozasi
technikak és matematikai modellek teszik lehetdvé, hogy fejlett EMG észlelési és elemzési
modszereket fejlesszenek ki. Kiillonboz6 matematikai és gépi tanulasi technikakat, mint példaul
mesterséges neuralis halozatokat (ANN-Artificial Neural Networks), fuzzy rendszereket,
valoszinliségi modellek algoritmusait, metaheurisztikus és rajintelligencia algoritmusokat,

valamint néhany hibrid algoritmust alkalmaznak az EMG jelek jellemzésére. (Bekir, 2014)
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1.3.1.  Jelkezelés és jelfeldolgozds

A jelek olyan fizikai mennyiségek, amelyek, egy adott fizikai rendszer allapotat irjak le
egy masik fizikai mennyiség, példaul az id6 fiiggvényében. A jelek vizsgalatakor altaldban egy
fliggetlen valtozot vesziink alapul, ez az értelmezési tartomany, amely meghatarozza a jel
viselkedését. A jel lehetséges értékeinek halmazat értékkészletnek nevezziikk. A jelek
osztalyozasanak két {0 szempontja van az értelmezési tartomany és az értékkészlet.

Az analog jelek, amelyek mind az értelmezési tartomanyukban, mind az értékiikben
folytonosak. Ezek a jelek a valds vilag fizikai mennyiségeit folyamatosan valtoz6é formaban
reprezentaljak.

Egy jelet diszkrét amplitiddjunak neveziink, ha az értelmezési tartomanya folytonos, de
az amplitado értékei csak meghatarozott, kiilonallo szinteken vehetnek fel értéket. Ebben az
esetben a jel ugrasszertien valtozik az amplitudok kozott, mig a fliggetlen valtozé tovabbra is
folytonos marad.

A kovetkezd abran (13. abra) a jelek kiilonbozo tipusainak osztalyozésa lathato, amely
alapjan két f6 kategoriat kiilonboztethetiink meg: determinisztikus és sztochasztikus jeleket. A
determinisztikus jelek tovabbi alcsoportjai kozé tartoznak a nem periodikus jelek (amelyek
lehetnek kvazi periodikusak vagy tranziens jelek), valamint a periodikus jelek (ezek koziil
kiemelhetdk a szinuszos és az altalanos periodikus jelek). A sztochasztikus jeleket pedig
aszerint osztalyozzuk, hogy sztochasztikus stacionarius vagy sztochasztikus nemstacionarius

jelek. (Kelemen, 2016)

/Jelek\
Determinisztikus jelek Sztochasztikus jelek
Nem periodikus jelek Periodikus jelek Staciondrius Nemstaciondrius
jelek jelek
Kvazi peri- Tranziens Szinuszos  Altaldnos
odikus jelek  jelek jelek periodikus

jelek

13. 4bra: Jelek osztalyozasa (Kelemen, 2016)

Ha ezt az osztalyozasi rendszert alkalmazzuk az EMG (elektromyografias) jelre, azt
sztochasztikus jelnek tekinthetjiik, mivel az izomtevékenység soran keletkezd elektromos
aktivitas valtoz6, és nem hatarozhaté meg elére egzakt moédon. Ezen belill az EMG jel

nemstacionarius sztochasztikus jel, mivel az izomaktivitas soran a jel statisztikai tulajdonsagai
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idoben valtoznak. Az izomosszehizodasok és ellazulasok miatt a jel amplitaddja és
frekvenciatartalma nem allandd, igy nem tekinthet6 stacionariusnak.

A jelfeldolgozas a mérési folyamatok alapvetd és kulcsfontossagu része, amely szdmos
terlileten elengedhetetlen, példaul folyamatiranyitasi rendszerekben, orvosi eszkdzokben,
robotikdban ¢és méromiiszerekben. A jelek feldolgozasa torténhet analég vagy digitalis
rendszerek segitségével. Kordbban az analdg jelfeldolgozas dominalt, de a digitalis technologia
fejloddésével a valos idejii feldolgozas egyre inkabb digitalis rendszerekben zajlik. Amikor
analog jeleket analdg eszkozokkel dolgozunk fel, analdg jelfeldolgozasrdl beszEliink, mig a
digitalis jelek esetén digitalis jelfeldolgozasrél (DSP) van szo. Ha analog jeleket szeretnénk
feldolgozni, elészor azokat egy jelatalakitoval elektromos jellé kell alakitani. Ezutdn a jelet

erdsiteni kell, hogy tovabbithatd legyen, és zajszlirésre is sziikség van, mert a jelek gyakran

zajjal terheltek.
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14. abra: A jelfeldolgozas blokksémaja (Sarcevic, 2019)

Amennyiben egy nem elektromos természetli jelet akarunk digitalisan feldolgozni,
akkor a jelfeldolgozas legels6 1épése ezt a jelet analog elektromos jellé (fesziiltséggé) alakitani,
amelyre kiilonbozd jelatalakitokat hasznalnak. Az én esetemben erre nem volt sziikség, igy ez
a lépés kimaradt a jelfeldolgozasi folyamatbol.

A jelkondicionalas folyamata soran, még mieldtt a jel digitalizalasra keriilne, az
elektromos jelet megfelelden erdsiteni és szlirni kell. Az erdsitésre azért van sziikség, mert a
jelatalakitok altal kibocsatott jel gyakran til gyenge ahhoz, hogy kozvetleniil tovabbithato
legyen, kiilondsen hosszabb kébelen keresztiil. A szlirés két fo célt szolgal: egyrészt
minimalizalja a zajt, amely zavar6 frekvencidkat és jeleket tartalmaz, amelyek nem részei a
feldolgozni kivant hasznos informacionak. A zaj csokkentése azért fontos, mert ezaltal

novelhetd a jel és a zaj aranya, amely meghatdrozza a jelfeldolgozas hatékonysagat. Masrészt
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a sziirés egyik alapvetd célja a jel spektralis atfedéseinek elkeriilése, amelyek aliasing
effektushoz vezethetnek. Az aliasing akkor alakul ki, ha a mintavételezési frekvencia tal
alacsony, ¢és emiatt spektralis atfedések jelennek meg, amelyek torzitjak a jelet. Ennek
elkeriilése érdekében a Shannon—Nyquist mintavételezési tétel kimondja, hogy a
mintavételezési frekvencianak legalabb kétszer akkoranak kell lennie, mint az analdg jel
legmagasabb frekvencidjanak. Ha ez a feltétel nem teljesiil, a jel nem rekonstrualhaté teljes
mértékben az Osszegyljtott mintdk alapjan, ami a mérési pontossag jelentds csokkenését
eredményezheti.

Ezeknek a céloknak az elérésére gyakran alkalmaznak passziv vagy aktiv alulatereszt6
szlir6ket (15. abra), amelyek a kis frekvenciaju komponenseket véltozatlanul dtengedik, mig a
magasabb frekvencidkat jelentdsen csokkentik. Ezzel biztositjak, hogy a feldolgozott jel csak a

kivant informaciot tartalmazza, csokkentve az esetleges torzitasokat és zajokat.

R
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15. abra: Passziv és aktiv alulatereszto szlir6k (Kelemen, 2016)

Az analdg-digitalis atalakitok (A/D konverterek) a bementi fesziiltséget annak
nagysagaval aranyos egész szamma alakitjak. Az atalakitds pontossagat azonban tobb
paraméter is befolyasolja:

e Referencia fesziiltség (Uref): Az az érték, amely a maximalisan elfogadott analog
fesziiltséget jeloli.

e Teljes tartomany (Full Scale): A bemeneti jel azon intervalluma, amelyen beliil az
atalakité telitetlentil miikodik. Ezt néha vezérlési tartomanynak is nevezik.

e Felbontas (Resolution): Megmutatja, hogy hany kiilonb6z6 binéarisan kodolt érték

jelenitheté meg a digitalis oldalon. A felbontas mértékegysége a bit. Példaul egy 4

bites A/D atalakito 16 kiilonbozo értéket képes megjeleniteni.

A bemeneti fesziiltséghez rendelt digitalis értéket a kovetkezd képlet adja meg:

U2b
Uref

Z = [+ 0.5] (1)
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o A legkisebb szignifikans bit (LSB) azt jelzi, hogy mekkora bemeneti jelvaltozas
sziikséges egy bitnyi valtozashoz a digitalis kimeneten. Ha az A/D atalakitd
felbontasa N bit, akkor az LSB kiszamitasa a teljes tartomany és felbontas
alapjan torténik.

o Savszélesség: Az A/D konverter altal elfogadott bemeneti jel
frekvenciatartomanya. Ez a tartomany hatdrozza meg, hogy a bemeneti jelet
milyen frekvencidkon tudja helyesen kezelni. A savszélességen kivill eso
frekvenciakat az atalakité figyelmen kiviil hagyja.

e Mintavételezési frekvencia: Meghatarozza, hogy az A/D atalakitod
masodpercenként hanyszor képes a bemeneti jelet digitalizalni. Mértékegysége
a mintdk szama masodpercenként (SPS — Sample per Second).

e Konverziés id6: Az az iddintervallum, amely sziikséges egy minta
atalakitasahoz analogrol digitélisra.

A mintavételezés soran a folyamatosan érkezd analdg jelbél meghatarozott
1dokozonként (diszkrét idopontokban) vesziink mintakat, és ekkor rogzitjiik az analog jel
pillanatnyi értékét. A digitalis jelfeldolgozasban altalaban egyenletes mintavételezést
alkalmazunk, ami azt jelenti, hogy az iddtengelyt egyenld tdvolsdgokra osztjuk, és ezekben a
pontokban torténik a mintavétel. Az f(t) diszkrét mintaértékei egy f, sorozattal adhatok meg,

ahol T a mintavétel peridodusideje.

fo = f(to + kT) 2)

Miutan megtortént a jelek mintavételezése, a digitalizalt jeleinket dolgozzuk fel
valamilyen jelfeldolgozo eszkoz segitségével. A mikrovezérlok (mikrokontrollerek) egyszert
valos idejli vezérlési feladatokra lettek kifejlesztve, és egyetlen integralt aramkorben
tartalmazzdk a mikroprocesszort, memoriat és periféridkat. Kis méreti memoriaval
rendelkeznek, ¢és alacsony frekvencidn miikodnek. Programozasuk C/C++ vagy Assembly
(esetleg funkcionalisan korlatozott Python) nyelven torténik, és a szekvencialis futas
megbizhatd muikodést biztosit. Belsé idozitok segitik a valds idejii mikodést, bar valodi
operacios rendszer nem telepithetd rajuk, egyszerli valos idejii rendszerek, mint a FreeRTOS,
hasznalhatok. Tamogatnak A/D és D/A atalakitast, valamint kiilonb6z6 kommunikacios

interfészeket. Tobbféle mikrovezérlo tipus 1étezik, példaul PIC, AVR, ARM Cortex-M, ¢és 8,
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16 vagy 32 bites valtozatok. Modern mikrovezérlok tartalmaznak lebeg6pontos egységeket
(FPU) is a gyorsabb jelfeldolgozashoz.

A jelfeldolgozés sordn a cél a jelek sziirése, transzformaldsa, tomdoritése vagy egyéb
algoritmusok megvalositasa, amivel példaul kategorizalhatoak vagy felismerhetoek az altalunk
mért izommozgasok. (Sarcevic, 2019)

1.3.2.  Gépi tanuldsi technikak

A tanulo algoritmusok adaptiv modszerek, amelyekben a haldzati szamitasi egységek
onszervezodnek, hogy megvalositsak a célt (vagy kivant viselkedést). A gépi tanulés arrol szol,
hogy mintak alapjan megtanulunk elore jelezni célzott viselkedést vagy adatokat multbeli
megfigyelések alapjan. A gépi tanuldsi algoritmusok a kdvetkezdképpen osztalyozhatok:

1. Feliigyelt tanulas, ahol az algoritmus létrehoz egy olyan fiiggvényt, amely az
inputokat a célkimenetekhez rendeli. A tanuld ezutan 0sszehasonlitja a tényleges
nagyobb valdsziniiséggel adjon megfeleld valaszt ugyanazon bemenetre.

2. Nem feliigyelt tanulds (klaszterezés, dimenzidcsokkentés, ajanlérendszerek,
onszervezodo tanulas), amely az inputokat modellezi. Nincsenek célkimenetek
(nincs cimzett példa). A tanuldé nem kap visszajelzést a kdrnyezettol.

3. Félig feliigyelt tanulds, ahol az algoritmus egy specidlis fliggvényt hoz létre
cimkézett és nem cimkézett példakbol egyarant.

4. Megerositéses tanulas, amely soran a tanulas a kdrnyezettel valo interakcio révén
torténik. A tanulo visszajelzést kap a valasza helyességérol.

5. Tanulés tanuldsa, ahol az algoritmus sajat induktiv eldfeltételét (inductive bias)
korabbi tapasztalatok alapjan tanulja meg. Ezt induktiv tanuldsnak nevezziik.

(Bekir, 2014)

A mesterséges neuralis hal6zatok (Artificial Neural Network, ANN) ahogy a neviik is
jelzi olyan szamitasi haldzatok, amelyek szimuldlni a bioldgiai (emberi vagy allati) kdzponti
idegrendszer idegsejtjeinek (neuronjainak) héalozataiban zajlo dontéshozatali folyamatotokat.
Ez a szimulacid egy bruttd sejtenkénti (neuron-neuron) szimulacio. A bioldgiai neuronok és
azok neurofiziologiai héalozataibol szerzett tudas alapjan mikodik. [gy kilonbozik a
hagyomanyos (digitalis vagy analdg) szamitastechnikai gépektol, amelyek az emberi agy
szamitasainak helyettesitésére, javitasara vagy felgyorsitasara szolgalnak ugy, mint példaul egy

egyszerl kézi szdmologép.
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A mesterséges neuralis halozat, mivel egy bioldgiai neuralis halozatot szimulal,
valdjaban egy Uj szamitogép-architekturat és algoritmizalasi architektarat jelent a hagyomanyos
szamitogépekkel szemben. Lehetdvé teszi nagyon egyszerii szamitasi miiveletek (8sszeadasok,
szorzasok és alapvetd logikai elemek) hasznalatat olyan 0sszetett, matematikailag til komplex
moédon definialt, nemlinearis vagy sztochasztikus problémak megoldasara, amelyekhez egy
hagyomanyos algoritmus bonyolult egyenletrendszereket alkalmaz, és csak egy adott
problémara lenne hasznalhaté. A mesterséges neurdlis hald szamitdsi és algoritmikai
szempontbol nagyon egyszeri, és OnszervezOdési tulajdonsaggal rendelkezik, ami lehetoveé
teszi, hogy széles korli problémakra alkalmazhato legyen.

Amelyben még a mesterséges neuralis halok eltérnek és potencidlisan eldnyoOsek a
hagyomanyos szamitdogépekhez képest, az a nagyfokii parhuzamossaguk (elemi szintli
parhuzamossag). Nyilvanvaléan nem varhato el, hogy az ANN mindent megtegyen a mostani
szamitogépek helyett, mivel kétségkiviill még van hova fejlodniiik. Mégis elmondhatjuk, hogy
mara az ANN-k fontos szerepet jatszanak a dontéselmélet, az informéciokeresés, az elérejelzés,
a felismerés, a gépdiagnosztika, az iranyitas, az adatbanyaszat és kapcsolddo teriiletek szdmos
aspektusaban, valamint ezek alkalmazasaiban az emberi tevékenységek szamos teriiletén.
(Graupe, 2013)

Konvoluciés neuralis halok (CNN):

A mély (tobb rétegli) neuralis halozat fontossaga abban rejlik, hogy megnyitotta az ajtot
a bonyolult nemlinearis modell és a szisztematikus megkozelités elott a tudas hierarchikus
feldolgozasahoz. A konvoluciés neuralis halézat (ConvNet) egy mély neuralis halozat, amely
képfelismerésre  specializalodott,  viszont  kiterjedt  adatbdzisok  és  iddsorok
mintdzatfelismeréséhez is hasznalhatd, ahogy azt én is hasznaltam a tanulmanyomban.
Valo6jaban a ConvNet egy régi technika, amelyet az 1980-as ¢s 1990-es években fejlesztettek
ki, egy idére azonban feledésbe meriilt, mivel nem volt praktikus valés idejii alkalmazasokhoz
az akkori technikai hatarok (nem elengedd szamitasi kapacitas) miatt. 2012-ben azonban tjra
népszerd lett, és gyors litemben hoditott teret a neuralis hal6zatok modszertanaban.

A ConvNet nem csupan egy mély neuralis halozat, amelynek sok rejtett rétege van. Ez
egy olyan neuralis halo, amely utdnozza az agyunk latokéregben torténd képfeldolgozasat.
Koncepcidjaban és milkddésében kiilonbozik a korabbi neuralis halézatoktol, ezért fontos
bemutatni az alapvetd architektlrajat.

Alapvetden a képfelismerés az egy osztalyozas. Példaul felismerni azt, hogy macskat

vagy kutyat latunk, az agyunk segitségével osztalyokba soroljuk 6ket, és a kutya megy a kutya
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osztalyba a macska pedig a macskak osztalyaba, mert az évek alatt megtanultuk ezeket
elkiiloniteni egymastol, holott sok fajtdja van mindkettdnek. Ugyanez vonatkozik a
betlifelismerésre vagy a mi esetiinkben az izommiikddési adatok felismerésére. Ezért a
konvolicids haldzat kimeneti rétege altalaban tobbosztalyt besorolast alkalmazd neuralis
halézat. A ConvNet eldtt a jellemz6 kivonokat (extractorok) szakemberek tervezték
meghatarozott teriileteken. Ez sajnos jelentds koltséget és idot igényelt, és a teljesitménye is
inkonzisztens volt. Ezek a jellemz6 kivonok (feature extractors), funkciokivonok fiiggetlenek

voltak a gépi tanulastol, ezt mutatja be a kdvetkezo abra (16. abra).

Tanitd adat

(Input. jo ouprupt)j b

16. abra: A jellemz6 kivonok fliggetlenek voltak a gépi tanitd algoritmustol (Phil, 2017)

A ConvNet az adatokban 1év0 jellemzdk kinyerését magaba foglalja a tanitasi folyamata
soran ahelyett, hogy azt manualisan kellene megtervezni. A CNN jellemzé kinyerdje
kiilonleges tipust neuralis halokbol all, melyek sulyait a tanitasi folyamat soran hatarozzak

meg. Tehat a konvolucids halozat 6 jellemzoje, hogy a kinyerésért felelés folyamatot

/n —_—
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automatizalja, ami a kdvetkezd abran lathato (17. abra).

d

17. abra: A konvolucios haloban az osztalyozo és a jellemzd kivono dsszeolvad (Phil, 2017)

A konvolucios halozat jobb eredményt biztosit, ha a ,,feature extractor” neuralis halozat
mélyebb (tobb réteget tartalmaz). Mashogy leirva a ConvNet tartalmaz egy neuralis halot, ami
kivonja az adatok jellemzdit, és tartalmaz egy neuralis halot, amely osztalyokat hoz létre ez

alapjan. Az altalanos architektiuraja a ConvNetnek a kovetkezo képen lathato (18. abra).
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/_ Jellemzé kivono halozat \\ Osztalyozd haldzat

L
Konvohicios

18. abra: Tipikus felépitése egy konvolucios halonak (Phil, 2017)

A bemeneti kép (vagy informacid) belép a jellemzo kivonasi haldzatba. A kivont
jellemzok tovabbitodnak az osztalyozasi neuralis haldzatba, a halozat ezutan a kép jellemzoi
alapjan milkodik, és generdlja a kimenetet.

A jellemzokivonasi neuralis halézat a konvolicids halmaz rétegeibdl és Osszevond
rétegparokbol all. A konvolucids réteg, ahogy a nevébol is adodik, az adatokat konvertalja, ugy
is tekinthetiink ra, mint digitalis filterek 0sszesége. A pooling réteg a szomszédos pixeleket
egyetlen pixell¢ alakitja (kép esetén), ezzel csokkentve az adatméretet. A konvolucid és a
pooling rétegek egy kétdimenzids sikban helyezkednek el egyméshoz képest.

Osszefoglalva, a ConvNet a jellemzok kinyerésére szolgald halozat és az osztalyozo
halézat soros 0Osszekapcsolasabol all. A tréning folyamat soran mindkét réteg sulyait
meghatarozzak. A jellemzOk kinyerési rétege a konvoluciés és a pooling rétegek parba
allitasaval miikodik. A konvolicids réteg a konvolucidos miivelet segitségével alakitja at a
képeket, mig a pooling réteg csokkenti a kép dimenzidjat. Az osztalyozd halozat altalaban
hagyomanyos, tobbosztalyos osztalyozo neuralis halozatot alkalmaz. (Phil, 2017)

Support Vector Machine:

A Support Vector Machine (SVM) egy feliigyelt tanulasi algoritmus, amelyet
osztalyozasra €s regressziora is lehet alkalmazni. Az algoritmust statisztikai tanulasi elmélet
alapjan Vapnik és Chervonenkis alkotta meg az 1960-as években. Az SVM egy nem-
valdsziniiségi, binaris linedris osztalyozd, amely két kategoria kozotti kiilonbséget hataroz meg
(de ki lehet terjeszteni tobb osztalyra is). Az SVM tréning algoritmus egy modellt épit a tanitd
adatokbol, amely az 0j példakat a két kategoria egyikébe sorolja. Az adatok pontokként
jelennek meg a térben, ugy, hogy az eltéré kategoriak példai kozott a lehetd legszélesebb rés
legyen. Az SVM pontjai a dontési feliilethez legkdzelebb esd adatok. Az uj példakat ezen térbe

vetitik, és azok elhelyezkedése alapjan soroljak be dket. Az SVM szamos teriileten sikeres
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alkalmazasokkal ¢és jo teljesitménnyel rendelkezik, példaul a bioinformatikdban,
szovegfeldolgozasban és mintafelismerésben. (Bekir, 2014)

Az SVM a strukturalis kockézat minimalizalasan (SRM) alapul. Az SVM az input
vektort egy magasabb dimenzids térbe képezi le, ahol egy maximalis elvalasztd hipersikot hoz
létre. Két parhuzamos hipersik kertil felépitésre a f6 hipersik mindkét oldalan, amely elvalasztja
az adatokat. Az elvalaszté hipersik az, amely maximalizalja a tdvolsdgot a két parhuzamos
hipersik kozott. Feltételezik, hogy minél nagyobb a margd vagy a tavolsag ezek kozott a
parhuzamos hipersikok k6zott, annal jobb lesz az osztalyozo altalanositasi hibaja.

Vegylik figyelembe az alabbi adatpontokat a kovetkezo formaban: {(x1, y1), (X2, y2), (X3,
y3), ..., (Xn, Yn)}, ahol yn = 1 vagy -1, egy konstans, amely azt jelzi, hogy az adott x, pont melyik
osztalyba tartozik. n az adatminta szdma, és minden X, egy 3-dimenzids valds vektor. A
skalazas fontos, hogy megakadalyozzuk a nagyobb szorasu valtozok (attributumok)
dominancidjat. A betanitasi adatokat a kdvetkez0 mddon szemléltethetjiik az elvalaszto (vagy
oszt0) hipersikkal, amelyet az alabbi egyenlet ir le:

w-x+b=0 3)

Ahol b egy skaldr és w egy p-dimenzids vektor. A w vektor merélegesen mutat az
elvalasztd hipersikra. A b eltolt paraméter hozzaadasa lehetové teszi a margin novelését. b
hianyaban a hiper-siknak at kellene haladnia az origdn, ami korlatozna a megoldast. Mivel a
maximalis marginra toreksziink, az SVM és a parhuzamos hipersikok érdekesek szamunkra. A
parhuzamos hipersikok az alabbi egyenletekkel irhatdk le:

w-x+b=1 (4)
w-x+b=-1 (5)

Ha a tanitd adatok linedrisan szeparalhatok, akkor ugy valaszthatjuk meg ezeket a
hipersikokat, hogy kozottik ne legyenek pontok, €és megprobaljuk maximalizalni a
tavolsagukat. A geometria alapjan a hipersikok kozotti tavolsag 2/|w| (19. abra). Ezért azt
szeretnénk, hogy |w| minimalizdlva legyen. Az adatpontok kivalasztdsdhoz biztositanunk kell
minden egyes i-re hogy:

w-x;+b>1 (6)
vagy

w-x;—b< -1 (7)
A fenti két egyenlet atirhato a kovetkezo formaba:

yiw - x;—b) =1aholl1 <i<n (8)
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Itt yi a cimke, amely értéke lehet 1 vagy -1, attol fiiggden, hogy az adott adatpont melyik
osztalyba tartozik. (Himani & Mahesh H., 2012)
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19. abra: Maximalis marginalis hipersikok egy két osztalybol szarmazd mintakkal betanitott
SVM-hez (Himani & Mahesh H., 2012)

K-Lekozelebbi Szomszéd (KNN):

A K-nearest neighbour (KNN) osztalyozasi szabaly az egyik legismertebb és
legszélesebb korben hasznalt nemparaméteres mintafelismerési modszer. Ezt eredetileg Cover
és Hart javasolta, és egyszerlisége, valamint hatékonysaga miatt szamos osztalyozasi
problémaban hasznaljak. Amikor csekély vagy semmilyen eldzetes informacid nincs az adatok
eloszlasardl, a KNN modszer a kedvelt valasztasok kozé tartozik osztalyozasnal. Az KNN egy
,Justan” tanulé modszer, mert a tanitd adatokat nem vetik ala el6feldolgozasnak. Az adott minta
osztalya a rendszer altal ismert legkdzelebbi mintahoz tartozd osztily lesz, amit egy
tavolsagmérték hataroz meg a jellemzdtérben (attributumtérben). Ebben a térben minden minta
meghataroz egy régiot, amit Voronoi-régionak neveziink. Ha a tavolsag a klasszikus euklideszi
tavolsag, akkor a Voronoi-régidkat linearis hatarok valasztjak el. Az 1-NN osztalyozasnal
jobbat elérhetiink azzal, hogy tobb szomszédot vesziink figyelembe egy minta osztalyozasanak
meghatarozasahoz (KNN), vagy az euklideszi tavolsag helyett mas (Hamming, Koszinusz)
tavolsagokat hasznalunk. A KNN szabaly gy osztalyozza x-et, hogy a K legkdzelebbi mintak
koziil a legyakrabban eléforduld cimkét rendeli hozza; ez azt jelenti, hogy a dontést a K
legkdzelebbi szomszéd cimkéinek vizsgéalata és azok tobbségi szavazata alapjan hozzak. A
KNN kifejlesztése abbdl a sziikségletbdl fakadt, hogy diszkriminanciaelemzést lehessen
végezni, amikor a valoszintségi stirliségek megbizhatd paraméteres becslései ismeretlenek,
vagy nehezen meghatarozhatok. Manapsag ez a leggyakrabban hasznalt osztalyozasi

algoritmus. Hatranya az, hogy kevésbé hatékony és munkaigényes, ha a tanit6 adathalmaz nagy.
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2. ANYAGOK ES MODSZEREK
A célkitlizésem egy olyan adatgy(ijtd rendszer megvalositasa volt, amely az EMG

szenzorok alkalmazasaval képes kiilonbdz6 izomesoportok elektromos aktivitdsanak mérésére.
Tovabbi célom volt, hogy az igy nyert mérési adatok elemzéséhez kiilonb6zo gépi tanulasi
algoritmusokat probaljak ki, amelyek segitségével az izomtevékenységeket kategorizalhatom
és értékelhetem, ezzel olyan modszertanok kiprobalasa, amely hozzéjarulhat az izomcsoportok
aktivitasanak pontosabb megértéséhez és a kapcsolddo alkalmazasok fejlesztéséhez.

2.1. Adatgyiijto rendszer megvalositisa

A munkam soran SEMG jeleket mértem és dolgoztam fel, melyek bioelektromos jelek,
tovabba folyamatos analdg jelek, amik a bdr felszinén rogzitett mikrovolt nagysagrendii
elektromos potencialvaltozasok formajaban jelentkeznek. Ezen jelek alacsony frekvencidjuak
¢s alacsony amplitudojtiak. Mivel az izomaktivitas intenzitas és mintazata az id6 fliggvényében
valtozik, ezért tipikus idébeli jel. Gyakran zajosak ezek a jelek, mivel tartalmazhatnak
interferenciat mas elektromos forrasbol (szamitogép, mikrovezérld, haldzati zaj), ezért sziirni
is kell dket a hasznos jelek kinyeréséhez. Jellemzden nem determinisztikusak, azaz nem lehet
pontosan megjosolni az id6beli mintazatukat, mivel a jel er6sen fiigg a mért izom allapotatol és
a mozgas tipusatol. Bar a méréseket digitalisan végeztem, maga a jel természetes formajaban
folytonos.

A fenti tényezOkhoz alkalmazkodva kellett megvaldsitanom egy olyan adatgyiijto,
feldolgozo rendszert, amely ezen jeleket megfelelden lekezeli, és a tanuldalgoritmusok szamara

mar optimalis formaban adja tovabb.

2.1.1. EMG szenzorok
kevesebb sikerrel.

Az els6 az egy kinai 4ltalanos, hobbiprojektekhez vald szenzor volt 5 csatlakozasi
ponttal a mikrovezérl6hoz és egy 3.5mme-es jack csatlakozoval az izmokhoz (20. dbra). A
bekotéséhez egy pozitiv €s negativ tapegység-, egy fold az elemhez-, egy analog- és egy fold a
mikrovezérl6hoz- csatlakozast kellett hasznalni. Az izmokhoz harom tapaszos csatlakozora volt
sziikség, az egyiket a mért izomcsoport eredéséhez, a masikat a mért izomcsoport kdzepre és
az utolsot pedig a mitkddtetett izom kozelébe egy csontos helyre kellett felhelyezni. (Shojaei,

datum nélk.)
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20. abra: Feliillet EMG tapaszos elektrédakkal - (Shojaei, datum nélk.)

A szenzor aramellatasat ketto elemmel kellett biztositani, igy tudtam eléallitani a +Vs-
t és -Vs-t, tehat azt, hogy a rendszeriink kétpdlusu legyen. A bekotést a kovetkezd abra (21.

abra) szemlélteti.

21. abra: ESP és EMG szenzor bekotési rajza
A masik EMG szenzor, amit hasznaltam, az az Elemyo altal gyartott MYO v1.4-es
szenzor (22. abra),
ami mar egy magasabb kategorias miiszer fém érintkezési elektrodakkal, viszont még

mindig nem professzionalis orvosi miiszernek mindstil.

22. abra: Elemyo v1.4 szenzor (www.elemyo.com, datum nélk.)
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A normal tapfesziiltsége 5 V és alacsony aramfelvételti (3 mA). Az analdg kimeneti
csatorndjan az alapjelet (az als6 dbran: OUT) tudja erdsiteni x1-x32 szeresére, ami SPI (Serial
Peripheral Interface) interfészen keresztiil allithatd. A csatlakozé kiosztasa a kovetkezd (23.
abra):

-

ouT -
SCK -
MOSI -

23. abra: Elemyo v1.4 szenzor labkivezetései (www.elemyo.com, datum nélk.)

Az érzékeld erdsitésének beallitasahoz szabvanyos SPI-kompatibilis soros interfészt
hasznal. Az MCU alacsonyra huzza a Chip Select (CS) ladbat, hogy kommunikaciot
kezdeményezzen az érzékelovel. Minden Sl utasitas elso byte (két byte hosszi) az utasito byte,
amely az ehhez tartozo regiszterben van elhelyezve. A parancsregiszter jelzi a masodik byte
(Data byte) célallomasat. Egy utasitas utan, ami két byte hossz1 a CS magasra valt. Az interfész

miikddési elvét a kdvetkezd abran lathatjuk (24. abra):

él 2 3 4 - & 7 ] g W0 M 12 13 14 15 8
e UUUUUUUUUUI U
s DL—:-::-:-:D:;:::u:-:-_‘u:-zj ,
Utasitas bajt =~ Adat bajt

24. abra: Az interfész miikddése (www.elemyo.com, datum nélk.)
A mikrovezérl6hoz, (ami ebben az esetben egy Arduino Uno volt) a kdvetkezoképpen

kellett bekotni (25. abra):

25. abra: Arduino és Elemyo szenzor bekdtése (www.elemyo.com, datum nélk.)
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Leszamitva, hogy milyen szenzort hasznalunk mindegyik hasonl6d alapon mikodik,
differencialis erdsitési technikéaval. A differencial erdsitéknek magas bemeneti impedancidval
¢és nagyon alacsony kimeneti impedancidval kell rendelkeznie, minden mérésnél erre sziikséges
torekedni. Idealisan egy differencial erdsitonek végtelen bemeneti és nulla kimeneti
impedancidja van.

A differencialis erdsitést egy miiszererdsitd segitségével érik el, amely magas bemeneti
impedancidt biztosit. Egy altalanos harom erdsitds miiszererdsitd lathatd a kovetkezd dbran (26.
abra), ehhez hasonldan épiilnek fel az altalam hasznalt szenzorok is. A miiszerben 1évo erdsito
differencialis erésitést végez ugy, hogy kivonja a V1 és V2 fesziiltségeket. igy a V1 és V2-n
(elektroda bemenetei) kozos zajjelek eltavolitasra keriilnek. A differencialis erdsités mindkét
bemeneten kozos jelek elutasitasara valo hajlamat a k6zos modu elnyomasi arany (CMRR)
hatarozza meg. A 90 dB-es CMRR elegend6 a kozos jelek eltavolitasahoz a miiszererdsitok
esetében, de a legujabb technoldgia, bar dragabb, de mar 120 dB-es CMRR-t is biztosit. A
miszererdsitd erdsitését egyetlen ellenallas (Rgain) segitségével allithatjuk be. Az erdsitési és

a kimeneti egyenlet a mliszererdsitdre a kovetkezd egyenletekben lathato. (Jamal, 2012)

Erésités = (1 + 2% 9)
Rgqin’ R2
Voue = (V, —V,) * Erésités (10)

26. abra: Harom erdsitds differencidlis erdsités (Jamal, 2012)

2.1.2.  Mikrovezérlok
Két mikrovezérldt is hasznaltam, az egyik egy ESP32, a masik pedig egy Arduino Uno
volt.
Az ESP32 egy sokoldali mikrovezérld 2 magos processzorral rendelkezik, ami gyors

adatfeldolgozast biztosit, és kiilonbozd periféridkat tdmogat példaul az SPI, 12C és UART
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interfészeket, igy szamos kiils6 eszkozzel integralhat6 esetemben a kinai EMG szenzorral. Az
ESP32 tovabba hasznos valds idejii adat megfigyelés soran. 512 KB rammal rendelkezik, 30-
38 tii kiosztassal és az ora frekvenciaja 240 MHz.

Az Arduino Uno pedig egy ATmega328P-n alapuld mikrovezérlo kartya. 14 digitalis
bementi/kimeneti érintkezével rendelkezik (ebbdl 6 PWM kimenetként hasznalhato), 6 analog
bemenettel, 16 MHz-es keramia rezonatorral, USB csatlakozéssal, tapcsatlakozdval, ICSP
fejléccel és reset gombbal. Mindent tartalmaz, ami a mikrokontroller tdimogatasahoz sziikséges.
Tapellatasat 7 és 20 V kozotti fesziiltséget fogadd horddcsatlakozo szolgalja.

Osszességében egy nagyon felhasznalobarat és egyszerti megoldast biztosit széleskorii
projektek elkészitéséhez és azért esett erre a valasztdsom mert az EMG szenzorok tobbségének
kompatibilitasi szempontbol az Arduino a legmegfelelobb valasztas. (www.docs.arduino.cc,
datum nélk.)

2.1.3. USB levilaszto

Amire még sziikség volt az egy elszigeteld USB levalasztd. Ezt arra tervezték, hogy
védelmet biztositson az USP-periféridk tulfesziiltség és az elektrosztatikus feltoltédéssel
szemben az USB-porton. Tovabbi szerepe a csOkkentett haldzati interferencia az
érzékelérendszerek (EMG szenzor) csatlakoztatdsakor olyan eszkozhoz, ami kiilso
aramforrashoz van csatlakoztatva (szenzorunk csatlakoztatdsa a géphez), valamint kiegészitd
aramiités elleni védelem.

Szamos tényez0 vezethet veszélyes toltés vagy fesziiltség megjelenéséhez a
tapegységhez csatlakozott eszk6zokon, amely az USB periféria meghibasodasahoz is vezethet,
és SEMG szenzor esetén, ami érintkezik a testiinkkel, aramiitést eredményezhet.

Példaul veszélyt jelenthet, ha a szamitogép tapellatasi rendszere meghibasodik, vagy a
foldelés hianya ¢s a felhalmozodott statikus t6ltés a tokozason is hibaforras. Tehat az USB
levalaszté kikiiszoboli az USB elektromos meghibasodasanak lehetségét, és biztonsagosabba
teszi a periféridk csatlakozasat.

Az USB levalaszto (27. abra) az ADUM3160-on alapul, ami egy szigetelt, digitalis
adatatviteli egység. Ugymond izolalt gate (kapu) meghaijto vagy izolalt digitalis izolator, amely
lehetové teszi a digitalis jelek szigetelt atvitelét két elkiiloniilt rendszer kozott. Ezen kiviil az
altalam hasznalt izolator magas és alacsony jelsebességet is tudott biztositani (1.5 Mbps / 12
Mbps), ami kiillondsen jo, mivel a gyors izomreakcioknal sziikséges a nagyobb adatatviteli
sebesség. Olyan teriileteken sziikséges alkalmazni, ahol fontos az adatbiztonsag és az

elektromos zajoktdl valé védelem. Az izolalt atvitel lehetové teszi a digitalis jelek atvitelét
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anélkiil, hogy galvanikus kapcsolatot eredményezne a két rendszer kozott, igy minimalizalva a

foldhurok okozta zajt és a foldhurok altal tovabbitott potencialis zavarokat.

27. abra: USB levalaszto

Ahogy az abran is latszik (34. abra), sok felesleges zajtol lehet megszabadulni egy
egyszerii levalaszto hasznalataval biztonsdgosabba téve a rendszeriinket. Ez a késdbbiekben is
hasznos volt, mert a mért jelek kevesebb zajjal érkeznek az adatfeldolgozé rendszerbe, tovabba
megvédi a mikrovezérloket.

2.1.4.  Adatgyiijti és feldolgozo rendszer felépitése

Miutan kivélasztottam az adatgy(ijté rendszerem elemeit, meg kellett terveznem az
adatgytijtési folyamat blokkvazlatat, amely az egyes részegységek miikddését és kapcsolodasat
szemlélteti. Az elektromiografias jel mérése egy feliileti EMG szenzorral kezd6dott, amellyel
az izmok elektromos aktivitasat mértem. A jel els6ként athalad egy analog jel kondicionalason
¢s jelfeldolgozason, amit ez esetben a szenzor €s az USB izolator biztosit. Ezt kdvetden a jel
atkeriil a mikrovezérlébe, ahol analog-digitalis atalakitas torténik, digitalizalva a jelet tovabbi
feldolgozashoz. A digitalizalt jel a digitalis jelfeldolgozasi folyamaton megy keresztiil, amely
magaban foglalt egy masodrendii Butterworth szlirét, amellyel a digitalis jeleket sziirtem, ezen
szlrd jelentségét a késObbiekben részletezem. Végiil a feldolgozott EMG jeleket kiilonb6zd
gépi tanulo algoritmusok (nevezetesen CNN, SVM, KNN) segitségével elemeztem, amelyek
osztalyozzak az izomcsoportok tevékenységeit.

A digitalizalas utdn mar nem volt sziikkség a mikrovezérldre, hanem szamitogépes
szoftverekkel oldottam meg a digitalis sziirést és a tanitd algoritmusok megvalositasat.
Osszegezve a fentieket a végsé adatgyijto és feldolgozo rendszerem blokksémaja a lenti abran

(28. abra) lathatd modon alakult.
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Analog tartomany

zajos kizeg zajos kizes
EMG szenzor| % ’
Jellondicionalas és elofeldolgozis a

szenzorba épitett erdsitd és srid,
valamint az USB izoldtor segitségével

A'D atalah

milroveréls

Digitalis tartomany

Jelek szirese: Masodrendi
butterworth, Mozgo ddag

Digitilis tartomany

Tanulé algommusol:
CNN, SVM, KNN

28. abra: Adatgyiijto és feldolgozod rendszer blokksémaja

A valdésagban pedig kettd adatgyiijté rendszert valdsitottam meg, ahogy a fentiekbdl is
kovetkezik, az EMG szenzorokbdl és a mikrovezérlokb6l is kettdt hasznaltam fel. Elsd
probalkozasra az dsszerakott ,,adatgy(ijté allomas” egy ESP32 mikrovezérlobdl és egy olcso
kinai EMG szenzorbol 4llt (29. dbra). Ahhoz, hogy elkeriiljiik a f6ldhurkot, kiilon tapra volt
sziikség a szenzor lizemeltetéséhez, amit két darab 9V-os elem segitségével oldottam meg.
Ezeket ugy kellett bekdtnom, hogy legyen egy pozitiv és egy negativ potencial is, ami alapjan
majd feszitett és a nem feszitett izommozdulatot a szenzor el tudja kiiloniteni. Sajnos egy hibas
bekotést kovetden az EMG boardon kiégettem a kondenzatorokat, és azok kicserélése utan sem
tudtam mar ezt a rendszert hasznélni, mivel az ESP chipjén beliil is valami 6sszeégett (29. abra
-zolddel jeldlt), igy mindig brownoutra fut a miikkddés a szenzor hasznalata soran, tovabba

maximum potencial jelenik meg a kimeneten.

29. abra: ESP32 ¢és kinai EMG szenzor ,,adatgyiijto hardver”

A masodik ,,adatgylijté allomasom” szerencsére azéta is miikodik, és sikeresen le

tudtam mérni vele a kivant izomcsoportokat. Ezt mar egy dragabb szenzorbol raktam Ossze,
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amivel az Elemyo cég tdmogatott (www.elemyo.com, datum nélk.). Ez az Elemyo vl.4-es
feliileti szenzor volt, és mell¢ egy Arduino Uno-t hasznaltam, mint mikrovezérld. Ahhoz, hogy
elkeriiljem a foldhurkot és védjem az Arduino mikrovezérlomet, ennél a rendszernél mar
hasznaltam az USB-izolatort is. Ez lett a végs6 adatgylijté rendszerem, ami mar megbizhatobb

volt és biztonsagosabb (30. abra), igy ezt tudtam hasznalni a hatralévo adatgytijtéseim soran.

30. abra: Arduino Uno, Elemyo v1.4 és USB izolator ,,adatgytijt6 rendszer”

2.1.5. Szoftverek

A dolgozatom soran tobb szoftvert is kiprobaltam, de végiil két szoftver segitségével
sikerlilt megvaldsitanom a jel kezeléshez és -feldolgozashoz, valamint mesterséges neuralis
halok tanitasahoz sziikséges feladatokat. Az egyik a MATLABvolt, a masik pedig Visual Studio
Code (VSC) Python.

A MATLAB egy interaktiv kornyezet, amely alkalmas algoritmusok fejlesztésére,
adatfeldolgozasra, szimulaciok és vizualizaciok elvégzésére is. Széles korben hasznaljak
mérndki alkalmazasokban, kiilondsen a jel- és képfeldolgozasban, ezért is esett ra a
valasztasom. Ezen program hasznalataval mértem le a jeleimet, és alkalmaztam rajtuk utdlagos
szlrést.

Az Elemyo szenzorhoz a gyarto altal készitett és nyilt forraskdda scriptet hasznaltam
fel, amit kiegészitettem olyan funkcidval, hogy adatokat tudjak rogziteni vele. A rogziteni
kivant adatokat a program .csv formatumba mentette ki, amit utdna Excel formatumba
exportaltam, és a késébbiekben ezen adatokkal dolgoztam tovabb. A gyarto altal készitett kod
ugyan tartalmaz szlir6ket, de ezeket nem hasznaltam fel, szerencsére van opcio ezen szlirdk
kikapcsolasara. Azért volt elény0s, hogy ezt a scriptet hasznaltam, mert ehhez mar késziilt GUI

(grafikus felhasznaloi feliilet) (31. abra), igy minden mérésem el6tt le tudtam ellendrizni, hogy
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a szenzorjeleim megfeleldek, és hogy a szenzor megfeleléen van-e beéllitva és felhelyezve az

adott borfeluletre.

31. dbra: Nyers EMG jel, Elemyo GUI hasznalataval

Ezen kiviil a mért jeleimen a sziirok megfeleld beallitasat is MATLAB segitségével
végeztem. Egy egyszerll sziir6 kodot készitettem, ami az altalam kivalasztott sziirOket
alkalmazza a kivant EMG jel-en, egymas ald kirajzolva igy tudtam megtalalni a megfeleld
beallitast a sziirdimen (35. abra). Ezeket az elkészitett szlirOket (1d. késébb) pedig késdbb a
rogzitett adatsoraimon alkalmaztam, de ezt mar nem MATLAB segitségével végeztem el.

A tényleges szirést és a tanuld algoritmusokat Python hasznalataval valdsitottam meg
Visual Studio Code segitségével. Ezekrdl a késobbi fejezetekben kitérek.

2.2. Mérési adatgyijjtés és adatfeldolgozis

2.2.1.  Adatgyiijtési modszerek

Annak érdekében, hogy az adataim a lehetd legpontosabbak ¢és legjobbak legyenek
néhany altalanos megfontolast figyelembe kellett vennem, ami javitja a myoelektromos jelek
merését.

Mivel az sSEMG mérés mindsége nagymértékben fiigg a bér megfeleld elokészitésétdl
¢s az elektrodak pozicionalasatol, ezért ligyeltem arra, hogy a borfeliileteket igényesen
elokészitsem. A bor elokészitésének f6 mddja a stabil elektroda érintkezés és az alacsony bor
impedancia. Ugyan altalanos szabalyok nincsenek ra, de szdmos praktika van, amivel javitani
lehet az EMG-mérésekhez a szenzor teriilet elokészitését. Ha példaul kissé statikus vagy
lassitott mozgast terveziink, akkor elegendd lehet egy egyszeri alkoholos tisztitds, de ha
gyorsabb izommozgas kozben szeretnénk mérni, akkor elengedhetetlen az alapos elokészités.

A kovetkezOket alkalmazva noveltem a borfeliiletem impedanciajat, a megfeleld mérésekhez.
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1, A szér eltavolitasa: erre azért volt sziikkség, hogy javitsam az elektrédak tapadasat,
nedves, izzadékonyabb borfeliilet esetén.

2, Bdrradir, hogy eltavolitsam az elhalt hamsejteket. Tiszta alkoholt ontve durva
torolkozore, €és ezzel a bort radirozva le tudtam dorzsolni a felso elhalt réteget.

Annak érdekében, hogy még jobb eredményeket érjek el, a mérések kozben a szenzor
pontos felhelyezésére is nagyon oda kellett figyelni. A feliileti EMG szenzor elektrodéakat ugy
kell felhelyezni, hogy a motoros egység és az izom-in kapcsolata kozott fekiidjenek fel a
borfeliiletre az izomhoz képest hosszaban. Tovabba arra is figyelni kellett, hogy az adott
izomhasra helyezzem fel a szenzort, mivel itt a legnagyobb az izomslriiség, ez altal javitva a
jelerdsséget.

A szenzor mivel nem Ontapadd volt, hanem fémfeliilettel van ellatva, ezért fel kellett
ragasztani a borfeliiletre. Erre a legjobb megoldast egy kineziologiai szalag szolgaltatta, ami
azért elonyos, mert mint egy ,,kiils6 bérként” kovette az izomfesziilések altal okozott mozgast,
egylitt nyulva a tényleges borfeliilettel (32. dbra). Ebbdl addddan a szenzor megfelelden tudott

felfekiidni a megjeldlt teriiletre.

32. 4dbra: Sajat mérés Elemyo szenzor segitségével

A fenti 1épéseket sziikséges volt minden kijel6lt mérési ponton elvégezni. Miutan a
megfeleld eldkésziileteket elvégeztem, kezdddhetett a mérés. Hét kiillonb6zd izomcsoportot
valasztottam ki, véletlenszeriien olyanokat, amiket az altalam hasznalt egyszerli szenzorral
konnytl lemérni. Azt, hogy melyek voltak ezek az izomcsoportok, a kovetkezd abra (33. abra)
szemlélteti. Minden izomcsoport mellé egy szamot rendeltem, hogy a neuralis halok majd ez
alapjan tudjak osztalyozni az izomcsoportokat. Az izomcsoportok jeloléséhez az egyszerliség

kedvéért szamokat hasznaltam.
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33. abra: Mért izomcsoportok (szamozas és elnevezés) (www.biosourcesoftware.com, 2022)

Az izomcsoportok mérésénél nem hataroztam meg konkrét mozgésokat, mivel nem az
volt a cél, hogy mozgasformakat kiilonitsek el, hanem az egyes izomcsoportokat, ezért minden
izomnal csak egy egyszerl feszités és ellazitas tett ki egy ,,adatcsomagot”. Természetesen ezt a
lehetd legtobbszor kellett megismételni, hogy a tanitod algoritmusoknak minél tobb legyen az
inputjuk. Izomcsoportonként 40-50 mintat rogzitettem.

A méréseket kizarodlag sajait magamon végeztem, részben a rendelkezésre allo
korlatozott erdforrasok miatt, részben pedig azért, mert igy egy kezdeti kisérlet soran jobban
kontrollalhat6 volt az adatgytijtési folyamat. Egy nagyobb mintaszamu kutatds esetében, ahol
tobb résztvevon kellene mérni ugyanazon izomcsoportok aktivitasat, szamos valtozo jelenne
meg, amelyek bonyolitandk az adatok elemzését, ¢s az algoritmusok tanitasat. Az emberi
izomcsoportok aktivitasa jelentds egyéni kiillonbségeket mutat, példaul a testalkat, edzettségi
szint és faradtsagi allapot fliggvényében.

Az ilyen tipusu kutatasokhoz altalaban nagy szamu résztvevd sziikséges, hogy az adatok
statisztikailag relevansak és altalanosithatdak legyenek. Jelenlegi munkam soran nem alltak
rendelkezésre ilyen mértékli er6forrasok, €s az egyszeri otthoni szenzorokkal technikai és

logisztikai szempontbdl is nehézkes lett volna tobb alany méréseinek begylijtése. Mind emiatt
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az adatok gytiijtésének optimalizalasa érdekében a mérési folyamatot egyéni szinten tartottam,
hogy az algoritmusok finomhangolaséara fokuszalhassak.

A mérések iddtartamat probaltam izomcsoportonként egyenletesen eloszlatni. Ez annyit
jelent, hogy minden mérésnél egy feszités és ellazitasi ciklus volt egy ,,adatcsomag”, ez
nagyjabol 1-3 masodperces ablakot jelent. Ennyi id6 alatt mar kirajzoldédtak az adott
izomcsoport karakterisztikai, amit a kés6bbiekben mar a tanito algoritmusok fel tudtak ismerni.
Természetesen a lehetd legtobbet kell mérni ilyen kis ,,adatcsomagokbdl”, viszont az SVM-et
¢s a KNN-t azért valasztottam, mert azok tanitdsahoz nem sziikséges nagy mennyiségii
adathalmaz.

Tovabbd minden mérésemnél probaltam rekonstrudlni ugyanazt a kornyezetet. A
szenzor felhelyezését a meghatarozott pontokra, a testtartdsomat gy beéllitani, hogy csak a
mért izomra tudjak koncentralni, és az fesziiljon ugy, ahogy elvart. Ezen kiviil minden mérésem
el6tt megvizsgaltam az Elemyo GUI segitségével, hogy mindent jol allitottam-e be, €s ha igen,
akkor kezdtem csak el a méréseket.

A méréseim soran a mintavételezési frekvenciat 1000 Hz-re allitottam, mivel ez
elegendd volt a szdmomra relevans izomaktivitasi jelek pontos rogzitéséhez, beleértve az
emberi izomtevékenységhez kapcsolddd frekvenciatartomanyt. Ezzel a mintavételezési
frekvenciaval biztositva volt, hogy a Shannon-Nyquist-tétel teljesiiljon, és elkeriiljem az
aliasing jelenségét.

2.2.2. Adatfeldolgozas

Amikor EMG adatokkal probalunk tanitani gépi tanitasi modelleket, fontos alkalmazni
kiilonbozd filtereket, és eldonthetjiik, hogy ezt adatrogzitést kozben vagy utana végezziik el,
mindegyiknek megvan az elénye és a hatranya.

Ha az adatok rogzitése kozben végezziik a szlirést, ez valds idejii feldolgozas soran segit
a zajok ¢és ,mitermékek-(artifacts)” wvalos idejli csokkentésében, ami javithatja az
adatmindséget. Tovabba a szlirés alkalmazdsa csokkentheti a zajok mennyiségét, igy
kezelhetobbé és relevansabbé téve az adathalmazt a betanitdsahoz, tehat az adatmennyiség
csOkkenését is elérhetjiik. Ha a szlirés hardveresen megoldhato példaul egy arduino vagy mas
mikrokontroller segitségével, akkor ez tehermentesitheti a f6 szamitogépet, és kevesebb lesz a
valos idejii szamitasi igény. Ha a szlirést az adatok rogzitése kozben végezziik, akkor olyan
adatokat eredményezhet a sziirés, amelyek mar eléfeldolgozottak. Kevesebb utofeldolgozas

szlikséges modell betanitdsa soran. Ha a szlir6ket nem megfeleléen valasztjuk meg,
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el6fordulhat, hogy fontos jellemzoket tavolitunk el, vagy torzitasokat vezetiink be az
adatainkba.

Ha pedig a nyers adatok rogzitése utani szlirést alkalmazunk, az nagyobb rugalmassagot
biztosit, kiilonbdzo sziirési technikakat és paramétereket lehet kiprobalni anélkiil, hogy az
eredeti adatokat megvaltoztatnank. Ha minden adatra ugyanazt a sziir6t alkalmazzuk, az
biztositja, hogy a betanitdé ¢és teszt adatok egyenletesen legyenek feldolgozva. Ez
kulcsfontossagi a modell teljesitményének konzisztencidja szempontjabol. Tovabba lehetdvé
teszi, hogy kiilonb6z6 szlirési technikakat probaljunk ki, és kivalasszuk a megfeleld sziirést a
modell teljesitményiikhoz.

Mind a két opcidt kihasznaltam az adatgylijtéseim sordn, ezzel biztositva, hogy jobb
mindségli adatokat kapjak.

A val6s ideji sziirést a fentebb emlitett USB izolator biztositotta, ami kisziirte az
elektromos zajokat ¢és interferencidkat, amely magasfrekvencias zajként megjelenhet a
mérésekben azért, mert a mikrovezérldt a személyi szamitogépembdl kozvetlen vezéreltem. Az

izolator altal biztositott zajszlirés szemmel lathato a kovetkezd abran (34. dbra).

Direkt szamitogépes csatlakozas | Csatlakozds USB elvalasztén
34. dbra: EMG-jel direkt és levalasztoval torténd csatlakoztatdsa (www.elemyo.com, datum
nélk.)

Ezen kiviil még az Elemyo szenzorba beépitett savsziird segitségével is sziirtem a
jeleket. Ez a sziiré 8 és 200 Hz kozotti frekvenciatartomanyt enged csak at. A beépitett sziira
als6 hatara tehat egy kicsit alacsonyabb, mint 10, ezzel biztositva, hogy minden izom
aktivitasbol szarmazoé jel atmenjen a rendszeren, mig a felsd hatdr kisziiri azokat a jeleket,
amelyek mar nem szarmazhatnak izommozgasbol.

Miutan rogzitettem az izmokbdl szarmazé jeleket, tovabbi szlirdket is hasznaltam,
ugyan ezen szlréseket mar nem a valds idében végeztem el, de még a tanitd algoritmusok eldtt.

A mért adatok tovabbi szlirése azért is volt eldnyds mivel, igy tudtam kisérletezni a

szlir6k bedllitasaival még mieldtt az adathalmazomat a neuralis halok feldolgoztdk volna. A
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szlirok beallitasa Hz-ben tortént, mivel igaz, hogy az EMG adatok mV-ban voltak, de a mért
jeleink kiilonb6zd frekvenciakbdl allnak 6ssze. Ezek miatt kell a frekvenciakat filterezni, igy
kontrollalva azt, melyik tartomanyt engedjiik at és melyiket nem. Egyszertien fogalmazva: mV
az EMG jel amplitaddjara utal (az elektromos aktivitas erdssége). A Hz az elektromos aktivitas
frekvenciajara utal, azaz arra, hogy milyen gyakran fordulnak eld jelciklusok (csticsok ¢€s
mélypontok) méasodpercenként.

Tobbféle szlirdt is kiprobaltam, mire kivalasztottam a szamomra megfeleloket, végiil
masodrendli Butterworth és Mozgoatlag (MA) sziirok alkalmazasa mellett dontottem, melyek
elényei és tulajdonsagai kifejezetten az EMG adatok eléfeldolgozasahoz sziikséges
kritériumoknak felelnek meg.

A masodrendii aluldteresztd Butterworth sziird, elsésorban arra szolgalt, hogy a magas
frekvenciaja zajokat csokkentse, amik mérés kozben a digitalis eszk6zokbdl vagy a kdrnyezeti
forrasbol szarmazhattak. Tovabba azért is volt elény0ds, mivel ezen sziird tulajdonsaga, hogy az
ateresztOsavjaban a frekvenciavalasz lapos, vagyis nincs oszcillacio. Ennek kdszonhetd, hogy
a jel hasznos komponenseit nem torzitja, csupdn a zajos, magas frekvencias részeket vagja le.
A masodrendii megnevezés pedig arra utal, hogy a szlird két pdlussal rendelkezik, amely
gyorsabb csillapitast biztosit a vagasi frekvencian tal. A szlird vagasi frekvenciajat pedig 80
Hz-ra valasztottam, hogy még jobban megszabaduljak a nagyfrekvencias zajoktol.

A mozg6 atlag szlirés egy egyszerli, de hatékony simitd szlird, amely egy eldre
meghatarozott ablakméret alapjan az egyes mintak atlagat szamitja ki. Ez az ablak folyamatosan
halad végig az adatokon, minden 0ij mintaval frissitve az atlagon. Majd a simitas kovetkezik,
ami a jel ingadozasat kezeli le, csokkenti a zajt, és a jel lassu valtozasait hangstlyozza. Ez
kiilondsen fontos az elektromiografias jeleknél, mivel gyorsan valtoznak, és ezen jelosszetevok
zajt jelenthetnek.

Az utébbi szlironél az ablakvalasztas mérete kritikus szerepii, ezért annak az értékét
kellett jol megvalasztani. A tal kicsi ablakméret ugyanis gyorsan valtozo értékeket
eredményezhet, amelyek mar nehezebben értelmezhetéek, mig a tul nagy ablakméret
kisimithatja az aktivitasi csucsokat. En 120-at valasztottam ablakméretnek mind a két sziiréhoz.

A szlirok valasztasa soran egyéb szliroket is kiprobaltam, igy olyanokat is, amik példaul
nemigen voltak alkalmasak a kivant feladatra. Egy ilyen nem ajanlott szér(i izomvizsgalatokhoz
példaul a Notch szlird. Ezt gyakran alkalmazzak 50 Hz-es halozati zajok eltdvolitasara, de az
EMG jelek esetében nem a legjobb valasztas. Ezzel a sziirdvel ugyanis nem csak a zajt, de a

hasznos informaciokat is kisziirhetjiik az adataink koziil, tovabba éles frekvencia-kivagast hajt
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végre, ami a spektrumok torzulasahoz vezethet. A spektrumok torzuldsa pedig rontja a jelek
Végiil sok kisérletezés utan az altalam valasztott két szlirét (Butterworth, mozgo atlag)
kiilon-kiilon hasznaltam (35. abra) az adatokon ezzel kiprobalva azt, hogyan javitjak a jelek

mindségét és feldolgozhatosagat.

Filter: Mozga atlag (Ablakozisi méret: 120)
T

Amplitide

2000
1db {ms)

35. abra: Szirék alkalmazasa nyers elektromiografias jelen

Miutan megtalaltam a megfeleld sziir6beallitasokat, mar ténylegesen tudtam alkalmazni
azokat a mért adataimon. Ezt mar VSC-ben végeztem Python kod segitségével.

A sziirések megvaldsitasara két scriptet hoztam létre, az egyik egyesével alkalmazza a
filtereket, a masodik pedig egymas utan, de a miikddési alapelviik ugyan az. ElsGsorban fontos
konyvtarakat kell importalni, nekem a scipy.signal és a numpy volt elengedhetetlen a
matematikai mutveletekhez és a digitalis szliréshez. Ez utan mind a kett6 sziironek (Butterworth,
Mozgo atlag) 1étre kellett hozni egy sajat fliggvényt, amiben a paramétereit lehet allitani. Mivel
kozos paramétereket alkalmaztam (vagasi frekvencia, ablakozasi méret), ezeknek egy valtozot
hoztam létre, és itt adtam értéket hozzajuk (80Hz és 120 a MATLAB-ban kiprobaltak alapjan).
Végiil még fontos bedllitani a mintavételezési frekvenciat, ami megegyezett a méréskor
beallitott frekvenciaval.

Ezek utan a fajlok beolvasasa kovetkezett, amik a mért adatokat tartalmaztdk Excel
formatumban. Az els6 oszlop tartalmazta az mV értékét az izomnak, a masodik oszlop pedig
az 1d6t ms-ben. Ezek utdn minden fajlon lefutottak a szlir6 fliggvények, és az adott sziiré nevét
hasznalva postfix-ként lementette a program az 1j fajlokat. A masik script pedig hasonloan
miitkddik, annyi eltérés van, hogy egy 0j fajlt képez, Ggy, hogy az mar magéban foglalja mind

a két szlird modositasat.
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2.3. Mesterséges neurdlis hilozat megvalositisa

Dolgozatom soran harom gépi tanuldsi modszert valdsitottam meg azért, hogy Ossze
tudjam hasonlitani a teljesitményiiket és tulajdonsagaikat egymassal, kiilonbozd szilirési
technikak alkalmazasa mellett. Az algoritmusok vizsgalata soran figyelmet forditottam a
pontossag, precizitas, érzékenység és F1-score mutatok alapjan torténd dsszehasonlitasra, hogy
atfogo képet kapjak az egyes modszerek hatékonysagarol.

2.3.1. CNN

A CNN egy Osszetett mélytanulasi halozat, amely kifejezetten hatékony a mintazatok
felismerésére, ezért eloszeretettel hasznaljak képi adatok kategorizalasara. Ugyanakkor nagyon
jol teljesit idobeli adatok feldolgozasa soran is, és mivel az EMG adatsorunk iddbeli jelek
Osszessége, ezért probaltam ki ezt az algoritmust.

Az altalam implementalt kod harom f& szakaszra bonthato: adatbetoltés és
elofeldolgozas, CNN modell létrehozasa, valamint a modell tanitidsa és tesztelése. Ezek a
szakaszok alkotjak a teljes folyamatot az adatok el6készitésétdl a modell kiértékeléséig.

Azért is valasztottam a Python-t, mert nagyon felhasznaldbarat, és a sok felhasznald
miatt nagy mennyiségii elére elkészitett konyvtar taldlhatd, amiket fel lehet hasznalni
programok készitése soran. A CNN algoritmus soran példaul elengedhetetlen volt a keras
konyvtar, ami a mélytanulasi modell felépitésért felel, ez kezeli a kiilonféle neuralis halozati
rétegeket és az optimalizalasi folyamatokat.

Az adatok betoltésért és elofeldolgozasaért felelos fiiggvény (load data_from folders)
az EMG adatsort tartalmazo Excel fajlokbol tolti be az adatokat. Csak azokat a tablazatokat
tolti be, amelyek a megfelelden tartalmazzak az adatokat (EMG érték [mV] és id6 [ms]). Ha az
adatsor hossza rovidebb, mint az adathalmaz maximalis hossza, egy beépitett fiiggvény
(np.pad) segitségével nullakkal egésziti ki a jelet a megadott hosszra, ez a padding. Ez azért
fontos, hogy minden adat megfeleld hossziisagu legyen, és igy hiba nélkiil lehessen az adatokat
a konvolucios halonak betaplalni (Haryanto, Sitanggang, Agmalaro, & Rulaningtyas, 2020).
Végiil az egyes fajlok neve alapjan az izomcsoportokat a program azonositja. Ezen cimkék
felhasznalasaval a halozat kategoriakat tanul meg osztalyozni.

Az adatok betdltése utan normalizalas és kategorizalas kovetkezik, amit a run_cnn
figgvény valdsit meg. A normalizalasra azért van sziikség, hogy a CNN kdnnyebben tanulhassa
meg az adatok kozotti kiilonbségeket. Ehhez a MinMaxScaler figgvényt hasznalom, amely a
jelet 0 és 1 kozé skalazza. Az 1D konvolucids réteg alkalmazéasa azért indokolt, mert az EMG

adatok egy dimenzios id6fiiggé jelek, ahol a jel értékei idében kovetik egymast. Igy a neuralis
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halé a jelsorozat mintazatait id6beli szekvencidk mentén tanulja meg, ezaltal képes lesz
hatékonyabban felismerni a jelek jellemzoit anélkiil, hogy felesleges komplexitast adnank a
rendszeriinkh6z. Végiil az egyes izomcsoportokat, vagyis a cimkéket kategoriakka alakitjuk,
amelyeket a CNN softmax rétege kezel. A to cagegorical figgvény segitségével minden
kategoriadhoz egy-egy bindris vektor tartozik, ami a hal6zat szdmara egyszeriisiti a kimenet
értelmezését.

Ez utan jon a CNN modell felépitése (create _cnn_model), fliggvény, ami a haléozatunk
architektarajat hozza létre. Egy konvolucios réteget hasznalok, amely 64 sziir6t hasznal. Ez a
réteg megtanulja felismerni az EMG jelben rejlé mintazatokat. A konvolicids réteg utan egy
pooling réteg kdvetkezik (MaxPooling1D), amely a konvolucios réteg altal generalt jellemzdok
szdmat a felére csokkenti. Ezéltal a modell altaldnositja az adatokat, ami segit a gyorsabb ¢és
hatékonyabb tanulasban. A flatten réteg lapositja a kimenetet, hogy egy 1D-s vektort hozzon
létre. A lapositas annyit jelent, hogy a flatten réteg atalakitja az adatokat egy olyan sorozatta,
ahol minden érték a konvolucios miiveletek soran kinyert jellemzok egy-egy része, de ezek egy
sorban helyezkednek el. Ezutan egy Dense réteg (teljesen dsszekapcsolt réteg), 64 neuronnal,
tovabbi jellemzoket tanul meg, amelyek magasabb szintli 0sszefliggéseket képviselnek a
konvolucids réteg altal 1étrehozott jellemzokbol. Ez a réteg arra 6sszpontosit, hogy a korabbi
réteg altal kinyert informaciokbol magasabb szintli kapcsolatokat hozzon 1étre, ezaltal segitve
a végso osztalyzast.

Majd kovetkezik a dropout réteg, ami segit a talillesztés csokkentésében. Ez a réteg
véletlenszeriien elhagyja a neuronok egy részét minden egyes tanulasi 1épésnél, igy a haldzat
nem fog tilsdgosan egy-egy jellemzdre dsszpontositani.

Az utols6 pedig a kimeneti réteg, ami a sofimax aktivacios fliggvényl réteg, ez felel az
osztalyozasért, ahol a neuronok szama megegyezik a lehetséges kategoriak (izomcsoportok)
szamaval. A softmax figgvény minden egyes kategoriara valosziniiséget ad meg, igy a modell
dontést hozhat az osztalyok kozott.

Miutan a fenti kodrészleteket megalkottam, kovetkezhetett a modell tanitasa és
tesztelése (run_cnn fliggvény). Az adataimat felosztottam 80% tanito és 20% teszt halmazba a
train_test split segitségével. A tanitasra 40 epochon keresztiil keriilt sor, 32-es batch méret
mellett. Ez azt jelenti, hogy a tanulasi folyamat 40 ismétlésbol all, tehat minden adatot 40
alkalommal 14t és tanul beldle. A batch méret pedig azt jelenti, hogy a modell egyszerre 32
adatmintat dolgoz fel, majd frissiti a tanuldsi paramétereket, igy a teljes folyamat tobb kisebb

1€pésbdl tevodik Ossze. A tulillesztés elkeriilése végett, a tanitdo halmaz 20%-at a validaciora
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hasznaltam fel (validation_split). A teszthalmazzal vald kiértékeléshez elorejelzéseket kellett
késziteni a tanult modellen. Az accuracy score és a classificaiton_report segitségével a modell
pontossagat és osztalyozasi teljesitményét mértem minden izomcsoportra. Ezek az értékek

mutatjak meg, hogy a haldézat mennyire pontos az egyes izomcsoportok felismerésében.

36. abra: Implementalt CNN architektaraja

Elégedett vagyok az altalam készitett CNN modell (36. dbra) eredményeivel, mivel igy
is sikeriilt vele elfogadhat6 eredményeket elérni, amelyek jol tikrozik a modell hatékonysagat
az altalam végzett feladaton.

2.3.2. KNN (K — Nearest Neighbors)

Az algoritmus miikddése azon alapul, hogy egy 0j feljegyzést (rogzitett adatot)
Osszehasonlit a tanité adattal és megkeresi azokat, amelyek hasonldoak hozza. Ebben az
algoritmusban a ,legkozelebbi” fogalom egy tavolsagmetrikaval van megadva, példaul
euklideszi tavolsag alapjan hatdrozzék meg. Két pont n-dimenzids tere kozotti euklideszi

tavolsagot az alabbi képletek hatdrozzak meg:

Xy = (X110, X125 s X10)s X2 = (X21, X22, oe) X27) (1)
dist(xy, %) = \/Z;:l(xli — x,i)2 (12)

Ahol az x1 és xo két rogzitett érték, n attributummal. A K-lekozelebbi szomszéd
osztalyozo egy feliigyelt tanulasi algoritmus, ahol az 0j lekérdezés eredményét a KNN
attributumokkal vannak leirva, és minden minta egy pontot képvisel az n-dimenzios
mintatérben. Ily mdédon az §sszes tanitdo minta az n-dimenzids mintatérben van eltarolva.

Az algoritmus miikodése nagyon egyszerii: ugy miikodik, hogy az adott lekérdezés
példanyahoz a legkozelebbi tanitdé mintakat a minimalis tdvolsag alapjan hatdrozza meg. Miutan
Osszegyljti a legkozelebbi szomszédot, ezek tobbségi dontése alapjan adjuk meg a lekérdezés
példanynak eldrejelzését. Az algoritmus adatai tobbvaltozos attribitumokat (Xi) tartalmaznak,
amelyek az objektum (Y) osztalyozasara szolgalnak. Tegylik fel, hogy a K értéke 8 (vagyis 8

legkozelebbi szomszéd van) az algoritmus paramétereként. Ezutan kiszamitja a lekérdezés
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példany és az Osszes tanitd minta kozotti tavolsagot. Mivel csak kvantitativ Xi-k vannak, a
kovetkezd 1épésben pedig megtalalja a legkdzelebbi szomszédot. Minden tanitd minta
legkdzelebbi szomszédnak szdmit, ha a tavolsaga a lekérdezéshez kisebb vagy egyenld, mint a
K-edik legkisebb tavolsag. Mas szdval, az Gsszes tanitd minta tavolsaga a lekérdezéstol sorba
rendezédik és meghatirozzak a K-adik minimalis tavolsagot. Az ismeretlen mintat a K
legkdzelebbi szomszéd kozotti leggyakoribb osztalyba soroljak. Ezek a tanitomintdk az
ismeretlen minta legkdzelebbi K szomszédjai, ahol a kdzelség az euklideszi tavolsag alapjan
van meghatarozva. Tekintsiink egy olyan mintahalmazt X = {xi, ..., xx} € RP, ahol az ismert
osztalyozasok vannak tarolva, és minden egy adott osztalyba tartozik Y = {wi, w2, ..., 2s}. A
legkozelebbi szomszéd osztalyozasi szabaly szerint egy ismeretlen osztalyozasi mintat a z
osztalyba sorolunk a legkdzelebbi szomszédja alapjan, ahol xi € X a legkdzelebbi szomszédja
z-nek ha:
D(x;,z) = min{D(x;, 2)|l = 1,2, ...,N} (13)
Itt D az euklideszi tavolsag két minta kozott az RP térben. Ez a mddszer az 1-NN szabaly,
mivel csak egyetlen szomszéd alapjan osztilyozza a mintat. A K-NN szabaly pedig figyelembe
veszi z-nek a K legkdzelebbi szomszédjat és a tobbségi szabalyt alkalmazza. Legyen t, 1 = 1,
2, ..., s, aszomszédok szama az 1 osztalybdl z K-legkdzelebbi szomszédjai kdzott,
Siti =K (14)
Ekkor z-t a j osztalyhoz rendelhetjiik, ha
ti = Max {t;} (15)
Tehat 1épésrol 1épésre hogyan szamolhatd ki a K-legkdzelebbi szomszédok (KNN)
algoritmus:
1. K paraméter meghatarozasa, amely a legkdzelebbi szomszédok szamat jelenti.
2. Tavolsag szamitasa a lekérdezett példany és az Osszes tréning minta kozott.
3. Tavolsagok elrendezése és legkozelebbi szomszédok meghatirozasa a K-adik

legkisebb tavolsag alapjan.

crer

crer

ennek felhasznaldsa a lekérdezett példany meghatarozasara
(Mohammed, Abduladhem, & Abbas, 2010)
Tehat a KNN algoritmus eldényei kozé tartozik, hogy konnyen érthetd és
implementalhat6, gyorsan tanithatd, valamint robusztus a zajos tanuldadatokkal szemben.

Emellett képes barmennyi osztalyba sorolni az adatokat, és jol miikodik nem-linearisan
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szeparalhaté adatok esetén is, ami megkiilonbozteti mas algoritmusoktol. A K értékének
kivéalasztasa azonban kulcsfontossagu, mivel az algoritmus teljesitménye nagyban fiigg ettdl.
Az optimalis K megtalalasa idéigényes lehet, de ha ez megvan, a tanitasi id6 altalaban alacsony.
Hatranyai koz¢ tartozik a magas szamitasi koltség, amely az adatok és osztalyok szamanak
novekedésével aranyosan emelkedik, a gyenge futési teljesitmény nagy adathalmazok esetén,
valamint érzékenysége az adatok mindségére ¢és irrelevans jellemzokre. (Lopez-Bernal,
Balderas, Ponce, & Molina, 2021)

A KNN egy viszonylag nagyon konnyen hasznalhatd volt szamomra és jol teljesitett a
probak soran. Természetesen itt is sziikséges volt hasznalni az ehhez tartozo f6 konyvtarakat,
amelyek mar elére el vannak készitve a Python kornyezethez ilyen feladatokra (példaul
KNeighborsClassifier, cross_val_score).

A konyvtarak importalasa utan pedig az adatok betoltése kovetkezett az adatokat tartozo
mappakbol, ez egy egyszert fliggvény volt (load data from_folder), ami a mappaban talalhatod
Excel fajlokon iteralt végig. A fajlnevek alapjan ismeri fel az izomcsoportokat, amiket
cimkékként tarol. A fajlok tartalmat ezutan listdba gyljti, majd, ha sziikséges, adatbdvitést
végez, hogy minden minta méret konzisztens legyen, ez az ugynevezett padding (tomités).

Itt a CNN-ben hasznalt adatbeolvasé fliggvényt szintén fel tudtam hasznalni, és
ugyanazt valdsitja meg itt is, mint az el6z6 algoritmusban, az adatokat betolti és ellendrzi.

Ezutan egy jellemzd kivono fliggvény talalhatd (extract features), ami az EMG
adatokbol jellemzoket vont ki, amit azért nagyon fontos kiemelnem mivel a KNN nem
idésorokkal dolgozik, hanem jellemzdékkel. Az altalam kinyert jellemzok az atlag (a jel
altalanos aktivitasi szintjének mutatdja), a szords (amely az aktivitas ingadozasait méri), a
maximum (a jel legnagyobb amplitudodja), a csucs-értéktartomany (PTP) (a maximalis és
minimalis érték kozotti kiilonbség, amely az aktivitasi szélsdéségeket mutatja), valamint az
energia (az izom aktivitdsanak Osszegzett intenzitdsat tiikr6zo mutatd). Ezek a jellemzok
kulcsfontossagtiak voltak az osztdlyozds soran, mivel az EMG iddsorok bonyolultsagat
egyszerilibb, az osztilyozas szempontjabol relevans és konnyebben feldolgozhaté formdba
alakitottak.

Végiil a main fliggvény kovetkezett, ami magat a f6 feldolgozast és az osztalyozast
végezte. Ez a fliggvény a fenti két fliggvényt hivja meg egymads utan sorban, ugy, hogy az
adatok betdltése utan egybdl kinyerjiik a jellemzdket. Ez utdn a kapott jellemzdket normalizalja,
hogy az adatok értékei egy egységes skaldra keriiljenek, ezzel javitva a modell teljesitményét.

Ezutan osztja szét az adatokat 70%-os tréning €s 30%-os teszt aranyban. A KNN modell-t még
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sziikséges volt finomhangolni, hogy a lehetd legjobb eredményt érjiik el vele, ehhez bevezettem
egy GridSearchCV nevii paramétert, ami keresést végez a KNN modell legjobb k értékének
megtalalasara (k a szomszédok szdma, amit figyelembe vesz az osztilyozasnal). A
GridSearchCV modszer automatikusan teszteli a megadott paraméterértékeket (jelen esetben a
k értékét) annak érdekében, hogy megtalalja azt a kombinaciot, amely a legjobb teljesitményt
nyujtja a modellen. Ezen kiviil, a GridSearchCV a keresés soran keresztvalidaciot (esetemben
5sz0roset) is végez, igy megbizhatobb eredményt biztosit a modell teljesitményérdl kiilonbozo
paraméterek esetén. Miutan a script megtalalja a legjobb modellt, kiértékeli azt a teszt adatok
segitségével. Ezt a metrikat pedig a classification report végzi, ami a pontossagot, precizitast
és visszahivast jeleniti meg.

Végiil keresztinvalidacidt is végez a program, ami segit elkeriilni az overfitting-et
(talilleszkedés). Ez példaul akkor torténhet meg, ha a modell til j61 tanulja meg a tréning adatok
mintazatait, de nem teljesit jol az 1j, ismeretlen tesztadatokon. A keresztinvalidacid segit
megakadalyozni ezt, mivel az adatok tobb kiilonbozé részén probélja ki a modellt. igy van az
biztositva, hogy a modell nem csak a tréning adatokra lesz ,,behangolva”, hanem jobban tud
altalanos ismeretlen adatokbdl is dolgozni.

Osszeségében meg vagyok elégedve az altalam készitett KNN-nel.

2.3.3. SVM (Support Vector Machine)

Az SVM-ek két kutatasi teriilet metszéspontjaba tartoznak: a Kernel modszerek és a
nagy margini osztilyozok. Az SVM-et alkalmazzak jellemzok kivalasztasara, idOsor
elemzésre, kaotikus rendszerek rekonstrukcidjara, valamint nemlinedris fékomponens
elemzésére. Az SVM-eket és a kapcsolodo modszereket egyre inkdbb hasznaljak a valos
adatbanyészatban is. A Support Vector Machine segitségével linedrisan elvalaszthatd és nem
linearisan elkiilonithet6 adatokat osztalyozhatunk.

Linearis osztalyozas:

Mieldtt az N-dimenzids hipersikokat vizsgalndnk meg, nézzilk meg eldszor egy
egyszerll 2-dimenzids példat. Tegyiik fel, hogy egy osztilyozast szeretnénk végrehajtani, és az
adataink célvaltozoja két kategoriaval rendelkezik. Feltételezziik tovabba, hogy két folytonos
értékli prediktorvaltozonk van. Ha abrazoljuk az adatpontokat igy, hogy az egyik prediktor
értéket az X tengelyre, a masikat pedig az Y tengelyre helyezziik, egy olyan képhez juthatunk,
mint amit az alabbi abra szemléltet (37. dbra). Az egyik kategoriat téglalapokkal, a masikat

ovalisokkal jeloljiik.
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Ebben az idealizalt példaban az egyik kategdériahoz tartozé esetek a bal alsé sarokban,
mig a masik kategdria esetei a jobb felsé sarokban helyezkednek el; az esetek teljesen
elkiiloniilnek. Az SVM- elemzés megprobal egy 1-dimenzids hipersikot (azaz egy egyenest)
talalni, amely az eseteket a célkategoriaik alapjan valasztja szét. Végtelen szamu lehetséges
egyenes létezik; az abran (37. abra) két lehetséges egyenes lathatd. A kérdés az, hogy melyik
egyenes a jobb és hogyan hatdrozzuk meg az optimalis egyenest. Az elvalasztd vonallal
parhuzamosan rajzolt halvanyabb vonalak jelzik a tavolsdgot az elvalaszt6 vonal és a
legkozelebbi vektorok kozott. A halvany vonalak kozott tavolsdgot margin-nak (hatarnak)

nevezzik. Azok a vektorok, amelyek a hatar szélességét korlatozzak, a szupport vektorok.

Sziik hatar j Széles hatar
Support vektorok

37. dbra: Kétdimenziods osztalyozas (Himani & Mahesh H., 2012)

Az SVM elemzés megtalalja azt az egyenest (vagy altalanosan hipersikot), amely gy
van elrendezve, hogy a tartovektorok kozotti margé maximalis legyen. Az el6z6 abran a jobb
oldali panelen lathat6 egyenes jobb, mint a bal oldali panelen 1év6. Ha minden elemzés két
kategoriaja célvaltozokbol és két prediktorvaltozobol allna, és az adatpontok egy egyenessel
elvalaszthatoak lennének, az nagyon egyszer( lenne. Sajnos ez altalanosan nem igy van, ezért
az SVM-nek a kovetkez6 problémakkal kell szembenéznie: (a) kettonél tobb
prediktorvaltozdval, (b) az adatpontok nem-lineéaris gorbékkel torténd szétvalasztasaval, (c)
olyan esetekkel, amikor a klaszterek nem valaszthatok el teljesen és (d) kettonél tobb kategorias
osztalyozassal.

Nem linearis osztalyozas:

A legegyszerlibb modja két csoport elvalasztasanak egy egyenes vonallal, sikfeliilettel

vagy egy N-dimenzios hipersikkal torténik. De mi van akkor, ha a pontokat egy nem-linearis

régio valasztja el egymastol, mint az alabbi abran (38. abra) lathato:
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<>

38. abra: Multidimenzios osztalyozas (Himani & Mahesh H., 2012)

Ebben az esetben egy nem-linearis elvalaszto vonalra van sziikség. Ahelyett, hogy nem-
lineéris gorbéket illesztenénk az adatok mellé, az SVM ezt egy kernel fiiggvény haszndlataval
oldja meg, amely az adatokat egy masik térbe képezi at, ahol egy hiperplan hasznalhat6 az

elvalasztashoz (39. abra).

39. abra: Kernel funkcionalis leképezése (Himani & Mahesh H., 2012)

A Kernel fiiggvény atalakithatja az adatokat egy magasabb dimenzids térbe, hogy

lehetové tegye az elvalasztast (40. abra).

A szétvalasztas konnyebb lehet magasabb dimenziokban

Komplex alacsony méretekben

Egyszeri magasabb dimenzickban

40. abra: Magasabb dimenzios leképezés (www.educba.com, datum nélk.)

A Kernel fliggvény atalakitja az adatokat egy magasabb dimenzios térbe, ahol egy
hipersikkal elvégezhet6 a szeparacio. A Kernel fiiggvények olyan algoritmusok egy osztalyat
képviselik, amelyek mintafelismerésre vagy elemzésre szolgalnak, és legismertebb elemiik a

Support Vector Machine. A tréning vektorok, x;, @ fiiggvénnyel egy magasabb (akar végtelen)
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dimenzioés térbe vannak leképezve. Ezutan az SVM egy linearis elvalasztd hipersikot talal,
amely a maximalis hatdrral rendelkezik ebben a magasabb dimenzids térben.

Az SVM-ben sokféle Kernel 1étezik, és a megfeleld kivalasztasa a probléma jellegétdl
fligg. A polinomialis Kernel valtozok kombinacidit modellezi, az RBF (Radialis basis function)
pedig kordket azonosit. Az ajanlott és leggyakrabban hasznalt Kernel az RBF.

K(x; %) >= ®() d(x;)" (16)

Az SVM-nek is sajnos vannak korlatai. A legnagyobb kihivas a Kernel kivalasztasa,
amely egy adott problémahoz valo legjobb illesztés megtalalasa. Emellett a sebesség és a méret,
kiilondsen a nagy tanuldsi adathalmazok esetén, szintén korlatozas, mivel ilyenkor altaldban
csak néhany tamogatott vektort valasztanak, igy csokkentve a teszteléshez sziikséges
szamitasigényt. Tovabba, a multiclass SVM osztalyozok optimalis tervezése is aktiv kutatasi
tertilet. (Himani & Mahesh H., 2012)

Ez az algoritmus is az egyszerlibbek kozé tartozik, ennek ellenére megfelelden lehet
hasznalni elektromiografias mérések kiértékelésére. A Python-on beliil ennek is van sajat
konyvtara, amiket importalni kellett, mint példaul az SVC (Support Vector Classifier) és a
StandardScaler konyvtar.

Ebben az algoritmusban is hasonldéan az elézéekhez egy adatbeolvaso fiiggvénnyel
kezdtem (load data_from_folder), ami ellendrzi az elvart adathosszt és felismeri a felcimkézés
alapjan az adatainkat. Ha sziikséges paddingot is alkalmaz, hogy minden iddsorunk
kompatibilis méretd legyen.

Az adatok betdltése utan a jellemzokivonoé fliiggvény (extract features) 1€p miikodésbe,
amely statisztikai jellemzdket von ki az EMG iddsorokbol. A kivont jellemzék megegyeznek a
KNN-nél esetén kivont jellemzokkel.

Ez utan kovetkezik az SVM futtatasara szolgalo fiiggvény (run_svm). E16szor betolti az
adatokat, és egy ellenorzést végez, hogy ez sikeres volt-e. Majd az adatok felosztasa kovetkezik
tréning ¢és teszt adatokra, viszont itt 80% és 20% aranyban. Majd a mar emlitett StandardScaler
segitségével normalizalast hajt végre a fliggvény, mivel az adatok nagysagrendjére az SVM
kifejezetten érzékeny.

Ezutan kovetkezik a modell betanitasa. A tanulasi modell kiilonb6z6 Kernel tipusokat
tamogat, amit én leimplementaltam, az a linedris Kernel volt. A Kernel maga a fiiggvény, amely

lehetdvé teszi az adatok magasabb dimenzidba torténd transzformalasat
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A tanitds utdn a run svm fiiggvény elOrejelzéseket készit a betanitott modell
segitségével a teszt adathalmazra, majd kiértékelést ad az accuracy score ¢és a
classification_report segitségével.

Végiil a main fiiggvényiink az, ami bekéri a felhasznalotol az adatok mappa utvonalat,
¢s valasztast ad a Kernel tipus kivalasztasara, majd futtatja az SVM modellt.

Az EMG adatokon torténé alkalmazésa jo pontossagot mutatott.
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3. EREDMENYEK

Elégedett vagyok az altalam megvalositott adatgy(ijto és feldolgozo rendszerrel, amely
az altalam mért EMG adatok hatékony osztalyozasat teszi lehetévé a gépi tanulasi
algoritmusokkal kiegészitve. Sikeriilt egy olyan rendszert kialakitanom, amely képes tobbféle
izomcsoport tevékenyégét megkiilonboztetni kiilonféle sziirdk és neuralis halok segitségével,
otthoni koriilmények kozott, viszonylag olcsd kivitelezéssel. Az alkalmazott algoritmusok
(CNN, SVM, KNN) és a kiilonbozd szlirési eljardsok (Butterworth, MA) kombinacigjaval
valtozatos eredményeket kaptam, amelyeket az alabbiakban mutatok be.

3.1. Eredmények

Az alabbiakban lathatoak az egyes algoritmusok és szlir6k kombinacioinak eredményei.
Az eredményeket pontossdg, precizitas, recall (visszahivads) és Fl-score mutatok alapjan
értékeltem, melyek segitségével egyértelmiien megallapithatok az algoritmusok kozotti
kiilonbségek és teljesitménybeli eltérések. (1. tablazat) A metrikdk macro atlagban vannak
kiszamolva, igy minden osztalyhoz azonos sulyt adnak. (A macro atlag a klasszifikacios
riportban egy olyan atlagolasi modszer, amely az dsszes osztalyra egyenld sulyt ad az atlagolas
soran, fiiggetleniil attol, hogy egyes osztalyok milyen gyakorisaggal fordulnak eld.)

A pontossag mutatja, hogy az algoritmus az 0sszes tesztmintaban milyen aranyban adott

helyes eldrejelzést, és ez az altalanos teljesitménynek egy jo mutatdja.

TP+TN
PP — (17)
TP+TN+FP+FN

Ahol TP, TN, FP, és FN a kiilonb6zd osztalyozasi kimeneteket jelolik (True Positive, True

Pontossag =

Negative, False Positive, False Negative).
A precizitas azt jelenti, hogy az adott osztalyba sorolt elemek koziil hany szazalékot
sorolt be helyesen az algoritmus, mig a recall megmutatja, hogy az adott osztalyhoz tartozo

Osszes elem koziil hanyat ismert fel helyesen az algoritmus.
TP

Precizitas = (18)
TP+FP
Recall = —=~ (19)
TP+FN

Végiil az F1-score jelenti a precizitas és a recall harmonikus atlagat, amely az algoritmus

teljesitményének kiegyensulyozott értékelésére szolgal. (Sokolova & Lapalme, 2009)

) (20)

Precizitas*Recall

F1=2x(

Precizitas+Recall
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1. tablazat: Tanul6 algoritmusok és sziir6k kombinacidinak kiértékelése

Algoritmus Sz(iré Pontossag | Precizitas Recall F1-score

| Butterworth | 0,83, 0,77, 0,86 0,80
CNN 1 1 1 1 1

| MA | 0,84 0,90 0,86 0,81

| Butterworth | 0,761 0,841 0,761 0,76
SVM

I MA ] 0,67! 0,77! 0,71 0,69
(NN I Butterworth ! 0,76 0,75! 0,75! 0,75

| MA : 0,77. 079!  0,77. 0,76

Az eredmények elemzése alapjan lathato, hogy a gépi tanulasi algoritmusok és a sz{irési
modszerek kombindciol jelentds eltérést mutatnak a teljesitményben. Ez az eltérés az
algoritmusok sajatossagaibol, a szlirési technikdk tulajdonsagaibol és az EMG jelek
komplexitasabol adodik.

A CNN algoritmus a legjobb teljesitményt a Mozgd Atlag (MA) sziirével érte el, 0,84-
es pontossaggal, 0,90-es precizitassal és 0,81-es F1-score értékkel. Az MA sziird simitja a jelet,
igy a CNN szamara optimalis feldolgozasi alapot biztosit, mivel kiemeli az alacsonyabb
frekvenciaji komponenseket, ezzel csokkentve a zajt, ami a konvoluciés rétegek szamara
fontos a mintazatok hatékony felismerésé¢hez. A Butterworth szlirével is kedvez6 eredményeket
hozott, 0,83-as pontossaggal és 0,80-as Fl-score értékkel, ami az alulateresztd szlird
hatékonysagara utal a magas frekvencias zaj csokkentésében. Ez a konvolucios rétegek szamara
fontos, mivel a jel integritisdnak megdérzése mellett lehetévé teszi az idébeli mintazatok
felismerését, ami segiti a pontos osztalyozast.

Az SVM algoritmus esetében a Butterworth sziirdvel elért 0,76-os pontossag mutatja a
legjobb teljesitményt, mivel az alacsony frekvencidji komponensek megerdsitése segiti az
SVM dontési hatarvonalainak felépitését. Az MA szliré hatasara az SVM pontossaga 0,67-ra
csokkent, mivel a jel simitdsa miatt elvesznek azok az éles mintazatok, amelyek segithetnék a
hiper-sik alapt szeparaciét. Az SVM ol reagél azokra a jelekre, amelyekben az osztalyokat
elvalaszté éles hatarok jobban megmaradnak, amit a Butterworth sziir6 eredményei is
tikroznek.

A KNN algoritmus esetében az MA sziirdvel elért 0,77-es pontossag és 0,79-es
precizitas jelzi, hogy a KNN eldnyben részesiti a simitott jeleket. A KNN a szomszédos mintak
kozotti tavolsagokat hasznalja az osztalyozas soran, ezért a zajmentes, homogén jelstruktiarak

javitjak az osztalyozas hatékonysagat. Ezzel szemben a Butterworth sziirével kapott 0,76-0s
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pontossag is kedvezd, de az 0sszetettebb jelmintazatok megdrzése miatt az eredmény némileg
gyengébb, mivel a KNN érzékenyebb a zajra és az extrém értékekre.

Osszefoglalva megallapithato, hogy bar az eredmények nem érték el az altalam olvasott
tanulmanyokban kozolt legjobb pontossagi szinteket példaul: (Bekir, 2014) , (Chaoming,
Bowei, Yixuan, Jin, & Shuo, 2020), (Mokaya, és mtsai., 2023), igy is megbizhatdak voltak. Bar
fontos azt is megemliteni, hogy nem talaltam olyan forrast, ahol konkrétan az izomcsoportokat
probaltak mozgasok alapjan elkiiloniteni egymastol. Az eredmények szempontjabol korlatozo
tényez0 volt az, hogy a méréseket kizardlag magamon végeztem el, illetve egyetlen szenzort
hasznaltam az EMG jelek rogzitésére. Emellett az adathalmaz mérete is kisebb volt a
kozleményekben hasznalt mintaszamhoz képest, ami befolyasolhatta az algoritmusok
generalizacios képességét. Ezen korlatok ellenére a kapott eredmények kedvezdek, és azt
mutatjak, hogy a megvalositott rendszer képes az izomcsoportok kozotti kiilonbségtételre. Az

eredmények diagrammos kiértékelése a mellékletekben megtekinthetd (1. Melléklet).

3.2. Statisztikai elemzés

Fontosnak tartottam, hogy elemezzem az izomcsoportokat, mivel a dolgozatom soran
célzottan szerettem volna az egyes izmok kozotti kiillonbségeket azonositani és az
izomtevékenység specifikus mintazatait felfedezni.

Az ANOVA (Analysis of Variance) mddszert valasztottam az elemzéshez, mivel ez egy
olyan robosztus elemzés, amely lehetévé tette a tobbi izomcsoport kozotti atlagos
aktivitasértékek O0sszehasonlitasat, és segitett kimutatni azt, ha szignifikans eltérések voltak az
izomcsoportok kozott. Az ANOVA-val az egyes izomcsoportok kdzotti varianciat vizsgaltam,
igy hasznos volt annak eldontésében, hogy a probaméréseim soran az izomcsoportok kozotti
eltérések statisztikailag igazolhatok-e, vagy csak véletlen ingadozasoknak koszonhetd az
eltérés.

Az ANOVA statisztikai modszer célja a tobb, kiilonbdzo csoport kézott fennallo atlagos
kiilonbségek szignifikancidjanak meghatarozasa a variancidk elemzésén keresztiil. Miikodési
alapelve, hogy a vizsgalat a teljes varianciat két 6sszetevére bontja: csoporton beliili varianciara
¢s csoportok kozotti varianciara. Az ANOVA soran a csoportok kozotti varianciat a csoporton
beliili variancidhoz viszonyitjuk, ¢és egy F-probat alkalmazunk, amely a két varianciahanyados
segitségével szamszerlsiti, hogy a csoportok kozotti kiilonbségek nagyobbak-e a csoporton
beliili variancianal. Az eredmény egy F-statisztika, amelyhez egy p-érték tartozik; ha a p-érték

kisebb, mint egy elére meghatarozott szignifikancia szint (altalaban 0,05), akkor a csoportok
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kozotti kiillonbség statisztikailag szignifikansnak tekinthetd. Tehat a szamitas soran elszor

meghatarozzuk az egyes csoportokon beliili variancidkat, majd kiszamitjuk a csoportok kozotti

varianciat. Az F-érték ezen két variancia viszonyanak mértéke. A kapott F-értéket és a hozza

tartozo p-értéket a Fisher-féle F-eloszlas alapjan értékeljiik, amely kijeloli a szignifikancia

szintet. (Wilcox, 2002)

Az ANOVA miikodési elve a teljes variancia két dsszetevore valo felbontéasa:

1.

Csoportok kozotti variancia (SSpetween): Az eltérések a csoportatlagok és a teljes
mintaatlag kozott.
SSpetween = Z?=1 n; (x; — x)? (21)
Abhol n;j a j-edik csoport mintaelemeinek szdma, ¥;a j-edik csoport atlaga, €s x a
teljes mintaatlag. Ez az eltérés a csoportok atlagai és a teljes mintaatlag kozott.
Csoporton beliili variancia (SSwimin): Az eltérések az egyes csoporton beliili
értékek és csoportatlag kozott.
SSwithi = =1 Z?il(xij — Xj)* (22)
Abhol xjj az adott csoport egyedi értékei, €s X; az adott csoport atlaga.
A teljes variancia (SSwl): Az egyes megfigyelések és a teljes mintaatlag kozotti
eltérések négyzetdsszegét jelenti.
SStotar = Lit1 (xi — %) (23)
Ahol x; az egyes megfigyeléseket jelenti, X a teljes mintaatlagot, és N a teljes
minta méretet.

F-érték: A csoportok kozotti és a csoportokon beliili variancidk hanyadosa.
SShetween

F — dggetween (24)

withi
afwithi

Ahol dfietween = k - 1 (k a csoportok szama) és a dfiwimin= N — k (N az Gsszes
megfigyelések szama).

Négyzetes kozépérték (MS): Ez a variancia egyfajta mértéke, amelyet a SScotal ¢s
¢s a hozza tartozo szabadsagfok (df) hanyadosaként adunk meg:

MS — MSpetween (25)

MSwithin
p-értek: Azt jelzi, hogy mekkora a valoszinlisége annak, hogy a megfigyelt
kiilonbségek véletlenszeriiek. (NIST/SEMATECH e-Handbook of Statistical
Methods, datum nélk.)
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Az elemzést nyers probaméréseken végeztem, mert arra voltam kivancsi, hogy a
feldolgozatlan adatokbol indulva lathatoak-e az aktivitas alapvetd kiilonbségei. A nyers adatok
elemzése azért volt eldnyos, mert ezzel elkeriiltem a szlirési eljarasok altal okozott torzitasokat
vagy adatvesztéseket, és ezaltal megdriztem az izommiikodés természetes variabilitasat.

Az ANOVA teszt eredményei (2. tdblazat) egyértelmiien jelzik, hogy az izomcsoportok
kozottit EMG aktivitasi értékek kozott statisztikailag szignifikdns kiilonbségek vannak. Az
elemzés soran a varianciat két f6 6sszetevore bontottam: a csoportok kozotti varianciara, amely
az izomcsoportok atlagos EMG aktivitasanak eltéréseit tiikrozi, és a csoportokon beliili
varianciara, amely az izomcsoportok mért adatainak szorasat jelzi. A csoportok kozotti
szumma-négyzetek értéke joval kisebb, mint a teljes variancia, de még igy is jelentds hatassal
bir az F-statisztikara.

Az F-statisztika kiszamitasa soran magas F értéket kaptam. Ez az eredmény azt sugallja,
hogy az izomcsoportok kozotti eltérések nem véletlenszeriek, hanem jelentds kiilonbségek
mutatkoznak az izomcsoportok kozott. Az F-értékhez tartozo p-érték gyakorlatilag 0, ami a
0,05-6s szignifikanciaszinten kimagasld bizonyitasként szolgal arra, hogy az izomcsoportok
eltéré6 EMG aktivitasi szinteket mutatnak.

2. tablazat: ANOVA — teszt eredmények

!Szumma-étlag ! Szabadségfok! Négyzetes kozépérték ! F-érték ! p-érték
Csoportok:  3.4089e+08 | Bl 56815000, 22083 0
Error | 6.3217e+09: 2457111 25728 i :
Osszegzés E 6.6626e+09! 245717; -E -E -

A fenti eredmények igazoljak, hogy a kiilonb6z6 izomcsoportok aktivitasa kozott valodi
eltérések talalhatok, amelyek anatomiai és funkcionalis kiillonbségek kiillonbségekbdl erednek.

A mellékletekben talalhatd abra (2. Melléklet) az egyes izomcsoportok nyers EMG
méréseit abrazolja, amelyek szorasa és eloszlasa vizualisan is megerdsiti az ANOVA teszt soran
feltart eltéréseket. Az x-tengelyen az egyes izomcsoportok nevei talalhatok, mig az y-tengelyen
az EMG értékeket abrazoltam mV-ban. Az édbran az lathatd, hogy minden izomcsoporthoz tobb
adatpont tartozik, amelyek az adott izomcsoportok EMG aktivitasanak szorodasat tiikrozik. Az
izomcsoportonkénti kiillonbségek vizudlisan is megfigyelheték: az egyes csoportok mért
aktivitasi értékeinek eloszlasa eltéré nagysagl és szorast, ami jol szemlélteti az eldzd teszt
eredményeit.

A kovetkezd abra (41. abra, masik perspektiva: 3. Melléklet) pedig segit vizualisan is

elkiiloniteni az EMG aktivitasoknak az id6beli mintazatat, egyes izomcsoportok esetében. Ez a
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személtetés kiemeli a csoportositott mérések dinamikajat, és vizualis megkozelitéssel timasztja

ala

az ANOVA ltal bebizonyitott kiillonbségeket. Az izomcsoportok iddbeli

aktivitasmintazatair6l nyujt vizudlis visszajelzést, nemcsak a mért amplitadok skalajat, hanem

az aktivitas karakterisztikajat is abrazolja.

Izomcsoportok EMG jelei 1-Frontalis
19-Pectoralis Major
20-Anterior Deltoid
23-Biceps Brachii
25-Brachioradialis
‘ ‘ 33-Vastus Lateralis
\ 39-Tibialis Anterior
\

2500 ——

104 1d6 (ms)

41. abra: Izomcsoportok eltéréseinek szemléltetése probaméréseken

Az ANOVA teszt futtatasat, az adatok értékelését és kirajzolasat MATLAB szoftver

segitségével végeztem el, amely biztositotta a sziikséges statisztikai szamitasokat és az

eredmények gyors feldolgozasat.

3.3. KOVETKEZTETESEK ES JAVASLATOK

A dolgozat soran elért eredményeim alapjan a kiilonb6zo sziirékkel és tanulo
algoritmusokkal elért teljesitmény Osszehasonlitdsa azt mutatja, hogy a CNN modell
kiemelkedden jol teljesitett mind pontossag, mind F1-score szempontjabol. Az ANOVA
elemzés alapjan pedig az izomcsoportok kozotti EMG aktivitasi  kiilonbségek
szignifikansak, ami azt jelenti, hogy az izomcsoportok kiilonallé aktivitasi mintazatokkal
rendelkeznek. Ez a szignifikancia az algoritmusok teljesitményére is hatdssal volt, mivel az
egyes izomcsoportok kiilonb6z6é mintazatait eltéréd modon értékelte ki. A dolgozatom révén
kimutatott eredmények megerdsitik, hogy az izomcsoport-specifikus mintazatok 1ényeges
tényezOk az EMG jelek feldolgozasaban, és a kiilonb6zo szlirdk és tanuld algoritmusok

eltérden képesek kezelni ezeket a kiilonbségeket.
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Fontos megjegyezni, hogy bar a kapott eredmények kedvezoek €s informativak, a
szakirodalomban dokumentalt, esetenként orvosi mérdeszkozokkel végzett kutatasok
gyakran magasabb pontossagi értékeket érnek el. Ennek egyik oka, hogy a dolgozatban
hasznalt mérésekben, egyetlen szenzort hasznaltam (Elemyo 1.4), ami nem mindsiil orvosi
eszkdznek. Ennek koszonhetéen nem tudtam olyan pontosan megejteni a méréseimet.
Ezentdl az adathalmazom is korlatosnak tekinthetd, mert egyetlen alanyra korlatozodott a
mérés, igy nem biztositotta a legjobb adatbazist a legjobb kategorizalasi eredmények
elérésére és szélesebb korti kovetkeztetések levonasara.

Fejlesztésként a jovOben javasolt a szenzor mindségének javitasa, esetlegesen tobb
szenzor hasznalata egy mérés alkalmaval, ezzel lehetdséget biztositva a finomabb
izomaktivitasi jelek megbizhatobb és pontosabb rogzitésére. A tobb szenzor még
részletesebb informaciot biztosithat az izom koriili izomaktivitas mintazatokrol.

A jelfeldolgozd egység tovabbfejlesztése soran kiilondsen érdemes a valds idejil
feldolgozas lehetdségére dsszpontositani. A betanitott modellek koziil az SVM és a CNN
algoritmusok kdnnyedén optimalizalhatok fix adatstruktirdval MCU-ra, és a mar betanitott
modellek kiilonosen gyorsak, ami elényds valos idejii alkalmazasok esetén. A KNN modell
esetében hatékony adatreprezentaciora van sziikség, hogy gyorsan meghatarozhaté legyen
az 0j pont helye, amihez léteznek hatékony algoritmusok. Emellett a digitalis szlir6k
finomhangolésa és a tobbfokozatu sziirés alkalmazasa is hozzéjarulhat a jelek tisztasaganak
javitasahoz, és igy a teljes algoritmus teljesitményéhez.

A mérési kdrnyezet és az adatgytijtés is tovabb fejleszthetd, példaul lehetséges tobb
alany bevonasa, kiilonbozd életkort csoportok és kiilonbozd fizikai allapotti személyek
részvétele, amellyel nagyobb variabilitast lehetne vinni az adatbazisba, ezzel lehetdve téve
az eredmények szélesebb kor( altalanosithatosagat.

Erdekes lenne tobb tanuld algoritmus kiprobalisa, a mesterséges intelligencian
alapulo fejlettebb algoritmusok alkalmazésa, példaul a mélytanulasi modellek tovabbi
finomhangoléasa, vagy 0j architektirak, mint a rekurziv neuralis halézatok (RNN) vagy a
konvolucios halézatok kombinalt alkalmazasa. Az ilyen algoritmusok képesek lehetnek
pontosabb mintafelismerésre, ¢és jobban adaptalddnak a komplex, nemlinearis
mintazatokhoz, amelyek az EMG adatokban gyakran eléfordulnak. Az ilyen modszerek
implementélasa és finomitasa hozzajarulhat az EMG-alapti izomcsoport-elemzés jovobeli

alkalmazhatdsaganak €s hatékonysaganak noveléséhez.
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4. OSSZEGZES

Munkdm soran az eltéré izomcsoportok aktivitasanak feltérképezésével foglalkoztam
EMG szenzorok és neuralis halozatok segitségével. Ehhez elkészitettem a sziikséges adatgyiijtd
rendszert és az adatok feldolgozasahoz sziikséges szoftvereket. Hét izomcsoportbol mérési
EMG adatokat gyiijtdttem, amiket sikeresen hasznaltam fel a tanuld algoritmusaim (CNN,
SVM, KNN) betanitasara, melyek a mintak alapjan elfogadhatdan teljesitettek az izomcsoport
mintak kategorizalasaban.

A kapott eredmények alatamasztjadk, hogy az EMG alapti izomcsoport-elemzés
megfeleld jelfeldolgozasi technikakkal és gépi tanulasi algoritmusokkal kiegészitve, alkalmas
az izomcsoportok kozotti aktivitdsi kiilonbségek azonositasara és vizsgalatara. Az altalam elért
mérések hatékonysaga fejleszthetd mas algoritmusok és pontosabb sziirési eljarasokkal, igy
gyakorlati alkalmazhatosaga késobb javithaté a munkamnak. Ebben a dolgozatban alkalmazott
modszerek széles korben hasznosak lehetnek olyan iparagak szamara, ahol fontos az
izomaktivitds mérése €s az izomcsoportok pontos megkiilonbdztetése. Az izomcsoportok
mozgésainak  elkiilonitése hasznos lehet a robotizalt protézisek alkalmazasa,
sportteljesitmények mérése, sportolok edzése soran. Az EMG alapu elemzések lehetdséget
adnak arra, hogy az izomaktivitas pontosabb és személyre szabottabb mddon valjon mérhetové,
amely 0j perspektivat nyithat a rehabilitacio, sport, robotizalt protézisek és az ergonomia
teriiletén.

Osszegezve elmondhatom, hogy sikeriilt megvalositanom egy adatgyiijté rendszert
ArduinoUno és egy Elemyo 1.4 EMG szenzor segitségével, majd ezt felhasznalva hét
izomcsoportbol elfogadhatd mindségli EMG adathalmazt gytlijtenem. Ezen adatokat
feldolgoztam kiilonféle szilirési technikakkal (Butterworth, MA), hogy megfeleld mindségii
legyen a tanul6 algoritmusaim szamara. Ezt kovetve harom tanulé algoritmust (CNN, SVM,
KNN) implementaltam, amelyeknél aztan megvizsgaltam, hogy milyen hatékonysaggal tudjak
feldolgozni az adataimat.

Az izomcsoportok kozotti aktivitasi kiilonbségek vizsgalata az élet szamos teriiletén
kiemelt fontossdggal birhat, erre alkalmas lehet az altalam leirt és kiprobalt modszer, illetve

kés6bb annak tovabbfejlesztett valtozatai.



