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Nomenklatúra

a : Tumor növekedési ráta
b : Inhibíciós ráta, mely nálunk a gyógyszer maximális hatását jelöli
Ci : i-edik gyermekelem
Cdózis : Dózis ára
Cextra : Extra kórházi költségek ára
C : Mutációs függvény skálázó tagja
c : Módosított klírensz
E : Egyedek halmaza
Ei : Az egyedek halmazából kiválasztott i-edik egyed
ED50 : Medián effektív dózis
f1 : Az első fitness függvény, amely a tumortérfogatot minimalizálja
f2 : A második fitness függvény, amely a beadott dózisokat minimalizálja
F : A fitness függvényeket tartalmazó vektor
G : Maximális generáció szám
hi : Az i-edik egyenlőség típusú megszorítás
k1 : A gyógyszer áramlási sebességi együtthatója a centrális

kompartmentből a perifériás kompartmentbe
k2 : A gyógyszer áramlási sebességi együtthatója a perifériás

kompartmentből a centrális kompartmentbe
L : Virtuális páciensek/egerek darabszáma
l : A célfüggvények száma
lb : A dózisok alsó határa
m1 : Az egyenlőtlenség típusú megszorítások száma
m2 : Az egyenlőség típusú megszorítások száma
M : Mutációs függvény
n : Nekrotikus ráta
N : Kísérleti idő hossza napokban
p1 : Gyermekelemet előállító egyik szülő
p2 : Gyermekelemet előállító másik szülő
P ∗ : A Pareto optimális megoldások halmaza
PF : A Pareto front
Q : A megoldások száma a Pareto fronton
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r : Egyenletes eloszlásból generált véletlen szám
R1 : Napi tumor térfogathoz tartozó súly
R2 : Napi dózishoz tartozó súly
S(t) : Adott időpontban a túlélés valószínűsége
s : A mutációs függvény skála paramétere
ti : A i-edik injekció időpontja
u : Injekciós ráta
u0 : Kezdeti injekció
ub : A dózisok felső határa
Ui : az i-edik napon beadott dózis mennyisége
Umax : A maximálisan beadható dózis mennyisége
V : Tumor becsült térfogata
Wavg : Egy nő átlagos testtömege
w : Kimosódási ráta
W1 : Összdózishoz tartozó súly
W2 : Kezelés végén lévő tumor térfogathoz tartozó súly
x1 : Élő tumorsejt térfogat időfüggvénye
x1(0) : Élő tumorsejt térfogat kezdeti értéke
x2 : Halott tumorsejt térfogat időfüggvénye
x2(0) : Halott tumorsejt térfogat kezdeti értéke
x3 : Centrális kompartmentben (vérben) lévő gyógyszer szérumszint időfüggvénye
x4 : Perifériás kompartmentben (szövetekben) lévő gyógyszer szérumszint időfüggvénye
y : Teljes tumor térfogat időfüggvénye
Y : Teljes tumor térfogat aktuális értéke
Yi : Az i-edik napon vett tumor térfogat
Yend : A kezelés végén lévő tumor térfogat
Ymax : A maximális tumor térfogat a normáláshoz
Yref : Referencia tumor térfogat
α : Dózis alsó határvektora
β : Dózis felső határvektora
β1 : Az első bázisfüggvény
β2 : A második bázisfüggvény
ϵ : Az epszilon megkötés módszernél lefixált költségfüggvény értéke
η : Exponenciális eloszlás paramétere
µ : A laplace eloszlás lokációs paramétere
φi : Az i-edik napon vett tumor térfogat referenciától való eltérése
ξ : A Laplace eloszlás sűrűségfüggvényének meredekségét befolyásoló paraméter
Ω : Az összes lehetséges megoldás halmaza
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1. fejezet

Bevezetés

Az orvostudományban elért jelentős fejlődések ellenére a daganatos megbetegedések ma is embe-
rek millióinak az életét követelik világszerte. Az informatika rohamos fejlődésének köszönhetően
lehetőség nyílik a rákkutatás új szintre emelésének, közelebb juttatva az emberiséget a betegség
legyőzéséhez. 2022-ben a WHO becslései alapján 20 millió újonnan regisztrált daganatos megbe-
tegedés, és 9,7 millió elhalálozás volt világszerte. Megközelítőleg minden ötödik ember az élete
során elszenved valamilyen rákos megbetegedést, és nagyjából kilencből egy férfi és 12-ből egy
nő rákos megbetegedésben hal meg [1]. A WHO statisztikái szerint továbbá erős összefüggés van
a rákos megbetegedések észlelése és kezelése, valamint az adott ország fejlettségi szintje között
(különösen mellrák esetén). Fejlettebb országokban 12-ből egy nőnél diagnosztizálnak mellrákot
az élete során és 71-ből egy ember hal meg a betegségben. Viszont a kevésbé fejlett országok-
ban csak 27-ből egy embernél diagnosztizálják a betegséget és 48-ból egy esetben lesz halálos
kimenetelű [1]. Ez annak köszönhető, hogy a kevésbé fejlett országokban nincs annyi lehetőség
szűrővizsgálatokon részt venni, vagy a kórházak nincsenek megfelelően felszerelve a kezelések
végrehajtására.

A daganatos megbetegedések Magyarországon is súlyos problémát jelentenek az egészségügy
számára. 2023-ban 70 933 új daganatos beteget regisztráltak, amely növekvő tendenciát mutat az
elmúlt évekhez képest a KSH legfrissebb adatai szerint [2]. A nők körében a leggyakoribb ráktípus
a mellrák, amely az összes ráktípus 24%-át tette ki Magyarországon 2022-ben [3]. A daganatos
megbetegedések az elmúlt 30 évben is végig vezették a halálozási statisztikákat, amelynek oka,
hogy továbbra sem létezik olyan gyógymód, amely 100%-ig hatásos lenne. Egyes ráktípusok túl-
élési aránya még a fejlettebb európai országokban is kevesebb, mint 20% [4]. Magyarországon
18,4% a valószínűsége, hogy egy adott ember rákos megbetegedésben hal meg 75 éves koráig [3].
Az emberi életkor előrehaladtával egyre nagyobb az esélye annak, hogy valaki rákos megbete-
gedést kapjon. Magyarországon 2022-ben a 75 éves kor előtt kialakuló daganatos megbetegedés
valószínűsége 33,4%-volt a WHO adatai szerint [3]. Ennek oka valószínűleg az, hogy a külön-
böző kockázati tényezőknek hosszabb idejük van kifejteni a hatásukat. Emellett idősebb korban
csökken a sejtek javító mechanizmusának hatékonysága is, ami tovább növeli a rák kialakulásának
esélyét. A leggyakoribb kockázati tényezők között szerepel a dohányzás, az alkoholfogyasztás, az
egészségtelen étkezési szokások, a testmozgás hiánya és a légszennyezés [5].

Ma a daganatos megbetegedéseket többféle módon igyekeznek kezelni az orvoslásban. Létez-
nek helyi hatású kezelések, mint például a sebészeti eljárás vagy a sugárterápia, amelyek célzottan
képesek a test egy adott területét célozva kifejteni a hatásukat. A különböző gyógyszeres kezelése-
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ket, például kemoterápiát, immunterápiát vagy hormonterápiát gyakran "szisztémás" kezeléseknek
nevezik, mivel az egész szervezetre hatással lehetnek, hiszen a keringési rendszerbe jutó anyagok
a test bármely részében lévő daganatos sejteket elérik, és kifejtik rájuk a hatásukat [6]. Ezen ke-
zelések legnagyobb hiányossága, hogy átlagra vannak tervezve, nem pedig egyénre, ezáltal csak
kis mértékben veszik figyelembe a páciensek egyedi paramétereit. A leggyakrabban alkalmazott
kemoterápia során a páciens által tolerálható legmagasabb dózist kapják a betegek bizonyos időin-
tervallumonként a teljes kezelés alatt. A nagy dózisok a magas toxicitás és a páciens életminőségé-
nek jelentős romlása mellett általában a gyógyszerrezisztencia kialakulásához is hozzájárulnak [7].
Leginkább a szilárd tumorok esetén, a nagy dózisok gyorsan megölik a kemoterápiára érzékeny tu-
morsejteket, hátrahagyva a rezisztens sejteket, hogy azok újra elszaporodhassanak. Ez az esetek
többségében relapszushoz (a daganat kiújulásához és a tünetek visszatéréséhez) vezet [8, 9, 10].
Ebből kifolyólag kiemelten fontos, hogy csökkentsük a beadott dózis mennyiségét és személyre
szabjuk a dózisok között eltelt időt. Az összdózis csökkentése a beteg életkörülményeinek javítása
mellett gazdaságilag is tagadhatatlan előnyökkel járna, mivel a kezelések ára igen magas. Tekintve,
hogy ez a világon a második legtöbb áldozatot követelő betegség, így nem véletlen, hogy az egész-
ségügyre hatalmas pénzügyi terhet ró. A világ évente több milliárd dollárt költ a rák elleni harcra
és ez a jövőben csak növekedni fog az előrejelzések alapján [11]. A szegényebb országokban gyak-
ran a kemoterápia az egyetlen járható út, mivel a célzott terápiákhoz (pl. sugárterápiához) szüksé-
ges berendezések ára magas, így csak korlátozott számban (vagy egyáltalán nem) érhetők el ezek
a kezelések. Emellett léteznek olyan ráktípusok, mint például a tripla negatív emlőrák (TNBC),
amelyekre más terápiák hatástalanok, így csak a kemoterápia alkalmazható [12]. Ezért is kiemel-
ten fontos, hogy a kemoterápiát fejlesszük és optimalizáljuk. Ma az informatika fejlődésével egy
új irányvonal jelenik meg, a számítógépes szimulációk és optimalizációk vonala, amely segítsé-
gével személyre szabott kezeléseket tudunk kifejleszteni és ezeket olcsóbban, kevesebb gyógyszer
felhasználásával megvalósítani.

A kutatás, amelybe lehetőségem adódott csatlakozni a kemoterápia hatékonyságának növelését
tűzte ki célul. A kutatás során rákos egereket kezelünk kemoterápiás szerekkel és a belőlük szár-
mazó mérésekből becsüljük a paramétereket, melyek kezdeti értékként szolgálnak az optimális
terápia megalkotásához. Ez egy interdiszciplináris kutatás, a csoportban orvosokkal, mérnökökkel
és informatikusokkal közösen dolgozzuk ki az új módszereket a kemoterápia fejlesztése érdeké-
ben. Több különböző megközelítést alkalmazunk, például fuzzy és modell prediktív rendszereket
[13], neurális hálózatokat [14, 15] és globális optimalizációs módszereket [16, 17]. Ebből az én
elsődleges feladatom egy terápia generáló algoritmus megalkotása, amely képes egyénre és hason-
ló páciensekből álló pácienshalmazra egy optimális terápiát generálni. Ez egy komplex keresési
térrel rendelkező keresési és optimalizációs probléma. A terápia optimalizálásához szükség van
egy olyan matematikai modellre, amely képes figyelembe venni a páciensek egyedi paramétereit,
valamint képes leírni a beadott gyógyszer hatására a tumor térfogat megváltozását és annak dinami-
káját. A modell segítségével képesek vagyunk leszimulálni a tumor reakcióját a beadott dózisokra
[18]. A modellhez szükséges páciens paramétereket modellillesztéssel kapjuk, az állatkísérletekből
származó tumor térfogat mérésekből.

A munkám több szakaszból tevődik össze. Először készítettem egy genetikus algoritmust,
amely képes személyre szabott terápiát generálni virtuális páciensekre, majd csoportos terápiát
is generáltam pácienshalmazokra [19, 16]. Ezt követően megvizsgáltam, hogy hogyan lehet haté-
konyan csoportosítani a pácienseket a tumordinamika alapján [20]. Ezután meghatároztam időin-
tervallumokat, amelyeken detektálni lehet a paraméterváltozásokat és módosítani lehet a páciensek
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csoportosítását [21]. A genetikus algoritmus alapú terápia optimalizálás során az algoritmus egyet-
len optimális terápiát generált a költségfüggvényben megadott súlyoknak megfelelően. Ezt köve-
tően elkezdtem ismerkedni a többcélú optimalizáló algoritmusokkal. Ezekkel az algoritmusokkal
olyan kezeléseket tudunk generálni, amelyek optimálisnak tekinthetők több célfüggvény tekinte-
tében is egyszerre. Megvizsgáltam, hogy mi lenne, ha meg tudnánk határozni az összes lehetséges
optimális kezelést, azaz a legjobb egyensúlyi állapotokat a tumortérfogat csökkentése és a dózi-
sok minimalizálása között. Ezek a megoldások egy úgy nevezett Pareto fronton helyezkednek el,
aminek a meghatározása egy fontos lépés a kutatásomban. Ehhez az irodalomban gyakran használt
NSGA-II algoritmust is kipróbáltam, majd ezt összehasonlítottam az epszilon megkötés (epsilon-
constraint) módszerrel. Az eredmények alapján az epszilon megkötés módszer jobbnak bizonyult,
így a kutatásaim további szakaszaiban azt használtam. A kutatás távlati célja egy a mesterséges
hasnyálmirigyhez hasonló eszköz [22], amely képes folyamatosan monitorozni a páciens paramé-
tereit, a vérében lévő gyógyszerszintet és a tumor dinamikáját és ennek megfelelően adagolni a
gyógyszert. Ezt azonban még a jelenlegi technológia nem teszi lehetővé. Jelenleg a terápia adago-
lása injekciókon keresztül történik, és különböző képalkotó modalitások segítségével nyerhetünk
betekintést a tumorban lejátszódó folyamatokba [23]. Kísérleti egereken már létezik beültethető
gyógyszeradagoló rendszer [24], illetve embereknél is elérhetőek különböző gyógyszeradagoló
pumpák, azonban ezek még nincsenek elterjedve daganatos megbetegedések esetén [25, 26]. Ko-
rábbi munkám során megvizsgáltam, hogy amennyiben ez a technológia elérhetővé válna, hogyan
érdemes megfigyelni a beteget a kezelése során, hogy minimalizálni tudjuk a kórházban töltött
idejét, ezzel is hozzájárulva a páciensek mentális egészségének a növeléséhez [21].

Jelen dolgozatom fő célja, hogy az általam generált terápiákat a jelenleg alkalmazott standard
klinikai eljárással összehasonlítsam, majd kiértékeljem egészségügyi és közgazdaságtani szem-
pontok szerint. Megvizsgálom a legfontosabb mutatókat, amelyek alapján eldönthető, hogy me-
lyik terápiát érdemes alkalmazni. Ilyen fontos mutatók lehetnek a kezelés ára, vagy a páciens
életminőségére gyakorolt hatás. Mivel ezek a mutatók rengeteg tényezőtől függenek, végzek egy
érzékenységvizsgálatot is, hogy a módszerek robusztussága is láthatóvá váljon. A dolgozat végén
egy képet kapunk az általam elkészített algoritmusok költséghatékonyságáról, valamint kiderül,
hogy megérné-e alkalmazni azokat a klinikumban. Változás továbbá az előző munkáimhoz képest,
hogy a korábban megalkotott genetikus algoritmus egy továbbfejlesztésen esett át, melyet szintén
részletezek a dolgozatban.

A 2. fejezet 2.1. alfejezetében ismertetem a tumor dinamikát leíró matematikai modellt [18, 27],
a 2.2. alfejezetben a terápia generálására alkalmazott módszereket részletezem, majd a 2.3. alfe-
jezetben vezetem be azokat a mutatókat, melyeket a terápiák költséghatékonysági elemzésénél
fogok alkalmazni. A 3. fejezetben az alkalmazott evolúciós algoritmusok felépítését és működését
ismertetem. Összesen három terápiát fogok kiemelni. Az egyik a továbbfejlesztett genetikus algo-
ritmussal generált terápia, további kettőt pedig az epszilon megkötés módszer segítségével generált
Pareto frontról választok ki. Ebben a fejezetben kitekintek arra is, hogy hogyan határoztam meg
olyan kritikus megfigyelési intervallumokat, ahol érdemes a pácienseket felülvizsgálni a kezelések
alatt. A 4. fejezet tartalmazza az eredményeket, ahol a 4.1. alfejezetben összehasonlítom az algorit-
musok által nyújtott terápiákat túlélés szempontjából, majd a 4.2. alfejezetben gazdasági mutatók
segítségével értékelem ki a létrehozott kezeléseket és a 4.3. alfejezetben érzékenységvizsgálatot
végzek a gazdasági mutatókon. Az 5. fejezetben levonom a konklúziót az eredmények alapján,
illetve szót ejtek a továbbfejlesztési lehetőségekről.
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2. fejezet

Elméleti háttér

2.1. A tumor dinamikát leíró matematikai modell
A tumor növekedésének és a gyógyszer áramlásának szimulálásához szükség van egy matemati-
kai modellre, ami felhasználható a terápia optimalizálására. Az irodalomban többféle matematikai
modell létezik, amely képes leírni a tumor dinamikáját. A leggyakrabban használt modellek közt
van a Gompertz és a Hahnfeldt modell. A Gompertz modellt leggyakrabban állatok és növények
növekedésére és rákos sejtek osztódásának leírására használják. Ez a modell képes modellezni a
tumornövekedési ráták exponenciális csökkenését [28, 29]. A másik gyakran használt modell, a
Hahnfeldt modell, nemlineáris egyenleteket használva határozza meg a tumor és az érrendszer di-
namikáját, de ezt anélkül, hogy figyelembe venné a gyógyszerek szervezeten belüli mozgását [30].
Elterjedtek továbbá a lineáris és exponenciális tumor növekedési modellek, és ezek kombinációi
[31, 32, 33].

Az általunk felhasznált matematikai modell egy differenciálegyenlet-rendszer, amely tartalmaz
lineáris kifejezéseket és egy nemlineáris tagot is. Az egyenletek képesek leírni a tumordinamikát,
a farmakokinetikát, és a farmakodinamikát [34]. Ez a differenciálegyenlet-rendszer a következő-
képpen írható fel [27]:

ẋ1 = (a− n)x1 − b
x1x3

ED50 + x3

, (2.1)

ẋ2 = nx1 + b
x1x3

ED50 + x3

− wx2, (2.2)

ẋ3 = − (c+ k1)x3 + k2x4 + u, (2.3)
ẋ4 = k1x3 − k2x4. (2.4)

A fenti egyenletek állapotváltozói különböző időfüggvényeket jelölnek. Az élő tumorsejtek
térfogatának időfüggvénye x1 [mm3], a halott tumorsejtek térfogatának időfüggvényét x2 [mm3]
jelöli. A központi rekesz (kompartment) gyógyszerszintjét adja meg x3 [mg/kg], mely esetünkben
a vérben lévő gyógyszer szintjének időfüggvénye. A rendszer bemenete u, mely az injekciós ráta
[mg/kg/nap], ezt fecskendezzük a központi rekeszbe. A szövetekben lévő gyógyszer szintjének
időfüggvénye x4 [mg/kg]. A rendszer kimenetét az élő tumorsejt térfogat és a halott tumorsejt
térfogat összege határozza meg és y jelöli, azaz

y = x1 + x2. (2.5)
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Az in vivo kísérleteink során a méréseket digitális tolómérővel végezzük, így y a mért válto-
zó, hiszen így csak az egerek teljes tumor térfogatát tudjuk mérni. A mérés rendkívül nehézkes,
ugyanis a tumor az esetek többségében amorf és a bőr alatt helyezkedik el. Mivel a tolómérővel
csak a tumor szélességét és hosszúságát tudjuk mérni, így a teljes térfogatot közelítjük a

V =
π

2
(szélesség · hosszúság)3/2 (2.6)

képlettel [35]. A 2.1. ábra szemlélteti a kísérletekben mért tumorok elhelyezkedését és formáját az
egér testén, illetve azt, hogy a farki vénán keresztül történik az egerek kezelése. A megvalósítás
során használt egyedi paraméterek (melyek jelentését és mértékegységét a 2.1. táblázat foglalja
össze) értékei hasonló egerekből mért adatok alapján paraméteridentifikáció segítségével álltak
elő.

2.1. ábra. Egy daganatos egeret reprezentáló ábra. Az egereket a farki vénáján keresztül kezeljük a
kísérletek során.

Paraméter Leírás Mértékegység
a Tumor növekedési ráta 1/nap
b Inhibíciós ráta 1/nap
c Módosított klírensz 1/nap

ED50 Medián effektív dózis mg/kg
k1 A gyógyszer áramlási sebességi együtthatója

a centrális kompartmentből a perifériás kompartmentbe 1/nap
k2 A gyógyszer áramlási sebességi együtthatója

a perifériás kompartmentből a centrális kompartmentbe 1/nap
n Nekrotikus ráta 1/nap
w Kimosódási ráta 1/nap

2.1. táblázat. A modell paramétereinek leírása és mértékegysége
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Mivel a kísérletekben a páciensek injekciókon keresztül kapják meg a kezelést, így a rendszer
bemenete impulzív bemenetként modellezhető. A beinjektált gyógyszer növeli az x3 értékét, és
az idő előrehaladtával a tumorsejtek elkezdenek csökkeni a megnövekedett gyógyszerszint követ-
keztében. Tekinthetjük úgy, mintha x3-ban egy szakadás valósulna meg. Az injekció idejét ti-vel
jelöljük (i = 1,2, . . . , N , ahol N az injekciók száma). Ezek alapján a rendszer bemenete a követ-
kezőképpen írható fel [36]:

x(t+i ) = x(t−i ) + (0 0 1 0)Tu(ti), (2.7)

ahol u(ti) [mg/kg] a beadott dózis mennyisége ti napon. A kezdeti állapot x(ti) = (x0 0 u0 0)
T

ahol x0 > 0 és u0 ≥ 0. Ez az impulzív rendszer felfogható úgy, mintha egy kezdeti érték problémát
oldanánk meg minden [t+i , t

−
i+1) intervallumon, ahol a kezdeti értékeket (2.7) adja a t+i időpontban

[36, 37]. Minden páciens maximum egy darab injekciót kap naponta. A még realisztikusabb szimu-
láció érdekében a páciensek csak kedden és pénteken kapnak dózist minden héten [38]. A dózisok
0 és 8 mg/kg között mozoghatnak a valóságban alkalmazott kísérleti protokoll alapján.

X1
a−−→ 2X1, (2.8)

X1
n−−→ X2, (2.9)

X2
w−−→ O, (2.10)

X1 +X3
b,ED50−−−−→ X2, (2.11)

X3

k1−−→←−−
k2

X4, (2.12)

X3
c−−→ O. (2.13)

A (2.8) - (2.13) kémiai analógia szemlélteti a (2.1) - (2.4) differenciálegyenletekben model-
lezett folyamatokat [39]. Az X1 az élő tumorsejtet reprezentáló fiktív anyagfajta, az X2 a halott
tumorsejtet reprezentáló fiktív anyagfajta, X3 a vérben lévő gyógyszerszintet jelöli, az X4 pedig a
szövetekben lévő gyógyszerszintet adja meg [27]. A (2.8) lépésben az X1 élő tumorsejt osztódásá-
nak sebességét az a tumor növekedési ráta határozza meg. A (2.9) lépésben az élő tumorsejtekből
(X1) az n nekrotikus ráta által meghatározott sebességgel lesznek halott tumorsejtek (X2). A (2.10)
lépésben a halott tumorsejtek kimosódásának (felszívódásának) sebességére van hatással a w ki-
mosódási ráta.

A (2.11) reakcióegyenlet a gyógyszer farmakodinamikáját írja le. A maximális gyógyszerhatást
a b sebességi együttható, a medián effektív dózist az ED50 paraméter jelöli. Az ED50 paraméter
azt a gyógyszerkoncentrációs szintet adja meg, ahol a gyógyszer hatása éppen 50 %-os. A (2.12)
reakció írja le a gyógyszer áramlását a vér és a szövetek között k1 és k2 konstans sebességi rátával,
ez a reakció tulajdonképpen egy kétkompartment modell segítségével valósul meg. Ebben az eset-
ben centrális kompartmentnek szokás nevezni a vért és perifériás kompartmentnek a szöveteket.
A (2.13) írja le a gyógyszer kiürülését a szervezetből, amely sebességét a c sebességi együttható
befolyásolja [15].
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2.2. Terápia generálására alkalmazott módszerek
A matematikai modell (2.1)-(2.4) segítségével le tudjuk szimulálni a tumor reakcióját a beadott
dózisok függvényében, majd meg tudjuk keresni az optimális terápiát a pácienseknek, vagy a
páciensek egy halmazának. Korábbi munkáim során több megközelítést alkalmaztam a terápiák
optimalizálására. A terápia optimalizálása során két fő célunk van: csökkenteni a páciensek tu-
mortérfogatát és minimalizálni a beadott dózisok mennyiségét.

A kutatásom első szakaszában egy genetikus algoritmust alkalmaztam, amely több fejlődési
szakaszon esett át. Az első szakaszban képes volt személyre szabott terápiát generálni, a páciens
paraméterek figyelembevételével. A következő szakaszban kiterjesztettem az algoritmust hasonló
páciensekből álló pácienshalmazokra, hogy egy egységesen működő terápiát lehessen létrehozni
sok páciensre egyszerre. Ennek a létjogosultságát az adta, hogy a valóságban ahhoz, hogy minden
páciensnek ismerjük a paramétereit, rengeteg mérést kell végeznünk, amik növelik a terápia költ-
ségét. Ha ki tudunk jelölni egy populációt, amelynek feltételezzük, hogy hasonlóak a fiziológiai
paramétereik, akkor, ha jön egy új beteg, nem kell költséges méréseknek alávetni, hanem csak be-
soroljuk a megfelelő csoportba és kaphatja a csoportra szabott terápiát. A következő szakaszban
megvizsgáltam, hogy hogyan lehetne hatékonyan csoportosítani a pácienseket és megvizsgáltam
azt is, hogy hogyan lehet detektálni, hogy a számukra megfelelő kezelést kapják-e a páciensek
[21]. A következő lépésként szétbontottam a korábban alkalmazott költségfüggvényt két kom-
ponensre, és kipróbáltam két többcélú optimalizáló eljárást. A két algoritmus az NSGA-II és az
epszilon megkötés módszer volt. Az eredmények alapján az epszilon megkötés módszer bizonyult
hatékonyabbnak a problémánkra, így a továbbiakban ezt használtam. A következő alfejezetekben
a genetikus algoritmus működését és az epszilon megkötés módszer általános működését írom le.

Genetikus algoritmus
A genetikus algoritmusok populáció alapú, metaheurisztikus optimalizáló algoritmusok, amelyek
az 1980-90-es években alkottak meg [40, 41]. Az ilyen algoritmusok nem garantálják az optimális
megoldás megtalálását, ugyanakkor egy megfelelően jó közelítést képesek adni a legtöbb problé-
mára belátható időn belül. Az alapötlet az evolúció és a természetes kiválasztódás modellezése,
különböző programozási módszerek segítségével. Az algoritmus egy virtuális populáció egyedeit
tekinti a probléma lehetséges megoldásainak, majd különböző genetikus operátorok segítségével
"kitenyészti" az optimális megoldást. A genetikus algoritmusban az egyedek (nevezhető kromoszó-
máknak vagy genotípusnak) reprezentálják a probléma potenciális megoldásait és ezek alkotják a
populációt. Ezek általában binárisan kerülnek eltárolásra, de sok más adatszerkezettel is lehet talál-
kozni a szakirodalomban [42]. A mi esetünkben a lehetséges megoldások egyszerű valós számokat
tartalmazó vektorok, amelyek hossza megegyezik a kezelés hosszával, és az egyes értékei jelölik,
hogy a páciens(ek) az adott napon mekkora dózist kapjanak.

Minden optimalizálás során az első és legfontosabb feladat a cél meghatározása egy költség-
függvény formájában. Genetikus algoritmus esetén ezt fitness függvénynek nevezzük. Kemoterá-
pia optimalizálás esetén a már említett két fő célunk van: a tumor térfogatának a minimalizálása
és a beadott dózisok mennyiségének a minimalizálása (toxicitás, mellékhatások és költségek csök-
kentése végett). Ezek a célok egymás ellen hatnak, minél nagyobb dózist adunk, annál inkább
csökken a tumor térfogata, de annál nagyobbak a mellékhatások és a költségek, viszont, ha túl
kicsi dózist adunk, nem csökken le eléggé a tumor térfogata. Mivel a genetikus algoritmus alapve-
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tően egy darab fitness függvényt képes minimalizálni egyszerre, ezért egy skalarizációs technikát
alkalmazva a két célfüggvénynek a súlyozott összegét vettem [20]. Az így kapott fitness függvény

F =
L∑

j=1

(
R1

N∑
i=1

(
φi

Ymax

)2

+R2

N∑
i=1

(
Ui

Umax

)2

+W1

N∑
i=1

Ui +W2Yend

)
, (2.14)

ahol Ui a beadott dózis az i-edik napon, Ymax és Umax normáló tagok, amelyek egy nagyságrendre
hozzák a térfogatot és a beadott dózist, az értékeik rendre 2000 és nyolc. R1 és R2 súlyok, amelyek
befolyásolják, hogy az algoritmus a minimalizálás során melyik részre fókuszáljon. N az egyedek
génjeinek számát jelenti (ami megegyezik a kezelés hosszával), L pedig a kezelendő páciensek
(egerek) száma. Amennyiben L = 1, akkor egyénre szabott terápiáról beszélünk, egyébként pedig
csoportos terápiáról. A fitness függvény φi változója

φi =


Yi − Yref , ha Yi ≥ Yref ,

0, egyébként.
(2.15)

ahol Yi a tumor térfogat az i-edik napon, Yref a referencia tumor térfogat, amely alá szabályoz-
zuk a páciens tumor térfogatát (4 mm3). Ez az egyenlet tulajdonképpen egy hibát számol a tumor
jelenlegi térfogata és a referencia térfogat között, amelyet minimalizálunk az optimalizáció so-
rán. Látható, hogy amennyiben Yi kisebb lesz, mint Yref , akkor nullának vesszük a φ értéket,
ezzel növelve az egyed "jóságát". Belátható, hogy az R1 súly nagyra választása arra kényszeríti
az algoritmust, hogy a tumor térfogatát próbálja jobban minimalizálni. Nagyobb R2 pedig kisebb
dózisokhoz vezet, a térfogat minimalizálása ebben az esetben másodlagos. Ezen kívül hozzáadunk
még két termináló tagot, ahol W1 és W2 súlyokat jelölnek, Yend pedig a kezelés végén lévő tumor
térfogata. A megoldás során W1 és W2 súlyok nagyságrendekkel nagyobbak, mint az R1 és R2 sú-
lyok. Ezzel garantáljuk, hogy a kezelés végén a tumor térfogat minél alacsonyabb legyen, illetve,
hogy az összdózis még kisebb legyen.

A fittness függvény meghatározása után a következő lépés a szelekciós eljárás meghatározása.
A genetikus algoritmus a természetes kiválasztódás mintájára kiválasztja a populációból azokat az
egyedeket, akik a probléma szempontjából jobbak a többieknél, és ezek bekerülnek a szülők hal-
mazába. Az irodalomban rengeteg különböző szelekciós eljárással találkozhatunk. A két leggyak-
rabban alkalmazott a rulettkerék szelekció és a versenyeztető szelekció [43]. Korábbi munkám
során [19] több szelekciós függvényt összehasonlítottam és a versenyeztető szelekció bizonyult a
legjobbnak a problémánkra.

Az alap koncepció egy csapatos sportversenyhez hasonló. A lényege az, hogy minden egyedet
beválogatunk véletlenszerűen néhány fős csoportokba. A válogatás után minden csoportból a leg-
jobb fitness értékkel rendelkező egyed kerül ki győztesként, és ők örökíthetik tovább a génjeiket.
Ez az eljárás biztosítja, hogy a rosszabb fitness értékű egyedeknek is legyen esélyük továbbvinni
a génjeiket, ugyanakkor továbbra is a legjobb fitness értékkel rendelkezők vannak előnyben. Ez
segít megőrizni a diverzitást a populációban, ami elengedhetetlen az algoritmus működésénél. Ez
az eljárás tökéletesen illusztrálja a természetben lejátszódó folyamatokat is, ahol egy-egy csoport
legerősebb egyede garantáltan tovább örökíti a génjeit. A szelekciós függvény matematikailag a
következőképpen írható le:

P = argmax
Ei

F (Ei), Ei ∈ U[E] (2.16)
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ahol a P a kiválasztott szülő egyed, aki bekerül a szülők halmazába, Ei az adott csoportban lévő
egyedeket jelöli, ahol i = 1,2, . . . ,N, az F (Ei) pedig az Ei egyed fitness függvény által meg-
határozott értéke. Az E az egyedek halmazát jelöli, U[E] pedig egy egyenletes eloszlás szerint a
halmazból véletlenszerűen kiválasztott elemet jelöli.

A következő lépés a keresztezés, amely során a szelekció által kiválasztott egyedeket keresz-
tezve új egyedeket hozunk létre. Ez a mi esetünkben két kezelés valamely lineáris kombinációját
fogja eredményezni. A kutatás során használt keresztező eljárás a Laplace keresztezés. A Lap-
lace keresztezés, mint a neve is mutatja, Laplace eloszlást használ, melynek sűrűség függvényét a
következő összefüggéssel írhatjuk le [44]:

f(x, ξ, µ) =
1

2ξ
exp

(
−|x− µ|

ξ

)
, (2.17)

ahol µ egy lokációs paraméter, amely azt mutatja, hogy a függvény mennyivel van eltolva az y
tengelytől, a ξ > 0 paraméter pedig a függvény meredekségét befolyásolja. Ha fennáll az az eset,
hogy µ = 0 és ξ = 1, akkor az exponenciális eloszlást kapjuk 1/2-es szorzóval. A Laplace elosz-
lásra a szakirodalom gyakran kétoldali exponenciális eloszlásként is hivatkozik és leggyakrabban
a közgazdasági és egészségtudományi adatok illesztésénél alkalmazzák [44]. A gyermekelem, a
következők szerint áll elő :

Ci =


p1 + λ · |p1 − p2|, ha r > 0.5,

p2 + λ · |p1 − p2|, ha r ≤ 0.5,
(2.18)

ahol Ci a gyermekelem, p1 és p2 a gyermekelemet előállító szülők, λ pedig a (2.17) Laplace el-
oszlásból generált véletlen szám, illetve r egy egyenletes eloszlásból 0 és 1 között generált vélet-
len szám [45, 46]. A feladat megoldása során ξ = 0,15 és µ = 0 értékeket adtunk meg (2.17).
sűrűségfüggvény implementálásakor. Látható, hogy (2.18). összefüggésben λ a szülők génjeinek
különbségét skálázza és ezzel az értékkel tolja el az egyik szülőt valamelyik irányba.

Az utolsó genetikus operátor a mutáció, amely elengedhetetlen lépés a genetikus algoritmus
megfelelő működéséhez. Egy megfelelően megválasztott mutációs függvény biztosítja azt, hogy
a megoldás keresése során ne ragadjon be az algoritmus egy lokális optimumba, hanem a glo-
bális optimum felé haladjon. Mutációs függvény nélkül pár generáció alatt eltűnne a diverzitás a
populációból, ami rossz eredményhez vezethet.

A természetben számos példát láthatunk mutációra, viszont ott gyakran külső tényezők is be-
folyásolják (például a sugárzás) ezt a folyamatot. Érdekesség, hogy például a kék szem is egy
mutációnak a hatása, ami nagyjából 6 000-10 000 évvel ezelőtt következett be. A mutáció során
kikapcsolódott a szem azon funkciója, amely barna pigmenteket állít elő, tehát az irodalom sze-
rint minden kékszemű ember egy közös ősre vezethető vissza [47]. A kék szem igen hasznos volt
az evolúció során, ugyanis a világos pigmentálás miatt több fényt enged be, mint a barna, így a
kékszemű emberek jobban látnak a sötétben. Főként ezért, inkább az északi népeknél terjedt el ez
a mutáció, mivel ott kevesebb a napsütéses órák száma. Egy másik mutáció szintén igen hasznos
volt az emberi evolúció szempontjából, melynek köszönhető a laktóz feldolgozásáért felelős en-
zim jelenléte az emberi szervezetben. Ez szintén nagyjából 10 000 évvel ezelőttre vezethető vissza.
Ebben az időben kezdett elterjedni az állattartás és a haszonállatok teje a jelentős kalóriaforrás le-
hetőségét hordozta magában, ezért nagyon nagy jelentőségű volt a megfelelő gén mutációja. Ez
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evolúciós előnyben részesítette az ezen mutációval rendelkező embereket, így nagyon gyorsan el
tudott terjedni a populációban [48].

A kutatásom során több mutációs függvényt megvizsgáltam és összehasonlítottam [20], de
ebben a dolgozatban csak a legjobbnak bizonyulót emelem ki. Ez mutációs függvény a hatvány-
törvényen alapszik [49]. Bizonyítható, hogy számos fizikai, biológiai és emberalkotta jelenség a
hatványtörvény szerint működik, mint például a földrengések mérete, a Hold kráterei, a Napki-
törések, legtöbb nyelvben a szavak előfordulási gyakorisága, családi nevek előfordulása, háborúk
mérete, és sok más mennyiség. A függvény felírható:

M =


xi − s(xi − αi), ha t < r,

xi + s(βi − xi), ha t ≥ r,
(2.19)

ahol t az xi távolsága αi-től, α az alsó határvektor, β a felső határvektor, amik között az egye-
dek értékei mozoghatnak. Ezen vektorok elemei tartalmazzák a dózisok felső illetve alsó határait
minden egyes kezelési naphoz. Az r egy 0 és 1 közötti véletlen szám egy egyenletes eloszlásból,
valamint az i = [1,2, ..., N ], ahol N a vektor hosszát adja meg, mely egyben a kezelés hossza is
és az elemek génjeinek számát is mutatja. Tulajdonképpen a függvény úgy állítja elő a gyermek
i-edik génjét, hogy vagy kivonja a szülő i-edik génjéből a gén alsó határtól való távolságát egy
véletlenszerű súllyal, vagy hozzáadja az i-edik génhez a gén felső határtól vett távolságát szintén
véletlenszerű súllyal. A függvény képes kezelni az αi = βi esetet, tehát amikor a felső határ és
az alsó határ megegyezik. Ilyenkor az i-edik gén meg fog egyezni a határokkal. A függvény s
paramétere továbbá felírható [50]:

s = C · g−η
i , (2.20)

ahol g = [1, ..., G], G a maximális generáció szám, C egy skálázó tag, amely a függvényre jellemző
skála invariancia miatt pusztán a görbe értékeit változtatja meg, a jellegét nem. Az η a hatvány
kitevője, ami meghatározza az görbe meredekségét.

Többcélú optimalizáló algoritmusok
Egy másik megközelítés, ami hatékonynak bizonyult a többcélú optimalizáló algoritmusok hasz-
nálata. Ha többcélú optimalizálásról beszélünk, akkor elengedhetetlen, hogy bevezessünk néhány
fogalmat. Többcélú optimalizálás esetén nem egyetlen megoldásunk lesz egy adott problémára,
hanem egy megoldások halmazát fogjuk megkapni, amelyek minden célfüggvény szempontjából
optimálisnak tekinthetők. Ezt szokás Pareto frontnak nevezni, amely nevét Vilfredo Pareto-ról kap-
ta, aki egy olasz közgazdász volt az 19-20. században [51]. Az ő nevéhez köthető a Pareto elv,
miszerint a vagyon 80 %-a a lakosság 20 %-ánál van, de ez az elv számos egyéb jelenségnél meg-
figyelhető [52].

Optimalizálás alatt lehet minimalizálást és maximalizálást is érteni, viszont a dolgozatban a
célfüggvények minimalizálásáról esik szó. A fejezetben leírt összefüggések maximalizálás esetén
is fennállnak, csak fordított előjellel értendők. Legyen x a probléma megoldását tartalmazó vektor
és Ω pedig a lehetséges megoldások halmaza. A többcélú optimalizálási problémák általánosan
felírhatók a következő módon [53]:

min F (x) = {f1(x), f2(x), ..., fk(x)}, (2.21)
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a következő megszorításokkal :

gi(x) ≥ 0, i = 1,2, . . . ,m1,

hi(x) = 0, i = 1,2, . . . ,m2,

lbi ≤ xi ≤ ubi, i = 1,2, . . . , N,

ahol k a célfüggvények száma, amelyeket minimalizálni (vagy maximalizálni) szeretnénk. A gi(x)
az i-edig egyenlőtlenség, hi(x) az i-edik egyenlőség típusú megszorítás, amelynek meg kell fe-
lelnie a változónknak. Az m1 és m2 rendre az egyenlőtlenség és egyenlőség típusú megszorítások
darabszámát jelöli. Az lbi és ubi az i-edik változó alsó és felső határát jelölik, N pedig a változók
darabszámát határozza meg, ami megegyezik a kezelés hosszával.

Az első és legfontosabb fogalom a dominancia fogalma. Legyenek x és y az optimalizálási
probléma lehetséges megoldásai. Azt mondjuk, hogy x dominálja y-t (x ≺ y), ha

∀i ∈ {1, 2, ..., k}, [fi(x) ≤ fi(y)]. (2.22)

Egy x lehetséges megoldást Pareto optimálisnak nevezünk, ha fennáll, hogy

∄ y ∈ Ω|x ≻ y, (2.23)

azaz, nem létezik olyan megoldás, ami dominálja x-et. Legyen P ∗ a Pareto optimális megoldások
halmaza, azaz:

P ∗ := {x, y ∈ Ω | ∄ x ≻ y}. (2.24)

Végül bevezetjük a Pareto front fogalmát:

PF : {fi(x) | x ∈ P ∗} ∀i ∈ {1,2, . . . , k}, (2.25)

tehát a Pareto front tartalmazza a Pareto optimális megoldások halmazának minden elemére kiszá-
molt függvény értéket.

A 2.2. ábrán látható egy sematikus ábra a Pareto frontról két célfüggvény esetén. Minden kör
egy lehetséges megoldás a problématérben. A kék körök azok a megoldások, amelyek nem domi-
nánsak, tehát van olyan pont, amely valamely (vagy mindkét) függvény szerint jobbnak mondható.
A zöld körök azok a megoldások, amelyeket nem dominál egy pont sem. Ezek a körök helyez-
kednek el a Pareto fronton. Látható, hogy a Pareto fronton elhelyezkedő megoldások mindegyike
optimális, azaz nem lehet javítani az egyik függvény értékét anélkül, hogy a másik függvényben
ez romlást ne okozna. Ezt követően a döntéshozó feladata, hogy kiválassza, hogy számára melyik
megoldás az, amelyikre szüksége van.

Az irodalomban rengeteg módszer van Pareto front generálásra. A módszereket többféleképpen
szokták csoportosítani. Léteznek különféle evolúciós algoritmusok, amelyek az előző fejezetben
tárgyalt genetikus algoritmushoz hasonlóan egy virtuális populációt kezelnek és ennek egyedei a
lehetséges megoldások, majd ezeket az egyedeket módosítjuk iterációkon keresztül. A leggyak-
rabban használt evolúciós algoritmusok a Deb et al. [54, 55] által készített NSGA algoritmusok
(Non-dominated sorting genetic algorithm). Az algoritmusnak több verziója van, az első 1995-ben
jelent meg, de nem tudott elterjedni nagy számításigénye és egyéb hibái miatt [56]. Később, 2000-
ben továbbfejlesztették, jelentősen csökkentve a futási időt és növelve a teljesítményt az NSGA-II
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2.2. ábra. A Pareto front szemléltetése egy sematikus ábrán.

algoritmussal [57]. Ez az algoritmus rendkívül elterjedté vált, így ma is ezt választják legtöbben
Pareto front generálásra mind az iparban, mind a kutatásban [58]. Azóta az algoritmusnak különbö-
ző módosított változatai is készültek különböző problémákra szabva, vagy különböző tényezőkre
optimalizálva [59, 60, 61]. Annyiban különbözik a hagyományos genetikus algoritmustól, hogy
dominancia alapján szelektálja az egyedeket, azaz a költségfüggvény kiértékelését követően meg-
vizsgálja, hogy az adott megoldás domináns-e a halmazban. Amennyiben igen, belekerül a Pareto
frontba.

Emellett a népszerű egyéb evolúciós algoritmusoknak is létezik többcélú variánsa, mint például
a részecske raj optimalizálónak (PSO) a többcélú részecske raj optimalizáló (MOPSO), amely
részecskék mozgása alapján optimalizál [62, 63, 64]. Ma igen népszerű a relatíve új szürke farkas
optimalizáló (GWO) és annak a többcélú változata, a (MOGWO) algoritmus, ami a szürke farkasok
vadászati mechanizmusa alapján keresi az optimális megoldást [65, 66].

Evolúciós algoritmusok mellett léteznek úgynevezett klasszikus módszerek, amelyek különbö-
ző matematikai módszereken alapszanak. A legegyszerűbb megközelítés a súlyozott összeg mód-
szer, amelyet a korábbi munkáim során is alkalmaztam [19, 20, 67]. Ezeknek a lényege, hogy ami-
kor több célfüggvényünk van, ezeket valamilyen súllyal összeadjuk, így egyetlen célfüggvénnyé
redukálva a problémát. Így alkalmazhatóvá válnak azok az algoritmusok, amelyek csak egyetlen
célfüggvény optimalizálását teszik lehetővé (pl. a genetikus algoritmus). Ezt szokták skalarizációs
technikának is nevezni.

Egy másik gyakran használt skalarizációs technika az epszilon megkötés módszer. Ez a mód-
szer úgy működik, hogy egy kivételével az összes célfüggvényt lerögzíti egy bizonyos értéknél
és ezt megkötésnek veszi, majd a maradék egy függvényt optimalizálja valamilyen módszerrel
(ez történhet evolúciós algoritmussal, vagy gradiens alapú módszerekkel is). Az irodalomban ez a
preferált módszer a Pareto front elkészítésére és ebben a dolgozatban ezt is alkalmazzuk terápia
optimalizálásra [68, 69]. Ezek mellett az irodalomban még többféle algoritmussal lehet találkozni
és számtalan csoportosítás létezik [70].

Kemoterápia optimalizálásra áttérve továbbra is két fő célunk van: a tumortérfogatok minima-
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lizálása és a dózisok minimalizálása. A 2.2. alfejezetben látott 2.14-es egyenlet szétbontásával meg
tudjuk alkotni a szükséges költségfüggvényeket :

f1 =
N∑
i=1

φi

Ymax

, (2.26)

f2 =
N∑
i=1

Ui

Umax

. (2.27)

Ezek alapján az optimalizálási probléma a következőképpen írható fel :

min F (x) = [f1(x), f2(x)],

lb ≤ x ≤ ub,

ahol az lb változónk alsó határa, az ub pedig a felső határa. Ezek a mi esetünkben rendre 0 és 8,
mivel negatív dózis nem megengedett és a maximálisan tolerálható dózis egy kísérleti egér esetén
8 mg/kg.

2.3. Költséghatékonysági elemzéshez alkalmazható mutatók
A létrehozott terápiákat gazdasági szempontból is ki fogjuk értékelni, melyhez be kell vezetnünk
különböző gazdasági mutatókat, amelyek alapján összehasonlíthatóak a kezelések. Az első, és leg-
alapvetőbb mutató a kezelések ára. Ezt a mutatót azonban egyáltalán nem egyszerű meghatározni,
ugyanis rengeteg tényezőből tevődik össze. Egy kezelés esetén az elsődleges költséget a beadott
gyógyszer ára jelenti. A kutatásunkban alkalmazott kemoterápiás szer a pegilált liposzómális do-
xorubicin (PLD) [7]. A gyógyszer ára országonként eltérő és országon belül is különböző adatok
találhatók meg. Magyarországon a leggyakoribb gyógyszer ezzel a hatóanyaggal a Caelyx®. En-
nek a gyógyszernek az ára 146 393 Ft, 10 ml-enként 2 mg/ml-es koncentrációval [71].

A gyógyszer árán kívül fontos figyelembe venni, hogy a gyógyszer beadásának is van költsége.
Az orvosok és az ápolók, valamint egyéb kórházi alkalmazottak fizetését is érdemes lehet figye-
lembe venni. Ennek a vizsgálata azonban rendkívül nehézkes, ugyanis az ehhez tartozó adatokat
ritkán publikálják a kórházak. Egy szisztematikus irodalmi áttekintés szerint [72] az USA-ban a
medián gyógyszer beadási költség 149 $/óra (IQR = 118 $ – 158 $) míg Kanadában 128 $/óra (IQR
= 102 $ – 137 $), amely körülbelül 48.000 - 56.000 Ft/órának felel meg. Az említett tanulmányban
a költségekbe beletartozott az orvosi személyzet (nővérek, gyógyszerészek, adminisztratív dolgo-
zók) munkadíja, valamint az általános költségek és eszközök, mint például az orvosi berendezések
és helyiségek fenntartása, beleértve a rezsiköltségeket, mint a víz, villany, fűtés, valamint tűk, in-
fúziós állványok, pumpák és más egyszer használatos orvosi kellékek. A gyógyszer beadásának az
ideje nagyjából 2-3 órát vesz igénybe [73, 74].

A következő mutató a szerzett életév (Life year gained - LYG). Ez a mutató leírja, hogy az adott
kezelés hány évvel növelte meg a páciens életét (figyelmen kívül hagyva bármiféle életminőséget).
Ennek a mérése az irodalomban úgy történik, hogy két csoportra osztják a pácienseket (kezelt és
kontroll csoport), majd megvizsgálják, hogy mennyivel élnek tovább az egyik csoportban, mint a
másikban.
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A következő fontos mutató az életminőséggel korrigált életév (quality adjusted life years -
QALY). Ez az egyik leggyakrabban használt mutató a költséghatékonyság kiértékelése szempont-
jából és szinte mindig ez a mutató a meghatározó új gyógyszerek kiválasztásában. Egy teljes egész-
ségben eltöltött év egy QALY-t jelent (1 életév × 1 életminőségi mutató = 1 QALY). Ha a páciens
nem teljes egészségben élte le az egy évet, vagy kevesebb ideig élt mint egy év, akkor ez egy 1-
nél kisebb szám lesz. Ebből kifolyólag, ha a páciens fél évet él teljes egészségben az ekvivalens
azzal, hogy 1 évet élt olyan egészségügyi állapotban, ami 0,5-ös életminőségi mutatóval írható le
(például ágyhoz van kötve) [75]. A probléma viszont az, hogy ez a mutató emberekre van kiala-
kítva, és a mi egérkísérleteinkben nem alkalmazható, így más mutatót kell használni hatékonyság
szempontjából.

A költséghatékonysági elemzések általában különböző eljárások egy orvosi indikáción belü-
li összehasonlításra alkalmasak, mert a költségeket és betegségre jellemző kimeneteket hasonlítja
össze. Az elemzés arra ad információt, hogy egy egység egészségnyereség milyen többletköltsé-
gen (vagy megtakarításon) érhető el (növekményi költséghatékonysági arány, incremental cost-
effectiveness ratio - ICER). Az egészségnyereség lehet egy betegség-specifikus életminőség kime-
net változása, de lehet pl. a duzzadt ízületek száma vagy elkerült szívinfarktusok száma, vagy csak
egyszerűen a nyert életévek száma. Bár a költséghatékonysági elemzések nagyon informatívak egy
adott betegségben belül, nem alkalmasak különböző betegségek összehasonítására [76].

Az ICER általános kiszámítása a következő :

ICER =
(új kezelés ára− régi kezelés ára)

(új QALY− régi QALY)
, (2.28)

Viszont mivel egérkísérletek során a kísérleti egerek életminősége nem mérhető, ezért az ICER
számításánál azt fogjuk vizsgálni, hogy az adott kezelés hány nappal növelte meg a páciens életét.

ICER =
(új kezelés ára− régi kezelés ára)

(új várható élettartam− régi várható élettartam)
(2.29)

A következő fontos tényező a költséghatékonysági küszöbérték (cost effectiveness threshold -
CET). Ez egy olyan küszöbérték, amely azt határozza meg, hogy egy adott egészségügyi beavat-
kozás költsége és annak hatékonysága megfelelő-e ahhoz, hogy érdemes legyen finanszírozni vagy
alkalmazni. Ez az érték segít eldönteni, hogy egy beavatkozás költség-haszon aránya kielégítő-e.
Ez különösen az egészségügyi rendszerekben releváns, ahol a források végesek. Ha egy beavat-
kozás költségei a küszöb alatt vannak, akkor az beilleszthető az ellátásba. Ha pedig meghaladja a
küszöbértéket, az azt jelenti, hogy inkább más kezelésekre kell összpontosítani, amelyek nagyobb
előnyt biztosítanak a költségekhez képest. Ez a küszöb országonként eltérő és nagymértékben be-
folyásolja az egészségügyi rendszer minőségét. 2017-től Magyarországon az egy főre jutó GDP
háromszorosának megfelelő CET-et alkalmazzák [77]. A gazdasági növekedéssel párhuzamosan a
tényleges küszöbérték évről évre nőtt Magyarországon, sőt, már meg is haladta a nyugat-európai
országokban alkalmazott állandó küszöbértékeket. Összehasonlításképp az angliai National Insti-
tute for Health and Care Excellence (NICE) egy explicit és állandó, 20 000–30 000 GBP közötti
CET-et használ QALY-nként [78]. A NICE küszöbértékei 2019-es árfolyamon 22 785 C és 34 178
C közé esnek, ahol az alsó határérték a magyar küszöbérték 51%-át, a felső határérték pedig annak
76%-át teszi ki a támogatási döntések során [79]. Magyarország egy főre jutó GDP-je 6 110 603
Ft [80]. Ennek a háromszorosa 18 331 809 Ft, így ez a mai költséghatékonysági küszöbérték, azaz
elméletben ennyit hajlandó Magyarország fizetni egy életévért.
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3. fejezet

Megvalósítás

3.1. Terápia generálása genetikus algoritmussal
Korábbi munkám során megalkottam egy genetikus algoritmust, amely képes optimális terápiát
generálni a páciensek paramétereinek figyelembevételével személyre szabottan egyénre, illetve
hasonló paraméterekkel rendelkező pácienshalmazra is [16, 17]. A fejezetben először tárgyalom a
korábbi genetikus algoritmus felépítését, majd rátérek az implementált újításokra.

A terápiát generáló algoritmus folyamatábrája a 3.1. ábrán látható. Az algoritmus első lépé-
seként betöltjük a páciens paramétereket, amelyekre szeretnénk optimális terápiát generálni. Az
algoritmus egyénre és egy hasonló páciensekből álló pácienshalmazra is képes terápiát alkotni.
Ezt követi egy inicializációs lépés, amelyben megadjuk a hiperparamétereket, amik az algoritmus
futását szabályozzák. Ilyen paraméterek a genetikus algoritmushoz köthető paraméterek, mint a
maximális generáció szám, populáció méret és mutációs ráta. Ezen paraméterek kiválasztása egy
kritikus lépés, ugyanis közvetlenül befolyásolják az algoritmus futási idejét és a generált ered-
mény minőségét. Például a populáció szám nagyra választása növeli a futási időt, viszont növeli az
esélyét a globális optimum megtalálásának is [81]. Az algoritmus ezen pontján állítjuk be a gene-
rálandó kezelés hosszát, amely ebben a dolgozatban N = 105 nap volt. Ezt követően generálunk
egy kezdeti populációt az algoritmusnak, amely véletlenszerű számokból áll 0 és 8 között (ez a
maximálisan tolerálható dózis a pácienseinknél). A populáció egyedei a lehetséges megoldások,
amelyek a mi esetünkben az egyes kezelések. Ezt követi a fő ciklus, amely a maximális generáció
szám eléréséig fut, ami az egyetlen megállási feltétele a genetikus algoritmusunknak. Ezt követő-
en minden egyedre kiszámítjuk a fitness függvény értékét a (2.14)-es egyenlet alapján, amely egy
számot fog hozzájuk rendelni, amely alapján összehasonlíthatóak lesznek a kezelések. A fitness
érték határozza meg az adott kezelés jóságát, minimalizálva a tumor térfogatot és a kezelés során
beadott dózisok mennyiségét. A fitness függvény kiszámítása a legidőigényesebb folyamat, mivel
itt szimuláljuk le a kezelés hatását az összes páciensre. A fitness értékek kiszámítása után el tudjuk
végezni a szelekciót, amely kiválasztja a fitness értékek alapján a legalkalmasabb kezelést a po-
pulációból (az alkalmazott szelekciós függvényt (2.16) írja le). Ezt követi a rekombinációs lépés,
amely során 90% eséllyel keresztezés és 10% eséllyel mutáció történik. A keresztezés során két
kezelést (2.18)-nak megfelelően egyesítünk, megalkotva belőle egy új kezelést, amely remélhető-
leg jobb lesz, mint az előzőek. A mutációs lépés során pedig véletlenszerű változtatásokat hajtunk
végre az egyedeken, ezzel terelve a keresést egy globális optimum felé (a (2.19) mutációs össze-
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3.1. ábra. A genetikus algoritmus működését leíró folyamatábra
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függést alkalmazva). Mindezek után létrejön egy új populáció, várhatóan jobb egyedekkel, mint a
korábbi populációban. Ezt a folyamatot ismételjük a megállási feltételek eléréséig, amely lehet a
kívánt pontosság elérése, vagy egy maximális generáció szám. Az algoritmus végén megkapjuk az
algoritmus által optimálisnak talált kezelést az adott pácienshalmazra.

Mivel az algoritmus futási ideje elég hosszú, érdemes egy kis módosítást eszközölni a korábbi
genetikus algoritmuson. Alapvetően a generált kezelések 105 naposak, és a kísérleteinkben min-
den héten kétszer kaphatnak dózist az egerek. Ha minden kezelési napot egy változónak tekintünk,
akkor ez egy 30 dimenziós kereséshez vezet, ami jelentősen növeli a futási időt. Erre megoldást
nyújt a bázisfüggvényes megközelítés, miszerint létrehozunk függvényeket, amelyek lineáris kom-
binációja fogja adni a generált kezelést, és a módosított genetikus algoritmus csak ezeknek a függ-
vénynek a paramétereit módosíthatja. A bázisfüggvényeket érdemes a valós klinikai körülmények
között adagolt dózisok mintájára felírni, hogy ezzel is növeljük a kezelések hatékonyságát.

A 3.2 ábra egy sematikus reprezentációja a kutatás során használt bázisfüggvényeknek. A β1-es
függvény egy metronómikus terápia mintájára kicsi amplitúdós dózisokat adagol sűrűn a kezelés
teljes időtartama alatt (meggátolva, hogy kiújuljon a tumor, ha sikerült lecsökkenteni [8]. A β2-es
függvény pedig egy nagyobb mennyiségű dózis csoport beadását írja elő, amely elősegíti, hogy a
kezelés elején gyorsan lecsökkentsük a tumor térfogatát. Ezzel a megközelítéssel az algoritmus a
β1 nagyságát, a β2 nagyságát és a β2 helyét tudja változtatni, lecsökkentve a keresési tér nagyságát.
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3.2. ábra. Sematikus ábra a bázisfüggvényekről.

A kezelés a bázisfüggvények használatával felírható:

T = g1β1 + g2β2(g3), (3.1)
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ahol T a generált kezelés, β1 és β2 a két bázisfüggvény, g1, g2 és g3 pedig a genetikus algoritmus
által változtatható paraméterek.

3.2. Terápia generálása epszilon megkötés módszerrel
A genetikus algoritmus mellett a dolgozatban egy népszerű skalarizációs technikát is megvizs-
gálunk a Pareto front generálására. Az epszilon megkötés módszer szerint egyetlen célfüggvény
optimalizálunk, a többit fixáljuk egy bizonyos értéken (azokat megkötésként vesszük az optimali-
záció során), így kapva egy pontot a Pareto frontból. Több fix értéket megvizsgálva egy jó becslést
kapunk a Pareto frontra. Az optimalizáló algoritmus, amellyel az egyetlen célfüggvényünket op-
timalizáljuk, tetszőlegesen megválasztható. Ebben a dolgozatban egy gradiens alapú optimalizáló
algoritmust, a belső pont módszert (interior-point method) alkalmazzuk a célfüggvény optimalizá-
lására. Továbbra is két célfüggvényünk van, amelyek szerint meg akarjuk határozni az optimális
megoldásokat.

A két függvény közül a másodikat (2.27) fogjuk különböző fix értékeken megvizsgálni, és az
elsőt (2.26) fogjuk minimalizálni. Tehát a probléma felírható

min f1(x),

f2(x) = ϵ,

lb ≤x ≤ ub,

alakban, ahol lb és ub rendre az alsó és felső határa a dózisoknak és értékük rendre 0 és 8. A ϵ egy
futó változó, aminek az értékeit 32-től indítjuk és 18-ig vizsgáljuk 0,5-ös lépésközzel.

A 3.3. ábrán látható az epszilon megkötés módszer folyamatábrája. Az algoritmus első lépése
az egyik költségfüggvény fixálása. Ez a mi esetünkben az összdózisok fixálását jelenti egy adott ϵ
értékre. Ezt követően belépünk a fő ciklusba, ami ezeken az ϵ értékeken fog iterálni. Az ϵ értékek
32-től 18-ig mozogtak, 0,5-ös lépésközzel. A felső határ azért lett 32, mivel a jelenleg alkalma-
zott klinikai eljárás során egy 105 napos kezelés alatt ennyi dózis kerül beadásra, és a kutatásunk
elsődleges célja, hogy ezt a dózist csökkentsük. Az alsó határ az előzetes vizsgálatok alapján lett
meghatározva, mivel ez volt az az érték, ami alá menve exponenciálisan elszállnak a tumortérfo-
gatok [82]. Miután fixáltuk az összdózist, generálunk egy véletlenszerű kezelést, amelyet utána
szimulálunk a tumormodell alapján, és kiértékeljük a költségfüggvény alapján (2.26). Ez után be-
lépünk a belső ciklusba, amelyben a tényleges optimalizáció történik. Itt a MATLAB fmincon
függvényét használjuk, amely a belső pont (interior-point) algoritmust valósítja meg [83]. Ez egy
gradiens alapú keresést hajt végre, az egyes napokon beadott dózisokat változtatva. Amint megta-
láltuk az optimális megoldást, befejeződik a belső ciklus, és ezzel megkaptunk egy pontot a Pareto
frontról. Ezt megismételve többször, kapunk egy jó közelítést a teljes Pareto frontra.

A 3.4. ábrán látható egy példa a generált Pareto frontra. a fekete szaggatott vonalak jelölik
a különböző ϵ értékeket. A vízszintes tengelyen a kumulált tumortérfogatok szerepelnek (2.26) ,
míg a függőleges tengelyen az összdózisok. Látható, hogy 18 mg/kg-os összdózis körül már ex-
ponenciálisan növekedésnek indulnak a tumortérfogat értékek, jelezve, hogy nem érdemes ez alá
csökkenteni az összdózist. A 4. fejezetben tárgyalt és kiértékel kezelések hasonló Pareto frontról
származnak. A jövőben ez referenciaként szolgálhat a döntéshozóknak az optimális kezelés meg-
találásában.
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3.3. ábra. Az epszilon megkötés módszer működését leíró folyamatábra.
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3.4. ábra. Az epszilon megkötés módszer által generált Pareto front.

3.3. Kritikus megfigyelési intervallumok meghatározása
Ebben a fejezetben egy (az előző éves munkám során készült [67, 21]) algoritmust mutatunk be,
melynek eredményét a jelenlegi dolgozatban fel fogjuk használni a létrehozott terápiák költség-
hatékonysági elemzésénél. A fejezetben bemutatott algoritmus különböző pácienshalmazokat hoz
létre és meghatározza azokat az intervallumokat a kezelés során, ahol érdemes a halmazokban lé-
vő pácienseknek kivizsgálásokon részt venni. A kutatás ezen szakaszában feltételezzük, hogy a
rendelkezésünkre áll egy mesterséges hasnyálmirigyhez hasonló eszköz, amely képes a kórházon
kívül is, akár a páciens otthonában adagolni a kemoterápiás szert.

A valóságban a betegek egy átlagra szabott terápiát kapnak és a kezdeti csoportosítás az orvosi
vizsgálatok, kórelőzmények és egyéb fiziológiai tényezők alapján valósulhat meg. Ezután elkez-
dődik egy alap kezelés az egy csoportba tartozó páciensek számára. Mivel a páciensek paraméterei
az orvos számára nem ismertek, ezért a kezelés kezdete után kiderülhet, hogy egyes páciensek
rossz csoportba lettek sorolva. Az algoritmus célja az, hogy megállapítsa hol érdemes a halma-
zokban lévő pácienseket ellenőrizni a kezelés során, tehát annak a napnak és tumor térfogatnak
a meghatározása, amelyiken a páciensnek vissza kell mennie egy kontroll vizsgálatra, és a tumor
térfogatát megvizsgálva eldönthető, hogy az eddigi terápia hatékony volt-e vagy sem. A kísérletek
alapján az feltételezhető, hogy a páciensek paraméterei nem konstansok, hanem időben változnak.
Méghozzá azon a ponton változnak meg, mikor a tumor térfogata nagyot csökken, majd ezután
újra növekedésnek indul. Az algoritmus egy másik célja ennek a paraméterváltozásnak a detektá-
lása, hiszen a paraméterek megváltozása a terápia esetleges változtatását vonhatja maga után. Ha
a tumor agresszívabban indul növekedésnek, akkor előfordulhat, hogy egy magasabb dózisokat
adagoló terápiát kell alkalmazni az adott betegen.
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A 3.5. ábra szemlélteti a csoportosítás folyamatát. Mivel csupán 54 valódi egér paraméterei
alkották a pácienshalmazunkat, ezért a csoportosítás megvalósítása érdekében első lépésként egy
véletlen számokból álló adathalmazt generálunk, amely 10000 virtuális páciensből áll, megsok-
szorozva így a minták számát. A dolgozatban feltételezzük, hogy a páciensek paraméterei normál
eloszlást követnek, így a virtuális páciensek paramétereit normál eloszlásból generált véletlen szá-

Virtuális páciensek
generálása

Páciensek
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Első metszéspont:
Rossz kezdeti
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Második metszéspont:
Paraméter változás

START

STOP

3.5. ábra. Folyamatábra az egyensúlyi pontok keresésének lépéseiről.
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mok alkotják. A normál eloszláshoz szükséges szórást és az átlagot az eredeti, rendelkezésünkre
álló mérésekből származó páciens paraméterek adják, amelyek a 3.1. táblázatban tekinthetőek meg.

Paraméter Minimális érték Maximális érték Átlag Szórás
a 0,2380 0,6843 0.4580 0.1159
b 4,8851 30,0005 13.6583 5.8209
n 0,0099 0,0641 2.1338 0.0098
w 0,0699 0,1050 0.0848 0.0054

ED50 1,8445 2,3411 2.1338 0.0666
c 1,8211
k1 14,008
k2 136,2781

3.1. táblázat. A felhasznált páciens paraméterek minimális és maximális értékei, átlaguk és szó-
rásuk. A c, k1 és k2 paraméterek konstans értékeket vesznek fel. A paraméterek értékei valódi
mérésekből, paraméterillesztéssel kerültek meghatározásra.

Összesen 10000 virtuális pácienst hoztunk létre. A virtuális adathalmaz generálása után a virtu-
ális pácienseket két csoportra bontjuk a korábbi munkámban meghatározott módszer alapján [20],
mely minimálisan továbbfejlesztésre került. A módszer a páciensek a (tumor növekedési ráta) és b
(gyógyszer maximális hatása) paraméterüknek az arányát vizsgálja. Ez a két paraméter a legérzé-
kenyebb a matematikai modellben és ők a legbefolyásolóbb tényezők a tumor térfogat csökkenése
és növekedése szempontjából [84].

Két csoportra osztottuk a virtuális pácienseinket. Az A csoportban vannak azok a páciensek,
akik jobban reagálnak majd a kezelésre, míg a B csoport tagjai kevésbé. Mindkét csoportból ki-
választottunk 100 pácienst véletlenszerűen, akik reprezentálják a csoportot és velük számolunk
későbbiekben. Adott egy terápia, amelyet egy hasonló páciensekből álló pácienshalmazra generál-
tunk, a 3.1. alfejezetben tárgyalt genetikus algoritmus segítségével. Az adott terápia alkalmazása
után az A csoportra kapott tumor térfogat görbékből minden időpillanatra kiválasztjuk a maximális
tumor térfogat értékeket, míg a B csoportból kiválasztjuk a minimális értékeket. Ezek két görbét
fognak alkotni, amelyek a két csoport közti határt fogják jelölni.

A kapott görbék elhelyezkedésére egy példa a 3.6. ábrán látható. A két görbe metszéspont-
jai fogják indikálni azt a napot, amelyen érdemes a pácienst újra megvizsgálni, hogy hatékonyan
működik-e rá az eddig beadott terápia. Az első pont indikálja a kezdetben rosszul alkalmazott
csoportosítást, míg a második pont jelzi a paraméter változást. Ez 100 darab metszéspontot fog
adni, mind az első, mind a második ellenőrzés napjára. A kapott metszéspontok végül kijelölnek
nekünk napokat és tumor térfogatokat. Ezek a pontok fogják jelölni, hogy hol érdemes a páciens-
halmazokat ellenőrizni. Ezeknek a pontoknak a minimális és maximális értékét, átlagát, mediánját
és szórását a 3.2. táblázat tartalmazza. A táblázat első sora mutatja a 100 darab első napra ka-
pott egyensúlyi pontokhoz tartozó napok értékeit, amelyek a kezdeti rossz csoportosítást fogják
indikálni. Az ezekhez a napokhoz tartozó kritikus tumortérfogat értékek adatai a második sorban
találhatók. A harmadik sor tartalmazza a másik 100 darab egyensúlyi ponthoz tartozó napok adatait
és a negyedik sor pedig a hozzájuk tartozó kritikus tumortérfogat értékek adatait. Először megvizs-
gáltuk, hogy milyen eredményt ad, ha a táblázatban lévő értékek átlagát válasszuk az intervallum
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Az egyensúlyi pontokat meghatározó görbék

3.6. ábra. Az egyensúlyi pontokat megadó görbék, amelyek az A csoport görbéi közül minden na-
pon vett maximum érték (kék görbe) és a B csoport görbéi közül minden napon vett minimális
érték (piros görbe). Az egyensúlyi pontok adnak jelzést a kezdeti csoportosítás felülvizsgálására.
(Ez egy szemléltető ábra, az egyensúlyi pontok megállapítása 100-100 mintából történt metszés-
pontonként.)

közepének, és az intervallum két szélét az átlag plusz, illetve mínusz a szórás adja. Ezt követően
megvizsgáltuk a táblázatban jelölt pontok mediánjainak metszéspontját is.

Esetleges felülvizsgálat Minimum Maximum Átlag Medián Szórás
Első nap 6 63 17 16 8
Első küszöb érték [mm3] 202,33 647,97 528,79 535,37 72,27
Második nap 26 95 87 90 12
Második küszöb érték [mm3] 7,65 583,38 158,99 119,07 139,76

3.2. táblázat. Táblázat az intervallumok minimumáról, maximumáról, átlagáról, szórásáról és me-
diánjáról. Az első két sor az első egyensúlyi pont adatait, a második két sor a második egyensúlyi
pont adatait tartalmazza összesen 100 mintavétel alapján.

Ennek a folyamatnak az eredménye tekinthető meg a 3.7. és 3.8. ábrán. Ezeken az ábrákon
a rendelkezésünkre álló 54 daganatos egér tumor térfogatmérésén szemléltetjük a megállapított
egyensúlyi pontokat.

Az 3.7. ábrán a függőleges fekete szaggatott vonalak jelölik az egyensúlyi pontok helyének
átlagát, míg a piros szaggatott vonalak az átlag körül egy szórásnyi intervallumot jelölnek ki, me-
lyek a 3.2. táblázatban vannak összegezve. A magenta téglalapok jelzik a kritikus tumor térfogat
intervallumot, amely a páciens csoportosítás felülvizsgálatának szükségességét jelöli. A téglala-
pokat a függőleges szaggatott vonalakhoz hasonló módon kapjuk meg. A téglalap közepén lévő
bordó vízszintes szaggatott vonal jelzi az egyensúlyi pontokból kapott tumor térfogatok átlagát. A
téglalap felső oldalát az átlaghoz hozzáadott szórás, az alsó oldalát pedig az átlagból kivont szó-
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3.7. ábra. A felső ábra tartalmazza páciensek tumor térfogat szimulációit. A fekete függőleges vo-
nal jelöli az egyensúlyi pontok napjainak az átlagát, a piros vonal pedig az átlagtól egy szórásnyi
távolságot pozitív és negatív irányba. A magenta téglalapok jelölik azt a tumor térfogat interval-
lumot, amelyek jelzik, hogy rossz csoportba került a páciens. A téglalap közepén lévő szaggatott
vonal a kritikus tumor térfogatok átlaga, a téglalap felső és alsó oldala az átlagtól szórásnyival
térnek el. A statisztikai mutatók összesen 100 minta alapján lettek meghatározva. Az alsó ábra az
egyes napokon beadott dózisokat jelöli.

rás adja. Az első téglalap jelzi azt a helyzetet, amikor kezdetben is rossz csoportba helyezték a
beteget. Amennyiben vesszük a téglalap közepén húzódó szaggatott vonal (kritikus tumor térfoga-
tok átlaga) valamint a függőleges fekete szaggatott vonal metszéspontját, megkapunk egy átlagos
napot és tumortérfogat értéket. Amennyiben a kritikus tumor térfogatok átlagának metszéspontját
vesszük a kritikus napok átlagával és aznap vizsgáljuk meg a pácienst, akkor négy pácienst fogunk
kivenni a halmazból. Ebből kettő viszont csökkenő tendenciát mutat, rájuk hatásos lenne a kezelés,
így őket a valóságban nem feltétlenül szükséges kivenni a csoportból. Amennyiben a teljes inter-
vallumot vizsgáljuk, az látható, hogy a C csoport pácienseinek elegendő a 9. naptól a 25. napig
a kórházban megfigyelés alatt tartózkodni, és kiszűrhető a két páciens, akikre nem hat a terápia.
A két intervallum között a pácienseknek nem kell a kórházban tartózkodniuk, amennyiben tudja
folyamatosan adagolni a kezelést. A második intervallum fogja jelezni, amikor paraméter változás
veszélye áll fent. Ha az átlagokkal megjelölt ponton próbáljuk szétválasztani a pácienseket, nem
kapunk jó eredményt, és többen meghalnának a kezelés alatt. Viszont, ha a teljes intervallumot
vizsgáljuk, a meglehetősen alacsony a tumortérfogati küszöb miatt, már látható, hogy paraméter-
változás lépett fel, és kezelést kell váltani. A kezelés végén, 100 nap után látszik viszont, hogy
több páciens tumortérfogata növekedésnek indul. Ezek egy része mivel már a kritikus intervallu-
mokban elkezdenek növekedni, megállíthatók. Viszont amelyek az intervallum vége után indulnak
meg, őket nem találja meg a módszer. A végén rendkívüli növekedésnek induló tumortérfogatok
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3.8. ábra. A felső ábra tartalmazza a C csoport pácienseinek tumor térfogat szimulációit. Az első
magenta tüske jelöli az első egyensúlyi pontokra kapott értékek mediánját. A második magenta
tüske pedig a második egyensúlyi pontokra kapott értékek mediánja. A statisztikai mutatók össze-
sen 100 minta alapján lettek meghatározva. Az alsó ábra az egyes napokon beadott dózisokat jelöli.

egy része annak köszönhető, hogy a szimulált kezelés csak 100 napig tartott (de már a 99. napon
már elhanyagolható a beadott dózis mennyisége), amelyet a genetikus algoritmus generált. A gya-
korlatban érdemes a kezelés és a kritikus időszak után pácienseket tovább megfigyelés alatt tartani,
hogy indokolt esetben tovább lehessen folytatni a kezelésüket.

A 3.8. ábra egy hasonló jelölést alkalmaz, viszont itt az előző módszerrel ellentétben, az átlag
és a szórás helyett a kritikus napok mediánját, illetve a kritikus térfogatok mediánját jelölik a mag-
enta tüskék (a pontos értékek szintén megtekinthetőek a 3.2. táblázatban). Az egyik lehetséges eset
pontosan a tüskékkel jelzett napokon behívni a pácienseket egy kontroll vizsgálatra. Amennyiben
ezen a napon a megjelölt tumor térfogat felett van a tumor térfogata, őket át kell helyezni egy másik
csoportba. Az ábrán a mediánok által meghatározott első napot nézve 4 páciens kerülne ki a hal-
mazból. Közülük kettőnél nem szükséges az áthelyezés, ugyanis a kezelést folytatva lecsökkenne a
tumor a referencia érték alá. A második napot vizsgálva szintén nem megfelelő az ottani ellenőrzés,
mivel ezen a ponton még nem láthatók a paraméter változások hatásai a páciensek tumortérfogatán.
A másik módszer, ami hatásosabb lehet az, hogy a magenta tüskéket egy-egy intervallum határa-
ként kezeljünk. A páciens a kezelés kezdetétől a megjelölt 16. napig maradna bent megfigyelésen.
Ez idő alatt ki lehet szűrni azokat a pácienseket, amelyek nem illenek a csoportba, de a tumor-
dinamikát nézve bent tarthatjuk azokat, akik csökkenő tendenciát mutatnak. A két tüske közötti
intervallumon a beteget nem szükséges megfigyelni. A másik tüskénél, a 90. napon viszont újra be
kell jönnie megfigyelésre, hogy ki lehessen szűrni a paraméterváltozás következtében agresszívan
reagáló tumorokat.
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Módszer Eltávolítás a csoportból [db] Intervallum hossza [nap]
Átlagok metszéspontját vizsgálva 4 2
Az átlag és a szórás által
adott intervallumokat vizsgálva 7 40

Mediánok metszéspontját vizsgálva 4 2
Mediánokat, mint intervallum
határokat vizsgálva 16 31

3.3. táblázat. A C csoport (54 db páciens) pácienseinek a szeparálását összesítő táblázat, amely az
csoportból eltávolított páciensek számát, illetve a vizsgált intervallumok hosszát mutatja a megha-
tározott módszerenként.

A 3.3. táblázat [21] tartalmazza a fentebb leírt csoportosítási adatokat összefoglalva. Az 54
egér adatait tartalmazó adathalmaz, ami rendelkezésünkre állt, a valódi egérkísérletekből származó
mérésekből kapott paraméterek voltak. Ez 54 pácienst jelent, amely meglehetősen kevés, viszont
adhat egy képet a módszer használhatóságáról valódi páciens adatokon és nem áll rendelkezésünk-
re sajnos ennél több kísérletekből származó adat. A táblázat első sora mutatja az egyensúlyi pontok
által kijelölt napok és tumortérfogatok átlagának metszéspontján átcsoportosított pácienseket. Mi-
vel ez csak egy-egy napot jelent, amikor a csoportosítás történik, így a páciensnek csak kétszer
kell vizsgálatra mennie, így az kórházban töltött intervallum hossza 2 nap. Ezzel a módszerrel 4
pácienst helyezünk át másik csoportba, mindent az első ellenőrzési napon. Ez a 3.7. ábra szerint
néhány esetben jó csoportosítást jelent, viszont néhány esetben olyanokat is átteszünk, akiknek
nem feltétlen van erre szüksége. A második napot tekintve senkit nem tudunk átcsoportosítani,
így ott ez módszer nem hatásos. A táblázat második sora az átlag és a szórás által kapott inter-
vallumokat vizsgálja. Itt jóval hosszabb időt kell a páciensnek vizsgálattal töltenie (40 napot),
viszont ez a módszer képes a kezelés végén lévő paraméter változás miatt fennálló relapszust (tu-
mor kiújulását) lekezelni. A hosszabb megfigyelési intervallum miatt továbbá észre tudjuk venni,
ha a tumor csökkenő tendenciát mutat, és így ezeket a pácienseket nem kell átcsoportosítanunk. A
táblázat harmadik sorában látható mediánok metszéspontját vizsgáló módszer az elsőhöz hason-
ló eredményt mutat. Szintén csak két napot kell vizsgálatokkal töltenie a betegnek, ugyanakkor a
módszer nem alkalmas a paraméterváltozások észrevételére és rossz átcsoportosítás is előfordul az
egyszeri vizsgálat miatt. A negyedik sor tartalmazza a legígéretesebb eredményt. Amikor a me-
diánokat intervallum határokként fogjuk fel a 105 napos kezelés alatt mindössze 31 napot kell a
páciensnek kórházban, megfigyelés alatt tölteni. Ebben az időszakban viszont ki tudjuk szűrni a
kezdeti csoportosítás miatti kiugró értékeket, valamint a paraméterváltozások miatt fennálló re-
lapszust is. A jövőben akár a különböző módszerek egyesítése és egységes alkalmazása adhatja a
legjobb indikátort az orvosnak, hogy mikor kell vizsgálni a pácienseket a csoportosítás és a ke-
zelés módosítása szempontjából. Ebben a táblázatban összefoglalt adatokat használjuk fel a 4.2.
alfejezetben.
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4. fejezet

Eredmények

4.1. A terápiák összehasonlítása túlélés szempontjából
A 3. fejezetben tárgyalt epszilon megkötés módszerrel generált Pareto frontról kiválasztottunk két
kezelést, egy 21 és egy 28 mg/kg összdózisút, valamint a genetikus algoritmussal is generáltunk
egy kezelést. Ebben a fejezetben ezeket a kezeléseket mutatjuk be, majd hasonlítjuk össze a stan-
dard klinikailag használt kezeléssel.

4.1. ábra. A standard kezelés szimulációja a pácienshalmazon. Az ábra felső részén az egyes páci-
ensek tumortérfogat görbéi láthatók. Minden egyes szín egy egyedet jelöl. Az alsó ábra tartalmazza
az egyes napokon beadott dózisok mennyiségét.

A 4.1. ábrán a standard kezelés által javasolt terápia szimulációja látható. A protokoll szerint
a páciensek 28 naponta kapják a maximálisan tolerálható 8 mg/kg-os dózist. Az alsó ábra tar-
talmazza az egyes napokon beadott dózisokat, míg a felső ábra pedig a páciensek tumortérfogat
szimulációját. Az állatkísérletek során amikor egy egér tumortérfogata eléri a 2000 mm3-t az állatot
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fel kell áldozni állatvédelmi okokból. Ezt a jelenséget szemléltetik az ábrán a függőleges törések a
tumortérfogat görbéken. Az algoritmus futása során az egyes szimulált napok végén került ellen-
őrzésre térfogat mértéke. A szimulációk alapján sok páciens tumortérfogata az első dózis beadását
követően exponenciális növekedésnek indul, és a következő dózis előtt meghalnak. A következő
dózis beadása néhány páciens esetében még hatásos, de sok páciens esetén nem hozza meg a kívánt
hatást. A kezelés végére a túlélési arány nagyjából 55%-os.

A 4.2. ábra tartalmazza az Epszilon megkötés módszer által generált 21 mg/kg összdózist alkal-
mazó terápia hatását. A felső ábra tartalmazza a páciensek teljes tumortérfogatának dinamikáját az
időben, az alsó ábra pedig az egyes napokon beadott dózisok mennyiségét. Az algoritmus a keze-
lés elején nagyobb dózisokat adagol, amely gyorsan lecsökkenti a tumortérfogatot, majd a kezelés
többi napján egy alacsony, szinten tartó dózist láthatunk, amely meggátolja, hogy újra növeke-
désnek induljon a tumor. Látható, hogy ez néhány páciensnél nem elegendő mennyiség, és nekik
exponenciális növekedésnek indul a tumortérfogatuk.

4.2. ábra. Az epszilon megkötés módszer által generált 21 mg/kg-os összdózisú kezelése. Az ábra
felső részén az egyes páciensek tumortérfogat görbéi láthatók. Minden egyes szín egy egyedet
jelöl. Az alsó ábra tartalmazza az egyes napokon beadott dózisok mennyiségét.

A 4.3. ábra tartalmazza az Epsilon megkötés által generált nagyobb, 28 mg/kg-os összdózisú
kezelés eredményét. Hasonlóan, mint a 4.2. ábrán, itt is az elején nagyobb dózisokat adagol az
algoritmus, majd egy alacsony metronómikus kezelésre áll be. Mivel itt az összdózis nagyobb volt,
kevesebb páciens halt meg a kezelés során.

A 4.4. ábrán látható a genetikus algoritmus által generált terápia. Az algoritmus egy elég ma-
gas, 41,91 mg/kg-os összdózist javasol, amely a páciensek nagy részét sikeresen meggyógyítja
a szimulációk során. Ez viszont jelentősen magasabb a standard protokoll által előírt kezelésnél.
Az algoritmus eleinte magasabb dózisokat adagol, majd szintén egy alacsonyabb metronómikus
adagolásra tér át.

A dolgozatban négy kezelést vizsgáltunk. A standard terápiát, az epszilon megkötés módszer
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4.3. ábra. Az epszilon megkötés módszer által generált 28 mg/kg-os összdózisú kezelése. Az ábra
felső részén az egyes páciensek tumortérfogat görbéi láthatók. Minden egyes szín egy egyedet
jelöl. Az alsó ábra tartalmazza az egyes napokon beadott dózisok mennyiségét.

4.4. ábra. A genetikus algoritmus által generált kezelés. Az ábra felső részén az egyes páciensek
tumortérfogat görbéi láthatók. Minden egyes szín egy egyedet jelöl. Az alsó ábra tartalmazza az
egyes napokon beadott dózisok mennyiségét.

által adott 21 mg/kg-os összdózisú kezelést, ugyanezen algoritmus által adott 28 mg/kg-os keze-
lést, valamint a genetikus algoritmus által adott kezelést. A terápiákat először túlélés szempont-
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4.5. ábra. Túlélési görbék a standard kezelés és az epszilon megkötés módszer által generált két
kezelés összehasonlítására. A kék görbe a standard kezelést, a piros az epszilon megkötés módszer
21 mg/kg-os összdózisú kezelését, a sárga pedig az epszilon megkötés módszer 28 mg/kg-os össz-
dózisú kezelését. Látható, hogy a standard kezelés során kisebb is a túlélési arány, és hamarabb is
halnak meg a betegek, mint a másik három kezelés esetén.

jából vizsgáljuk. A 4.5. ábra tartalmazza a kezelések túlélési görbéit. Az ábra vízszintes tengelye
a kezelés idejét jelenti napokban, a függőleges tengely pedig a túlélési arányt mutatja. Minden
függőleges törés a görbén egy páciens halálát jelenti. A fekete szaggatott függőleges vonal jelöli
a szimulált kezelések végét, azaz a 105. napot. Első ránézésre látható, hogy viszonylag hasonló
módon mozognak a túlélési görbék. Kékkel a standard kezelés túlélési görbéje látható, pirossal az
Epsilon megkötés módszer által generált 21 mg/kg-os összdózisú kezelés, míg sárgával ugyan ezen
algoritmus 28 mg/kg-os kezelése látható. A nagyobb összdózisú kezeléssel átlagosan tovább éltek
a páciensek. A standard kezelés során több páciens hal meg, és hamarabb is, ami a kezelés végére
0,55-ös túlélési arányt eredményez. A genetikus algoritmus által generált terápia során csak egy
beteg hal meg, így ez adja a legjobb túlélési arányt, viszont ezt nagyon magas dózisok árán teszi.

A túlélési görbék jellemzésére egy gyakran használt mutató az átlagos túlélési idő (mean sur-
vival time - MST), amely azt mondja meg, hogy átlagosan mennyi ideig élnek a betegek az adott
kezeléssel. Ezzel a mutatóval két görbét összehasonlítva megtudható, hogy mennyi többlet élettar-
tamra lehet számítani egy adott kezeléshez képest. A következőképpen számítható:

MST =

∫ ∞

0

S(t)dt, (4.1)

ahol az S(t) az adott időpontban vett túlélés valószínűsége. Ez tulajdonképpen a görbe alatti terü-
letnek feleltethető meg. Viszont mivel a túlélési görbék a mi esetünkben cenzorálással végződnek
(nem tartanak a nullába, mivel nem hal meg mindenki a 105 napos kezelés alatt), ezért ez a mutató
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önmagában nem használható (a görbe alatti terület végtelen lenne). Helyette a korlátozott átlagos
túlélési időt (Restricted mean survival time - RMST) használjuk, ami abban különbözik az MST-
től, hogy szabunk egy intervallumot, ahol az integrált vizsgáljuk [85, 86]. Az RMST felírható:

RMST =

∫ τ

0

S(t)dt, (4.2)

ahol a τ = 105, mivel minden generált kezelést a 105. napig szimuláltunk. Másik hasznos mutató
a korlátozott átlagos időveszteség (restricted mean time lost - RMTL), amely megmutatja, hogy át-
lagosan mennyi időveszteséggel jár az adott kezelés. Ez pontosan az előző mutató komplementere,
így a vizuálisan a görbe feletti területet fogja adni. Az RMTL felírható

RMTL =

∫ τ

0

(1− S(t))dt, (4.3)

vagy megkapható a 105− RMST összefüggéssel.
A 4.1. táblázat tartalmazza a kezelésekre számolt RMST és RMTL értékeket a túlélési görbék

alapján. A TS a standard klinikai protokoll által előírt terápia, a Tϵ21 az epszilon megkötés módszer
által generált 21 mg/kg-os összdózisú kezelés, a Tϵ28 az epszilon megkötés módszer által generált
28 mg/kg-os összdózisú kezelés, a TGA pedig a genetikus algoritmus által generált kezelést jelöli.
Látható, hogy a standard kezelés esetén érhető el a legkevesebb várható élettartam, míg a legna-
gyobb a genetikus algoritmus által generált kezelés esetén várható. A javulás oszlop tartalmazza a
százalékos RMST növekedést a standard kezelés RMST-jéhez képest.

Kezelés RMST [nap] RMTL [nap] Javulás [%]
TS 72,88 32,12 -
Tϵ21 87,39 17,61 19,91
Tϵ28 92,96 12,04 27,54
TGA 103,35 1,65 41,80

4.1. táblázat. Táblázat a kezelések korlátozott átlagos túlélési idejének (RMST) és korlátozott át-
lagos időveszteségének (RMTL) összehasonlítására. A javulás oszlop az egyes kezelések standard
kezeléshez viszonyított RMST növekedését jelenti.

Az eredményekből egyértelműen látható, hogy etikai szempontból a genetikus algoritmus ál-
tal generált terápiát kell választani, hiszen ez a terápia képes a legtöbb beteget meggyógyítani.
Azonban a megnövekedett összdózis és emiatt megnövekedett kezelési költségek miatt ez gazda-
sági szempontból nem biztos, hogy megvalósítható. A következő alfejezetben ezt vizsgálom, és a
terápiákat gazdasági mutatók alapján kiértékelem.

4.2. A terápiák kiértékelése különböző gazdasági mutatók alap-
ján

A 2.3. alfejezet alapján kiértékelhetjük a terápiákat gazdasági mutatók segítségével. Az eddigi
eredmények mind mg/kg-ban voltak megadva, mivel az állatkísérletek során ez az elterjedt mér-
tékegység. Nagyon fontos kiemelni viszont, hogy emberre ez nem ültethető át egyből, mert az
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valótlan eredményt adna. Embereknél testfelszínt használnak tömeg helyett, így a megfelelő mér-
tékegység mg/m2.A humán ekvivalens dózis (HED) kiszámításához szükség van egy konverziós
értékre, amely használatával áttérhetünk egérről emberre. Ezek az értékeket az FDA adatai szerint
Km(egér) = 3 és Km(ember) = 37 [87, 88], amelyek alapján

HED [mg/kg] = dózis · Km(egér)
Km(ember)

, (4.4)

tehát 0,08-cal kell szorozni az egérre kapott dózist, hogy emberre is megfelelő legyen.
Az első kiértékelés a kezelések ára szerint történik. A teljes kezelés ára paraméteresen felírható

Ckezelés = HED · Cdózis ·Wavg + Cextra (4.5)

ahol Wavg egy nő átlagos testtömege (mivel a mellrák férfiaknál nem jellemző, ezért női adatokkal
számolunk), Cdózis a dózis ára, HED a humán ekvivalens dózis, Cextra pedig az extra költségek ára.

Számszerűsítve tehát, a gyógyszer ára 10 ml-es kiszerelésben 146 393 Ft, 2 mg/ml-es koncent-
rációval, azaz 1 mg ára körülbelül 7300 Ft. Magyarországon egy átlagos nő testsúlya körülbelül
70 kg [89]. A standard kezelés 32 mg/kg dózist ír elő egy 105 napos kezelés alatt, ami HED-re át-
számolva 2,56 mg/kg. Ez összesen egy 70 kg-os nő esetén 179 mg gyógyszert jelent. Ennek az ára
1 308 160 Ft. Ezen felül figyelembe kell venni az egyéb kórházi költségeket, ami a 2.3. fejezetben
leírtak alapján számolható. A gyógyszer beadási ráta 1 mg/perc (vagy 60 perc, amelyik a nagyobb
[73, 74]), így egy dózis beadása nagyjából 3 órát vesz igénybe. A gyógyszer beadásának az egyéb
költségei 48 000 - 56 000 Ft/óra, aminek az átlagával (52 000 Ft/óra) fogunk számolni. A standard
kezelés esetén négyszer történik injekció, ami 3 óra/injekcióval számolva 12 órát vesz igénybe, így
az injekció beadása további 624 000 Ft ráfordítást igényel. Ez összesen 1 932 160 Ft.

Az epszilon megkötés módszer által generált Tϵ21 kezelés 21 mg/kg-os összdózist javasol, ami-
nek az ára 70 kg-os testtömeggel számolva 117,6 mg gyógyszert jelent, ami 858 480 Ft. Ez 34,3%-
kal kevesebb gyógyszer standard kezeléshez képest. Az extra költségeket tekintve először is fel-
tételezzük, hogy a páciens rendelkezésére áll az automatikus gyógyszeradagoló rendszer. Ezáltal
a 3.3. alfejezet alapján a 105 napos kezelés alatt csupán 31 napot kell megfigyelés alatt töltenie
a páciensnek, amely orvosi konzultációt, vérvételt, tumor térfogat méréseket jelent. Ez nagyjából
(általános szűrővizsgálat körülbelüli idejével számolva) átlagosan napi fél órát vesz igénybe, így
31-szer fél óra, azaz 15,5 kórházban töltött órának felel meg. Ennek a költsége 832 000 Ft extra
költséget jelent. Összesen a terápia költsége tehát 1 664 480 Ft, ami 13.86%-al kevesebb, mint a
standard terápia költsége.

Az epszilon megkötés módszer által generált Tϵ28 terápia 28 mg/kg-os összdózist írt elő, ami a
szokásos átlagos testtömeggel számolva 156 mg gyógyszert jelent, ami 1 144 640 Ft költséget von
maga után. Ez 12,85%-kal kevesebb a standard terápiához képest. Ebben az esetben az extra költ-
ségek megegyeznek az előző terápiával, ami 832 000 Ft volt. Ennek a terápiának a teljes költsége
1 950 640 Ft, ami 0,96%-al nagyobb, mint a standard terápia költsége.

Végül a genetikus algoritmus által adott terápia 41,91 mg/kg dózist javasol, ami 234,7 mg
gyógyszert jelent. Ez 31,12%-al több gyógyszer, aminek a költsége 1 713 489 Ft. Az extra költ-
ségek összege továbbra is 832 000 Ft, így a teljes összeg 2 519 280 Ft, ami 30,38%-al nagyobb a
standard terápiához képest.

A fent leírt adatok összefoglalását a 4.2. táblázat tartalmazza. A táblázatban szerepel az egyes
terápiák során felhasznált gyógyszer költsége, az extra költségek és ezek összege, a teljes költ-
ség. A táblázat továbbá tartalmazza a 4.1. táblázat alapján számolt átlagos túlélési idő növekedését
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Terápia Gyógyszer költség Extra költség Teljes Költség ∆ RMST [nap] ICER [Ft/nap]
TS 1 308 160 Ft 624 000 Ft 1 932 160 Ft - -
Tϵ21 858 480 Ft 832 000 Ft 1 664 480 Ft 14.51 -18 448
Tϵ28 1 144 640 Ft 832 000 Ft 1 950 640 Ft 20.08 920
TGA 1 713 489 Ft 832 000 Ft 2 519 280 Ft 30.47 19 269

4.2. táblázat. Összefoglaló táblázat a kezelések gazdasági mutatókkal történő kiértékelésére.

(RMST) a standard terápiához képest, valamint az egyes kezelések költséghatékonysági mutatóját
(ICER). Az ICER alapján dönthető el, hogy melyik kezelést éri meg alkalmazni a klinikumban.
Negatív ICER két esetben állhat elő : amennyiben a kezelés olcsóbb és jobb túlélési arányt pro-
dukál, vagy ha drágább és rosszabb túlélési arányt produkál. Látható, hogy nálunk csak az előbbi
eset állt elő. Magyarországon az egy éves költséghatékonysági küszöb 18 331 809 Ft a 2.3. alfe-
jezetben leírtak alapján, ami napra átszámítva körülbelül 50 000 Ft/nap, tehát az ez alatti ICER
értékek alatt költséghatékonynak tekinthető a kezelés, vagyis a genetikus algoritmus által generált
terápia megfizethető. Kiemelendő azonban, hogy a Tϵ21 módszer jelentősen kisebb költséggel jár,
mint a standard terápia, mégis hatékonyabb. Kedvezőtlen gazdasági körülmények között (például
drágább gyógyszer, kisebb költséghatékonysági küszöb) előfordulhat, hogy a genetikus algoritmus
által generált terápia nem megfizethető, ilyen esetben az epszilon módszer által generált terápiát
célszerű alkalmazni a standard módszer helyett.

4.3. Gazdasági mutatók érzékenységvizsgálata
Mivel a 2.3. alfejezetben leírt mutatók elég nagy intervallumon mozognak és nagy fokú bizony-
talansággal rendelkeznek, ezért elvégeztünk egy érzékenységvizsgálatot. Az érzékenységvizsgálat
egy képet ad arról, hogy melyik paraméter hat leginkább a rendszerünk kimenetére. Az érzékeny-
ségvizsgálat első lépése, hogy meghatározzuk a vizsgálandó paraméterek esetén, hogy milyen in-
tervallumon mozognak. A vizsgált tényezők a gyógyszer ára, a kórházban töltött órák száma, a
kezelési napok száma, az extra költségek, a standard terápia RMST-je és a vizsgált terápia RMST-
je.

A gyógyszer árához, az extra költségekhez, és az RMST értékekhez egy ±30%-os intervallu-
mot társítunk. A kórházban töltött órák száma a 2.3. alfejezet alapján általában nem haladja meg a
3 órát, így a felső határt oda tesszük, az alsó határ pedig a 4.2. alfejezetben említett 30 perces érték.
A kórházi látogatások számát a 3.3. alfejezet alapján 2 és 40 közé tesszük (ezek a legrövidebb és
leghosszabb kritikus intervallumok).

A 4.6. ábrán látható egy tornádó diagram a Tϵ21-es kezelés során az egyes tényezők érzékeny-
ségéről. Az említett paraméterek a függőleges tengelyen láthatók, a vízszintes tengelyen pedig a
kimenetünk van, ami kezelés ICER értéke. A vizsgálat célja, hogy meghatározzuk, hogy a felso-
rolt paraméterek hogyan hatnak a költséghatékonysági arányra. Az ábrán piros szaggatott vonallal
van jelölve a "baseline" ICER, amely a 4.2. alfejezetben számolt adatokból származó ICER értéket
jelöli. Ez a viszonyítási alap a vizsgálat során. A fekete szaggatott vonal jelöli a 2.3. alfejezet-
ben említett költséghatékonysági küszöbértéket (CET), azaz eddig a vonalig tekinthető költség-
hatékonynak a kezelés. Az ábrán az egyes téglalapok nagysága jelöli a bizonytalanság mértékét,
csökkenő sorrendben. Az ábra alapján a legkritikusabb paraméter a kórházban töltött órák szá-
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4.6. ábra. Tornádó diagram a Tϵ21-es kezelésről.

ma, ez ugyanis olyan mértékben meg tud növekedni, hogy többszörösére nő az ICER a CET-nek.
A vizsgálat során az extra költség és az RMST volt a legkevésbé befolyásoló tényező az ICER-t
tekintve.

A 4.7. ábrán hasonló a helyzet. Szintén a kórházban eltöltött idő a legbefolyásolóbb tényező és
itt is át tudja lendíteni a terápiát a költséghatékonysági küszöbön. A 4.8. ábrán látható a genetikus
algoritmus által generált kezelés tornádó diagrammja. Az előzőekhez hasonlóan szintén a kórház-
ban töltött órák száma van hatással leginkább a kimenetre, viszont itt a standard kezelés RMST-je
is jelentősen kihat a költséghatékonyságra.

Összességében megállapítható, hogy a kórházban töltött órák száma a legmeghatározóbb té-
nyező a költséghatékonyság szempontjából. Ebből következik, hogy ennek a minimalizálása külö-
nösen fontos.
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5. fejezet

Konklúzió

Egy klinikai kísérletekkel alátámasztott matematikai modell (2.1. fejezet) és két népszerű opti-
malizáló algoritmus felhasználásával sikeresen generáltam terápiákat pácienshalmazokra és kiér-
tékeltem ezeket a terápiákat egészségügyi közgazdaságtani szempontból. Az első algoritmus egy
genetikus algoritmus, amely egy virtuális populáció egyedeit tekinti lehetséges megoldásoknak, és
a természetből vett folyamatok alapján "tenyészti ki" az optimális megoldásokat. Az algoritmus
bázisfüggvények paramétereit hangolja, amelyek a valós klinikai protokollokon alapulnak, ezzel
is növelve a terápia hatékonyságát

A másik algoritmus egy többcélú optimalizálást hajt végre, amely során egy Pareto frontot ké-
szít. Ez a Pareto front tartalmazza az összes lehetséges megoldást a problémára. Az eljárás lebontja
a problémát részfeladatokra, fixálva az egyik költségfüggvényt, így egy egycélú optimalizációvá
alakítja a problémát. Ezt egy gradiens módszer segítségével optimalizálja. Az optimalizációhoz
használt célfüggvények a tumor térfogatának minimalizálását és a beadott dózisok mennyiségének
minimalizálását írják elő.

A kutatásom során feltételeztem, hogy alkalmazható egy automatikus gyógyszeradagoló rend-
szer, ami a kórházon kívül is képes adagolni a kemoterápiás szert. Megalkottam egy módszert, ami
segítségével detektálni tudom azokat az időintervallumokat, amikor a pácienseket megfigyelés alá
kell helyezni, vagyis amikor a páciensnek a kórházban kell tartózkodni. A módszer törekedik arra,
hogy ezt az időt minimalizálja.

Az eredményeket gyakran használt statisztikai és közgazdaságtani mutatókkal kiértékeltem,
hogy meghatározható legyen, hogy melyik terápiát érné meg a leginkább alkalmazni az egészség-
ügy finanszírozóinak. Az eredmények a jövőben referenciaként szolgálhatnak az orvosoknak vagy
a döntéshozóknak a megfelelő terápia kiválasztásában.

Az eredményeket először túlélés alapján értékeltem ki a 4.1. alfejezetben. Az eredmények alap-
ján az epszilon megkötés módszer által generált egyik terápia kevesebb összdózissal képes jobb
túlélési arányt elérni a standard klinikailag alkalmazott kezeléshez viszonyítva. A genetikus al-
goritmus által generált terápia magasabb dózist alkalmaz, de cserébe majdnem 100%-os túlélési
arányt ért el.

A kezelések gazdasági kiértékelésére az irodalomban megtalálható költségbecslések alapján
kiszámolható volt a kezelések hozzávetőleges ára. Ezek alapján az epszilon megkötés módszer ál-
tal generált első terápia olcsóbbnak bizonyult a standard kezeléshez képest és jobb túlélési arányt
is biztosított, így egyértelműen megéri alkalmazni gazdasági szempontból. Etikai szempontból az
egyértelmű választás a genetikus algoritmus, mivel ennél a terápiánál érhető el a legnagyobb túl-
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élés, azonban a költségek itt magasabbak a standart terápiához képest. Az epszilon megkötés mód-
szer által generált másik kezelés és a genetikus algoritmus által generált kezelés is a magyarországi
költséghatékonysági küszöb alatt helyezkedett el, így elméletileg alkalmazható lenne mindkettő a
klinikumban. Mivel az irodalomkutatás során talált költségeket sok bizonytalanság övezi, ezért
elvégeztem egy érzékenységvizsgálatot, amely segítségével megállapítható, hogy melyik az a pa-
raméter, amelyik a leginkább hatással van a költséghatékonyságra. Ez a paraméter a kórházban
töltött órák száma volt, ami csökkenthető lenne a jövőben olyan viselhető szenzorok vagy otthon
is alkalmazható mérések segítségével, amikkel a tumor állapotára lehet következtetni.

Továbbfejlesztési lehetőségként ígéretes irányvonal lehet más optimalizáló algoritmusok ki-
próbálása, mint például az új és népszerű szürke farkas optimalizáló (grey wolf optimizer) [90],
vagy a tűzijáték algoritmus [91]. A dolgozatban említett gyógyszeradagoló pumpák alkalmazása
forradalmi változásokat hozna a daganatos betegségek kezelésében. A matematikai modell tovább-
fejlesztése is egy jelenleg is futó kutatás részét képezi [27]. A modell kiegészítése egy toxicitást
leíró egyenlettel tovább növelné a megalkotott eljárások pontosságát és segíthetne a valósághoz
közeli szimulációk megalkotásában. Az elkészült algoritmusokat is tovább lehet fejleszteni, példá-
ul a genetikus algoritmus bázisfüggvényeinek további vizsgálata és ezeknek az algoritmus futására
gyakorolt hatásai a jelenlegi kutatások részét képezik. Az epszilon megkötés módszer belsejében
használt gradiens módszer helyett is más módszerek kipróbálása érdekes irányvonal lehet a jövő-
ben. Ezenkívül az elkészült Pareto frontok felhasználásával el lehetne készíteni egy Markov mo-
dellt, amivel további gazdaságtani predikciókat lehetne eszközölni. A Markov modellt felhasználva
egy Markov döntési folyamatot elkészítve tovább tudnánk optimalizálni a terápiákat. A páciensek
szétválasztása és megfelelő csoportosítása elengedhetetlen, így annak a módszertani továbbfejlesz-
tésére is szükség lesz a jövőben. A jelenlegi érzékenységvizsgálat sok feltételezésen alapszik, így
a jövőben ezt is érdemes részletes elemzésnek alávetni.

Amennyiben lehetőség nyílik több erőforrás igénybevételére, akár több populáció egyidejű fut-
tatása és ezek interakciója is egy érdekes kutatási téma lehet. Ezen kívül különböző neurális há-
lózatok implementálása a genetikus algoritmusba is érdekes eredményekhez vezethet [92]. A 2.
fejezetben említett in vivo kísérletek során végrehajtott tumor térfogatának mérése tolómérővel
történik, amely egy rendkívül zajos mérést eredményez. Ennek a zajnak a terápiagenerálásba való
integrálása egy lépéssel közelebb vinné a valósághoz a szimulációkat, így ez egy elengedhetetlen
fejlesztés lesz a közeljövőben [93].

A dolgozatom „A Kulturális és Innovációs Minisztérium 2024-2.1.1 kódszámú Egyetemi Ku-
tatói Ösztöndíj Programjának a Nemzeti Kutatási, Fejlesztési és Innovációs Alapból finanszírozott
szakmai támogatásával készült.”
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