
Extreme Learning Machine hálók
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Kivonat

A nyalábemissziós spektroszkópia(BES) egy széles körben elterjedt fúziós di-
agnosztikai módszer a plazma sűrűség és annak fluktuációinak mérésére [1]. Al-
kalmazása során a reaktorplazmába egy ismert anyagi összetételű, keresztmet-
szetű, nyalábáramú és energiájú semlegesı́tett alkáli vagy hidrogén atomnyalábot
lőnek. A nyaláb atomok a plazmába hatolva fokozatosan gerjesztődnek, majd io-
nizálódnak és a folyamat közben a nyaláb tengelye mentén fotonokat bocsátanak
ki. A diagnosztika ezt a foton emissziót egy dedikált megfigyelőrendszerrel vizsgálja
és az emisszió térbeli eloszlásából következtet a nyaláb menti plazmasűrűségre.

A RENATE-OD [2] szintetikus diagnosztika segı́tségével sűrűség profil alapján
a nyaláb menti emisszió numerikusan meghatározható. A számı́tás a rátaegyenletek
megoldásával történik, ami a semleges nyalábatomok vegyérték elektronjainak el-
oszlását határozza meg a releváns atomi szinteken, ahol a figyelembe vett reakciós
ráták a nyaláb atom ütközéses fel és le gerjesztése, ionizációja, töltéscsere reak-
ció és a spontán emisszió. Ezen számolások egy infinitezimálisan vékony egydi-
menziós nyaláb mentén történnek és erőforrás igényesek. Ez erősen korlátozza a
szintetikus diagnosztika alakalmazhatóságát kiterjedt három dimenziós nyalábok
esetén, ahol több ezer vagy több tı́zezer ilyen számolás is szükséges.

Ezen dolgozat célja RENATE-OD által végzett számolásokra használható gépi
tanulás algoritmusok viszgálata volt, illetve egy gépi tanulás modell kifejlesztése
amivel a sűrűség profil alapján végzett emissziószámı́tás gyorsabban elvégezhető.

A kutatás során elsősorban Extreme Learning Machine tı́pusú hálókkal fog-
lalkoztam (a PyRCN [3] csomag használatával). A munka elsődleges célja egy
működő modell kifejlesztése a sűrűségprofilokhoz tartózó emisszió számı́tására.
Ezt több lépcsőben vizsgáltam, első körben a sűrűség perturbációk elhanyagolásával,
majd perturbációk elhanyagolása nélkül.

A modellek tanı́tásához és validálásához több tı́zezer realisztikus plazma pa-
raméterekkel rendelkező sűrűségprofilt, illetve a hozzájuk RENATE-OD-vel számı́tott
emissziós profilt hoztam létre. Emellett a kifejlesztett modelleket teszteltem a
HESEL[4] modell által létrehozott turbulens adatszettekre és valós mérési ada-
tokra. A munka során számos fontos technikai paramétert is vizsgáltam, mint az
eredmények folytonossága, illetve a felbontásra való érzékenység.
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1. Bevezető

1.1. Fúzió

Amikor modern, iparosodott társadalmunk alapvető szükségleteiről beszélünk,
nem sok olyan elemi és tagadhatatlan dolog van, mint az energiaszükségletünk.
Ennek az igénynek a kielégı́tésére a tudósok folyamatosan új energiaforrások után
kutatnak, és ez a kutatás a nem megújuló energiaforrások fokozatos kivonása érdekében
ma aktuálisabb mint valaha.
A magfúzió segı́tségével villamos energiát termelő reaktor létrehozását már az
1950-es évek óta fontolgatják, [5], de ennek eléréséhez számos nehézséget kell
megoldani.

A különböző fúziós folyamatokhoz szükséges feltételek közelebbi vizsgálata
alapján a deutérium-trı́cium fúzió tűnik az egyik legkönnyebben megvalósı́thatónak,
mivel az összes releváns reakció közül ez rendelkezik a legnagyobb hatáskeresztmetszettel
a legalacsonyabb impakt energián. Ezért számos fúziós kı́sérletben ezt az üzem-
anyagkeveréket használják. A reakció során két hidrogénizotóp, a deutérium és
a trı́cium atommagok fuzionálnak, és az (1) egyenletben leı́rt folyamat során egy
4He atomot és egy szabad neuront hoznak létre, miközben 17,62MeV mozgási
energia szabadul fel (ami körülbelül négyszerese az urán hasadása során felszaba-
duló energiának egy tömegegységre vetı́tve[6]).

D + T→4 He(3.52MeV) + n(14.1MeV) (1)

A deutérium begyűjtése a jövőbeli reaktorok számára nem jelent majd problémát,
mivel az óceánok vizében található hidrogénből minden 6000 atomból körülbelül
egy deutérium, ezért könnyen begyűjthető a vı́zből. A trı́cium viszont egy radio-
aktı́v izotóp, amelynek felezési ideje 12,33 év, és a természetben nem található
meg. Megoldásként a termikus (2) és a gyors (3) neutronok lı́tiumon történő mag-
reakcióit lehet felhasználni a trı́cium előállı́tására [7] a fúziós berendezéseken el-
helyezett, célzottan épı́tett lı́tiumtakarók segı́tségével.

6Li + n(thermal)→4 He + T (2)

7Li + n(fast)→ T +4 He + n (3)

A termonukleáris fúziós folyamatok további vizsgálatából arra lehet következ-
tetni, hogy a gyújtási hőmérséklet 104 eV tartományban van, a D-T fúzió hatáskeresztmetszetének
ütközési energia függése miatt. Ebben a hőmérséklettartományban az üzemanyag-
keverék teljesen ionizált plazmaállapotban van [8].
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A fúzióhoz szükséges magas hőmérsékletű plazmák előállı́tására kétféle megközelı́tés
létezik, az inerciális és a mágneses összetartást. Az inerciális összetartás esetében
a szükséges plazma hőmérsékletet a plazmasűrűség extrém növelésével érik el,
mı́g a mágneses összetartás esetében a cél a plazma hosszabb időre történő össze-
tartása, eközben pedig a jó szigetelés és a kiegészı́tő fűtés biztosı́tása, amı́g a plaz-
ma el nem éri a gyújtási pontot.

Most nézzük meg, milyen feltételek (hőmérséklet, energia összetartási idő stb.)
szükségesek ahhoz, hogy egy mágnesesen összetartott fúziós berendezésben elérjük
a gyújtási pontot, ahol a fúziós égés önfenntartóvá válik. A fúziós hármas termék
[9] ı́rja le ezeket a paramétereket. Félig deutérium félig trı́cium plazma esetén ez
az összefüggés az (4) egyenletben leı́rt alakot veszi fel.

nτeTi ≥ 1021keVsm−3 (4)

Ahol n a plazmasűrűség, τe a energia összetartási idő és Ti a plazma ionpo-
pulációjának hőmérséklete.

1.1.1. Fúziós berendezések

A mágneses összetartás a legelterjedtebb fúziós megközelı́tés, ahol a forró plazmát
toroid alakban zárják be. Ezt úgy érik el, hogy a mágneses erővonalakat spirálisan
egy tórusz köré tekerik (fekete vonalak az 1 ábrán). A mágneses erővonalak spirális
tekercselését két mágneses térkomponens szuperpozı́ciójával érik el: egy toro-
idális térkomponens, amely az eszköz középpontja körül halad, és egy poloidális
komponens, amely merőleges az előzőre.

A tokamakok[10] a mágneses összetartású fúzió jelenleg legszélesebb körben
alkalmazott eszközei (lásd a 1 bal oldali ábra), mı́g a sztellarátorok[11] (lásd a
1 jobb oldali ábra) egyre népszerűbbek. A kettő közötti alapvető különbség a
mágneses tér létrehozásának módjában rejlik. A tokamakok kvázi 2D mágneses
topológiával rendelkeznek, amely forgási szimmetriával rendelkezik, ahol a toro-
idális mezőt külső tekercsek, a poloidális mezőt pedig egy, a plazmában induk-
cióval generált erős áram hozza létre. A sztellarátorok ezzel szemben komplex
3D mágneses geometriával rendelkeznek, ahol a teljes mágneses teret csak külső
tekercsekel hozzák létre. Ez a különbség a tokamakot egy impulzusüzemű, in-
stabilitásra hajlamos, de könnyebben tervezhető és érthető eszközzé teszi, mı́g a
sztellarátor egy folyamatos üzemű, stabilabb, de sokkal nehezebben tervezhető és
megépı́thető eszköz.
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1. ábra. Egy tokamak (bal oldalon) és egy sztellarátor (jobb oldalon) belső
szerkezete. Láthatjuk, hogy a plazmát(lila) teljesen körülveszik a teker-
csek(sötét és világoskék), amelyek zárt mágneses felületeket hoznak
létre, és nincsenek a gépekből kilépő erővonalak. (Forrás: R. Wolf ”Fu-
sionsforschung: Auf dem Weg zu einer neuen Primarenergiequelle” [12])

2. Plazma diagnosztika

Ahhoz, hogy egy tokamak berendezésben jól szabályozott és tartós reakciót érjünk
el, a plazma különböző paramétereinek pontos mérésére szolgáló módszerekre van
szükség, hogy jól megértsük a plazma viselkedését, összetételét és teljesı́tményét.
Itt jön a képbe a fúziós diagnosztika. A fúziós eszközökben uralkodó szélsőséges
körülmények miatt a mindennapi mérési módszerek itt használhatatlanná válnak,
ı́gy új specifikus diagnosztikák kifejlesztésére van szükség. A diagnosztikai módszerek
két kategóriába sorolhatók:

• A passzı́v rendszerek az elektromágneses tér változásainak mérésével vagy
a plazma által kibocsátott részecskék és fotonok gyűjtésével határoznak meg
információt, ami általános, de nem jól lokalizált képet ad a plazma paramétereiről.

• Az aktı́v rendszerek olyan módszereket használnak, amelyekkel lokálisan
szondázzák a plazmát abból választ indukálva, és az ı́gy kapott elektromágneses
vagy részecskeinformációk gyűjtésével nagyon jól lokalizált információkat
kapnak.

A Nyalábemissziós spektroszkópia (BES) egy aktı́v diagnosztikai módszer, amelyet
a plazmasűrűség és a sűrűség fluktuációk mérésére használnak, a diagnosztika tér
és időfelbontása centiméter illetve mikroszekundum nagyságrendbe esik.
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2.1. Nyaláb emissziós spektroszkópia (BES)

Mint fentebb emlı́tettük, a BES[13] egy aktı́v diagnosztikai módszer, amelyet a
plazmasűrűség lokalizált mérésére használnak. A mérés vázlata a 2 ábrán látható,
a módszer öt lépésre bontható:

1. Először egy ionforrást használnak töltött részecskék előállı́tására, amelyeket
felgyorsı́tanak és keresztül vezetnek egy semlegesı́tőn. Ezzel az eljárással
fókuszált semleges atomnyalábot állı́tanak elő, amelynek energiája pontosan
beállı́tható. A mérés többféle nyalábbal végezhető, nyalábanyagként az egy
vegyértékelektronnal rendelkező atomok a preferáltak. Ezek közül a lı́tium
a történelmileg legtöbbet alkalmazott.

2. Ezt az atomnyalábot ezután a plazmába injektálják, itt az atomok semle-
gessége nagyon fontos, mivel egy ionos nyaláb nem tudna átjutni a plazma
bezárásához használt nagy mágneses térerősségen.

3. Amikor a nyaláb atomjai elérik a plazmát, a különböző plazmarészecskékkel
ütköznek. Ezek az ütközések azt eredményezik, hogy a nyalábatom vegyérték-
elektronja egy másik atomi szintre gerjesztődik, vagy a vegyérték-elektron
közvetlen ionizáció vagy töltéscsere-ütközés révén elveszik és az adott nyalábatom
ionizálódik.

4. A gerjesztett vegyérték-elektronok idővel spontán alacsonyabb atomi szin-
tekre lépnek át, és eközben fotonokat bocsátanak ki.

5. Ezek után a folyamat során keletkező vonalas emissziót egy független meg-
figyelőrendszer vizsgálja, amely a nyalábemissziót és a háttéremissziót is
összegyűjti, egy a fúziós berendezésen belüli optikai rendszer segı́tségével.
A teljes emissziót egy keskeny sávú optikai szűrőn keresztül vezetik át, hogy
csak a megfigyelt atomi átmenetnek megfelelő vonalas sugárzást válasszák
ki, amelyet egy detektorrendszerre vetı́tenek.
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2. ábra. A BES-rendszer főbb összetevőit bemutató egyszerűsı́tett ábra.
A piros vonal az ionforrás által generált atomnyalábot jelöli, amelyet
fókuszálnak és semlegesı́tenek, mielőtt befecskendezik a készülékbe (a
jobb oldalon). A lila vonal a sugár befecskendezése által generált foton-
emissziót jelképezi, amelyet az optika fókuszál és a detektorrendszer
érzékel, miután áthaladt néhány optikai szűrőn, hogy kiszűrje a nem
kı́vánatos spektrumokat. (Forrás: Asztalos, Ö. (2022). ”Modell-aided de-
sign and interpretation of beam emission spectroscopy measurements on
fusion devices.” [14])

A nyaláb mentén történő emisszió a nyaláb mentén a magasabb elektronhéjakon
lévő vegyérték-elektron populációból származik. A megfigyelt elektronátmenet
felső szintjének vegyérték-elektron populációs sűrűsége, valamint a megfelelő Einstein-
együttható ismeretében egy lineáris összefüggés segı́tségével az adott elektronátmenet
fotonemissziója kiszámı́tható.

A vegyérték-elektronok eloszlása a magasabb elektronhéjakon a 2.1.1 szakasz-
ban leı́rt ráta egyenletrendszer megoldásából származik, amely explicit sűrűség-
és implicit hőmérsékletfüggéssel rendelkezik.

A BES-hez használt különböző nyalábatomok közé tartozik a hidrogén és az
alkálifémek, mint például a nátrium (Na) és a lı́tium (Li).

A hidrogénnyalábos BES-rendszerek[15] detektorait úgy szerelik fel, hogy a
fűtőnyalábokat megfigyelhessék, és úgy hangolják, hogy a H(n = 3 to n = 2)
elektronátmenetet figyeljék meg, amelyet Balmer alfa vonalnak is neveznek. Eze-
ket a plazma teljes területén használják, ám csak a plazmaingadozás vizsgálatára.

Az alkáli BES-rendszerek Li[16] vagy Na[17] atomokat használnak nyalábatomként,
és a megfigyelt elektronátmenetek a Li esetében 2p → 2s, a Na esetében pedig
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3p→ 3s. Ez a diagnosztikai rendszer kis plazma behatolással rendelkezik, és alkal-
mas a határréteg plazma és a szélplazma sűrűségének és fluktuációinak mérésére.

2.1.1. A háttérben lévő fizika, a ráta egyenletek

A ráta egyenletek[2] [18] a plazmába injektált nyalábatomok elektronhéjainak vegyérték-
elektron populációját ı́rják le. Az i.-dik szint populációját az (5) egyenletben leı́rtak
szerint adjuk meg,

dNi

dx
= ne (x) ·Cei

(
Te (x) ,Ni

)
+
∑
I

nI (x) ·CIi

(
TI (x) ,Ni

)
+CSi (Ni) (5)

ahol Ni a nyalábatom i.-dik elektronszintjének elektronpopulációja, ne(x) a
plazma elektronsűrűsége, Cei(Te(x)) az összes nyalábatom elektronokkal való ütközéseket
leı́ró operátor. nI a plazma I .-dik ion-sűrűsége, CIi(TI (x)) pedig az adott ionnak a
nyalábatomokkal való összes ütközéséket leı́ró operátor. Az egyenlet utolsó része
CSi a i.-dik elektronszintre vonatkozó spontán emissziós tagok kontribúciója.
Az egyenletrendszer megoldása megadja a vegyérték-elektron eloszlást az összes
releváns atomi szinten. Ebből a nyaláb emissziója a ne(x),nI (x),Te(x) és Ti(x) függvényében
vezethető le, amelyek a plazma elektron és ionsűrűségei valamint a hőmérsékletei
az x által jelölt nyaláb mentén, ahol x = 0 a nyaláb kezdete.

Az (5) egyenletben szereplő ütközési együtthatók általában a következőképpen
ı́rhatók le:

CZi =
−Ni

vb

( m∑
j=i+1

Rex
Z,(i→j)

(
TZ(x)

)
+

i−1∑
j=1

Rdex
Z,(i→j)

(
TZ(z)

)
+Rion

Z,(i→+)

(
TZ(x)

)
+RCX

Z,(i→+)

(
TZ(x)

))
+

1
vb

( i−1∑
j=1

NjR
ex
X (j→ i) +

m∑
j=i+1

NjR
dex
X (j→ i)

) (6)

Ahol CZi tartalmazza a i.-dik elektronszinthez kapcsolódó összes ütközéses
nyereség- és veszteség tagot a Z.-dik plazmakomponenssel való nyalábatom ütközések
tekintetében. A jobb oldalon Ni az i.-dik szint populációja, vb pedig a nyaláb se-
bessége. Az R tagok a reakciós ráták, amelyek a nyaláb atomjainak reakcióvalószı́nűségeit
ı́rják le egy termikus közegben. Az első négy R tag az i.-dik elektronszintről
történő elektronveszteségeket ı́rja le, mı́g az utolsó kettő az alacsonyabb és ma-
gasabb elektronszintekről az i.-dik elektronszintre történő nyereségeket.
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Rex
Z,(i→j)

(
TZ(x)

)
a vegyérték-elektron i.-dik elektronszintről egy magasabb j.-

dik elektronszintre történő ütközéses gerjesztése által okozott elektronveszteséget
leı́ró ráta. Rdex

Z,(i→j)

(
TZ(z)

)
a vegyérték-elektron i.-dik elektronszintről egy alacso-

nyabb j.-dik elektronszintre történő ütközéses legerjesztése által okozott elektron-
veszteséget leı́ró ráta. Rion

Z,(i→+)

(
TZ(x)

)
a vegyérték-elektron i.-dik elektronszintről

történő ütközéses ionizációja által okozott elektronveszteséget leı́ró ráta. RCX
Z,(i→+)

(
TZ(x)

)
a plazmaionokkal való töltéscsere-ütközések okozta vegyérték-elektron veszteséget
leı́ró ráta. Az előző három reakciótól eltérően az elektronütközéseknél nem lépnek
fel töltéscsere-reakciók.

Mint már emlı́tettük, az utolsó két komponens a j.-dik elektronszintről a i.-
dik elektronszintre történő elektronnyereségért felelős. Rex

X (j → i) a vegyérték-
elektron j.-dik elektronszintről egy magasabb i.-dik elektronszintre történő ütközéses
gerjesztése által okozott elektronnyereséget leı́ró ráta. Rdex

X (j → i) a vegyérték-
elektron j.-dik elektronszintről egy alacsonyabb i.-dik elektronszintre történő ütközéses
de-gerjesztése által okozott elektrongyarapodást leı́ró ráta.

Ezeket a rátákat úgy származtatjuk, hogy feltételezzük hogy a plazmát alkotó
részecskék Maxwelli sebességpopulációval rendelkeznek, mı́g a nyaláb monoener-
getikusnak van feltételezve, ahogy az alábbi egyenletben látható:

R =< σv >=
∫

f (T ,v)|v− vb|σ (|v− vb|)dv (7)

, ahol σ a hatáskeresztmetszetet, vb a nyaláb sebességét, v pedig a sebességet,
valamint f (T ,v) a nyalábbal kölcsönhatásba lépő részecsketı́pusok Maxwelli se-
bességeloszlását adja.

Mint korábban emlı́tettük, az (5) egyenlet utolsó része CSi a spontán emissziós
rátát veszi figyelembe, és az 8 egyenletben látható módon fejezhető ki.

CSi =
1
vb

( m∑
j=i+1

NjA(j→ i)−Ni

i−1∑
j=1

A(i→ j)
)

(8)

Ahol vb a nyalábsebesség az előzőek szerint, Nj a j.-dik elektronszint vegyérték-
elektron populációja, A(j → i) a j.-dik elektronszintről történő nyereséget figye-
lembe vevő Einstein együttható, Ni az i.-dik elektronszint vegyérték-elektron po-
pulációja, A(i → j) a j.-dik elektronszintre történő veszteséget figyelembe vevő
Einstein együttható.
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2.1.2. RENATE-OD

A RENATE-Open Diagnostics a RENATE nyalábemissziós spektroszkópiai szinte-
tikus diagnosztika újonnan átı́rt Python változata. A RENATE egy teljesen 3D-s
nyalábmodellező kód, amely egy 3D-s kiterjesztett nyalábnak a plazmában való
nyalábfejlődését modellezi, 3D-s megfigyelési geometriát, és az EFIT-ből [2] származó
realisztikus mágneses geometriákat alkalmazva.

A RENATE-OD egy továbbfejlesztett ütközéses sugárzási modellt tartalmaz
egy kiterjesztett ráta egyenletrendszerrel.

RENATE-OD jelenlegi változata a ráta egyenleteket klasszikus numerikus módszerekkel
oldja meg, ami megbı́zható és pontos megoldást ad, de erősen számı́tásigényes.
A kód ezeket a számı́tásokat egy dimenzióban végzi, és bár ı́gy egy számı́tás le-
futása nem vesz igénybe túl sok időt, a fúziós plazmában terjedő 3D-s semleges
nyaláb modellezése esetén több tı́z- vagy százezer ilyen egydimenziós számı́tásra
is szükség lehet.
A diagnosztikai nyalábok átmérője nagyjából 2− 4 cm, mı́g a fűtőnyalábok sokkal
nagyobbak, 10−20 cm szélességűek és még ennél is magasabbak. Ha a plazmafluk-
tuációk szintjén akarunk modellezni, akkor a térbeli emissziós profilhoz egy 1D
nyaláb /mm numerikus felbontásra van szükség. Ez azt jelenti, hogy fűtőnyaláb
modellezés esetén egy pillanatfelvételhez 104 nagyságrendű számı́tásra van szükség.
A szükséges számı́tások száma tovább nő, ha a diagnosztikával nem csak egy pilla-
natképet, hanem videót szeretnénk készı́teni, mivel több pillanatképből álló soro-
zat időfeldolgozása lehetővé teszi a turbulens plazmamodellek kı́sérletekkel való
összehasonlı́tását. Emiatt a numerikus megoldás kiszámı́tásához szükséges számı́tási
teljesı́tmény erősen korlátozza a RENATE-OD jelenlegi verziójának alkalmazhatóságát.

3. Neurális hálók

A neurális hálózatok olyan gépi tanulási modellek, amelyeket az emberi agy működésének
mintája alapján fejlesztettek ki[19]. Ezen hálók egymáshoz kapcsolódó neuro-
nokból állnak, melyek szerkezete viszonylag egyszerű (lásd 3.1. fejezet).

A neurális hálózatok használata napjainkban rohamosan terjed, mivel képesek
nagyon hatékonyan megoldani különböző problémákat, ha nagy mennyiségű tisz-
ta képzési adat áll rendelkezésre.
A kivonatban felvázolt probléma egyértelműen meghatározott bemeneti és kime-
neti változókkal rendelkezik, a bemenet egy plazmasűrűségből, mı́g a kimenet egy
emissziós profilból áll, illetve ezen paraméterek mindegyike egy kı́sérletre állandó
numerikus felbontással rendelkezik. A be- és kimenet közötti kapcsolatot egy
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jól definiált differenciálegyenlet-rendszer, a ráta egyenletek és az Einstein-együtt-
hatók ı́rják le. Ennek eredményeképpen a probléma megoldására nagyon jól alkal-
mazhatók viszonylag egyszerű gépi tanulási módszerek (egyszerűek a ma létező
összetettebb modellekhez képest, amikről gyakran olvashatunk cikkeket[20]), mi-
vel a modelleknek fix struktúrája lehet, és csak egy determinisztikus egyenlet meg-
oldását kell megtanulnia. Ráadásul a modell teljesı́tmény könnyen ellenőrizhető a
RENATE-OD által adott pontos megoldásokkal való összehasonlı́tással.

3.1. A neuron

A neurális hálók megértéséhez először fő alkotóelemüket, a neuront kell megértenünk.
A neuron szerkezete a 3. ábrán látható. A működésének lépései a következők:

1. Zöld körökkel vannak jelölve a neuron xi bemeneti paraméterei. Ezeket meg-
szorozza a hozzájuk tartozó wi súlyokkal, majd ezen súlyozott bemeneteket
összegzi.

2. Az előbbi pontban kapott összeghez hozzáad egy bias paraméternek nevezett
skalárt (ez az ábrán az összegzéssel együtt a narancssárga körben látható).

3. A 2. lépésben kapott összegre hattat egy nemlineáris aktivációs függvényt
(az ábrán kékkel jelölt lépcsőfüggvény). Ennek a függvénynek a kimenete
lesz a neuron kimenete, ŷ.

3. ábra. Egy neuron felépı́tése, amely a bemeneti kapcsolatokon végzett
lineáris regresszióból[21] és egy nemlineáris aktivációs függvényből áll.
(ebben az esetben lépcső függvény) (Forrás: towardsai.net, ”Perceptron:
A Basic Neural Network Model for Deep Learning”[22].)

A kékkel jelölt aktivációs függvény igazából bármilyen nemlineáris függvény
lehet. Az aktivációs függvény miatt képes a neuron (és végső soron a belőle felépülő
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neurális hálók) nemlineáris kapcsolatok leı́rására.

A neuron és a neurális hálók tanı́tása során a wi súlyokat, illetve a bias pa-
ramétert optimalizáljuk olyan módon, hogy adott xi bemenet esetén a neuron ŷ
kimenete minnél közelebb legyen az elvárt kimenethez.

3.2. Perceptron hálók

A perceptron-hálózatok[23] a neurális hálózatok egy altı́pusát képezik. Szerkeze-
tileg egy bemeneti rétegből, változó számú rejtett rétegből és egy kimeneti rétegből
állnak, ahogy az a 4. ábrán látható. A perceptron hálózatokban a rétegek a hely-
zetük alapján kategorizálhatók. Az első réteg, amely közvetlenül a modell be-
meneti paramétereihez kapcsolódik, a bemeneti réteg, hasonlóképpen az utolsó
réteget kimeneti rétegnek nevezzük. E két réteg különlegessége, hogy a dimen-
ziójukat előre meghatározza az adott probléma, amit a hálózattal meg kı́vánunk
oldani. Ha például 20 bemeneti paraméter van, akkor a bemeneti rétegnek 20 ne-
uronból kell állnia.
A bemenet és a kimenet között vannak a rejtett rétegek, ezek száma és mérete test-
reszabható, a 4. ábrán egy egyrétegű konfiguráció látható.
A perceptron hálózatok előrecsatolt (az angolban feed forward) hálózatok, ami azt
jelenti, hogy a neuronok között nincsenek rekurrens kapcsolatok. Emellett telje-
sen összekötöttek, ami azt jelenti, hogy a hálózat minden rejtett rétegbeli neuronja
kapcsolatban áll az előző és a következő réteg összes neuronjával. A tanı́tás során
ezek a hálózatok egy backpropagation-nek nevezett folyamat segı́tségével optima-
lizálják minden neuron súlyait valamint a bias paramétereket [24].
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4. ábra. Perceptron hálózat egyetlen rejtett réteggel, N dimenziós beme-
nettel és 1 dimenziós kimenettel. A rejtett rétegben minden kör egy-egy
neuront jelöl, amelyet a 3.1 szakaszban ı́rtunk le. A perceptronhálózatok
esetében a neuronok súlyait és a bias paramétereket a tanı́tás során opti-
malizálják a backpropagation nevű folyamat során. (Forrás: Zang, Shao-
fei & Wang, Xuesong & Yan, Yongyi. (2021). ”Transfer Extreme Learning
Machine with Output Weight Alignment.”[25])

3.3. Extreme Learning machines, avagy ELM-ek

Az Extreme Learning Machine-ek [26][27] vagy röviden ELM-ek a neurális hálózatok
egy alcsoportja. A 5. ábrán látható az ELM tı́pusú hálók szerkezete. Az ábrán Ut
jelöli a háló bemeneti vektorát, Yt a kimeneti vektort, Rt pedig az úgynevezett re-
zervoár, ez a háló neuron rétegeinek együttes neve.
ELM hálók esetén a rezervoárban tetszőleges számú egymás után sorba kapcsolt
neuron réteg helyezkedik el. Az egyes neuron rétegek mérete (hogy hány neu-
ront tartalmaznak) szintén tetszőlegesen megszabható, akárcsak a neuronok által
használt aktivációs függvény.
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5. ábra. Egy rejtett réteggel rendelkező ELM illusztrációja.(Forrás: A. Ja-
lalvand, O. Asztalos, M. Karacsonyi and G. I. Pokol, ”Application of neu-
ral networks in beam emission spectroscopy modelling” [28])

Az ELM modellek teljesen összekötött hálók, ami azt jelenti:

1. A rezervoár első rétegének minden neuronja minden bemeneti paraméterrel
össze van kötve. Ezekhez az összeköttetésekhez tartoznak a W in-el jelölt
súlyok.

2. A rezervoáron belül a szomszédos rétegek minden neuronja össze van kötve
egymással.

3. A rezervoár utolsó rétegének minden neuronja minden kimeneti paraméterrel
össze van kötve. Ezekhez az összeköttetésekhez tartoznak a W out-al jelölt
súlyok.

ELM-ek esetén rekurzı́v összeköttetések nincsenek.
Az ELM hálók különlegessége, hogy a tanı́tás során csupán a W out paramétereket
optimalizáljuk, a W in súlyok, valamint a rezervoáron belüli súlyok tanı́tás előtt le
vannak rögzı́tve. A lerögzı́tett súlyok értékeit megadhatja a felhasználó, illetve le-
het őket random inicializálni vagy valamilyen eloszlásból mintavételezni, amihez
az egyik módszer a batch intrinsic plasticity[29][30][31].
Ez a sajátosság miatt az ELM hálóknál nincs szükség a backpropagation-nek[24]
nevezett illesztési folyamatra, a modell betanı́tása gyakorlatilag a kimeneti súlyok
illesztése egy egyszerű lineáris regresszióval.
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4. A probléma

A 2.1. fejezetben bemutattam egy aktuális problémát a plazmadiagnosztika területén,
nevezetesen azt, hogy nyalábemissziós spektroszkópia modellezési folyamatának
az a része, amely a plazmasűrűségprofil alapján a nyaláb mentén emissziós profilt
generál rendkı́vül számı́tásigényes. Ez két felhasználási területen is problémás.

1. 3D nyalábmodellezés esetén egyetlen pillanatképhez is 104 1D nyaláb kiszámı́tására
lehet szükség, turbulencia vizsgálata során pedig 104−106 pillanatkép szükséges.
Az ebből eredő 106 − 1010 1D nyaláb modellezése rendkı́vül időigényes.

2. A valós idejű plazma kontroll felhasználások esetén a BES diagnosztikák
eredményeit 1ms alatt 10 − 100-szor kell kiértékelni, amihez a numerikus
megoldók túl lassúak.

A 3.3. fejezetben bemutattam két neurális háló tı́pust, a perceptronokat és az
ELM-eket, amelyek alkalmazhatók az előbb emlı́tett számı́tás kiváltására, mivel a
probléma jól definiált, illetve a bemeneti és kimeneti paramétervektorok dimen-
ziója egy adott BES készülék esetén fix.

A TDK dolgozatom célja egy, a BES sűrűségmérés, modellezés, illetve méréskiértékelés
során alkalmazható gyors neurális háló kifejlesztése a sűrűség alapján várható
emisszió megadására.
Ennek a létrehozásához több lépésben közelı́tettem meg a problémát.

1. Első lépésként létrehoztam egy egyszerűsı́tett szintetikus adatkészletet. Ezt
felhasználva különböző modell tı́pusokat teszteltem és kiválasztottam a leg-
jobban működő konfigurációt.

2. Ezután növeltem a felhasznált plazmaprofilok komplexitását fluktuációk hozzáadásával,
valamint teszteltem a modelleket különböző BES nyalábok esetén.

3. A BES rendszerek mintavételezési frekvenciája egy viszonylag tág spektru-
mon mozoghat, a viszonylag lassú 100kHz-es mintavételezéstől az 1MHz-es
gyors mérésekig . Harmadik lépésként megvizsgáltam a modell teljesı́tményét
egy 2D plazmaturbulencia modell, a HESEL[4] által generált realisztikus,
100kHz-el, illetve 1MHz-el mintavételezett plazmaprofilokra.

4. Miután megbizonyosodtam a háló pontosságáról a 1-3. pontokban emlı́tett
szintetikus adatkészleteken, megvizsgáltam a teljesı́tményt egy W7-X-től származó,
kı́sérleti adatok visszaállı́tásából kapott adatkészleten is.
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5. Végső lépésként azt vizsgáltam, hogy a kapott hálók mennyire alkalmaz-
hatók valós BES méréseket kiértékelő programcsomagokban.

5a) Először a háló kimenetek folytonosságát vizsgáltam, ami a BES kiértékelő
programcsomagok esetén legalább olyan fontos mint a pontosság.

5b) Az 1-4. pontokban a fluktuációk vizsgálatához ideális magas numeri-
kus felbontással dolgoztam. A BES rendszerek saját felbontása általában
ennél egy nagyságrenddel kisebb. Ebben a pontban azt vizsgáltam, hogy
az általam kifejlesztett hálók hogyan teljesı́tenek a felbontás csökkentésével.

5. Eredmények

5.1. Adathalmazok

A munkám során több adathalmazzal is dolgoztam melyek között voltak általam
létrehozott szintetikus adathalmazok, a HESEL plazmamodellező kód által létrehozott
szintetikus adathalmazok, valamint egy kı́sérleti adatokon alapuló visszaállı́tott
adathalmaz a W7-X[32] berendezéstől.

Az összes szintetikus adathalmaz esetén tiszta, kvázi-semleges plazmát feltételeztem,
ami azt jelenti, hogy a plazma csak elektronokból és egy ion populációból áll,
amelyek ebben az esetben hidrogén ionok. A kvázisemlegesség miatt e két kom-
ponens térbeli sűrűségeloszlása megegyezik. Így a plazma sűrűségprofiljai egy
függvénnyel megadhatóak.

A BES nyalábfejlődés sokkal kisebb mértékben függ a hőmérsékleti profiltól
mint a sűrűségtől, ezért az adathalmazok létrehozásánál a hőmérsékletet nem te-
kintettem független változónak. A megfelelő plazmasűrűségprofilok átskálázott
változatát használtam a fizikailag releváns hőmérséklet bemeneti értékeként.

A gépi tanuláson alapuló nyalábemissziós megoldót több BES-hez használt nyalábra
is vizsgáltam. Elsősorban lı́tium és nátrium nyalábokkal dolgoztam, amelyek a
BES-mérésekhez széles körben használt diagnosztikai nyalábok. Lı́tiumot használnak,
illetve használtak például az EAST[33], az ASDEX-Upgrade [34] és a JET [35] toka-
makokban. A W7-X sztellarátorban [32] pedig nátriumot. Ezek mellett vizsgáltam
a módszer alkalmazhatóságát deutériumból álló fűtőnyalábok esetén is.

5.1.1. Tangens hiperbolikusz adathalmazok generálása

Első lépésként létrehoztam három szintetikus adathalmazt a három általam vizsgált
nyalábtı́pushoz, amik a lı́tium, nátrium és deutérium nyalábok voltak.
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A nyalábparamétereket a következőek voltak:

• Lı́tium nyaláb: A nyaláb teljes kinetikus energiáját 50 keV-ra állı́tottam be,
ami elterjedt [36]. (Az energia és a hőmérséklet esetében az eV a fúziós plaz-
mafizikában általánosan használt mértékegység 1eV = 1.16 · 104K).

• Nátrium nyaláb A nyaláb teljes kinetikus energiáját 40 keV-ra állı́tottam
be, ami a jelenleg W7-X-en működő BES rendszer által használt energia tar-
tományba esik. A választással az volt a cél, hogy a szintetikus nátrium adatkészlet
és a kı́sérleti W7-X adatkészlet könnyen összevethető legyen.

• Deutérium nyaláb Ebben az esetben a nyalábenergia 80 keV-re volt állı́tva,
ami a KSTAR[37] tokamakon működő deutérium nyaláb használati tartományába
esik [38].

A nyalábparaméterek kivételével az adathalmazok létrehozása mind a három
esetben ugyan azon a módon történt. Mind a hőmérséklet, mind a sűrűség pro-
filt 400 pontban adtam meg, amelyeket egyenlően mintavételeztem a nyaláb egy
0.4 m-es szakasza mentén, ami egy elég tipikus nyalábhossz. Azért választottam
ezt a felbontást (10 pont/centiméter), hogy jó szemcsézettséget biztosı́tsak felesle-
ges túlmintavételezés nélkül (a diagnosztika térbeli felbontása általában egy cen-
timéteres tartományban van).

A plazma sűrűségprofiljának szimulációjához tangenshiperbolikusz függvényt
használtam, amely jó közelı́tés a stacionárius sűrűségprofilokhoz [39]. Egy példa
profil látható az 6/a ábrán, itt az alacsonyabb értékek a határréteg plazmát képezik,
ahol a mágneses mezővonalak nyı́ltak, mı́g a magasabb értékek a zárt fluxus-
felületű, zárt plazma régiót fedik le. A tanh függvény inflexiós pontja az utolsó
zárt fluxusfelület, a zárt és nem zárt plazma közötti határvonal helyzete. A profil
előállı́tásához a (9). egyenletet használtam.

ρ (x) = ρmin +
ρmax − ρmin

2
· [1 + tanh(g · (x − x0))] (9)

Ahol a következő paraméterek változtak:

• ρmin a határréteg plazma sűrűség (a ρ(x) függvény alsó határértéke).

• ρmax a szélplazma sűrűség (a ρ(x) felső határértéke).

• g a sűrűségprofil meredeksége az inflexiós pontban.

• x0 az utolsó zárt fluxusfelület helyzete
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Ezeket a paramétereket rögzı́tett lépésekben változtattuk az 2. táblázatban meg-
adott tartományokban. Ez 6 lehetséges paramétert értéket eredményezett a határréteg
plazma sűrűségére és 12-t az szélplazma sűrűségére. A profil meredekségének 10
lehetséges értéke volt, mı́g az utolsó zárt fluxusfelület helyzetének 11. A felso-
rolt paraméterbeállı́tások minden lehetséges kombinációját kipróbáltam, és ennek
eredményeképpen 7920 egyedi plazmasűrűség-profilt kaptam.

Paraméter Minimum érték Maximum érték Lépés méret

Határréteg plazma
sűrűség

ρmin

1017 m−3 1018 m−3 2 · 1017 m−3

szélplazma sűrűség
ρmax

1018 m−3 1020 m−3 2 · 1017 m−3

A profil meredeksége
g

15 m−4 60 m−4 5 m−4

Az utolsó zárt fluxus-
felület helyzete

x0

0.05 m 0.15 m 0.01 m

1. táblázat. Az 1. adathalmaz létrehozásához használt pa-
ramétertartomány. Ezeket a paraméterértékeket úgy választottam ki,
hogy reális és fizikailag releváns eredményeket kapjak.

Mint korábban emlı́tettem, az egyenlet által generált profilokat vettem, és a
függvény alsó és felső határértékeinek újraszkálázásával létrehoztam belőlük a
megfelelő hőmérsékleti profilokat. Ezeket az értékeket minden esetben 1 eV és
3 keV értékre állı́tottam be, ami reális plazma hőmérsékletnek felel meg.
Ezután a kapott hőmérséklet- és plazmaprofilokat (kék és piros profilok a 6. ábrán)
használva a RENATE-OD segı́tségével kiszámı́tottam a megfelelő emissziós profi-
lokat. Mint a 2.1. fejezetben emlı́tetem Lı́tium nyaláb esetén a 2p → 2s átmenet
által generált emissziót használtam (sárga profil a 6 ábrán), nátrium esetén a 3p→
3s-t, deutérium esetén pedig a hidrogénnél is használt Balmer alfa vonalat (3n→
2n).
A 6 ábrán látható egy példa a generált plazma- és hőmérsékleti profilra a számı́tott
emissziós profillal. Mivel a hőmérsékleti profilt ebben a munkában nem kezeltem
független bemenetként, a későbbi ábrákból kihagytam, hogy átláthatóbbá tegyem
azokat.
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Mint már emlı́tettem, a bemeneti paraméterek minden lehetséges kombinációjának
felhasználásával 7920 profilt hoztam létre az egyes nyalábokhoz.

(a) Egy példa a sűrűségprofilok közül (kék) és a hozzá számı́tott emissziós profil (sárga)
a 2p→ 2s átmenethez, lı́tium nyaláb esetén.

(b) A fenti sűrűséghez tartozó hőmérséklet profil

6. ábra. Egy példa profil az 1. (statikus) adathalmazból lı́tium nyaláb
esetén.
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5.1.2. Fluktuációs tangens hiperbolikusz adathalmazok generálása

Két fluktuációkkal ellátott tangens hiperbolikusz profil alapú adathalmazt ge-
neráltam a 5.1.1. fejezetben leı́rtakat felhasználva, a statikus profilokra fluktuációkat
helyezve. A fluktuációs adathalmazokat a lı́tium és a nátrium nyalábhoz hoz-
tam létre. A profilok alapja (a tanh függvény) és a hozzá használt paraméterek
teljes mértékben azonosak az előző alfejezetben leı́rtakkal. Ezekre az alapokra
minden esetben pontosan egy Hann ablak alakú fluktuációt helyeztem. A fluk-
tuációkat három paraméterrel lehet jellemezni, xf a fluktuációcsúcs pozı́ciója a
nyaláb mentén (méterben), wf a fluktuáció szélessége (méterben), ampf pedig a
fluktuáció amplitudója (ez az alap profil sűrűségéhez hozzáadódik az xf pontban
és ı́gy kapjuk a végső sűrűség értéket).
A fluktuációk értékét (Ff luc) a 10. egyenlet adja meg az xf körüli wf tartományon,
azon kı́vül pedig 0 lesz.

Ff luc(x) = ampf ·

0.5− 0.5 · cos

2 ·π

x −
(
xf −

wf

2

)
wf



 (10)

Paraméter Minimum érték Maximum érték Lépés méret

Fluktuációcsúcs pozı́ció
xf

0.01 m 0.2 m 0.01 m

Fluktuáció szélesség
wf

0.005 m 0.001 m 0.02 m

Fluktuáció amplitudó
ampf

1018 m−3 1019 m−3 1 · 1018 m−3

2. táblázat. A 2. adathalmaz létrehozásához használt fluktuációs pa-
raméterek. Ezeket a paraméterértékeket úgy választottuk ki, hogy reális
és fizikailag releváns eredményeket kapjunk.

A fluktuációs adathalmazok generálásánál már sokkal több kombináció len-
ne lehetséges az új paraméterek miatt, mindkét nyaláb esetén 60000 profilt ge-
neráltam, amelyekhez a paramétereket egy pseudo random szám generátor segı́tségével
választottam ki.
Ezek az adathalmazok sok extrém esetet is tartalmaznak, ahol többek közt például
”Edge Localized Mode”-nak [42] nevezett plazmakilökődéssel járó események közben
látható plazmaprofilok, vagy extrém nagy fluktuációk is vannak. Ezen extrém ese-
tek a BES mérések szempontjából kevésbé relevánsak, ám remekül használhatóak
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a neurális hálók viselkedésének vizsgálatára.

Egy (nem az extrém esetek közé tartozó) példa a generált fluktuációs sűrűségprofilok
közül a 7. ábrán látható a hozzá tartozó hőmérséklettel, valamint az ezekből
számı́tott emisszióval.

7. ábra. Egy példa a fluktuációs sűrűségprofilok közül (kék) és a hozzá
számı́tott emissziós profil (sárga) a 2p → 2s átmenethez, lı́tium nyaláb
esetén.

5.1.3. HESEL adathalamzok

Mint emlı́tettem a munkám során dolgoztam a HESEL kód által létrehozott komp-
lex fluktuációs profilokkal is, pontosabban az alább leı́rt 2 adatkészlettel. Mindkét
esetben lı́tium nyalábot használt a HESEL kód a modellezéshez. A HESEL adat-
halmazokat (a tangens hiperbolikusz adatkészletekkel ellentétben) nem én hoztam
létre, csupán feldolgoztam és felhasználtam őket.

Gyors HESEL adathalmaz A gyors HESEL adathalmaz 32014 profilból állt 384
pontos numerikus felbontással, amik 10cm hosszan helyezkedtek el a nyaláb mentén.
A profilok 1 MHz-en mintavételezett határréteg plazma sűrűség profilok voltak a
hozzájuk tartozó emissziós profillal. Ezen az időfelbontáson meglehetősen sok tur-
bulencia látható a profilokon, mint azt a 8. ábra is szemlélteti.

21



8. ábra. Egy példa az 1MHz-el mintavételezett gyors HESEL
sűrűségprofilok közül (kék) és a hozzá tartozó emissziós profil (sárga)
a 2p→ 2s átmenethez (Lı́tium BES rendszer).

Lassú HESEL adathalmaz A lassú HESEL adathalmaz szintén 32014 profilból
állt 384 pontos numerikus felbontással, amik 10cm hosszan helyezkedtek el a
nyaláb mentén. Ebben az esetben az 1MHz-en mintavételezett sűrűségprofilok
ki voltak integrálva 0,5ms-os intervallumokra. Így a lassú HESEL adatkészlet
simább volt, inkább lassabb BES mérésekre emlékeztető profilokkal. Ezt a 9. ábra
is szemlélteti.

9. ábra. Egy példa a 0.5ms-ra integrált lassú HESEL sűrűségprofilok
közül (kék) és a hozzá tartozó emissziós profil (sárga) a 2p → 2s
átmenethez (Lı́tium BES rendszer).
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5.1.4. W7-X adathalmaz

A W7-X berendezéstől kapott kı́sérleti méréseken alapuló rekonstruált adatkészlet
amivel dolgoztam 16046 profilból állt. A BES rendszer ebben az esetben nátrium
nyalábot használt.
Ennek az adatkészletnek a sajátossága, hogy bár minden profil 1000 pontból állt,
ezek elhelyezkedése a nyaláb mentén és a pontok közötti távolság profilonként
eltérő volt a sűrűség profil tulajdonságaitól függően. A nyalábmenti távolság 0
pontjának az utolsó zárt fluxusfelület volt kijelölve. Ezek jól láthatóak a 10.-11.
ábrákon.
Mind a sűrűség, mind az emissziós profilok normálva voltak ebben az adatkészletben.
Ez, mint később látjuk majd, az újratanı́tott modellnek nem jelent különösebb
problémát, ı́gy a normált adatot nem alakı́tottam vissza.

10. ábra. Három sűrűség profil a W7-X adatszettből. Az ábrán jól látható,
hogy a profilokhoz tartozó térbeli mintavételezés eltér, viszont az utolsó
zárt fluxusfelület minden esetben a 0 pontba esik.
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11. ábra. A 10. ábrán látható sűrűség profilokhoz tartozó három emisszió
profil a W7-X adatszettből.

5.2. Adattisztı́tás

5.2.1. Szintetikus adathalmazok

A 5.1.1.-5.1.3. fejezetekben bemutatott szintetikusan létrehozott adathalmazok
esetében nem volt szükség adattisztı́tásra, és az adatelőkészı́tés is meglehetősen
egyszerű volt.
A megfelelő sűrűség és emissziós profilokat a python sklearn[40] könyvtár ”tra-
in test split” függvényét használva 60%-20%-20%-os felosztással tanı́tó, validációs
és teszt halmazokra osztottam. Ez a függvény pszeudo-véletlen felosztást biztosı́t,
ahol a random seed rögzı́tésével reprodukálható eredményeket kaptam.

5.2.2. W7-X adathalmaz

A W7-X adathalmaz esetében a változó felbontás miatt több módszer is felmerülhet
a profilok standardizálására. Én a profilok extra- illetve interpolálása mellett
döntöttem. Ezt az alábbi módon elvégeztem.

Minden sűrűség és emissziós profilt az adatbázisban előforduló leghosszabb
térbeli szakaszra extrapoláltam −0.06m-től 0.223m-ig. Ebben a lépésben egy in-
terpolálást is elvégeztem, mivel az összes profil numerikus felbontását 400 pontra
csökkentettem (mivel ennyit használtunk a tangens hiperbolikusz szerű adatkészletek
esetén is, és ez a felbontás kellően magas is hogy leı́rja a profilokon látható fluk-
tuációkat).

A következő inter és extrapolációkat alkalmaztam:
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• Sűrűség profilok esetén lineáris interpolációt alkalmaztam és konstans ext-
rapolációt. Vagyis a profil első, illetve utolsó értékét vettem a kiterjesztett
tartományon, ahol szükséges volt. Ez az extrapolációs módszer illik legjob-
ban a sűrűség profilokhoz, amik az eredetileg megadott tartomány szélén
bekonvergálnak egy-egy értékhez(hiszen eredetileg a tartomány az alapján
volt kiválasztva, hogy mekkorák a gradiensek a nyaláb mentén).

• Emisszió profilok esetén lineáris interpolációt alkalmaztam és lineáris ext-
rapolációt. Tehát a profil első/utolsó két pontjára illesztett egyenest használtam
a kiterjesztett tartományon, ahol szükséges volt. Ez az extrapolációs módszer
jobban illik az emisszió profilokhoz, mivel a sűrűséggel ellentétben az emissziónak
mindenképpen le kell csengenie a nyalábgyengülés miatt.

Az emisszió profiloknál alkalmazott lineáris extrapoláció több esetben negatı́v
emissziós értékekhez is vezetett az extrapolált tartományon. Ezeket 0-ra állı́tottam,
hiszen a negatı́v emisszió nem bı́r fizikai értelemmel, csupán az extrapolálás mellékterméke.

Végső lépéseként az adatokat 60%-20%-20%-os felosztással tanı́tó, validációs
és teszt halmazokra osztottam.

5.3. Teljesı́tmény metrikák

A modellek végső teljesı́tményét elsősorban a tesztkészlet predikcióihoz kapott
relatı́v kumulatı́v hibák átlagának kiszámı́tásával értékeltem. Ezt a hibát a (11)
egyenletben leı́rtak szerint számoltam ki.

Error =
1
N
·

N∑
i=0


∑M

j=0

∣∣∣yi,j − pi,j ∣∣∣∑M
j=0 yi,j


i

(11)

Ahol N a profilok száma a teszt adatszettben (ez minden esetben a teljes adatszett
20%-a volt), M az egyes profilok pontjainak száma (ez a numerikus felbontás, a
legtöbb esetben 400 volt), yi,j a ii,j profil jth pontja és pi,j a ii,j profilra vonatkozó
előrejelzés jth pontja.

5.4. Modellek tesztelése statikus profilokra

Első lépésként a lı́tium nyalábhoz létrehozott tangens hiperbolikusz adatkészletet
használtam a megfelelő modell architektúra kiválasztásához.

Erre az adatkészletre több perceptron és ELM hálót illesztettem és optimalizáltam,
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valamint egy lineáris regressziót is illesztettem összehasonlı́tási alapként.
A 3. táblázatban a legjobban teljesı́tő egy- illetve kétrétegű perceptron és ELM
hálók, illetve a lineáris regresszió eredményei láthatóak. A 12. ábra pedig az ezek-
hez a modellekhez tartozó hiba histogrammokat tartalmazza (a kétrétegű percept-
ron kivételével, ami a legrosszabbul teljesı́tő modell volt).

Modell

Átlagos
Abszolút
Hiba[
f oton
s·m

]
Átlagos
Relatı́v
Kumulatı́v
Hiba

Predikciós
idő 1000 pro-
filra

Teljesı́tmény
RENATE-hoz
képest

RENATE-OD (ki-
indulási alap)

- - 1448.14 s -

Lineáris regresszió 3.79 ·1015 52.46% 0.02 s
72407-szer
gyorsabb

Egyrétegű
Perceptron

4.18 ·1015 56.12% 0.19 s
7622-ször
gyorsabb

Kétrétegű
Perceptron

5.69 ·1015 77.44% 0.17 s
8518-szor
gyorsabb

Egyrétegű ELM 4.52 ·1014 6.43% 0.10 s
14481-szer
gyorsabb

Kétrétegű ELM 1.61 ·1013 0.27% 0.17 s
8518-szor
gyorsabb

3. táblázat. A kifejlesztett modellek pontoságának és teljestményének
összehasonlı́tása a RENATE-számı́tással. A kétrétegű ELM-háló alkal-
mazásával a számı́tás 8518-szor gyorsabban elvégezhető, miközben a
pontosság csupán 0,27%-al romlik.

A lineáris regresszióval kapcsolatban kezdettől fogva alacsony elvárásaim vol-
tak, mivel várható volt, hogy a bemenet és a kimenet közötti kapcsolat nem ı́rható
le pusztán lineáris összefüggésekkel. Ez a sejtés az 52.46%-os hibával be is bizo-
nyosodott.
Ami meglepő eredmény volt, hogy a perceptron hálózatok a lineáris regressziónál
rosszabbul teljesı́tettek, mı́g az ELM hálózatok jól működtek. A perceptron hálózatok
elméletileg képesek pontosan ugyanazokat a súlyokat megtanulni a képzés során
amelyeket az ELM hálózatok alkalmaznak, mivel a két modell szerkezetileg ha-
sonló. Ennek ellenére a probléma a perceptronok számára túl nehéznek bizonyult.

26



12. ábra. A relatı́v előrejelzési hibák valószı́nűségi sűrűsége a
tesztkészleten a különböző modellekkel. A legrosszabbul teljesı́tő mo-
dell (a kétrétegű perceptron) nem látható ezen az ábrán.

Valószı́nűleg túl sok helyi minimum van a többdimenziós veszteségfelületen ahol a
perceptronhálózatok a képzés során veszteségminimalizálást végeznek, ezért ezek
a modellek megrekedtek ezekben a helyi minimumokban, és nem tudták elérni
a helyes paraméterbeállı́tásokat. Az ELM-hálózatok robusztussága azonban hasz-
nosnak bizonyult, ezek a modellek nem ütköztek ugyanabba a problémába, mint
a perceptronok, mivel ezek nem próbáltak minden paramétert backpropagation-
el optimalizálni. Az ELM-hálózatok sikerét az is lehetővé tette, hogy a rögzı́tett
súly és bias paramétereket sikerült egy, a problémához illeszkedő eloszlásból min-
tavételezni a batch intrinsic plasticity segı́tségével. Így történhetett, hogy a kétrétegű
ELM háló képes volt az emissziós profilok prediktálására, csupán 0.27%-os hibával.

A 12. ábra azt mutatja, hogy ezek a megállapı́tások szinte minden tesztprofil
esetében helyt állnak. A lineáris regresszió és az egyrétegű perceptron modellek
általában nagy hibákkal rendelkeznek, bár az e modellek által adott hibák közötti
szórások is nagyok. Ezzel szemben az ELM-hálózatok általában jól teljesı́tenek,
legfőképpen a kétrétegű. Ennek a modellnek nemcsak az átlagos hibája nagyon
alacsony, hanem a hibák szórása is.

A modellek 1000 profilra vonatkozó predikciós idejét szintén a 3. táblázat tar-
talmazza. Itt láthatjuk, hogy bár a lineáris regresszió által adott előrejelzési idő a
legalacsonyabb (amely messze a legegyszerűbb modell) minden modell jelentősen
gyorsabb mint a RENATE-OD, amelynek 1000 profilra vonatkozó emisszió számı́tás

27



1448.14 másodpercet vesz igénybe.

A 13/a ábrán egy példa sűrűség profil és a hozzá tartozó emisszió látható, a
13/b ábra ugyanezt az emisszió profilt és a különböző modellek által adott predik-
ciókat tartalmazza. Az ELM hálózatok pontossága és a többi modell pontatlansága
itt is jól látható.

13. ábra. Egy példa profil a lı́tium nyalábos tangens hiperbolikusz
tesztkészletből és a különböző modellek által megjósolt profilok.
Egyértelmű, hogy az ELM-hálózatok jól teljesı́tenek ebben az esetben,
mı́g a többi modell nem tudta helyesen megjósolni az emisszió profilt.

A 14. ábrán a neurális hálózatok előrejelzési hibája a rejtett rétegek neuron-
számának függvényeként van ábrázolva, ami a modell komplexitásának mérértékét
ı́rja le. Ez az ábra világosan mutatja, hogy mı́g a perceptron hálózatok nem igazán
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profitálnak a komplexitás növeléséből, addig az ELM hálózatok teljesı́tménye je-
lentősen nő a neuronok számának növelésével. Az optimális teljesı́tményt a kétrétegű
ELM 1500 neuron körül éri el, nincs értelme tovább növelni a neuronok számát,
nem növeli a teljesı́tményt.

14. ábra. A modell teljesı́tménye a rejtett réteg neuronjainak számától
függően. Ez az ábra azt mutatja, hogy a modell teljesı́tménye hogyan ja-
vul a kipróbált neuronhálózatok összetettségének növelésével.

Ezeket az eredményeket vizsgálva egyértelmű, hogy a kétrétegű ELM hálózat
nagymértékben felülmúlja a többi kipróbált modellt: átlagosan csak 0,27% re-
latı́v hibát okoz, miközben a teljesı́tménye még mindig 8518-szor felülmúlja a
RENATE-OD által végzett számı́tásét. Ebből az eredményből kiindulva a munkám
következő fejezeteiben kétrétegű ELM modelleket fogok alkalmazni.

5.5. ELM-ek teljesı́tménye a különböző adatszettekre

A munkám következő részében a 5.4. fejezet eredményeiből kiindulva végig kétrétegű
ELM hálókat alkalmaztam, amiket tanı́tással és hiperparaméter optimalizálással
illesztettem a különböző adatkészletekre.
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5.5.1. Modell eredmények a tangens hiperbolikusz adathalmazokon

A 5.4. fejezetben már bemutattam, hogy lı́tium nyaláb BES és tangens hiperboli-
kusz sűrűségprofilok esetén az ELM hálók rendkı́vűl gyorsan és pontosan képesek
a sűrűség profilok alapján várható emisszió meghatározására. Ezen eredményekből
kiindulva a modellek alkalmazását kiterjesztettem a deutérium és nátrium nyalábokra
is.

A három különböző nyalábtı́pusal létrehozott adatkészletre három különböző ELM
modellt optimalizáltam és tanı́tottam. Az 15. ábrán egy példa sűrűség profil
látható a hozzá tartozó emissziós profilokkal a különböző nyalábok esetén, va-
lamint a három ELM modell által prediktált emissziós profilok.

15. ábra. Egy példa sűrűség profil és a hozzá tartozó emissziós profilok a
három különböző nyaláb esetén.

A kiragadott példán jól látszik, hogy a modellek által adott predikciók tökéletesen
illeszkednek a RENATE-OD által számolt emissziós profilokra. Hogy meg tudjuk
vizsgálni az ELM-ek teljesı́tményét az egész adathalmazon a 16. ábrán ábrázoltam
a modellekhez tartozó hiba hisztogrammokat.

30



(a) Modell hiba elszolás a lı́tium nyalábos
adatkészleten. Az átlagos hiba 0.2631%.

(b) Modell hiba elszolás a nátrium nyalábos
adatkészleten. Az átlagos hiba 0.4821%.

(c) Modell hiba elszolás a deutérium nyalábos adatkészleten. Az átlagos hiba 0.1740%.

16. ábra. Modellhiba a tangens hiperbolikusz alakú sűrűségprofilokon a
három különböző anyagú nyaláb esetén.

Az ábrák alapján jól látszik, hogy mind a nártium mind a deutérium esetében
a modell pontossága összemérhető a korábban már vizsgált lı́tium nyalábos eset-
tel. Fontos emellett azt is megjegyezni, hogy a modell hiba a legrosszabb esetek-
ben is csupán 6,8, illetve 5 százalék körüli a különböző nyalábok esetén, bár a
profilok túlnyomó többségénél mind a három esetben jóval kisebb hibát vét a mo-
dell. Összehasonlı́tásképpen a rátaegyenletek megoldására használt numerikus
ütközési sugárzási modellek eredményeit nagyságrendileg 10%-os bizonytalanság
terheli [41].

Ezek alapján kijelenthető, hogy az ELM hálók jól általánosı́thatóak különböző
anyagú BES nyalábokra, mint a diagnosztikai nyalábként elterjedt lı́tium és nátrium
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nyalábok, vagy a deutérium fűtőnyalábok. A modellek hibája pedig kellően ala-
csony ahhoz, hogy a valóságban is felhasználhatóak legyenek.

5.5.2. Modell eredmények a fluktuációs tangens hiperbolikusz adathalmazo-
kon

A következő lépésben a két fluktuációkkal ellátott tangens hiperbolikusz adatkészletre
illesztettem és optimalizáltam ELM hálókat. A kettő különböző nyalábtı́pushoz
tartozó modellek hiba hisztogrammjai a 17. ábrán láthatók.

(a) Modell hiba elszolás a lı́tium nyalábos fluk-
tuációs tangens hiperbolikusz adatkészleten.
Az átlagos hiba 1.5600%.

(b) Modell hiba elszolás a nátrium
nyalábos fluktuációs tangens hiperbolikusz
adatkészleten. Az átlagos hiba 2.7430%.

17. ábra. Modell hiba a fluktuációs tangens hiperbolikusz
adatkészleteken.

A hisztogrammokról jól látáható, hogy bár a fluktuációs adathalmazokon a
modellek hibája szignifikánsan növekedett a 16. ábrán látható eredményekhez
képest, a hibák túlnyomó többsége továbbra is 10% alatti. A tendencia itt is ha-
sonló mint amit a 5.5.1. fejezetben láthattunk, nátrium nyaláb esetén a modell
hiba nagyjából kétszeres a lı́tiumhoz képest, ez az arány további modell optima-
lizálással talán javı́tható.
Mind a lı́tium, mind a nátrium esetében a magasabb hibával rendelkező esetek(
nagyjából a 3% illetve 5% százalék felettiek) az 5.1.2. fejezetben emlı́tett, BES
esetén kevésbé releváns extrém esetek. Ezeket megvizsgálva elmondható, hogy bár
a modell teljesı́tmény romlik ilyen esetekben, a kapott predikciók itt sem állnak
túl távol a várt eredményektől. A neurális hálók ilyen extrém esetekben sem ad-
nak vissza teljesen értelmetlen választ.
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Egy-egy kiragadott példa a 18. és a 19. ábrán látható. Mindkét ábra nagy fluk-
tuációt tartalmaz, de ezeknél extrémebb eseteket is vizsgáltam. A 18. ábrán a pre-
dikció gyakorlatilag elválaszthatatlan az eredeti emissziós profiltól. A 19. ábrán a
modell hiba már szemmel látható. A határréteg plazmában lévő nagyméretű, ösze-
tartott plazmától elvált fluktuáció környezetében a modell predikciója kismértékben
eltér a várt emissziós profiltól.

18. ábra. Egy példa a fluktuációs lı́tium adatkészletből.
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19. ábra. Egy példa a fluktuációs nátrium adatkészletből.

5.5.3. Modell eredmények a HESEL adathalmazokon

Létrehoztam két ELM modellt az 5.1.3. fejezetben bemutatott HESEL adatkészletekre
is, amik a fluktuációs tangenshiperbolikusz adatkészleteknél komplexebb plazma-
profilokat tartalmaztak. A hiba hisztogrammok a 20. ábrán láthatóak.

(a) Modell hiba az 1MHz-es mintavételezéssel
szimulált gyors HESEL adatkészletre. Az
átlagos hiba 0.6352%.

(b) Modell hiba az 1MHz-en mintavételezett és
0.5ms-ra kiintegrált lassú HESEL adatkészletre.
Az átlagos hiba 0.2726%.

20. ábra. Modell hiba a HESEL adatkészleteken.

A hisztogramok alapján jól látható, hogy bár mindkét HESEL adatkészlet komp-
lex plazmaprofilokat tartalmazott, a modell teljesı́tménye meghaladta azt amit a
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fluktuációs tangens hiperbolikusz adatoknál tapasztaltunk. Ez alapvetően a fluk-
tuációs tangens hiperbolisz adatokban lévő számos extrém esetre vezethető vissza.

21. ábra. Egy példa az 1MHz-es mintavételezésel modellezett gyors HE-
SEL adatkészletből.

22. ábra. Egy példa az 1MHz-es mintavételezésel modellezett és 0.5ms-ra
kiintegrált lassú HESEL adatkészletből.

A 21-22. ábrákon látható egy-egy példa a gyors és a lassú HESEL adatkészletből.
Jól látszik, hogy a 21. ábra sok fluktuációt tartalmaz, amik közül az egyik kifeje-
zetten nagy. Ennek ellenére mint azt a hisztogrammok is mutatják, a modell képes
gyakorlatilag tökéletesen prediktálni a várható emissziót.
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5.5.4. Modell eredmények a W7-X adathalmazon

A kı́sérleti profilokból visszaállı́tott W7-X adatkészletet először feldolgoztam a
5.2.2. fejezben leı́rtak szerint, majd erre is tanı́tottam és optimalizáltam egy ELM
modellt. A modellhez tartozó hiba hisztogram a 23. ábrán látható.

23. ábra. Modell hiba a kı́sérleti adatokból visszaállı́tott W7-X
adatkészleten. Az átlagos modell hiba 0.7372%.

A modell jól teljesı́tett ezen az adathalmazon is, a 0.7372%-os nagyjából a gyors
HESEL adatkészleten elért eredményekkel egyezik meg.
Az profilok között volt 5 darab kiugró eset, ahol a modell hiba 5% fölé esett. Eze-
ket megvizsgáltam, és mind az öt profil esetén sok extrapolációt kellett alkalmazi
az adatok feldolgozása során. A modell által vétett hiba alapvetően abból ered,
hogy az extrapolálás csupán egy durva közelı́tést tudott nyújtani, az ı́gy kapott
profilok nem fizikailag pontosak. Az extrapolálás más (5%-os hiba alatti) profilok
esetén is negatı́van hat a modell által adott predikcióra, ám ezekben az esetekben
nem túlságosan nagy az eltérés. Mindazonáltal meg kell jegyezni, hogy az extra-
poláció amit alkalmaztam nem tökéletes, ami az eredményeken is tapasztalható.
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24. ábra. Egy példa a W7-X sűrűség profilok közül, ahol a sárgával jelölt
emisszió feltételezhetően hibás.

A profilok közül egy érdekes példa látható a 24. ábrán. Itt egy egészen extrém
gradienssel rendelkező tangens hiperbolikusz alakú profilt láthatunk, amihez egy
érdekes emisszió profil társul. A sárgával jelölt emisszió profil első csúcsa után
látható egy sokkal kisebb csúcs is az emisszió lecsengésének végén. Ez a második
csúcs a kékkel jelölt sűrűség profil alapján nem indokolt, valószı́nűleg a kı́sérleti
adatok feldolgozása és a visszaállı́tás során került oda, hibásan.
Az, hogy az ELM háló predikciója ezt a második csúcsot nem tartalmazza kifeje-
zetten jó eredmény. Ez azt mutatja, hogy a létrehozott háló helyesen tanulta meg a
háttérben lévő fizikai kapcsolatokat.

5.6. Modell kimenetek ”folytonossága”

Ahhoz, hogy az itt vizsgált ELM hálók kompromisszumok nélkül alkalmazhatóak
legyenek a manapság használatos numerikus emisszió számı́tó kódok helyett, nem
csak a pontosságra van szükség. Sok esetben a modell által adott megoldások
”folytonossága” ugyan olyan fontos mint az eredmény pontossága. Természetesen
egy véges numerikus felbontással rendelkező profil esetén a matematikai definı́ció
szerinti folytonosság nem értelmezhető. Itt ez a kifejezés alatt inkább azt kell
érteni, hogy a profil kellően sima, a predikció (akárcsak az eredeti emisszió profi-
lok) viszonylag lassan, a numerikus felbontásnál nagyobb skálán változik.
Ennek a tulajdonságnak a számszerűsı́tésére a profil göröngyösségének nevezett
metrikát találtam ki. Ez a metrika a következő metódussal számolható:

1. Első lépésként vesszük az összes emisszió predikciót amit a modell adott a
teszt adatkészletre.
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2. Minden predikció esetén egymás után eltávolı́tunk 1-1 pontot a profilból és
a maradék pontokra egy görbét illesztünk. (ezt elvégezzük majd a profil
minden pontjára kivéve a kezdő és a végpontot)

3. Kiszámoljuk a relatı́v különbséget az eltávolı́tott ponthoz tartozó eredeti emisszió
érték, és a predikcióra illesztett görbe között.

4. Minden egyes prediktált emisszió profil esetén vesszük a maximális relatı́v
különbséget. Ez lesz a profilhoz tartozó relatı́v göröngyösség érték.

5. A teszt adatszett göröngyöség értéke pedig az adatszettben lévő maximális
profil göröngyösség érték lesz.

Ezzel a módszerrel kapunk egy könnyen értelmezhető értéket arra, hogy mennyi-
re vannak ugrások a modell által adott predikciókban. Mivel végső soron az egész
adatkészletet a legrosszabb ponthoz tartozó értékkel jellemezzük, ez az érték egy
erős felülbecslése lesz az átlagos modell teljesı́tménynek.
A göröngyösség vizsgálatát a fluktuációs lı́tium és a két HESEL adatkészletre végeztem
el. A vizsgálat során nem csupán kiszámı́tottam mennyi a göröngyösség, hanem
azt is vizsgáltam hogy hogyan változik ez az érték és a háló pontossága a tanı́tó
adathalmaz méretének függvényeként.

5.6.1. Fluktuációs tangens hiperbolikusz adatkészlet göröngyössége

Először a fluktuációkkal ellátott tangens hiperbolikusz-szerű lı́tium nyalábos adat-
szett esetén vizsgáltam a modell által adott predikciók göröngyösségét a 5.6. feje-
zetben leı́rtak szerint. Az eredmények a 25. ábrán láthatók.
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25. ábra. A prediktált profilok görönygössége és a modell hiba a tanı́tó
adathalmaz méretének függvényében a fluktuációs lı́tium adatszettre.

Az ábrán láthatjuk, hogy a feketével jelölt göröngyösség nagyjából öt-tı́z ezer
profilból álló tanı́tó adathalmaz felett bekonvergál a minimális értékéhez ami 1.2-
1.4%. Ugyen ez elmondható a modell pontosságára (az ábrán zöld), ami 1.5-2.0%-
hoz konvergál.
Bár az 1.2-1.4%-os göröngyösség a következő fejezetekben bemutatott HESEL ada-
tokra kapott eredményekhez képest soknak tűnhet, ez csupán az extrém esetekből
ered. Hiszen a göröngyösség megadásánál az egész teszt adatkészlet esetén ta-
pasztalt legnagyobb értéket vesszük, ami ebben az esetben egy extrém nagy amp-
litúdójú és oldal irányban kis kiterjedésű fluktuáció csúcsában lesz. Ezek mellett
az 1% közeli érték önmagában is kellően kicsi, hogy a modellre azt mondhassuk
”folytonos” kimeneteket ad.

Egy másik nagyon fontos dolog amit láthatunk az ábráról, hogy mind a pon-
tosság, mind a göröngyösség öt-tı́z ezer profilból álló tanı́tó adathalmaz után kon-
vergál. Ez azt jelenti, hogy nincs szükség a nagyméretű 35000 profilos tanı́tó adat-
halmazra, közel ugyan ezek az eredmények 10000 profillal is elérhetőek.

5.6.2. HESEL adatkészletek göröngyössége

A HESEL adatszettekre is elvégeztem a göröngyösség vizsgálatát, az eredmények
a 26-27. ábrákon láthatók.
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26. ábra. A prediktált profilok görönygössége és a modell hiba a tanı́tó
adathalmaz méretének függvényében a lassú HESEL adatszettre.

27. ábra. A prediktált profilok görönygössége és a modell hiba a tanı́tó
adathalmaz méretének függvényében a gyors HESEL adatszettre.

Az ábrákon azt láthatjuk, hogy a HESEL adatok esetén (amik nem rendel-
keznek extrém méretű fluktuációkkal mint a fluktuációs lı́tium adatszett) még
alacsonyabb lesz a profilok göröngyössége. Nagyjából 2500 profilos tanı́tó adat-
szett felett mind a két model göröngyössége konvergál, a lassú HESEL nagyjából
0.5·10−16%-hoz, mı́g a gyors HESEL 0.2·10−15%-hoz, amik teljesen elhanyagolható
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értékek. Ez alapján elmondható, hogy az összes modell predikció kellően ”folyto-
nos”, valamint az adat numerikus felbontása elég magas, hogy a plazma profilok
lassan változónak látszanak rajta.
Nagyjából 2500 profilos tanı́tó adatszett után a modell hibák is konvergálnak,
ı́gy az is elmondható hogy ekkora tanı́tó adatkészlet elég a kı́vánt eredmények
eléréséhez.

5.7. Felbontásra való érzékenység

A korábbi fejezetekben a szintetikus diagnosztikákra jellemző viszonylag magas
(10 pont/cm) numerikus felbontással dolgoztam, hogy kellő részletességgel tud-
jam vizsgálni a plazma profilokat és a rajtuk elhelyezkedő fluktuációkat. Ám ilyen
felbontás általában csak a profilok rekonstruálása után áll rendelkezésre, a BES di-
agnosztikák jóval alacsonyabb felbontással dolgoznak. A W7-X berendezésen lévő
BES rendszer például 40 csatornán figyeli meg az emissziót, ami 2 pont/cm-es fel-
bontásnak felel meg[32].
Emiatt azt is megvizsgáltam, hogy hogyan viselkednek az ELM modellek, ha csökken-
tem a sűrűség és az emisszió profilok felbontását. Erre a célra a tangens hiperbo-
likusz alakú lı́tium adatszettet használtam, amiből interpoláció nélkül alakı́tottam
ki a kisebb adatszetteket. Ezt (a kı́vánt mérettől függően) a 400 pontból (10 pont/cm)
minden x-edik pont kiválasztásával értem el. Így elkerültem a szükségtelen inter-
polációból hozzáadott hibát.
Az eredmények a 28. ábrán láthatók. Az ábrán látható, hogy a profilok felbontása
1 pont/cm (az ábrán is látható tipikus mérési felbontás) alá csökkenthető anélkül,
hogy növelnénk a modellhibát. Ez alapján kijelenthető, hogy az ELM modellek
képesek akár a fúziós berendezésekbe épı́tett diagnosztikák saját felbontásával is
dolgozni, nincs szükség a profilok előzetes feldolgozására.
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28. ábra. Modell hiba a sűrűség és emisszió profilok numerikus fel-
bontásának függvényében. Az ábrán a W7-X, ASDEX, illetve KSTAR
fúziós berendezéseken lévő BES diagnosztikák mérési felbontását is
jelöltem.

5.8. Modell gyorsaság

A 5.4-5.7 fejezetekben bemutattam, hogy milyen pontosággal rendelkeznek az
ELM modellek amiket létrehoztam, milyen ”folytonossággal” tudnak prediktálni,
valamint mennyire érzékenyek a felbontásra. Ezek mind nagyon fontos paraméterek,
ám a gyorsaságról nem minden alfejezetben esett külön szó.
Ebben a dolgozatban az összes bemutatott kétrétegű ELM modell rendkı́vűl ha-
sonló architektúrával rendelkezik, ı́gy a gyorsaságuk megegyező lesz(a különböző
felbontással dolgozó modellek közt lesznek különbségek).

Mint a 3. táblázatban is emlı́tettem, ezek a modellek (400 pontos felbontás esetén)
az általam használt hardver és szoftver környezetben 0.17 másodperc alatt tudnak
1000 emisszió predikciót előállı́tani. Ugyan ebben a szofver és hardver környe-
zetben az adatgeneráláshoz használt RENATE-OD kód 1448.14 másodperc alatt
képes 1000 emisszió profil kiszámı́tására.
Ez azt jelenti, hogy az ELM hálók egy 8518-szor gyorsabb megoldást jelentenek,
miközben az esetek túlnyomó többségében elhanyagolható hibával rendelkeznek.
Mindezek mellett az ELM hálók sajátos architechtúrája miatt (mivel a tanı́tásuk
során nincs szükség backpropagation-re[24]) a tanı́tásuk is csupán másodperceket
vesz igénybe, nem igényel sok számı́tási kapacitást.
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6. Konklúzió

A nyalábemissziós spektroszkópia (BES) a plazmasűrűség mérésére használt aktı́v
plazmadiagnosztikai módszer, ezen rendszerek modellezésére számı́tásigényes szin-
tetikus diagnosztikákat használunk, mint például a RENATE-OD.
A RENATE-OD egy ütközéses sugárzási modellt (CRM) használ egy semleges nyaláb
mentén történő emisszió kiszámı́tásához, adott plazmasűrűség- és hőmérsékletprofil
mellett. Ez a számı́tás egy differenciálegyenlet-rendszer megoldását foglalja magában,
ami erősen korlátozza a diagnosztika alkalmazhatóságát a 3D-nyaláb modellezésében,
ahol a számı́tást alkalmazástól függően 106−1010-szor is szükséges lehet elvégezni.

A gépi tanulási megközelı́tések viszonylag újak a fúzió területén, céljuk általában
a különböző plazmafizikai és diagnosztikai modellek számı́tási idejének javı́tása,
mint például a RENATE-OD. Munkám fő célja az volt, hogy értékeljem a gépi ta-
nulási módszerek alkalmazhatóságát a BES forward modellezési folyamatára.

Munkám során lineáris regressziót, illetve perceptron és Extreme Learning Ma-
chine (ELM) hálókat vizsgáltam és megmutattam, hogy egyszerűsı́tett sűrűség pro-
filokkal lı́tium BES esetén a 0.2631%-os bizonytalansággal rendelkező ELM hálók
8500-szorosan felgyorsı́thatják a BES forward modellezést.

Ezek után megmutattam, hogy ez kiterjeszthető nátrium és deutérium nyalábokat
használó BES rendszerekre is 0.4821%-os és 0.1740%-os bizonytalansággal, illetve
fluktuációkkal ellátott szintetikus plazmaprofilokra is.

Vizsgáltam továbbá az ELM modellek alkalmazhatóságát egy 2D plazmatur-
bulencia modell (HESEL[4]) által létrehozott fluktuáló plazmaprofilokra 100kHz-
es illetve 1MHz-es mintavételezés esetén, ahol a hálók szintén képesek voltak az
emisszió prediktálására csupán 0.2726%-os és 0.6352%-os bizonytalansággal.

Ezek után megmutattam, hogy a szintetikus adatokon kı́vül a modellek használhatóak
W7-X kı́sérleti adatokból visszaállı́tott sűrűség profilok esetén is, csupán 0.7372%-
os bizonytalansággal.

Azt is demonstráltam, hogy az ELM modellek által adott eredmények folyto-
nossága a numerikus megoldók megoldásainak folytonosságához mérhető. Emiatt
a BES méréskiértékeléshez használt kódokba való integrációjuk nem okoz folyto-
nosági problémákat. Emellett azt is felismertem, hogy az általam vizsgált esetek-
ben a modellek tanı́tására kis méretű, esettől függően 2500-10000 profilból álló
adatszettek is elégségesek.

Végül megmutattam, hogy az ELM modellek nem érzékenyek a sűrűség és
emisszió profilok felbontására, képesek akár a BES mérésekben tipikus 1 pont/cm-
es felbontási szinten is megbı́zhatóan működni.
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7. Köszönetnyilvánı́tás

Szeretnék köszönetet mondani Asztalos Örsnek és Pokol Gergőnek minden segı́tségért
és támogatásért, illetve hogy bármilyen fúziós plazmafizikát érintő kérdésemmel
fordulhattam hozzájuk. Szeretnék köszönetet mondani Azarakhsh Jalalvandnak,
hogy segı́tett nekem a gépi tanulással és neurális hálózatokkal kapcsolatos kérdéseimben.
Szeretném megköszönni Csabai Itvánnak, Oz Kilimnek és a Gépi Tanulási és Adat-
Intenzı́v Tudományok Kutatócsoportnak, hogy megtanı́tották nekem a gépi ta-
nulás alapjait és mindig segı́tettek az ezzel kapcsolatos kérdéseimben.

A TDK dolgozatomban bemutatott munkát a HUN-REN Energiatudományi
Kutatóközpont és az EUROfusion támogatta.
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[14] Asztalos Örs, ”Modell-aided design and interpretation of beam emis-
sion spectroscopy measurements on fusion devices.” (2022).

[15] M. Lampert, G. Anda, A. Czopf, G. Erdei, D. Guszejnov, Á. Kovácsik,
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