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TDK DOLGOZAT

1. Bevezetés

A kotvényhozamok elemzése mind pénziigyi, mind gazdasdgi szempontbdl kiemelt jelentGsé-
gl. Mind pénziigyi drazdshoz, mind monetdris policy-k meghatdrozdsahoz sziikséges a hoza-
mok valtozdsdra hat6 tényezdk azonositdsa. Monostori (2010) dolgozatidban szamolt be arrdl,
hogy melyek azok a f&bb véltozdk, amelyek befolydsoljdk a kdtvényhozamok alakuldsat, azon-
ban empirikus eredmények hidnyaban hipotézise nem tdmaszthaté alé teljes bizonyossaggal. A
szerz8 a magyar kotvényhozamokat tigy tekintette, mint kiilonboz6 kockézati tényez6k miatti
felarak 0sszegét. Kiindul6 hipotézisiink, hogy a kiilonbozd orszagok kdtvényhozamaira ugyan-

azok a latens tényezG6k hatnak, azonban eltéré mértékben.

Felmertil tehat a kérdés, hogy van-e olyan mddszer, amivel lehetséges a hozamok latens
komponensekre valé dekompozicidja, illetve ha van, milyen jellemz8i, hatdrai vannak ennek a

modszernek.

Ehhez hasonl6 problémdk megolddsdra a mérnoki gyakorlatban mér évek ota elterjedt mod-
szer az Un. fliggetlen komponens analizis (independent component analysis, ICA). Az ICA alap-
vetden kiilonbozd adatok — legyenek azok valdszintiségi valtozok, idéfiiggvények, de akar tet-
sz6leges adatstruktirdk is — latens komponensekre bontdsara képes statisztikai modszer. A fel-
bontds az eredményiil kapott komponensek fiiggetlenségét célozza, vagyis a médszer 1ényege a
bemeneti adatok fiiggetlen komponensekre val6 felbontdsa. Mivel a fentiekben felvazolt prob-
léma esetén joggal feltételezhetjiik, hogy a kotvényhozamokban jelen 1évE kiilonbozd rejtett
komponensek bar nem fiiggetlenek, de fiiggetlenithetSk egymastdl, az ICA idedlis megoldas-
nak tfinik a fenti probléma megolddsara.

A szakirodalomban szdmos ilyen megoldds fellelhetd, magyar vonatkozdsban azonban nem
taldltunk relevdns eredményt. Ennek megfelelden a dolgozatban az ICA altaldnos bemutatdsara,

valamint pénziigyi alkalmazhatésagénak vizsgélatdra helyezziik a hangsulyt.

A dolgozatban el6szor az ICA éltalanos mddszertanit mutatjuk be, megvaldsitasi lehetdsé-
geit, illetve hasonldsagédt a pénziigyi teriileten inkdbb elterjedt f6komponens analizishez. Ez-
utdn ismertetjiik egy altalunk megvaldsitott neurdlis hal6zat alapi ICA architektira szerkezetét
és miikodését, illetve az ICA 4ltaldnos felhaszndlési lehetSségeit mérnoki és pénziigyi teriileten
egyarant.

Ezutdn a moédszer tulajdonsdgainak részletes vizsgalatat végezziik el kdtvényhozamok de-
kompozicidjdra alkalmazva azt. Az empirikus vizsgdlat sordn 5 orszdg kotvényhozamait ele-
mezziik, ismertetjiik az idésorok és fliggetlen komponenseik altaldnos tulajdonsagait, illetve az
id&sorok hidnyz6 adatainak pétldsdnak hatdsat az ICA algoritmus eredményére. Megvizsgaljuk

tovabbd, hogy a komponensek szdmdnak megvalasztdsa milyen hatdssal jar.

A tovébbi tesztek a mddszer robusztussdgat vizsgéljdk, mind adatrobusztussdg, mind elemszam-
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robusztussdg tekintetében. A tesztek kivitelezéséhez a teljesitmény megitélésére alkalmas mé-
rdszamokat definidlunk, majd nagyszdmu tesztet végziink az dltaldnos viselkedés feltardsa cél-
jabol.

Végiil az id6sorok ablakoldsanak hatdsat vizsgéljuk, kiilonb6z6 valsdgok kornyezetében ab-
lakolva azokat. A komponensek pénziigyi jelentéstartalommal val6 felruhdzdsa jelen dolgozat-
nak nem célja, de pozitiv eredmények esetén ennek megvaldsitdsa egy tovabbi kutatasi lehets-

7z

ség.
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2. A fiiggetlen komponens analizis

2.1. A koktélparti-probléma

Az ICA alkalmazdsanak leggyakoribb példdja a vak forrdsszétvalasztds (blind source separati-
on, BSS). Ebben az esetben a feladat tobb, rendelkezésre all6 id6fiiggvény fiiggetlen kompo-

nenseinek meghatdrozdsa, pusztin az id6fiiggvényekbdl nyerhetd adatok alapjan.

Egy szemléletes példa erre egy koktélparti, ahol egyszerre tobb beszélgetést is hallani, és az
egyes beszéldket akarjuk egymadstdl elkiiloniteni. Ehhez mikrofonokat helyeziink el, és az azok
altal felvett jelek — melyek a partin zajlé beszélgetésekbdl egyszerre tobbet is tartalmaznak, a
tavolsag és a beesési szog fiiggvényében kiilonbozden stilyozva — dekompozicidjaval kiilonitjiik
el az egyes beszélgetéseket. Végeredményiil olyan id6fiiggvényeket kapunk, melyek méar nem
tobb beszélgetés illetve zaj keverékét tartalmazzak, hanem csak valamilyen beszélgetést, vagy
csak valamilyen zajt.

Formélisan megfogalmazva ugyanezt a problémét: keresett N darab statisztikailag teljesen
fliggetlen valdszintiségi valtozo, S 1, S, ..., Sy, melyek a koktélparti-probléma besz€ldit repre-
zentdljak. Legyen adott — az egyszeriiség kedvéért — szintén N darab megfigyelt valoszinliségi
valtozé: X, Xo, ..., Xy, amelyek a mikrofonok 4ltal felvett jeleket jelentik. Feltételezésiink a

kovetkez6:

N
Xl:Zal]S]’ l: 1,2, ...,N, (2'1)
=1

azaz a kevert jelek a fiiggetlen komponensek valamilyen linedris kombindcidjaként allnak eld.

Matrixos frasmodot hasznalva:

X=AS, (2.2)

ahol X=[Xi, Xa, ..., Xy1", S=[S1, S2, ..., SnI", A pedig az un. kever6matrix, elemei az a;; koef-
ficiensek, melyek ebben az esetben azt fejezik ki, hogy a mikrofonok milyen mértékben halljak
az egyes beszélGket. A fliggetlen komponens analizis tehat legegyszer(ibb esetben (négyzetes

és nemszinguldris A esetén) a

S=A""X (2.3)



2.2. A fiiggetlenség eldontésének lehetdségei

probléma megoldésat jelenti. Tovabbi megfontoldsokat igényel, ha a kordbbi feltételezéseink
nem teljesiilnek, azaz ha példaul A szingularis, kiilonbdzd szamu megfigyelt jeliink és kompo-
nensiink van, kapcsolatuk nemlinedris, a méréseket zaj terheli, stb. Az esetek ismertetése meg-
haladna a dolgozat kereteit, kovetkezményeiket a szakirodalom b&ségesen targyalja (Hyvirinen,
Karhunen & Oja 2001).

Az alapprobléma nehézsége tehét, hogy nem csak S, de A és igy A™! is ismeretlen. A gya-
korlatban ezért dltaldban nem is A meghatdrozdsaval oldhat6 meg a probléma, hanem olyan
S -k keresésével, melyek a lehetd legnagyobb mértékben fliggetlenek egymastol. A probléma
kulcskérdése tehét, hogy hogyan lehet valdszintiségi valtozok fiiggetlenségét ellendrizni, illetve

biztositani.

2.2. A fiiggetlenség eldontésének lehetoségei

A koktélparti probléma megoldédsédra torekedve felmeriilhet a kérdés, hogy megoldja-e a prob-
1émat az X megfigyelések fehéritése, azaz ha ugy transzformaljuk Sket, hogy vérhat6 értékiik
egy, korreldciés matrixuk pedig egységnyi legyen.

Az igy elballt V fehéritett valtozok korreldlatlanok lesznek ugyan, de nem feltétleniil lesznek
fiiggetlenek. Mivel V barmely ortogonalis transzformacidja szintén fehér!, ezért csupan ez a fel-
tétel nem elegendd annak eldontésére, hogy V a valddi fiiggetlen komponenseket tartalmazza-e.

Masrészt viszont lathatd, hogy érdemes fehéritett adatokat haszndlni az ICA szdmitdsakor,
hiszen az S fiiggetlen komponensek korrelaciés métrixa biztosan az egységmatrix, ami azt je-
lenti, hogy a fehéritett adatokra felirt keverdmatrix ortogondlis lesz?. Ha tehat fehéritett adato-

kon dolgozunk, a (2.2) egyenlet a kdvetkezd format Slti:
V=VX=VAS =W’'S, (2.4)

ahol a fehéritett adatokat a V matrix altal reprezentdlt linedris transzformdacidval allitjuk el6, a
W7 ortogonilis matrix pedig az adatokat fehérits keverdmatrix, mely egyben az tin. szétvalasz-
tomatrix inverze — azaz ortogondlis matrix esetén a transzponaltja. Amint azt a 2.4. pontban is
latni fogjuk, a szétvalasztomatrix a fiiggetlen komponensek elkiilonitésére alkalmas, ahogy az
a (2.4) egyenletbdl is lathato.

A probléma megoldasdhoz tehat mds tuton kell elindulnunk. Alakitsuk at a (2.2) egyenletet

a kovetkez8képpen:

Y=b"X=b"AS =q’S5, (2.5)

1z = Uv esetén E(zz") = E(Uvw/ U”) = UIU” =1, ha U ortogonilis, és v fehér.
2y = Ws esetén I = E(vw!) = E(W ssT W) = W' W.

4
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Ebben a felirasban kitiinik, hogy ha b értékét meg tudnank vélasztani gy, hogy éppen A~
egy sordnak feleljen meg, akkor q minden eleme nulla értéki lenne egy kivételével, azaz S -bol
éppen egy S, fiiggetlen komponenst valasztandnk ki. A kérdés tehdt: hogyan vélasszuk meg
b-t?

A centrélis hatdreloszlds tétel szerint azonos eloszldsd, egymdstdl teljesen fliggetlen valo-
szinfliségi véltozok Osszege normdlis eloszldshoz tart. Ez tulajdonképpen azt jelenti, hogy ha
fliggetlen val6szintiségi valtozok egy Osszegéhez egy olyan valdszintségi valtozét adunk, mely
az eldbbiektdl fiiggetlen, akkor az igy nyert 0sszeg inkdbb fog hasonlitani egy normalis elosz-
ldsra, mint amennyire az 0sszegzés el6tt hasonlitott. Eszerint ha a q” S linedris kombindciéban
q elemeit (legyenek ezek a silyok) megvéltoztatjuk, és az S -ek fliggetlenek, akkor az Gsszeg
anndl kevésbé fog hasonlitani a normélis eloszldsra, minél inkdbb csak egyetlen S; hatarozza
meg az Osszeg értékét. Ha ugyanis az 0sszeg kevésbé hasonlit a normadlis eloszldsra, az csak
azért lehet, mert az Y 0sszegben kevesebb S; konvolvalddik. Célunk pedig éppen az, hogy Y
minél inkdbb hasonlitson az egyik S; komponensre, azaz hogy q valtozdsanak hatdsara — me-

lyet nyilvan b véltoztatasdval érhetiink el — minél kevésbé legyen normalis eloszlasu.

A fenti gondolatmenet fontos kdvetkezménye, hogy az S ;-k kozott legfeljebb egy lehet nor-
malis eloszlasy, hiszen két normélis eloszlasi komponenst ezzel a mdédszerrel nem tudunk meg-
kiilonboztetni. Hogy maximalizaljuk b” X nemnormalitésat, egy olyan mérészamra van sziikség,
mely informdciét ad arrdl, hogy egy valdszinliségi valtozd eloszldsa mennyire hasonlit a nor-

malis eloszlasra.

2.2.1. Csicsossag

Egy ilyen mérdszdm a csucsossdg (kurtosis), melynek el6nyds tulajdonsdga, hogy normalis
eloszlds esetén harom, anndl csicsosabb eloszldsok esetén nagyobb, mig ellenkezd esetben ki-

sebb?. Egy u varhat6érték, o szordsi Y valdsziniiségi valtozo csiicsossdga:

E(Y -w)!

kurt(¥) = —— (2.6)

A probléma megolddsa mindezek ismeretében mar lehetséges valamilyen erre a mérdszam-

2. 2

ra alapozott optimalizdcids eljarast — példaul gradiens-mddszerrel torténd megolddst — vagy
fixpont-algoritmust alkalmazva (Li & Adali 2008).

3Annak érdekében, hogy az osszefiiggés szemléletesebb legyen, szokdsos az tin. excess kurtosis hasznilata,
melynek értéke a fenti definiciéval kurt (¥) — 3. Igy a normadlis eloszldsndl csicsosabb eloszldsok csticsossdga
pozitiv, mig a kevésbé csiicsosaké negativ lesz.



2.2. A fiiggetlenség eldontésének lehetdségei

2.2.2. Negentropia

A lapultsaggal, mint a nemnormalitds mérdszamaval kapcsolatban azt a gyakorlati megfigyelést
kell azonban tenniink, hogy nagyon érzékeny az outlierekre*, nem robusztus mérészama a nem-
normalitdsnak. Egy hasonld, dm kedvez0bb statisztikai tulajdonsdgokkal rendelkezd mérészam

a differencidlis entrépia:

HY)=- f py(v)log py(v)dv, 2.7)
ahol py(.) az Y val6szintiségi véltozé stirtiségfiiggvénye. Erdemesebb azonban egy olyan ent-
répia alapti mérdszamot haszndlni, melyen keresztiil egy valdszintiségi valtozé nemnormalitdsa
kozvetlenill jelenik meg. Ilyen mérészdm a negativ normalizalt differencidlis entrépia, azaz a

negentropia:

J(Y) = H(Ynorm)_H(Y)’ (28)

ahol H(Y,,,) az Y-al azonos varhato értékii és szordsd normalis eloszlds entrépidja. Ez a jellem-
z8 mindig pozitiv’, azaz az 6sszes eloszlas koziil a normalis eloszl4s negentropidja a legkisebb,
a nemnormalitds mér&szamanak tehét ez is kivdléan megfelel. Szdmitdsa azonban nehézkes,
mert a valészinliségi siirliségfiiggvény pontos ismerete kellene hozza. Optimalizdcids algorit-

mus megvaldsitdsakor emiatt Y stiriségfiiggvényének valamilyen kozelitésére van sziikség J(Y)
becsléséhez (Prasad, Saruwatari & Shikano 2005).

2.2.3. Maximum likelihood becslés

Az ICA becsléséhez hasznalhatd tovabbi mddszer a maximum likelihood (ML) becslés. A ma-
ximum likelihood becslés a modern statisztikai becsléselmélet egyik legfontosabb mddszere.
Elnagyolt megfogalmazasban annak a valdszinliségét szamitja ki, hogy adott sokasdgi eloszlast
feltételezve eredményiil épp az a minta adddik, ami ténylegesen adott®. Itt a likelihoodok kisza-
mitésa zajmentes ICA-modellre a linedris transzformacio stirtiségének’ meghatarozasan alapul.
Tovébbra is adott a (2.2) egyenletnek megfeleld Osszefiiggés, ahol A a keverdmadtrixot jelenti.
Ekkor a transzformdlt valdsziniiségi véltozo siirlisége a kovetkez6 formuldval reprezentdlhat6

(Hyvirinen et al. 2001):

*Outlier-eknek az adatsorbél szélsGségesen kiugrd értékeket nevezziik.

3 Adott sz6rdst és vdrhato értékii eloszlasok koziil mindig a normalis eloszlds a legnagyobb entrépidju.
®Részletesebben ldsd (Hunyadi 2009), vagy (Hajdd 2003).

"Részletesebben 1dsd A. fiiggelék.
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px(X) =

1
‘det A|Ps(A7'%) =1det Bl ps(s) = |det B ﬂ pils:), (2.9)
ahol B = A™! és p; az i-edik fiiggetlen komponens siirtisége. A fenti egyenl&ség kifejezhetd

B =(by,...b,)T és x fiiggvényeként a kivetkezs egyenlEséggel :

px() = det Bl | | pib] ). (2.10)

Ha T megfigyelésiink van X-re, amit jeloljon x(1), x(2), ..., X(T), akkor az L(B) un. likelihood-

fliggvény a siirliségek szorzataként all eld, tehdt

T n
L(B) = ]_[ ﬂ pi(b7X(1)) |det B . 2.11)
=1 i=1
Algebrailag egyszeriibb azonban a log-likelihooddal szdmolni, ami a kovetkez6 formaban
adott:

T n
log L(B) = Y > log pi(b]x(1))+ T log det B . (2.12)

=1 i=1
Az egyenlGség jobb oldalan szerepld T-szerinti summazdasndl kihaszndlva, hogy az atlag a
véarhat6 érték kozelitése, a bal oldalt T-vel osztva és a jobboldalon az dtlagot a vdrhat6 érték

operdtorral helyettesitve, a kovetkezd 0sszefiiggést kapjuk.

% log L(B)=E [Z log p,-(b,.Tx)] +log |det B| (2.13)
i=1

Itt a varhato érték nem az elméleti varhat6 értéket jeloli, hanem a mintdbdl szdmitott atlagot.
A kérdés természetesen az, hogy hogyan kaphatjuk meg B értékeit. Ha adottak a p; stirliségek,
akkor a fenti egyenl8ségben a jobb oldalon szerepld elsé tag éppen akkor maximalis, ha y = Bx
egyenlGség teljesiil, ahol y éppen a fiiggetlen komponensek megfigyelt értékeit adja.

A probléma ebben az esetben azonban kettds. Egyrészt B, masrészt a p; stiriségek meghaté-
rozdsdra van sziikség. Amennyiben nincs sejtésiink a komponensek siirtiségérdl, akkor nempa-
raméteres becslésre van sziikség ezek meghatarozasdhoz, melyre a kordbban megjeldlt forrasok

tobb megoldasi lehetdséget is ismertetnek.



2.2. A fiiggetlenség eldontésének lehetdségei

2.2.4. Kolcsonos informacio

Val6szintiségi valtozok fliggetlenségének egy masik kivalé mér6szdma lehet a kdlcsonos infor-
mécid. A (2.7) egyenlet jeloléseit haszndlva n darab valészintiségi véltozd kolcsonds informa-

cidja:

I(Y),Ys, ... Y,) = > H(Y)—H(Y) (2.14)
i=1
ahol Y az Osszes Y;-t tartalmazé vektor, H(Y) pedig az dsszes Y; egyiittes eloszlasanak entropi-

aja:

HY) = —ff"'pr(Vl,Vz,“' s log py(vi,va, -+, v)dvidvs - - - dv,. (2.15)

Lathatd, hogy ez tulajdonképpen az egyes vetiileti entropidknak és az egyiittes entrépidnak
a kiilonbsége, fiiggetlenség esetén ez a mér6szam nulla.

Az A. fiiggelékben leirtaknak megfelel6en meghatirozhatjuk a (2.3) egyenlettel adott transz-
formaci6val transzformélt Y; valészintiségi valtozék kolcsonds informdciéjat (ismét az B= A"

jeloléssel):

(Y, Ys,..,Y,) = Z H(b!X)— H(X)—log|det B]. (2.16)
i=1
Ez az egyenlet szintén hasznalhat6 egy optimalizdcids eljaras koltségfliggvényeként, amennyi-
ben H(Y;) = b] X és H(X) valamilyen becslése rendelkezésiinkre 4ll — ahogy az a negentrépia
meghatarozasakor is sziikséges volt.
Megjegyzendd, hogy a megkozelités a negentrépidn alapulé mddszerrel egyenértékii egyen-
letekre vezet, s6t, az ML-mddszerrel val6 rokonsaga is kimutathatd. A részletes levezetés Hyvi-

rinen et al. (2001) konyvében taldlhat6 meg.

2.2.5. Kumulans tenzor

Ahogy azt a csticsossdg esetében is lathattuk, valészinfiségi véltozok fiiggetlenségének vizs-
gélatakor a negyedrendi statisztikdk nagy segitséget nytjthatnak. Nem meglepd tehdt, hogy
negyedrend(i kumuldnsok® vizsgélatdval a fiiggetlen komponensekre valé felbontds szintén el-

végezhetd.

9 A kumuldnsok lefrdsa a B. fiiggelékben taldlhato.
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Definidljuk a negyedrend kumuldns tenzort, mint linedris operatort az nxn méretli matrixok

terében, az S;, i = 1, ..., n valoszinliségi valtozok negyedrendi keresztkumuldnsai segitségével :

F(M);; = ) mu-cum(S S j, Sk ), (2.17)
kl

ahol F(M);; a tenzor dltali transzformaci6 eredményének ij-edik eleme, my; pedig a transzfor-
malt M matrix kl-edik eleme. Ez a négydimenzids tenzor nyilvéan sziimterikus'?, tehdt diagona-

lizélhato, azaz l1étezik olyan M sajatmatrix és A sajatérték, hogy:

F(M) = AM. (2.18)

Megmutathatd, hogy a tenzornak n nemnulla sajatértéke van, melyek éppen az S; valdszi-
ntiségi valtozdk csticsossagaival egyenldk. Allitsunk el az X bemeneti adatokbdl a V fehéritett
adatokat. Megmutathat6 az is (Hyvirinen et al. 2001), hogy ekkor az M sajatmatrixok mind-
egyike M; = w! w; alakd, azaz a szétvdlasztomatrix egy w; oszlopdnak onmagéval vett diadi-
kus szorzataként all el§. Ennek megfelelGen a kumulédns tenzor sajatmdtrixainak sajitvektorai a
szétvalasztomatrix egy-egy oszlopat adjik.

Megjegyzend6 a médszerrel kapcsolatban, hogy ebben a formaban sok szadmitast €s a nagy-
méretli tenzorok miatt sok memoridt is igényel, igy jellemz8en csak kisdimenzids esetekben

hasznaljak.

2.3. ICA ésPCA

7 _ 7z

Az el6zbekben leirt modszer 1ényegének a megértéséhez érdemes 0sszehasonlitani azt egy ma-
sik hasonl6 céld, pénziigyi adatok elemzéséhez gyakrabban hasznalt mddszerrel, a f6kompo-
nens analizissel (principal component analysis, PCA).

A PCA célja valamilyen adathalmaz un. f6komponenseinek a megtaldldsa, melyek a lehetd
legtobb informécidt tartalmazzak az adatpontok 6sszességérdl. A probléma érzékeltetése a 2.1.
abrén lathatd, ahol egy kétdimenzids adathalmazt dbrazolunk. Amint lathatd, az adatpontok egy
elnyujtott ellipszis mentén helyezkednek el, és ha azokat az ellipszis f6tengelyeivel parhuza-
mos bdzisban frjuk fel, tobb szempontbdl is eldnydsebb reprezentdcidhoz jutunk. El&szor is
ha az ellipszis kistengelyének megfelel6 irdnyban a koordindtat elhagyjuk — azaz a pontokat
a nagytengelyre vetitjiik —, a lehetd legkisebb mértéki hibat!® okozzuk. Masrészt az is ldthato,

hogy a nagytengely irdnydban maximalis az adatok variancidja, azaz a f6komponensek az egyes

Ocum(s;, S ;, 8k, S ) értéke nem fligg i,j,k és [ sorrendjétdl.
10Valamilyen megallapodds szerinti hibét kell ez alatt érteniink, PCA esetén a konvenci6 szerint legkisebb négy-
zetes értelemben értenddt.



2.3. ICA ésPCA

adatpontok halmazban elfoglalt helyét is jobban érzékeltetik. A PCA tehdt f6komponenseket
allit eld, melyeket fontossagi sorrendbe rendez tgy, hogy az utolsé elhagydsa jelentse a legki-
sebb informdacidvesztést. Ezt gy is megfogalmazhatjuk, hogy a legfontosabb f6komponensnek

olyannak kell lennie, hogy a lehetd legkisebb hibdval reprezentdlja az adathalmaz egészét.

X2
o
T

2.1. abra. A PCA szemléltetése. Amint lathatd, a nyilak irdnydba mutat6 bazisvektorokkal felirt koordi-
natdkkal jobb képet kaphatnink arrél, hogy az egyes adatok hol helyezkednek el az ellipszisen
beliil.

Az ICA ezzel szemben nem csak a korreldlatlansdgot, de a fiiggetlenséget is el6irja az egyes
komponensek szdmdra. Amint az tehdt sejthetd, az ICA a PCA egyfajta kiterjesztése, hiszen a
PCA-hoz hasonldan az adatok - illetve az ICA esetén jellemzden adatsorok - egy specidlis repre-
zentaciodjat keresi. A két modszer rokonsdganak megértése érdekében érdemes a PCA formalis
matematikai lefrdsardan keresztiilhaladnunk.

T11 3 bemeneti adatok

Ehhez haszndljuk fel a kdvetkez6 definicidkat: legyen x=[x1, x», ..., X,,]
egy n dimenzids vektora, y=[yi, y», ..., y,]7 a transzformalt adatoké, a W ortogondlis transzfor-
méciés matrix oszlopai pedig a transzformalt tér w,=[w;;, wp, ..., w;,]7 bézisvektorai. A PCA

probléma alapjdul szolgalé egyenlet tehat:

y = Wx. (2.19)

Keressiik azt a W transzformaciés métrixot, melyre igaz, hogy x-et oszlopterének!' barmely

m dimenzi6s alterére vetitve x legkisebb négyzetes hibdju becslését kapjuk, azaz minimalizaljuk

'Természetesen ez lehet valdszintiségi vektrovdltozé egy realizicidja is, a médszer 4ltaldnos felirdsakor azon-
ban dltaldban skaldrokkal dolgoznak, igy a tovabbiakban mi is ezt a jelolésrendszert kovetjiik.
A matrix oszloptere az oszlopai 4ltal kifeszitett altér, mely a matrix 4ltal reprezentalt transzformacid képtere.

10
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a kovetkezd koltségfiiggvényt:

m 2

X— Z(W,TX)W,'

i=1

Cpca(W) =E (2.20)

Felmeriil a kérdés, hogy kiterjeszthetd e a PCA olyan esetekre, mikor a keresett f6kompo-
nensek a bemeneti adatok valamilyen nemlinedris transzformdcidja dltal adottak, ahogy a 2.2.
abran dbrazolt esetben. a (2.20) linedris kritériumot ilyen esetekben a f6komponensekre alkal-

mazott g;(.) nemlinedris fliggvényekkel kell mddositanunk, a kovetkez6képpen:

2

Crnipca(W) =E |[x— Z gw'x)w;| =E ||X—WTg(Wx)H2 , (2.21)

i=1

ahol W a w; oszlopvektorokbdl 1étrehozott matrix, g(Wx) pedig egy oszlopvektor, i-edik eleme

gi(W'x).

2.2. dbra. Az NLPCA szemléltetése. Amint l1that6, a f6komponensek ezittal nemlinedris kapcsolatban
allnak az {xy, xo} bazis koordinataival.

A 2.2. pontban emlitett okokbdl allitsuk el az x bemeneti adatokbdl a v fehéritett adato-
kat, és tegyiik fel, hogy a fehérités utdni adatok €s y dimenziéja megegyezik. Megmutathat6
(Hyvirinen et al. 2001), hogy ekkor a (2.19) egyenlet jeloléseit haszndlva igaz a kovetkezd

Osszefligés:

11



2.4. ICA megval6sitasa nemlinedris PCA-haldval

Crirca(W) =E [v-WgWv)|[" =Ely-gw)I’ = Y E[yi-gi]’.  (222)

i=1

Legyen minden i-re igaz, hogy

g(y) =y +y. (2.23)

Lathat6, hogy ekkor a (2.22) egyenlet éppen a fehéritett adatok esetén érvényes a (2.6)

egyenlettel lesz ekvivalens:

m

Cirea(W) = > Byl (2.24)

i=1

2.4. ICA megvalésitasa nemlinearis PCA-haléval

A (2.24) egyenletnek megfelelden tehat az NLPCA elvégzése tulajdonképpen egyenértékii az
ICA probléma megolddsaval, ha a megfelel6 miiveleteket fehéritett adatokon végezziik.

Mind az adatok fehéritésére, mind az NLPCA megolddsara kézenfekvé mddszer a neurdlis
halézatos architektira haszndlata (Horvéth, Altrichter, Pataki, Strausz, Takdcs & Vaylon 20006).
A neurdlis hdl6zat a 2.3. dbrdn lathaté médon épiil fel. A halézat j-edik adatfeldolgozo eleme —
melyeket neuronnak neveziink, az dbran kordk jelolik — egy-egy nemlinedris miiveletet végez:

ha az egység n-dimenzidés bemenete v, kimenete pedig s, akkor az egység az

S;i=8j (Z W,‘jV,‘) (225)
i=1

nemlinedris miveletet végzi, ahol a w;; koefliciensek az egység un. silyai. A stlyokat minden
probléma esetén az adott problémanak megfeleld koltségfiiggvény minimalizdldsaval tanitjuk
meg a hdlézatnak. Ezeket az algoritmusokat tanitdsi szabdlyoknak nevezziik. A koltségfiiggvény
megfogalmazasakor kell figyelembe venniink a g;(.) leképezés megfeleld megvalasztdsat is —
tobb neuronbdl 4116 hdlézatok esetén jellemzden g;(.) = g(.) minden j-re.

Feladatunk tehét — visszatérve a (2.2) egyenlet jeloléseihez, felhaszndlva a (2.22) egyenlet
tanulsdgait — a megfigyelt x adatokbdl az a fliggetlen komponensek értékeinek eldallitdsa. Ezt
a V matrix segitségével elballitott v fehéritett adatok neurdlis haldzattal vald feldolgozadsdval
érhetjiik el. A klasszikus, 2.25 egyenlet szerinti megkozelités helyett a 2.3. dbranak megfeleld

felépitésd, linedris halozatot alkalmazunk, a nemlinearitdst csak a masodik réteg tanitdsahoz

12



TDK DOLGOZAT

Xq

XN

2.3. dbra. Az ICA-t megval6sito neurdlis hal6zat

felhasznalva, hiszen a (2.1) egyenlet szerint a keresett értékek és a bemenet kozotti kapcsolat
linedris. A hdlézat stlyait megfelelGen a W szétvalasztomatrixba gytjtve a kovetkezd egyenlet

tagjait kell tehdt meghatdroznunk :

s=Wv=WVx. (2.26)

Az adatfehéritéshez a v=Vx egyenlet V egyiitthat6ira van sziikség, melyeket szintén meg-
hatarozhatjuk neurdlis hdl6zat segitségével, a k-adik tanitasi Iépésben a kovetkezd szabalyt al-
kalmazva (Plumbey 1993):

V(k+1) = V(&) +u(k) [ VIOx(x(k) V(K - 1| V(K), (2.27)

ahol u az Un. tanitdsi vagy batorsagi tényezd.
A masodik, a fiiggetlen komponensek szétvalasztasat végzs, v bemenetli neuronréteg tani-

tasat a kovetkezd egyenlet szerint végezhetjiikk (Wang & Karhunen 1996):

W(k+1) = W(k) +n(k)g (Wk)v(k) v(k)" +a (I - W(k)W(k)T) W(k), (2.28)

ahol @ egy konstans a [0,5,1] intervallumbdl — a legjobb eredményeket 0,5 esetén kaptuk.
Megmutathatd, hogy a (2.28) egyenletnek megfeleld algoritmussal tanitott hdld az 3, Ef(s;)
koltségfiiggvényt minimalizélja, ahol az f(.) fliggvény g(.) integralja. Ha tehét a (2.24) egyenlet-
nek megfeleld koltségfiiggvény minimalizaldséra toreksziink, g(r) =4¢° vélasztéssal kell éIniink.
Ezzel a vdlasztdssal azonban az algoritmus nem stabil (Horvath et al. 2006), igy szerencsésebb
a neurdlis halézatok korében elterjedt g(7) = tanh(z) fiiggvény haszndlata, melynek Taylor-soros

kozelitésében a 1> tag domindl.

13



2.5. FastICA algoritmus

A hélézatok tanitdsat az id6sor minden k elemére elvégezziik, az id6soron akdr tobbszor
is végighaladva egészen addig, mig a W és V matrixok egyiitthat6i nem konvergalnak. Ehhez
elengedhetetlen a u és n batorsdgi tényezdk megfeleld megvélasztiasa. Az édltalunk megvaldsi-
tott algoritmus adaptiv batorsagi tényezdket haszndl, azokat egy kezdeti — megfelelGen nagy —
értékrdl addig csokkenti, mig azok megfeleld mértékii konvergencidt nem biztositanak.

Fontos megjegyezniink az ICA analizissel kapcsolatban, hogy a keletkezett komponensek
nem egyértelmiiek. Egyrészt a komponensek sorrendje tetszdleges lehet, tehat tobbszori futta-
tas esetén a komponensek sorrendje cserélddhet, masrészt az eredményiil kapott komponensek
az eredeti s vektor elemeinek barmilyen skaldrszorosai lehetnek — ez ugyanis a fiiggetlensé-
get nem befolydsolja, és csak a kever6matrix elemeinek értékét kellene megvaltoztatni, melyek
szintén az ICA 4ltal meghatdrozottak. Eppen ezért a tovabbiakban az ICA minden eredményét
a [—1,1] tartomédnyra normalva dbrazoljuk, illetve a kiilonb6zd idésorok esetén kapott kompo-
nensek 0szszehasonlitdsakor a kapott komponenseket sztenderdizalni fogjuk, tehat 0 varhat6

értékd, 1 szorasu idGsorokat allitunk el8.

2.5. FastICA algoritmus

Az ICA egyik leggyakoribb implementdldsi mddja a fixpont-megkozelitésre alapulé FastICA
algoritmus (Hyvirinen & Oja 2000), melyet a dolgozatban a neurélis architektiraval valé 6ssze-
hasonlitashoz hasznalunk.

Az algoritmus feltételes optimalizaciot végez, a Crugica = E ( f (WTX)) koltségfiiggvény mi-
nimumét keresi ||w|* = 1 feltétel mellett, ahol a f(.) tetszbleges fiiggvény, derivaltjat g(.)-vel
jeloljiik. Az algoritmus alapvéltozata kiilon-kiilon hatdrozza meg a fiiggetlen komponenseket,

1épései egy fliggetlen komponens meghatdrozasahoz (a korabbi jeldléseket haszndlva):

1. Kezdeti — véletlen — wy stilyvektor kivédlasztdsa.

2. Wit =E (xg(W/ %))~ E (g (W X)) wi.

_ owi+l
3. Wi = g

4. Ismétlés 2-t61 a konvergencia eléréséig. A kiszamitott fiiggetlen komponens ekkor w x.

A varhato értékeket a szamitdsok sordn az algoritmus mintadtlaggal becsli, igy teljesitménye
szempontjabol az idésorok elemszama fontos tényezd. Tovéabbi fontos tulajdonsdgai a mddszer-
nek, hogy a g(.) fiiggvény tetszdleges lehet — természetesen az algoritmus eredménye szempont-
jabol a megvélasztds nem kzOombdos, bizonyos fiiggvények esetén lapultsag, illetve negentrépia
alapi megkozelitéseket kaphatunk. Az algoritmus lathatéan nem igényli batorsigi tényezdk

hangoldsét, konvergencia-tulajdonsagai pedig kival6ak.

14
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Ahogy azt emlitettiik, ez az egyik legelterjedtebben hasznalt ICA algoritmus. Szamos valto-
zatéat dolgoztéak ki, és tulajdonsédgai, alkalmazasi lehetségei is széles korben ismertek. A rész-
letekbe mend ismetetés ennél fogva meghaladnd a dolgozat kereteit, ehhez vo.: Horvéth et al.
(2006), Hyvirinen & Oja (2000), vagy Hyvérinen et al. (2001).

2.6. Alkalmazasi példak

Az ICA alkalmazési lehet8ségeinek szemléltetésére a 2.4. pontban ismertetett struktira haszna-
lata a legkézenfekvObb megoldas, ezzel egyszersmind a 1étrehozott architektira funkcionalitdsa
is ellenGrizhetd.

Alkossunk két tetszbleges, de ismert idGsorbol két kevert idGsort egy keverdmatrix segitsé-
gével, majd vizsgaljuk meg, hogy a mdédszer képes-e visszadllitani az eredeti idGsorokat. Mivel
az ICA els6sorban mérnoki problémdk megolddsa esetén elterjedt, legyen a két id6sor — me-
lyet ezen a teriileten gyakran egyszertien jeleknek neveznek — ilyen témakorben hasznalatos:
az egyik az x € [0,3] intervallumon értelmezett f(x) = 3 sin(x) fliggvény, a masik pedig egy Y
egyenletes eloszlasu valdszinliségi valtozo éltal generdlt mintasorozat.

A keverdmatrix elemeinek pontos értéke az eredmény szempontjabol nem relevdns, mivel
ahogy azt kordbban emlitettiik, az ICA 4ltal elGallitott fiiggetlen komponensek az eredetiek
tetszGleges skaldrszorosai lehetnek. Igy ha a visszadllitott jelek valamilyen skaldrszorosai meg-
felelnek az eredetieknek, a kever6matrix oszlopai esetén ugyanez a helyzet fog fennéllni. A két
eredeti jel, a kevert jelek, valamint a visszadllitott jelek a 2.4. dbrdn lathat6ak.

Amint a 2.4. dbréan is lathatd, a médszer miikodSképes, a visszadllitott jelek szinte toké-
letesen megfelelnek az eredetiek skaldrszorosainak. Erdemes megjegyezni, hogy a mintaszam
csokkenése, a jelek szamdnak ndvekedése, illetve a kever6matrix kondiciondltsaga jelentds ha-
tast gyakorolhatnak az algoritmusra, igy szerencsétlen esetben a visszadllitds a képen lathatondl
rosszabb mindségben is torténhet, kiilondsen tobb jel esetén. A 2.5. dbran lathatd, hogy négy
jel dekompoziciéjat az algoritmus szintén képes elvégezni, az egyes visszadllitott jeleket terhe-
16 zaj azonban megnd, illetve a dekompozicié sem olyan tokéletes, mint az el6z8, egyszerilibb

esetben. Mindezek ellenére az eredeti jelek jol felismerhetSek ebben az esetben is.

2.6.1. Mérnoki alkalmazasok

Szamos olyan probléma meriil fel a mérnoki gyakorlatban, melynek sordn adatok fiiggetleni-
tésére, illetve kiillonb6zd komponensek elkiilonitésére van sziikség. Ennek megfeleléen az ICA
az évek sordn szamos esetben bizonyitotta alkalmazhatésagat. A téma bdséges irodalma is a

modszer elterjedtségére utal.
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2.4. dbra. A megval6sitott ICA algoritmus eredményei két jel esetén, az algoritmust 300-300 mintaelem-
re lefuttatva

Legjellemz&bb felhasznaldsi modjai a dekompozicids feladatok. Ezek koziil is a legegysze-
rlibb eset az, ha a (2.1) egyenlet valtozdinak szdma egy. Ez az tn. vak dekonvolicids probléma
(blind deconvolution, BD) esete, amikor is a megfigyelt jel az eredeti jel valamilyen szfirt val-
tozata. Az eredeti jel visszadllitdsa példdul a Kaplan & Ulrych (2003) 4ltal leirt mddszerrel
lehetséges.

A tobbdimenziés dekompozicids feladatok nagy része a kordbban emlitett BSS probléma
megolddsat igényli. Ez a klasszikus, a (2.3) egyenlet dltal megfogalmazott feladat, megolda-
sa szamos gyakorlati problémadra nyujthat megoldast. A BSS probléma klasszikus példdja — a

koktélparti probléma mintdjdra — a hang- illetve beszédfelismerés, tobb mikrofon dltal rogzitett
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2.5. dbra. A megval6sitott ICA algoritmus eredményei négy jel esetén, az algoritmust 300-300 minta-
elemre lefuttatva

jelek szétvdlasztasa késdbbi feldolgozas céljabol. A probléma megolddsdra szamos gyakorlati
alkalmazas sziiletett, tobbek kozott olyan is, mely tobb fiiggetlen komponens szétvalasztisara is

képes, mint ahany megfigyelt jel rendelkezésre all (Lee, Lewicki, Girolami & Sejnowski 1999).

Erdemes megjegyezni, hogy a BSS problémat barmilyen adatstruktira esetén megfogalmaz-
hatjuk, akkor is, ha az egyes fiiggetlen komponensek maguk is tobb dimenzidsak. Ilyen példaul
az arcfelismerés esete. Ekkor a kevert kép, vagy képek tobb, fiiggetlen képpé valé dekompo-

ziciojat keressiik. A kés6ébbi felismerés szempontjabdl kiilondsen fontos a lokdlis torzuldsok
kezelése, mely koriiltekint6 komponensekre bontdst igényel (Kim, Choi, Yi & Turk 2005).
Tovébbi alkalmazasi lehet6ség barmilyen tobbdimenzids mért adat dekompozicidja, Liu,
Pearlson, Windemuth, Ruano, Perrone-Bizzozero & Calhoun (2007) példaul agyi fMRI'? fel-
vételek feldolgozdsdra hasznéltdk a mddszert. A szerz6k a felvételeken tapasztalhaté elvalto-

zasok, és az egypontos nukleotid-polimorfizmus (single nucleotide polymorphism, SNP) kap-

12A funkcionélis mégneses rezonancids képalkotds (functional Magnetic Resonance Imaging) olyan orvosi kép-
alkotési eljards, mely képes a test valamely szovetének, jellemzSen az agyi régidk vérfelhaszndldsanak valtozasan
keresztiil 4brdzolni annak aktivitdsat.
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csolatat vizsgaltdk. Az SNP a DNS egy bazisparjanak mutdcidja, mely a populacié legaldbb
1%-aban azonos helyen megjelenik. Az SNP-k az emberi genetikus varidcidk nagyjabol 90%-
at teszik ki, hatdsuk feltdrdsa a genetika egyik intenziven kutatott teriilete (Genomic Science
ICA (parallel ICA, pICA) architektirdval végezték, mely a fiiggetlen komponensek meghataro-
zasaval parhuzamosan képes az egyes modalitasok — azaz az fMRI és az SNP adatok — kozotti
kapcsolatok elemzésére. Ezdltal a mdédszer betekintést nyujt a kiilonb6zd agyi régidk aktivitdsa
és a genotipus lehetséges kdlcsonhatdsaiba.

A BSS problémadkon tdl az ICA hasznalhaté példaul zajsziirésre is (Gruber, Theis, Stadlt-
hanner, Lang, Tome & Teixeira 2004), mivel a mddszer a kiillonb6zd mért jelek és a zaj elkii-
16nitésében igen robosztus eszkdznek bizonyul — ezt a tulajdonsdgat mar a 2.4. dbra is mutatta.
Tovébbi, nem trividlis alkalmazdsa lehet a médszernek kiilonbozd digitalis képek vizjelezése is.
Digitélis csatorndk védelmére gyakran alkalmaznak tn. vizjelezést, példaul dokumentumok hi-
telesitése esetén. Az adatokhoz valamilyen érzékeny informdciét adnak hozza, mely az adatok
sériilése esetén — példdul jogtalan médositds miatt — jelzi a sériilt adatok jelenlétét a fogadéd fél
szamdra. Lehetséges a vizjel hozzdaddsa az adatok fiiggetlen komponenseihez is (Bounkong,

Toch, Saad & Lowe 2003), mely tovabbi védelmet nyujt az adatok sériilése ellen.

2.6.2. Pénziigyi alkalmazasok

Az el8bbiekben felsorolt alkalmazdsok mellett a mdédszer népszer(isége a gazdasagi alkalmaza-
sok teriiletén is egyre nd, hiszen a gazdasagi adatok elemzésekor sok, a felsoroltakhoz hasonlé
jellegli probléma meriil fel. Ezen a teriileten a mddszert elsGsorban pénziigyi adatok és modellek
vizsgalatdra alkalmaztdk. Ennek oka, hogy mddszer nagy adatmennyiség esetén hatékonyabb,
igy nagyfrekvencids id6sorok esetén rendkiviil j61 alkalmazhat6, mig mas, példaul makro id6-
sorok esetén, ahol jellemz&en havi, negyedéves vagy éves adatok dllnak rendelkezésre, kevésbé
hatékony. A magyar gazdasagi szakirodalom eddig nem foglalkozott a mddszer hasznalataval,
a kutatds sordn nem is taldltunk relevans magyar nyelv{ irodalmat a témaban. A kiilfoldi folyo-
iratokban fellelt cikkek alapvetéen a PCA és az ICA Osszehasonlitdsara helyezik a hangsulyt
kiilonboz6 pénziigyi modellek vizsgélata soran.

Az ICA-t pénziigyi adatok vizsgdlataval kapcsolatban alapvet6en harom nagyobb alteriile-
ten haszndljdk. Egyrészt pénziigyi modellek, médszerek vizsgalatara, mésrészt pénziigyi dko-
nometriai modellek alkalmazdsdban, harmadrészt pedig egyéb adatelemzési eszkdzok tesztelése
esetén. A kovetkezGkben rovid attekintést nyujtunk az altalunk feldolgozott pénziigyi alkalma-
zéasokkal kapcsolatos szakirodalomrdl.

A portfolidkezelés sordn a szakemberek egyik feladata a kamatldb-érzékenység kikiiszo-
bolése, amit az immunizacids stratégia segitségével érhetnek el. Ehhez az un. atlagid6t veszik

alapul, amely az értékpapirok kamatlab-érzékenységének egy mértéke. Egy portfoliét immuni-
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zaltnak tekintiink, ha az 4tlagideje nulla, vagyis a kamatldb kicsiny megvéltozdsa nem befolya-
solja a portfoli6 értékét. Ahhoz azonban, hogy ezt megvaldsitsdk, a gyakorlatban nagyszami
kotvény dtlagidejét kellene kiszdmitani, tehat az immunizéci6 hatékonysaga és a szamitdsigény
kozott erSs trade-off van. A szamitdsigény csokkentésére altaldban fékomponenseket haszndl-
nak, amelyek egy adott elemi kotvényportfolié variancidjanak a lehetd legnagyobb hdnyadat
magyarazzak, és ezek segitségével ,,dllitjak be” az atlagidot nulldra. Gonzalez & Nave (2010)
cikkiikben PCA és ICA megkozelitést haszndlva vizsgaltdk, hogy melyik modszer szerint alakit-
hat6 ki megbizhatobb immunizécids stratégia. A tesztek soran két kiilonbozd periddust vizsgal-
tak, és mindkett6ben az ICA teljesitett jobban. Hasonl6 eredményekre jutott Bellini & Salinelli
(2003) is.

Egy masik gyakran hasznélt pénziigyi modell az APT'3, amely a faktormodellek kirébe
sorolhatd. A modell segitségével lehetSség van egy adott értékpapir hozamanak faktorokra va-
16 felbontasara. Cha & Chan (2000) cikkiikben részvényhozamokra alkalmaztdk a fiiggetlen
komponens analizist, hogy feléllitsanak egy tobbfaktoros modellt. Szintén részvényhozamok
dekompoziciéjdra haszndltak az ICA-t Back & Weigend (1997), akik elemzésiik sordn Ossze-
hasonlitottdk eredményeiket a PCA altal szolgéltatott eredményekkel. Kovetkeztetésiik szerint
a fiiggetlen komponensek jobban visszaadjak a hozamok mdogott rejld 1tens véaltozékat, mint a
fékomponensek, sot a sokkokra sokkal robusztusabban reagédlnak az ICA éltal generdlt kompo-

nensek.

A pénziigyi konometridban gyakran hasznalt GARCH-modellek!* a volatilitds folyama-
tat modellezik. Wu & Yu (2005) a GARCH-modellekkel kototte 6ssze az ICA hasznalatat. A
szerz8k azt vizsgaltak, hogy a hozamokra illesztett VAR-modellek reziduumainak PCA és ICA
altal dekompondlt véltozdkra illesztett volatilitds-modellek koziil melyik illeszkedik jobban az
id&sorokra. Eredményeik szerint az ICA-GARCH kevésbé volatilis reziduumokat eredménye-
zett mint a PCA-GARCH, illetve a fiiggetlen komponenseken alapulé modellek pontosabban

kovették le az iddsort mint a f6komponenseken alapulé modellek.

Szintén ezen a teriileten, de az eldrejelzések megbizhatdsdgat vizsgdlta Chiu, Lee & Lu
(2009) Nikkei225 és TAIEX indexek részvényeinek hozamaira. A vizsgdlat sordn a fiiggetlen
komponens elemzést a zaj idGsorbdl vald kiszlirésére hasznaltdk. A kordbbiakhoz hasonldan a
PCA alapu megkozelitéssel vetették 0ssze az eldbbi mddszert. A zaj kiszlirése utdn a kompo-
nensekre szupport-vektor regressziot (support vector regression, SVR) haszndltak az el6rejelz6
modell becsléséhez. A tesztek sordn tobb mutatdt is vizsgaltak az elGrejelzések megbizhatdsa-
génak megallapitdsara. Az el6rejelzési hiba mérését MAD (mean absolute deviation), RMSE
(root mean squared error) és NMSE (normalized mean squared error) mutatékkal, mig az elGre-

jelzés adekvatsdganak mérését DS (directional symmetry), CP (correct up trend) és CD (correct

I3APT - Arbitrage Pricing Theory, 1asd (Ross 1976).
“GARCH - Generalized Autoregressive Conditional Heteroskedasticity, 14sd Bollerslev (1986).
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down trend) mutatdkkal végezték. Eredményeik alapjdn minden mutaté esetén jobb eredményt
szolgaltatott az ICA-SVR moddszer.

A korédbban leirtaknak megfelel6en az adatelemzési mddszerek egyre elterjedtebb eszkdzét
képezik a neurdlis halok. A mddszert pénziigyi teriileten elsGsorban eldrejelzésre hasznaljak.
Liu & Wang (2011) ICA és PCA dltal eldallitott zajt6l mentesitett komponenseket haszndlva
készitettek tobbrétegli perceptron (multi-layer perceptron, MLP) neurdlis halot a részvényar-
folyamok el6rejelzéséhez. Az MLP-t hiba-visszaterjesztéses algoritmussal (backpropagation,
BP) tanitottdk. Az el6rejelzési hiba becslésére MAE (mean absolute error) és RMSE (root me-
an squared error) mutatékat szdmitottak, mindkét mutatd esetén az ICA-BP modell teljesitett

jobban.
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3. ICA alkalmazasa kotvényhozamok dekompozicidjara

A tovabbiakban az ICA sajitossagait teszteljiik kotvényhozam-adatok felhaszndldsaval. Az elsd
részben roviden bemutatjuk a kotvényhozamok dekompoziciéjanak pénziigyi hatterét, és egy-
ben rdvilagitunk arra, hogy az ICA miért alkalmazhaté ennek a problémaénak a megolddsara.
Az empirikus tesztek sordn nem célunk a komponensek pénziigyi tartalmanak meghatdrozasa,

sokkal inkdbb a mddszer sajatossdgainak vizsgalata lesz a kozéppontban.

Monostori (2010) dolgozatdban bemutatta, hogy a kotvényhozamok mogott elméleti szem-
pontbdl kiilonbdz6é komponensek allnak, és ezen komponensek hatdsdra valtozik a kotvényho-
zamok szintje. A szerz6 otéves fix kamatozdsu dllamkotvényekre végezte el vizsgalatét, azon-
ban adathidny miatt a komponensek meghatdrozasat nem tudta megvaldsitani empirikus uton.
Dolgozatdnak arra az eredményére alapozzuk vizsgdlatunkat, miszerint a ktvényhozamok vél-
tozdsdban olyan véltozok jatszanak szerepet, mint a hitelkockdzati feldr, likviditdsi feldr, ka-
matkockazati felar stb.. A szerz6 négy komponenst azonositott a kotvényhozamok esetén. A
probléma azonban, hogy ezek a feldrak korrelaltak, és igy nem vdélaszthatdk el egymastdl fel-
aranként, vagyis a teljes kotvényhozamok nem egyszeriien a prémiumok Osszegeként adddik.
A kotvényhozamok véltozdsdban kozrejatszo latens valtozok kiszdmitdsa és az ezekhez kot-
hetd pénziigyi jelentéssel bird valtozok meghatarozasa kulcsszerepet jatszhat szamos esetben.
Egyfeldl szepardlhatova valnak az egyes kockdzati tényez6k hatdsai, igy lehetdség van célzott
beavatkozdsra az adott teriileten. Monetdris szempontbdl példaul egyaltalan nem elhanyagol-
hat6, hogy az adott sokkhatdsra a jegybank kamatemeléssel vagy devizapiaci tranzakcidkkal
reagaljon. Szintén fontos lehet példdul pénziigyi termékek drazdsdban, ha az egyes hatdsoknak

megfeleld kockézati prémiumot mérni lehet.

® maradék prémium
B likviditasi prémium
= m hitelkockazati prémium

® német hozam

2008.01.01
2008.03.01
2008.05.01
2008.07.01
2008.09.01
2008.11.01
2009.01.01
2009,03.01
2009.05.01
2009.07.01
2009.09.01
2009.11.01
2010.01.01

3.1. dbra. A hozamokat meghatdrozé komponensek (Monostori 2010)
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sz 2

dolgozat szolgéltatja. Mddszertanilag pedig azért van lehetdség az ICA haszndlatdra, mivel a
pénziigyi idésorok eloszldsa jellemz&en leptokurtikus (Cont 2001), ami az ICA alkalmazhat6-

saganak egyik feltétele.

3.1. Az empirikus tesztek menete

A tovébbiakban 5 orszdg (Egyesiilt Allamok, Nagy Britannia, Németorszag, Svédorszag, Ma-
gyarorszdg) 1997-2012 kozotti 6téves dllamkotvények hozamait vonjuk be az elemzésbe. A
megfigyelések napi gyakorisdguak, ami 6sszesen 3927 napot jelent orszdgonként.

Az els6 problémat az okozza, hogy a kereskedési napok az linnepnapok eltérése miatt nem
egyeznek minden esetben. A kérdés ebben az esetben az, hogy jelentdsen befolydsolja-e az
eredményeinket, ha azt a napot, amikor valamelyik orszdgban nem volt kereskedés, elhagyjuk
a mintdbol. Az Osszevetéshez harom adatpotlasi eljarast alkalmazunk. Az els$ eljards sordn a
hidnyz6 adatokat az azt megel6z6 napi hozammal pétoljuk. A masodik esetben linedris inter-
poléciét haszndlunk, mig a harmadik esetben az adott hidnyz6 adatig meglévd megfigyelések-
re GARCH modellt illesztiink, majd a becsiilt paraméterek segitségével egynapos elbrejelzést
készitiink a hidnyz6 adatra, igy jarva el az Osszes hidnyz6 adat esetén. Varakozdsaink szerint
nem lesz jelent8s hatdsa az adatp6tlasi eljaras konkrét médjanak, tekintve, hogy orszdgonként
a megfigyelt iddszak csupédn hozzdvetdleg ot szazalékaban nem 4llt rendelkezésre adat.

Az ICA tesztelését az adatpétlasi modszerek komponensekre valé hatdsdnak elemzésével
kezdjiik. Megvizsgdljuk a kiilonbdz8 imputdldsi médszerekkel kapott idGsorok fiiggetlen kom-
ve 0sszehasonlitjuk a kiilonb6zd mdédszerekkel imputélt adatokbdl szamitott komponenseket is.
Elvégezziik tovdbba a két ismertetett ICA algoritmus 0sszehasonlitdsat is.

Ezutan a kotvényhozamok mozgasit meghatiroz6 komponensek szdmat hatarozzuk meg.
Ehhez a komponensekre szdmitott korreldciés matrixot haszndljuk. A komponensek szaméanak
helyes megvélasztdsa esetén nyilvdnvaldéan egy az egységmatrixhoz nagyon hasonlé maétrixot
kell kapnunk a fiiggetlen komponens analizis utdn, vagyis a komponensek dnmagukkal val6
korrel4cidja 1, mig a tobbi fiiggetlen komponenssel valé korreldcidja majdnem O lesz. A kompo-
nensek szdmanak véltoztatasaval becsiilhetjiik tehdt meg a kotvényhozamok mogott rejld latens
véltozok szamat. Ezutan megvizsgaljuk a hasznélt idSsorok szdma és a fiiggetlen komponensek
szdma kozotti 0sszefiiggést is.

A megfelel6 komponensszdm meghatdrozdsa utdn az ICA robusztussagat vizsgaljuk. A kér-
dés ebben az esetben, hogy a komponensek mennyire robusztusak, vagyis a korrelaciok hény
mintaelem megvaltoztatdsa, sokkoldsa esetén valtoznak meg. A teszteket elvégezziik mindkét
ismertetett algoritmus esetén, kiilonbozd sokkoldsi mddszereket eltérd mértékben alkalmazva.

A mddszer vizsgalatat az adatok kiilonboz6 ablakozdsdval is elvégezziik. Ebben a részben
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arra vagyunk kivancsiak, hogy adatelemek az id6sorbdl val6 elhagydsa mennyire torzitja az ICA
altal kiszdmitott komponenseket. Ezt egyrészt az adatok szisztematikus elhagydsaval, masrészt
az idGsorok ablakozdsdval vizsgéljuk. Az ablakozds egyben lehetdséget nyujt pénziigyi szem-
pontbdl érdekesebb id6szakok vizsgdlatdra is, igy az ablakokat jelent&sebb pénziigyi sokkok,

véalsagok kornyezetébe helyezziik.

3.2. Az empirikus tesztek kivitelezése
3.2.1. Adatpétlasi modszerek hatasa

Azon napok elhagydsa, amikor valamelyik orszdgban nincs adatunk, 405 mintaelemmel csok-
kenti az id6sorokat. A harom adatpétldsi eljards utan kapott adatok leird statisztikdit, illetve a
hozamok iddsorait a C.1.-C.3. tdbldzatok, €s a megfeleld dbrdk ismertetik. A statisztikdk esetén
az egyes megkozelitések kozott alig figyelhetiink meg kiilonbséget, az eredmények legtobbszor

még ezredekben sem térnek el egymastol.

3.1. tablazat. Leiro statisztikdk a hidnyz6 adatokat tartalmaz6 napok elhagyasaval eldallt id§sorokra

Statisztika UsS GB D SE HU
Atlag 3,901 4,473 3,507 3,896 9,257
Sz6rés 1,526 1,437 1,062 1,171 2,984

Moédusz 4,550 7,040 4,730 3,810 6,850
Medidn 4,010 4,753 3,624 3,947 8,270
Ferdeség -0,111 -0,628 -0,532 -0,226 1,434
Cslicsossag -0,871 -0,141 -0,395 -0,604 1,068
IQR 2,268 1,330 1,643 1,695 2,698
MAD 1,288 1,104 0,867 0,956 2,253

JB-teszt 118,637 234,131 188,707 83,489  1375,039

Az els6 adatp6tlasi médszer a nulladrendd interpoldcid, azaz a hidnyz6 adatokat mindig
az el6z6 napi értékkel helyettesitjiik, illetve ha az els6 adat hidnyzik, a kdvetkezd napival. Az
id6sorokat a C.1. dbra, a leir¢ statisztikdkat a C.1. tablazat szemlélteti. A mdsodik esetben az
adatokat els6rendien interpoldljuk, azaz a r pontban az f{z) adatot a szomszédos t, és #; pontok-

b6l hatdrozzuk meg:

) = f(to)+M(t ) 3.1)

Az id8sorokat a C.2. dbra, a leiré statisztikdkat a C.2. tdbldzat szemlélteti. Amint 14thato,
lényeges eltérés nincs az eddigi két médszer kozott. Végiil az ARIMA-GARCH-modellel s

15 Az adatp6tlds sordn el§szor egységgyok jelenlétére teszteliink, majd a megfeleld6 ARMA(p,q) modell megha-
tdrozdsa utin GARCH(p*,q*)-modellt becsliink. A modellek meghatdrozdsdnal mindig a hidnyz6 adatig meglévs
megfigyeléseket hasznaljuk, majd a kdvetkez6 hidnyz6 adatndl ismét djrabecsiiljiik az egyiitthatékat. Modellsze-
lekcids kritériumként az SIC, LM és ARCH-LM statisztikdkat hasznaljuk.
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2.z

(1asd pl. Hamilton (1994) vagy Bollerslev (1986)) torténd pétlds hatdsat vizsgéljuk, a kapott

id6sorok a C.3. abran, a leird statisztikak a C.1. tdblazatban lathatdak.

O(L)Y, = c+0O(L)e, (3.2)

Er = 0y

s ) el 4 Y o 33

~

Adatpétlas hatasa a komponensekre

Amint az a kordbban felsorolt tdblazatokban lathatd, az adatpdtlasi médszerek kiilonbsége nincs
hatdssal a leir6 statisztikdkra. Fontosabb kérdés azonban, hogy a fiiggetlen komponensekre, il-
letve azok egyidejii korrelacidjdra hatassal van-e. A kérdés megvalaszoldsahoz eld kell allita-
nunk a komponenseket minden adatp6tlé eljardsra kapott idésor esetén, majd minden esetben
ki kel szdmitanunk a komponensek korreldcidés matrixat. Fontos megjegyzés, hogy a kereszt-
korreldcidk szamitdsakor a negativ korreldcids koeflicienseket épp ugy korreldcidknak kell te-
kintetniink, mint a pozitivokat, mivel az ICA kimenetén a komponensek tetszéleges konstans
szorzdja -1 is lehet. Ha tehat két komponens kozott a korreldcid negativ, de az egyiitthat6 értéke
nagy, akkor a két komponens korreldl, éppen csak az egyik -1-szeres szorzdval jelent meg az

algoritmus kimenetén. Az elkiilonitett fiiggetlen komponensek a 3.2. dbran lathatdak.

Fiiggetlen komponensek
i T T T T T

o A e . & -
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3.2. dbra. A FastICA algoritmus 4ltal meghatarozott fiiggetlen komponensek a teljes idésorra.
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Virakozésaink szerint két eredmény lehetséges a korreldcids matrixokkal kapcsolatban. Ha
az adatp6tlds nincs jelentds hatdssal, akkor a médszer kozel azonos komponenseket 4llit eld,
igy a korrelaciés métrixban 6t darab 1 koriili érték fog szerepelni, mig a tobbi elem nulla. Més-
fel6] még nem vagyunk bizonyosak benne, hogy héany ,,strukturélis” komponenst kapunk, igy
elképzelhetd, hogy egy vagy tobb komponens csak a zajt sz{iri, amelyek azonban véltozhatnak
az adatpétlds hatdséra, és lehet, hogy fiiggetlenek is lesznek, igy a kozottiik fellépd korrelacio
nulla lesz. A korreldcids matrixokat a C.5.-C.7. tabldzatok tartalmazzék.

A mddszerrel kapcsolatban fontos megjegyzés, hogy egyrészt a keresztkorrelacios értékek
lathat6an alacsonyak, egy bizonyos hatdr ald azonban nem tudjuk csokkenteni 8ket. Ennek okat
abban latjuk, hogy a (2.27) és a (2.27) egyenletekkel leirt optimalizacids eljardsok koltségfiigg-
vényeinek valoszintileg ebben a korrelacios nagysagrendben vannak az elsd lokdlis minimum-
helyei. Mivel az optimumkeresd algoritmusok alapvaltozatai egy lokédlis minimum megtaldldsa
utdn nem képesek azt elhagyni, felmeriilhet a kérdés, hogy a megtaldlt minimumok globélis
minimumok-e.

Ennek kideritésére a FastICA algoritmus egy szabadon hozziférhet6 megvaldsitdsat hasz-
ndljuk, mely fixpont algoritmuson alapul, €s mindig a mintapontok altal biztositott maximalis
pontossdgu becslést adja (Horvéth et al. 2006). Ahhoz, hogy egyetlen értékbe tomoritsiik a
kiilonbséget, a keresztkorreldciok abszolit értékének atlagat szdmitjuk ki minden korreldcids

matrixra. Az eredményeket a 3.2 tdblazat tartalmazza.

3.2. tablazat. Komponensek atlagos abszoltit keresztkorrelacidi 5 komponens esetén, egy-egy imputdlasi
modszer komponenseit 6sszehasonlitva

Adatpotlo eljaras Konstans Linearis GARCH
Neuralis ICA 0,0276 0,0248 0,0276
FastICA 1,67-10°%  1,9-10°%  2.10°1

Lathat6, hogy egyrészt az atlagos korrelaciok nem kiillonboznek lényegesen, azaz az adat-
pétlds médja — mint ahogy az ilyen kevés hidnyz6 adat esetén varhatd volt — nincs jelent8s ha-
tassal a fiiggetlen komponensek dnmagukkal vett dtlagos korreldcidira. Mdsrészt 1dthatd, hogy
a FastICA val6ban optimélis megolddst biztosit, a keresztkorrelaciok alig mérhet6ek. Az itt le-
irt tapasztalatok miatt, valamint, mivel a FastICA konvergenciasebessége az altalunk hasznélt

rendszeren harom nagysdgrenddel nagyobb a neurélis architektiraénadl, a tovabbiakban a nagy

miiveletigényti teszteket a FastICA hasznalataval fogjuk végezni.

Kiilonb6z6 imputalasok utan kapott komponensek osszehasonlitasa

Az egyes adatpotlasi mddszerek komponenseinek az azonos mddszerrel kapott tobbi kompo-
nenssel valé korreldciéja mellett érdekes lehet az is, hogy az eltér6 mddszerekkel imputélt id6-
sorokbdl szamitott komponensek mennyire korreldlnak egymadssal. Hipotézisiink szerint az el-

térd adatpdtldsi médszerek utdn kapott idGsorokbdl szamitott komponensek korreldcids matrixa
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egy permutdcids mdtrix, tehat nem lesz Iényeges eltérés az egyes modszerek altal szolgéltatott
komponensek kozott, csupdn a komponensek sorrendje véletlenszerd, tehat az egyhez kozeli

értékek nem feltétleniil a matrix f6atlgjaba kertilnek.

Amennyiben nagy korreldcios értékeket kapunk, tovabbi kérdés, hogy az adatpétlds elemen-
ként és id6soronként mekkora eltérést general a komponensek értékeiben.!> Ennek mérésére a

kovetkezd mutatészamot hasznaljuk :

T @) _ 1.0
OSLZ wsl. (3.4)

A korrelaciés métrixban szerepl6 értékek alapjan azonban tobb esetben nem donthet6 el
egyértelmiien, hogy melyik komponens felel meg a mésik adatp6tlo eljaras altal eldallitott id6-
sorokkal szdmolt komponensnek, igy azzal a feltételezéssel éliink, hogy a leginkdbb korrelal6
tagokat ,,0sszetartozénak” tekinthetjiik. Ennek megfelel6en azon két komponens kdzotti dtlagos
és elemenkénti eltérést szamitjuk ki, amelyek kozott a legmagasabb a korreldcio.

g’) az a és b adatpdtlasi metddussal elGallitott id6sorokra

A képletben' szerepld s\ és s
készitett i-edik komponensének 7 idGpontbeli sztenderdizalt értékét jelolik. A sztenderdizalasra
azért van sziikség, mivel az ICA kimenetén az egyes komponensek barmilyen skaldrszorosai
megjelenhetnek, igy sziikség van a komponensek eltérd skdldjdnak elimindldsara. A szamlalo-
ban azért kell a komponenselemek abszoliit értékét venni, mert ahogy azt kordbban emlitettiik,
elképzelhetd, hogy két azonosnak tekinthetd komponens egymadssal negativan korreldl. Mivel
azonban a teljes eltéréssel normdlunk, igy el6fordulhat, hogy akkor is 1 értéket kapunk, amikor
a komponensek kozotti korreldcié nem tokéletesen negativ.

A mutatészam 0 és 1 kozott méri az egy elemre jutd kiilonbség ardnyat, tehat azt mutatja
meg, hogy a két metddus altal eldéllitott idosorra készitett komponensek elemei kozott atlago-
san mekkora ardny( az eltérés. A mutatét komponensenként is kiszamitjuk'®, ebben az esetben
komponensenként fog 0 és 1 kozott mérni, vagyis a komponensenkénti dtlagos hatdst mutatja.
Egy tovdbbi mérdszamként fogjuk haszndlni a komponenselemek eltéréseinek szamat. A mu-
tatonak akkor lesz haszna, ha az el6bbi esetben nem kapunk nagy értékeket, mert példaul a
hosszu id&sor tompitja az eltérések hatdsat, és az egy elemre jutd dtlagos kiillonbség kicsi lesz.
Azt azonban az eddig felsorolt mutaték alapjan nem tudjuk meghatdrozni, hogy az adatpotlés

hany komponenselemre volt hatdssal. Legyen emiatt egy tovabbi mérdszam a kovetkezd:

15Tl kicsi vagy egymdshoz kozeli korreldcids értékek esetén a legfébb problémit a komponensek azonositdsa
jelentené.

15 A mutaténak az AAD: Average Absolute Difference nevet adtuk.

1 AADC: Average Absolute Difference for a Component.
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1 T n
<— PP RUEESE (3.5)
=1 i=1

Ahol az 1 indexében szerepld d értéke a fenti mutatészdm szamldléjaban szerepld kiilonbség
értéke!’. A mutaté ebben az esetben aranyszamot jeldl, viszont érdemesebb komponensenként
vizsgalni az értékét, ekkor 0 és T kozott mér. Hipotézisként kimondhatd, hogy komponensen-
ként ez a szdm a potolt elemek szamdval kell, hogy megegyezzen (az 0sszelemszamra pedig az
Osszes potolt adat szamdval, relativ esetben pedig a hidnyzé adatok szdma osztva T'-vel).

A C.8.-C.10 tdblazatokban szerepl6 eredmények alapjan lathatd, hogy az adatpétlds kompo-
nensekre gyakorolt hatdsa nem jelentds. A vart eredményeket kapjuk, hogy ti. 6t egyhez kozeli
érték szerepel a matrixokban. A keresztkorreldcidk nagysdga tobb esetben is jelentds, de ez
a C.5.-C.7. tablazatokban is ezt tapasztaltuk. Tovdbbi megemlitendd eredmény, hogy nincs ki-
fejezett kiillonbség a harom korreldcidés matrix értékeit tekintve. El6zetes varakozédsainknak ez
éppen ellentmond, mivel a pétolt hozamok szintbeli kiilonbsége a Konstans-Linedris esetben
kisebb, mint a masik két esetben.

A korrel4cids értékek mellett kiszamitottuk az AAD és AADC értékeket az egyes imputdlasi
eljarasok komponenseire. A 3.3. tdbldzatban k6zolt eredmények alapjan lathat6, hogy kompo-
nensenként az egyes elemek abszoltit értékben hiny szdzalékban térnek el egymastol. Léthatd,
hogy az elemenkénti abszoliit eltérés atlagosan a GARCH-Linedris esetben a legkisebb, mig
a Linedis-Konstans eljarasokra a legnagyobb. A komponenselemek dtlagosan az 22,8 - 31,5
%-ban térnek elnek egymastdl, a GARCH-Linedris esetben két-két olyan komponens is van,

amelyek atlagos abszolit eltérése 10%-nal kisebb.

3.3. tablazat. A komponensenkénti és elemenkénti atlagos eltérések, kiillonboz6 imputaldsi eljardsok utan
ad6dé komponenseket 6sszehasonlitva

Metédusok  GARCH - Konst GARCH-Lin  Lin - Konst

AADC 0,1777 0,0864 0,4058
0,0542 0,0369 0,3887

0,3591 0,3604 0,3366

0,2775 0,2869 0,4004

0,3665 0,3689 0,0422

AAD 0,2470 0,2279 0,3147

Az eredmények a mar kordbban leirtakat erdsitik meg, miszerint az adatp6tlas jelentds ha-
tdssal van a komponensek értékére, azok korreldltsdga viszont nem valtozik. Kiszdmitottuk a
fent bemutatott masik mutaté értékeit is. Ezek minden esetben azt mutatjdk, hogy minden kom-
ponenselem eltér a ,,hozza tartoz6” masik metddus iddsoraira szamitott megfeleld komponens-

22

elemétdl, tehdt az indikatorfiiggvény szummazott értéke éppen az adatsorok elemeinek szamat

""Ha nem vagy tilsdgosan is jelentds hatdst mutatunk ki ezen mutatéval, akkor érdemes az egy elemre juté
atlagos abszoliit kiilonbséggel helyettesiteni a nulla feltételt.
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adja — emiatt ezt az eredményt tdbldzatos formaban nem is kozoljiik.

A fenti eredményeket 0sszegezve elmondhatjuk, hogy bér az adatp6tlds nincs hatdssal az
ponensek kiilonbdznek. A sztenderdizalt komponensek kozotti dtlagos abszoliit eltérés mérhe-
t0, atlagosan 25%-os, tovabba az igy elballitott komponensek minden elemiikben kiilonbozdek,
tehat mas-mds komponensek allnak eld az adatpétlasnak koszonhetSen — azzal egyiitt, hogy
azonos mddszerrel eldéllt komponensek korreldcidja nagyjabdl azonos. Az azonban tovébbra
is kérdés, hogy az eddigi vizsgdlatok mennyire megbizhatéak, ugyanis eddig azzal az impli-
cit feltételezéssel éltiink, hogy az iddsorokat befolydsol6 latens valtozok szdma megegyezik az

id3sorok szamaval.

3.2.2. Komponensek szamanak vizsgalata

Az id&sorok mogott rejld komponensek optimélis szamdnak meghatdrozdsardl eddig még nem
esett sz0. (Monostori 2010) négy komponensre bontotta a magyar kdtvényhozamokat, azonban
azok korreldciéja miatt nem biztos, hogy ténylegesen ennyi komponensbdl épiil fel a hozam
mint valtozd. Feltehetd, hogy a mi esetiinkben azért kaptunk kiilonboz6 értékeket a kompo-
nensekre, mert tdl sok latens valtozoét feltételeztiink, igy a tovabbiakban ezt a kérdéskort jarjuk
kortl.

Az id6sorokat befolydsolé komponensszam meghatarozdsdhoz szintén a korabban haszndlt

atlagos abszolit keresztkorreldciokat szdmitjuk ki, az eredmények a 3.4. tdblazatban lathatéak.

3.4. tablazat. ICA komponensek atlagos keresztkorreldcidi kiilonbozd komponensszamokra, mind az ot
id6sor felhaszndldsaval, a neurélis ICA-t haszndlva

Komponensszam 2 3 4 5
Konstans 0,115 0,095 0,15 0,0276
Linearis 0,14 0,071 0,035 0,0248
GARCH 0,116 0,114 0,068 0,0276

Megfigyelhetd, hogy az imputdlds modjatdl nem fiiggnek jelentdsen az értékek, kiemelke-
dé kiilonbséget nem lathatunk. Ugyanezeket a teszteket lefuttatva a FastICA algoritmussal azt
tapasztaltuk, hogy a keresztkorreldciok minden esetben gyakorlatilag nulldk (10~!° nagysagren-
diiek), ezért azokat tdblazatosan nem is tiintetjiik fel.

Ez felveti a kérdést, hogy kiilonbozé komponensszdmok esetén mennyi informéciét driz-
nek meg a komponensek, azaz az elGallitott komponensekbd] milyen pontossaggal allithatéak
vissza a kiindul6 id&sorok. Ezt az Osszefiiggést a 3.5. tdblazat szemlélteti, a visszadllitdsi hiba
abszolutértékét atlagos relativ hibaként megadva — ez tulajdonképpen a MAPE (mean absolute
percentage error.) mérdszam. A tdbldzatban szerepld adatok, csakigy, mint a tovabbiakban az

Osszes teszt eredményei, a linedris p6tlasi modszerrel el6allitott adatsorok haszndlatdval addd-

nak. Azért ezt az imputdldsi modszert hasznaljuk, mert bar a kiilonbségek csekélyek, a neuralis
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ICA ebben az esetben éri el a legjobb eredményeket.

3.5. tablazat. MAPE értékek kiillonbdz6 komponensszdmok esetén Neurdlis ICA és FastICA algoritmus
hasznélata esetén

Komponensszam 2 3 4 5
MAPE Neurilis ICA esetén [%] | 88,8 80,3 63,7 0,0
MAPE FastICA esetén[%] 76 173 13,5 0,0

A téblazat egyrészt ravilagit, hogy alacsony komponensszdmok esetén jelentds mennyiség
informdcidvesztés kovetkezik be, a fiiggetlen komponensek bar fiiggetlenek — kiillonosen Fastl-
CA esetén, ahogy azt kordbban emlitettiik —, de az eredeti id6sorokat olyan mértékben torzitjak,
hogy azok felismerhetetlenek lesznek. Ez a hatds sz€lsGségesen naggya vélik, ha csupdn két
komponenst kiilonitiink el. Emellett az is megfigyelhetd, hogy mind az 6t komponenst hasznal-
va a rekonstrukcios hiba elfogadhat6an kicsi.

A komponensszdm csokkenésének a teljesitménnyel valo 0sszefiiggéséhez meg kell jegyez-
niink, hogy a rekonstrukcids hiba a neurdlis ICA esetén nem feltétleniil a modszer hibajabol
ered. Ahogy azt kordbban lathattuk, az algoritmus az A keverési matrix inverzét a V és a W
matrixok szorzataként hatdrozza meg. A kiszdmitdsdhoz ennek az inverzét kellene venni, ha
azonban x és s dimenzidja nem egyezik, ez a matrix nem invertdlhat6. Ennek megfelel6en a
W -V szorzat pszeudoinverze szolgdltatja az eredményt, mely egyrészt a pszeudoinverz sza-
mitdsdnak a pontatlansdgdval terheli a kés6bbi komponenseket, masrészt nyilvanvaléan csak
kozelitd megoldast nyujt.

A komponensszamnak tehdt nem szabad lényegesen eltérnie az idésorok szamétdl, ha nem
akarunk az iddsorok jelentds torzuldsdval szdmolni. Kérdés azonban, hogy az idGsorok akkor
is jol fiiggetlenithetek-e, ha az ICA-t nem az dsszes komponens felhaszndldsdval végezziik,
hanem csak néhdnyat vélasztunk ki a jelek koziil. A vdlasz igen, a kiilonb6z8 id6sorok jol fiig-
getlenithet6ek paronként, harmasdval, illetve négyesével is: a FastICA algoritmust hasznalva
10~ nagysdgrend keresztkorreldcidkkal szdmolhatunk. Masfeldl sejthets, hogy a komponen-
sek elvdlasztdsa nem ugyanolyan konnyti feladat két komponens esetén, mint 6t komponensre.
A feladat nehézségét a neurdlis hdldzattal megvaldsitott ICA segitségével érzékeltethetjiik, mi-
vel a lokdlis optimumban ragadds miatt kevés komponens esetén érzékelhetden rosszabb telje-
sitményt nyujt, ahogy azt a 3.6 tdblazat is szemlélteti.

Az atlagos keresztkorreldcidkat minden lehetséges kombindcidra megvizsgdltuk minden
komponensszdm esetén, a tdblazat ezek atlagait tartalmazza. Megfigyeléseink szerint a neurdlis
architektirat haszndlva vannak olyan idésor-parok, illetve harmasok, melyek kdnnyen fiigget-
lenithetdek, az 6t komponens esetén kapott keresztkorreldcids értékek eléréséhez azonban mar
legaldbb négy, jol fiiggetlenithetd komponens kell. Ez azt mutatja, hogy az idésorok szdméanak

novekedésével azok egyre konnyebben lesznek fiiggetlen komponensekre bonthatdak.
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3.6. tdblazat. Komponensek korrelaciéi az id6sorok szdmanak fiiggvényében, kiilonbozé komponenssza-

mokra
IdGsorok szama 2 3 4 5
Komponensek szama 2 2 3 2 3 4 2 3 4 5
Neurdlis ICA Atlagos keresztkorrela’l‘c’ié 0,23 | 0,31 0,13 | 0,25 0,19 0,01 | 0,56 0,14 0,046 0,025
Atlagos rekonstrukcios 0 89 0 96 73 0 89 30 64 0.0
MAPE [%]
FastICA Atlagos keresztkorrelacio 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0 0,0
Atlagos rekonstrukciés 0 51 0 39 65 0 76 18 14 0
MAPE [%]

Bér a FastICA esetén ilyen allitdst nem fogalmazhatunk meg, a rekonstrukcids hiba tekin-
tetében hasonld tendenciat figyelhetiink meg mindkét médszerrel kapcsolatban. Megfigyelhetd,
hogy a rekonstrukcids hiba a megfigyelt id6sorok és a fiiggetlen komponensek szamanak azo-
nossdga esetén elenyészd. Ez azt mutatja, hogy a rekonstrukcids hiba alapvet6en a ki- és beme-
netek szdmanak kiilonbségével van dsszefiiggésben, és csak kisebb mértékben fiigg a konkrét
dimenzi6tol.

Kijelenthetd tehdt, hogy annak ellenére, hogy a FastICA eredményei alapjan a vizsgélt or-
szagok adatsorai koziil barmelyik kettd jol fliggetlenithetd, a kordbban ismertetett neurélis halo-
zatot haszndlva tobb orszdg egyiittes vizsgdlatdhoz nem elegendd két komponenst elkiiloniteni,
mert ez az iddsorok torzuldsit okozza. Emellett megallapithatjuk azt is, hogy a neurdlis ICA
bar egyszeriibb jelek esetén jOl teljesit, ahogy azt a 2.5. dbra is mutatja, pénziigyi idésorok ese-
tén haszndlata csak jol kidolgozott optimlaizdcids eljardssal javasolhatd, mely képes a lokalis
minimumokbdl kiragadni az algoritmust.

Korabbi feltételezésiink tehit, miszerint a kotvényhozamok mogotti rejtett valtozok szamét
az ICA altal fiiggetlenitett komponensek korreldcidjdval meghatdrozhatjuk, nem bizonyult he-
lyesnek, hiszen az ICA iddsoraink koziil tetszdleges két jelet képes jol fiiggetleniteni. Emiatt
a tovabbiakban az Osszes vizsgalatot 6t komponensre fogjuk elvégezni azzal a feltételezéssel

élve, hogy igy a lehetd legtobb informacidt tartalmazé halmazt valasztjuk.

3.2.3. Adatrobusztussag vizsgalata

A komponensek tovabbi vizsgalata sordn elsddleges feladatnak azt tekintjiik, hogy a komponen-
sek érzékenységét vizsgéljuk. Az els6 fejezetben ismertetett irodalmak nem foglalkoztak azzal
a kérdéssel, hogy az ICA milyen koriilmények kozott teljesit jobban a PCA-nal. Nem vizsgéltak
azt a kérdést sem, hogy a mddszer egydltalan alkalmas-e pénziigyi id6sorok fiiggetlenitésére,
illetve, ha igen, a kapott komponensek kiilonbozd mesterségesen generdlt sokkokra mennyire
rezisztensek. A robusztussag-vizsgalatokat két £6 részre bontjuk. Egyrészt a komponenselemek
sokkokra val6 érzékenységét (adatrobusztussdg), masrészt a megfigyelt idGsor hosszdnak csok-
kentésébdl fakado valtozast (elemszdm-robusztussdg) vizsgéljuk.

A komponensek mesterségesen generalt sokkokra valo érzékenységének tesztelését alap-
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vetden hdrom dimenzidra oszthatjuk a sokkolds mddszere, a sokkolt elemek kivdlasztdsa és a

sokkolt elemek szdma alapjan.

1. Modszer:

1. Konstans sokkok: minden idésorban a kivalasztott elemet ekkora mértékben téri-
tiink el, azaz sokkolunk (pl: 1%, 5%, 10%).

2. Azonos véletlen sokkok: véletleniil vdlasztott sokkok valamilyen intervallumon be-

liil, de az azonos sorszdmu elemeket ugyanolyan mértékben téritjiik el.

3. Elemenkénti véletlen sokkok : véletleniil vdlasztott sokkok elemenként, tehat ugyan-
azokat az elemeket vélasztjuk ki, de mindegyikre eltérd mérték{i sokkot alkalma-

zunk.

II. Elemek kivalasztasa:

1. Osztépontos kivdlasztas: a teljes iddsort a sokkolni kivant elemek szdmanak fiiggvé-

nyében egyenld hossziisdgu intervallumokra osztjuk és az osztépontokat sokkoljuk.

2. Véletlenszer( kivalasztas: 1 és a maximalis elemszam, 3927 kozott véletleniil ki-
vélasztott elemek. Az elemek kivalasztdsandl, minden elemszdmra Ujra vdlasztjuk
az elemeket, de az eltérd mértékl sokkoldsndl ugyanazokat az elemeket sokkoljuk,

csak kiillonbozd mértékben.

III. Elemszam:

1. 1-10 (a lépésszam 1)
2. 10-100 (a lépésszam 10)

3. 100-1000 (a Iépésszam 100)

A hatdsok méréséhez el6szor a nem sokkolt idésorokra éllitjuk el6 a komponenseket, a

z 27

késdbbiekben ezekhez fogjuk hasonlitani a tobbi futtatds eredményét. A sokkolt idSsorok ki-
szamitdsa utdn a sokkolt és nem sokkolt idésorok alapjdn eldallitott komponensek korreldcids
matrixat képezziik a komponensek azonositdsdhoz. A hatdsok mérése itt is két 1épcsds. Egyrészt
azt vizsgaljuk, hogy a sokkolt és a nem sokkolt iddsorok dltal generdlt komponensek kozotti
korreldcié hogyan valtozik, médsrészt a fenti mutatészamokhoz hasonlé mértékek segitségével
szamszer(sitjilk a komponensek robusztussagat. A teszteket 49200 futds eredményeibdl atla-

goltuk.

31



3.2. Az empirikus tesztek kivitelezése

Neuralis ICA architektira

A 3.7. tdblazat tartalmazza a neurdlis ICA-val végzett tesztek eredményeit. A tdblazat elsd so-
raban szerepel a sokkoldsi egyiitthatd, tehét ekkora volt a sokk mértéke. A tdblazatban szerepld
értékek az eldnn lefrtaknak megfelel6en a sokkolt idgsorokkal kapott, és az eredeti komponen-
sek atlagos keresztkorrelacioi. Eredményeink els6sorban a neurdlis architektura egy jellegze-

tességére vilagitanak ra, nevezetesen arra, hogy érzékeny a lokalis minimumokra.

3.7. tdblazat. Linedris médszerrel pétolt id6sorok komponenseinek robusztussdga konstans sokkolds ese-
tén kiillonb6z3 elemszdmokra, véletlen és szisztematikus elemkivélasztdssal

Véltetlenszerii elemkivalsztas Szisztematikus elemkivalasztas
Sokk mértéke 1 5 10 Sokk mértéke 1% 5% 10%
1 0,0298 0,1479  0,0297 1 0,0298  0,0298  0,1481
10 0,0296  0,1477  0,1462 10 0,0298 0,1498 0,0316
50 0,0299  0,0308 0,0345 50 0,1481 0,0298 0,1479
100 0,0296  0,1440  0,1408 100 0,0298  0,1481  0,0300
500 0,1514  0,0329  0,0437 500 0,0298 0,1478  0,0301
1000 0,1481  0,0522  0,0665 1000 0,0298  0,0297 0,1464

Amint az lathatd, a tdblazatban az értékek két érték koré csoportosulnak, 0,15 és 0,03 koré.
Ez a két érték fiiggetlen komponensek két halmazéanak felel meg, azaz két ICA megoldasnak,
melyek tobbé-kevésbé véletlenszertien dllnak eld a sokkolt elemek szdmdanak, és a sokkolds
mértékének fiiggvényében. A két megoldds a (2.24) egyenletben szerepld koltségfiiggvény két
lokalis minimuma, melyek valdsziniileg egyméshoz kozel helyezkednek el, hiszen mar egy adat
kis mértékd sokkoldsa is okozhat eredménybeli eltérést, ahogy azt a tdblazat elsd sora is mutatja.

A sokkoldsra valé érzékenységgel kapcsolatban a 3.7. tdblazat véletlenszer( €s szisztema-
tikus sokkokra vonatkozé részét 0sszehasonlitva megfigyelhetd, hogy szisztematikus sokkok
esetén a fliggetlen komponensek kozotti korreldciok nem véltoznak érdemben, mig véletlen-
szer(i sokkok esetén azok szdrdsa megnd — kiilondsen nagy sokkoldsi elemszamokndl. Ez azt
jelenti, hogy szisztematikus sokkok esetén a sokkok elkiilonitése egy adott komponensbe torté-
nik, igy a komponensek egymads kozotti viszonyai 1ényegében nem véltoznak. Véletlen sokkok
esetén a sokkolds feltehet6en nehezebben kiilonithetd el az id§sorokat terheld zaj jellegli kom-
ponenstdl vagy komponensektdl, igy ennek elkiilonitése az ICA szamdra is nehezebb feladat.
A véletlen sokkok eredményei nem térnek el a konstans sokkokétdl, emiatt azokat tdbldzatos

formaban nem kozoljiik.

FastICA algoritmus

A FastICA algoritmus eredményei a C.11.-C.13. tdbldzatokban taldlhat6ak. A neurdlis ICA
esetén megfigyelt elemkivalasztasi médra val6 érzékenység a FastICA esetén is fenndll. Erdekes
eredmény azonban, hogy szisztematikus sokkok esetén, ha a sokk mértéke elegendden nagy, az

eredetileg kapott és a sokkolt komponensek kozotti dtlagos korreldcié harom nagysdgrenddel
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nagyobb lesz, elegendden nagyszdmi elem sokkoldsa esetén viszont visszaesik. A jelenség okat,
illetve annak magyardzatat, hogy miért leginkdbb konstans sokkolds esetén fordul el, nem

taldltuk meg.

A tablazatokat vizsgdlva azt az dltalanos megéllapitast tehetjiik, hogy 1%-os sokkolds, il-
letve elegend8en kis elemszdmu 5%-0s sokkolds sem rontja az algoritmus teljesit6képességét
szamottevéen, a komponensek keresztkorrelaciéja nem jelentds. Ennél nagyobb sokkok, vagy
nagyobb elemszamok esetén azonban a véletlenszer(i és a szisztematikus sokkok eltérd ten-
denciat mutatnak. A véletlenszerli sokkok a sokkolds médjatdl fiiggetleniil torzuldst okoznak,
5%-0s sokkok esetén mar 50-100 elem sokkoldsa is jelent6 keresztorreldcidkat okoz, melyek

atlagos értéke az eltéritett elemek szamdnak novekedésével nd.

Szisztematikus sokkok esetén viszont az eredeti és a sokkolt idGsorokbdl szamolt kompo-
nensek keresztkorrelacidi nagysagrendekkel ndnek, de csak nagy mértékli sokkok alkalmaza-
sakor. Ez megerdsiti a kordbbi tapasztalatokat, hogy ti. szisztematikus valtoztatdsok esetén a

komponensre bontds konnyebb feladat.

A korreldciés métrixokbodl kiolvasott eredményeket a fiiggelékben taldlhatd C.4.-C.5. dbrdk
még szemléletesebbé teszik. Lathatd, hogy az elemkivalasztds mddja a kivalasztott elemek sza-
madnak novelésével egyre kisebb mértékben jatszik szerepet, f6ként a nagyobb sokkok esetén.
Lathat6 tovdbbd, hogy a sokk mértékének novelésével a két kivalasztdsi metddus egymdshoz
konvergal. Tehdt, ahogy egyre tobb zajt keveriink az idsorokhoz, anndl kevésbé szdmit, hogy

milyen mddszerrel tettiik.

Az atlagos keresztkorrelaciok elemzése mellett fontos, hogy ldssuk, mekkora hatdst vélta-
nak ki a komponensekben a sokkok. A fiiggelék C.6 dbrdja mutatja az 1 és 10%-os konstans
sokkolas hatdsat a komponensek atlagos abszolut eltérésére. Mivel a tendencia hasonlé a ma-
sik két sokkolasi eljaras esetén, igy csak ezt az abrat kozoljiik. Az dbran lathatd, hogy 1%-os
sokkolds esetén a szisztematikus elemkivalasztds rosszul reagdl bizonyos szdmu elemenként.
Ennek tudhat6 be az atlagos keresztkorreldcids érték ,,ugrdldsa” is. Véletlen kivélasztas ese-
tén is tapasztalunk hasonl6t, azonban a kiugrasok szama kis sokkok esetén alacsonyabb. Meg
kell azonban jegyezni, hogy a kiugrdsok mértéke 40 elemszam utdn a véletlen kivélasztési el-
jardssal nagyobb, mint a masik esetben. 10%-os sokkoknadl a kiugrasok mértékében fellépd
kiilonbség sokkal hangstilyosabba valik. Az elemenkénti dtlagos eltérésekkel kapcsolatos ered-
ményeket a C.14.-C.16. tdbldzatok szamszer(sitve is mutatjdk, azonban a komponensenkénti

értékek ezekben nem szerepelnek.

v

Az eldz6ekhez hasonldan kiszamitottuk az egyes sokkoldsok el6tt és utdn kapott komponen-
sek kozotti atlagos maximalis korreldcidkat extrém mértékii sokkok esetén is, melyeket a 3.8.
tdblazat tartalmaz. Megfigyelhetd, hogy mér 10 elem 1%-os eltéritése esetén sincs két azonos
id6sor a komponensek kozott, a sokk mértékének ndvekedésével pedig a korrelacidk egyre rom-

lanak.
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3.8. tdblazat. Komponensek korrelaciés matrixdnak atlagos legnagyobb elemei extrém sokkok esetén kii-
16nb0z8 elemszdmokra, véletlenszer(i elemkivalasztdssal, FastICA algoritmus hasznélata-

val

Sokk mértéke | 0,00001% 1% 100%

1 1,0000 1,0000  0,8745

10 1,0000  0,9996  0,7814

50 1,0000  0,8144  0,6287

100 1,0000 0,8116 0,6131

500 1,0000  0,7977  0,5210

1000 1,0000 0,7738  0,4483

A ,,zajositds” hatdsat a 3.3 dbra mutatja az adatok nagymértékii eltéritése esetén. Minden
esetben maximum 100%-kal sokkoltuk az adatokat. Lathatd, hogy az elemszdm ndvelésével
csak szisztematikus elemkivalasztas esetén, konstans és azonos véletlen mértékii sokkolassal
nd a keresztkorreldcidk atlaga. A masik négy esetben lathaté értékek azonban némiképp meg-
lepdek. Az eredményeket azzal tudjuk magyardzni, hogy a szisztematikus elemkivalasztds, de
véletlenszer(i nagy sokkok esetén a mddszer képes a véletlenszertiséget nagyon jol elkiiloni-
teni, mig az alsé sorban a véletlenszer(i kivdlasztds kever a folyamatokhoz tovédbbi zajt, ezért
valtoznak a keresztkorreldcios értékek egy savban. Ami taldn a legmeglepSbb, hogy a kereszt-
korrelécids értékek csokkennek, ha noveljiik a véletlenszeriiséget a rendszerben és az utolsé
oszlopbeli dbrdkon l4that6 sorozatok latszélag egy értékhez konvergélnak.

Kijelenthetd tehat, hogy kis zavaré hatdsokra mind a neuralis ICA, mind a FasICA érzé-
ketlen. Nagyobb sokkok esetén viszont a komponensek elkezdenek torzulni, kiilondsen, ha a
sokkolt elemek, vagy a sokkolds mddja véletlenszerd. Szisztematikus sokkok esetén ez a hatds
kevésbé érvényesiil. Ez a jelenség magyardzhatja az adatp6tlasi médszerekre vald érzéketlen-
séget is, hiszen az adatp6tlasi modszerek kiilonbozdsége kisszamu elem sokkoldsaként foghat6
fel, rdadasul ezek az elemek — az évenkénti ismétlddések miatt — periodikusan fordulnak el6.
Jelent&sebb sokkoldsok esetén ez a teljesitmény inkdbb a sokkolt elemek kivélasztasatdl és a
sokkolds médjatol fiigg, mivel a szisztematikus konstans nagy sokkok nem szepardlhaté kor-
reldciét visznek a rendszerbe, a véletlenszer(iséget novelve azonban a mddszer egyre jobban

teljesit.

3.2.4. Elemszam-robusztussag vizsgalata

A kovetkezdkben a modszer elemszam-valtozasra vald érzékenységét vizsgéljuk. Az idGsorok
elejérdl, végérdl, illetve mindkét végérdl elkezdjiik elhagyni az adatokat, majd az igy kapott
komponenseket az eredetileg szamolt komponensekkel hasonlitjuk dssze.

Maddszertanilag az el6z6eknek megfelel6en jarunk el, tehdt a komponensek standardizaltjai-
val fogunk dolgozni. Minden rovidebb komponenst azzal az eredeti komponenssel azonositunk,
melyre a két jel egyidejli abszoltt korreldcidja maximalis, természetesen az eredeti komponen-

seknek csak a megfelelden roviditett szakaszait véve figyelembe. Ezt kovetSen kiszdmoljuk
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3.3. dbra. Komponensek kozotti dtlagos keresztkorreldcié alakuldsa 100%-os sokkolds esetén. Az elsd
oszlopban a valtoztatds médja konstans, a masodikban azonos véletlen, a harmadikban pedig
elemenkénti véletlen.

a két komponens standardizaltjdnak az AADC-mér6szamat. Varakozdsaink szerint az AADC
mér6szdmokban egészen addig nem lesz jelentGs kiilonbség, mig az elemszam csdkkenése nem

teszi nehezebbé az ICA probléma megolddséit. Az eredményeket a 3.4. és a 3.5. dbra szemlélteti.

Amint az lathat6, mindhdrom adatelhagydsi médszer esetén hasonléak az eredmények, a
komponensek kiilonbségeit nem befolydsolja szaimottevéen az adatok elhagydsa, egyik mdd-
szer hasznalata esetén sem — a kiilonbségek azonban nem elenyészdek. Ami mindenképpen
megjegyzendd, hogy a komponensek kozott kevés adat elhagyasakor minden esetben felfedez-
hetd egy-két a teljes idGsorra szamitottakhoz nagyon hasonlé komponens. Ezek a komponen-
sek az adatok elhagydsaval folyamatosan torzulnak, eltérésiik egyre inkdbb megkdzeliti a tobbi

komponensét.

Erdekes eredménynek tartjuk azonban, hogy szinte minden esetben taldlhaté legalabb egy
olyan komponens, melynek a teljes idgsorra szamolt komponensekre val¢ illeszkedése javul az
elhagyott elemek szamédnak novelésével.

Kijelenthetjiik tehdt, hogy adatok elhagydsa az id6sorokbdl megvéltoztatja a fliggetlen kom-
ponenseket, és ez a valtozds dsszességében véve anndl nagyobb mértéki, minél tobb adatot ha-
gyunk el, fiiggetleniil attél, hogy az adatokat honnan hagytuk el. Ennek fontos kovetkezménye,

hogy az id8sor egy szakaszdra szdmitott fliggetlen komponensek eltérhetnek a teljes idGsorra
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szamitott komponensektdl, ahogy azt a kovetkezSkben is latni fogjuk.

IdGsor elejérdl elhagyott adatok vizsgalata
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3.4. abra. A neurdlis ICA architektira elemszdm-robosztussdganak vizsgélatinak eredményei, kiillonbo-
z0 adatelhagyési mdédszerekkel.

36



TDK DOLGOZAT
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3.5. dbra. A FastICA algoritmus elemszdm-robosztussidgdnak vizsgdlatinak eredményei, kiillonbozd
adatelhagydsi modszerekkel.

3.2.5. Péniigyi sokkok hatasanak vizsgalata

A tesztek utolso csoportja a pénziigyi véalsagok fiiggetlen komponensekre gyakorolt hatdsdnak
a vizsgélata. A vizsgalatba hdrom id8szakot vonunk be: az 1998-as orosz valsagot, a 2000-es
dot-com valsagot,valamint a 2008-2009-es gazdasédgi vildgvalsdgot (a tovdbbiakban subprime
véalsag). Az dbrdk leolvasdsdnak megkonnyitése céljabol pirossal meg fogjuk jeldlni a valsa-

gok kezdeti idSpontjat, illetve amennyiben a kezdeti idSpont nem egyértelm, a valsdg hatdsa-
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nak megjelenési pontjat az idosorokon. A tesztekhez a FastICA algoritmust hasznéljuk, annak

pénziigyi teriileten valo — a kordbbi tapasztalatok szerint — jobb alkalmazhatésdga miatt.

Az orosz valsag

Az orosz valsdg idGszakara korldtoz6do, 1998.06.18-1999.07.15. kozotti idGsorok, valamint a
kiilonbdz6 mddszerekkel elkiilonitett komponensek a C.7.-C.9. dbrdkon lathatéak, pirossal be-
jelolve 1998.08.01.-e. Amint lathatd, a legtobb idGsorban a valsdg a kotvényhozamok esésében
nyilvdnul meg, a magyar hozamok ugyanakkor dtmeneti emelkedést mutatnak.

A FastICA algoritmussal nyert komponensek koziil a valsag kezdetekor csak kett6ben vehe-
t6 észre szignifikans trendbeli eltérés, a tobbi fiiggetlen komponens csak koriil-beliil egy honap
multdn koveti a valtozdsokat. A neurdlis algoritmussal kapott komponensek esetén hirtelen val-

7 7z

tozdsok harom komponens esetén is megjelennek, mig a tobbi az el§z6eknek megfeleléen egy
honappal kés6bb mutat eltérést.

Amennyiben a nem ablakozott, 3.2. dbrdn lathaté komponensekkel hasonlitjuk 0ssze az
eredményeket, hasonlé megallapitdsokat tehetiink : hirom komponens mutat hirtelen valtozast a
vélsag kezdetekor, a tobbi csak egy hdnappal késébb valtozik. Megemlitendd, hogy mig a teljes
iddsorra elvégzett ICA komponensei kozott jellemzden szerepel egy nulla kis kdrnyezetében

mozgo, zaj jellegli komponens, az ablakozott id6sorok esetén ilyen nem lathato.

A dot-com valsag

A dot-com valsdg 1999.10.21-2000.12.14. kozotti szakaszdnak id&sorai, valamint a kiilonbo-
z0 modszerekkel elkiilonitett komponensek a C.10.-C.12. dbrdkon lathat6ak, pirossal bejelolve
2000.03.10.-e. Amint l4thatd, a valsdg nem gyakorol sz€éls6séges hatdst az idésorokra, ennek
ellenére a fliggetlen komponensek koziil hdrom mindkét mddszer esetén hirtelen valtozasokat,
vagy trendbeli toréspontot tartalmaz a véalsag kezdetének idején. Ez az eredmény azért is érde-
kes, mivel a teljes id§sor haszndlatdval kapott komponensekben ilyen tendencia nem kiilonithetd
el, a vélsag egyértelmiien csak egy komponensben jelenik meg.

Tovébbi érdekesség a komponensek ugrdsszerli valtozdsa egy honappal a vilsidg kezdete

utdn, mely a teljes idGsor fiiggetlen komponenseiben hasonléképpen megjelenik.

A subprime valsag

A subprime vélsag idGsorai a 2008.03.27-2009.05.21. kozotti idészakot dlelik fel, a C.13.-C.15.
dbrakon pirossal bejeldlve 2008.09.15.-¢ ldthaté!”. Amint ldthatd, az 6sszes id6soron csokkend

trendeket okozott a valsdg, a magyart kivéve, melyen dtmeneti ndvekedés volt tapasztalhato.

17 A Lehman Brothers Holdings Inc. ezen a napon kért csédvédelmet
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Erdekes eredmény, hogy mindkét médszer esetén a trendbeli valtozdsok csak egy-egy id6-
sorban jelennek meg, a tobbi komponens hirtelen valtozasokat tartalmaz a valsag kezdetekor,
illetve valamivel kés6bb. Tovabbi érdekesség, hogy a teljes idGsorral szamolt fiiggetlen kompo-
nensek kozott van olyan, amelyik még ez el6tt a datum el6tt az addigival ellentétes mozgasba
kezd, mig az ablakozott komponenseken ilyen viselkedés nem ldthatd.

Megjegyzendd tovdbba, hogy ez az ablak a legnehezebben fliggetlenithetd, a neurdlis ICA
algoritmus 4ltal fiiggetlenitett komponensek kozott van 0,7-es korreldcidji par — a FastICA

ebben az esetben is kivadl6 eredményt nydjt.

3.3. Eredmények osszefoglalasa

Az eredmények alapjdn megallapithatjuk, hogy az ICA rendkiviil hatékonyan képes pénziigyi
idGsorok fiiggetlenitésére. Tesztjeink alapjan a mddszer kevéssé érzékeny a kis mértékii zajra,
illetve arra is, hogy amennyiben hidnyz6 adatokat tartalmaz6 id@soraink vannak, azokat milyen
mddszerrel imputaljuk.

Amennyiben az ICA kimenetének az dtlagos keresztkorrelacidt vessziik, azaz a célunk az
idGsorok fliggetlenitése, tigy a mddszer rendkiviil robusztus. A vizsgélt idGsorok esetén az
Osszes futds utdn alig mérhetd keresztkorrelacidkat kaptunk. Ezzel kapcsolatban az is megal-
lapithatd, hogy a neurdlis ICA architektira bar egyszer(ibb, jellemz6en miiszaki teriileten eld-
forduld jelekre kivalé eredményekkel alkalmazhatd, pénziigyi idGsorok esetén kevésbé kielégitd
eredményt nyujt. Ennek oka nyilvanvaldan a koltségfiiggvény bonyolultsdgaban rejlik, ugy is
fogalmazhatunk, hogy az ICA probléma pénziigyi idGsorok esetén egy nagybonyolultsdgu op-
timaliz4cids probléma.

Ha viszont az eljards kimenetének magukat a fiiggetlen komponenseket, mint djabb id&so-
rokat tekintjikk — példaul mert ezek elméleti azonositdsa a célunk —, akkor az algoritmus teljesit-
ménye arnyaltabb. Egyrészt az ICA-modell sajatossdgai miatt a kapott komponensek tetszdlege-
sen skaldzva, tetszGleges sorrendben jelenhetnek meg, ami megneheziti az idésorok elemzését.
Masrészr6l két futtatds kozott kapott komponensek — ha a kiinduldsi id6sorok akar csak mini-
madlisan is eltérnek — nem egyeznek meg, annak ellenére, hogy korrelaciéjuk a kordbban kapott
komponensek egyikével igen magas, a tobbivel pedig alig mérhetd. A keresztkorrelaciok az
idGsor egyre nagyobb mértékii valtoztatasdval egyre nének, ahogy azt az adatsorok sokkola-
saval érzékeltettiik, bar megjegyzendd, hogy szisztematikus sokkok esetén ez a hatds kevésbé
jelentds, ha sokkok mértéke normdlis szintli. A nagymérték{i konstans sokkok nem szeparal-
hat6 korreldciét visznek a rendszerbe, azonban a sokkok véletlenszertiségének novelésével a
szisztematikus eltéritéseket a mdédszer jobban szepardlja.

Elemek elhagydsa az id6sorbdl szintén problematikus, ekkor ugyanis a fiiggetlen kompo-
nensek nagymértékben megvaltoznak, illetve elegendSen nagyszdmu komponens elhagyasaval

a fliggetlenségiik sem biztosithatd, korreldciéjuk megnd. Emiatt ablakozott id6sorok vizsgélata
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2.2

a teljes id6sorhoz képest eltéré eredményt nyujt, bar megjegyzendd, hogy sok hasonlé tulajdon-
sag figyelhetd meg a teljes idGsor haszndlatdval szdmitott, illetve az ablakozott eset komponen-

sei kozott.
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4. Osszefoglalas

A dolgozatban bemutattuk a fiiggetlen komponens analizist, illetve annak pénziigyi adatsorokra
valé alkalmazasdnak lehet6ségeit.

A modszer elméleti leirdsa, valamint megvaldsitasi lehetdségeinek ismertetése utdn egy al-
talunk valasztott algoritmust megvaldsitottunk, miikodését kiilonb6zd egyszerii esetekben el-
lendriztiik. Emellett haszndltunk egy szabadon hozzaférhetd, széleskorlien haszndlt algoritmust
is.

Az ICA gazdasdgi teriileten valé alkalmazhatésdganak vizsgdlatat az imputdlds hatdsanak
feltdrasdval kezdtiik. A rendelkezésiinkre all6, hidnyos adatsorainkat kiilonb6z6 médszerekkel
imputaltuk, majd meghatdroztuk az {gy nyert komponensek korrelacidit, illetve hasonldsagukat
altalunk definidlt mér6szamok alapjan. A tesztek sordn megallapitottuk, hogy az adatpétlasi

mddszer nincs jelentds hatdssal az ICA eredményeire.

Ezutdn az ICA iltal fiiggetlenitett id6sorok tulajdonsédgait vizsgaltuk a komponensek és id6-
sorok szdmdnak fiiggvényében. Megéllapitottuk, hogy a komponensek szamanak az ICA telje-
sitménye szempontjabol csak neurdlis ICA esetén van hatdsa. Megvizsgaltuk a komponensszam
rekonstrukcids hibara gyakorolt hatdsat is, azt dllapitottuk meg, hogy a kiindulési adatsorok re-
konstrukcidja csak akkor tokéletes, ha a komponensek és az idésorok szdma megegyezik. El-
lenkez6 esetben az ICA rekonstrukcids teljesitménye romlik, kiillondsen a neurdlis architektira
esetében. Mindebbdl kovetkezden pénziigyi elemzésekre a FastICA algoritmust tartjuk alkal-
masabbnak.

A mddszer robusztussagdnak vizsgalatdaval folytattuk az elemzést, kitérve mind az adatro-
busztussdg, mind az elemszdm-robusztussdg vizsgalatdra. Adatrobusztussag tekintetében meg-
allapitottuk, hogy a mddszer a komponensek torzuldsanak tekintetében nem érzékeny az id6-
sorok kismértékli sokkoldsara, illetve szisztematikus sokkok esetén nagyobb mértékiire sem.
Masrészt nagyobb méretii véletlen sokkokat alkalmazva az elkiilonitett fliggetlen komponensek
a sokkolds nélkiili id6sorbdl kapott komponensekkel val6 keresztkorrelaciéi megndnek, illetve
azok abszoliit eltérése is nagyobb mértéki. Vizsgalataink alapjan azonban a keresztkorrelaciok
nem nének tetszdlegesen nagyra, a sokkolt id6sorokbdl szamitott és az eredeti fiiggetlen kom-
ponensek atlagos keresztkorreldcidja a sokkolt elemek szdmanak novekedésével egy konkrét
értékhez tart.

Az ICA elemszdm-valtozdasra valo érzékenységével kapcsolatban elmondhatd, hogy a kom-
ponensek atlagos eltérése a teljes idésorra szamoltaktdl ugyanabban a nagysagrendben marad,
de értéke ingadozik, egyes esetekben a teljes idsorra szdmoltakhoz nagyon hasonlé kompo-
nenseket is kaphatunk. Altaldnossigban azonban elmondhatd, hogy a kiilonbdzé hosszisdgu

id6sorokbdl szétvalasztott komponensek nem egyeznek meg egymadssal, kiilondsen, ha az el-
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meszam az ICA hatékonysdganak romlésat is okozza.

Végezetiil az id6sorok ablakozdsdnak hatdsat vizsgéltuk. A kordbbiakkal 6sszhangban meg-
allapitottuk, hogy az ablakozott id&sorok fiiggetlen komponensei nem egyeznek meg teljesen a
teljes iddsorra szamitottakkal, de azokban azonos tendencidk fellelhetSek. Megéllapitottuk to-
vabbd, hogy a vilsdgok a fiiggetlen komponensekre is hatdssal vannak, de valtozd, hogy milyen
mértékben, és hany idGsorban okoznak eltéréseket.

Megallapithatjuk tehdt, hogy a FastICA algoritmus kival6 eszkdz pénziigyi komponensek
fliggetlenitésére, annak ellenére, hogy az eredményiil kapott komponensek feldolgozdsa nem
feltétleniil trividlis. A dolgozatban definidltunk egy lehetséges mddszertant a komponensek

0sszehasonlitasara, és azok torzulasanak elemzésére.
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Fiiggelék

A. Transzformacio stirtisége

Legyenek X, Y valdszintiségi vektorvéltozok, melyek kozott fennall a kdvetkezd Osszefliggés:

Y =g(X), (A.1)

amelyre létezik és egyetlen az alabbi inverz leképezés:

X=g"'(. (A2)

7 7 s 2

Megmutathato, hogy Y valtozd py(y) valoszintiségi siirliségfiiggvénye a px(x) siirlis€gbdl a

kovetkezSképpen szdmithato ki :

px(g” (Y). (A.3)

1
PrY) = e Te@ )

Legyen Jg a Jacobi-métrix

[0g1(%)  9g2(%) 9gn(x) |
6)6] 5)(1 et 3)6]
9g1(x)  dga(x) 9gn(X)
Jgo=| 0
Jg1(x)  9g2(x) 0gn(x)
L dx, 0x, e dx, |

ahol g;(x) a g(x) vektorfiiggvény j-edik komponense. Abban az esetben, ha az (A.1) linedris,
nemszinguldris transzformacid, vagyis ¥ = AX és X = A™'Y, az (A.3) egyenl8ség az aldbbira

egyszerlisodik :

_ 1 -1
py(y) = TdetAl px(A7y). (A.4)

Ha tehat X az (A.4) egyenletben tobbvaltozds normalis eloszldsd valtozot jelol, akkor Y is

tobbvaltozds normalis eloszlasu lesz.

A fenti gondolatmenetet folytatva egy transzformalt valdszinliségi valtozd entrépidjat is

meghatdrozhatjuk, az eddigi jeloléseket megtartva a kovetkezd médon:



H(Y) = ~Elog py(y) = H(X) +Elog|det Jg(x)|. (A.5)

Linedris, nemszinguldris transzformécio esetén tehdt a fenti jelolésekkel a kdvetkezd Ossze-

fliggést kapjuk:

H(Y) = HX)+log |det A|. (A.6)



B. Kumulansok

Jelolje F az Y valtozé folytonos eloszlasfiiggvényét. A valds szdmokon értelmezett

s M(s) =E(e'Y) = f e F(x)dx (B.1)

R

fliggvényt az Y valtozo, illetve az F eloszlds valés momentumgenerdld fiiggvényének ne-
vezziik, ahol az M értelmezési tartomdnya az olyan s valés szdmok halmaza, amelyekre az
integrél véges (Medvegyev 2002). A momentumgenerald fiiggvény logaritmusat kumuldnsge-

neral6 fiiggvénynek mondjuk:
C=InM (B.2)

A fiiggvényt Taylor-sorba fejtve a

C(s) = CkH

k=1

(B.3)

sorfejtésében szerepld ¢, egylitthatékat kumuldnsoknak nevezziik. ¥ néhdny kumulédnsa:

Cc1 = EY
¢, = B(Y?) - (EY)?
c3 =B(Y?)-3E(Y*)EY +2 (EY) .

Tobbvéltozos esetre a definici6 trividlisan kiterjeszthetd, illetve a keresztkorrelacié anal6-
gidjéra definidlhatéak az Yy, V>, ..., Y, valoszinliségi valtozok keresztkumuldnsai is. Jeloljiik a

keresztkumulans képzésének operatorat cum(.)-al, ekkor:

cum(Y,-, Y,-) E(YiY,‘),
Cum(Y,-, YJ, Yk) :E(YiY/Yk)’
cum(Yi, Yj, Y, Yl) :E(YiYJYle)_E(YiYJ)E(Yle)_E(YiYk)E(YJYZ)_E(KY’)E(YJ'Y")'



C. Abrik és tablazatok

C.1. Adatpétlasi modszerek és leiré statisztikaik
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C.1. abra. Konstans mddszerrel pétolt ktvényhozamok idSsorai. Az id8sorok fentr6l lefelé: Magyaror-
szdg, Nagy-Britannia, Németorszdg, Svédorszdg, USA.

C.1. tablazat. Leiré statisztikdk a konstans médszerrel pétolt idésorokra

Statisztika usS GB D SE HU
Atlag 3,909 4,484 3,515 3,906 9,266
Sz6ras 1,522 1,432 1,059 1,169 2,990

Moédusz 4,550 7,040 4,540 3,810 6,850
Medién 4,020 4,757 3,630 3,965 8,280
Ferdeség -0,113 -0,632 -0,542 -0,234 1,431
Cstcsosség -0,862 -0,110 -0,368 -0,579 1,046
IQR 2,240 1,301 1,627 1,689 2,680
MAD 1,284 1,096 0,864 0,953 2,257
JB-teszt 130,102 263,425 214,626 90,806  1519,096
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C.2. dbra. Linedrisan interpolalt kotvényhozamok id6sorai. Az idésorok fentrdl lefelé: Magyarorszag,
Nagy-Britannia, Németorszdg, Svédorszdg, USA.

C.2. tablazat. Leiro statisztikdk a linedrisan interpolalt id§sorokra

Statisztika US GB D SE HU
Atlag 3,910 4,484 3,516 3,906 9,266
Széras 1,522 1,432 1,059 1,169 2,991

Moédusz 4,550 7,040 4,730 3,810 6,850
Median 4,020 4,757 3,630 3,965 8,273
Ferdeség -0,114 -0,632 -0,544 -0,234 1,430
Cslicsossdg -0,863 -0,111 -0,361 -0,579 1,045
IQR 2,240 1,301 1,616 1,689 2,680
MAD 1,284 1,097 0,863 0,953 2,257
JB-teszt 130,195 263,469 215,089 90,605 1517,767
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C.3. dbra. GARCH médszerrel pétolt kotvényhozamok idGsorai. Az idGsorok fentrdl lefelé : Magyaror-
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C.3. tablazat. Leiro statisztikdk a GARCH-modellel pétolt id6sorokra

Statisztika US GB D SE HU
Atlag 3,909 4,484 3,515 3,906 9,266
Széras 1,522 1,432 1,059 1,169 2,991

Médusz 4,550 7,040 4,540 3,810 6,850
Median 4,020 4,757 3,630 3,965 8,280
Ferdeség -0,114 -0,632 -0,542 -0,234 1,431
Csticsossdg -0,862 -0,110 -0,368 -0,580 1,046
IQR 2,240 1,301 1,627 1,689 2,680
MAD 1,284 1,096 0,864 0,953 2,257
JB-teszt 130,132 263,425 214,626 90,951 1518,941




C.2. Adatpétlasi modszerek hatasa az ICA-ra

C.4. tdbldzat. A konstans mddszerrel pétolt idésorok korreldciéja

Komponens HU GB DE SE US
HU 1,0000 0,5048 0,3967 04899  0,4817
GB 0,5048  1,0000 09243  0,9097 0,9157
DE 0,3967 0,9243  1,0000 0,9449 0,8638
SE 0,4899  0,9097 09449  1,0000  0,8240
Us 0,4817 09157 0,8638 0,8240  1,0000

C.5. tablazat. A konstans mddszerrel pétolt id6sorok komponenseinek korreldciéja 5 komponens esetén

Komponens [ c5omt cmt [ cem
ot 1 0,0089  0,1350  -0,0649  -0,0243
cymt 0,0089 1 -0,0045  0,0068  0,0066
c 0,1350  -0,0045 1 -0,0109  0,0233
cym -0,0649  0,0068  -0,0109 1 0,0127
cgm -0,0243  0,0066  0,0233  0,0127 1




C.6. tablazat. A linedrisan interpoldlt id6sorok komponenseinek korreldcidja 5 komponens esetén

Komponens Clli” Clzi” Cgi" Cf{” Cé""
Cll’" 1 -0,0060 -0,0228  0,0125  -0,0048
Clzi” -0,0060 1 -0,0037  -0,0076  0,0076
Céi” -0,0228  -0,0037 1 0,0106  0,1181
Cf{" 0,0125  -0,0076  0,0106 1 0,0542
Cg” -0,0048  0,0076  0,1181 0,0542 1

C.7. tdbldzat. A GARCH-modellel pétolt id§sorok komponenseinek korreldcidja 5 komponens esetén

Komponens | C{% C3 C3 ¢ Cs
CUARCH 1 0,0091  -0,0068  -0,0066  -0,0045
C§AReH 0,0091 1 0,0645  0,0242  0,1349
C{ARCH -0,0068  0,0645 1 0,0127  0,0109
CJARCH -0,0066  0,0242  0,0127 1 -0,0233
CUARCH -0,0045  0,1349  0,0109  -0,0233 1




C.3. Kiilonb6z6 adatpétlasi modszerekkel kapott komponensek dsszehasonlitasa

C.8. tablazat. GARCH és Linedris idGsorok komponenseinek korreldcids métrixa és az abszoliit értékben
vett maximumok oszloponként

Komponens COARCH  CGARCH — CGARCH  COARCH Cg}ARCH
Clli" -0,1177 -0,9990 0,0082 0,0090 0,0519
Clzi” 0,9994 0,1265 -0,0309 -0,0039 -0,0047
Céi" -0,0100 0,0040 -0,0028 -0,9980 0,0026
Clin 20,0142 -0,0677  -0,0083  -0,0071  0,9966
Céi" -0,0163 0,0216 0,9984 0,0061 -0,0126
Abszolit maximum 0,99 0,99 0,99 0,99 0,99

C.9. tdblazat. GARCH és Konstans id6sorok komponenseinek korreldcids matrixa és az abszoltt érték-
ben vett maximumok oszloponként

Komponens CIGARCH CgARCH C?ARCH C4GARCH C(S'}ARCH
[ 0,0081 -0,0311 -0,0027 -0,0083 0,9985
cy 0,9990 -0,1265 -0,0038 0,0683 -0,0217
cnt 0,0520 -0,0047 0,0021 0,9966 -0,0126
cymt 0,0090 -0,0038 -0,9980 -0,0075 0,0062
com -0,1176 0,9994 -0,0098 -0,0142 -0,0161
Abszolit maximum 0,99 0,99 0,99 0,99 0,99

C.10. tablazat. Linedris és Konstans id§sorok komponenseinek korreldciés métrixa és az abszolit érték-
ben vett maximumok oszloponként

Komponens coonst csont csm cynt cgm
C’]’” -0,0233  0,0166 1,0000  0,0061  -0,0125
C’;” -0,1254  -1,0000 -0,0166  0,0073 0,0634
Cf{” -0,0107  -0,0629 -0,0125  -0,0066  1,0000
Cff” 0,0043  -0,0075  0,0063 1,0000  -0,0074
Cg” 1,0000  0,1253  -0,0228  0,0040  -0,0107
Abszolit maximum 1 1 1 1 1




C.4. Mesterséges sokkok vizsgalata

C.11. tabl4zat. Linedris mdodszerrel pétolt iddsorok komponenseinek robusztussdga konstans sokkolds

esetén, véletlen és szisztematikus elemkivalasztassal

Véletlenszerii elemkivalsztas

Szisztematikus elemkivalasztas

Sokk mértéke[ %] 1 5 10 Sokk mértéke[ %] 1 5 10
1 0,0000  0,0002  0,0009 1 0,0000  0,0000 0,0001
10 0,0001  0,0004 0,0016 10 0,0026  0,0119  0,0211
50 0,0003  0,1978  0,0090 50 0,0000 0,0001  0,0003
100 0,0006  0,0030 0,1990 100 0,0002  0,0009 0,0021
500 0,0020 0,0118  0,2082 500 0,0003  0,0018 0,1883
1000 0,0017  0,2043  0,2070 1000 0,0020  0,0090 0,1920

C.12. tablazat. Linedris mddszerrel pétolt id6sorok komponenseinek robusztussdga azonos véletlen sok-

kolas esetén, véletlen és szisztematikus elemkivalasztassal

Véletlenszerii elemkivalsztas

Szisztematikus elemkivalasztas

Sokk mértéke[ %] 1 5 10 Sokk mértéke[ %] 1 5 10
1 0,000  0,0001  0,0001 1 0,000 0,000 0,000
10 0,0001  0,0004  0,0009 10 0,0017  0,0018 0,0197
50 0,0002  0,0009 0,0076 50 0,0000  0,0003  0,1979
100 0,0011  0,0023 0,1977 100 0,0000  0,0002  0,0009
500 0,0005  0,1994  0,0242 500 0,0002  0,0008 0,0019
1000 0,0024  0,2180 0,2171 1000 0,0018  0,2016  0,0175

C.13. tablazat. Linedris mddszerrel potolt id6sorok komponenseinek robusztussdga elemenkénti véletlen

sokkok esetén, véletlen €s szisztematikus elemkivalasztassal

Véletlenszerii elemkivalsztas

Szisztematikus elemkivalasztas

Sokk mértéke[ %] 1 5 10 Sokk mértéke[ %] 1 5 10
1 0,0000  0,0001  0,0001 1 0,0000  0,0001  0,0001
10 0,0002  0,0003  0,0006 10 0,0017  0,2102  0,2119
50 0,0002  0,0010  0,1979 50 0,0002  0,0010 0,1977
100 0,0002  0,0022  0,2002 100 0,0003  0,0018  0,1979
500 0,0009  0,2000 0,2045 500 0,0005 0,1978  0,0021
1000 0,0018  0,0199  0,2140 1000 0,0022  0,2107  0,0410




C.14. tablazat. Elemenkénti dtlagos abszolut eltérések konstans sokkolds esetén, szisztematikus és vélet-
len elemkivalasztasi eljardssal

Random elemkivalsztas Szisztematikus elemkivalasztas

Sokk mértéke[%] 1 10 Sokk mértéke[%] 1 10
1 0,0003  0,0017 1 0,0001  0,0005
10 0,0014 0,0104 10 0,0113  0,0633
50 0,0052  0,0383 50 0,0007  0,0058
100 0,0086  0,2812 100 0,0017  0,0134

C.15. tablazat. Elemenkénti dtlagos abszoliit eltérések azonos mértéki véletlen sokkolds esetén, sziszte-

matikus és véletlen elemkivalasztasi eljarassal

Random elemkivalsztas

Szisztematikus elemkivalasztas

Sokk mértéke[%] 1 10 Sokk mértéke[%] 1 10
1 0,0002  0,0002 1 0,0000  0,0000
10 0,0011  0,0069 10 0,0113  0,3135
50 0,0030  0,2658 50 0,0005  0,2615
100 0,0050  0,0429 100 0,0005  0,0097

C.16. tablazat. Elemenkénti atlagos abszolut eltérések elemenkénti véletlen sokkolds esetén, szisztema-

tikus és véletlen elemkivalasztasi eljarassal

Random elemkivalsztas

Szisztematikus elemkivalasztas

Sokk mértéke[%] 1 10 Sokk mértéke[%] 1 10
1 0,0001  0,0005 1 0,0001  0,0004
10 0,0010  0,0100 10 0,0101  0,2831
50 0,0027  0,0383 50 0,0020  0,2637
100 0,0053  0,2711 100 0,0037  0,2643
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C.4. abra. Sokkolt és sokkolatlan idsorokra készitett komponensek atlagos keresztkorrelaciods értékei-
nek alakuldsa szisztematikus elemkivélasztis esetén. Az egyes oszlopok a sokkok mértékét
mutatjdk, ez az érték balrdl jobbra 1, 5, és 10%.
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C.5. dbra. Sokkolt és sokkolatlan idésorokra készitett komponensek atlagos keresztkorrelacids értékei-
nek alakuldsa véletlen elemkivalasztds esetén. Az egyes oszlopok a sokkok mértékét mutatjék,
ez az érték balrdl jobbra 1, 5, és 10%.
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C.6. dbra. Komponensek dtlagos abszoliit eltérésének alakuldsa konstans sokkolds esetén.



C.5. Pénziigyi sokkok vizsgalata
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C.7. dbra. Az orosz valsdg idGsorai 1998.06.18-1999.07.15. kozott, pirossal bejeldlve 1998.08.01.-e 14t-
haté. Az idGsorok fentr6l lefelé : Magyarorszadg, Nagy-Britannia, Németorszdg, Svédorszag,
USA.



Fiiggetien komponensek
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C.8. dbra. Az orosz vélsdg fiiggetlen komponensei FastICA algoritmussal meghatdrozva, 1998.06.18-
1999.07.15. kozott, pirossal bejelolve 1998.08.01.-e 14thato.
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C.9. dbra. Az orosz vilsdg fiiggetlen komponensei neurdlis ICA algoritmussal meghatdrozva,
1998.06.18-1999.07.15. kozott, pirossal bejeldlve 1998.08.01.-e lathatd.
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C.10. dbra. Dot-com valsdg id6sorai 1999.10.21-2000.12.14. kozdtt, pirossal bejeldlve 2000.03.10.-¢ 14t-
hat6. Az id6sorok fentr6l lefelé: Magyarorszdg, Nagy-Britannia, Németorszag, Svédorszag,
USA.
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C.11. dbra. Dot-com vélsdg fiiggetlen komponensei FastICA algoritmussal meghatdrozva, 1999.10.21-
2000.12.14. kozott, pirossal bejelolve 2000.03.10.-e 1athato.
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C.12. dbra. Dot-com vilsdg fiiggetlen komponensei neurdlis ICA algoritmussal meghatirozva,
1999.10.21-2000.12.14. kozott, pirossal bejelolve 2000.03.10.-e lathato.
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C.13. dbra. Subprime valsdg id&sorai 2008.03.27-2009.05.21. kozott, pirossal bejelolve 2008.09.15.-e
lathat6. Az id&sorok fentrdl lefelé: Magyarorszag, Nagy-Britannia, Németorszdg, Svédor-
szdg, USA.



Fiiggetlen komponensek
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C.14. dbra. Subprime vilsdg fliggetlen komponensei FastICA algoritmussal meghatdrozva, 2008.03.27-
2009.05.21. kozott, pirossal bejelolve 2008.09.15.-e lathato.
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C.15. dbra. Subprime vilsdg fiiggetlen komponensei neurdlis ICA algoritmussal meghatirozva,
2008.03.27-2009.05.21. kozott, pirossal bejelolve 2008.09.15.-¢ 1athatd.



