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1. fejezet

Bevezetés

A pénziigyi idSsorok eldrejelzése fontos, izgalmas teriilet, rengeteg nyitott kérdéssel.
Amellett, hogy szdmos kutatés targyat képezi, az ingyenesen letolthetd tozsdei fejlesztd
kornyezeteknek hdla ma mar barki mélyrehatéan foglalkozhat a témdval. Az automati-
zalas lehetdsége Uj tavlatokat nyitott az elemzésben. Elemzdi oldalon 1) eszkdzok, mod-
szerek jelentek meg, de a piac is valtozasokon ment keresztiil, hiszen a kordbban t6zsdék
irant kevésbé érdekl6ds informatikusok figyelme is a pénzpiacok felé fordult, akik prog-
ramjaikkal még fel is gyorsitottdk ezt a vildgot.

Az emberi beavatkozds nélkiil keresked6 robotok elsddleges célja, hogy a nap 24
ordjaban mentesitsék a befektetdket a folyamatos terhelés aldl. A humdén kereskeddket
ugyanis tobb tényezd is korldtolja: nem képesek éjjel-nappal feliigyelni a piacot, emel-
lett befolydsoljdk Gket sajat megérzéseik, és nem tudnak pillanatszerien cselekedni. Egy
programnak ezzel szemben nincs sziiksége ledllasokra, nem befolyésoljdk zavaré ténye-
70k, és még a reakcidideje is minimalis. Egy stratégia preciz elemzése is csak algoritmi-
zalassal érhet6 el, ahol ezek a kvalitasok is egytdl egyig kiakndzasra keriilnek.

A t6zsdei eldrejelzés problémdjanak megkozelitése tobbféle lehet. Az alapvetd fel-
tevés szerint érdemes a multbeli folyamatokat megvizsgalni, és azok alapjan stratégidkat
épiteni. Ez az ugynevezett technikai elemzés. Az egyik legszéleskoriibben alkalmazott
tin. mozgdatlagos eljardscsalad mellett szdmos sikeres Jelfeldolgozds, Mesterséges Intel-
ligencia alapi modszer latott napvilagot. Ide tartozik példaul a periodicitasok feltarasa,
szezondlisan ismétl6dd piaci tényezdk megismerése Fourier-transzformacios eszk6zok-
kel. A mintdzatok egyszerre akdr tobb skdlan is el6fordulhatnak, ezek wavelet analizis,
gépi tanuldsi moédszerekkel sikeresen kiakndzhatéak. Itt els§sorban adatbanydszatra és
megerdsitéses tanuldsra érdemes gondolni: neurdlis halok, dontési fak, komplett dgensek
képesek dontési kérdésekre jo vdlaszokat adni. Szdmos statisztikai modell is népszert,
ide tartoznak a kopuldk [|13]] és az autoregressziok [14]].

A kereskeddk vizsgalodhatnak tetszOleges idoskdlan, és ma mar lehet6ség van egé-
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szen mélyrehat6 elemzésre is. Ez az igynevezett magas frekvencidji kereskedés vildga,
amikor is a lehetd legstirlibben mintavételezziik az iddsort. Ekkor piaci valtozasok a mé-
sodperc toredéke alatt, nagyjabol ezredmésodperces szinten mennek végbe, igy a korab-
ban emlitett okokbdl kifoly6lag ez a robotok versenyszférdja. Sajnos a technikdk nagy
része az alacsony frekvencidra fokuszal, amikor is a vdltozdsok percben mérhetdek. A
tranzakcids koltségek miatt nehezebb magas frekvencidju eset kevésbé érintett az iroda-
lomban.

Dolgozatomban ezt a teriiletet fogom vizsgélni: egy alacsony frekvencidji Mestersé-
ges Intelligenciabeli eljarast fogok magas frekvencidji kornyezetbe atiilteni. Ez az tigyne-
vezett Rekurrens MegerdGsitéses Tanulds (Recurrent Reinforcement Learning, RRL) lesz,
mely a szakirodalomban az egyik legtobbszor hivatkozott algoritmus. Moody és Saffell
2001-ben megjelent [[12]] cikkében szerepelt eldszor, és sikerességének nyoman késébb
mas cikkek alapjdul is szolgalt. Ez egy rekurrens neuronhdlon alapszik, és a direkt RL
mobdszerek csalddjaba tartozik. A neuronhdl6 inputjai adjak ki a szokdsos RL-beli dllapo-
tot, outputja pedig az akciot, mely a t6zsdén haromféle lehet: long pozicid, short pozicid,
ires pozici6. A stratégidnak a neuronhdld sulyai felelnek meg, melyeket a megfeleld
moédon kell hangolni valamilyen kockédzatkezelést tartalmazo célfiiggvény (pl. Sharpe —
hanyados) optimalizaldséra.

A dolgozatban bemutatésra keriil az algoritmus eredeti véltozata, valamint annak to-
vabbfejlesztései. El6szor megvizsgdlom az algoritmus hatékonysagit magas frekvenci-
aju kornyezetben. Ezt kovetden 4j technikaként probédlok ki tobb, magas frekvencidban
szokdsos inputot is az eredetileg javasolt arfolyamvéltozasok mellett — ilyen a Limitaras
kotési konyv kiilonbozd szintjeinek haszndlata, mely bizonyos keretek kozott, mint latni
fogjuk, noveli a hatékonysagot. Kdzponti kérdés targyat képezi tovabba az iires poziciok
kezelése, hiszen ilyen akciét az RRL eredeti formdjdban O valészintiséggel 1ép meg — ez
alacsony frekvencidju kereskedésnél nem okoz gondot, magas frekvencidndl viszont mar
tul sok a bizonytalan szituacid, és ezeket ki kell tudni zarni. Itt két irdnybdl kozelitem meg
a javitas lehet6ségét. Az irodalomban Dempster és Leemans kiiszobolést [3]] javasoltak.
Ezt hasonlitom 0ssze egy természetes mddositassal, Maringer és Ramtohul [8,9] munkdja
nyoman. Foglalkozom a két mddszer egyesitésével is a dolgozatban. A futtatdsok és az

elemzések valddi tézsdei adatokkal torténtek.



2. fejezet

Kereskedési alapfogalmak

Munkénk sordn Moody és Saffel [12] cikke alapjan fogunk dolgozni, ezért kezdésként az
0 jelolésrendszeriik keriil 0sszefoglalasra.

Tekintsiink egy id6sort, té6zsde esetében ez tipikusan az arfolyam az id6 fliggvényé-
ben, diszkrét id6ben jeldljiik ezt p,-vel. Teszteléskor mindig véges mintat hasznalunk, igy
t=0,...,T.

Ekkor az arfolyam véltozasa additivan (r, = p, — p,_1) vagy multiplikativan (r;, =
H="=1) szdmolhat6. Utobbi djrabefektetésnél johet szoba, mikor egyenlegiink fix hdnya-
dat forgatjuk a piacon, ami rizikds, hiszen egyre tobb pénzt kockaztatunk. Szerencsésebb
adott (maximdlis) részvényszammal kereskedni, ekkor a kockdzat mindig ugyanakkora
(vagy legalédbbis feliilr6l becsiilhetd). Ez éppen az additiv profitnak felel meg, és mivel
egy jo kereskedd mindig keriili a kockdzatokat, mi ezzel fogunk szdmolni.

Legyen tehat
Tt =Pt — Pt—1,

€s a fix kotési méret p. Ekkor jelentse F; a t6zsdén felveendd pozicidt a ¢ pillanatban.
Alapvetden
F, e {-1,0,1},

hiszen lehet short (—1, csokkenésre spekuldld) és long (1, emelkedésre spekuldld) po-
zicidkat nyitni, valamint iires (0) pozicidval is jelen lehetiink a piacon, mint potencid-
lis befektetd. Jegyezziik meg, hogy F; definidlhaté folytonos mennyiségként is. Ekkor
F, € [—1,1], és azt szeretnénk tudni, hogy az aktudlis szitudcié mennyire szdmit csok-
kendnek vagy emelkedOnek. Ebben a véltozatban —1 felel meg a 100% short és 1 a
100% long dontésnek, a tobbi pedig a koztes dllapotoknak. Természetesen adddik, hogy
sign F} irdnyba l1éptink p - |Fy| részvénnyel, igy 1 a maximdlisan megvésarolandé részvé-
nyek szdmdva alakul. Mindkét valtozatban rendre Fy = Fp = 0, hiszen kezdetben nem

rendelkeziink részvényekkel, és a kereskedést nélkiiliik is kell befejezniink.
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Minden t6zsdei tranzakcié pénzbe keriil. Legyen az egy részvényre esd koltség 9.

Egyenlegiink valtozasa ekkor az
R, = ﬂ(thlrt - 5’Ft - thl‘)

képlettel szamolhatd: az el6z6 1épésbSl megmaradt javak jelenértékébdl ki kell vonni az
esetleges poziciocserék koltségét. A kummulalt profit képlete P, = E:,:l Ry, és ha W,
tokével kezdjiik a kereskedést, egyenlegiink

Wy =Wy + P,

szerint médosul.

Az arfolyam mellett néhany brokercégnél rendelkezésre dll az igynevezett Limitaras
kotési konyv is, mely formdlisan 2s darab arfolyammal parhuzamos id8sort jelent, ahol
Vta’e az eladasi és th,e a vételi volumen az (-edik szinten (rendre p?’e, pf’e arfolyamo-
kon), / = 1,...,s. Ha valaki kiad egy t6zsdei megbizast, az megjelenik ebben a kotési
konyvben valamilyen formdban (tdrolddik, mint limitaras, vagy végrehajtodik, mint pia-
caras kotés). Egy ilyen tehat arfolyamon feliili extra informacidkat jelent mas befekteték
kotéseirdl, és a varakozasokat modellezi. Ez elviekben segithet is a predikci6 sordn.

Végiill megjegyezziik, hogy a At > 5 perc fix esetén a mintavételezési frekvenciat ala-
csonynak szokds nevezni. Ekkor a kereskedési koltségek, a relative nagy mozgasok mi-
att, gyakorlatilag elhanyagolhaték. Magas frekvencidju kereskedés esetén 1 masodperc >
At > 1ezredmdsodperc és nem feltétleniil fix, lehet a tézsde sajatideje (osztas adat) vagy
a kotési konyv sajatideje (alosztds adat). Utobbi esetben minden kotési konyvbeli vélto-
zas Uj t id6pontot eredményez, el6bbiben pedig csak akkor vesziink figyelembe egy ilyen
t 1d6pontot, ha a kotési konyv mellett az arfolyam is megvaltozik. A Mesterséges Intel-
ligencia fogalmaival élve az alosztdsos adatok felelnek meg a teljesen megfigyelhetd, az
osztasos és alacsony frekvencidju adatok pedig a részlegesen megfigyelhetd kornyezetek-

nek.



3. fejezet

Rekurrens Megerositéses Tanulas

Most ratériink Moody és Safell alap algoritmusdnak [12], és annak kiegészitéseinek a
bemutatdsara. Munkdank sordn végig egy rekurrens neurdlis haloval fogunk dolgozni,
mely egy darab t6zsdei id6soron fog prédikalni és kotéseket végrehajtani. Az eljarast
Rekurrens Megerdsitéses Tanuldsnak (Recurrent Reinforcement Learning, RRL) fogjuk
nevezni.

Az egyszerliség kedvéért tekintsiink egy egyrétegli neurdlis hdlét. Ez egy linedris
szeparator. Legyen

F, = tanh(w!z,),
ahol z, a neuronhdl6 input vektorat, w, pedig a szeparalo hipersik szokdsos normélvekto-
rat jelenti. F} itt a korabban mar definidlt t6zsdei 1épést jelenti, ez az output érték.
Az input vektort a kovetkezd médon vdlasztjuk meg. A hédlénak atadunk egy M
hosszusdagi historikus részt az r; drfolyamvaltozdsokbdl, valamint az el6z6 F;_; dontést.

A tengelymetszet miatt bekeriild 1-essel egyiitt

Ty = [1 Tt Ti—1 - Ti—M+1 Ft—1i|~

Ez egy RM*2beli vektor. Elemeit szok4s feature-6knek is nevezni.

Ezt kovetéen x, minden koordindtdjdhoz hozzarendeliink egy stlyt:

wt:[v wy wyp - Wpm-1 U]

Ez is egy RM*2-beli vektor. A siilyok lesznek azok a paraméterek, amiket az id&soron
valé 1épegetés mellett a célunknak megfelel6 mdédon valtoztatgatunk majd.

A hipersik igy ketté fogja vigni a lehetséges input-ok vektorterét short és long ré-
szekre, ennek a tuddsnak a birtokdban fogjuk kiértékelni az aktudlis helyzetet, és donteni,
milyen irdnyban nyitunk pozici6t.

Meger0sitéses tanuldsbeli szemlélettel azt mondhatjuk, hogy w, a stratégidnk, ami
szerint dontéseket hozunk. z, az éllapot, amiben tartézkodunk. Az z, allapotot ezutén az

F; akcidra képezziik a fentebb latott képlet segitségével.



RRL a Magas Frekvencidju Algoritmikus Kereskedésben

Gyakorlatilag egy autoregressziv jellegi modellt épitiink a piacrdl. Rdadasul F; fiigg
F,_1-t8l, azaz el6z8 1épés output-ja a kovetkezd 1épésben input-td valik. fgy a neuronha-

16nk rekurrens tipusu, és a multbeli informacidk az F;_; szamban tomoriilnek.

3.1. A differencialt Sharpe —hanyados

Természetes kérdés, hogy mi szerint mddositsuk a w, vektort. Mi szdmit j6, ligyes keres-
kedésnek?

A hatékonysdg két dologbdl tevddik Ossze. Nyilvanvaléan minél nagyobb profitot
szeretnénk elérni. Emellett szeretnénk, hogy az egyes tranzakcidk teljesitménye minél
kiegyensulyozottabb, stabilabb legyen. Ekkor vdrhat6an nem fognak becsiszni kiemel-
ked6en nagy bukdsok, amikbdl akér egy is végzetes csapast mérhet az egyenlegiinkre. A

két elvardst az alabbi mddon Osszegezhetjiik:

ER,
Sy = —,
" DR,
ez az ugynevezett Sharpe —hanyados. Ezt szeretnénk maximaliz4lni: minél nagyobb var-
hato értéket szeretnénk kapni, minél kisebb szords mellett.
Sajnos belathatd, hogy a Sharpe —hdnyados nem optimalizdlhat6 online médon [10].

Tekintsiik ezért inkabb egy becslését:

A A
Sy = —,
/By — A?

ahol Ay = Ay 1 +n(Ry — A;_1) az Ry elsd, By = By_y + n(R? — B;_) pedig az R,
masodik momentumdénak exponencidlis mozgdatlaga. Ekkor 7 az ablakhosszért feleld
batorsagparaméter. 7 szerint derivalva juthatunk az tgynevezett differencialt Sharpe —
hanyadoshoz:
_dS,

D, — —t
t dT]

_ Bi (R — Aiq) — %At—l(Rf — Bi1)
(Biy — A2 )2

n=0

A Taylor — sorfejtés tulajdonsagai miatt elegendd ezt maximalizélni, ugyanis

n+O(n?).

A ds
St ~ St—l + =t

dn
n=0

Szerencsére a D, margindlis hasznossagfiiggvény mar online optimalizdlhat6 sztochasz-

tikus gradiens médszerrel.
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3.2. A Kkoltségfiiggvény kritikaja

A rendszer legfontosabb elénye, hogy van értelmezhet6 kockdzatkezelés. D, akkor lesz
nagy, ha szdmldldja nagy. Mivel a szamldléban egy kiilonbség van, a kisebbitendonek
pozitivnak, a kivonandénak negativnak kell lennie. EIGbbi teljesiil, ha R, > A;_;, ami
szamunkra azt jelenti, hogy az atlagos teljesitményiinkh6z képest most jobban cseleked-
tiink. Ut6bbi pedig akkor, ha A; | és Rf — B, kiilonboz6 eldjeltiek: jol kereskediink
kis szoras mellett, vagy rosszul kereskediink nagy szords mellett. Itt a mdsodik eset el-
sore problémasnak tlinhet, de éppen az elso feltétel garantdlja nekiink, hogy a rossz ke-
reskedés ellenére most jot 1éptiink, ezért megéri picit batrabbnak lenni. Problémds vi-
szont az R, > A;_q, th > DB, 1 eset, a vdratlanul nagy profit esete, hiszen ekkor a
kivonandé nagyobb lehet a kisebbitend6nél, igy a hasznossag negativba fordul at. Ez a
Sharpe —hédnyados definicidjabdl is latszik: a nagy szérdsu profitabilis periddusok is biin-
tetést kapnak, ami nagy hiba, hiszen befektetSként az ilyen profitokat is szeretjiik. Ezért
célszerl csak a negativ profitok szordsat biintetni, igy juthatunk az dgynevezett Sortino —

hanyadoshoz [15]:
ER,

D [min (R, 0)]

Ez minden negativ profitot penalizdlni fog, a nagyokat kiilondsen. A korabbiakhoz ha-

DDRt -

sonldan:

DD, = \/ DD?2 | + n(min (R;,0)> — DD?% )

veszi at B, szerepét és

N Ry—1A,
. _ ADDR, B ha R, > 0,
t = = DD? | (Ri—%A;1)—3A;1R?
dn | i ha R, < 0.

Az R; > 0 esetben lathatdan nincs biintetés a kiugréan magas profitok szdmara.

Hasznossagfiiggvénynek szokds még a Nyereség Indexet is vélasztani [2]:

E [max (R, 0)]

le= —E [min (R, 0)]

Ez akkor jelent profitabilis stratégiat, ha értéke 1-nél nagyobb. Ez sem biinteti a kiug-
réan magas profitot, viszont a kiugréan negativat sem, hiszen szorast egyaltaldn nem vesz

figyelembe. Nem fog tehat stabil hozamra torekedni.



4. fejezet
Optimalizacio

A w, vektor médositasa sztochasztikus gradiens modszerrel torténhet. Ekkor

dD
wt:(l_y)'ﬂt—1+P‘d_,L;-

v numerikus stabilitdst adhat: a segitségével a kis sulyok leszorithatdk, igy kizarhat6

/////

elére meghatdarozzuk, igy csak a derivélt értéke kérdéses. Mivel D, az R;-beli Fi-ken

keresztiil fiigg a w-ktdl, lancszabdlyt kell alkalmaznunk a derivalds sordn.

dD, <~dDy (dRy dF, dRy dFy,
dw _t )

iR, \dF,  dw dF_, dw

=1
Egy batch szummaét kaptunk, amit bonyolult szimolni. Célszerlibb online approxi-
malni a legfrissebb taggal:

D, D, (dR, dF, = dR, dF,
dw, ~ dR, \dF, dw, dF,_; dw, /)"

Ebben mar egyszer( derivalasokkal megkaphaté majdnem minden rész, a Sortino —hényados

esetében:
D, DDlt,l ha R; > 0,
ar, DDZED# ha R, < 0.
3_];: = —pdsign (Fy — Fi_4)
di?]j_tl = pry + po sign (Fy — Fpq).

Az egyetlen problémds tényezdnél a Backpropagation through time algoritmust kell al-

kalmazni [17]:

df t Ol t Of t dFt—l 9 - dFt_l
~ + . 1 — tanh ‘ ‘ |
dwt aﬂt aFt—l dwt_l ( an (wt £t>> T, +u

10
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Rekurzidval tehat konnyedén frissithetjiik a sulyokat.

Tanitést tobbféleképpen csindlhatunk. Kijelolhetjiik példaul az iddsor elejét kezdeti
tanitasra. Ekkor ezen az intervallumon tdltanitdssal megkaphatunk egy lokdlisan optima-
lis stratégiat, melyet késébb 1épésenként valtoztathatunk globdlisan optimélis stratégiava.
Masik eshet6ség, hogy mindig egy lokdlisan optimdlis stratégiat tanulunk be egy ¢ el6tti
id6szakon, és ezt alkalmazzuk ¢-ben. Mi az el6bbit fogjuk alkalmazni. Online tdltanitas-

hoz elegend6 nagyjabol 10-szer végigmenni az iddsor kijeldlt periddusan.

11



S. fejezet

Kiterjesztési lehetoségek

Most megvizsgaljuk, hogy melyek a rendszer eldnyei, hitrdnyai, melyek azok a pontok,
ahol érdemes lenne az algoritmuson médositani. Osszefoglaljuk a szakirodalomban lel-
hetd legfontosabb javitdsokat.

Az implementécié szemszogébdl fontos szempont, hogy a rendszer online optimali-
zalhat6, amit mindig szeretiink, konnyebb programozhatésiga és gyorsabb konvergenci-
dja miatt. Szerencsés, hogy a szaimolds sordn nem kell a kordbbi R; értékeket felhaszndlni,
valamint az is, hogy D; és a derivéltak analitikusan szamolhat6 mennyiségek. Elegend6
mindodssze néhany valtoz6 ¢t — 1 idSpontbeli értékét eltdrolni a rekurzié miatt.

Gyakorlati szempontbdl kiemelendd, hogy az indirekt RL mddszerekkel szemben a
Rekurrens Megerdsitéses Tanulas kifejezetten jol teljesit. Ezt tobb cikk is visszaigazolta
[4,5]. Ennek oka a bin-ek problémdjdban keresendd: egy drfolyam akdr 5 tizedesjegy
pontossagu is lehet. Hogy az édllapotok kozotti apré eltéréseket is meg lehessen kiilon-
boztetni, meglehetésen sok bin-be kellene dket besorolni. A tabldzatos Q-learning eljaras
tipikusan 10° allapotot enged meg [16] — a t6zsdén azonban ennél tobbre is sziikségiink
lehet.

Hatranyként megemlitendd az autoregressziv feltevés, a halo egyréteglis€ge. Semmi
nem implikélja, hogy a t6zsdén linedrisan szepardlhaté dontési feladat el6tt dllunk, mégis,
a gyakorlatban megmutattdk [|6], hogy két (és igy tobb) réteg alkalmazédsa nem jelent igazi
elényt. Ezt nekiink is sikeriilt visszaigazolnunk, a hal6 egy rejtett réteggel kiegészitve
nagyjabdl hasonld teljesitményt nydjtott. Ez azonban még nem jelenti azt, hogy mas
modon sem lehet nemlinearitast bevinni a rendszerbe. Humdn intelligencidval ugyanis
lehetséges a rendszer kiterjesztése. Megtehetd példdul tobb hélé parhuzamos kiképzése
kiilonféle specidlis helyzetekre, ahol valamilyen ¢; mennyiség birtokdban indikator val-
tozokkal valasztjuk ki az aktudlis helyzetnek megfelel6 szeparatort, és aszerint 1épiink
akciot. Ez a Regime-Switching RRL eljards 8], €s az itt felhaszndlt 6tlet ebben a dol-

gozatban is fontos szerepet tolt be. Ekkor £ + 1 darab egymdstdl fiiggetlen neuronhélé

12



RRL a Magas Frekvencidju Algoritmikus Kereskedésben

mellett

N

-1
F/=(Fio-Ilg <al)+ ) (Fiy-Ilcja > a > ¢l) + (Fir - g > )
1

J
Ftvj = tanh (wzjit)v j = 07 et k

lehet egy vdlasztds, ahol az indikatorok teljes eseményrendszert alkotnak, és minden hélé
sajat sulyvektorral rendelkezik. ¢; lehet példaul egy GARCH(p, q) predikcié a volatili-
tasra, c;-k pedig vdlaszthat6ak a kordbbi GARCH értékek (k + 1)-kvantiliseinek. Tanités-
kor a hélok w, ; vektorai kiilonbozg silyokkal modosulnak: az éppen aktiv hal6 nagyobb,
a tobbi kisebb sullyal. Indikatorok helyett finomithatjuk is az dtmeneteket logisztikus
fiiggvénnyel [9]:

1
fla=al~ ey

Hej > q > ) = Icj1 > q - Il > ¢j] =

(1 + @_"/(Cj+1—qt)) (1 + e—v(qt—cg')) ’

ahol 7 — oo hatdratmenettel kozelithetd az indikéator fliggvény.

Virhato, hogy jobb inputok beiktatdsa a neuronhdlondl azért jobb teljesitményt jelen-
tene, de ilyet a szakirodalomban nem taldlni. Az algoritmus képes csupan az arfolyamval-
tozokbdl a teljes technikai elemzés elvégézésre, hiszen a nevezetes t6zsdei indikdtorok,
mint feature-0k, sem javitanak az eredményeken. A Dempster — Leemans szerzoparos
sejtése szerint viszont zart, nem publikusan hozzéférhetd informacidk, mint példaul a Li-
mitdras kotési konyv és annak statisztikdi [[1], hozhatnak plusz tudéast a rendszerbe. Ezt
nem vizsgaltdk, csak felvetették, mint lehetdséget.

Elény6s lehet tovabba 6 megnovelése (6’ = k - ), az inputok 0 vérhaté értékd és 1
szorasu valtozokka standardizéldsa, w, egységvektorrd normdldsa minden 1épésben [3].
Esetleg felhaszndlhat6 az djonnan megkapott stlyvektor egy tjabb, masodik dontés meg-
tételére, és kereskedhetiink eszerint. Valamint az F} kiértékelés diszkretizalhaté kiiszobo-

I€ssel is:
1 ha F, > e,

F, =X —1 haF, < —¢,
0  kiilonben.

Az eredeti véltozatnak természetesen e = ¢~ = 0 felel meg, és feltehetd, hogy e =
e~ = e. A rendszer paramétereit (9, 7, p, v, €T, €7) tovdbba érdemes lehet az aktudlis
id6soron kioptimalizalni.

Jovobeli kutatdsok szempontjabdl fontos lehet, hogy a gradiens mddszer helyette-
sithetd ARP tanuldsi szaballyal [[7], a kettd mdédszer dsszehasonlitdsa éppen csak, hogy
elkezd6dott.
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

Végiil megjegyezziik, hogy az eddigiek természetes médon altaldnosithatok tobb pénz-
tigyi eszkoznél valo egyiittes befektetésre. Ez a portfolio-optimalizalas [11]. Tegyiik fel,
hogy n darab parhuzamos id6sor all rendelkezésiinkre, azaz p, € R" vektor. Ekkor kap-

hatunk egy megfelels F', € R™ vektort a kovetkezd feltételek mellett:

Ft/,a Z 07

SR, -1
a=1

Ft/ — :Xp (Ft,a) :
“ e exp (Fip)

ami egy nemlinedris programozasi feladat. Nem enged;jiik meg a short pozicidkat, és a

t6két megosztjuk a potencidlis befektetések kozott.

14



6. fejezet

Numerikus Kkisérletek

A bemutatott RRL algoritmus eredetileg alacsony frekvencidju kereskedésre lett kitaldlva.
Most ratériink a magas frekvencidju kereskedés targyaldsara, ahol a koltségek mar komoly
biintetést jelentenek, €s ahol trendvaltasok is sokkal gyakrabban kdvetkeznek be. Termé-
szetes kérdés, hogy a Rekurrens Megerssitéses Tanulds miként teljesit ilyen feltételek
mellett, és ha a valasz az, hogy nem elég jOl, lehet-e valamit tenni a javitds érdekében,

akdr a mar targyalt kiegészitések segitségével, vagy valamilyen mas médszerrel.

6.1. Adatbazis

A futtatdsok minden esetben a Limit Order Book System —The Efficient Reconstructor|
honlapjardl letolthetd, Apple részvényre vonatkozé kotési konyv felhasznédldsaval tortén-
tek. Az adathalmaz 2012. jinius 21.-érdl tartalmaz informacidkat, 9 és 16 6ra kozotti
idGszakrél. Osszesen 77 = 400736 alosztds, ezen beliil 7, = 64483 osztds rekord &ll
rendelkezésre s = 10 arfolyamszintrdl.

Elsé korben kizarélag osztasos adatokkal fogunk foglalkozni. A viszonylag magas
arfolyam miatt a részvények szdma p = 100, a kezd6t6ke Wy = 100003 értéken ke-
riilt fixdlasra. Fedezeti problémaktol eltekintettiink (azaz tOkedttételt feltételeztiink). Az
arfolyam

S i
2
a tranzakcios koltség pedig egyeldre legyen 0. Tanitdskor viszont vegyiik figyelembe a
szokdsosnak mondhaté § = M

nyitdsakor és zarasakor is jelentkezik.

értéket, az ugynevezett spread felét, mely pozicid

Célfiiggvénynek a differencidlt Sortino —hanyados keriilt kivalasztisra, aminek nyil-

vanvalo elonyeirdl mar esett sz6 az el6z6 fejezetben.

'http://lobster.wiwi.hu-berlin.de/
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

6.2. Paraméterek optimalizalasa

A paraméterek bedllitdsdhoz a mar emlitett optimalizacids eljardst alkalmazhatjuk. A

Sortino —hdnyados maximalizdldsara:

max max max max max max DD R;.
€ K v n P M

Ez ebben a formdban csak lokélis maximumot fog garantélni, de miutdn a globélis maxi-
mum megtaldldsa tdl bonyolult feladat lenne, szdmunkra ez is elegendd lesz.

Az igy kapott paraméterektdl valo fiiggések a kovetkezd oldalak [6.2}t61[6.7 g szamo-
zott 4dbrdibdl olvashatok le. Némelyik paraméter optimuma szignifikdnsan kiilonbozik a

hivatkozott cikkek dltal javasolt optimumtdl, bizonyéra az idésor osztdsos volta miatt.

0 0.99

Sharpe —hdnyados 0.3715 0.7814
Sortino—hédnyados 0.3812 0.7827

6.1. dbra. Optimdlis célfiiggvényértékek az alap RRL-lel (¢ = 0) és kiiszoboléssel (¢ =
0.99).
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

0.37

0.36

0.35

o o o
w w w
N w BN

Célfliggvényérték

c
w
=

0.30

0.29

0.28

M flggés
: Sharpe-hanyados
e S o Sortino-hdnyados |
5 10 15 20

M (historikus adatok szdma)

6.2. dbra. Az M paramétertdl valo fiiggés. Lathatd, hogy csak 1 hosszu historikus adatot

érdemes dtadni a perceptronunknak.
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

0-35 T T T T
: Sharpe-hanyados
3 Sortino-hanyados
030 oo L RITRIEITPITS (PPLPIRPPIPIEPORLS ‘ .
0.25F 4 e R I R e
. ‘ ‘ ‘ ‘
P
ND0. 20 |
[
‘0
>
(@)}
T ] S I SHITII I
©
@]
0.10[ i e SR IR R
0.05f iz T ——— TR RN
i 1 i i
0-0875 0.1 0.2 0.3 0.4

0 (tanulasi rata)

0.5

6.3. dbra. A p paramétertdl valo fiiggés. Lathatd, hogy a tanuldsi ratdnak 0.0005 és 0.001

kornyékén van az optimélis értéke.
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

0.40

0.35

o
w
o

o
N
Ul

Célfiggvényérték
o o

= N

U o

0.10

0.05

0.0%.

Sharpe-hanyados
,,,,,,,,,,,,,,,,,,,,, Sortino-hanyados

I

0 0.1 0.2 0.3 0.4 0.5

n (ablakhossz rata)

6.4. dbra. Az 7 paramétertdl valé fliggés. Léthatd, hogy az ablakhossz ratdnak 0.005

kornyékén van az optimélis értéke.
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

0.35

0.341

Célfliggvényérték
o o© o
w w w
= N w
T T T

o

W

o
T

0.28

‘ | Sharpe-hanyados
Sortino-hanyados

I

0'26.0 0.1 0.2 0.3 0.4 0.5

v (felejtési rata)

6.5. dbra. A v paramétertdl valo fiiggés. Lathatd, hogy a felejtési ratanak 0.001 kornyékén

van az optimalis értéke.
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

0.40 T T T T
: : Sharpe-hanyados
Sortino-hanyados
0.35F [y e e s e
9
£ 0.0 e
N
>
[
0
>
(@)}
(o)}
E
025 [
@]
0,20+ oeemeeneeee I e e .
i 1 i 1
0-15 1 2 3 4 5

k (koltség szorzd)

6.6. dbra. A r paramétertdl valé fiiggés. Lathato, hogy a koltség szorzéjanak 1 kornyékén

van az optimalis értéke.
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

0-8 T T T T
1 1 Sharpe-hanyados ||
3 3 Sortino-hanyados ||
0.7f R, e IR T i
|
] T I A v A
Y4
\49 /
@
>
[
‘g 0.5
[@)]
(@]
E
3
O
T E 0 SESAIITIINIE STPITR
0.3 oo e AN b I
0. 1 1 1 i
8.0 0.2 0.4 0.6 0.8 1.0

¢ (aktivacids kiiszob)

6.7. dbra. Az e paramétertdl val6 fiiggés. Lathatd, hogy a szimmetrikus aktivacids kii-

szobnek 0.99 kornyékén van az optimalis értéke.
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

A kiiszoboléses viltozat tehat sokkal jobb az eredetinél, hiszen tobb, mint kétszer na-
gyobb hanyadosokat produkalt. Teljesitményét a [6.§] dbra és [6.9] tabldzat szemlélteti. Itt
figyelhetdé meg az optimalizalt célfiiggvény hatdsa a gyakorlatban: hosszitdvon nagy és
stabil hozamra toreksziink, azaz kicsi a lefele szérdsa a profitjainknak, igy egyenlegiink
szinte folyamatosan novekszik. A vizsgélt id6szakban az Apple drfolyama csokkend tren-
det mutatott, az algoritmus még sem &llt rd a trendkovetésre, hanem pillanatszertien pré-
balt poziciokat nyitni. Ez részben a kiiszobolésnek tudhatd be, hiszen egy magas kiiszo-
bot nem lehet hosszu id6n keresztiil elérni. A long és short akcidk szdma nagysdgrendileg
ugyanakkora, a trendelés ellenére mindkett6t azonos hatékonysdggal sikeriilt meglépni.
A 65.35%-o0s taldlati ardny 6nmagéban is jonak mondhatd, azonban a nyereségek vesz-
teségekhez viszonyitott nagysdga kimagasléan jova teszi a hatékonysagot. A futtatdsok
M =1, p=0.001,7n=0.01, v =0.001, x =1, e = 0.99 értékek mellett torténtek,

globdlisan optimdlis stratégidra torekedve.

Arfolyam
T T T T T T
S
©
a
Il Il Il Il Il Il
0 10000 20000 30000 40000 50000 60000 70000
Id6
Pozicié
2 1.0F T T T T
S o5}
> 0.0 :
S =050t A o HAHHE - HIE- I
ﬁ —1.0k. Lt ttl Al L TS O 0 Y O . | LAY | ) ” N I
0 10000 20000 30000 40000 50000 60000 70000
Idé
S
©
[a)
I i I I I I
0 10000 20000 30000 40000 50000 60000 70000
Id6

6.8. abra. Az arfolyam, az ¢ = 0.99 kiiszobbel ellatott RRL pozicidi, egyenlege.
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RRL a Magas Frekvencidju Algoritmikus Kereskedésben

Short Poziciok (nyerd %) 147 66.67%
Long Pozicidk (nyerd %) 156 64.10%
Nyer6 Pozicidk (6sszes %-a) 198 65.35%
Veszt6 Pozicidk (0sszes %0-a) 105 34.65%
Nyer6/Vesztd % 188.57%
Legnagyobb Visszaesés 11.0$
Legnagyobb Nyereség/Veszteség  27.0$ -11.0$
Atlagos Nyereség/Veszteség 7.75% -1.29%

6.9. abra. Statisztikak ¢ = 0.99 kiiszoboléssel.

6.3. Uj inputok hatisa

Eziddig nem haszndltunk fel extra informacidkat, példdul a kotési konyvbdl. Vizsgaljuk
meg, mi torténik, ha az z, vektorba ry, ..., r,_y/.1 mellé bevessziik a Vt“’é = Vt‘ﬁﬁ, V;b’z =
th_el volumenvaltozas parokat is, £ = 1,...,s’, s’ < s = 10. Kiiszobolt RRL esetén az
informacidk hatasa szerint alakul.

A plusz feature-0k jol lathatéan javitjdk a predikcidt alosztasos adatok mellett. Ha
elég siiri a mintavételezés, a kotési konyv tehat hoz némi pluszt (a Sortino —hényados
a korabbi 0.4697-r61 0.5628-re nd), osztdsos adatokkal nem sikeriilt hasonlé eredményt
produkdlni (a Sortino—hdanyados ekkor 0.7827-r6l 0.6499-re csokken). Ez elsGsorban a
teljesen és a részlegesen megfigyelhetd kornyezet kozotti kiillonbségnek tekinthets. Az
e = 0.99 kiiszob hozzavetdlegesen 5-szor akkora hanyadosokra vezetett, mint a kiiszob
nélkiili eset.

Az r, arfolyamvaltozas sulya w,, = 0.5858 lett, a volumendifferencidk elsd szintjén

Wyat_ya1 = —0.7921, Wyb1_yb1 = —0.0652, a masodik szinten Wya2_ya2 = —0.027
t— t— t—
€s w2 b2 = 0.0562 sulyok alakultak ki. Itt érhet6 tetten az arfolyam trendelésébol

Vi =Vi2a
fakado asszimmetria, hiszen a részvény tuladott volt. A tobbi stly a szintszam novekedé-

sében csengett le. Az s’ = 2 szintszam tekinthetd kritikus értéknek, ezzel kaphatéak meg

az igazan fontos magyarazo valtozok, de tobb szinttel tovabbi javulds tapasztalhatd.
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st fliggés

0-60 T T T T

: : Sharpe-hanyados

: : Sortino-hdnyados
055 T s e o
050 oo foreee RIS T IR IS

Célfiggvényérték
o
N
(0]
T

0.40f e o e e

0.35f e T R P ) e e

0.30 i i i i

st (kotési konyvbeli szintek szama)

6.10. abra. Az s’ paramétertdl valo fliggés alosztasos adatoknal, € = 0.99 mellett. Lat-

hat6, hogy a kotési konyvbeli volumenszintek szamanak 10 az optimélis értéke.

6.4. Simitott atmenet

A bizonytalan szitudciok kiszlirését sikeresen oldottuk meg egy ¢ kiiszob bevezetésével.
Most egy masik, sajat modszert tekintiink, ahol

1

F = tanh (wiz,) - - 55w,

vélasztdssal éliink. Itt most D D R,-t igy kezeljiik, mintha egy kiils6 konstans lenne, amit
valahonnan kaptunk. Ugy tesziink, mintha csak bizonyitottan profitabilis szitudciéban
lennénk hajlandok kereskedni, de ennél kicsit megengeddbbek vagyunk, simitjuk az igen
€s a nem allapotok kozotti dtmenetet.

El6szor is sziikséges «y optimalis beallitdsa, mely [6.1T}en szemrevételezhetd.

Az alap RRL-hez képest tehat sikertilt picivel nagyobb hdnyadosokat elérni (Sharpe:
0.3733, Sortino: 0.3961), de a kiiszoboléssel kapott eredményt egyéltaldn nem tudtuk
megkozeliteni. A két eljards profitjait a[6.12]box plot segitségével tudjuk 6sszehasonlitani.
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Célfliggvényérték

0.400

0.395

0.390

0.385

0.380

0.375

0.370

0.365

0.360

0.355

~ fliggés
: Sharpe-hanyados
""""""""""" Sortino-hanyados |
2 z 6 8 10

~ (simité paraméter)

6.11. dbra. A ~y paramétert6l valé fiiggés. Lathatd, hogy a simité paraméternek 0.5 és 1.0

kornyékén van az optimélis értéke.

A simitds jol lathatdan kitolta a profitok medidnjét, felsd kvartilisét, maximumat a

standard RRL eljarashoz képest. Ez implikdlja, hogy megvizsgaljuk a simitott RRL kii-

sz6bolt véltozatat is, a két médszer 6tvozetét. Igy ¢ = 0.499 optimalis valasztassal

eredményeit kapjuk.

Az elért hdnyadosok nagyobbak a kiiszobolt valtozaténal (Sharpe: 0.8612, Sortino:

0.9604). A fels6 kvartilis itt is megn6tt, viszont a medidn lecsokkent, igy 1ényegében a

két mddszer hasonlé erejlinek mondhato.
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Profit Box Plot
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6.12. dbra. Alap RRL és Simitott RRL profijainak box plot-ja.

6.5. Kereskedési koltség

Iddig eltekintettiink a tranzakcids koltségektol. Az osztdsos mintdnkban az atlagos 6 érték

a
t

6448
= 0.082
; Gugg 082

0.0456 szérassal. A spread fele igy konnyedén szimuldlhat6 egy fix c értékkel. Az ettdl
valo fiiggés kiiszobolt esetben [6.14}en lathato.

A valddi tranzakcids koltségnek tehat csak a negyedét birja el az algoritmus, igy a
gyakorlatban nem lehet magas frekvencidjui kornyezetben pénzt keresni vele, legaldbbis

nem ebben a formdban. A valddi koltséggel és a koltség nélkiili esettel vald Osszevetést a

dbra mutatja.
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Profit Box Plot
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6.13. abra. Kiiszobolt RRL és Simitott Kiiszobolt RRL profijainak box plot-ja.
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c fugges
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6.14. dbra. Az c paramétertdl valo fiiggés. Lathatd, hogy a spread kritikus értéke 0.020 és
0.025 kornyékén van.
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Dollar

Profit Box Plot
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6.15. dbra. Valédi, ¢ = 0.020 és ¢ = 0 tranzakcids koltségek 0sszevetése.
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7. fejezet

Konkluazio

A Rekurrens Meger6sitéses Tanulds algoritmust vizsgaltuk magas frekvencidji kornye-
zetben, €s azt taldltuk, hogy az alapveten alacsony frekvencidra hasznélt eljards igenis
képes pontos predikcidra ilyen koriilmények kozott is. Lattuk, hogy az eredeti algorit-
mushoz képest a kiiszobolés komoly pluszt jelentett, hiszen igy csak a legbiztosabb pozi-
ciok véltak tranzakciokkd, ezt kovetden pedig simitott kiiszoboléssel hasonld eredményt
értiink el. Ezenfeliil k6tési konyvbeli informdciok is segitenek a predikcioban, ha elegen-
déen siirin mintavételeziink.

Az eredményeket azonban a gyakorlatban direkt médon nem lehet felhasznalni, hiszen
a tranzakcids koltségek til magas biintetést jelentenek. Tovéabbi vizsgélatot lehetne foly-
tatni tigy, hogy csak minden j-edik osztast vesziink figyelembe, hiszen ekkor a tranzakcids
koltség fokozatosan egyre inkdbb elenyészik az drfolyamvaltozasok novekedése mellett.
Ez ett6]l még magas frekvencidju kereskedésnek szdmitana, hiszen tovdbbra is a masod-
perces tartomanyban lennénk. Esetleg tovdbb lehetne menni a portf6lio-optimalizalas
irdnyéba, és meg lehetne nézni, hogy parhuzamosan tobb id&sorbdl lehetne-e jobban eld-

rejelezni.
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