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1. Bevezetés

Dolgozatunkban egy szandékosan egyszeri probléma (adott karaktersorozat eldallitasa)
kiilonb6z6é metaheurisztikus megoldasai keriilnek bemutatasra. Mindez abbol célbol torténik,
hogy megmutassuk a polinomialis id6 alatt nem megoldhato, tehat NP-nehéz kombinatorikus
optimalizdlasi problémak megoldasaban egyre népszerlibb metaheurisztikus algoritmusok
azon sajatos tulajdonsagat, hogy mar a megfelelé algoritmus megtalalasa, ¢s a feladatra
hangoldsa is alapos hatékonysagvizsgalatot igényel, mar egy ilyen egyszerii probléma
esetében is.

A dolgozatban bemutatjuk a valasztott probléma természetét, jellemzodit, valamint
hasonlosagat a genetikus programozasi feladattal. Ezutan kiilonb6z6 metaheurisztikus
megoldasokat alkalmazunk a feladatra. Ezzel alapvetéen nem a feladat megoldasa lesz a
célunk, hanem annak vizsgalata, hogy a vélasztott metaheurisztika milyen modon illeszthetd
az adott problémankhoz. A dolgozat targya tehat maga az illesztés folyamata, és annak
komplexitasanak bemutatdsa, az analogia, az egyedek és az operatorok megfeleld
kivalasztasa. Bemutatjuk, hogy ez a komplexitas metaheurisztikak ,,meta” jellegébdl adodik,
azaz kétszintli voltukbol. A dolgozat soran belatjuk, hogy metaheurisztika megfeleld
beallitdsa nagymértékben ndveli vagy csokkenti az algoritmus hatékonysagat, sot képes a

probléma megoldhatosagara is hatast gyakorolni.

2. Metaheurisztikus algoritmusokrol altalaban
A metaheurisztikdk tudomanyteriiletének 1étrejotte és gyors fejléddése a tudomanyban €s az
iparban egyarant egyre fontosabba valo kombinatorikai optimalizalasi problémanak

kbszonhetd.
Egy P = (S, f) kombinatorikus optimalizalas esetén adott:

A valtozok halmaza: X = {xy;...; x,,}
Az értékkészletek: Dy; ...; Dy,
A valtozok kozott fennallod osszefiiggések

Egy f: D; X ...X D,, > R™ célfiiggvény, amit minimalizalunk vagy maximalizalunk.

YV V. .V VYV V

A keresési tér:

S ={s ={(xy; v1); ...; (0; vp)} | v; € D;; s kielégiti a fenti korlatokat}



Ekkor keressiik azon s* € S értékeket, melyekre a célfiiggvény f értéke minimalis vagy
éppen maximalis. Az s* értékeket allapotoknak nevezziik, globalis optimumnak pedig azt az

s* értéket hivjuk, melyre a célfiiggvény értéke maximalis vagy minimalis.

Ilyen kombinatorikus optimalizalasi problémdk tobb gyakorlati jelentségli feladatot is

magukba foglalnak, mint példaul:

utazo ligynok probléma
kinaipostas-probléma

grafszinezés

YV V V V

diszkrét esetl iitemezési problémak

Ezek tobbsége NP-nehézségli probléma, azaz nincs olyan algoritmus, amely polinomialis ido
alatt megoldja. Eppen ezért csak egy ,.elfogadhatd mértékben optimalis” megoldast keresiink

S-ben.

Az NP-nehézség és a problémak alapvetden bonyolult matematikai modellezhetéségébol
adodoan az ilyen feladatok megoldasara a kutatok heurisztikus algoritmusokat alkalmaznak.
Az utobbi 20 évben egy Uj fejezet nyilt a heurisztikus megoldasok torténetében. A
kombinatorikus ~ optimalizalasi NP-nehéz problémak megoldasa soran  sokszor
hatékonyabbnak bizonyult, ha az alapvetd heurisztikdkat egy magasabb szintli keretbe
foglaljak, amely keret vezéreli a kiilonb6zd heurisztikus keresési eljarasokat, amik igy
hatékonyabban jarjak be a keresési teret. Az ilyen modon keletkezett algoritmusokat nevezték

el metaheurisztikaknak.

Miel6tt a metaheurisztikus algoritmusok konkrét definialasat elvégezziik, tekintsiik at azon

alapvet6 fogalmakat, melyeket a metaheurisztikak hasznalnak.

Populacionak nevezziik azon kiilonb6z6 s* allapotok halmazat, melyekkel a metaheurisztika
dolgozik. A populaciok lehetnek egy vagy éppen tobbelemiiek. A tobbelemii populaciok
szimultan képesek kezelni tobb megoldasvektort. A populaciok az algoritmus minden
1épésében feliilirodnak. Az egyes s* allapotokat hivjuk egyednek. Az dllapotdatmenet soran az
adott allapot egy varidnsat allitjuk elé. A 1épés egyarant novelheti vagy csokkentheti a

célfiiggvény értékét. Az allapotatmenet soran eldallitott 0j egyed(eket) nevezziik utodnak.

A metaheurisztikus algoritmusok alapvetden haromféle operatorral dolgozhatnak futdsuk

soran. Most csak egy rovid attekintést adunk roluk, részletesebb ismertetésiikre a mind a



harmat alkalmazo6 genetikus algoritmus bemutatasa soran keriil sor. A mutdcios operator egy
megoldasbol (allapotbol vagy egyedbdl) allit el6 wjabbat, ami az eredeti egy variansa.
Legalabb ketté megoldas kombindldsabol allit elé 1) megoldast a rekombinacios operator. A
szelekcio soran pedig egy adott darabszamt megoldas keriil kivalasztasra, melyek atkertilnek

az 0j populécidba.

Mivel a lehetséges megoldasok halmaza igen nagy, a metaheurisztikak futisat egy
iddkorlathoz vagy maximalis 1épésszamhoz szokds kotni. A metaheurisztikdk tulajdonképpen
kétszintli heurisztikdkként is folfoghatok. Az also szint jelképezi a probléma azonositasat,
megfogalmazasat, az input és az output meghatarozasat. A ,meta” szint jelenti a
heurisztikdkat vezérld elveket. Ezek az elvek szinte minden esetben természeti jelenségek
szinten dontjiikk el, hogy melyik analdgiat alkalmazzuk, majd meg kell hatdroznunk az
egyedeket, illetve kivalasztjuk az operdtorokat is. Ezt a kétszintliséget alkalmazva az eljarasok
tulajdonképpen a véletlenszeriiséget egyesitik a szabalyszeriiséggel. Ezen gondolatok alapjan

a metaheurisztikak koncepciojat a kovetkezo abraval lehet szemléltetni:

hMeta szint

—

: — Analégia megvalasztasa -y
%A:Z #C Egyed definicio o
LY + e e .
-Operator definicid f{p

el

Alsobb szint szint

Frobléma azonositasa
-Problema megfogalmazasa
-A probléma inputjanak, outputjanak meghatarozasa

1. abra: Kétszintii heurisztikak

Forrés: Lang Blanka, 2010



Ha attekintjilk a metaheurisztikak definicioit megfigyelhetjiik, hogy azok nem egységesek,

elsdsorban a metaheurisztikék keletkezésébdl adodo alapkoncepcidkban egyeznek meg.
A kiilonbozo definiciok koziil a legelterjedtebbek a kovetkezok:

,»A metaheurisztika egy iterativ vezérld eljaras, amely az alsobb szintii heurisztikak miiveleteit
vezérli, és modositja azokat, hogy hatékony, magas mindségi megoldast allitson eld.
Dolgozhat egyedi megoldassal, vagy a megoldasok egy halmazaval minden iteracios
1épésben. Az alsobb szintli heurisztikak lehetnek magas (vagy alacsony) szinti eljarasok, vagy
egyszerii lokalis keresO eljarasok, vagy épp egy konstrukcios eljarés.” (Volf, Martello,
Osman, Roucairol: Meta-Heuristics — Advances and Trends in Local Search Paradigms for
Optimization, 1999, 8. oldal)

,»A metaheurisztika formalisan definidlhato egy iterativ generacios eljarasként, amely alsobb
szinti heurisztikakat vezérel, kiilonboz6 elképzelések intelligens kombinalasaval, a keresési
tér feltérképezéséhez és hasznositasahoz. A tanul6 stratégidkat az informacid strukturalasahoz
hasznaljuk, annak érdekében hogy hatékonyan talaljunk optimalis kdzeli megoldast.” (Osman,
Laporte: Metaheuristics: A bibliography. Annals of Operations Research, 63 (5), 1996, 513-
514. oldal)

,Magas szintii algoritmikus keret, vagy szemléletmod, mely optimalizacios problémakra
specializalodott.” (National Institute of Standards and Technology, http://www.nist.gov/)

A fenti definiciok nem tekinthet6k egységesnek, am az alapvetd tulajdonsagok tekintetében
atfedést mutatnak. A kozos jellemzdok Lang B. (2010) alapjan a kovetkezok:

> ,,A metaheurisztikdk olyan stratégiak, melyek a kereso eljarasokat vezérlik.

» Céljuk a keresési teret hatékonyan feltérképezni a kozel optimalis megoldas
megtalalasa érdekében.

» A metaheurisztikus algoritmusokat alkoto technikak az egyszerii keresé eljarasoktol a
komplex tanulo eljarasokig terjednek.

» A metaheurisztikus eljarasok kozelitdek, €s rendszerint nem determinisztikusak.

» A metaheurisztika akkor is hasznalhato, ha a feladat struktiraja kevésbé ismert, mivel
nem igényel teriiletfiiggd tudast, tehat hasznéalhatjuk abban az esetben is, ha nem
tudjuk a problémat leirni, de a lehetséges megoldasok mindségét valamilyen szempont
szerint értékelni, rangsorolni tudjuk.

» A metaheurisztika alapcélkitiizéseit tekintve globalis optimumot keres, ezért tartalmaz
olyan mechanizmusokat, melyek megovnak attol, hogy a keresési térnek csupan egy

elzart teriiletét térképezziik fel, igy az esetek jelentds részében globalis maximumhoz
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(minimumhoz) kozeli értéket adni megoldasként a kezddpont valasztasatol
fiiggetlentil, ellentétben kordbban hasznalt algoritmusokkal, melyek gyakran lokalis
optimumot adtak eredményiil.
» A metaheurisztikak a felsobb szinta stratégia altal kontrollalt heurisztikakon keresztiil
hasznosithatnak teriiletfiiggd tudast.
» A fejlettebb metaheurisztikdk a keresési eljaras alatt a korabbi 1épések soran szerzett
tapasztalatokat hasznaljék a tovabbi Iépések vezérléséhez.”
A metaheurisztikak alapvet6 tulajdonsagainak és jellemzbinek ismertetése utan a dolgozat
metaheurisztikus algoritmusokkal megoldando6 problémajanak bemutatasa kovetkezik. Majd a
kiilonb6z6 algoritmusok jellemzéseire és a dolgozat feladatdn torténd alkalmazasanak

hatékonysagvizsgalata kertil sor.

3. Probléma bemutatasa

Az ¢l6z6 fejezetben mar altalanossagban ismertetett metaheurisztikus algoritmusokat a
dolgozatban egy szandékoltan egyszerii problémara kivanjuk alkalmazni, ami nem mas, mint
egy adott karaktersorozat eldallitasa. Segitségével megmutathatd, hogy a metaheurisztikak
alkalmazasa, elsGsorban nem determinisztikus viselkedésiik miatt alapos kutatast, és
koriiltekintést igényel mar ilyen, nem komplex feladat esetén is. Alkalmazasukat tovabb
bonyolitja meta voltuk, azaz, hogy a valasztott analogiat megfeleléen alkalmazzuk a
feladatainkra, hogy biztosan jol iranyitsak a keresési eljarast. A dolgozat tehat szandékosan
egy egyszerli probléma lehetséges metaheurisztikus megoldasait vizsgalja, mivel nem a
probléma megoldasa az elsddleges c€l, hanem annak vizsgalata, hogyan illesztheté egy adott
feladathoz egy metaheurisztikus megoldas. A vizsgalat targya tehat maga az illesztési

folyamat.

A vélasztott feladat természete lehetdvé teszi, hogy kiemelje a metaheurisztikak azon
tulajdonsagat, hogy hatékonyan alkalmazhatok matematikailag nem jol definialhato
(strukturdlhatd) optimalizalasi problémakra is. Egész egyszerlien csak a kiilonb6z6
megoldasokrol kell tudnunk egyértelmiien eldonteniink, hogy jobbak-e, mint mas alternativ
megoldasok, nem sziikséges komoly matematikai modell épitése. Esetlinkben ez egyszeriien
meghatarozhato, hiszen ha a karaktereket egy megfeleld kodolasi technikéval pl. ASCII
koddal reprezentaljuk, akkor mérni tudjuk az adott karakter tdvolsdgat a keresett optimumtol
(az adott karaktersorozat megfeleld karakterétdl), egy egyszerti kiilonbségképzéssel. A

karaktersorozat tavolsaga a keresett szovegtol pedig ezen karakterszintii kiilonbségek abszolut
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értékeinek Osszege. A tovabbiakban ezt a tavolsdgot nevezziik a lehetséges megoldas fitnesz
értékének, mivel megmutatja, hogy a lehetséges megoldas mennyire ,,fitt” vagyis ratermett az
optimumhoz képest. Minél kisebb ez a szamérték, annal fittebb a megoldas. Tehat
egyértelmilen meg tudjuk allapitani egy alternativardl, hogy jobb-e, mint mas lehetséges
megoldas. Ezen értékek kiszamitasa tulajdonképpen egyszeri zérus hely szamitas is lehetne,
hiszen (kissé paradox modon) a 0 fitnesz értékli megoldas az optimum, ami pontosan ugyan
ott helyezkedik el a keresési térben, mint az eldallitandé karaktersorozat, széveg. Viszont, ha
az eljarast automatizalni kivanjuk barmilyen szévegre, olyan mdédon, hogy egy szamitégépen
futdé szovegmegjelenité program a lehetdségeket felmérve, barmiféle beavatkozas nélkiil
magatol alljon be a kivant megoldasra, mindenképpen optimumkeresési eljarashoz kell
nyulni. A teljesen véletlen linearis keresési eljaras (haladunk elére a keresési térben, mig
optimumot nem taldlunk) viszont ilyen nagy keresési térben (csak az ékezet nélkiili kis-és
nagy betlik, valamint az alapvetd irasjelek figyelembe vételével a keresési tér: 95", ahol n a

keresett szoveg hossza) nem lesz célravezetd:

8044 lépés: \Kd{K#aixEvcFitnessz: 272 -
8045. lépés: yJ6,J4%zR=R Fitnessz: 420

8046. lépés: ;)Z55<Gd U-Fitnessz: 460

2047, lépés: RW"H"5n}CJ[IFitnessz: 374

8048. lépés: AZN1sxsbxX{/Fitnessz: 303

8049. lépés: x&SE)Nxt (XrFitnessz: 501

8050. Iépés: T\w<NTgT "<SYFitnessz: 375

8051. |épés: “%+Sk géxZNOzFitnessz: 475

8052. lépés: "ttKbw8"Z[7Fitnessz: 386

8053. lépés: V4DoFPx ?IFitnessz: 361

8054 lépés: z2A"s" 7% {ZSFitnessz: 445

8055. lépés: _r}{D WINjTFitnessz: 341

8056. lépés: Jo)dir glvxSFitnessz: 426

8057. lépés: utDBCU=+8{/dIFitnessz: 519

8058. lépés: =T/kAuN_G7DSFitnessz: 369 b

2. abra: A véletlen keresés futasa

Ezért mindenképpen irdnyitani kell a keresési folyamatot, &m a véletlen megoldasokat sem
hanyagolhatjuk el teljesen, hiszen a thlzottan iranyitott keresés konnyen beragadhat egy
lokalis optimumban (pl.: 2 fitnesz értékli megoldas), mivel az adott irdnyitasi szisztéma adott
id6n beliil nem talal jobb karakterkombinéciot. Azaz a véletlen megoldasokra is sziikség van,
hogy biztositsak a megoldasi alternativak kello valtozatossagat. Ezt a kétféle megkozelitést

pedig a metaheurisztikus algoritmusok 6tvozik, és alkalmazzak szimultdn modon.

A fentiekbdl adddik az, hogy a neuralis halok és egyéb mesterséges intelligencidk tanitdsaban
a metaheurisztikus eljarasok kulcsszerephez jutnak. Hiszen a tanitdsuk problémdjanak

természete hasonlit az ¢lébb ismertetett automatikus szovegkereséshez. Adott egy



megoldando6 feladat, melynek megoldasainak josagat értékelni tudjuk egy fitnesz értékkel, és
az intelligencia feladata, hogy egy optimalis vagy éppen elfogadhatéan optimalis megoldast,
szamitégépprogramot taldljon, épitsen ki a lehetdségeit, szubrutinjait mérlegelve, barmiféle
egyéb segitség nélkiil. Ezt az alapgondolatot el6szor John R. Koza ismerte fel 1992-es

tanulmanyaban, melynek cime, Genetikus Programozas (Koza: Genetic Programming, 1992).

gy, tehat még az adott karaktersorozat eléallitasa is felfoghatdo egy durvan primitiv
mesterséges intelligencia tanitasi feladatanak, melyben az egyes karakterek a szubrutinok. A
metaheurisztikak hatékonysagvizsgalatanak eredménye tehat egy ilyen természetii egyszeri
probléman nem k&zombds, irdnyt adhat bonyolultabb problémakat megoldd rendszerek

tervezéséhez is.

A hatékonysagvizsgélatot eldszor az algoritmusok sajat paramétereinek fiiggvényében fogjuk
elvégezni, az optimum eléréséhez sziikséges 1épésszamot haszndlva a hatékonysag
mértékegységeként. Ezek utdn az egyes metaheurisztikdkat a legjobb eredményt nyujtd
paraméterezésiikkel véve vizsgaljuk, egymassal Osszevetve, masodpercben mért futasidot

véve alapul az 6sszehasonlitashoz.

4. Genetikus algoritmus

Tanulmanyaban Koza egy specidlis genetikus algoritmust dolgozott ki adott problémakat
megold6 programok automatikus kifejlesztésére. Tovabba észrevehetjiik, hogy az aktualis
feladat (adott karaktersorozat el6allitasa) megoldasara is ezt az algoritmust szokas a
leggyakrabban felhasznalni. Valamint altalanossadgban is ez a kutatok korében legnépszeriibb

eljaras. Ezért el6szor mi is ezt a metaheurisztikat kivanjuk megvizsgalni.

A genetikus algoritmust 1975-ben Holland fejlesztette ki, majd 1989-ben Goldberg
tovabbfejlesztette. Az algoritmus alapgondolata a biologiai genetikan és Darwin ,,természetes
kivalasztodas” elvén alapul. Az egyedek az egyes megoldasok, melyeket tobbelemi
populécidba szervez, ezzel biztositja, hogy a keresési tér minél nagyobb részét jarjuk be.
Raadasul képes egy, az egyed alatti szintet is definidlni, a gének szintjét, amikbdl az egyedek
felépiilnek, ezzel kivalod lehetdséget biztositva a megoldasok (egyedek) finom, aproélékos
véltoztatasara, azaz a keresési tér még pontosabb bejarasara. A géneket altalaban bitsorozattal
abrazoljuk, mint a legaltalanosabb megoldas, de lehetséges valos értékeket is alapul venni,
megoldasunkban mi is ezt tessziik, az ACSII kodolés ezt megengedi. Ebbdl is latszik, hogy a

metaheurisztikdk alapvetden az egyszeriségre torekednek, hogy minél tobb, valtozatosabb
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problémara alkalmazhatok legyenek. A harom szint (populécio, egyed, gének) megvalasztasa
utan az algoritmus minden 1épésben egy Uj populéaciot hoz létre a fitnesz értékek alapjan
(maga a fitnesz elnevezés is ebbdl az algoritmusbol ered, hiszen Darwin szerint: ,,Survival of
the fittest”), igy folyamatosan halad az optimalis megoldas (egyed) felé a populacionk. Ezt a

folyamatot harom un. genetikus operator képviseli: szelekcid, rekombinécio, mutacio.

A szelekcios eljaras segitségével valasztjuk ki az egyes populécid legjobb egyedeit, melyeket
tovabbvisziink a kovetkezd populacioba, és amelyek a rekombindcios eljards bemenetei

lehetnek. Alapvetden harom szelekcios operator koziil valaszthatunk:

> Rulett kerék: A kivalasztas valoszintisége a fitnesz értékkel aranyos, olyan modon,
hogy egy megoldas kivélasztasanak valdszinlisége annal nagyobb, minél nagyobb a
ratermettsége a populdcié ratermettségi atlagahoz képest. A kivalasztas ugy miikodik,
mintha az egyedeket egy olyan rulett kerék egy-egy mélyedéséhez (cikkelyéhez)

rendelnénk, ahol a mélyedés nagysaga aranyos az egyed ratermettségével.

» Verseny szelekcié: Egy csoportot valasztunk ki a populaciobol és a fitnesz értékiik

alapjan versenyeztetjiik 0ket. Az optimumhoz kozelebb es6 fitnesz értékii egyed gyoz.

> Elitista: Az eddig kapott legjobb ¢ *m db egyedet mindig athelyezi az 1j
populacidba, ahol m a populacié mérete, ¢ pedig az elitek aranya, egy (0; 1) kozotti

értek.

A rekombinécios operator két egyedbdl hoz létre U egyedet. A bioldgiaban ez egy biologiai
utod 1étrehozésanak felel meg. Egyik leggyakoribb kombinaci6 az egypontos keresztezés.
Ennek sordn a miiveletben résztvevd egyedeket egy véletlenszeriien kivalasztott génnél
elvagjuk. A vagas eldtti géntulajdonsdgokat 6rokli az 0 egyed az egyik szilotdl, a vagas
utaniakat a masik szl6tol.

A masik gyakori kombinacio az egyenletes keresztezés. Ez esetben az utdd az egyes génjeit
adott w valoszintiséggel 6rokli az egyik szilotol, és 1 — w valdsziniiséggel a masik sziil6tol.
(w egy 0 és 1 kozé esd valos érték).

A mutacios operator, egyetlen megoldast igényel, és ebbdl allit el egy ujat, az eredeti egy

crcr

hogy egy eljaras képes legyen kitorni a lokalis megoldas kdrnyezetébdl. A mutacidt altalaban
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ugy oldjak meg, hogy rendszerint az egyed (megoldas) egy véletlen kivalasztott génje valtozik

meg.

Koza algoritmusa a Genetikus programozasi probléma megoldasara tobbelemii populaciot
hasznal, melyben az egyedek a problémat megoldd programok, a gének a program
szubrutinjai. A kovetkezé populacioba keriilés egy a program fitnesz értéke alapjan
meghatarozott valdszinliség szerint torténik. Ha ez a valoésziniiség kelléen magas, az egyed
atkeriil a kovetkezd populacioba. A maradék helyekre pedig a szubrutin szinten mikodo
keresztezéssel elballitott utdd-programok keriilnek. Tulajdonképpen egy Rulett-kerék elvet
alkalmaz, egy/tobbpontos keresztezéssel, mutacio nélkiill. Azon kiviil, hogy a mutaciot
szubrutinok esetében koriilményes lehet megoldani, hatékonysagvizsgalatunkbol kidertil,

hogy nem is feltétlen célszer(i Rulett kerék szelekcid esetén a mutacids operatort alkalmazni.

Gen:=0

Create Initial
Random Population

‘ Termination ros Designate]
Criterion Satisfied?, Result

No
“Evaluate fitness of each
individual m population

3. 4bra: A genetikus programozas folyamatabraja

Forras: Koza, 1992
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Ha a genetikus algoritmust a valasztott problémara, adott karaktersorozat eldallitasara
kivanjuk alkalmazni, igen konnyli dolgunk van. Nagyon egyszeriien tudjuk azonositani a
bioldgiai analogia elemeit. Gének az egyes karakterek ASCII kodjai, valos értékkel dbrazolva,
az egyedek pedig a kiilonb6zo lehetséges karaktersorozatok, melyeket egy adott elemszamu

populécioba rendeziink.

Rekombinacios eljarasnak egypontos keresztezést valasztotjuk, mivel ezen karaktersorozatok
jobb esetben értelmes szovegek, igy hatékonyabb, ha csak egy keresztezési pont mentén
bontjuk meg az egyedeinket, hogy a mar esetleg meglévd ,,értelmes” szovegrészek ne essenek
sz¢ét. Ha egyenletes keresztezéssel dolgozunk, akkor génenként ki vagyunk szolgaltatva a w
valészinliségnek, ami modosithatja az egyes géneket, ezzel megbontva az esetleg mar

kialakuloban 1évd vagy éppen kialakult, értelmesnek mondhat6 szovegrészt.

Az igy kialakitott algoritmust a kovetkezd folyamatabra mutatja be:
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Paraméterek azonositasa
Egyed: Optimum-hosszu
karaktersorozat

Gén: Karakterek (ASCII kdd)
Populacié mérete: Hany
egyed legyen?

Mutacids valoszintiség
Maximalis |épésszam
+Elitrata/Csoportméret

— >

Kezdeti populacid betdltése

Véletlen szam generalas segitségével,
génenként

Populacio
Sorbarendezése A
Fitnessz szerint

T
=S
ES
w
Elsd Legjobb egyed
egyed megkeresése
kiiratasa

Szelekcid az uj populdcidra:

Elitista: Az elsd (elitréta*Pop egyed
méret) db egyed kiiratasa
Rulett: Az atlagfitnessznél jobb

egyedek

Verseny: A csoportméretd
egyedhalmazok legjobb
fitnessz értékd egyedei

Legjobb

Uj populacio
betdltése

Maradék helyekre az (j
populaciéban egypontos
keresztezéssel Uj egyedek

Minden egyeden
Mutacios vsz-el 3 gén
megvaltoztatasa,
véletlenszam generalas
segitségevel

Fitnesz fv. értékeinek szamitasa

Egyedenként

SINVH

Elértik a
maximalis
lépésszamot?

4. sbra: A genetikus algoritmus alkalmazasa a dolgozat problémajara

1épésszammal egyenes ardnyban no.
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A hatékonysdg szempontjabdl megvizsgalandd paraméterek tehat a kovetkezdk: populacio
mérete, mutacios valosziniiség, és szelekciotol fliggden: elitrata és a versenyzd csoportok
mérete. A hatékonysag mértékegysége pedig az optimum megtalalasdhoz sziikséges

1épés/generacioszam. A futdsidd az algoritmuson beliili paramétervaltoztatasok esetén a




4.1. Populaci6é mérete

A paraméter vizsgéalata sordn (tobbi paraméter rogzitett, egy paraméter értéke 20 futési
eredmény atlaga) azt tapasztaljuk, hogy ha a populacid méretét noveljik mind a harom
szelekcios stratégia esetén, akkor a befejezéshez sziikséges 1épésszam lecsokken. Ezt a két
ismérv atlagos korrelacioja is alatamasztja: -0,875-0s értéket ad, azaz a Iépésszam
csOkkenését 76,6%-ban befolyasolja a populacid6 méretének ndvelése. Az eredményeket az

alabbi grafikon is szemlélteti:

600
= C = i - |

Max. lépésszam
w Y (03]
o o o
o o o

o—Elit
200 =f—Rulett
e Verseny
100
0

1000 1500 2000 2500 3000 3500 4000 4500 5000

Populacié mérete

5.ébra: A populacié méretének valtoztatasanak eredményei
Megfigyelhetd az abra alapjan, hogy a Rulett kerék szelekcion nem sokat javit a populécid
méretének novelése. Ennél a szelekcional egy masik paraméter, kizarasos alapon a mutacids

valosziniliség, nagyobb befolyassal bir.

Altaldnossagban viszont elmondhat6, hogy minél nagyobb a populacidé mérete, egy l1épésben
annal nagyobb részét tudjuk megvizsgalni a keresési térnek, igy kevesebb 1épésbdl vagyunk

képesek optimumot tallni.

4.2. Mutaciods valdsziniiség
A paraméter vizsgalatakor a kovetkezd grafikont alkotjdk az eredmények, a populacio

méretének attekintésekor alkalmazott feltételeket, eszkozoket alkalmazva:
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6. abra: A mutaciés valésziniiség valtoztatasanak eredményei

Ahogy sejtettiik, a mutacios valdsziniiség nagyban befolyasolja a Rulett-elv hatékonysagat. A
korrelacids egyiitthatoja is kimagaslo, 0,909-es értéket mutat, mig a masik kettd szelekcios
stratégia eredménye csupan 0,431 (Elitista) és 0,088 (Verseny). Erdekes modon az
szolgaltatja a legjobb hatékonysagot a Rulett kerék esetén, ha a mutacids operatort elhagyjuk,
valosziniisége 0. Ennek okat az evolicio filozoéfidjaban érdemes keresni. Ugyanis Darwin
szerint a szelekcid, a természetes kivalasztodas az atlagosnal jobb fittséggel bird egyedeket
hagyja ¢életben. Az alkalmazott Rulett kerék elv direkt modon ezt a fajta gondolkodast testesiti
meg, hiszen az atlagos fitnesz értéknél jobb egyedeket engedjiik at a kdvetkezd populacioba.
Mig a masik két szelekcio csak kozvetve, kiilonbozd paraméterek (elitrata, csoportméret)
megfeleld szabalyozasaval probélja elérni ugyan ezt az eredményt, azaz az atlagosnal jobb

elemek kivalasztasat az ) populacioba.
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7. abra: Az elitrata valtoztatasanak eredményei

800
700 \
600

500 \

400 \
300 \

200
100

Max. Lépésszam

0 2 4 6 8 10 12
Csoportméret

8. sbra: A csoportméret valtoztatasanak eredményei

A fenti két grafikonon latszik, hogy ha a masik két szelekcids stratégia paramétereit egy
megfeleld értékre allitjuk, akkor kapunk egy a tobbi esetnél kisebb lépésszamot. Ekkor
sikertilt eltalalni nagyjabol azt, hogy az atlagosnal jobb egyedeket valogassunk az uj
populécidba. De még ekkor sem biztos, hogy a paraméterek pontosan az atlagnal ratermettebb
egyedeket adjak vissza, igy egy kis rasegitést igényelnek, a mutacios operator pedig pont
megfelel a célnak. Latszik, hogy ezt sem kell tulzasba vinni, 5-10%-o0s mutacids valdsziniiség

a leghatékonyabb, amint a grafikonon is megfigyelhetd.
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4.3. Genetikus algoritmus alkalmazasanak 6sszegzése
A szelekcios stratégidk koziil tehat az eldz6 részben emlitett szempontok miatt a Rulett kerék
elv a legcélravezetobb a problémankra. Koza is ezt alkalmazza a Genetikus programozas

feladatara. Ez a jellemz0 is mutatja, hogy a két probléma természete valamennyire hasonlit.

Ezeken kiviil még érdemes lehet megvizsgélni a kiillonbozd szelekcids stratégidkat a legjobb
paraméterezésiikkel, egymdassal Osszehasonlitva. Itt, a tobbi metaheurisztikdaval valod
Osszehasonlitds érdekében, egy jobb egységességet biztositdé mértékegységet, a futdsidot

masodpercekben mérve alkalmazzuk.

Futasidé
25
21,93125

20

2 15
]
o
°
2
T

S 10

5

2,18105
1,2132 1,0144
0
Elit Rulett Verseny Elit_Gyors

9. sbra: A genetikus algoritmus futasideje

Mielétt értelmezziik az eredményeket, sz6t kell ejtenilink, arrél, ami mar az algoritmus
folyamatébrajan is latszik: az Elitista szelekcio alkalmazasakor kénytelen vagyunk egyszerii
minimum-keresés helyett koltséges rendezd eljarasokba belemenni, hogy az elitratat
hasznalva, az els6 X helyen valoban a legjobb X egyed is legyen. Bizonyitottan az
Osszehasonlitd rendezések futasidejének also korlatja egy n elemii tomb esetén: n*logy(n).
Viszont a legtobb rendezés esetében ez az idé n-es érték lehet. Az elészor alkalmazott
buborékrendezésnél ez az érték az alsé korlat is, ebbdl adodik a majdnem fél perces futasido.

Am Gyorsrendezést alkalmazva, ez az érték csupan fels6 korlat marad.

Eppen ezért a gyorsrendezés nem egy biztonsagos eljards, abbol a szempontbol, hogy

bizonyos Gsszetételli populaciokban (példaul, ha tobb azonos fitnesz értékli egyed van) nem
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tudja javitani a buborék rendezés n’-es felsé korlatjat, igy az Elitista szelekcid tovabbra sem
annyira megbizhato, mint a rendezés nélkiili Rulett kerék (Tasnadi Attila: Szamitastudomany

gazdasaginformatikusoknak, 2006).

Tehat, bar a Gyorsrendezést hasznald Elitista szelekcid jobb futdsi eredményeket mutat, a
rendezési eljarasok sajatossaga, és a Rulett kerék elv mar korabban ismertetett elényei (a
Darwini természetes kivalasztodas leképezésében) miatt, inkabb a Rulett kerék szelekciot

tartjuk a leghatékonyabbnak a genetikus algoritmus szelekcios stratégiai kozil.

5. Osrobbanas (Big Bang-Big Crunch)

A metaheurisztikat Erol és Eskin fejlesztette ki 2006-ban, a genetikus algoritmus
hatékonysaganak javitasat tiizve ki célul. Eppen ezért én is megprobalom alkalmazni a sajat
problémamra, és megnézni valoban képes-e egy ilyen természetli probléma esetén is javitani a

futdsi eredményeken.

Az algoritmus alapgondolata a vildgegyetem 15-20 billié éve lezajlott dsrobbandsra, és a
vilagegyetem a jovében taldn valamikor bekovetkezd feketelyukkd torténd Osszeomldsara
¢pitkezik. Alapveté hasonlésaga a genetikus algoritmussal, hogy szintén evolucios
algoritmus, azaz tobbelemili populacido egyedeit probalja a generaciokon keresztiil a fitnesz
értekek segitségével az optimum felé terelni. Azonban a mddszere erre nem a természetes

kivélasztddas, hanem az dsrobbands szimulalasa, leképezése.

A metaheurisztika véletleniil generalt kezdeti populacioval indul (a keresési tér hatarainak
figyelembevételével), amely egyedeire kiszamoljuk a fitnesz értékeket. Ezutan az ugynevezett
tomegkozéppontot  kell azonositanunk a populacioban. Erol és Eskin szerint erre a

legcélravezetdbb a kovetkezd egyenletet hasznalni:

Zl 1F Xi
f L
xC

Zl 1f1

Az egyenletben x° a tomegkdzéppont, fi és X; pedig rendre az aktualis fitnesz érték, illetve
populacidbeli egyed. Azonban, ha az egyenlet hasznalata a probléma természete miatt nem
lehetséges, vagy ha ez a célravezetdbb, akkor megengedett a legjobb fitnesz értékkel
rendelkez6 egyedet tomegkozéppontnak tekinteni. Eddig tartott az un. Big Bang fazis, azaz a

robbanas.
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A kovetkezd, Big Crunch, azaz az Osszeomlas fazisaban a megtalalt tomegkdzéppontot
felhasznalva 0j populéaciot hozunk 1étre, szintén egy egyenletet hasznalva, ahol egy 0j egyedet

a kovetkezoképpen hatarozunk meg:

Lxr

xV = x¢ +
k

Az egyenletben x° a mar ismert tdmegkdzéppont, | egy olyan szdm, melynek értékét tgy
valasztjuk, hogy az elemek a keresési térbe essenck, r egy véletlen szam a (-1;1)

intervallumon, végiil k pedig az aktualis generacioszam.

Ezt a két fazist a megallasi kritériumig ismételve a populacié a keresési tér egy pontjara fog

besziikiilni, és reményeink szerint ez a pont az optimalis megoldas.

Latszik tehat, hogy az Osrobbanas algoritmusa ugy akar javitani a genetikus algoritmuson,
hogy a populaciok fejlesztésében szerepet jatszd harom operatort, a szelekciot és a mutaciot
0tvozi a tomegkozéppont segitségével. Hiszen a tomegkdzéppont szamitdsakor biztositjuk,
hogy a populacié legjobb tulajdonsigai o6roklddjenek, ez a szelekcid. Az Uj egyedeket
meghataroz6 képlet pedig egyszerre irdnyitott modositdsi stratégia (a tomegkdzéppont
felhasznalasa, | paraméter), azaz keresztezés valamint a véletlen hatasnak (mutacio) is szerep
jut az r paraméteren keresztiil. Lassuk, hogyan is alkalmazhatd a dolgozat problémajara ez a

metaheurisztika.

A genetikus algoritmusbdl kiindulva az egyedek az egyes karaktersorozatok lesznek, ezeket
szervezziik populacioba. A tomegkozéppont meghatarozasa az egyenletet hasznalva nem fog
miitkodni, mivel az egyes x; értékeink karaktersorozatok, a karakterek ASCII kodjait nem lehet
az egyed fitnesz értékének reciprokjaval beszorozni. Ha esetleg karakterenként szamolnank
fitnesz értekeket, €s ugy probalkoznank szorzassal, akkor ha egy karakter mar a megfeleld
helyen all a keresési térben, azaz fitnesz értéke nulla, akkor a reciprokképzés miatt nullaval
valo osztas torténne, ami nem lehetséges. Igy megmarad szamunkra a legjobb egyed
kivalasztasa tomegkozéppontnak. Az egyenlet alkalmazisa egyénként is inkdbb
matematikailag jobban modellezhetd problémak esetén javasolt, pl. tobbvaltozos fliggvény
sz€lsoérték keresése esetében (Erol-Eskin: A new optimization method: Big Bang-Big

Crunch, 2006). Az ezen elvek szerint kialakitott algoritmus folyamatabraja a kdvetkezo:
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Paraméterek azonositdsa
Egyed: Optimum-hossz(
karaktersorozat

Karakter: ASCII kod
Populdcié mérete: Hany
egyed legyen?
Tomegkozéppont: szamitott
érték

Kezdeti populdcié betdltése

Véletlen szam generadlas
segitségével

Legjobb fitnesz értékii egyed
megkeresése.

Minden egyedre fitnesz értékek
szamitdsa

Ez lesz az (j tomegkodzéppont

Tomegkozéppont alapjan NEM

Elértik a

maximalis

(egyenlet szerint) Gj populdcié
egyedeinek létrehozasa

lé pésszamot?

10. sbra: Az Gsrobbanas algoritmus alkalmazasa a dolgozat problémajara

Az algoritmus lefuttatasakor az Osrobbanasnak egy nagyon fontos tulajdonsaga kell, hogy
feltinjon. Mégpedig az, hogy ha valamelyik populdcié meg is talalja, tehat tartalmazza az
optimumot, ha tovabb futtatjuk az algoritmust, akkor a tomegkdzéppontot (ebben az esetben
pont az optimumot) alapul vevd képlet szinte biztosan az optimumtol eltérd értékeket fog
szamolni az 0j populédciora. Egyediil akkor tudna ugymond ,,tartani” az eredményét, ha az r
paraméter értéke nulla lenne, ez a valoszinliség pedig a (-1;1) folytonos intervallumban mar

majdhogynem szintén nulla. Igy a kévetkezd futasi képet fogjuk tapasztalni:
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Helkp Woqld! -
Helko Vorid!

HekloWorkd!

Gdllo Wnrd!

Heklo World

Heklo World!

Gelko World!

Geklo World!

Helko Wormd"

HeloWoddt |
Hello Wprd!

HdlloWorld!

HelloWnrid!

Hello Workd!

Helmo Workd!

Hello Wogkd!

HelloWoqlc!

Helmo Woqld!

Hello Woqld! ¥

L1m

11. sbra: Az Gsrobbanas algoritmus futasa

Az Osrobbanas algoritmus lathatban nem képes a megtalalt optimum megtartisara, igy
példaul nem hatékony az alkalmazisa gépi tanulasi problémak alkalmazasara, mint pl. a
genetikus programozas, hiszen hiaba talalnd meg egy probléma megfelel6 megoldasat, ha az
algoritmust nem allitjuk le, nem képes ,tarolni” és késObb alkalmazni az eredményt.
Hatékonysagvizsgalatan pedig latjuk, hogy nem feltétleniil képes jobb eredményt szolgaltatni

a genetikus algoritmusnal a vizsgalt probléma esetében.

A metaheurisztika egy nagyon fontos tulajdonsaga, hogy a keresési tér szikiilése megfeleld
iitemben menjen végbe. Ha tul gyors ez az iitem, akkor nem biztos, hogy bejarjuk a teljes
keresési teret, és nagy valoszinliséggel lokalis optimumban ragadunk. Ezt az litemet az
algoritmus egyetlen szabdlyozhatdo paramétere segitségével, a populacid6 méretével tudjuk
szabalyozni. Minél nagyobb a populécio, annal jobb, pontosabb tomegkozéppontokat tudunk
vélasztani, amikbdl kiindulva a keresési tér legmegfelelobb részeit tudjuk bejarni. Ez a
tulajdonsag hasonlit a genetikus algoritmusban alkalmazott darwini természetes kivalasztodas
elvéhez, hiszen ott is egy nagyobb mintdbdl jobban ki tudtuk vélasztani az atlagosnal jobb
egyedeket. Ebbél is latszik, hogy maga az Osrobbanas a genetikus algoritmus javitasat

célozza. A populacio méretét szabalyozva végiil a kovetkezd futasi eredményeket kapjuk:
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12. 4bra: A populacié méretének valtoztatasanak eredményei

Az eredményeket elemezve latszik, hogy ha a szilikiilés litemét nem megfeleléen vélasztjuk
meg, akkor nagyon konnyen lokalis optimumokban ragadunk. 9000-es populdcidé méretnél
viszont mar sikeriil a globalis optimumot megtalalni, és ekkor nagyjabol a hatékonysagot
tekintve a genetikus algoritmus verseny szelekcidjaval egyezik meg az Osrobbanas, atlagos
futasidot (2,563 masodperc) vizsgalva. Tehat latszik, hogy megfeleld ilitemezés mellett az
Osrobbanas valoban hatékonyan kombinalja a genetikus algoritmus harom operatorat, hiszen
9000 egyedes populacio egyedében is azt a hatékonysagot érte el, mint a verseny szelekcid
5000-es populacioval, azaz hatékonyabban kezel szimultin tobb vektort. Am az iitemezés
bizonytalansaga miatt, és a jobb mutatokkal rendelkezd rulett kerék szelekciot (1,213
masodperc), illetve gyorsrendezéses elitista szelekciot (1,014 masodperc) is figyelembe véve
nem igazan tekinthetd hatékonyabbnak ez a metaheurisztika a problémankra alkalmazva. Ez
adodik a feladat nem konny( matematikai kezelhetdségéb6l. Mivel ha tudnank a
tomegkozéppont szamitdsdhoz Erol és Eskin egyenletét hasznalni valdsziniileg egy kisebb

populacidbdl is pontosabban be tudndnk jarni a keresési teret.

Mivel ez a lehetéség most nem all rendelkezésiinkre, €s ez sem garantal biztos javulést ezért

érdemesebb egy masik maddszert keresni a genetikus algoritmus eredményeinek javitasara.

6. A harmonia keres6 algoritmus

A metaheurisztikat 2005-ben alakitotta ki, Lee és Geem. Elsésorban mérndki optimalizalési
problémak megoldasara alkalmaztak, az algoritmus igen hatékonynak bizonyult ezekben az
esetekben. Eredményesen oldott meg szerkezettervezési, energia megtakaritasi ¢és
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halozattervezési problémékat. Erdemes lehet megnézni képes-e feliilmulni a genetikus

algoritmus hatékonysagat, ha a mi problémankra alkalmazzuk.

Az algoritmus a zenei vilagbol merit otleteket. Azt a keresési folyamatot kivanja megragadni,
amely soran egy improvizal6 zenekar végiil eljut a zeneszerzé vagy éppen karmester altal a
legjobb hangzastinak nyilvanitott harmoéniaig. Improvizacido soran a zenekarban minden
zenész Otletszertien lejatszik egy dallamot, és ezen dallamokbdl kialakul egy egységes
hangzas. J6 esetben a dallamok egy harmoéniat, azaz a fiiliinknek kellemes hangzast alakitanak
ki. Tehat az egyes megoldasaink a dallamok, és a kialakult hangzas esztétikai mindsége a

fitnesz érték:

13. abra: Az improvizacié zenei analégisja

Forras: Lee és Geem, 2005

A karmester megjegyzi a kialakult hangzast, és ehhez tudja viszonyitani a tovabbi
improvizacios eljarasok sordn kialakult 4j hangzasokat, illetve azok esztétikai mindségét. Ha
valamelyik 0j hangzassal jobb harmoniat kapunk, akkor lecseréli az addigi legrosszabbul
sikeriilt hangzast az ujra. A zenemii hossza hatarozza meg, hogy egyszerre hany dallamra
emlékszik a zeneszerz6. Matematikailag igy tehat kapunk egy lehetséges megoldasokbol allo

memoriat (Harmony Memory) és ennek méretét (HMS):
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Harmony Memory

Si, Sol,
Do, Mi, Re La, Fa,

14. sbra: A harménia keresés memodriaja

Forras: Lee és Geem, 2005

Ha a kordbban vizsgélt metaheurisztikdkat nézziik, akkor ez a populacidt és a populacio
méretét jelentette. Tehat ez az algoritmus is evolucids jelleget mutat, azaz a harmodnia, vagy
repertodr dallamait probalja fitnesz értékek segitségével (jelenleg hangzasok) tobb
improvizacios eljaras egymas utani alkalmazasaval az optimum (harmonikus hangzas) felé

terelni.

Most érdemes attekinteniink, hogy ez egyes zenészeink az improvizacido soran milyen

modszereket alkalmaznak. A folyamat alapvetden hdrom szabély alapjan zajlik:

> A zenészek emlékezetbdl lejatszanak egy ismert dallamot.
» Mas hangfekvésben vagy mas ritmusban jatszanak le egy mar lejatszott dallamot.

» Teljesen otletszertien, érzéseikre hagyatkozva jatszanak le egy uj dallamot.

Hasonlé elven miikodik az improvizacid6 a harmoniakeresd algoritmusban, bar a harom
alapszabaly egy picit mas:

» A repertoarbdl lejatszunk egy mar ismert dallamot.

» Egy ismert dallamon modositunk.

» Teljesen véletlen dallamot generalunk.
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Ezen harom alapszabaly alkalmazésat kell leforditanunk a matematika nyelvére. Erre a
feladatra két valoszintliséget fogunk bevezetni.
Az egyik a HMCR (Harmony Memory Consideration Rate), ami a memoriabdl valo valasztas
valoszinliségét adja meg. Annak a valoszinlisége, hogy teljesen véletlen megoldast generalunk
1-HMCR. Ha a HMCR tul alacsony értékii, akkor csak kevés dallam keriil kivalasztasra a
repertoarbdl és az algoritmus lassan konvergal. Ha ez az érték til magas, kozel 1, akkor
majdnem az Osszes hang felhasznalasra kertil a repertoarbol, s ekkor csokken més dallamok
felfedezésének lehetdsége.
A kovetkezé valoszinliség a dallam modositasdnak (hangmagassaganak megvaltoztatasa)
esélyét hatarozza meg, azaz ha mar a memoriabol valasztottunk egy dallamot, akkor ezzel a
PAR (Pitch Adjusting Rate) valdszinliséggel modositunk rajta, és 1-PAR valodszintiséggel
hagyjuk véltozatlanul.
A hangmagassag megvaltoztatdsa a zenei gyakorlatban linedrisan torténik. Ezt a 1épést a
kovetkezd egyenlet irja le:

Xgj = Xpegi + bw x 1
A képletben x;; a keletkezett 1j dallam, X,s; pedig a memoriabdl kivalasztott mar lejatszott
dallam. A savszélességet (bandwidth), azaz a keresési tér nagysagat a bw paraméter jeloli.
Végezetiil, r egy egyenletes eloszlasu véletlen szam a (-1;1) intervallumban.
Attekintve a metaheurisztikat elmondhatd, hogy a harmoéniakeresd algoritmus is
tulajdonképpen a genetikus algoritmus egy valtozatanak tekinthetd. A géneknek
megfeleltethetjitk a hangokat, az egyedeknek a dallamokat és a harménianak (repertoar vagy
memoria) pedig a populdciot. A szelekcid egyszerlisddik, de jelen van: a memoriabeli
legrosszabb hangot lecseréljiik, tehat a kevésbé ratermett egyedek ,,kihullnak”. A keresztezés
operatora teljesen kiveszett az algoritmusbol, &m helyette kétféle mutacios operatort kapunk:
a hangmagassag valtoztatasa bizonyos géneket modosit, ez felel meg a klasszikus (genetikus
algoritmusban is alkalmazott) mutacionak, mig a teljesen uj dallam generalasa egy eldurvult,
nagyon agressziv mutaciot jelent. Tovabbi érdekesség a harmoniakeresd algoritmusban, hogy
ezek az operatorok nem sorban egyszerre, hanem bizonyos valdsziniiség szerint kovetkeznek
be, azaz valtakoznak az egyes ciklusokban.
Eppen ezért, amikor a problémankra alkalmazzuk a harméniakeresd algoritmust, akkor az
Osrobbanashoz hasonléan szintén a genetikus algoritmus paraméterezése soran szerzett
tapasztalatokat probaljuk meg folhasznalni, ami jelen esetben is gond nélkiil sikeriil. Igy a

kovetkezd folyamatabrat kapjuk:
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Paraméterek azonositasa
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15. sbra: A harménia keresé algoritmus alkalmazasa a dolgozat problémajara

A folyamatdbrabol lesziirhetd, hogy az algoritmus hatékonysagvizsgalatdhoz a kovetkezo
paraméterek hatasat kell megvizsgalni: A memoria méretét (HMS) és a két valdszinliséget
(HMCR, PAR). A mellékletben szerepld 35. abran lathato, hogy a fejlesztett harmonia kereso
algoritmus esetében sem sziikséges masként eljarni. A hatékonysagvizsgalat mértékegysége a
sajat paraméterek vizsgalatakor, a genetikus algoritmushoz hasonléan, az optimum

megtalalasahoz sziikséges 1épésszam, a futdsidd ezzel aranyos.
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Erdemes megemliteni, hogy a harmoéniakeres6 algoritmust (Harmony Search, HS) 2007-ben
Mahdavi, Fesanghary és Damangir tovabbfejlesztette (Improved Harmony Search, IHS). Az
Uj elem ebben az algoritmusban csupan annyi, hogy a PAR érték a futds soran nd, mig a
modositas mértéke (bw) a futds soran csokken. Ez a finomhangolas jelentds javulast
eredményez a hatékonysagban, melyet a szerzok szamitasi eredményekkel igazolnak a
tanulményban. Erdemes még megvizsgalni, hogy ez a fejlesztés a feladatunk esetében
eredményez-e jelentds javulast a hatékonysagban.

Természetesen az egyes paraméterek hatékonysagvizsgalatat a tobbi paraméter valtozatlanul

hagyasaval, és egy tobbelemii minta atlagaként végezziik el.

6.1. HMS

A paraméter vizsgalata soran arra jutunk, hogy mivel a harmoniakeresé algoritmus esetén
nem igazan tudjuk a genetikus algoritmushoz hasonl6 modon kezelni (keresztezés, szelekcio)
a tobb egyedbdl allo6 memoriat (HMS), csak kiilonb6z6 mutacids operatoraink vannak
bizonyos valoszinliséggel (modositas, teljesen 0j generalasa), ezért a HMS novelésével
tulajdonképpen csak bovitjik a keresési teret a megoldasok valtozatossaganak novelése nélkiil

(ezt a mutacios operator mar megoldotta). Ezzel romlik a hatékonysag.
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16. abra: A HMS véltoztatasanak eredményei

A grafikonon latszik, hogy egyszerti HS esetén a Iépésszamok egy egyenest hatdroznak meg.
Ha az optimum megtalalasahoz sziikséges 1épésszamot, illetve a HMS méretét két statisztikai
ismérvnek tekintjiikk, akkor a 0,9996-os értékii korrelacios egylitthatd is megerdsiti a
fiiggvényszerli kapcsolatot. Tehat a kisebb memodria majdnem determinisztikusan jobb

1épésszamot eredményez.
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Ha a fejlesztett harmodniakeresd algoritmus eredményeit is vizsgaljuk, akkor lathatd, hogy az
IHS kimagasléan jobban teljesit, mint a sima HS. Ennek oka az, hogy az IHS jobban
kihasznéalja a nagyobb memoria méretet, mivel a futas sordn né a PAR valdszinlisége és
csokken a modositasi tartomény, azaz a savszélesség. gy ebben az esetben segitség a lokalis
optimumokbol valé ,.kilokéshez a tobbelemii populacid, mig a sima HS gyakrabban hagyja a
valtozatlanul a memoriat (az allandd PAR valésziniiség miatt), igy jobban meglatszik a

hatékonysagan, ha noveljiikk annak méretét.

6.2. PAR valodsziniiség

Mindkét esetben, HS-t és IHS-t vizsgélva, a nagyobb PAR valoszinliség eredményez nagyobb
a hatékonysagot, hiszen kis fitnesz érték (lokalis optimum) esetében mar a teljesen véletlen
megoldas tilsdgosan is kimozditja a lokalis optimumbol a fitnesz értéket, igy ekkor csak egy

finom modositas kell mar csak a dallamokon, és ezt a nagyobb PAR valésziniiség tudja

biztositani.
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17. abra: A PAR valésziniiség valtoztatasanak eredményei
Az IHS PAR értékének novelése csak kisebb kezdeti PAR értéknél biztosit eldnyt, hiszen
kelléen nagy PAR valodszinliségnél szinte mar mindegy mennyire nagy az egyik, illetve a

masik mennyire magas értékrdl indul.

6.3. HMCR

A paraméter vizsgalatanal tulajdonképpen papirforma eredményt kapunk: ha ez a
valoszinliség tal alacsony értékii, akkor csak kevés dallam keriil kivalasztasra a repertoarbol

¢s az algoritmus lassan konvergal. Mivel tobbelemli memoriat alkalmazunk, igy mar
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biztositunk egy kell6 valtozatossagot a lehetséges megoldasaink esetében, igy csak ritkan van

sziikség egy teljesen véletlen megoldas szolgéltatta ,,plusz” valtozatossagi tényezore.

HMCR

1200000

1000000

800000
600000

‘Il-"“ll., ——IHS
400000 P~

== HS
200000

0

Befejez6 lépésszam

0,11 0,3 0,5 0,7 0,9
HMCR

18. sbra: A HMCR valészinliség valtoztatasanak eredményei
A grafikont megvizsgélva itt is megmutatkozik az, hogy az IHS jobban ki tudja hasznalni a

tobbelemli memoridjat, hiszen az ebbdl vald valasztas valosziniiségét noveljik. Tehat az IHS

folyamatosan javulo paraméterei (PAR, bw) miatt ismét jobban tudja modositani a memoriat.

6.4. A tobbelemii memoriaju harmonia keresé algoritmus 6sszefoglalasa
Ha az algoritmust a legjobb hatékonysagot eredményez6 beallitasaival (HMS, PAR, HMCR)

futtatjuk, a futasidejét vizsgalva a kovetkez6é eredményre jutunk:
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19. 4bra: A harménia keresé algoritmus futasideje
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Lathatjuk, hogy az atlagos futdsidé nagymértékben javult. Joval egy masodperc ala kertilt, ez
még a genetikus algoritmus legjobb eredményeit (1,213 masodperc: Rulett kerék elv, 1,014
masodperc: gyorsrendezéses elitista szelekcio) is felilmulja. Raadasul az THS ezt a remek
atlagos futasidét egy igen minimalis, szinte elhanyagolhat6 szorassal eredményezi.

5-10 elemii szemben az eddig megismert metaheurisztikak tobb ezres populacios méretével.
Tehat nem kell olyan sok vektort szimultdn kezelni, ez pedig jelentdsen javit a futdsidon.
Raadasul a bonyolultabb szelekcids operatorok és keresztezési eljarasok helyett alkalmazott
egyszerlibb mutacios operatorok sem igényelnek annyi processzoridét. Igy bar a 1épésszam
magasabb értéket mutat, de a miiveletek nem olyan id6igényesek.

A masik fontos tanulsag a determinisztikusnak tekintheté kapcsolat felfedezése a memoria
mérete ¢és az optimum megtaldlasdhoz sziikséges 1épésszam kozott. Ebbdl latszik, hogy a

leghatékonyabb az egyelemii memoria alkalmazasa lenne.

7. A modositott harmonia keresés

A harmonia keresés algoritmusat nem feltétlen sziikséges tobbelemli memoriara alkalmazni.
Tekinthetiink egy egyelemii populaciot is, azaz a hangok lesznek az egyes dontési valtozok, és
a dallam veszi at a hangzas helyét. Ekkor a memoria mérete (HMS) a dallam hossza. Az
algoritmus ebben az esetben is 1ényegi valtoztatasok nélkiil alkalmazhato, mivel egy dallam
eléallitdsdhoz is ugyan olyan improvizaciora van sziikség, mintha hangzasokat raknank 6ssze
dallamokbol. Csak az egész folyamat ,egy szinttel lejjebb” zajlik. Az egyetlen 1ényegi
kiilonbség, hogy csak a dallam megoldasanak fitnesz értékét tudjuk mérni, a hangokét nem,
igy csak a teljes dallam viszonylataban tudunk donteni a modositastol, de ez jelenleg nekiink
megfeleld is lesz, mivel a dallam jelenti a lehetséges megoldast, az egyes hangok
onmagukban nem hatdroznak meg fitnesz értéket (a zeneszerzd sem tud mondani semmit a
miivérél egy hang alapjan, de a dallamokon keresztiil tudja Oket szabalyozni). Az igy

kialakitott algoritmus folyamatabraja a kovetkezo:

30



Paraméterek azonositdsa

Hang: Karakterek (ASCII kod) Kezdeti HMS méretd meméria
Dallam: Optimum-hosszu betdltése

szoveg S

HMS: Memoria mérete= Véletlen szam generalas
=Hangok szama!! segitségével

HMCR, PAR: valoszinGségek

bw: Keresési tér nagysaga

A memoriabeli dallamra fitnesz
értékének szamitasa

Memoria frissitése

_5| * HMCR vsz-gl a3 memoridbol
hangot valasztunk—=>PAR vsz-el
a hangon maédesitunk bw
szerint

—>(1-PAR) vsz-el valtozatlan
marad

Aktualis dallam
megjelenitése

*  (1-HMCR) vsz-¢l teljesen (j
hangot generalunk

Frissitjiik a memoriat
Megfeleld régi hang
cseréje az ujra

Keletkezett qj
dallam jobb fitnesz
értéki-e, mint a

korabbi dallam?

Elértik 2
maximalis
lépésszamot?

A memdria nem valtozik

=

20. sbra: Az egyelem(i harmonia keresé algoritmus alkalmazasa a dolgozat problémajara

Természetesen a finomhangolt harmonia keresé algoritmus, PAR valdszinliség novelésével,
savszélesség (bw) csokkentésével, ebben az esetben is alkalmazhato (Mellékletek: 36. abra),
igy a hatékonysagvizsgalat soran az [HS eredményeit is vizsgaljuk.

Mivel a HMS az adott karaktersorozat miatt konstans érték marad, ezért a vizsgalt
paraméterek csak a HMCR ¢és PAR valoszintiségek. A mértékegység tovabbra is az optimum

megtalalasahoz sziikséges 1épésszam, a futdsidd ezzel egyenesen aranyos.
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7.1. HMCR
A modositasunk a metaheurisztikdn meghozta a kivant eredményt: a 1épésszam jelentdsen

lecsokkent, szazezresrdl ezres nagysagrendiire.
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21. abra: A HMCR valoszin(iség valtoztatasanak eredményei

A grafikon eredményeit elemezve lathatjuk, hogy jelen esetben a kisebb, 50% alatti
valdszinliségek jelentenek hatékonyabb futdsi eredményeket. Ha jobban belegondolunk ez
nem is olyan varatlan. Hiszen itt a modositdsok hang, azaz karakterszinten torténnek. Ekkor,
ha a memoridbodl vald valasztas valoszinliségét noveljik, egytttal nagyobb eséllyel hagyjuk
véltozatlanul az egyetlen megoldasunkat, ezzel lassitva a konvergalas folyamatat. Tovabba ha
teljesen 0j hangot generdlunk, akkor nem a teljes megoldas cserélddik le, csak egy hangja.
Tehat ez az operator nagyjabol egyenértékiivé valt a hang savszélesség alapjan torténd
modositasadval. Raadasul a teljesen véletlen karaktergeneralds még jobbnak is tekinthetd az
el6z6 karakter (hang) alapjan torténd moddositdsnal, mivel jelenleg a memoria elemeinek
korabbi allapota nincs hatéssal a kovetkezd allapotra (a dallamok komplexitasa miatt megérte
egy korabbi dallambol kiindulni), igy nem is igazén éri meg egy ilyen egyenletet alkalmazni.
Eppen ezért a nagyobb HMCR valosziniiség tobbet art, mint hasznal.

Ha az IHS szempontjabdl vizsgaljuk az eredményeket, lathatjuk, hogy igazabol sokat nem
javit az eredeti algoritmuson. Ez tulajdonképpen az elébb elmondottakbol kovetkezik is,
hiszen az IHS pont azon a ponton javit (PAR, sévszélesség), amit eleve nem is éri meg
gyakrabban alkalmazni. Viszont ha a HMCR egy kell6en alacsony érték (40%-nal Kisebb),
azaz a memoriabol valasztds megfeleld gyakorisaggal torténik, akkor mar latszik az

eredményeken az ott bekdvetkezett javulas is.
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7.2. PAR
Az el6z6 részben leirtak miatt a PAR valdszinliség valtoztatasa nem igazan befolyasolja az
algoritmus hatékonysagat. Az egyes PAR ¢értékek mellett az optimum megtaldlasdhoz

sziikséges 1épésszam egyenletesen ingadozik:
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22. abra: A PAR valészinliség valtoztatasanak eredményei

A vizsgalat sordn nem eredményezett a PAR valdszinliség valtoztatasa jelentds valtozast az
optimum megtalalasahoz sziikséges 1épésszamban. A 1épésszam egyenletesen ingadozik a
kiilonb6zé PAR valdsziniiségek esetében. A két ismérv atlagos korrelacios egylitthatdja (-
0,155) is egy abszolut értékében 0,3-nal kisebb eredményt szolgaltat, tehat a PAR
valosziniiség és az optimum megtalalasahoz sziikséges 1épésszam kozott még sztochasztikus
kapcsolat sem feltételezheto.

Az THS javitdsa megint minimalis, ennek indokai is szintén az el6z0 részben ismertetettekhez
hasonlok, azaz az algoritmus azon részén torténik javitas, amit kisebb valoszintiséggel éri meg

hasznalni hatékonysag szempontjabol.

7.3. A modositott harmodnia keresés alkalmazasanak ésszefoglalasa

Ha végezetil a metaheurisztika legjobb bedllitasait alkalmazva a futasidét vizsgaljuk,
lathatjuk, hogy a sima HS algoritmus atlagos futasidejét sikeresen megjavitottuk (eredeti:
0,03535 masodperc), viszont az IHS értékei nagyjabol nem valtoztak, minimalis javulas

tapasztalhatd (eredeti: 0,01675 mésodperc):
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23. abra: Az egyelemii harménia keresés futasideje

Az THS rosszabb eredményeit az el6z0 részekben mar megmagyaraztuk.

Vegylik észre azonban, hogy ezek a jo eredmények a sima harmoénia keresd algoritmussal
nagyon alacsony HMCR valdszinliség alkalmazédsaval voltak elérhetdk. Sot, a legjobb
eredmények az egyenesen nulla HMCR érték mellett sziilettek! A két ismérv korrelacios
egyiitthatoja is kimagasld értéket (0,940) mutat, azaz a HMCR valdszinliség 88,43%-ban
befolyésolja az optimum megtalalasdhoz sziikséges lépésszamot. Igy tehat elmondhato, hogy
a jelenleg futasidoben leghatékonyabb megoldas egy 0 HMCR valoszinliségli sima harmonia
keresés. Viszont ilyen paraméterezéssel a harmonia keresd algoritmus egy masik

metaheurisztika specialis esete, ami nem mas, mint a sztochasztikus hegymaszo.

8. Sztochasztikus hegymaszo6

A sztochasztikus hegymasz6 a vizsgalt metaheurisztikak koziil a legegyszeribb. Egyelemii
populacidval dolgozik, oly mdédon, hogy kijelol egy kezdeti lehetséges megoldast, és ebbdl
kiindulva egy szomszédsagi fiiggvény segitségével jarja be a keresési teret. Ha talal egy nem
rosszabb megoldast az éppen aktudlis megoldasnal, akkor lecseréli az aktualis megoldast erre
az Ujra, ¢és a szomszédsagi fliggvényt erre a megoldasra hivja meg. Ezt a folyamatot ismételi a
megallasi kritérium bekdvetkezéséig.

Az algoritmus mitkddését attekintve lathatjuk, hogy az egyetlen szabalyozd eleme ez a
szomszédsagi fliggvény, tehat az a metoddus, ami alapjan az algoritmus bejarja a keresési teret.
A metaheurisztikat alapvetéen klasszikus matematikai fliggvényoptimalizalasi problémak

megoldasara fejlesztették ki. Egy ilyen optimalizalasi probléma esetében a leghatékonyabb
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modszer az aktudlis megoldas egy r sugaru kornyezetébol véletlenszeriien kivalasztani a

kovetkezO megoldast. Ezt az alapelvet a jelenlegi feladatunkra alkalmazva, a kovetkezd

folyamatabra szerint mikodo algoritmust kapjuk:

Paraméterek azonositdsa
Aktudlis/Kovetkezd

megoldas: Optimum-hosszu il

karaktersorozat
Sugar: Aktualis megoldas
szomszedsagat jeloliki

Kovetkezd megoldas
elGallitasa

Aktudlis megoldas
betdltése

Véletlen szam generalas
segitségével

Az aktualis megoldas
Sugdr nagysagu
szomszedsagabol
szarmazo megoldas

Aktudlis megoldas fitnesz
értékének szamitasa

valasztésa

Kovetkezd
megoldas fitnesz
értéke nem
rosszabb, mint az
aktualis?

Aktudlis megoldas
megtartasa

Aktudlis megoldas
cseréje a kovetkezore

NEM
Elértik a

maximalis

lépésszamot?

&
m
=4

24. sbra: A sztochasztikus hegymaszo alkalmazasa a dolgozat problémajara

Az algoritmust tobbszor lefuttatva, €s a szomszédsagi sugar értékeit valtoztatva a kovetkezd

eredményeket kapjuk:
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25. sbra: A szomszédsagi sugar valtoztatasanak eredményei

Az eredményeket vizsgilva a konkluziénk sajnos az, hogy az algoritmus belathato
1épésszamon beliil nem képes optimalis megoldast taldlni. A ,,leghatékonyabb” sugdrnak az
r =5 érték mutatkozik, de ezt alkalmazva is a keresett értéktél atlagosan csak 8 egység
tavolsagra 1évé megoldasokat talal az algoritmus, azaz lokalis optimumban ragad.

Azonban ez a kimenetel nem volt varatlan, hiszen a problémank nem foghato fel klasszikus
matematikai fliggvényoptimalizalasként. Az adott karaktersorozat megtalalasahoz nem szabad
egy egész megoldast elvetni, és egy I sugari kornyezetében jat keresni, hiszen lehet, hogy az
mar majdnem a keresett szovegiink, csupan egy-két karakter nem volt megfeleld, elég lett
volna csak azokon moddositani. Mint ahogyan a genetikus programozasi probléma esetében
sem szabad egy egész programot elvetni, elébb az egyes szubrutinjainak miikddését kell
vizsgalni.

A fenti tapasztalatokbol kiindulva egy 0j szomszédsagi fiiggvényt kell tehat definidlnunk.
Egyelemii populacio esetén korabbi metaheurisztikainkban (HS és IHS) a lehetséges
megoldasunk modositasdra a mutacios operatort hasznaltuk. S6t, azt a kovetkeztetést is le
tudtuk vonni, hogy egy olyan mutacios operator a legcélravezetobb, ami a médositashoz nem
veszi figyelembe a kordbbi &llapotot, hiszen karakterszinti modositds esetén nincsen
jelentdsége az el6z6 megoldasnak. Tehat tulajdonképpen az egyelemii populécioval dolgozo
harmonia keresd algoritmus (1-HMCR) valoszinliséggel bekovetkezo teljesen véletlen hangot
generald mutacios operatorat valasztjuk szomszédsagi fliggvénynek.

Ebben az esetben a kovetkezOképpen valtozik a sztochasztikus hegymaszo algoritmus

folyamatébraja:
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Paraméterek azonositasa
Aktuilis/Kévetkezd
megoldas: Optimum-hosszu
karaktersorozat

Sugar: Aktualis megoldas

Aktualis megoldas

betodltése

Véletlen szam generalas

SR e e segitségével
szomszédsagat jeldli ki giis<g
- ” , \
Kévetkezé megoldas
eldallitasa Aktualis megoldas fitnesz
Az aktualis megoldas értékének szamitasa
bizonyos karaktereinek

megvaltoztatasa/mutalasa

Kévetkezé

megoldas fitnesz

Aktualis
megoldas cseréje

értéke nem
rosszabb, mint az

aktualis? a kdvetkezére

NEM

Elértik a
maximalis

Aktualis megoldas
lépésszamot?

megtartasa

26. abra: A médositott sztochasztikus hegymaszé folyamatabraja

A folyamatabrat megvizsgalva lathatjuk, hogy tulajdonképpen egy olyan egyelemi
populacidval dolgozd harmonia keresd algoritmust kaptunk, aminek a HMCR valdszinlisége
0, azaz az 1-HMCR értéke 1, tehat mindig a teljesen 0j hangot (karaktert) generald agba 1ép
bele, és ha az igy keletkezett harmdnia nem rosszabb, mint az eddigi, akkor frissiti a
memoriat.

Egy ilyen algoritmusnak a hatékonysagvizsgalata pedig mar megtortént a harmonia kereso

algoritmus esetében. Rdadéasul pont azt a kdvetkeztetést sikeriilt levonni, hogy az egyelemii
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populécioval miikodé harmoénia keresés pont a 0 HMCR valoszinliségli esetben miikodott a
leghatékonyabban. Futasideje is ennek az algoritmusnak volt a legjobb, 0,0047 masodperc.
Adodik tehat a kérdés, hogy valdoban a legegyszeriibb metaheurisztika szolgaltatja a
leghatékonyabb megoldast a feladatunkra, vagy esetleg ezt is lehet még valamiféleképpen
javitani?

Nos, a javitas lehetésége mindenképpen fennall, mivel a sztochasztikus hegymaszé
algoritmus szintén egy masik metaheurisztikdnak, a szimulalt hiitésnek egy leegyszerisitett

valtozata.

9. Szimulalt hiités

A szimulalt httésen alapuld optimalizalasi technikak alapjait 1983-ban alkotta meg
Kirkpatrick, Gelatt és Vecchi. Optimalizalasi algoritmusuk a fémek edzésének folyamatat
veszi alapul.

Adott egy test, amit alapallapotba akarunk hozni, ahol az anyagi részecskék jol strukturalt
kristalyracsba rendezddnek, és a test belsé energidja minimalis. El0szor felmelegitjiik a testet,
hogy az megolvadjon és a részecskék szabadon mozoghassanak, majd lassan lehitjiik, hogy a
részecskék az alapallapot szerint elrendezddjenek. Ha az olvasztott anyag nem elég meleg,
vagy a hiitést nem megfeleld iitemben végzik, akkor a kristdlyracsba rendezddés az
alapallapot elérése el6tt megakad.

Az algoritmus maga alapvetden a sztochasztikus hegymaszobol indul ki. Egyelemii
populécidval dolgozunk, azaz kijeloliink egy kezdeti aktualis megoldast, és egy szomszédsagi
figgvényt kovetve jarjuk be a keresési teret. Ha egy megoldas nem rosszabb az aktudlis
megoldasnal, akkor kicseréljlik az aktualis megoldast erre az () megoldésra.

A szimulalt hiités futdsa viszont nem all meg itt. Az algoritmus azt mondja, hogy a keresési
tér hatékonyabb, részletesebb bejarasa érdekében bizonyos valoszinliséggel elfogadhatunk az
aktualisnal rosszabb megoldasokat is, hogy ezekre meghivva a szomszédsagi fiiggvényt a
keresési tér olyan megoldéasait is megtalaljuk, amelyeken a sztochasztikus hegymaszo
»atugrik”. A rosszabb megoldas elfogadasanak valoszinliségét a Boltzmann-feltétel hatarozza
meg:

—(fitnesz(kovetkez6)—fitnesz(aktualis))

e T > random(0; 1)

Roviden, ha az e-t a megfelelé hatvanyra emelve nagyobb értéket kapunk, mint egy 0 és 1

kozotti véletlen szdm, akkor elfogadhatunk az aktualis megolddsndl rosszabb értéket is Uj
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aktualis megoldasnak. A fitnesz értékek kiilonbsége szabalyozza, hogy az uj aktualis
megoldasnak elfogadott rosszabb megoldas ne legyen elfogadhatatlanul rossz.

Ezen a ponton 1¢ép be a szimulalt hiités legfontosabb paramétere, a T, azaz a hdmérséklet. Ez a
homérséklet egy eldre megadott értékrdl indul, és szigortian csokken minden Iépésben, amig
el nem éri a minimum hémérsékletet.

Mivel T folyamatosan csokken, ezért ha jol valasztottunk kezdd hémérsékletet, akkor az
algoritmus a futds elérehaladtdval egyre kisebb valdszintiséggel fogad el az aktudlisnél
rosszabb megoldast.

Ezen kiviil még egy ,,id6” paramétert is meghatarozhatunk az algoritmushoz, ami az egy adott
hémérsékleten tartozkodas idejét (azaz hany ciklusban fusson le az algoritmus azonos
hémérséklettel) jelenti.

A homérséklet és az id0 egyiittesen hatarozzak meg a hiitési litemtervet, és azzal egylitt a
rosszabb megoldasok elfogaddsanak valoszintiségét. Tehat ezt az iitemtervet kell szabélyozni
ugy, hogy a leghatékonyabban jarjuk be a keresési teret.

A feladatunkra az algoritmust a sztochasztikus hegymaszd paraméterezésébdl kiindulva
alkotjuk meg, tehat szomszédsagi fiiggvénynek az egy karaktert teljesen véletleniil modosito

mutéacios operatort valasztjuk:
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Paraméterek azonositdsa
Aktualis/Kévetkezé
megoldas: Optimum-hosszu
karaktersorozat betoltése
Hoémeérséklet: lassan
csokkenjen, minimum
értéke van segitségével
Id6: h6mérsékleten
tartézkodas ideje

Aktudlis megoldas

Véletlen szam generalas

Kovetkez6 megoldas Aktudlis megoldas fitnesz
eldallitasa értékének szamitasa

Az aktualis megoldas bizonyos
karaktereinek
megvaltoztatasa/mutalasa

)

Kovetkez6

megoldas fitnesz

IGEN Aktualis megoldas

értéke nem

rosszabb, mint az cseréje a
aktualis? kovetkezbre

Teljesiti a

IGEN

Boltzmann-
feltételt?

Aktualis megoldas
megtartasa

Végrehajtottunk
mar ldényi

[épést?

W3N

Elértuk a
minimum

Hoémérséklet, (1d6)
csokkentése

H6mérsékletet?

40 27. abra: A szimulalt hiités
alkalmazasa a dolgozat
problémajara




Ezen algoritmus hatékonysagvizsgalatat végezziik el a kovetkezokben a hémérséklet és ido
paraméterek valtozasanak fiiggvényében, és probaljuk megtalalni az idealis hiitési iitemtervet.
A hatékonysag mértékegysége a sajat paraméterek vizsgalatakor az optimum megtaldlasdhoz
sziikséges 1épésszam, a futasidd ezzel egyenesen aranyos.

Természetesen az egyes paraméterek hatékonysagvizsgalatat a tobbi paraméter valtozatlanul

hagyasaval, és egy tobbelemil minta atlagaként végezziik el.

9.1. Kezdeti homérséklet

A paraméter értékeit valtoztatva a kovetkez6 futdsi eredményeket kapjuk:

20000
18000 A

16000 /
14000 /
12000
10000 /
8000 /
6000 /

4000 W‘

2000
0

Befejez6 Lépésszam

1 2 3 4 5 6 7 8 9

Hoémérséklet Sorszam

28. abra: A kezdeti h6mérséklet valtoztatasanak eredményei

A grafikon attekinthetdsége miatt az egyes értékeket sorszammal jeloljiik meg, az ezekhez a

sorszamokhoz tartozo konkrét értékeket a kovetkezo tablazat tartalmazza:

1. tablazat: A 28. dbra jeloléseinek magyarazata

Homeérséklet Sorszam Homérséklet
1000
100

Yo)

10
5
1
0,5
0,1
0,01
0,001

R IN([W|d[OWO ([N ]|

Az eredményeket elemezve lathatjuk, hogy a feladatunkhoz nem sziikséges tul hossza hiitési

folyamat, a keresési tér (kis-€s nagybetiis angol karakterek, valamint alapvetd irdsjelek) nem
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olyan nagy, hogy ezt igényelné. Lathatjuk, hogy az els6 harom kezdeti érték nagyjabol azonos
hatékonysagot eredményez, ezen kezdeti értékekkel tudjuk elérni a legidedlisabb hiitési

utemet.

9.2. Homérsékleten tartéozkodas ideje

A homérsékleten tartozkodas idejét valtoztatva a kovetkezd eredményekhez jutunk:

3600 |

3550
3500 .\\ N
3450

am

N

Befejezo Lépéssz

IdGegység sorszama

29. abra: A h6mérsékleten tartézkodas idejének valtoztatasanak eredményei

A konnyebb attekinthetdség miatt ismételten sorszamokat alkalmazunk, a konkrét értékeket az

alabbi tablazat szemlélteti:

2. tablazat: A 29. abra jel6léseinek magyarazata

IdGegység sorszama IdGegység

1000
100
50
10

5
3
1

R IN[WI[OWO |

Az optimum megtalalasdhoz sziikséges 1épésszam és a hdmérsékleten tartozkodas ideje kozott
komolyabb kapcsolat nem all fenn. T6bbszords futtatdsok soran csupan az volt megfigyelhetd,
hogy a 10-es idGegység jobb eredményeket hozott a tobbi értéknél. Ez adja tehat az idealis

hiitési utemet.
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10. Sztochasztikus hegymaszo és Szimulalt hiités

Miutan megtalaltuk az idedlis hiitési ilitemtervet, alkalmazzuk is, a sztochasztikus
hegymészdval vald sszehasonlitasra. A hegymdaszo eredményeit a 0 HMCR valdszinliségli
egyelemii populaciot hasznald harmonia keresés eredményeivel azonosnak tekintjiik, hiszen a

kett6 ugyanaz.

Az idedlis bedllitasokat alkalmazva a szimulalt hiitésre a kovetkezd eredményre jutunk:

4000 ~

3634

3500 -

3000 -

‘© 2500 -

2000 - M Hités
B Hegymaszé

1500 -

Befejezd Lépésszam

1000 -

530,5917451

500 1 263,6249751

Szbrés Atlag

30. sbra: A sztochasztikus hegymaszé és szimulalt hiités |épésszamainak 6sszehasonlitasa

A hiités megfeleld paraméterezésével (kellden lassu hiitést eredményezd paraméterekkel) és
szomszédsagi fliggvénynek a HS-ben alkalmazott karakter (hang) szintli modositast
alkalmazva, megjavithaté a Hegymaszo 1épésszama, igy a futasideje is. Raadasul a 1épésszam
értékek szorasa is kisebb, mint a Hegymaszo esetében. Ez abbdl adodik, hogy a szimulalt
hiités a Boltzmann-feltételnek koszonhetden kiegyensulyozottabban, nagyobb lefedettséggel
képes a keresési tér ,feltérképezésére”, igy nagyobb megbizhatosdggal szolgaltatja az
optimalis megoldast.

Ezek utdn vizsgdljuk meg a két algoritmus futdsidejét is a legjobb hatékonysagot

eredményezd beallitasokkal:
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Futasidok

0,0035

0,002947368
0,003

0,0025

0,002210526

0,002

0,0015

Masodperc

0,001

0,0005

Szimulalt hiités Sztochasztikus hegymaszé

31. abra: A sztochasztikus hegymaszo és a szimulalt hiités futasideje

A futési id6 kozel azonos, hiszen hidba javit sokat a 1épésszamon a szimulalt hiités, a keresési
tér hatékonyabb bejarasahoz ki kell bdvitenie a sztochasztikus hegymészd miiveleteit
(Boltzmann-feltétel), ami plusz processzorid6t igényel. Viszont a szimulalt hiités futasideje
egyaltalan nem rosszabb, s6t egy kicsivel rovidebb is, mint a hegymasz6 esetében. Tovabba
hatékonysag szempontjabol a sztochasztikus hegymasz6 eredményeit ,,rontja” a nagy szorasa,
amit mar a lépéseknél is megfigyelhettiink.

Osszegezve, a szimulalt hiités legjobb hatékonysagot eredményezd beallitasaival az

algoritmus futasideje az 6sszes eddigi metaheurisztika eredményét feliilmulja.

11. Osszegzés

A dolgozatban bemutattuk a valasztott probléma (adott karaktersorozat -eldallitasa)
természetét, jellemzoit, valamint hasonldsagat a genetikus programozasi feladattal. Ezutan
kiilonbozé metaheurisztikus megoldasokat alkalmaztunk a feladatra. Ezzel alapvetéen nem a
feladat megoldésa volt a célunk, hanem annak vizsgélata, hogy a valasztott metaheurisztika
miként illeszthetd az adott probléméankhoz. A dolgozat targya tehat maga az illesztés
folyamata, és annak komplexitasanak bemutatasa volt. A metaheurisztikus algoritmusokat
altalaban bonyolult, NP-nehéz feladatok esetében szokas alkalmazni. A dolgozatban, mi
mégis egy szandékoltan egyszerii problémat valasztottunk, hogy megmutassuk még egy ilyen
feladat esetén is komoly hatékonysagvizsgalatokat igényel a megfeleld metaheurisztika
kivalasztasa. Bemutattuk, hogy ez a metaheurisztikak ,,meta” jellegébdl adodik, azaz abbdl a

tulajdonsagukbol, hogy kiilonbozo heurisztikus keresési eljarasokat probalnak meg iranyitani
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altalaban valamiféle természeti jelenség alapjan. Tehat ezen felsébb, meta szint megfeleld
beallitasa (egyedek, operatorok, stb. megvalasztasa) nagymértékben noveli vagy csokkenti az
algoritmus hatékonysagat, sét képes a probléma megoldhatdsagara is hatast gyakorolni.

A feladat megoldasat eldszor a Koza 1992-es tanulmanyaban is alkalmazott, €¢s mas kutatok
altal is gyakran hasznalt genetikus algoritmus alkalmazasaval oldottuk meg. Ezek utan a
genetikus algoritmus - mint kiindulasi alap - eredményeit probaltuk meg kiilonb6z6 mas
metaheurisztikdk segitségével javitani. A tovabbi metaheurisztikdkhoz, mint a genetikus
algoritmus jobb hatékonysagot eredményezd alternativaihoz a kdvetkezd gondolatmeneten

keresztiil jutottunk el:

Nincs

Genetikus algoritmus: Keresztezés+Szelekcid>HMCR+
e (Tébbelem() Populacio

PAR: kiill6nb6z8 mutéciés
e Szelekcio operitorok (Improved) Harmony Search
e Mutacio 1.0

e Keresztezés

Egyelem(i populacio

Tomegkozéppont = Szelekcio

(jo tulajdonsag éroklédjén) +

Mutacid (karakterek

(Improved) Harmony Search

2.0
valtoztatasa)
HMCR=0
Szomszédsagi
Big Bang-Big Crunch Sztochasztikus Hegymaszé fuggveny: Sztochasztikus Hegymaszé
Mutaciods
1.0 2.0
operator
Hémérséklet=0 Hémérséklet=0
Szomszédsagi
figgvény: L
Szimulalt Hiités 1.0 == Szimulalt Hiités 2.0
Mutacids
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32. abra: A kiilonb6z6 metaheurisztikak kapcsolatai

Az &srobbanas algoritmusa tlint a legkézenfekvObb alternativanak a genetikus algoritmust
tekintve kiinduldsi alapnak, de ez egy ,zsakutcas” megoldasnak bizonyult egy ilyen
természetli (matematika nyelvén nehezebben megfoghato) feladat esetében. Ezek utan a
harmonia keresé algoritmust alkalmazva ,,egyenes at” vezetett el a legjobb hatékonysagot
mutatd szimuldlt hités felé, ahol a szomszédsagi fliggvényt egy mutdcids operatorként
definialtuk (Szimulalt hiités 2.0).

A dolgozat gondolatmenetét végigjarva vilagossa valik, hogy a bemutatott metaheurisztikak

mind egymdas moddositasai valamilyen értelemben. Ez elég érdekes, tekintve, hogy kiillonb6zo
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természeti jelenségeket vesznek alapul, s6t a harmonia keresd algoritmus analdgidja nem is a
természetbdl veszi a mintat, hanem a zeneszerzés folyamatabol. Azonban a metaheurisztikdk
egy kozos jellemzdje, hogy a koriilottiink 1évé anyagi vilagbdl veszik at az alapdtleteket,
folyamatokat. Ez a valos vilag pedig optimalizacidé kozpontu, igy a metaheurisztikak rokon
vonasokat mutathatnak egymassal, hiszen az Gsszes természeti jelenség mogott ugyanaz az
optimalitasra val6 torekvés huzdodik meg.

Eppen ezért a metaheurisztikak kutatdsaban a legmeghatirozobb iranyvonal jelenleg a
kiilonb6z6 algoritmusok modszereinek, operatorainak vegyitése, kombinalasa. A dolgozat
soran is ezt az utat kovettiik, hiszen a legjobb hatékonysagot mutatdé szimulalt hiités
algoritmusa alapvetd keresési operatoraval (r sugard szomszédsagi fiiggvény) még az
optimalis megoldas megtalalasara sem volt képes. Azonban ha a harmonia keresé algoritmus
1-HMCR valésziniiséggel bekovetkezd mutacids operatorat alkalmaztuk, akkor futasideje
ezen algoritmusnak a legrovidebb. Viszont ha az Osrobbanés algoritmusiban kombinaljuk a
genetikus algoritmus szelekcids €s mutacios operatorat, akkor rontottunk a hatékonysagon egy
ilyen (a matematika nyelvén nem jol megfoghatd) problémat vizsgalva.

Tehat a metaheurisztikdknak ez a fajta kutatasi irdnya nagy koriiltekintést valamint alapos
hatékonysagvizsgalatokat igényel a kiilonb6z0 tipusu optimalizalasi problémak esetében, még
egy ilyen, els6 ranézésre igen egyszerii feladat esetén is.

Eppen ezért a jov6ben tervezem hasonlé hatékonysagvizsgalatok folytatasat mas természeti,
NP-nehéz problémakon (pl.: kinaipostas-probléma), Gjabb metaheurisztikakat (hangyaboly
algoritmus, méh algoritmus, részecske zajlas) is alkalmazva, kombinalva.

Végezetiil egy Osszefoglald grafikonnal zarnank az egyes metaheurisztikdk legjobb
hatékonysagot eredményezd bedllitasaikkal keletkezd futasidejérdl (azon metaheurisztikakat,

melyek nem taldltak optimalis megoldast belathatd idon beliil, nem jelenitjiik meg):
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33. 4bra: A tébbelemii populaciét alkalmazé metaheurisztikak futasideje
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34. sbra: Az egyelem(i populaciét alkalmazé metaheurisztikak futasideje
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Mellékletek

Paraméterek azonositasa

Hang: Karakterek (ASCII kéd) Kezdeti HMS méretd meméria
Dallam: Optimum-hosszu betdltése

szoveg

HMS: Meméria (populacic) Véletlen szém generalas
mérete; Hany dallam? segitségével

HMCR, PAR: valoszintségek

bw: Keresési tér nagysaga

Legjobb és
legrosszabb fitnesz
ertékd dallamok
megkeresése

Minden dallamra fitnesz
™ értékeinek szamitasa

Legjobb fitnesz Memoéria frissitése

értékd dallam e HMCR vsz-el a memériabdl

megjelenitése dallamot valasztunk>PAR vsz-
el a3 hangjain modesitunk bw
szerint
—>(1-PAR) vsz-el valtozatlan
marad

e (1-HMCR) vsz-el teljesen 4]
dallamot generalunk

bw érték
csokkentése; PAR
vsz novelése

Keletkezett Gj dallam
jobb fitnesz értékii-e,
mint a memoriabeli

legrosszabb?

Frissitjiik a memoriat
Legrosszabb dallam |« IGEN
cseréje

NEM

Elértik a
maximalis

P — A memoria nem valtozik

lénédss7amnt?

D

35. abra: A fejlesztett harmonia keresd algoritmus alkalmazasa a dolgozat problémajara
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Paraméterek azonositasa

Hang: Karakterek (ASCII kéd) Kezdeti HMS méretld memoéria
Dallam: Optimum-hosszu betéltése

szoveg N

HMS: Memoria mérete= Véletlen szdm generalas
=Hangok szama!! segitségével

HMCR, PAR: valoszinUségek

bw: Keresési tér nagysdga

A memoériabeli dallamra fitnesz
fv. értékének szamitdsa

Memodria frissitése
e  HMCR vsz-el 3 memériabol
hangot vdlasztunk—>PAR vsz-el
a hangon modositunk bw
szerint
—>(1-PAR) vsz-el valtozatlan
marad
e (1-HMCR) vsz-el teljesen (j
bw érték hangot generalunk
csékkentése; PAR
vsz novelése

Aktualis dallam
megjelenitése —

Frissitjiik a memoériat
Megfeleld régi hang
cseréje az Ujra

Keletkezett Gj
dallam jobb fitnesz
értéki-e, mint a

korabbi dallam?

NEM

Elértik a
maximalis
lépésszamot?

A memoria nem valtozik

=

36. dbra: Az egyelemdi fejlesztett harmdniakeresd algoritmus alkalmazdasa a dolgozat problémajara
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