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Bevezetés

Az internet széleskörű elterjedésével az elmúlt néhány évben a közösségi média népszerűsége
jelentős mértékben megnövekedett, naponta több százmillió mondatnyi szöveget írnak le a fel-
használók. Ezekben a szövegekben elmondják véleményüket különböző entitásokról, például
termékekről, szolgáltatásokat nyújtó cégekről vagy hírességekről, de számos egyéb általános
témáról is. Ezen adatok egyfajta visszacsatolást jelentenek az entitások számára, így ezek meg-
felelő felhasználása nagy segítség abban, hogy igazodni tudjanak ügyfeleik igényeihez és fent
tudjanak maradni vagy akár növelni tudják piaci részesedésüket. Ennek a hatalmas mennyi-
ségű adatnak (BigData) az emberi feldolgozása lehetetlen. Olyan módszerekre van szükség,
amelyek automatikus véleménydetekciót végeznek, azaz egyrészt képesek kiszűrni a megfelelő
információt az adatfolyamokból, másrészt a szükségleteknek megfelelően képesek értelmezni
azokat. Napjainkban számos kutatást folytatnak ebben a témakörben. Közkedvelt feladat pél-
dául különböző termékek értékelésének automatikus feldolgozása, részvényárak változásának
előrejelzése, választási eredmények megbecslése.

Munkám célja a közösségi médiából származó szövegek gépi tanulás alapú elemzése véle-
ménydetekciós szempontból. Ehhez szükség van a szövegek megfelelő előfeldolgozására, mely
során a kapott szövegeken olyan átalakításokat kell végezni, hogy azok alkalmasak legyenek a
további feldolgozásra. Ilyen előfeldolgozási lépések például a szövegek helyesírás-ellenőrzése
vagy a rövidítések feloldása. Az adatok előkészítése után azt is el kell dönteni, hogy a kapott
szövegrész hordoz-e számunkra releváns információkat, tehát egyfajta szűrést is kell végezni.
Például a következő mondat negatív üzenetet hordoz, de nem BMW-vel kapcsolatos véleményt
fejez ki: Hosszasan szomorkodtam a BMW ülésén. Egy dokumentum akár több témakörben is
hordozhat információt. Nem mindegy, hogy a teljes dokumentumról szeretnénk átfogó képet
kapni, vagy részletekbe menően az egyes témakörök alapján szeretnénk információt kinyerni.
Dolgozatomban ismertetek három eljárást, melyek különböző szempontok szerint nyernek ki
véleményeket. Az első egyfajta globális módszer, mely a teljes dokumentumot vizsgálja. A
második egy adott entitásra vonatkozó véleményt nyer ki a szövegből. A harmadik ennél is
tovább megy, az entitás egyes tulajdonságaira, aspektusaira vonatkozóan gyűjt véleményeket.
A kidolgozott eljárások nemzetközi gépi tanulási versenyeken is előkelő helyezéseket értek el
és az eredményekből öt konferenciacikk is született [12, 14, 15, 27, 13].
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A dolgozat hátralevő része a következőképpen épül fel. Az első fejezetben bemutatásra
kerül a véleménydetekció, a hozzá kapcsolódó tudományos területek és az adatforrások. A
dolgozatban bemutatott feladatokhoz és módszerekhez hasonló kutatások a második fejezetben
olvashatók. A harmadik fejezetben a témakörben használható technikák kerülnek ismertetésre,
azok elméleti háttere és alkalmazhatóságuk. A negyedik fejezet tartalmazza munkám során
megoldott feladatokat, a kidolgozott módszereket és az elért eredményeket. Ezen felül más
rendszerekkel történő összehasonlítás is látható. Végül az ötödik fejezet a dolgozat tartalmát
összegzi.



1. fejezet

Véleménydetekció

A véleménydetekció szöveges állományokból történő ismeret kinyerésének tudománya. Célja
az adatokban levő információk felkutatásán túl, az azokban rejlő összefüggések megtalálása
is, melyek számos esetben csak rejtve vannak jelen. A fejezetben ismertetésre kerülnek azon
tudományágak, melyek véleménydetekcióval kapcsolatosak.

1.1. Természetesnyelv-feldolgozás

A számítástechnika és a nyelvészet tudományágak egy közös területe a természetesnyelv-feldol-
gozás [17], melynek egyik célja az emberek és számítógépek közötti interakció segítése. A tu-
dományág múltja egészen az 1950-es évekig nyúlik vissza. Az első kutatások között jelent meg
az ún. Turing-teszt, mely a számítógép embertől való megkülönböztethetőségével foglalko-
zott. Azóta a kutatások számos irányt vettek, mint például gépi fordítás, szövegek értelmezése
vagy generálása. A természetesnyelv-feldolgozás során a feldolgozandó szöveg lehet írott vagy
hallott, egyedüli kritérium, hogy valamely emberi nyelven legyen.

A felhasznált technikákat tekintve szerteágazó tudományág. Régebben az alacsony számí-
tási kapacitás miatt inkább a szabály alapú rendszerek domináltak. Ilyen rendszerek ha-akkor

típusú elágazások tömkelegét tartalmazták, melyeket főként nyelvészek állítottak össze. Ezen
szabályok megalkotása azonban időigényes, valamint csak egy adott típusú és nyelvű szövegre
alkalmazható. A számítási kapacitás növekedésével lehetőség nyílt statisztikai alapú módszerek
használatára. Így került előtérbe a mesterséges intelligencia és gépi tanulás, melyek nagyban
segítik a feladatok megoldását és univerzalitását. Az eddig használt szabályokat ezen mód-
szerek képesek automatikusan észlelni és felhasználni. A szabályok megtanulásához azonban
szükség van ún. tanító adatbázisra, melyek hasznos mintákat tartalmaznak az adott cél megol-
dásához. A gépi tanuló algoritmusok két fő csoportba oszthatóak, ezek a felügyelt és felügyelet
nélküli algoritmusok. Felügyelt algoritmus használata esetében olyan adatbázisra van szükség,
melyben az egyes tanító példák jelölve vannak. Például minden film értékelésre adott, hogy az
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pozitív vagy negatív véleményt hordoz. Ennek az adatbázisnak a felhasználásával az algoritmus
olyan jellemzőket tud felismerni, melyeket felhasználva el tudja dönteni jelöletlen példákra is a
hordozott információk polaritását. Felügyelet nélküli tanítás során az adatbázis jelöletlen ada-
tokat tartalmaz. Ezen módszerek általában klaszterezést végeznek, azaz adott számú csoportba
sorolják az adatokat. Ilyen feladat például a szövegek témakör alapú csoportosítása. Ezen al-
goritmusok mindegyike esetében meg kell tudnunk mondani, hogy mennyire jól oldottuk meg
a kitűzött célt. Ehhez egyrészt egy teszt adatbázisra van szükségünk, melyen vizsgálni tudjuk a
kidolgozott algoritmust. Másrészt egy kiértékelési metrikát is definiálnunk kell, mellyel mérni
tudjuk a kapott eredmények pontosságát.

1.2. A véleménydetekciós feladat

A természetesnyelv-feldolgozás egyik aktívan kutatott területe a véleménydetekció [22]. Célja,
hogy főként internetes forrásokból származó adatok segítségével nyomon kövesse az emberek
álláspontját különböző entitásokra nézve. Egy ilyen rendszer kiépítéséhez szükség van egy
adatforrásra, mely a szükséges információkat szolgáltatja. Napjainkban a közösségi média je-
lentős népszerűségre tett szert, szinte bármilyen témakörben tartalmaz információkat. Ez okból
kifolyólag egy jó kiindulási alapot biztosít. Az adatok feldolgozására számos esetben gépi
tanulási módszereket használnak, mivel ezek a technikák könnyedén adaptálhatók különböző
szövegekre, nyelvekre.

A véleménydetekció a hétköznapi emberek és különböző cégek számára is hasznos lehet.
Vegyük példának egy termék megvásárlásának menetét. A vásárlónak először is el kell dönteni,
hogy mely terméket vásárolja meg a piacon fellelhetőek közül. A döntés segítéséhez jelentős
mennyiségű információ található az interneten, például különböző értékelések, termékleírások.
Ennek a rengeteg adatnak azonban hátránya is van. A legtöbb ember nem szeretne órákat tölteni
azzal, hogy adott termékről véleményeket olvas, melyek számos esetben tartalmaznak ellentétes
információkat is. Szükség van olyan eljárásokra, melyek képesek ezeket az adatokat összegezni
és könnyen áttekinthető formára hozni. Másfelől ezen információk hasznosak lehetnek a termé-
kek gyártói számára is. Egy új termék megtervezése előtt információt gyűjthetünk arról, hogy
más hasonló termékeknek milyen jó, illetve rossz tulajdonságaik vannak. Ezeket szem előtt
tartva egy a vásárlók által kedveltebb terméket tervezhetünk meg.

Az emberek álláspontjának kiderítéséhez olyan dokumentumokat kell gyűjteni, melyek a
kérdéses témához kapcsolódnak. Miután rendelkezünk ilyen dokumentumokkal, a következő
lépés, hogy eldöntsük a vélemény polaritását. Ily módon egy osztályozási feladathoz jutunk,
mely során a szóban forgó dokumentumról el kell dönteni, hogy pozitív, negatív vagy semleges
véleményt hordoz-e. Egy dokumentum véleménytartalmának kizárólagos vizsgálata azonban
nem elegendő a feladat megfelelő megoldásához. Sok esetben csak egy adott entitásra nézve



szeretnénk véleményeket kinyerni. Ilyenkor szűrni kell a dokumentumokat, azaz el kell dön-
teni, hogy a megfelelő entitásról hordoz-e információkat. Ezen felül, előfordulhatnak olyan
dokumentumok is, melyek nem csak egy entitásról szólnak, sőt egy mondaton belül is szól-
hatunk akár több entitásról is. Ilyenkor ún. entitás-orientált véleménydetekciót kell végezni,
mely során meg kell határozni az adott entitásra vonatkozó szövegrészeket és csak ezen adato-
kat felhasználva kell az osztályozást elvégezni. A feladat azonban még tovább specializálható.
Főként termék értékelésekre jellemző, hogy annak különböző tulajdonságairól írnunk vélemé-
nyeket. Ezeket felhasználva részletesebben is informálódhatunk. Ily módon nem csak azt tudjuk
megmondani, hogy mely entitást kedvelik az emberek és melyeket nem, hanem azok jó és rossz
tulajdonságait is összegezhetjük.

1.3. Közösségi média

Közösségi média alatt olyan virtuális hálózatot értünk, amelyben résztvevő személyek adatokat
hoznak létre és osztanak meg egymással [18]. A hálózat résztvevőin túl, a közösségi média
fenntartásában fontos szerepet játszanak olyan alkalmazások, melyek működéséhez az internet-
kapcsolat elengedhetetlen. Ezen alkalmazások lehetővé teszik az emberek számára különböző
tartalmak, vélemények megosztását és megvitatását.

Számos tulajdonságában különbözik a hagyományos médiától. Minőségét tekintve nagyon
változó. Jellemző, hogy a tartalmuk kevéssé vagy egyáltalán nem felügyelt, így azok felhasz-
nálói szabadon publikálhatnak különböző tartalmakat. Sokszor előfordul, hogy helyesírásilag
vagy igazságtartalmukat tekintve alacsony minőségűek. Ez a tulajdonság nagyban nehezíti az
ilyen adatok feldolgozását. Egy másik különbség az interaktivitásban rejlik. Míg a hagyomá-
nyos médiában az információ áramlás főként egyirányú, de legalábbis a visszajelzések lassúak,
addig a közösségi médiában az információ közlés sokkal interaktívabb, sokszor valós időben
zajlik. Másrészt a közölt információk is gyorsan módosíthatók, ellentétben például egy nyom-
tatott újságcikkel. Ezért is fontos, hogy rendelkezzünk olyan technológiákkal, melyek automa-
tikusan és gyorsan tudják feldolgozni ezt az információ áradatot.

A közösségi média tartalma számos formában jelenhet meg, az egyszerű szöveges web-
oldalaktól kezdve egészen a virtuális valóságokig. Nagyon elterjedt szegmense a közösségi
médiának a blogok és mikroblogok. Ezek olyan webszolgáltatások, melyek segítségével a fel-
használók saját élményeiket írhatják meg, általában rövidebb, szabadabb formában. Ismertebb
blog szolgáltatás a Tumblr, illetve mikroblog a Twitter. Napjainkban nagy népszerűségre szert
tevő elemek a közösségi hálózatok, amelyek segítségével a felhasználók ismeretségi kapcsola-
tokat adhatnak meg. Ezen felül kommunikálhatnak is egymással, akár mások számára publikus
módon is. A legismertebb és legnépszerűbb ilyen szolgáltatás a Facebook. A következőkben te-
kintsünk át kettő olyan szolgáltatást, melyek tartalma segítségével véleménydetekció végezhető



és melyeket munkám során felhasználtam.

1.3.1. Termék értékelő szolgáltatások

A termék értékelő szolgáltatásra tekinthetünk úgy, mint különböző entitásokról információt
közvetítő szolgáltatások. Egyrészt lehetőséget nyújtanak arra, hogy a felhasználók vélemé-
nyezzék az általuk ismert entitást, másrészt ezek a vélemények publikusan elérhetők mindenki
számára. Ily módon az internetet használók, könnyedén információhoz juthatnak az őket ér-
deklő entitásról. Számos olyan oldal létezik, melyek kifejezetten termékek értékelését teszik
lehetővé, például Epinions vagy Amazon. Tudományos munkák kimutatták, hogy az ilyen ér-
tékelések nagyban befolyásolják a vásárlásai szokásokat és az egyes termékek tekintélyét [11].
Az értékelések formájukat tekintve szabályosnak mondhatóak. Mivel legtöbb esetben ezeknek
a szövegeknek a létrehozása nem felügyelt, így tartalmazhatnak apróbb formai hibákat. Ennek
ellenére a természetesnyelv-feldolgozás más területein kidolgozott módszerek alkalmazhatóak
ezen szövegekre, ami megkönnyíti feldolgozásukat.

1.3.2. Twitter

A Twitter egy mikroblog szolgáltatás, mely 2006-ban jött létre kisebb csoportok kommunikáci-
ójának segítése céljából. Azóta hatalmas népszerűségre tett szert, 2012-ben 500 millió felhasz-
nálót számlált, akik naponta 340 millió hozzászólást, más néven tweetet hoztak létre. Ezek a
tweetek maximum 140 karakter hosszúak lehetnek, melyek szöveget, URL-eket és különböző
Twitter-specifikus jelöléseket tartalmazhatnak. Lehetőség van arra, hogy egy bejegyzést adott
felhasználónak címezzük, ilyenkor a @ karakter után meg kell adnunk a kívánt felhasználó
nevét, például @János. Ekkor a kiválasztott felhasználó számára kiemelten jelenik meg ez a
hozzászólás, de a többi felhasználó számára továbbra is látható marad. Egy másik lehetőség,
hogy adott témával lássuk el bejegyzésünket, ezt a # karakter után írt témanév jelöléssel te-
hetjük meg, például #BMW. Ez arra szolgál, hogy meg tudjuk tekinteni az összes adott témájú
tweetet. Ezeken felül lehetőség van még mások által létrehozott tweetek ún. retweetelésére,
melynek célja, hogy újra megosszunk őket. A tweetekhez hozzá is szólhatunk, ezáltal egyfajta
diskurzust hozva létre, bizonyos téma alapján.

Mivel a felhasználók számos témakörben fejtik ki véleményeiket tweetek formájában, így
a Twitter hatalmas mennyiségű adatot szolgáltat, mely felhasználható véleménydetekcióhoz. A
szövegek nagy részének alapvető jellemzője azonban, hogy írásbeli formájuk ellenére beszélt
nyelvi sajátosságokat mutatnak [27]. A szóbeli kommunikáció valósidejűségét és multimoda-
litását egyszerre törekszik megtartani, így az élmény megosztásának gyorsasága és az érzelem-
kifejezés jelentős szerepet játszik a szövegekben. A gyorsaságot ugyanis a gépelés gyorsításá-
val lehet elősegíteni: többek között központozás és nagybetűk hanyagolásával, rövidítésekkel,



egybeírással, valamint félregépeléssel. A érzelemkifejezés megnyilvánulhat a nagybetűhaszná-
latban, a betűhalmozásban és hangulatjelek használatában. Egy példa tweet:

@Peti90 LOL a tegnapi buli nagggyon jó volt :D :D #házibuli

Látható, hogy ezen szövegek feldolgozása nem egyszerű, előfeldolgozási lépésekre van szükség
ahhoz, hogy megfelelően kezelni tudjuk a különböző jelöléseket és írási hibákat.



2. fejezet

Kapcsolódó munkák

Az elmúlt néhány évben az emberek véleményének kinyerése szöveges tartalmakból aktívan
kutatott területté vált annak gazdasági jelentősége miatt. Megmutatták, hogy valóban hasznos
információk nyerhetők ki a közösségi médiából, melyek korrelációban állnak a kérdőívek ál-
tal gyűjtött adatokkal [25]. Ezenkívül azt is felfedezték, hogy az emberek megbíznak mások
(akár idegenek) termékekről alkotott véleményben, és ezáltal befolyásolhatók vásárlási szoká-
saik [10].

A rendelkezésre álló adatok segítségével számos témakörben gyűjthetünk információkat. A
termékek népszerűségének nyomon követése egy jelentős részét képezi a véleménydetekciós
kutatásoknak. Ezek alapjául a legtöbb esetben mikroblog bejegyzések szolgálnak. Megmutat-
ták, hogy a bejegyzések 19%-a említést tesz valamilyen termékről, és ezek 20%-a tartalmaz
szubjektív véleményt is [16]. Ehhez szorosan kapcsolódó feladat a részvények árainak köve-
tése. A pontos árak meghatározása nehéz lenne, de relaxálható egy kétosztályos feladattá, ahol
az árak változásának irányát kell meghatározni [28]. A szövegek polaritásának kizárólagos
meghatározásán túl, komplexebb vizsgálatokat is végezhetünk. Szabályos szövegeken jól hasz-
nálhatóak olyan módszerek, melyek különböző szemantikai kapcsolatokat is fel tudnak fedni.
Ezeket felhasználva meghatározható a konkrét vélemény egy szövegben, annak birtokosa, de
akár a témakör is, melyben a véleményt alkották [20].

A számítástechnika gyors fejlődésének köszönhetően megnyílt a lehetőség számításigényes
módszerek széles körű használatára. Egyre inkább előtérbe kerülnek az adatbányászati, gépi ta-
nulás alapú módszerek. Mivel legtöbb esetben osztályozási feladatról beszélünk, használhatunk
felügyelt vagy felügyelet nélküli tanuló algoritmusokat. Empirikus vizsgálatok alapján ezek a
módszerek jól működnek rövid bejegyzéseken is. Ha rendelkezünk tweetek egy adathalmazá-
val, melyben minden szöveghez adott annak polaritása, akkor egy felügyelt tanuló algoritmus
jó választás a feladat megoldására [1]. Ezek egyik hátránya, hogy nagy mennyiségű tanító
példára van szükségük a megfelelő általánosításra, melyek kézi összeállítása költséges lehet.
Bizonyos esetekben tanító példákat automatikusan is gyűjthetünk más rendszerek segítségével
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[5], viszont ilyenkor számolni kell az adatok bizonyos mértékű pontatlanságával.
Számos olyan adatbázist hoztak létre, melyek felhasználhatók véleménydetekciós kutatá-

sokhoz. Ezekben az adatbázisokban levő szövegek különböző részletezettséggel lehetnek je-
lölve. Amennyiben a feladat, hogy a teljes dokumentum, illetve az abban levő entitás alapján
nyerünk ki véleményeket dokumentum szintű jelölés is elegendő [30, 3]. Számos esetben azon-
ban szükség van mondatok részletesebb jelölésére, például termékek tulajdonságaira vonatkozó
információk indikálásra [26], vélemények és azok közlőinek vagy célpontjainak meghatározá-
sára [29, 19].

Dolgozatomban olyan felügyelt és felügyelet nélküli módszereket mutatok be, melyek a
fent említett technikák alapötleteit is felhasználva osztályozzák a dokumentumokat polaritásuk
alapján. A módszerek megfelelő működéséhez előfeldolgozási és szűrési feladatokat is el kell
végezni a még pontosabb eredmények eléréséhez.



3. fejezet

Alkalmazott gépi tanulási módszerek

A fejezetben ismertetésre kerül néhány módszer, melyek felhasználhatók véleménydetekció el-
végzéséhez. Gépi tanulási módszerek két fő csoportra oszthatók, a felügyel és felügyelet nélküli
módszerekre. Munkám során az előbbiből alkalmaztam kettőt, melyek teljesítménye összeha-
sonlításra is került. Különböző módszerek teljesítményének összehasonlítására számos tech-
nika létezik, melyek közül néhány a 3.3 fejezetben kerül bemutatásra.

Felügyelt tanuló algoritmusok olyan gépi tanulási módszerek, melyek feladata az f : X →
Y függvény meghatározása megfigyelések alapján. Egy osztályozó algoritmus bemenete egy
tanító adatbázis, pontosabban jelölt adatok, vagy másképp tanító példák egy halmaza, melyek
alapján a szóban forgó függvény meghatározható. Minden tanító példa egy X ∈ Rn jellemző
vektor és y ∈ Y = {y1...ym} címke páros, mely lehet például egy a mondat szavaiból álló jel-
lemzővektor és a mondat polaritása mint címke. A jelölt adatok alapján meghatározott függvény
feladata ezután, hogy korábban nem látott elemekhez egy ŷ ∈ Y címkét rendeljen, azaz például
jelöletlen mondatok esetében meghatározza azok polaritását. Számos osztályozó algoritmus lé-
tezik [8], melyek közül munkám során a Naïve Bayes és a Maximum entrópia osztályozókat
alkalmaztam.

3.1. Naïve Bayes osztályozó

A Naïve Bayes osztályozó algoritmus a Bayes-döntéselméleten alapul [31], és azzal az erős
feltételezéssel él, hogy X1...Xn jellemzők feltételesen függetlenek, feltéve Y . Ez a feltevés
nagyban egyszerűsíti P (Y |X) meghatározását. A Bayes-szabály szerint a keresett függvény

P (Y |X) =
P (X|Y )P (Y )

P (X)
(3.1)

módon számíthatók ki, ahol P (Y ) ún. apriori eloszlás, mely könnyedén becsülhető a tanító
példák címkéi segítségével. P (X) elhagyható, mivel értéke független az adott Y címkétől. Meg
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kell határozni még a P (X|Y ) likelihood eloszlást, melyet a függetlenségi feltevést használva a
következőképpen számíthatunk:

P (X|Y ) = P (X1...Xn|Y ) =
n∏

i=1

P (Xi|Y ) (3.2)

ahol a P (Xi|Y ) valószínűségek maximum-likelihood becsléssel határozhatóak meg szintén a
tanító adatbázisból. A szükséges valószínűségek kiszámítása után egy jelöletlen adatra a címke
meghatározása tehát:

ŷ ← arg max
yk

P (Y = yk)
n∏

i=1

P (Xi|Y = yk) (3.3)

Az erős feltevés ellenére az algoritmus számos gyakorlati feladat megoldásában jól használ-
ható. Előnye más algoritmusokkal szemben, hogy gyors, és kis méretű tanító adatbázisokon is
képes jól működni.

3.2. Maximum entrópia osztályozó

A maximum entrópia osztályozó [6], vagy más néven multinominális logisztikus regresszió egy
olyan osztályozási algoritmus, mely a keresett posteriori függvényt közvetlenül parametrikus
formában keresi. A logisztikus regresszió általánosított változata, mivel nem csak bináris osz-
tályozást képes elvégezni. A keresett függvény parametrikus alakja:

P (Y = yk|X) =
ew

ᵀ
kX

1 +
∏m

i=1 e
wᵀ

i X
(3.4)

ahol wi az yi címkéhez tartozó súlyvektor. Keressük tehát azon súlyvektorokat, melyek legjob-
ban magyarázzák a szükséges feltételes valószínűségeket, azaz:

Ŵ ← arg max
W

P (Y |X,W ) (3.5)

A maximalizálás zárt formában nem végezhető el, numerikus eljárások használatára van szük-
ség. Használhatók gradiens alapú módszerek, ahol a cél a meghatározott modell által vétett
hibák csökkentése, melyet a hibafüggvény gradienseinek felhasználásával hajthatunk végre. A
súlyok kiszámítása után egy jelöletlen adatra a címke meghatározása hasonlóan az eddigiekhez:

ŷ ← arg max
yk

P (Y = yk|X,W ) (3.6)

A módszer természetesnyelv-feldolgozásban sűrűn használt eljárás. Szövegek polaritásának
meghatározása esetén a kiszámított w súlyvektorok megadják, hogy az osztályozás során mely



jellemzők voltak fontosak. Nagy abszolút értékű súlyt fognak kapni az olyan szavak, melyek
valamely polaritásra utalnak, például jó, rossz, drága, stb. Előnye a Naïve Bayes algoritmussal
szemben, hogy nem feltételez függetlenséget az egyes jellemzők között, futási idejét tekintve
azonban lassabb, ami a numerikus paraméterbecslő eljárások egyik következménye.

3.3. Kiértékelési metrikák

Különböző adatbányászati módszerek fejlesztése során szükség van azok minőségének méré-
sére, annak érdekében, hogy tudjuk, mennyire jó a rendszerünk, illetve hogy lássuk a fejlesz-
tések hatását. Ezen felül arra is hasznos, ha össze tudjuk hasonlítani a kidolgozott rendszert
más módszerekkel. Az ilyen mértékek használatához szükség van egy D teszt adatbázisra, me-
lyek jelölt adatokat tartalmaznak. Ezen adatokat fel kell címkézni a használt tanuló algoritmus
segítségével, így minden X ∈ Rn elemre lesz egy y ∈ Y valós és egy ŷ ∈ Y következtetett
címke. Számos kiértékelési metrikát alkottak meg, melyek ezeket felhasználva minőségi érté-
ket számítanak ki. A következőkben tekintsük át néhány módszert, melyeket az eredmények
ismertetésénél használni fogunk.

Egy egyszerű mérték az ún. pontossági metrika, mely gyakorta használatos különböző adat-
bányászati algoritmusok eredményének mérésére. Megadja a jól osztályozott teszt adatok ará-
nyát. Számítása:

pontosság =
|{jól osztályozott adatok}|

N
(3.7)

ahol N a teszt adatok száma és |.| egy halmaz számosságát meghatározó művelet. A mérték
könnyen értelmezhető, viszont számos esetben kevés információt szolgáltat vagy félrevezető
lehet. Tekintsünk egy olyan esetet, amikor a teszthalmazban egyik címke aránya nagyobb a
többiénél. Ekkor egy egyszerű megoldás, mely során mindig ezt a címkét választjuk eredmény-
ként, magas pontosságot érhet el, viszont a megoldás a gyakorlatban használhatatlan.

A fent említett probléma kiküszöbölésére használhatók a precizitás és lefedettség mértékek.
Mindkét mérték címkékre van definiálva, azaz ha van pozitív, negatív és semleges címke, akkor
mindegyikre számíthatóak az értékek. A precizitás megadja, hogy a pozitívnak következtetett
dokumentumok közül valójában mennyi pozitív:

precizitás =
|{yk címkéjű adatok} ∩ {yk következtetett címkével ellátott adatok}|

|{yk következtetett címkével ellátott adatok}|
(3.8)

míg a lefedettség érték megadja, hogy a valójában pozitív adatok közül mennyire következtet-
tünk pozitív címkét:



lefedettség =
|{yk címkéjű adatok} ∩ {yk következtetett címkével ellátott adatok}|

|{yk címkéjű adatok}|
(3.9)

Szokás a két mérték harmonikus közepét számítani, melyet F-mértéknek nevezünk.
Egy hasonló mérték a megbízhatóság és érzékenység metrikák [2]. Az előző mértékektől

ezek annyiban térnek el, hogy dokumentum párokra vannak definiálva, úgy, hogy egyfajta ren-
dezést vizsgál. Például az eddigi pozitív, semleges és negatív címkék rendezettséget adhatnak
meg, ha rendre +1, 0 és −1 értékeket rendelünk hozzájuk. Az említett mértékek számítása:

megbízhatóság =
|{(i, j) ∈ D2 : rel(yi, yj) = rel(ŷi, ŷj) ∧ yi 6= yj}|

|{(i, j) ∈ D2}|
(3.10)

szenzitivitás =
|{(i, j) ∈ D2 : rel(yi, yj) = rel(ŷi, ŷj) ∧ ŷi 6= ŷj}|

|{(i, j) ∈ D2}|
(3.11)

ahol rel(yi, yj) az i és j dokumentumok között fennálló reláció.Látható tehát, hogy ezen mér-
tékek minden olyan dokumentumpárt jónak vesznek, melyek között megfelelő reláció áll fent.
Például ha egyik dokumentum pozitív, a másik pedig negatív, a rendszerünk pedig semleges és
negatív címkéket választott, akkor ezen mértékek a megoldást jónak számítják, ellentétben pél-
dául a pontosság metrikával. A két értékből, hasonlóan a precizitás és lefedettség mértékekhez,
számítható a harmonikus közepük.



4. fejezet

Véleménydetekció különböző feldolgozási
szinteken

Az aktuális fejezetben bemutatásra kerülnek a munkám során kidolgozott véleménydetekciós
módszerek és azok működési hatékonysága különböző adathalmazokon. Mindegyik feladat
során a cél az adott szövegek polaritásának meghatározása, azok információtartalma alapján.

Az első módszer ún. dokumentumszintű véleménydetekciót hajt végre [12], mely során a
teljes dokumentumban levő tartalom figyelembevételével kell annak polaritását meghatározni.
Ezzel egyfajta globális információ kinyerést végzünk, mellyel meghatározható a teljes doku-
mentum hangulata.

Ennél némileg kifinomultabb az entitásorientált véleménydetekció, amikor egy adott en-
titásra nézve próbálunk információhoz jutni [14, 15]. Ebben az esetben feltételezhető, hogy
a kérdéses entitás bizonyos módon szerepel a dokumentumokban. Ilyenkor a feladat egy jó
megközelítése, ha első lépésként kiszűrjük azokat a dokumentumokat, melyek nem a megadott
entitásról szólnak, mivel ezek polaritása nem releváns az entitásra nézve. Továbbá a megfelelő
dokumentumokban található adatok közül azok egy része hordozhat irreleváns információkat,
így dokumentumon belül is csak a megfelelő szövegrészeket kell figyelembe venni.

A feladat azonban ennél is tovább részletezhető. Az aspektusorientált véleménydetekció
során, már nem csak a szóban forgó entitásról szeretnénk információkat kinyerni, hanem annak
egyes tulajdonságaira vagyunk kíváncsiak. Könnyedén megeshet, hogy egy étterem értékelése
során az étellel meg vagyunk elégedve, viszont a pincérek kedvességével már nem. Ilyenkor
a szövegek egyfajta particionálását is el kell végezni, mégpedig úgy, hogy minden partíció az
entitás egyetlen egy tulajdonságára hordozzon csak információkat. A művelet megfelelő végre-
hajtása után lehet csak az egyes szövegrészek polaritásának vizsgálatát végrehajtani. A megfe-
lelő particionálás megtalálása azonban nehéz feladat, mivel egy vélemény akár több aspektusra
is vonatkozhat.
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4.1. Dokumentumszintű véleménydetekció

Az első véleménydetekciós feladat során a cél, rövid üzenetek globális polaritásának meghatá-
rozása, azaz adott üzenethez pozitív, negatív vagy semleges címkét kell rendelni annak tartalma
alapján. Egy adott üzenet esetében, nem áll rendelkezésre többlet információ, mint például
hogy mely entitásról vagy annak mely tulajdonságairól van szó. Ebből kifolyólag a teljes üze-
net tartalma felhasználandó a feladat megoldás során. A módszer [12] kidolgozása mellett kettő
gépi tanulási algoritmust is összehasonlítottam, melyeket alább ismertetek.

4.1.1. Módszer

A módszer kidolgozásának elején egyszerű szó előfordulás (unigram) alapú felügyelt tanuló
algoritmusokat alkalmaztam. Azonban, gyorsan nyilvánvalóvá vált, hogy szükség van előfel-
dolgozási lépésekre, melyekkel az előforduló szavak többalakúságát ki lehet küszöbölni. Az
unigram jellemzőkön kívül olyan jellemzőket is vizsgáltam, melyek utalhatnak az adott szöveg
polaritására. Ezen jellemzőkkel sikerült növelni az algoritmusok pontosságát. A megvalósítás
során a MALLET nevezetű JAVA-alapú természetesnyelv-feldolgozó eszközt használtam [23].

Előfeldolgozás

Az üzenetekben az egyes szavak számos formában előfordulhatnak, például nagy- vagy kisbetűs
alakban, rövidítve stb [27]. Ezeket a különböző formákat a tanuló algoritmus nem képes egy-
ségesen kezelni, ami rontja a működésének hatásfokát. Ezen felül az üzenetek számos olyan
jelölést tartalmaznak, melyek a polaritásra nézve nem relevánsak. Ezeket szem előtt tartva a
következő előfeldolgozási lépéseket hajtottam végre.

• A szavak többalakúságának kiszűrésére kisbetűs formára hoztam őket, majd lecseréltem
azokat szótöveikre. Utóbbit Porter szótövező algoritmussal hajtottam végre.

• Az 1.3.2 fejezetben említésre kerültek a tweetekben használható jelölések. Ezek nem hor-
doznak polaritásra vonatkozó információkat, ezért egységesítettem őket. Minden felhasz-
nálónév-említést és webcímet a [USER], illetve az [URL] szövegekre cseréltem.

• Témakör jelölések esetében a # jel törlésre került. Például a #vásárlás a vásárlás szö-
veggé lett alakítva, ezáltal ezek is hagyományos szavakként lettek kezelve.

• Az előző jelölésekkel szemben hangulatjelek használhatók érzelmek kifejezésére. Eb-
ből kifolyólag az ilyen jeleket POZITÍV_JEL és NEGATÍV_JEL szövegekre cseréltem.
Néhány pozitív érzelmet kifejező hangulatjel: :), :-), :D, ;), illetve negatív:
:(, :((, :-(



• Hasonlóan a második pontban említett jelekhez, számok és egyéb írásjelek sem fejez-
nek ki érzelmet, ezért ezeket is egységesítettem. Minden számot a [NUMBER] szövegre
cseréltem és a következő karaktereket töröltem: ’"#$ %&()*+,/:;<=>\^{}~

• Az olyan szavak is egyszerűsítésre kerültek, melyek karakter többszöröződéseket tartal-
maztak, azaz ugyanazt a karaktert legalább háromszor írták egymás után. Például az
iggggggen szóból átalakítás után az igggen szó keletkezett. Ez által az ilyen szavak is
egységes alakúak lesznek, de továbbra is tartalmazzák ezt az érzelmi töltetet.

• Végső lépésben stopszó szűrést végeztem, mely során a polaritásra nézve hasztalan sza-
vak törölve lettek. Az ilyen szavakat sok esetben előre összeállított listák alapján szűrik.
Megoldásom során olyan szavakat tekintettem stopszónak, melyek nagyon sűrűn fordul-
tak elő az egyes üzenetekben: a,hogy

Jellemzők

Az üzenetek előfeldolgozása után kinyerhetőek a különböző jellemzők, melyeket a tanuló al-
goritmus felhasznál. Ezek egy része a szövegben előforduló szavak. Ezen felül egyéb olyan
indikátorokkal kísérleteztem, melyek utalhatnak az egyes szövegek polaritására:

• Egyik ilyen, a szövegben előforduló szavak polaritása, melynek meghatározására a Sen-

tiWordNet [4] lexikont használtam fel. Ebben minden szó minden jelentésére definiálva
van annak pozitív, negatív és objektív értéke. Egy szó több jelentéssel is rendelkezhet,
például dob. Egy mondat feldolgozása során nem ismerjük az abban levő többalakú sza-
vak pontos jelentését, így minden ilyen szó esetén annak polaritás értékeit a jelentések
értékeinek átlagolásával határoztam meg. Ezután egy szót pozitívnak, negatívnak vagy
objektívnak tekintettem, ha az adott polaritásokhoz tartozó érték rendre legalább 0.3, 0.2

vagy 0.8. Ezeket a küszöbértékeket empirikus vizsgálatokkal határoztam meg. Ezután
minden egyes üzenethez három további jellemzőt definiáltam, mégpedig az üzenetben
levő pozitív, negatív és objektív szavak száma.

• Ehhez hasonlóan, az üzenetekben található rövidítéséket is polaritás alapján csoportosí-
tottam. A rövidítések kezeléséhez ismét egy lexikont1 használtam, mely egy rövid leírást
ad ezekhez. A leírásokban szereplő szavak polaritása alapján meghatározható az egyes
rövidítések polaritása is. Így két újabb jellemzőt hoztam létre, mely az üzenetekben sze-
replő pozitív, illetve negatív rövidítések száma. Ebben az esetben az objektivitás kezelését
mellőztem, mivel ez az érték nem megbízhatóan detektálhatók a leírások alapján.

1www.internetslang.com



• Az emberekre jellemző, hogy ha valamilyen érzelmet szeretnének kifejezni, akkor a sza-
vakat nagybetűsen írják, vagy karaktertöbbszöröződéseket használnak. Ennél fogva to-
vábbi két jellemző, az ilyen szavak száma egy üzenetben.

4.1.2. Eredmények

A kidolgozott módszer a Semantic Evaluation Excercises 2013-ban megrendezett nyílt nemzet-
közi verseny keretein belül lett tesztelve [30]. A kiértékeléshez használt adatbázis Twitter- és
SMS-üzenetekből áll. Az adatokat egy év leforgása alatt gyűjtötték, melyek különböző entitá-
sokkal (személyek, termékek, események) kapcsolatosak. Ily módon a tanító adatbázis közel
10, 000 tweetet tartalmazott, míg a két teszt adatbázis 3, 813 és 2, 094 Twitter-, illetve SMS-
üzenetet. A megoldásokat tekintve, lehetőség volt ún. zárt és nyílt verziók létrehozására. Az
első esetében különböző természetesnyelv-feldolgozásban használatos eszköz mellett csak a
kiadott adatbázisok voltak használhatók, míg az nyílt megoldás során egyéb forrásból szerzett
szövegek is. A feladat megoldásai a precizitás és lefedettség alapú F-mértékkel lettek kiérté-
kelve.

Munkám során zárt és nyílt megoldást is létrehoztam, utóbbi esetén további tweetek kerültek
letöltésre és automatikus címkézésre. A Twitter mikroblog-szolgáltatás lehetővé teszi üzenetek
letöltését az ún. Twitter Streaming API szolgáltatásán keresztül. A letöltött üzenetek címkézé-
sét egy másik szolgáltatás, a Twitter Sentiment2 segítségével végeztem el, mely az üzeneteket
polaritásuk alapján a már ismertetett három osztályba sorolja. Fontos megjegyezni, hogy az így
meghatározott címkék egy része a használt rendszer pontatlanságából kifolyólag hibás lehet. 16

órás adatgyűjtés során 350, 000 címkézett üzenetet sikerült letölteni. A teljes adathalmazból a
végső kísérletekhez 10, 000 angol üzenetet tartottam meg, melynek címke eloszlása egyenletes.

Az alábbiakban láthatók a Naïve Bayes és maximum entrópia osztályozók által elért ered-
mények az egyes teszt adatbázisokon. Mindkét osztályozó esetén a zárt és nyílt verziók is ki-
értékelésre kerültek. A rendszerek pontossága a különböző technikák fokozatos bevezetésével
kerülnek ismertetésre.

A 4.1 és 4.2 táblázatokban láthatóak az egyes osztályozók által elért F-értékek a különböző
polaritásokra. Ebben az esetben jellemzőként csak szavak voltak használva, és az említett elő-
feldolgozási lépések sem kerültek használatra. A legjobb értékeket a semleges osztály esetében
sikerült elérni, míg a legrosszabbat a negatív esetén. Ennek oka egyszerű, a tanító-adatbázisban
negatív tanító példából volt a legkevesebb. Látható, hogy a nyílt verzióhoz letöltött külső ada-
tok növelték a pontosságot mindkét teszt adatbázis esetében. Mivel előfeldolgozási lépések
még nem történtek, a jellemzőkészlet hatalmas, és az osztályozók nem képesek a megfelelő
általánosításra. További tanító példák használatával azonban növelhető a pontosság. Másrész-
ről észrevehető az is, hogy a Naïve Bayes rosszabb értékeket produkál a maximum entrópia

2http://www.sentiment140.com



osztályozónál, mely a későbbiekben is megfigyelhető lesz.

pozitív negatív semleges átlag

twitter-zárt 0.59 0.09 0.65 0.34
twitter-nyílt 0.60 0.17 0.65 0.38
sms-zárt 0.46 0.16 0.63 0.31
sms-nyílt 0.47 0.38 0.53 0.42

4.1. táblázat: Naïve Bayes osztályozó által elért F értékek Twitter és SMS teszt adatokon, elő-
feldolgozási lépések nélkül, jellemzőként csak szavakat használva

pozitív negatív semleges átlag

twitter-zárt 0.60 0.33 0.67 0.46
twitter-nyílt 0.60 0.40 0.66 0.50
sms-zárt 0.47 0.31 0.69 0.39
sms-nyílt 0.52 0.47 0.66 0.49

4.2. táblázat: Maximum entrópia osztályozó által elért F értékek Twitter és SMS teszt adatokon,
előfeldolgozási lépések nélkül, jellemzőként csak szavakat használva

A 4.3 és 4.4 táblázatokban a továbbfejlesztett módszer eredményei láthatók, mely során
már az előfeldolgozási lépések is alkalmazásra kerültek. Ezen lépések láthatóan javították
az eredményeket mindkét osztályozónál, főként a Twitter-adatbázison futtatott zárt kiértékelés
esetében. Ezen kívül megfigyelhető, hogy a többlet adat a nyílt kiértékelések során a Twitter-
adatbázison rontották a pontosságot. Az indok erre, hogy az egyes osztályozók az előfeldolgo-
zásnak köszönhetően már a kisebb számú tanító példán is jól tudtak általánosítani, és a többlet
adat, aminek automatikus címkézése nem teljesen pontos, csak zavartak az osztályozásban.

pozitív negatív semleges átlag

twitter-zárt 0.65 0.32 0.67 0.48
twitter-nyílt 0.62 0.21 0.63 0.41
sms-zárt 0.56 0.27 0.72 0.41
sms-nyílt 0.52 0.35 0.66 0.43

4.3. táblázat: Naïve Bayes osztályozó által elért F értékek Twitter és SMS teszt adatokon, elő-
feldolgozási lépésekkel, jellemzőként csak szavakat használva



pozitív negatív semleges átlag

twitter-zárt 0.66 0.40 0.68 0.53
twitter-nyílt 0.61 0.42 0.64 0.51
sms-zárt 0.61 0.38 0.77 0.49
sms-nyílt 0.57 0.47 0.72 0.52

4.4. táblázat: Maximum entrópia osztályozó által elért F értékek Twitter és SMS teszt adatokon,
előfeldolgozási lépésekkel, jellemzőként csak szavakat használva

Végül a 4.5 és 4.6 táblázatokban a végső rendszer eredményei láthatók, melyek a szava-
kon felül a fent említett egyéb jellemzőket is felhasználták. Ezen jellemzők a Naïve Bayes
osztályozó eredményein nem tudtak javítani, kivéve a zárt SMS kiértékelést. Ezzel szemben
a maximum entrópia osztályozó ki tudta használni a többlet információt, így növekedtek az
F-mértékek.

pozitív negatív semleges átlag

twitter-zárt 0.65 0.32 0.67 0.48
twitter-nyílt 0.62 0.17 0.79 0.39
sms-zárt 0.56 0.38 0.74 0.47
sms-nyílt 0.54 0.29 0.70 0.41

4.5. táblázat: Naïve Bayes osztályozó által elért F értékek Twitter és SMS teszt adatokon, elő-
feldolgozási lépésekkel, szavakat és más polaritásra utaló jellemzőket használva

pozitív negatív semleges átlag

twitter-zárt 0.66 0.41 0.69 0.54
twitter-nyílt 0.63 0.43 0.65 0.53
sms-zárt 0.62 0.39 0.79 0.50
sms-nyílt 0.61 0.49 0.75 0.55

4.6. táblázat: Maximum entrópia osztályozó által elért F értékek Twitter és SMS teszt adatokon,
előfeldolgozási lépésekkel, szavakat és más polaritásra utaló jellemzőket használva

Az eredmények elemzésével leszűrhetjük, hogy rövid üzenetek osztályozása során az előfel-
dolgozási lépések jelentősége nagy, főként ha kevés tanító példa áll rendelkezésre. Ezen felül
olyan jellemzők vizsgálatával, melyek az üzenetek polaritására utalnak tovább növelhetőek a
pontossági mutatók. Összehasonlítottam két felügyelt gépi tanuló algoritmust, melyek közül a
maximum entrópia osztályozó minden esetben jobban teljesített.



Végezetül a 4.7 táblázatban látható a teljesség igénye nélkül más csapatok eredménye is,
ahol a saját rendszer az SZTE-NLP nevet viseli. Az alapmegoldást adó módszer, minden üze-
nethez a tanító adatbázisban legtöbbet előforduló címkét rendeli. A 40 nevezett csapatból 21.
és 8. helyezést sikerült elérni a zárt illetve nyitott Twitter adatbázison, valamint a 13. és 3.
helyezést a zárt illetve nyílt SMS adatbázison. A legjobb eredményt az NRC-Canada érte el,
egy az itt kidolgozott módszerhez hasonló rendszerrel, mely során számos további jellemzőt,
illetve SVM osztályozót alkalmaztak [24].

twitter-zárt twitter-nyílt sms-zárt sms-nyílt

NRC-Canada 0.69 – 0.68 –
teregram 0.64 0.64 – 0.59
SZTE-NLP 0.54 0.53 0.51 0.55
Uom 0.51 0.45 0.42 0.35
uottawa 0.42 – 0.40 –

Alapmegoldás 0.29 0.29 0.19 0.19

4.7. táblázat: Más módszerek Twitter és SMS teszt adatbázison elért átlagos F értékei. Kidol-
gozott rendszer: SZTE-NLP

4.2. Entitásorientált véleménydetekció

A következő véleménydetekciós feladat során adott entitás tekintélyének követését szeretnénk
elvégezni Twitter-üzenetek segítségével. Első lépés eldönteni, hogy az adott dokumentum a cél
entitásra vonatkozóan hordoz-e véleményt. Adott tehát egy üzenet és egy entitás, a feladat egy
bináris osztályozás, mely megadja, hogy a kérdéses üzenet az entitásra vonatkozik-e vagy sem.
A következő lépés az előző feladathoz hasonló, az előszűrésen átesett és megfelelőnek bizonyult
üzenetekre el kell dönteni, hogy azok pozitív, negatív vagy semleges véleményt hordoznak-e.

4.2.1. Módszer

Az itt kidolgozott módszer [14], az előző feladat megoldásának egy továbbfejlesztése, illetve
az aktuális feladathoz alakított változata. Szűréshez és polaritás meghatározáshoz is ugyanazt a
módszert használtam fel, csak más paraméterezettséggel, melyekről a 4.2.2 fejezetben található
pontosabb leírás. Az alkalmazott osztályozó algoritmus maximum entrópia, mivel az előzőek
alapján ez jobban teljesít, mint a Naïve Bayes. Az előfeldolgozási lépések megegyeznek a
4.1.1 fejezetben tárgyaltakkal, így itt nem kerülnek újra ismertetésre. A fejlesztések a tanuló
algoritmusok által használt jellemzők feladat-specifikus átalakítását illetve bővítését érintettek,
így a következőkben ezeket tekintjük át.



Jellemzők

• Az üzenetekben található szavak mellett fontosak lehetnek bizonyos szókapcsolatok is.
Vegyük például a nem szeretem kifejezést, amit ha két külön szóként kezelünk, elveszít-
jük azt a többlet információt, hogy a pozitív töltetű szeretem szó tagadva van. Ebből ki-
folyólag kísérleteztem szókettesekkel és szóhármasokkal (bigram és trigram), ami során
kiderült, hogy a bigramok hasznosak az osztályozások szempontjából, míg a trigramok
jelentősége nem szignifikáns, viszont a futási időt jelentősen növelik. Ezért a módszerben
újabb jellemzőkként a bigramok is használatra kerültek.

• Mivel a feladat entitás-orientált osztályozás végzése, fontos az ezekkel kapcsolatos in-
formációk felhasználása is [15]. A szűrés során az entitás hiánya a szövegben sokszor
jelezheti, hogy az üzenet valami mással kapcsolatos. Ezen felül inkább polaritás detek-
tálásnál hasznos annak ismerete, hogy az emberek mely entitásokat milyen mértékben
kedvelik. Így két újabb jellemzőt alkottam meg, egyik egy bináris mutató, mely az enti-
tás nevének jelenlétét/hiányát jelzi, másik pedig maga az entitás azonosítója. Az utóbbi
jellemző és a tanító adatbázis segítségével egyfajta apriori tudás nyerhető ki az egyes
entitások kedveltségét illetően.

• Fontos figyelembe venni az egyes szavak távolságát az adott entitás említésétől. Minél
közelebb van egy szó az entitáshoz, annál nagyobb annak valószínűsége, hogy az adott
szó az entitásra vonatkozik. Tekintsük a következő példát:

A tegnap esti Omega koncert őrületes volt, csak ne kellett volna ma ennyire
korán kelnem. :(

melyben az említett entitás az Omega. A mondat az entitásra vonatkozóan pozitív han-
gulatú, ami abból is látható, hogy a őrületes szó közel van az Omega említéséhez, míg a
mondat végén szereplő negatív hangulatjel távol. Ebből kifolyólag, súlyozott jellemző-
vektorok használatára tértem át. Az egyes szavakat a következők szerint súlyoztam:

1

e
1
n
|i−j|

(4.1)

ahol n a mondat hossza, i és j az aktuális szó és az entitás említésének pozíciója.

• Kísérletet tettem az üzenetek témakör szerinti csoportosítására, mely segítségével az al-
kalmazott gépi tanulási algoritmus meghatározhatja az egyes témakörök átlagos polari-
tását. Ehhez az ún. látens Dirichlet allokációt (LDA) [7] alkalmaztam, mely minden
üzenetre meghatározza, hogy az egyes témakörökbe mekkora valószínűséggel tartozik.



A keresendő témakörök számát előre meg kell adni az algoritmusnak, így ezek optimá-
lis számának meghatározása további empirikus vizsgálatokat igényeltek. A témakör va-
lószínűségeket mint újabb jellemzőket felhasználva, tovább sikerült javítani a módszer
pontosságán.

Összesítve tehát a következő jellemzőkészlettel dolgoztam: unigramok és bigramok (tá-
volság alapján súlyozva), szó- és rövidítéspolaritások, karaktertöbbszöröződést tartalmazó és
nagybetűs szavak száma, entitás jelenléte a szövegben, üzenet mely entitáshoz tartozik és téma-
kör információk.

4.2.2. Eredmények

A kifejlesztett módszer az An evaluation campaign for Online Reputation Management Systems

nevezetű nyílt nemzetközi verseny keretein belül létrehozott adatbázison lett kiértékelve [3]. A
szervezők által biztosított adathalmaz 80%-a angol, míg a maradék spanyol nyelvű tweeteket
tartalmazott. A tweetek 61 entitás alapján lettek begyűjtve, melyek az autó, bank, egyetem vagy
zene témakörök egyikéhez tartoznak. Az üzenetek gyűjtését fél évig végezték, így entitásonként
700 tanító példa és 1500 teszt példa keletkezett. Ezen felül 50, 000 további címkézetlen üzenetet
is rendelkezésre bocsájtottak, melyek az LDA futtatásához használtam fel. Az előző feladattal
ellentétben a kiértékelés zárt volt, azaz csak a rendelkezésre álló üzeneteket lehetett használni.
A rendszerek kiértékeléséhez a pontosság és a megbízhatóság és szenzitivitás alapján számított
F-mérték metrikák voltak használatosak.

A 4.1 és 4.2 ábrákon láthatóak a szűrő és polaritás detektáló módszerek eredményei pon-
tosság metrikával mérve a teszt adathalmazon. Az ábrák bemutatják, hogy hogyan javulnak
az eredmények újabb és újabb jellemzők hozzáadásával. Az alapmegoldásnak nevezett verzió
kizárólag unigram jellemzőket alkalmazott előfeldolgozási lépések nélkül. A következő lé-
pés előfeldolgozási módszerek alkalmazása, amik szemmel láthatóan mindkét feladat esetében
nagyban javították az elért eredményeket. Bigramok használatával tovább javultak az eredmé-
nyek, főként a polaritás meghatározása során. A súlyozás nevezetű rendszerben bevezetésre
kerültek a súlyozott jellemzővektorok, azaz az eddig használt jellemzők súlyozva lettek az enti-
tástól vett távolsággal. Az egyéb jellemzők rendszerben az előző fejezetben bemutatott további
jellemzők (a témakör-információkat kivéve) is használatra kerültek, melyek a szűrés feladat-
nál bizonyultak hasznosabbnak. Végül az utolsó verzióban 50 témakör detektálásából adódó
információk is felhasználásra kerültek, melyek a szűrési feladatnál nem voltak szignifikánsak,
ellentétben a polaritás meghatározással.

A 4.8 táblázatban láthatók az eredmények a témakörök számának függvényében, a tanító
adatbázison tízszeres keresztvalidációval mérve. Az itt használt rendszer az összes eddig ismer-
tetett jellemzőt és technikát alkalmazta. Ahogy az az előző diagramon is látható volt, a szűrési



4.1. ábra. Szűrés feladat pontossága a teszt adatbázison, x tengelyen a megoldás különböző ver-
ziói, kezdetben csak szavak használat, majd előfeldolgozás, bigramok, távloság alapú súlyozás,
polaritásra utaló jellemzők és LDA által meghatározott 50 témakör

4.2. ábra. Polaritásdetekció pontossága a teszt adatbázison, x tengelyen a megoldás különböző
verziói, melyek egyre több és több technikát alkalmaznak

feladat esetében ez a jellemző nincs nagy hatással a pontosság metrikára. Megfigyelhető, hogy
mindkét feladat esetében az F-mértéknél akár 1%-os, míg a pontosság esetében csak tizedes
javulások voltak elérhetők.

Végül tekintsük át a hivatalos eredményeket ismét a teljesség igénye nélkül, melyek a 4.9 és
a 4.10 táblázatokban találhatók. Ahogy az előző feladatnál a saját eredmények most is a SZTE-

NLP név alatt találhatóak meg. A verseny hivatalos kiértékeléshez több megoldást is lehetőség
volt beküldeni. A szűrés feladat során 50 témakör használatával sikerült a legjobb eredményeket



témakörök szűrés pontosság szűrés F polaritás pontosság polaritás F
0 0.919 0.380 0.680 0.368
20 0.920 0.387 0.680 0.370
50 0.919 0.391 0.682 0.375

100 0.920 0.388 0.683 0.379

4.8. táblázat: Eredmények különböző számú témakör használatával a tanító adatbázison mérve
tízszeres keresztvalidációval

elérni. A metrika, mely alapján a csapatok rangsorolását végezték, ennél a feladatnál az F-
mérték volt. Ez alapján a második helyezést sikerült elérni, viszont a pontossági metrika alapján
első helyezett lett a kidolgozott rendszer. A polaritás meghatározása esetében a rangsorolást
adó metrika a pontosság volt. Ebben az esetben a 20 témakör használata adta a legmagasabb
értékeket, így mindkét metrika alapján első helyezést sikerült elérni.

Az eredményeket megvizsgálva észrevehető, hogy mindkét feladat esetében a megfelelő
előfeldolgozási lépések szignifikáns javulást hoznak. Ezen felül a különböző szókapcsolatok és
egyéb polaritásra utaló jelek tovább növelhetik a rendszerek működésének minőségét. Mivel a
feladatok entitás alapú vizsgálat volt, így az ezen információkat kihasználó technikákat érdemes
használni. Ezeken felül kísérleteztem témakörök meghatározásával, mely a polaritás detekció
során hasznos többlettudást adnak.

Csapat pontosság megbízhatóság szenzitivitás F-mérték
POPSTAR 0.91 0.73 0.45 0.49

SZTE-NLP 0.93 0.60 0.44 0.44
LIA 0.87 0.66 0.36 0.38

UNED ORM 0.88 0.43 0.38 0.34
Alapmegoldás 0.87 0.49 0.32 0.33

4.9. táblázat: Más szűrő módszerek eredményei a teszt adatbázison, rangsorolás az F-mérték
szerint

Csapat pontosság megbízhatóság szenzitivitás F-mérték

SZTE-NLP 0.69 0.48 0.34 0.38
POPSTAR 0.64 0.43 0.34 0.37

LIA 0.65 0.50 0.15 0.19
UNED ORM 0.62 0.36 0.10 0.15

Alapmegoldás 0.58 0.32 0.29 0.30

4.10. táblázat: Más polaritás detektáló módszerek eredményei a teszt adatbázison, rangsorolás
a pontosság szerint



4.3. Aspektusorientált véleménydetekció

Ahogy az a bevezetőben említésre került, bizonyos esetben nem elegendő az adott entitásra
vonatkozót globális vélemény kinyerése. Fontos lehet azok egyes tulajdonságaira (aspektusaira)
vonatkozó különböző polaritású információk detektálása. A következőkben bemutatásra kerül
erre a célra kidolgozott módszer, mely során adott egy mondat és egy abban szereplő aspektus,
mely polaritását kell meghatározni [13]. A feladat megoldása során figyelembe kell venni azt
a tényt, hogy egy mondaton belül adott entitás akár több aspektusát is említhetjük. Vegyük a
következő egyszerű példát:

Az új autóm fogyasztása kiváló, de a végsebessége igen alacsony.

A mondatban a fogyasztás és a végsebesség az autó két említett tulajdonsága, melyekkel kap-
csolatban pozitív, illetve negatív véleményt fejtettünk ki. Látható, hogy szükség van a mondat
megfelelő felbontására, és ezen szövegrészek külön kezelésére, annak érdekében, hogy az egyes
aspektusokról a megfelelő véleményt nyerhessük ki.

4.3.1. Módszer

A módszer kidolgozása során továbbra is maximum entrópia osztályozó eljárás került alkalma-
zásra. A lentebb részletezett adathalmaz ellentétben az eddigiekkel nem Twitter-üzenetekből
áll, hanem annál jóval szabályosabb szövegekből. Az egyes mondatok résszövegekre bontását
különböző nyelvi elemzők segítségével végeztem el. Szövegek nyelvtani elemzése során célunk
a mondatokon belül, a szavak közti kapcsolatok azonosítása. Két különböző szintaktikai elemző
egy függőségi és egy konstituencia elemző kimenetelét is felhasználtam. Mindkét módszer fel-
ügyelt tanuló algoritmusokon alapul. Függőségi elemzés (4.3 ábra) során egy ún. irányított
függőségi fa képezhető. Tekintsük a következő példamondatot: Az étel remek, de a kiszolgálás

pocsék volt! A mondat állítmánya a remek szó, melynek alanya az étel. Konstituencia elemzés
(4.4 ábra) során a cél az adott mondat fa szerkezetének (konstituensfa) meghatározása. A fa
belső pontjai különböző nemterminálisok, például tagmondat (S), főnévi frázis (NP), igei frázis
(VP), stb., a levelek pedig maguk a szavak. Az előző példamondatban az étel remek egy főnévi
frázis, míg a de a kiszolgálás pocsék egy részmondat. Ezen elemzők egy további eredménye az
egyes szavak szófaja is.

Nyelvtani elemzés alapú jellemzők

Tekintsük először a függőségi fa alapján kinyert jellemzőket. A melléknevek fontos információ-
kat hordozhatnak egy szövegrész polaritására nézve. Ebből kifolyólag jellemzőként használtam
fel a szóban forgó aspektusra vonatkozó mellékneveket. Ezeket a függőségi fa alapján hatá-
roztam meg, mégpedig minden melléknevet, mely az aspektustól a fában legfeljebb öt hosszú



4.3. ábra. Függőségi elemzés, melyen látható az egyes szavak kapcsolatai. Első sorban az egyes
szavak, majd azok sorszáma, szótöve és szófaja.

4.4. ábra. Konstituenselemzés eredménye, a fa belső pontja nemterminálisok, levelek pedig a
mondat szavai.

irányítatlan úton elérhető az adott aspektusra vonatkozónak tekintettem. Hasonló megfonto-
lásból adódik egy másik jellemző, mely már nem aspektus specifikus, de a polaritásra nézve
fontos. Már említésre került, hogy az egyes szavak polaritása meghatározható lexikon segítsé-
gével. Ha egy szó feje pozitív, illetve negatív polaritású, egy újabb jellemzőt hozok létre ennek
indikálására. Egy szó polaritásának meghatározására továbbra is a SentiWordNet lexikon lett
használva, de egy pontosabb módszerrel, mely alább részletesebben bemutatásra kerül.

Kísérletet tettem arra is, hogy ne csak bizonyos szavak kerüljenek felhasználásra nyelvi
elemzők segítségével, hanem tagmondatok is. Ehhez a konstituenselemző eredményeit hasz-
náltam fel, oly módon, hogy a teljes fa csak egy részét használtam fel. A részfa kiválasztásának
módszere a következő. Kezdetben a részfa gyökere az adott aspektust tartalmazó levél. Ezek
után a fát bővítjük, oly módon, hogy a következő gyökér elem az aktuális szülője legyen. Ezt
addig végezzük, míg az alábbi feltételek mindegyike teljesül:



• A részfának kötelezően tartalmaznia kell a szóban forgó aspektust

• Legalább öt levéllel kell rendelkeznie a túl rövid tagmondatok kiszűrése érdekében

• Nem tartalmazhat más aspektust, kivéve ha az ötnél közelebb távolságra van a kérdéses
aspektustól. wi és wj szavak közötti távolság |i− j|, ahol i és j az egyes szavak pozíciója
a mondatban.

• Az aktuális gyökér elem nem tagmondatot jelöl a fában (PP vagy S)

A megfelelő részfa megtalálása után, a benne szereplő levelek alapján unigramokat és bigra-
mokat felhasználtam mint jellemzők. Az adatbázis segítségével, melyen a kísérletek folytak,
polaritást jelző szavak egy csoportja is kigyűjtésre került, χ2 statisztika segítségével. Az eljárás
olyan szavakat válogat ki, melyeknek pozitív vagy negatív véleményt tartalmazó mondatokban
való előfordulása magas. Ezáltal egy újabb jellemző a kiválasztott részfában előforduló, polari-
tást jelző szavak száma. Az előzőtől független módszer segítségével [21] egy adott részfa teljes
polaritását is meghatároztam, melyet újabb jellemzőként használtam.

Egyéb jellemzők

A nyelvtani szerkezetet kihasználó jellemzőkön felül, klaszterezéssel előállítható jellemzők is
használatra kerültek. Az aspektusokat témakör alapján 10 csoportba soroltam, az LDA-hoz
hasonló módszerrel. A módszer során minden egyes aspektushoz tartozik egy jellemző vektor,
mely azon szavakat tartalmazza, melyek az adott aspektussal egy mondatban előfordulnak. Így
előáll egy n×m méretű mátrix, ahol n az aspektusok, m pedig a különböző szóalakok száma.
A könnyebb kezelhetőség érdekében a mátrixot dimenzióredukciós technikával n×50 méretűre
alakítottam. Erre a célra szingulárisérték-felbontást alkalmaztam. Az így előálló kisebb méretű
mátrixot k-közép eljárással 10 csoportba soroltam, melyek az egyes témaköröket reprezentálták.
A k-közép eljárás során koszinusz távolság lett alkalmazva. Ezután jellemzőként használtam fel
a kategóriát, melybe az adott aspektus tartozik.

A fent említett jellemzőkön túl az eddig ismertetettek is felhasználásra kerültek. Ezek egy-
részt unigramok és bigramok súlyozva az aspektustól vett távolságtól. Fontos megjegyezni,
hogy a teljes mondat alapján készített ilyen típusú jellemzők különböznek azoktól, melyek a
kiválasztott rész konstituensfa alapján lettek létrehozva. Továbbá minden unigram és bigram
esetén azok tagadása is jelezve lett. Egy mondatban a negált szavak meghatározása kézzel
gyűjtött tagadó szavak (nem, sem) és a tagadást megszüntető jelek (",", de, és) segítségével tör-
tént. Mindezen felül a adott mondatban szereplő pozitív, negatív és objektív szavak száma is
jellemzőként lett használva.



Szavak jelentésének meghatározása

Ahogy az már említésre került, az egyes szavak polaritását meghatározó módszer finomításra
került. Az eddigiekben egy szóhoz tartozó polaritás értékek a jelentések megfelelő értékei-
nek átlagaként lett kezelve. Kísérletet tettem az egyes szavak jelentésének meghatározására, és
így az átlagolás kiküszöbölésére. A módszer megértéséhez tekintsünk egy példamondatot. Ez a

körte finom és édes, melyben a körte szó jelentését keressük. A SentiWordNet lexikon segítségé-
vel meg kell határozni az összes lehetséges jelentést, melyek most legyenek a gyümölcs és izzó.
Ezután azt a jelentést kell választani, ami az adott környezetben legnagyobb valószínűséggel
előfordul, tehát gyümölcs finom vagy izzó finom. Ezeket a valószínűségeket internetről gyűjtött
nagy dokumentumhalmaz segítségével becsülhetjük [9]. Miután meghatároztuk az adott szóra
a jelentést, a szóban forgó lexikon segítségével megkaphatjuk annak polaritás értékeit is.

4.3.2. Eredmények

A kidolgozott módszer a Semantic Evaluation Excercises 2014-ben megrendezett nyílt nemzet-
közi verseny [26] keretein belül lett kiértékelve. A szervezők által létrehozott adathalmaz angol
nyelvű termék értékeléseket tartalmaz, 3, 000 mondatot éttermekről és ugyanennyit laptopokról.
Minden egyes mondat esetében adott a benne szereplő aspektusok egy listája, melyekre adott
a polaritásuk. A már megszokott 3 polaritás érték mellett egy negyediket is alkalmaztak, mely
az ellentmondó, mely olyan aspektusok esetében lett használva, melyekre pozitív és negatív
vélemény is érkezett. Így a teljes adatbázis 6, 051 jelölt aspektust tartalmaz.

A 4.5 és 4.6 ábrákon láthatóak az elért eredmények. Az első ábrán a módszer által elért pon-
tossági metrika értékei láthatók tízszeres keresztvalidációval mérve a tanító adatbázison, míg a
második a felügyelt tanuló algoritmus futási idejét másodpercben. A diagramok x tengelyén
ismét a rendszerek láthatók, melyek egyre több és több technikát alkalmaznak. Az alapmeg-

oldás a teljes mondat alapján kinyert unigram és bigram jellemzőket használja súlyozatlanul.
Egyetlen előfeldolgozási lépést alkalmaztam, mégpedig a szavak kisbetűsítését. Mivel az itt
használt szövegek szabályos formájúak, melyek esetében az előfeldolgozó lépések nem ját-
szanak nagy szerepet, sőt számos esetben ronthatják is az eredményeket. Ennek oka, hogy a
különböző nyelvtani elemző rendszerek megfelelő működéséhez szükség van az egyes szavak
ragozott formájára, például a mondat tárgyának megtalálásában nagy szerepet játszik a szó t

végződése. Az így elért pontosság 65%, a futási idő pedig 10 másodperc alatt van. A következő
rendszer a súlyozott n-gram, ahol már az eddigi jellemzők súlyozásra is kerülnek. A klaszter

és polaritás rendszer, már felhasználja az aspektusok témakör szerinti csoportosításából adódó
információkat és a polaritásra utaló szavak számát is. A következő lépésben (nyelvtani elem-

zés) a függőségi- és konstituensfa alapján kinyerhető jellemzők kerültek felhasználásra. A szó

polaritás magába foglalja a polaritás lexikonból kinyerhető jellemzőket is, tehát minden ed-



dig bemutatott technikát. Az így elért eredmény 69%, a futási idő pedig 41 másodperc. Az
utolsó rendszerben mindezen felül, információnyereség-statisztikán alapuló jellemzőkiválasz-
tás is tesztelésre került, mely során a nagyságrendileg 116, 000 különböző jellemzőből a 2, 000

legkevésbé releváns nem került használatra. Látható, hogy a pontosság javulása nem szigni-
fikáns, de a futási idő nagyban megnőtt. Érdemes megemlíteni még, hogy a teljes jellemzők
készlet kinyerése az adathalmazból 10 perc.

4.5. ábra. Pontossági értékek a tanító adatbázison tízszeres keresztvalidációval. X tengelyen a
módszerek, melyek egyre több technikát alkalmaznak.

4.6. ábra. Az egyes módszerek futási ideje másodpercben.

Hasonlóan az előző feladatokhoz, egy 1, 788 jelölt aspektust tartalmazó teszt adatbázis se-
gítségével összehasonlítások történtek más megoldások eredményeivel. A versenyre nevezett



30 csapatból 3. és 6. helyezést sikerült elérni a laptop, illetve étterem teszt adatbázisokon.
Ismét a teljesség igénye nélkül az értékek a 4.11 táblázatban láthatók külön az éttermekkel és
laptopokkal kapcsolatosan.

Csapat étterem laptop
DCU 0.81 0.70

SZTE-NLP 0.75 0.67
USF 0.73 0.64

Alapmegoldás 0.61 0.51

4.11. táblázat: Más módszerek eredményei a pontosság metrikával mérve az étterem és laptop
teszt adatbázisokon



5. fejezet

Összefoglalás

A dolgozatban bemutatásra került a véleménydetekció mint kutatási terület és annak néhány
gyakorlati alkalmazása. A kidolgozott módszerek segítségével látható volt, hogy nagyon fontos
a dokumentumok megfelelő előkészítése, főként ha azok közel valós idejű kommunikációból
származnak [27]. Három, egyre részletesebb információ kinyerési feladat segítségével prezen-
tálásra kerültek a különböző szinteken használható technikák. Dokumentum szintű információ
kinyerés során egyfajta globális véleményre vagyunk kíváncsiak, mely során a teljes dokumen-
tumot felhasználjuk azok polaritásának kiderítéséhez [12]. Entitás orientált véleménydetekció
során [14, 15], egy nulladik lépésként, érdemes a dokumentumok szűrését elvégezni, melyre a
polaritás detekcióhoz hasonló módszerek használhatók. Láttuk, hogy ebben a lépésben az adott
témakör, melybe a dokumentum tartozik nem releváns, ellentétben a polaritás meghatározásá-
val. Annak vizsgálata azonban, hogy mely szavak tartoznak a kérdéses entitáshoz, már igenis
fontos. Tovább részletezve a feladatot, az egyes entitások különböző tulajdonságaira vonat-
kozó információk kinyerésével is próbálkozhatunk [13]. Bemutattam egy módszert termékek
tulajdonságaihoz tartozó jó és rossz vélemények automatikus meghatározására, melyben nagy
hangsúlyt kaptak az egyes tulajdonságokra vonatkozó szövegrészek azonosítása mondatok szin-
taktikai elemzése alapján.

A közösségi média hatalmas adatmennyiséget szolgáltat az ilyen kutatások elvégzéséhez.
Azonban sokszínűsége miatt, az információk számos formában jelenhetnek meg. A dolgozatban
egy a napjainkban közkedvelt forrás, a Twitter került használatra. Az innen származó ún. twe-
etek nagyon zajos szövegek, aminek egyik következménye, hogy számos, a természetesnyelv-
feldolgozásban használatos eszköz csak nehezen alkalmazható elemzésükre. Egy sokkal sza-
bályosabb információ forrás a termékértékelő oldalak. Ilyen szövegek kezelésére már nagyobb
pontossággal alkalmazhatóak ilyen eszközök, melyek felhasználási módjára is láthattunk példát
a dolgozatban. A kidolgozott módszerek olyan adatbázisokon lettek tesztelve, melyek publiku-
san elérhetőek és melyeken kimagasló eredményeket sikerült elérni.
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