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Absztrakt

A képfeldolgozas az utdbbi évtizedekben rohamospidik, és a tudomany fontos tertletévé
valt. A képfeldolgozast szamos terlletén alkalmizz#ldaul biometrikus azonositasra
(ujjlenyomat felismerés, irisz felismerés stb.) agdeorvostudomanyban is fontos szerepet kap.
A TMDK dolgozatom célja egy olyan rendszer kidolgsa volt, amely képi informaciok
alapjan meghatarozza a talaj tipusét (fomok, aszfalt). Ez az autonom robotoknal kiemelt
jelenbséggel bir. A robot képes lesz a képi informécil@pjan donteni arrél, hogy milyen
atvonalon kozlekedjen elkeriilve ezzel a nehezetapéket, jarhatatlan tertleteket.

A dolgozatom els részében a szakirodalom-kutatas eredményét ism@rita leggyakrabban
hasznalt textara-leir6 modszerek (ko-okkurenciarimagray level difference mddszer, LBP-
operator és valtozatai) valamint klasszifikaciésdsrerek (Naiv-Bayes-modszer, szupport
vektor gépek, neuralis halézatok, k-legkdzelebbonszzéd modszere) elméleti hatterét
foglalom 6ssze.

A dolgozatom masodik része a feladat gyakorlati vakggitasaval foglalkozik. A texturak
leirasara a circular LBP-operatort valamint az amif LBP-operatort hasznaltam. Az egyes
talajtipusokrol készilt képek osztalyozasara tobidsmert is kiprébaltam (t6bbosztalyd
szupport vektor gépek,@kecsatolt neuralis halozatok).

Ismertetem a neurdlis halézat strukturajanak (rmeakp rejtett rétegek szama) illetve a
neuronok aktivacios fiuggvényének (lineéaris, sziginatb.) kivalasztasa soran kapott
eredmeényeket. A neurdlis halézatok tanitasara tablbilési algoritmust (backpropagation
algoritmus és tovabbfejlesztett valtozatai, Levegbdarquardt algoritmus, konjugalt
gradiens modszerek, kvazi Newton modszerek) alkethng, és az egyes algoritmussal kapott

eredmeényeket dsszehasonlitottam tanuldsillietve epochszam alapjan.



1. Texturak leirdsa [1], [2], [3]

Szamos leirot kidolgoztak a kép tartalmanak azoasdia. A leirokat a kép tulajdonsagainak
jellemzésére hasznaljak (pl: textarak, szinek,zdtik).
Textlra a szin vagy intenzitdsok térbeli leirasalegpen vagy annak egy részletén.
Jack Sklansky igy definidlta a textura fogalmaty kkgpen egy tertletnek allandé texturdja
van, ha a lokalis statisztikak vagy egyéb lokaligjtonsagok allandoak, lassan valtoznak,
vagy megkozeléieg periodikusak.
A texturakat 2 csoportba lehet osztani:

» Sztochasztikus

» Determinisztikus

A determinisztikus textarak jol meghatarozott getiaealakzatok ismétidéséll alinak.

A textura leirasara szamos technikat dolgoztaR iiceryan és Jain (1993) a textura leirasara
hasznalt médszereket 4 csoportba osztottak:

o statisztikai

e geometriai

e modell alapu

+ jelfeldolgozé modszerek

1.1. Statisztikai modszerek

Statisztikai modszereket gyakran alkalmaznak aitex¢lemzés soran.

Statisztikai modszert &z6r Kaizer alkalmazott 1955-ben, amikor légi fedeket elemzett
autokorrelacio segitségével.

Az elsrendi médszerek (pl: szorasnégyzet, négyzetes kdzémpeat intenzitas hisztogram
stb.) statisztikai szamitasokat végeznek az erkdptpixelértékeinek felhnasznaldséaval.

1.1.1Intenzitas hisztogram [1]

A képfeldolgozasi eljarasokban a képek intenzigm®bgramja alapvétjelentiséggel bir.

A hisztogram metrikusan skélazott tulajdonsdgok fikma abrdzolasa. Matematikai

ertelemben a hisztogram egy fliggvény, ami az eg¥isgjunkt osztalyokba tartozo

megfigyeléseket szamolja. A hisztogram, mint g@&fikennek egy abrazolasi médja. Az
intenzitdshisztogram azért nagyon népszar képfeldolgozasi eljardsokban, mert igen
szemléletesen mutatja az adott kép intenzitasdékdz Tekintsiink tehat egy 256-sdint



digitalis képet, ahol a fekete és a fehér koztiormanyt 256 arnyalatra bontottuk fel, ugy,
hogy az i+1l-edik arnyalat az vilagosabb, mint aadik. Most a szirkeségi skélat 256
intervallumra osztjuk, ahol minden intervallumbayetlen sziirkeségi érték esik, azaz (y0 <
yl < ... <y256). A valésZigégi mintat maga a kép, illetve annak intenzitékértadjak. A
hisztogram i-edik oszlopanak magassagat az [yil)yirtervallumba eselemek szama, azaz

a képen lé§ i-edik szUrkearnyalatl képpontok szama adja.

1. dbra kép intenzitas hisztogramja

Az elsirendi mddszerek éhye, hogy gyorsan és egysizen szamithatoak. Hatranyuk, hogy
nem nyujtanak informaciot a pixelek egymas kozdpcsolatarol. 2 teljesen kulonkgokép,
amely egyarant 50-50%-ban tartalmaz fekete és fgéleket ugyanazt az intenzitds
hisztogramot eredményezi, ezért a 2 képérelsdi statisztikai modszerekkel nem
megkulonboztethét

A masodrend moddszerek pixelek 2 (altalaban szomszédos) cgapkdizotti kapcsolatot
allapitjak meg.

Harmad- vagy magasabb réndnddszerek is léteznek, de ritkdn hasznaljidet a

megnovekedett szamitasbids az értelmezési nehézségek miatt.

1.1.3. Gray Level Difference mddszer [2]

Ennél a modszernél az 6sszes pixelre kiszamoljagixal és egy eltolasi vektorral

meghatarozott pixel értékkilonbségének abszolékétt
(%, y) =|f (%, y) = f(x+ X y+y) (1.1)
Majd ezen értékek felhasznéldsaval egy m dimenki6galosziriségi vektort készitlink,

amelynél az i-edik elem annak a valossiége, hogy f(x,y) értéke i. A vektor

felhasznalasaval a tulajdonsagok gyorsan és edgysreramithatdak.



Kontraszt CON=Yi?[P'(i)

Angular second Moment ASM =Y P'(i)?
Entrépia ENT=-2P'(i)[logP'(i)
Atlag

MEAN =L i (P'(i)
m

1. tbl4zat tulajdonsagok szamitasa

1.1.4. Ko-okkurencia métrix (gray level co-occumematrix GLCM) [3]
A ko-okkurencia matrix a masodrdahdtatisztikai modszerek csoportjdba tartozik. Ayesg
szirkeskalas szintek térbeli eloszlasat fejezi ki.

(1.2)

Sl it I(pg) =i és  I(p+AxqgtAy) =
Coxay (1) = ZZ{O kalonben

p:l q:]_

A ko-okkurencia matrixnal Ggy prébaljuk jellemezaitextdrat, hogy valamilyen eltolasi
vektort valasztunk, és azt vizsgaljuk, hogy mily@tagossag szinét milyenre hanyszor
megy a kép az adott vektor mentén. igy a létreyisitrix n*n-es, ha n vilagossagi szint van a
képen.
Kontraszt: A helyi valtozasokat méri a GLCM matiaxb A kontraszt értéke alacsony, ha a
szomszédos pixelek kozel azonos szirke skala @iték&ndelkeznek. A kontraszt
értékkészlete [0, (size (GLCM,1)-1)"2]. Ha az oOsspixel értéke megegyezik, akkor a
kontraszt O.
2 Pi-i)
i,j=0
Homogenitas: A homogenitas értéke akkor nagy, Hag#dbb pixel szirke skala értéke
azonos vagy nagyon kozeli. A homogenitds értéke D &z6tt van. A homogenitas 1, ha a
GLCM maétrix diagonalis (olyan négyzetes matrix, mek minden éatlén kivili eleme 0.
N-1M-1 P
Z W]—J) (1.3)
i,j=0
Energia: a GLCM elemeinek négyzetdsszege, ért@es10kdzotti.
Akkor legkisebb az értéke, ha az 6sszes elem azemélé. Az energia értéke 1, ha minden

pixel azonos érték

N-1M-1

> P4

i,j=0



Entrépia: a szurke skala eloszlasanak véletlefisegeét fejezi ki
N-1LM-1
ze,j(_lne,j) (1-5)
i,j=0
Az entropia akkor a legnagyobb, amikor a matrix cheim eleme egyeinagysagu.
Mivel az logaritmus figgvény a 0-ra nincs definglhezért az aldbbi kiegészitést kell tenni:

0*(-In(0))=0

1.2. Local Binary Pattera]

Nagyon hatékony textira leir6 mobdszer, ami néfiségét 6ként a szamitasi
egyszeiiségének kdszonheti. Gyakran alkalmazzak objektursnferésre és kovetésre. A
biometrikus alkalmazasok teriletén szintén néfistiasz felismeres, ujjlenyomat felismerés,
tenyérlenyomat felismerés, jaras felismerés stb.).

A maésik pontos tulajdonsadga a robosztussag a szkéka szintek megvéltozaséara pl: a
megvilagitas megvaltozasa miatt.

Az eredeti LBP operator megalkotasa Ojala nevélieédik 1996-ban, aki szirke skalas
képek leiraséra készitette el az operéatort.oBlésazonban készitettek LBP-operatorokat
szines (t6bb csatornas) képek, videdk és volumstrddatok jellemzésére is. A volumetrikus
adatokat széles kérben alkalmazzak orvosi alkalsukzdaal (3D CT- és MRI).

A szurke skalas kép minden pixele koré egy 3*3-agefn ablakot helyezett. Minden

pixelhez kiszamitott egy 8 bites binaris szamsduizz aldbbiak szerint:
P-1
LBP(I)=> 2's(I,=1,)  (1.6)
i=0

i a szomszédos pixelek sorszama (0-7)

A szomszedos pixel érték@kivonta a center pixel értékétA(=1, —1_). Ha a szomszédos
pixel a nagyobb érték( A>0), akkor s(A) =1, kilonbens(A) = Q

A 8-bites binaris szamsorozatokat kapunk, amelya Rilonb6s érétket vehetnek fel. A

kapott eredményeket hisztogramon szokas abraawhii,LBP-hisztogramnak neveznek.



g |84 t{1]o 1|24

o | g |62 1 o | |28 8 LBP=1+2+128=13]
o 1'; 2lz2]2 olo|ol [6e]32]1s
f 4

2. 4bra Local binary pattern szamitasa

1.2.1. Circular LBP

Olaja 2002-ben kiterjesztette az LBP operatort kfiti®y tavolsagl szomszédos pixelek
vizsgalatara. Extended LBP-nek vagy Circular LBR-mevezik, mivel az eredeti LBP-
operator altalanositasanak tekinthdigy tetséleges, egész pixel sugaru kor kerllete mentén

vesszunk fel P db pontot.

3. 4bra Extended LBP

A kozép$ pixel intenzitasag, =1 Xy ) (1.7)
A pontok intenzitasa a kor kerulete mentén:= 1(x,,y,) p=0L..,P-1 (1.8)

_ _ _ _ X, =x+Rcos@mp/P)
A mintavételi pontok koordinatai: . 1.9
Y, =Y~ Rsin@2mp/P)

Bilinearis interpolaciét hasznalunk, ha a mintalféont nem a pixel kdzéppontja. A
bilinearis interpolacié a sikban mindkét koordindémgely mentén linearis interpolaciot
alkalmaz.



4. abra bilinearis transzformacio
A P pont intenzitas értéke az alabbi matematikszéiggéssel szamithato:
I, =1, +dxMlg —1,)+dy. —1,) +dxdy[{l , - 15— 1. +15) (1.10)

Az extended LBP szamitasa az egyuttes eloszlasdzdtivet le. A helyi textira a P+1 db
(P>0) pixel (kozéps pixel + a P db mintavételi pont a kor mentén) etpgieloszlasaval

jellemezhet.

T =49, 9% 91+ 9p4) (1.11)

Informaciovesztés nélkul kivonhatjuk a kozépgixel intenzitasértékét a szomszédos

mintavételi pontok intenzitasértékélb

T=t(0.,9, - 9,9 — 9ere-s0py — c) (1.12)

Az egylttes eloszlas az eloszlas szorzatta alak@hkozelithet feltéve, hogy a kdzéfs

pixel intenzitasa és az intenzitaskilénbségeksztdtailag fliggetlenek egymastaol:
T = t(gc)t(go - gc’ gl - gc""’gP—l - gc) (113)

Mivel az el$ faktor @) nem tartalmaz hasznos informaciot a helyi textafesat illeben,

ezért a intenzitaskulonbségek egylttes eloszlasgedmezhetjik a helyi textarat

(t(go _gc’gl_gc""!gp—l_gc))'

Az eloszlas kozelitésére Ojala az intenzitaskilégek ebjelét vette figyelembe.

10



t(s(go - gc)’ S(gl - gc)""!s(gP—l - gc)) (114)

e 1 z>0
ahols(z)lépc$s fuggveny gz) = (1.15)
0,z<0

P-1
Az LBP érteke az alabbi képlettel szamolhatoL&P, . (X, Y.) = z (g, —9.)2" (1.16)

p=0

5 {H \1 +/‘/:\+
. o

e

5. abra a, LBP(8,1) b, LBP(16,1) c, LBP(8,2)

Az abran a leggyakrabban alkalmazott LBP-operatdétikatoak. 8 szomszédos pont esetén
28=256, 16 pont esetén®65536 killonbdd LBP értéket kaphatunk egy adott pixelhez. Az
LBP értékének a kép Osszes pixelére vald kiszamitién az eredményeket hisztogramon

abrazoljuk, tehét 256 illetve 65536 oszlopos higmot fogunk kapni.

A LBP(8,1)-operator hasonlit Ojala eredeti LBP-@perara, hiszen ott is 8 kérnyepont
intenzitaséertékét hasonlitotta 6ssze a kaz@peel értékével, viszont az LMP(8,1) esetén nem
minden pont esik a pixel kdzéppontjaba (bilinednserpoléaciét alkalmazunk). Egyes
alkalmazasok soran szilkséges van arra, hogy aatopdorgatas-invarians legyen. llyen
operator megalkotasara az LBP(8,1) jobb kiindubdegbként szolgal.

1.2.2. Uniform LBP

Bevezették az uniform pattern fogalmat a zaj csotdsre az LBP- hisztogramban. Az
uniform LBP-operator bevezetését az indokolta, hoghany bitsorozat sokkal tdbbszor
fordul elb, mint a tobbi. Ojala 2002-ben megallapitotta, hdggP(8,1) esetén (8 a
szomszeédos pontok szama, a kor sugara 1 pixel sga) az ékllo bitmintak kézel 90 %-a

uniform. LBP(16,2) esetén ez az arany kb. 70 %-os.

11



Egy LBP akkor uniform, ha a bitmintan kérkérosemjigénenve legfeljebb 2 db 0-1 vagy 1-0
atmenetet kapunk. Pl: 0000000 (0 &tmenet) 01110P@menet) and 11001111 (2 atmenet)
uniformok, de pl. 11001001 (4 atmenet) and 0101(J61&tmenet) nem azok.

flat flat edge corner non-uniform

5 A C
e

|
l|. O
[ N NN O|® | O ® & O O .
L] “lo |7 . [ ] H' o
T

]
(@]
0
[®]
C

o]

O O

o

6. abra uniform és nem uniform mintak

Az abran 8 bites LBP-bitsorozatokra lathatunk piédddA fekete pontok jeldlik a O értékeket,
a fehérek az 1 bitértékeket. Ha minden szomszédekdrtéke kisebb mint a kozé&ppixelé,
akkor csak O bitekid all6 LBP-bitsorozatot kapunk (fekete pontok). Miazont minden
szomszédos pixel értéke nagyobb mint a ko&zépselé, akkor csak 1 bitekb &llé
bitsorozatunk lesz (fehér pontok). Ezeket, a cganas érték biteklsl allé bitsorozatokat a
szakirodalom flat jek&vel illeti.

8 szomszédos pont eseten 256 kulohkdgirmintat kaphatunk, amelgb58 lesz uniform. A
nem uniform mintakat nem kulonboztetjik meg egydiasgy 59 kilénbodé cimkénk lesz,
szemben az eredeti LBP-vel, amikor 256 volt. 16taviételi pont esetén 65536 helyett csak

243 cimkénk lesz, mivel 242 bitsorozat uniform.

1.2.2. Forgatas-invarians LBP (rotation invariaBiF)

Sok esetben szikség van arra, hogy a texturakmeflseére forgatas-invarians LBP-t

hasznaljunk.

7. abra forgatas-invarians LBP

12



Az abran jol megfigyelhéta kép forgatasanak hatasa az LBP-operatorra. Ammtén
elhelyezked szomszédos pontok is elfordulnak, igy megvaltezkozéps pixelhez tartozo
LBP-érték.

Forgatas-invarians leképezéssel az LBP-operat@zi{ed) forgatas-invarianssa tehef
leképezés az 6sszes LBP binaris kod legkisebb idibékvald korkords bitenkénti jobbra

forgatasat jelenti:

LBP;; = minRORLBP,i) (1.17)
igy példaul a 10000110, 00110100, and 00001101ribinéddokhoz a leképezés utan
ugyanaz, a 00001101 kaod fog tartozni.
. alB60 _. _ . . : .,
Ez az operator csakap—szoggel &=1,2,...,P-) valo elfordulasokra lesz invarians, de

osztalyozési feladatok eredményei azt mutatjdk,yhag operator mas szogelforduldsok

esetén is nagy robosztussagot mutat.

1.2.3. Local Ternary Pattern (LTP)
Az LBP kibovitésének tekinthét Az LBP-nél a kiiszéb a kbzéppixel értekénél volt, ezert

erzekeny a zajokra, ennek csokkentésére vezettak b&P-t.

Itt szintén egy pixel értékét hasonlitjak 6sszezanszédos pixelekkel, de bevezetnek egy
kuszobérteket (k).

1 T=(c+k)
T=<0 T<(c+k)ésT>(c-k) (1.18)
-1 T<(c—-k)

Ahol c a kbzéps pixel értékeT a szomszédos pixel értéke

Az igy eballo ternaris kodot, 2 binaris kddra osztjak, &b ¢hrtalmazza a pozitiv értekeket, a
masodik a negativ értékeket. A pozitiv és a negatiekeket tartalmazd kodokbol kalon-

kuldn hisztogramot szamolunk, igy az LTP méreteBR méretének 2-szerese lesz.

Az abran lathatunk egy példat az LTP szamitas&moszeédos pixel esetén.
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94 | 38 | 54
23 | 50 | 78
47 | 66 | 12

-1

0

1

Ternary Pattern (k=5): L-1)01(-1)10i-1)

PartI=10010100, Part2=01001001

8. abra LTP szamitasa
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2. Klasszifikacidos modszerek

A Kklassszifikacibs modszerek osztalyozasi problémddgoldasara szolgalnak. Ebben a
fejezetben ismertetem a leggyakrabban hasznak#fascios modszereket.

Legfontosabb klasszifikatorcsaladok:

» legkdzelebbi szomszéd mdodszer
* neurdlis halok

e dontési szabalyok, dontési fak

* Naiv-Bayes modszerek

» Szupport vektor gépek

* Random forest

2.1. Random Forest [5]

A Random Forest klasszifikator egyszerre tobb lseterett dontési fat is épit. Minden fa
minden csucsdba k (konstans) kisorsolt valtozé kdalamilyen célfiggvény szerint
legjobbat valasztja (az eredeti modell a Gini-inderint dont). A fak épitését egyor
rogzitett meélységig folytatja. Ha n db attribdturkuvan célszdr log n-t valasztani a fak
mélységének, igy a modellti(n) valtozot hasznal majd 6sszesen. Egy ismeretleordek
osztalyardl a fak dontési szavazassal dontenek.

2.2.Naiv-Bayes-madszer [6]

A naiv-Bayes osztalyozas a fellgyelt tanulas eggjta Az egyik leggyakrabban alkalmazott
és leghatékonyabb tanulasi algoritmus, mert szael@sy0s tulajdonsaggal rendelkezik.
Egyrészt nagymeéreét problémaéakra is sikeresen alkalmazhatd, tovabba npelentenek

problémat szamara a zajos adatok sem.

A naiv-Bayes osztalyozaséslzor egy valdszirségi modellt épit fel a tanitdé példak alapjan,
majd egy ismeretlen minta osztalycimkéjét e moalelhjan hatdrozza meg.

Legyenek adottak:
A={X, X,,...X.} attribatumok halmaza (2.1)

v ={C,,C,,....C} osztaly-cimkék halmaza (2.2)

Ezen felll adott a mintaknak egy N eleérhalmaza ugy, hogy minden mintanél ismert az
attribatumok értéke és a minta osztalya. A felastgt még ismeretlen, attribGtumokkal leirt
objektum besorolasa a megfélalsztalyba az tanitdo példak alapjan felépitett sAltségi

modell segitségével.
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A naiv-Bayes osztalyozas sordn abba callC osztalyba soroljuk azx,x,,....,X,

jellemzokkel leirt objektumot, melyreP(qxl,xz,...,xn)valészirﬁség a legnagyobb, azaz

¢’ =argmax,. P(4%, X,..-,X,) (2.3)

Mivel a medfigyeléseinkll ezt kdzvetlen nem tudjuk kiszamolni, ezért olyaakra kell
hozni a képletet, hogy a benne szefe@loszitiségek kdnnyen megbecsilsieiegyenek.

Ehhez alkalmazzuk &z06r a Bayes-tételt:

P(d%,, Xp,-+%,) CP(C)

2.4
P(X, %550 X,) (2.4)

¢’ =argmax,c P(GX, X,,....X,) = argmax

Ahhoz, hogy ennél egysZdib alakra hozzuk a képletet, fel kell tenni, hogy asztaly

ismeretében az attribatumok egymastdl figgetlelmglen ered a naiv elnevezeés.

P, X, %) TP(C) _ g, P(c) EI:J P(x[c)
P(X, X000 X)) © P(X, Xp0eer X))

c” = argmax,. (2.5)

Mivel szamunkra csak az a fontos, hogy melyisztaly esetén adja a képlet a legnagyobb

eredmeényt, ezért a neveel egyszelsithetlink, igy az alabbi képlet adédik:
c” = argmax . P(c) EI_J P(x|c) (2.6)
A P(c) és aP(>g|c) valbsziriségek a megfigyelési adatokbdl altalaban kdnnyémghatdak:

P(e) =&

n
P(x[c) =~

C

(2.7)

ahol n_azoknak a tanité mintaknak a szama, amelyek a t@lgba tartoznakN a tanito
mintak szaman,, azoknak a tanité mintaknak a szama, ahol az gsz&d azX; attriblGtum-

valtoz6 értékex;.
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A P(>g|c) valdsziriségeket célszém-estimate modszerrel kdzeliteni, mivel kevéstéaadat

esetén dfordulhat, hogy egyes osztaly(ok)hoz O becsilt szldiség tartozik. A
gyakorlatban azonban altalaban egyetlen esemérsgmak0 a valdsziisége. Az m-estimate
modszer a 0 valdsziségeket 0-hoz kozeli, de pozitiv értékre korrigalgy pontosabb

becslést kapunk:

n, +mip
P(x|c) =—=2—— (2.8)

n,+m

aholp a priori (megfigyeléseket) medeb valoszirisége az attribitumnak. Ha az attribdtum-
valtdzo k-féle értéket vehet fel, akkpertéke 1/k,

m egy tetséleges szam, ennyi véletlen mintat adunk hozza aamin halmazahoz, minél
kevesebb a tanité mintdnk annél nagyobértéket célszérvalasztani

Ennek a modszernek az egyik, gyakran alkalmazetees Laplace-simitds, amikon=k,
vagyis

P()ﬂ|C) :M— (2.9)
n+k

C

2.3. k-legk6zelebbi szomszéd moédszere [7]

A k-legkozelebbi szomszéd modszere egy ,lusta” dddikald eljards, amely nem épit
modellt. Alapelgondolasa, hogy a hasonlo attribitwbjektumok hasonl6 tulajdonsagokkal
birnak. A hasonlosagot tavolsagfliggvénnyel méritanulé adatbazist eltaroljuk, és amikor
egy ismeretlen objektumot kell klasszifikalnunk,kak megkeressik a tavolsagfiiggvény
szerinti k darab legkozelebbi pontot, és az objekituabba a kategoriaba soroljuk, amely a
leggyakoribb a k szomszéd kozott (tdbbségi szayazAs moédszer egyfajta lokalis

siriségfuiggveny beadsleljarasnak is tekinthét

A k érték megfeld kivalasztasa mindig az adatoktol fiigg. Minél nagyeértéket valasztunk,
annal kisebb a zaj az osztalyozasnal, viszont zialysk kdzotti hatarok kevésbé kivebiek.

A tavolsag szamitasa

Tekintstink egy elemre, mint egy pontra az m-diménaiektortérben. Az elemek kozotti
kilonbodséget a vektoraik kilonbségének hosszaval (normidjavdefinialjuk.

(d(%,9) =||x-¥]). Az Euklideszi- és a Manhattan-norma a Minkowskima specialis

esetei.
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Euklideszi-normat (2) = /2 +[2,[* + .. + [2,|°  (2.10)
Manhattan-normak () = |z,| + |Z,| + ... + |Z, | (2.11)

Minkowski-normai.(2) = (|z)° +|z,|” +...+|z,|")"" (2.12)

Hisztogramok tavolsaga: Szamos moddszert kidolgoataksztogramok kulénbdéségének

megéallapitasara.

Hisztogram metszés (Histogram intersection):

dintersedion(Hll H2) = zmln(Hl(l)l H2(|)) (213)

Normalizalt hisztogramok (mindenszirkeértékhez megadja adfetdulasi valoszitiségét)

esetén az értéke 0 és 1 kdzott van. Teljes egpessién 1, teljes kilonbéseg esetén 0.

Chi-négyzet modszer:

_ - (Hy () —H,())°
dchi—square(Hlle)_iz Hl(|)+H2(|) (214)

aholH3, H, normalizalt hisztogramok
A hisztogramok egyezése esetén az értéke 0, kgljeaboHség esetén végtelen ériek
Bhattacharyya-tavolsag:

chattachayya(HllHz)= 1_2 Hl(I)EHZ(I) - (2 15
~ 2RO D H0)

aholH;, H, normalizalt hisztogramok
A hisztogramok egyezése esetén az értéke 0, kdljesbodség esetén 1.

- Kullback-Leibler divergencia:

do (P1Q) =ZIn(%)P(i) (2.16)

Q hisztogram tavolsaga Bkt
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- Jenson-Shannon divergencia:
1 1
ds(P.Q) =5 D(P|| M)+§ D(QIIM) (2.17)

Ahol M :%(P+Q) ésD(Q||M) a Kullback-Leibler divergencia

2.4. Dontési fak

A dontési fak tanuldsa az egyik legegysiber mégis az egyik leggyakrabban alkalmazott
fellgyelt tanulasi modszer. Az eddig targyalt algousokhoz hasonldan itt is bemeneti és
kimeneti mintak adottak, és efilkell megtanulni a kimeneti értékeket kédaggvényt. A
bemeneteket attributumokkal irjuk le, ezek és agkiatek is lehetnek diszkrétek vagy

folytonosak, de a gyakorlaton csak diszkrét esetidlkiglalkozunk.

A dontési fa egy tesztsorozat elvégzeése utan téintéshez, ahol a fanak:

* a bel$ csucsai a bemeneti attribitumokhoz tartoz6 tesetek

» a csomopontokbal kilépagak a tesztek lehetséges kimeneteleinek feleiresk

« a levélcsomoépontok adjak meg azt azokat az écetkamivel a dontési fa visszatér, ha az

adott csomoépontot elértik.

2.5. Szupport Vektor Gép [8], [9], [10]

Az SVM (Support Vector Machine) Vladimir N. Vapnis Corinna Cortes tébbféle gépi
tanulasi feladatra alkalmazhaté modellje (1995).
Alapvaltozata linearis kétosztalyos szeparalaspe&éde kiterjeszthét
» Egy- vagy tébbosztalyos szeparalasra
* Nemlinearis szeparalasra
* Nemlinearis regresszios feladatokra
SVM lineérisan szeparalhaté adatakra
Legyen 2 kulbénboéz osztaly: y{+ 1-1} (2.18)

A tanuléadatbazis alljoh darab tanitépontbdl (n dimenziés vektorokk y ,ahol XOR",
yO{+1,-1} (2.19)

A tanitéhalmazD:{(x;, )% OR", yO{#, 4} ~ (2.19)
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A szeparald hipersikot ugy kell megvalasztani, hogypél messzebb legyen a 2 osztaly
pontjaitol, és pontosan kdzépen legyen a 2 osptatyjai kozott.

Margé-nak (margin) nevezzik a szeparald hipersig&ghuzamos sikok altal meghatarozott
térrészt, amely nem tartalmaz tanitopontokat. Atsikhoz legkozelebb @sanitopontok a

szupport vektorok.

Support Supporting
VECHH s hyperplanes

]
|

Support

VECTors
9. abra szupport vektor gépek
Amennyiben a tanuld adatbazis linearisan szepatilhahipersik az alabbi egyenlettel
fejezhet ki: wiX+b=0 (2.20)
aholw a hipersikra meéteges vektor (normalvektor)
3 a hipersik tavolsaga az orig6-tol

i

10. abra elvalaszto hipersik

A feladatunk az elvalasztdé hipersikot ugy bedllitgv és b értékének megfelél
meghatarozasa), hogy a margé maximalis legyennfasra vonatkoz6 korlatok az alabbiak

szerint alakulnak:
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WX 21+b minden(X,y,)JD-re, aholy, =+1 (2.21)
WX =21-b minden(X,y,)dD-re, aholy, =-1 (2.22)

Ami WI{yX)=1-yb minden(X,y ) D —re alakban irhato fel a 2 korlatot egyesitve.

A margé maximalizalando hOSSﬁ, tehat aw vektor hosszatol figg. Ez a feladat a

négyzetgyokos kifejezés miatt bonyolult, de szeséree aw vektor hossza ekvivalens
12,0 . . . é-t]—' 2 e . .
E|V\:1 kifejezéssel. Az optimalizalasi feladat teh 2{31\,1 minimalizalasat jelenti, amely egy

kvadratikus programozasi feladat. Kvadratikus paogpzasi feladatnak nevezzik az olyan
optimalizalasi feladatot, amelyben a feltételeleéirisak, a célfiiggvény pedig egy kvadratikus
flggvény. A kvadratikus programozas hatrdnya a nszgmitasigény, mivel az 6sszes
tanulopont korlatot jelent. Egy optimalizalasi fddéhoz hozzarendelltetegy vele szoros
kapcsolatban levy masik optimalizélasi feladat. Az eredeti feladamimal feladatnak
nevezik, a primal feladathoz kapcsol6d6 optimadigélfeladatot dual feladatnak nevezik.
Dudl feladatot tobbféleképpen lehet definialni, st@ipport vektor gépek esetén a Lagrange

dudl feladatot szoktak hasznalni.

2.5.1. Lagrange duél feladat megoldasa (altalase ELO]
Legyen a primal feladat az alabbi:
f(X) - min
0(x)=<0i=1,2,....m (2.23)
h(x)=0i=1,2,.....k
xOX

ahol f (x)a primal feladat célfiggvénye
g,(x), h (x)feltételek
A primal feladathoz tartoz6 Lagrange dual feladaalabbiak szerint irhato fel:

O(uy,...,U, V..V, ) —» Mmax (2.24)

u 20 i=1,....m
ahol O(u,...,u,,Vv;,...,.v,) =inf{L(x u,v) : xO X} =inf{ f(x) +Zm:qgi(x) +Zk:vih(x) :xO X}
(2.25)

L(x u,v) a Lagrange-figgvény, az egyes feltételekhez rengdel.,unVv1,...,\k egyitthatokat
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Lagrange szorzoknak nevezzuk.

A Lagrange dual feladat célfiggvénye tehat a Laggafuiggvénynek minden Lagrange
szorz6hoz tartozo infimuma az X halmazon. A Lagearydal feladat feltételi halmaza
egyszeifi, hiszen csak az egyétlenségekhez tartozé Lagrange szorzokra i6 el

nemnegativitast.

2.5.2. A lineéris SVM Lagrange dual feladatanak ohé@sa

Az elbz6 részben felirtam hogyan kell meghatarozni egy @rifeladathoz tartozé Lagrange
dual feladat megoldasat altalanos esetben.

Alkalmazzuk az ott felirt dsszefiiggéseket az SVM-tartozd kvadratikus programozasi
feladat Lagrange dudl feladatanak meghatarozasareegoldasara!

Az eredeti kvadratikus programozasi feladat:

. . T Y
min[®(W, b)] = TV,L”EM (2.26)
y, QWX —b)-1= 0 a feltételek
Az ehhez tartoz6 Lagrange dual feladat igy irhako f

max{O(d, w, b)] = rgzaoxrgvibn{%l\f%z - Za [y, (WX —b) -1} (2.27)

ahol a, 2 0 az egyes feltételekhez rendelt Lagrange szorzok
Az ellentétes iranyu szélértékek miatt ez szemléletesen azt jelenti, hagga,w,b)

nyeregpontjat keressik. Miva w( ,kpnvex pontosan 1 ilyen nyeregpont van.

Bizonyithato, hogy gw”,b”,a" )negoldas, akkor és csak akkor lesz az eredetidtiak is

szél$ertéke, ha teljestilnek a Karush-Kuhn-Tucker felikdte
a—(?(WD, b%a") =0
ow

3—(3(\/\7'3, b”a%) =0

a ' (y, (WX -b)-1)=0 (2.28)
y. (WX -b%) -120
a’=0

Ha minden feltétel teljesul, akkor
|

o(@",w’,b”) = Za‘ —EZanj Yy, % X (2.29)

i=1 2 =1
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A Karush-Kuhn-Tucker feltételek felhasznalasavajiitea maximalis margd megtalalasanak

dudlis alakja:

max{(@”, #,b] = maxY.a, —%iicza,- Yy, % ;) (2.30)

ay =0
= feltételek

Az egyik Karush-Kuhn-Tucker feltétel szerint:
a’(y,(W'x -b)-1)=0 (2.31)
Ebbsl az kovetkezik, hogy:
« a’=0 vagy
¢ Y (WX -b’)-1=0.
Ha a; >0 egy (X;,y;)UD tanul6pontra, akkor az a tanulépont rajta vangakeszupport-

sikon.
Lathatd, hogy a dualis megoldasban a hipersikhgktleelebb e$tanuldopontokat hatarozzuk
meg (szupport vektorok), amelyek a szupport-sikdkatatozzak. Ezzel szemben a primal
feladat megoldasa a szupport-sikokat hatarozza meg.
Ha klasszifikatort arra szeretnék hasznalni, hogy pontot a 2 osztaly valamelyikébe
besoroljon, akkor az aldbbi dontési fliggvénnyeditathatjuk meg a pont osztalyét:
(%) = 5o ~b) =sgn(y a’y X X~ Y a’y% K, +) (2.32
i=1 i=1

ahol X, egy tetséleges szupport vektor a +1 osztalybol

2.5.3. Puha margéju SVM (Soft margin SVM) [8]

Az el6z6 részben ismertetett SVM megoldasa optimalis esefioeenyes, amikor az adatok
linearisan szeparalhatéak, a valésagban viszonadataink zajosak lehetnek, és igy az
adatainkat nem lehet tokéletesen szétvalasztanhigmysikkal. Altalaban vagy csak olyan
linearis szeparalas lehetséges, ahol a két oskti#ptt csak nagyon kis biztonsagi sav
alakithato ki, vagy lineéaris szeparalas hibamentesen is lehetséges. A kis biztonsagi savot
novelhetnénk, ha nem ragaszkodnank ahhoz, hogy emirtdnitopont a s&von Kkivl
helyezkedjen el. Ha a pontok tobbsége a savon kiesk, de néhany mintapontnal

megengedjik, hogy a savon belilre keruljengk ésetleg azt is megengedjiik, hogy egyes
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mintapontok az elvalaszté hipersik ,rossz” oldal&eaiiljenek), akkor ezen az aron a sav
mérete esetleg jeleigen ndvelhét
A probléma megoldéséara puha margokat (soft maedk@mazunk. Az osztalyozasi feladatra
vonatkozo feltételeket gyengitjuk kiegéézilack) valtozok bevezetésével:
Y, (WX —b) >1-¢ aholi =1,...| ésg > 0(2.33)
Egy & kiegészib valtdzo6 az elvalaszto hipersik hibajat adja meg ezktor esetén:
+ Ha 0<¢g <1, akkor azx vektor a margon beliilre esik, de a hipersik metffele

oldalara

* Ha ¢ > 1, akkor az ax; vektor a hipersik nem megfefedldalara esik

A szupport vektorok azok agvektor, amelyekre teljesdl:
Y, (WX —b) =1-¢ aholi =1,...| ésg > 0(2.34)

Az optimalizalasi feladat a kovetkéesz a kiegészitvaltozok bevezetésével:
|
min( i +CY e} (2:35)
e, i=1

y. (WX —b) >1-¢ feltételek, ahoi =1,...| és¢ > 0

A célfiiggvényben szereplC egy pozitiv érték paraméter, amit a felhasznald hataroz meg a
megoldas soran, regularizacios paraméternek nekezz
A maximalis margd megtalalasanak dualis alakja arug@aKuhn-Tucker feltételek
felhasznalasaval hatarozhaté meg. Lathatd, hoggphek megegyezik a linearis SVM-nél
kapott 6sszefliggéssel, nem tartalmazza a kiegésaftozdkat, csak a feltételek valtoztak
meg:

m;l){@(arﬂ,wm, b)] = mﬁ/ax(izl_l:afi —% iilg_a{ a; Yy % X)) (2.36)

|

zaiyi =0

= feltételek
O<a,<C
2.5.4. Nemlinearis SVM [8]

Abban az esetben, ha a tanul6pontok nem szeparakhterarisan az eredeti tanitopontokat
magasabb dimenzidéba transzformaljuk remélve, hoggyn@ar linearisan szeparalhatdéak

lesznek.
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A kernel trikk lényege, hogy olyan probléméknal,lyaknél a valtozok skalaris szorzata
szerepel csak, a skalaris szorzatot lecserélhetjilagyobb dimenziés térben vett skalaris
szorzatra. Ennek a kiszamitasdhoz nincs szikséqggobhb dimenzidés térbe kégez
fuggveényre @(X) -re).

X A E
« b )
» X ¥ %
» X
x o
e Xy
B \x
4 g i 2 Lol ¢ 2 x
7 ] \ X, =‘__}\\ x
[ O 8] - \ ._i < X
— o
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X 2 o D X !
X e - =
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X
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11. 4bra kernel trikk alkalmazasa

Kernel fliggvénynek nevezink egy olyan fliggvényt,elgnvektorok egy transzformélt
skalaris szorzatat az eredeti adattérben szanitja k

K(X,y) =(X) [4(y) (2.37)
Egy Kernel fliggvény szimmetrikus a valtozéib&h(X, y) =K y X (2)38)
A lineéris SVM-nél felirt dontési flggvény az alabdlakra valtozik Kernel fluggvény
K(X,X)=¢(X)@(X) hasznalataval:
| |
f(X) =sgn@’ [$(%) —b") =sgnQ_ar'y, #(%) P(X) b") =sgn_ary, K (%, %) —b") (2.39)
i=1 i=1

A szikséges és elégseges feltételeket ahhoz, hpgftiggvéeny Kernel figgvény legyen a

Mercer-tétel fogalmazza meg:

Egy valtozéiban szimmetrikus folytonds X § flupggvény akkor és csak akkor fejezhéi
K(X,y) =¢(X) [¢(y) alakban, ha minden olyag(x) fuggvény esetén, amelyrﬁg(x)zdx

véges, te|jesu[ K (x, V)g(X)g(y)dxdy> O

A leggyakrabban hasznalt Kernel fliggvények:
* Polinomialis (homogén): K(X,X)=(X D"<j)d (2.40)

* Polinomialis (inhomogén): K, X%;) = (% X +1)¢ (2.41)
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* Gauss (RBF): K(X,X;) = exp(—yb?i B{j‘z) (2.42)
ahol y >0 (2.43)
* Hiperbolikus tangens: K(%,X;) = tanhx [X +0)? (2.44)

aholk >0 ésc< 0

2.5.5. Toébb osztalyt SVM

Az SVM-et eredetileg binaris osztalyozasi feladasollolgoztak ki, de 2-nél tobb osztalyos
problémak megoldasara is alkalmassa tehet
2 alap stratégiat kilénboztetiink meg a tobb odaéhlyllé problémak SVM-mel tortén
megoldasara:
» atbbbosztalyos osztalyozasi feladat megfogalmaeitedeles szélg@rték-szamitasi
feladatként

» atbbbosztalyos osztalyozasi feladat felbontash biéaris osztalyozasi feladatta

A tobbosztalyos feladat tobb binaris feladattéé&irtfelbontasa esetén egy vektor osztalyat az
egyes binaris SVM-ek éflejelzéseinek 6sszegzése alapjan hatarozzdk mégzBEbbbségi
szavazast szokas alkalmazni, a vektor abba azlgsatfog tartozni, amelyik a legtébb
szavazatot kapta.

A gyakorlatban 2 féle megoldas terjedt el:

e ,egy az egy ellen” (one against one) : Az 6sszd8tioz osztalyparhoz 1-1 binaris
osztalyoz6t készitiink, igy k>2 osztaly ese K k2—1) darab osztalyozonk lesz.

Minden osztalyozé csak az adott 2 osztalyhoz tartektorokat hasznalja fel.
e ,egy a tobbi ellen” (one against others): olyandbis osztalyozok alkotasa, amelyek
1 osztélyt tekintenek + osztalyként, az 6sszesitéblmsztalyként, igy 6sszesen k

darab binéris osztalyozénk lesz.

2.6. Neuralis halozatok [11, 12]

A mesterséges neuralis hal6zatokikidésének megértéséhez szikséges megismerni az
agyban talalhatdo neuralis hal6zatokban vegbémimtyamatokat, hiszen a mesterséges

neurdlis halézatok ezek mintgjara épulnek.
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12. abra Neuron felépitése

Neuronnak nevezzik az idegsejt €s nyulvanyainakiteggét. A neuronok az idegrendszer
legkisebb elemét jelentik. A neuronok ingerérzéksejtek, amelyeknek az ingerfelvétel és
az idegi ingerek vezetése a feladatuk.

A dendritek azok a nyudlvanyok, amelyek az informdatelvételére és a sejttest iranyaba
torterd vezetéseert felések. A dendritek az agyi neuronok bemenetei, arkely&s
neuronokhoz csatlakoznak. Az informéacié-feldolgdzaseuronok sejtmagja végzi. Az axon
egy c$ alaku nyulvany, amely az ingerileteket a 8kjtvolodé iranyba vezeti. Az axon

vegzddései tobb masik neuron dendritjeihez csatlakozkatn

2.6.1. Perceptron [11], [12]

A neurdlis halézat elemi egységékbneuronokbdl épilnek fel, melyek valamilyen lagal
feldolgozast hajtanak végre. A neuronok valamilygruktira szerint dsszekapcsolodva
halézatot alkotnak. A neurdlis halézat tanulasatékiralapjan megy végbe, a megszerzett

tudas a neuronok kdzoétti 6sszekottetésekben, sdyotarolodik.

-G
:rg(ﬂ.)_ \ Kimenet
. \ v(n) . -

E @) |—~ y(n)

e .

‘Eﬁ'& (?L)

| || [ [ |
Bemenet Stlyok Osszegz6 Alktivacids fv.

csomdapont

13. abra Perceptron felépitése
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A mesterséges neuron az agyi neuron masolatagegybemendt egy kimenet elem, ahol
a bemenetek sulyozva egy 6ssZelgemenetére kerlilnek.
A Rosenblatt vagy egysaeperceptron egy olyan halézat, amely a megidbelallitas illetve
tanitas utan egy linearis szeparalasi probléma ldagara alkalmas.
A neuron a bioldgiai neuronhoz hasonloan reagéldofgozott inputokra, a sulyozott 6sszeg
egy aktivaciés fluggvényen megy keresztil. A beriesélyozott 6sszeget ingernek
(excitation) is szoktak nevezni.
A bemeneti sulyozott 6ssz&fydb bemenet esetén:

v(n) =_lewx +b, (2.45)
A sulyozott 6sszeghez hozzaadunk éggltolasi (bias) értéket. Az eltolasi érték néllal
osztalyokat elvalaszt6 hipersik az origon mindestben athaladna. Az eltolasi értek |éivét
teszi, hogy a hipersik-vel valo eltolasaval olyan adathalmazok osztalgards meg tudjuk
oldani, amit egy origén athaladd hipersikkal neimetett volnaAltalaban ab(n) torzitast is
sulyként szoktuk értelmezni @gn)ként hivatkozunk ra. A torzitashoz tartoz6 bemie@eéket
pedigx(n) = 1-nek vesszik.
Az aktivaciés fuggveny kimenetén megjelererték tovabbitédik a hozza kapcsolodo
neuronokhoz. A kimeneti jelet valasznak (activafisrszoktak nevezni.
Az aktivacios fuggvénynek az esetek tobbségébenlimednis fliggvényt kell valasztani.
Linearis aktivaciés fuggvény hasznalataval a newgy linearis fliggvényt valdsitana meg,
amely sok esetben azt eredményezné, hogy a hélibZga nem csokkenne le ketEppen.

A leggyakrabban alkalmazott aktivacios fliggvéenyelklébbiak:

. L . 1L x>0
* Egységugras fuggvény: y(x):{ (2.46)
0,x<0
: 1Lx>0
» Elgjelfiggveény: X) = 2.47
6jelfliggveny y(x) {—lxso (2.47)
» Szigmoid fuggveny y(X) = - (2.48)
l+e

Az egyes rétegekhez tartoz6 neuronok a bemenetigy \az €z réteg neuronjainak
kimenetével illetve a kovetkézréteg bemenetével vannak 6sszekétve. A legtobbzatl
esetében a rétegek teljesen 6ssze vannak kotva, detéteg minden kimenete 6ssze van

kapcsolva a kdvetkézéteg 6sszes bemenetével.

Az egyes rétegeket feladatuk alapjan kilénboztetek:
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* Bemeneti réteg: Ebben a rétegben azok a neurot@katdak, amelyek a bemeneti
jelek tovabbitasat végzik a tovabbi rétegek felé.

* Rejtett réteg: A tulajdonképpeni informaciofeldatgst ebben a rétegben talalhato
neuronok végzik. A rejtett rétegek szama tébbhete

* Kimeneti réteg: Ebben a rétegben talalhaté neuraoekbbitjak az informaciot a

kulvilag fele.

2.6.2. A perceptron tanulasa [11], [12]

A tanulasi folyamat tanul6adatokkal torténik. A wddadatoknal a bemenetekhez tartozo
kimeneti érték ismert. A bemeneti értékeket a garoa bemeneteire adjuk, és kiszamoljuk a
neuron kimenetét. A neuron kimeneti értékét osssmfijuk az elvart kimeneti értékkel. A
két értek kozotti kulonbséget a halozat hibajanaekermzink. A tanulds sordn az a célunk,
hogy a halozat hibaja letédeg minél kisebb értékre cstkkenjen. Az idealisemne, ha a hiba

0-ra csOkkenne, de altaladban ez nem valdsithatd meg

Jeldlje azx(n) bemenethez tartozo6 idedlis kimenedét), illetve y(n) jelentse a hélozat altal az
x(n) bemenetre adott kimenetét, ekkor a neurdlis haldggyzetes hibaja a kovetké&&ppen
szamithato ki:

£=(d(n)-yn)* (249

A tanulas szabalyai:
* ha az adott bemenet mellett szamitott kimeney;#d;), akkor a sulytényeéiket nem
valtoztatjuk;
e hay= 0, dedi= 1, akkor ndveljik az "aktiv" inputok (melyek zéraknagyobbak)
sulytényesdit;
* hay=1, dedi= 0, akkor csdkkentjiuk az "aktiv" inputok sulytémngie.
A fenti névelések és csokkentések merteke sokéélet] tipikusan:
* rogzitett novekmeény
e a (d-y) —vel aranyos névekmény

e az ebzo ketts kombinacidja
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2.6.4. Tobbrétegperceptron [11], [12]

Egy egyszdf, lineearisan szeparélhat6 feladat egyetlen penmamal is megoldhatd, viszont
bonyolultabb, linearisan nem szeparalhato feladategoldasahoz tébbrétegerceptron

halézat sziikséges. A tobbréiguerceptron halozat all egy bemeneti réteégiejtett

réteg(ek)l és egy kimeneti rétegb

A rejtett réteg és az abban elhelyezkgubrceptronok szama lényegesen befolyasolhatja,
altalaban javithatja, a halozat approximacios kepgst, hiszen egy bonyolultabb
fuggvénykapcsolatot reprezental a bemenet és anleik@zott. Viszont egy nagyobb halozat

tanitasa hosszabbdidvesz igénybe.

14. &bra tobbrétdigelorecsatolt halozat felépitése

2.6.5. Backpropagation algoritmus [11], [12]

Elsérendi gradiens moédszer, amely a hibasetsdi derivaltjait hasznalja iterativ modon a
halozat sulyainak beallitasara. A modszer hatrdhpgy konnyen beragadhat egy lokélis
minimumba.

A héalozat altal meghatarozott kimenet és az elkartenet kozotti kilonbség az alabbi

0sszefuggéssel irhato fel, amit a neuralis haldib@janak nevezink:
1 m
E =§Z(di (N -y (m)*  (2.50)
i=1

A backpropagation algoritmust hasznaljuk arra, hadmba minimumat megtalaljuk.

Ebben az 6sszefiiggésbéna i. mintahoz tartozé idedlis kimengt,az i. mintara szamitott
kimenet, m pedig a mintdk darabszama.

A sulyok meghatarozaséara szolgal6 iteracios eljgeagazisbol all:

1) propagacio: az aktudlis sulyokkal a bethgteksl a kimeneti jelek kiszamitasa.
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2) backpropagacio: a bemeneti jelekhez tartozddamlmazbeli kimeneti jelek &lirt értékei
és a valdsagos kimenetek alapjan a sulyok médasigakimeneti rétet a bemeneti réteg
felé, azaz visszafelé haladva.
Leggyakrabban szigmoid aktivacios fliggvényt szokédhalmazni, mivel ez a fliggvény
derivalhato.

a) minden kimeneti neuronra kiszamitjuk a maodosultyskht a gradiensek

meghatarozasa utan szigmoid aktivaciés fliggvényrddata esetén:
O0E

=v.0
ow, , Yik
O = Y = ¥ )(dy — Vi) (2.51)
Wiy =Wy +770,Y,

n >0 tanulasi paraméter

b) a rejtett rétegekben a kdvetkezteg értékeire tAmaszkodva szamitjuk a médosult

sulyokat:
oE
— =v0.
oW | e
3, =y,@-y))D 0w, (2.52)
k
W =W +170;y

n >0 tanulasi rata

A tanuldsi rata megfel@él beallitasa nagyon fontos, értékét a programozokak
meghataroznia. Ha tul kicsinek valasztjuk, akkoakgoritmus lassan fog konvergalni a hiba

minimuma felé. A tul nagy tanulasi rata hatasaralgaritmus instabilla valhat, oszcillalhat.

4

Small Learning Rate
Slow Convergence
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Large Learning Rate
Divergence!

15. 4bra Tanuléasi rata hatasa

2.6.6. Backpropagation algoritmus momentummal [[l11]

A backpropagation algoritmus momentummal alkalmaa, dogy elkeriljik a hiba lokalis
minimumba tortéé beragadaséat. Ennek elkerilésére meg kell novdimnaasi rata értékét,
viszont az instabil viselkedést okozhat. Az algots ebnye, hogy nagyobb tanulasi ratat
hasznalhatunk a stabilitas megtartasa mellett naintbackpropagation algortimusnal.
Momentum értékének 0 és 1 kdzotti ertéket kell s#kni.

A modosult sulyok az alabbi dsszefliggésekkel stantdiak:

a) kimeneti neuronok esetén:

WID,k (t+2) =w, (t) + L(W () —w;, (t=D)) +76, Y,

(2.53)
O =Y =y, — Vi)
L a momentum értéke
b) rejtett réteg neuronjai esetén:
Wi (E+D) = W (8) + (W (8) =W (= D) +773, Y,
(2.54)

5] = yj (1_ yj)gdkwj,k

4 a momentum értéke

2.6.7. Backpropagation algoritmus adaptiv tanypasaméterrel [12]

Az eredeti backpropagation algoritmus sordn a &miutdta értéke a szamitas soran a
programozo altal meghatarozott értek. A backpropagalgoritmus teljesitményét nagyban

befolyasolja a tanulasi rata értéke.
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Az algoritmus teljesitményét javitani lehet adapfiwnulasi rata alkalmazasaval, mivel az
optimalis tanulési rata a tanuldsi folyamat sorakozik.
Az algoritmus célja, hogy a leléetegnagyobb legyen a tanulasi rata a tanulas saran
stabilitas megtartasa mellett.
A tanulasi rata modositasa az alabbi folyamat széirténik:
* Ha az (] hiba egy éte definialt arannyal meghaladja az utolso iterdaid szamolt
hibat (altalaban 1,04):
0 A sulyokat nem madositjuk
0 A tanulasi ratat csokkentjik meghatarozott résesodkentjik (altaldban 0,7)
* Ha az () hiba kisebb mint az utolsoé iteraciobamsdtihiba
0 A sulyokat modositjuk
o0 A tanulasi ratat novelni fogjuk (altalaban 1,05ré&@re)
* Az Uj hiba nem kisebb mint a régi €és nem haladjg eneneghatarozott arannyal
0 A sulyokat modositjuk

0 A tanulési rata valtozatlan marad

A leggyorsabb tanulé algoritmusok a Levenberg-Mardu algoritmus illetve a kvazi
Newton-maodszer, viszont nagy hal6zatok esetén (b suly) kevésbé hatékonyak, mert
nagy szamitési it és memoariat igényelnek.

Nagy hél6zatok esetén a konjugalt gradiens moédszayly a resilient backpropagation

algoritmust célszérhasznalni.

Taltanulas: A modell tul jol illeszkedik a tanul@&ldakra, ennek kdvetkeztében nem tud jol
altalanositani, azaz Uj, a tesztelés soran nenit tpéldak esetén nemikodik jol a modell.
Ha a neuralis halézat paramétereinek szama sokdeblk mint a tanulé adatok szama, akkor
elég kicsi az esély a tultanulasra. A neurdlis retic@lul illetve tdltanulasanak elkertlését
tehat alapvéien a megfeldlen megvélasztott rejtett rétegbeli csomépontok sxa@m
biztosithatjuk.

A tultanulas akkor jelentkezhet, ha korlatozottnsadanulé adat all a rendelkezésiinkre. Tobb
modszer ismert ilyen esetekben is a tultanulagéésere.

Korai leallds modszere (early stopping):

A modszer alkalmazasa esetén a rendelkezésre dalibkat 2 részre osztjuk, egy tanuld
halmazra és egy validacidés halmazra. A tanul6 hatmaaddig torténik a tanitds, mig a

validacios halmazon is csokken a hiba. Ha a tamalinazon a haldézat hibgjat nagyon
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lecsokkentjiuk, a halozat elkezdi taltanulni a tanatlatokat, €s a validacios hiba névekedni
fog.

Regqularizacié

A regulaciés maédszer lényege, hogy a haldzat hiladjasokkentése mellett minimalizalni
prébaljuk a halozat altal megvalositott fluggvengdiensét is. Ez az 6Otlet arra a tapasztalatra
tamaszkodik, hogy a tdltanulas esetén a hal6zagérasnhibakat is megtanulva, nagy lokalis
gradienseket produkdl az adatpontokban (hullamzBggrt azutdn a minimalizlando
hibafiggvenyt kiegészitjuk egy a gradiensek nagysdigaranyos un. regularizaciés taggal.
Ennek eredményeként a sulyok kisebbek leszneksa@sken a tultanulas valosisege é€s a

haldzat valasza simabb lesz.

2.6.8. Newton-modszer [11], [12]

A Newton-moddszer a masodréndradiens modszerek csoportjaba tartozik, a hitzpf@gy
masodrendl derivaltjait hasznélja fel a hal6zat sulyainak megrozasara. A Newton-
moédszer négyzetes fliggvények minimumat 1 lépésh&jat meg. Altalaban gyorsabb
konvergenciat mutatnak mint a backpropagation #lgas, de hatranya a nagyobb szamitasi
igény (Hesse-matrix szamitasa miatt), valamidfoetiulhat oszcillacié vagy divergencia.
Ezzel szemben a backpropagation algoritmus a tsinudda megfelé valasztdsa esetén
garantaltan konvergalni fog.

A Newton-modszer azt feltételezi, hogy a gradieaktar komponensei a sulyok értakét
fuggnek, illetve a sulyok linearisan fuggetlenek.

Tekintsiik a hibaftiggvény masodfoku Taylor-polinonajy, pontban!

a(w) = E(w) + DE(w,)(W—w,) +§(w—wk>H (W)(W-w)  (2.55)

0°E 0°E 0°E
oW owow,  Owdw,
0°E 0°E 0°E
H=lowow, ow? =~ ow,dw, (2.56)
de g T
ow,ow, Ow,ow, 0w

A H a Hesse-matrixot jel6li, amely &hibafliggvény masodrefidierivaltjait tartalmazza.

Hatarozzuk megy(w) minimumat! A minimum szikséges feltétele:

Og(w) =0 (2.57)
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Elvégezve a gradiens-képzést az alabbi dsszeflkgesik:
DE(w) + H(w)(w=-w,) =0

. (2.58)
Wir =W, — H (W) "OE(w,)

A Hesse-matrix kiszamitasa bonyolult, hosszadalmaéit olyan médszereket dolgoztak ki,
amelyek a Hesse-matrixok kozelitik.

Ezeket a mdédszereket kvazi Newton-modszereknekzitevi kvazi Newton-modszereknél a
masodrendl derivaltakat nem szamitjuk ki, hanem a kozelitésigkzamoljuk ki egy egyszer
képlettel.

2.6.9. BFGS (Broyden-Fletcher-Goldfarb-Shannoya§d11], [12]
Vezessuk be ay, jelulést a gradiensek kilonbsegére saielolést pedig av sulyvektorok
kulonbségére!

S = W =V (2.59)
Yo = HE(W.p) —OE(W,)
Indul6 l1épésként kiindulunk egy tetdzges w, [ R" vektorbdl és egy szimmetrikus pozitiv
definit B, matrixbol.
A k. |épés az alabbiak szerint alakul:

1. Megoldjuk aB,s, = -0E(w, )lineéris egyenletrendszert az kilonbségvektorra.
2. Kiszamoljuk aw,,, vektor ertékét aw,,, = w, +s, 0sszefliggés alapjan.
3. Az alabbi formulakkal kiszamoljuk az, vektort és a Hesse matrixot kozélit

kovetked B,,, matrix ertékét:

_ kag (Bk%)(Bk%)T
B. =B - 2.60
“ < leSk (Bk%)TSk ( )

2.6.10. Levenberg-Marquardt algoritmus [11], [12]

A Levenberg-Marquardt algoritmus az egyik leggyakian hasznalt, leghatékonyabb tanuld
algoritmus, amely sokkal hatékonyabb mint a bagspgation algoritmus. A modszer

kivalban alkalmas neurdlis héal6zatok sulyainak Ié8hra. Az eljaras 0tvozi a

backpropagation eljaras és a Gauss-Newton modEaeyedt: a backpropagation algoritmus

stabilitasat illetve a Gauss-Newton modszer gyors/kngenciajat.

Ezt az iteracios eljarast a legkisebb négyzetegvitilgykozelitési probléma megoldasara
hasznaljak, igy hasznalhatdé nemlinearis flggvémgelyzetdsszegének minimalizalasara is.
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E(w) :%i(fi W) — min (2.61)

A Levenberg-Marquardt algoritmus a Hesse matrixekitzsére az alabbi 6sszefliggést adja,
igy biztositva a Hesse matrix invertalhatésagat:
H=J"J+ (2.62)
aholJ a Jacobi-matrix, egységmatrix
A sulyok U] értéke az alabbi 6sszefiiggéssel szandith
Wi =W = (Jg I+ 4) " I 8 (2.63)
&=y L
ahol g, a hibavektor értéke a k. Iépésben
A un. regularizacios paraméter a keresés iranyaa @sodositds nagysagat egyarant
befolyasolja. Ha a regularizaciés paraméter kictekad (kozel 0), akkor az algoritmus a
Gauss-Newton modszerhez konvergal, ha az értékeegielenbe tart, akkor pedig a
legmeredekebb I€jttipusi megkdzelitést adja.
Az algoritmus K. iteracios |épése az alabbiak stedakul:
1. Adott w, sulyok valamint au, regularizacios paraméter
Inicializalasként tetsdeges pozitivu értéket valaszthatunk
2. J, ése, meghatarozasa
3. s, =—(J]J, +u) I e kiszamitasa

4. r, az un megbizhatésagi régio szamitgsa E(w,) = E(W, =)

- - (2.64)
E(w,) -5||3k§k +e

5. au paraméter ertéket az ertekésl fiiggéen allitjuk

o Har, < 025akkor y,,, =44,
1

o Har, > 075akkor 4., ZE U,

o Egyébkénty,,, = 4,

6. Har, < 0akkorw,, =w,, kilonbenw,,, =w, +s,

2.6.11. Konjugalt gradiens modszer [11], [12]

A konjugalt gradiens modszer egy iteracios modszenely alkalmazhaté tdbbréteg

perceptron haldzatok tanitd algoritmusaként.
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Az étlagos négyzetes hilvg, korili Taylor-sora:
Ew, +Bw,) = E(w,) + ()" Bw,) + - Aw H (W, +... (2.65)

ahol g(w) a gradiens vektor (w) pedig a Hesse matrix

A konjugalt gradiens médszer alkalmazhat6, hiszemt Taylor-sor alapjan kdzebieg egy
£(x) :%XTAx—bTx+c (2.66)

alaki kvadratikus képletet kell minimalizalni. 6Bk6r kiszamitjuk a gradienst a
backpropagation eljarasssal, majd a konjugalt greslmoédszer segitségével ugy moédositjuk
a sulyokat, mintha a kézalikvadratikus forma minimumat keresnénk.
Az iteracios eljaras az alabbiak szerint irhato le:

1) Inicializalas: Az el§ iteracibban a minimum-keresés a legmeredekehbitéjtyaban

(negativ gradiens) keédik.
P, =-9, (2.67)
2) k. lépés:
a. Keressik az Uj sulyokat
W =W, +77p,, (2.68)
alakban. Azz, ugy hatarozzuk meg, hogl(w,) minimalis legyen a keresési

irAny mentén. Ez egy egyenes mentén valé keres@s, namerikusan

megoldhaté.

b. Ezutan aw, pontban megkeressik a hibafliggvény gradiensét.
Ha ‘gk‘ < d‘go‘, ahol > 0 elére megadott kis érték, akkor megallunk.

Ellenke® esetben folytatjuk a kovetk&aépéssel, viszont a kdvetketrepés
nem a—gkirényban torténik, hanem a konjugélt gradiens meédszerint

meghatarozott iranyban. A keresési irany akkor lesgugalt, ha méieges a

korabbi gradiens-valtozasokra.
P =797 'BkEk—l (2.69)

A [, szamitasa a Fletcher-Reeves-formula szerint:

T
g9, 9
B :# (2.70)
gk—l gk—l

37



A [, szamitasa a Polak-Ribiére-formula szerint:

Ag "+g
B =—=kL Sk (2.71)
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3. A feladat gyakorlati megvaldsitasa [13]

A talaj felisme6 rendszer programjait Matlab-ban készitettem elbelBba fejezetben
ismertetem a texturak leirasara hasznalt modszergkéamint az egyes klasszifikacids

modszerekkel kapott eredményeket.

3. 1. Talaj Texturajanak leirasa

Az egyes talajtipusokrol készitett képek texturdiareirasara a circular LBP-operatort

(LBP(8,1)) valamint ennek egy tovabbfejlesztettoZhtat az uniform LBP-t hasznaltam.

3.1.1. Circular LBP(8,1)

Az LBP(8,1) esetén 8 kérny@pont intenzitasertékéet, amelyek egy kor mentépdaddednek
el (kor sugara egy pixeltavolsag) hasonlitjuk 6ssa€zeps pixel értékével, viszont mivel
nem minden pont esik a pixel kdzéppontjaba, ezem @ontok intenzitasertékénel, (g, s,

g7) meghatarozasara bilineéris interpolaciot alkabméz

16. &bra LBP(8,1) pixeleinek elhelyezkedése

A LBP(8,1) kiszamitasanak a lépései az alabbiak:

1) A talajrol készilt kép beolvasasa: A képek betéltésa Matlab-ban az imread(...)
fuggveény szolgal. A fuggvény visszatérési ertékg legpmatrix, amelynek mérete a
kép tipusatdl figg. Szirkearnyalatos képek esetélggnMxN-es matrixot kapunk.,
ahol M a vizszintes sorokban talalhatd pixelek s#aN a fliggleges oszlopokban
talalhatd képpontok szamat jeldli. Szines képekébsa, ahol harom szincsatorna van

(piros, zold, kék), ott egy MxNx3-as képmatrixopkak eredmeényiil.
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17. abra Beolvasott szines kép

2) Szurkeéarnyalatos képddllitdsa: Ha a beolvasott kép szines volt, akkafakitjuk
szlrkearnyalatossa (rgb2gray(...) utasitas), mivelL B2-operatort szirkearnyalatos
képeken fogjuk alkalmazni. A szilrkearnyalatos képek256 szirkearnyalat
szerepelhet, mivel 8-as bitmélységgel rendelkeznek.

Ltﬁ‘\xﬁw N ,
oA\ B
i \ H‘. 1 = / :-,t o

18. abra Szurkearnyalatos kép

3) Az egyes pixelekhez tartoz6 LBP-értékek meghat&anz&z egyes pixelekhez tartoz6
eredményeket egy matrixban taroljuk. Ha a szlrkedatos képiunk MxN-es méigt
akkor az eredmények tarolasara szolgaldo matrixivhR)x(N-2) méret lesz, hiszen a
2-2 szél§ sorban illetve oszlopban lévpixelekhez nem tudunk LBP-értéket
szamitani, mivel nem tudunk koréjuk egy 1 pixeti&agnyi sugaru kort rajzolni. A
paros sorszamugd, &, i, Q) pixelek értékei konnyen meghatarozhatéak, hiszen
pixelkbzéppontra esnek. A péaratlan sorszamg{ (s, G, O;) pixelek értékének
meghatarozasa bilinearis interpolaciéval tortéRié&ldaul a 2. sor 2. pixeléhez tartozé
0. értékének meghatarozasa az alabbiak szerint iirtén

g, =1(22) ++/05[1 (23) -1 (22)] +4/05[ (32) -1 (22)] + 05] (22) -1 (23) -1 (32) + 1 (33)]
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1{2,2) 1{2,3)

sqrt(0,5)

sqri|0.5)

®
113,2) 1(3,3)

19. abra Az 1(2,2) k6zéppixelhez tartoz@; ertékének meghatarozasa

A 8 kornyezd pont értékének kiszamitdsa utédn, 6sszehasonéifjudrtekiiket a kbzéppont
intenzitdsaval, és kiszdmoljuk az adott ponthaozar LBP-értéket:

LBR, (X, Ye) = Z 9, ~9:)2° (3.1)

Az LBP-matrixot sorvektorra (256 eléimmivel az LBP 8 bites, ezért 256 kilonbdtéket
vehet fel) rendeztem a reshape(...) utasitassal, md&jdpott eredményt normalizalt LBP-

hisztogramon abrazoltam.

Al A 1
0 50 100 150 200 250 300

20. 4bra Normalizalt LBP(8,1)-hisztogram
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3.1.2. Uniform LBP

Ojala 2002-ben megallapitotta, hogy LBP(8,1) es¢®a szomszédos pontok szama, a kor
sugara 1 pixel hosszusagu) agadb LBP-értékek kdzel 90 %-a uniform, igy nem atégk
sok informaciét azzal, ha a nem uniform mintakayedign cimkével illetjuk. Egy LBP-
bitminta akkor uniform, ha a bitmintan korkoérosetgigmenve legfeljebb 2 db 0-1 vagy 1-0
atmenetet kapunk. Pl: 0000000 (0 &tmenet) 01110P@menet) and 11001111 (2 atmenet)
uniformok, de pl. 11001001 (4 atmenet) and 0101061&tmenet) nem azok.

LBP(8,1) esetén a 256 lehetséges bitmintabol 58 lesform, igy a textdra jellemzése
uniform LBP esetén 59 eldnvektorral torténik, szemben az LBP(8,1) eseténlaikzott 256
elemi vektorral.

Az uniform LBP meghatarozasahoz a mar kiszamitB®(8,1) vektorbol indultam ki. Mind

a 256 bitmintara meghataroztam az 0-1 és 1-0 atelerisszegét. A 2-nél tébb atmdnet
bitmintahoz tartozé mintdk szamat O0sszegeztem, zé$% eleni vektor el$ elemében
eltaroltam, tehat az 59 elémektor el$ eleme tartalmazza a nem uniform mintakat. Az utana
kovetked 58 elem tartalmazza az uniform mintdkat. A vek®oreleme tartalmazza a
00000000 bitsorozathoz tartozé mintak szamat, 8mel 00000001 bitsorozathoz tartozo
mintak szadméat, egészen az utolsé elemig, ami 11t bitsorozathoz tartozé mintdk szamat
mutatja. A kapott eredményt normalizaltam, és bmon abrdzoltam. Ojala
megallapitasdhoz hasonléan az eredményeimnél szosépan 10 % koruli az uniform

mintak szama.

0 10 20 30 40 50 &0

21. abra Normalizalt uniform LBP-hisztogram
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3. 2. Klasszifikacios eljarasok

A tesztadatok osztalyozaséra 2 klasszifikaciosradiapréobéltam ki, az SVM-mel illetve
elérecsatolt neuralis hélozattal toréérsztalyozast. Ebben a fejezetben attekintem ezen

modszerek aramétereinek beallitasat, valamint zAlyszas soran kapott eredményeket.

3.2.1. Tanit6 pontok ééallitdsa

Mindharom osztaly (f, homok, aszfalt) 25-25 db tanitdé képet rendeltktimdegyik képhez
kiszamoltam a 256 elein_BP(8,1) vektorokat illetve 59 eldimuniform LBP vektorokat, s
egy-egy matrixban eltaroltam, igy egy 75x256 vatdneigy 75x59 métérmatrixot kaptam,

amiket elmentettem egy-egy xIs kiterjesité&glba.

3.2.2. Osztalyozas tébbosztalyd SVM-mel

A tesztképek osztalyba sorolasara tobbosztalya Svbtiszert kell alkalmazni, mivel 3
osztalyunk van. A fejezetben ismertetett modszékiekil az ,egy a tobbi ellen” modszert
alkalmaztam.

Mindharom osztalyhoz tartozik egy-egy binéris olyp&d, amely a tesztképet az adott
osztalyba sorolja be vagy az 6sszes tobbi osztafigddaul aithoz tartozo osztalyozé esetén
a fii alkotja az egyik osztalyt, a masik osztalyt adat2s a homok egyuttesen alkotjak.) A
tesztadat abba az osztalyba fog tartozni, amelyikgédbb szavazatok kapta. A mddszer
hatranya, hogy abban az esetben, ha tébb osztalyoisos szamu szavazatot kapott, akkor
nem tudjuk a tesztadatot osztalyba sorolni.

A tesztképek osztalyozasahoz készitettem egy giafidhasznaloi fellletet (GUI) a Matlab-
ban. A 22. 4bran lathatjuk a program kinézetét.

A 'Load image’ nyomégomb megnyomasaval egy, a sikay@pinkon mentett tesztképet
tudunk beolvasni, amely a jobb oldali miben meg fog jelenni.

A legordub mentdl ki tudjuk valasztani, hogy melyik LBP-operatoradznaljuk majd az
osztalyozésra. A 2 valasztasi ledsgigiink az LBP(8,1) valamint az uniform LBP.

A 'Calculate’ nyomégomb megnyomaséaval a programaddsitja a beolvasott képhez tartozo
LBP-vektor értékét, és a bal oldali nééen normalizalt hisztogramon abrazolja.

A ’'Classify’ nyomégombbal végezhetjuk el a teszikélp osztalyozasat. Az xlIsread(...)
utasitassal beolvassuk az adott LBP-operatorhaaztar75 eleri tanité adathalmazt, amit
kordbban egy xls fajlban taroltunk el. A tesztké&atélyozdsdhoz szilkség van a tesztmintak
osztalyainak beolvasasara is, amit egy 75 gleszlopvektorban taroltam. Az osztalyozasnal

4 eset lehetségesi(fhomok, aszfalt, szavazas dontetlen eredményd nmeat eldonthéy.
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Az osztalyozassal kapott eredményt a normaliz&iztbgram alatt elhelyezkédstatikus

szovegdoboz jeleniti meg.

0.03

LBP(E,1} - asphalt

[ Luadimagel | Calculate | [ Clssify |

22. abra Az SVM osztalyozo program kinézete

75 tesztmintan (25af 25 homok, 25 aszfalt) megvizsgaltam az osztalyoadtossagat. A
kapott eredményeket a 2. tablazatban rogzitetteamerAdmeényeket 6sszehasonlitva lathato,
hogy puha margdju SVM alkalmazaséaval nagyobb pesatp# lehet elérni. A puha margoju
SVM abban kulonbozik az eredeti SVMIt hogy az osztalyozas feltételeit kiegédzit
valtozdékkal gyengitjiuk, igy megengedjik, hogy nghéamitopont a margon belilre kerdljon.
A felhasznal6 altal beallitandd C regularizaciosapeéterrel a kiegéssitvaltozok sulyat
adjuk meg. Az osztalyozas soran tobb regularizagégameétert is kiprébaltam, és a

regularizaciés paraméter 0,5 értékénél kaptamrapgpbb pontossagot.
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Osztélyozas Tobbosztalyd puha o

) o . Tobbosztalyd puha
pontossaga Tobbosztalyd SVM  margoju SVM .
margoju SVM C=0,5
C=0,05

Fa 96% 96% 96%

Homok 80% 84% 88%

Aszfalt 88% 88% 92%

2. tablazat Osztalyozas pontossaga tobbosztalyu 888¥n

3.2.3. Osztalyozas @kecsatolt neuralis halozattal

A tesztképek osztélyba sorolas@éretsatolt neuralis halozattal is megvalésithatéifdgm
LBP hasznalata esetén a bemeneti vektor 591elesz, a kimeneti vektor pedig 3 elém
hiszen 3 osztalyunk van.

A tanitasi halmazunk 75 mintabdl all (3.2.1. fejgze

Hal6zat tanitasa

A haldzat tanitasa torténhet egyenként (szekvaaciahitas) vagy epochonként (kotegelt
(batch) tanitas). Soros tanitas esetén a sulyritddokat tanitd pontonként, kdtegelt tanitas
esetén a teljes tanitdo készlet (epoch) felhaszmaléén végezzik. Az élsesetben tehat a
sulymdédositasok szama megegyezik a tanitd pontmk&azak €s a tanitasi ciklusok szamanak
szorzataval, mig a batch eljarasnal csak ciklusankérrigalunk, ahol egy ciklus a teljes
tanitd készlet egyszeri felhasznalaséat jelentisz8kvencialis tanitasdlye, hogy kevesebb
tarolasi helyet igényel, valamint kénihnymplementalni.

A feladat soran a szekvencidlis tanitast hasznalidmaldzat hibajanak szamitasara az atlagos

négyzetes hibat valasztottam.
Aktivacios fliggvény kivalasztasa

A neuralis halozat teljesiképessége szempontjabol fontos, hogy medfebtivacios
fuggvényt valasszunk ki. Altalaban gyorsabb a t@sulha az aktivacios fliggvény

antiszimmetrikus. ¢(—n) = -¢(n))

45



A Matlab programban az alabbi aktivacios fliggvénk@kil lehet valasztani:
» Linearis aktivacios fuggveny

p(n)=n (3.2

a = purelinin)

23. abra Lineéris aktivacios fuggvény
» Logisztikus aktivacios fuggvény
2

Py =

(3.3)

a = logsig(n)

24. abra Logisztikus aktivacios fuggveny

» Tangens hiperbolikus figgvény

2
1+ e—2n

¢(n) = -1 (3.4)

a= ﬂ'.‘i‘”.‘-.'n'gl'h!.l

25. dbra Tangens hiperbolikus aktivacios fuggveny
A 3. tdblazatban a kulonbéaktivacios fuggvényekkel kapott eredmeényeket isetem. Azt

vizsgaltam meg, hogy 0,1 értékanulasi paraméter mellett 1000 epoch tanulasusiklatt
milyen értékire csokken le az atlagos négyzetes hiba backprtopaganulasi algoritmus
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alkalmazasaval. Az atlagos négyzetes hiba meglzdtsdoal 10 futtatds eredmeényének
atlagat vettem. Az eredményeékbjol latszik, hogy a leggyorsabb tanitast a réjtet
réteg(ek)ben tangens hiperbolikus aktivacios fuggvalkalmazasaval lehet elérni. A
kimeneti réteg(ek)ben lineéaris illetve tangens thpékus aktivacios fuggveény is jo

megoldasnak mutatkozik.

Rejtett Kggt?' Rejtett Kri]rgt‘ie' Rejtett | Kime-neti | Rejtett Kri]rgt‘ie' Rejtett Kri]rgt‘ie' Rejtett Kri]rgt‘ie'
réteg réteg réteg réteg réteg réteg réteg réteg réteg réteg réteg réteg
rejtett
reteg Logisz- | Line- | Logisz- | Logisz- | Logisz- | tangens |tangens | Line- T:Sé Logisz- T:Sé T:r?;
neuron- tikus aris tikus tikus tikus hip. hip. aris g€ tikus ge ge
jainak hip. hip. hip.
szama
1 0,1919 0,2731 0,2492 0,1514 0,277 0,21
3 0,1716 0,2597 0,1844 0,0823 0,2434 0,1001
5 0,16 0,2567 0,1518 0,073 0,2442 0,0672
7 0,1477 0,249 0,1225 0,0678 0,2409 0,063
10 0,1278 0,248 0,1189 0,0635 0,2432 0,0604
5+5 0,1538 0,2561 0,1453 0,0513 0,2425 0,0558
10+10 0,1242 0,2495 0,1239 0,0452 0,2387 0,0353

3. tAblazat a haldzat atlagos négyzetes hibajamaked killonb6a aktivacios
fuggvényekkel 1000 epoch tanulasi ciklus utan (@&siyparaméter 0,1)

A neurdlis halézat idedlis méretének meghatarozasa

A neuralis halézat ideéalis méretének meghataroaasé#g nem dolgoztak ki altalanos
moédszert, annak meghatarozasa probalgatasos fietsdges. Altalanosan elmondhato, hogy
a tobb réteg alkalmazasa konnyitheti a feladat fdégat, illetve rétegenként kevesebb
neuron is elegeridiehet. Kétféle mddszer terjedt el a hal6zat méekéneghatarozasara. Az
el szerint egy nagyobb halézatbol kiindulva probaljpkg csékkenteni annak méretét, a
masik szerint egy kisebb halozdvitésével probalunk eljutni a megfélelmegoldasig.

A neurdlis haldzat rejtett rétegeinek illetve nejamak idedlis szamanak meghatérozasahoz
a 75 eleri tanitd adathalmazt 2 részre osztottam: 80 %-dGdtatanitdsara szolgal, 20 %-a
validacios minta. A tdltanulas elkerllésére a hdlldanitasa le fog allni, ha a validacios minta
hibaja 10 egymast kouetepochban novekedni fog. Megvizsgéaltam, hogy a rkibd
halozati struktardkkal (rejtett rétegek szédma, oeok szdma) mekkora érigk lehet
csokkenteni a validacios hibat (4. tablazat). Alsgbb validaciés hibat 7-7 neuronbdl allo 2

rejtett réteg neuralis halézatnal kaptam.
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Rejtett retsezgérllr(]e:ronjamak validacios hiba
1 0,1602
3 0,1216
5 0,0891
7 0,0787
10 0,0601
5+5 0,0510
7+7 0,0480
10+10 0,0514
15+15 0,0642

4. tablazat a validacios hiba érteke az egyes aalszuktiranal
A valasztott neuralis haldzat strukturaja

A neurdlis hal6zat 59 bemenettel és 3 kimenettedelkezik. 2 rejtett rétegében egyarant 7-7
neuron talalhatd, a kimeneti rétegben pedig 3 meuforejtett réteg neuronjainak tangens
hiperbolikus aktivacios fliggvényiuk, a kimeneti gét@euronjainak linearis aktivacios

fuggvenyuk van.

26. abra A valasztott neuralis hal6zat strukturaja

Tanulasi algoritmusok 6sszehasonlitasa

A 7-7 neuronbdl all6 2 rejtett rétégeurdlis halozat tanitasat tobbféle tanulasi #lgossal
elvégeztem. Megvizsgaltam, hogy a kilonbtemulasi algoritmusokkal mennyidas hany

epochszam alatt lehet elérni 0,01 éiitdlagos négyzetes hibat (5. tablazat).
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Tanulasi algoritmus epochszam Tanulasi id6é
Backpro,pa_lgatlon a}lgorltmus 896.6 9.9896
tanulasi paraméter 0,1
Backpr(?pggatlon glgorltmus 687.2 8.472
tanulasi paraméter 0,15
Backpro}pa}gatmn a}lgorltmus 219.2 2.4778
tanulasi paraméter 0,5
Backpropagation algoritmus
momentummal 185,2 2,085
tanulasi paraméter 1
momentum konstans 0,7
Levenberngarquardt 7 8.9872
Algoritmus
FIetcher—_Reeve§ konjugalt 44 1,0586
gradiens modszer

5. tablazat a tanulasi algoritmusok eredményei

A backpropagation algoritmusnal a tanulasi paramétéke nagy mértékben befolyasolja az
algoritmus sebességét, Ha a tanulasi paramétemalpti értékét probalgatassal lehet
meghatarozni. Ha a tanulasi parameétert tal kicgfasztjuk, akkor a sulyok kis mértékben
fognak valtozni, lassu lesz a konvergencia. Nagwléesi paraméter esetén gyorsabb lesz a
konvergencia, de instabiliths, oszcillacios lépfet Momentum konstans hozzaadasaval
novelni lehet a tanulas gyorsasagéat, mivel a monmerdlulateresst sziréként viselkedve
csokkeni az oszcillaciét, igy nagyobb tanulasi pedterekre is stabilitast biztosit. Az
eredményekdil lathatd, hogy a backpropagation algoritmus nggycaszam utan éri el a 0,01
ertéki atlagos négyzetes hibat, hiszen a hibafliggvényrezidi derivaltjait hasznalja a

halézat sulyainak bedllithsara (27. abra).
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Best Training Performance is 0.0099985 at epoch 934

Train |

Mean Squared Error {mse)

107

0 1[IJU 2[IJO 3£I][J 4[IJU SfIJU E-tI][] ?’fIJU SfIJU SIIJU
934 Epochs
27. abra Atlagos négyzetes hiba alakulasa backpatipm algoritmussal (tanulasi
paraméter 0,1)
A Levenberg-Marquardt algoritmusnal lehet a legbisepochszdm alatt elérni a 0,01 éiiték
atlagos négyzetes hibat. Ez annak kdsz@nhbbgy ez az algoritmus a masodrénd
derivaltakat hasznalja a tanitds soran. A halGaatilési ideje magas, mivel az algoritmus
soran szamitandd Jacobi-matrix nagy, 75x500-astmégfé a tanitd mintak szama, 500 a

hal6zat sulyainak szadma.)

A konjugalt gradiens modszer a backpropagationrailgashoz hasonléan élsendi gradiens
modszer, viszont a keresés nem a negativ gradi@angaban torténik, hanem a konjugalt
gradiens modszer szerint meghatarozott iranyokldackpropagation algoritmushoz képest
a tanulads gyorsabb lesz, valamint kisebb epochsdath éri el a hibafliggvény megfdiel
meértéki csokkenését (28. abra). A vonalmenti minimumkesnes@z aranymetszés keresest
valasztottam. Ez az eljards egyike a leggyakraliesenaltaknak. Bhye, hogy minden

Iépésben csak egy olyan Uj pont adddik, ahol Kikiskamolni a fliggvényértéket.
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Best Training Performance is 0.0097042 at epoch 32

0

Train |

Mean Squared Error {mse)

10 C 1 1 1 1 1 1
0 5 10 15 20 25 30

32 Epochs

28. abra Atlagos négyzetes hiba alakulasa FletRkeres konjugalt gradiens modszer

A neurdlis halézat osztalyozasanak pontossaga

A haldzat tanitaséara a 75 képlallo tanité mintahalmazt hasznaltam fel. A tariitdmazt 2
részre osztottam, 80%-at a haldzat tanitasara, ZQ 9alidaciora hasznaltam. A halézat
tanitasa le fog allni, ha a validaciés minta hikjaegymast kévétepochban névekedni fog.
A halézat tanitdsara Fletcher-Reeves konjugalt ignadmédszert alkalmaztam, mert ez
biztositotta a leggyorsabb tanulast.

Az osztalyozas pontossagat az SVM-nél is haszbalegztkép segitségével hatdroztam meg.
A kapott eredményeket a 6. tablazat tartalmazzékearO tanitas soran kapott eredmények

atlagaként szamitottam.

Osztalyozas 59-7-7-3 struktaraju
pontossaga neurdlis halézat
fi 96,4%
homok 83,6%
aszfalt 87,2%

e

6. tablazat az osztalyozas pontossaga 59-7-74&@taj neuralis halozattal
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Uniform LBP kédja

|=imread('E:/kepl.jpg);
m=size(l,1);

n=size(l,2);

12= double(rgb2gray(l));
C=C+1,

for i=2:m-1
for j=2:n-1
JO=12(i,j);

%gc
do=12(i,j+1)>J0; %g0
dx1=12(i,j+1)-12(i,));
dy1=12(i+1,))-12(i,));
dxy1=12(i,))-12(i,j+1)-12(i+1,)+12(i+1,j+1);
d1=(J0+0.5*sqrt(2)*dx1+0.5*sqgrt(2)*dy1+0.5*dxy1)e;]
%01
d2=12(i+1,j)>J0; %g2
dx3=12(i,j)-12(i,j-1);
dy3=I2(i+1,j-1)-12(i,j-1);
dxy3=12(i,j-1)-12(i,j)-12(i+1,j-1)+12(i+1,));
d3=(12(i,j-1)+(1-0.5*sqrt(2))*dx3+0.5*sqrt(2)*dy 3t -
0.5*sqrt(2))*0.5*sqrt(2)*dxy3)>J0; %0gQ3
d4=12(i,j-1)>J0;
%04
dx5=12(i-1,j)-12(i-1,j-1);
dy5=12(i,j-1)-12(i-1,j-1);
dxy5=12(i-1,j-1)-12(i-1,j)-12(i,j-1)+12(i,j);
d5=(12(i-1,j-1)+(1-0.5*sqrt(2))*dx5+(1-0.5*sqrt(ddy5+(1-0.5*sqrt(2))*(1-
0.5*sqrt(2))*dxy5)>J0; %Qg5
d6=12(i-1,j)>J0;
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dx7=12(i-1,j+1)-12(i-1,));
dy7=12(i,j)-12(i-1,));
dxy7=12(i-1,j)-12(i-1,j+1)-12(i,j)+12(i,j+1);

%qQ6
d7=(12(i-1,j)+0.5*sqrt(2)*dx7+(1-0.5*sqrt(2y7+0.5*sqrt(2)*dxy7)>J0;
%q7
LBP(i-1,j-1)=d0*2"0+d1*2/1+d2*2"2+d3*2"3+d2"4+d5*2"5+d6*2"6+d7*2"7;

end
end
LBP=uint8(LBP);
LBPv=reshape(LBP,1,size(LBP,1)*size(LBP,2));
Hist=hist(LBPv,0:255);
imshow(LBP);
plot(Hist);

%table |étrehozasa
table = zeros(1, 256);

nextLabel = 1;
for k = 1:256
bits=de2bi(k-1,8);
changes=sum(abs(diff(bits)));
if bits(8)-bits(1)~=0
changes=changes+1;
end
if changes <=2
table(k) = nextLabel;
nextLabel = nextLabel + 1;

else
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table(k) = 0;

end

end

%LBP-3l LBP uniform

for i=1:1:256

x=table(i); if x==
LBPu(1)=LBPu(1)+Hist(i);
else

LBPu(x+1)=Hist(i);

end

end
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SVM osztalyozé GUI kédja

functionvarargout = LBPhistograml1(varargin)

%LBPHISTOGRAM1 M-file for LBPhistogram1.fig

% LBPHISTOGRAML, by itself, creates a new LBBHOGRAML or raises
the existing

%  singleton*.

%

% H=LBPHISTOGRAML1 returns the handle to ayndBPHISTOGRAM1
or the handle to

%  the existing singleton*.

%

% LBPHISTOGRAML1('‘Property','Value',...) createnew
LBPHISTOGRAML1 using the

%  given property value pairs. Unrecognizedprbes are passed via

%  varargin to LBPhistograml1l_OpeningFcn. Taling syntax produces a
%  warning when there is an existing singleton*

%

% LBPHISTOGRAM1('CALLBACK") and
LBPHISTOGRAM1('CALLBACK',hObject,...) call the

% local function named CALLBACK in LBPHISTOGRAL.M with the
given input

%  arguments.

%

%  *See GUI Options on GUIDE's Tools menu. @®"GUI allows only
one

% instance to run (singleton)".

%

% See also: GUIDE, GUIDATA, GUIHANDLES

% Edit the above text to modify the response tp h&Phistogram1
% Last Modified by GUIDE v2.5 02-Nov-2014 09:37:05

% Begin initialization code - DO NOT EDIT

gui_Singleton = 1;

gui_State = struct{ui_Name' mfilename,..
'gui_Singleton' gui_Singleton,..
'gui_OpeningFcn'@LBPhistograml_OpeningFcn,
'gui_OutputFcn" @LBPhistogram1_OutputFcn,
'gui_LayoutFcn' [], ...
'gui_Callback' []);

if nargin && ischar(varargin{1})
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gui_State.gui_Callback = str2func(varargin{1});
end

if nargout
[varargout{1l:nargout}] = gui_mainfcn(gui_Statarargin{:});
else
gui_mainfcn(gui_State, varargin{:});
end
% End initialization code - DO NOT EDIT

% --- Executes just before LBPhistograml is madéie.

function LBPhistogram1_OpeningFcn(hObject, eventdata, lesnakrargin)
% This function has no output args, see OutputFcn.

% hObject handle to figure

% eventdata reserved - to be defined in a futarsion of MATLAB

% handles structure with handles and user da&aGUIDATA)

% varargin unrecognized PropertyName/Property®&/alairs from the

% command line (see VARARGIN)

% Choose default command line output for LBPhistogt
handles.output = hObject;

% Update handles structure
guidata(hObiject, handles);

% UIWAIT makes LBPhistogram1 wait for user respo(see UIRESUME)
% uiwait(handles.figurel);

% --- Outputs from this function are returned te tommand line.
functionvarargout = LBPhistograml1_OutputFcn(hObject, edatat, handles)
% varargout cell array for returning output argse( VARARGOUT);

% hObject handle to figure

% eventdata reserved - to be defined in a futarsion of MATLAB

% handles structure with handles and user da@aGUIDATA)

% Get default command line output from handlescstme
varargout{1} = handles.output;

% --- Executes on button press in pushbuttonl.

function pushbuttonl Callback(hObiject, eventdata, handles)
handles.output = hObject;

[fn pn] = uigetfile(*.jpg’,'select jpg filg);
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complete = strcat(pn,fn);
set(handles.edit:fring,complete);
| = imread(complete);
axes(handles.axesl);
imshow(l,[]);

guidata(hObiject, handles);
set(hObjectserDatgl);

% --- Executes on button press in pushbutton?.
function pushbutton2_Callback(hObject, eventdata, handles)
h = findobj(Tag,'pushbutton);

I= get(hUserDatg;

m=size(l,1);
n=size(l,2);
12= double(rgb2gray(l));

switchget(handles.popupmeniidzlue)
casel

for i=2:m-1
for j=2:n-1
JO=I2(i,)); %gc
do=I2(i,j+1)>J0; %g0
dx1=12(i,j+1)-12(i,));
dy1=12(i+1,))-12(i,));
dxyl1=I2(i,))-12(1,j+1)-12(i+1,)+I12(i+1,j+1);
d1=(J0+0.5*sqgrt(2)*dx1+0.5*sqrt(2)*dy1+0.5*dx)J0;
%091
d2=12(i+1,j)>J0; %g2
dx3=I12(i,j)-12(i,}-1);
dy3=12(i+1,j-1)-12(i,j-1);
dxy3=12(i,j-1)-12(i,))-12(i+1,j-1)+12(i+1,));
d3=(12(i,}-1)+(1-0.5*sqrt(2))*dx3+0.5*sqrt(2)¥B+(1-
0.5*sqrt(2))*0.5*sqrt(2)*dxy3)>J0; %g3
d4=12(i,j-1)>J0; %94
dx5=12(i-1,j)-12(i-1,j-1);
dy5=12(i,}-1)-12(i-1,j-1);
dxy5=12(i-1,j-1)-12(i-1,j)-12(i,j-1)+12(i,));
d5=(12(i-1,j-1)+(1-0.5*sqrt(2))*dx5+(1-0.5*sd®))*dy5+(1-0.5*sqrt(2))*(1-
0.5*sqrt(2))*dxy5)>J0; %95
d6=12(i-1,j)>J0;
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dx7=12(i-1,j+1)-12(i-1,));
dy7=12(i,j)-12(i-1,));
dxy7=12(i-1,j)-12(i-1,j+1)-12(i,j)+12(ij+1);
%Q6
d7=(12(i-1,))+0.5*sqrt(2)*dx7+(1-0.5*sqrtfdy7+0.5*sqrt(2)*dxy7)>J0;
%Qq7
LBP(i-1,j-
1)=d0*27°0+d1*2"1+d2*2"2+d3*2"3+d4*2"4+d5*2"5+d6* 2461 7*2"7;

end
end
LBP=uint8(LBP);
LBPv=reshape(LBP,1,size(LBP,1)*size(LBP,2));
Hist=hist(LBPv,0:255);
Hist=Hist./sum(Hist);
axes(handles.axes?2);
plot(Hist);
set(hObjectserDatgHist);

case2

for i=2:m-1
for j=2:n-1
JO=12(i,)); %gc
d0=I12(i,j+1)>J0; %g0
dx1=12(i,j+1)-12(i,));
dy1=12(i+1,))-12(i,));
dxy1=I2(i,j)-12(i,j+1)-12(i+1,))+12(i+1,j+1);
d1=(J0+0.5*sqgrt(2)*dx1+0.5*sqrt(2)*dy1+0.5*dxyJ0;
%g1l
d2=12(i+1,j)>J0; %g2
dx3=I12(i,j)-12(i,}-1);
dy3=12(i+1,j-1)-12(i,j-1);
dxy3=12(i,j-1)-12(i,j)-12(i+1,j-1)+I2(i+1,));
d3=(12(i,j-1)+(1-0.5*sqrt(2))*dx3+0.5*sqrt(2)¥B+(1-
0.5*sqrt(2))*0.5*sqrt(2)*dxy3)>J0; %g3
d4=12(i,j-1)>J0; %94
dx5=12(i-1,j)-12(i-1,j-1);
dy5=12(i,}-1)-12(i-1,j-1);
dxy5=12(i-1,j-1)-12(i-1,))-12(i,j-1)+12(i,));
d5=(12(i-1,j-1)+(1-0.5*sqrt(2))*dx5+(1-0.5*sd®))*dy5+(1-0.5*sqrt(2))*(1-
0.5*sqrt(2))*dxy5)>J0; %95
d6=12(i-1,j)>J0;
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dx7=12(i-1,j+1)-12(i-1,));
dy7=12(i,j)-12(i-1,));
dxy7=12(i-1,j)-12(-1,j+1)42(,j)+12(i,j+1);
%Q6
d7=(12(i-1,))+0.5*sqrt(2)*dx7+(1-0.5*sqrtfdy7+0.5*sqrt(2)*dxy7)>J0;
%Qq7
LBP(i-1,j-
1)=d0*270+d1*2"1+d2*2"2+d3*2"3+d4*2"4+d5*2"5+d6* 2461 7*2"7;

end
end
LBP=uint8(LBP);
LBPv=reshape(LBP,1,size(LBP,1)*size(LBP,2));
Hist=hist(LBPv,0:255);
%table létrehozasa
table = zeros(1, 256);
ch=zeros(1,256);
nextLabel = 1;
for k = 1:256
bits=de2bi(k-1,8);
changes=sum(abs(diff(bits)));
if bits(8)-bits(1)~=0
changes=changes+1;
end
if changes <=2
table(k) = nextLabel;
nextLabel = nextLabel + 1;
ch(k)=changes;
else
table(k) = 0;
ch(k)=changes;
end
end
%LBP-6l LBP uniform

fori=1:1:256

x=table(i);

If x==
LBPu(1)=LBPu(1)+Hist(i);
else

LBPu(x+1)=Hist(i);

end

end
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axes(handles.axes?);
LBPu=LBPu./sum(LBPu);
set(hObjectJserDatgLBPu);
plot(LBPu);

end

% --- Executes on selection change in popupmenul.

function popupmenul_Callback(hObject, eventdata, handles)
% hObject handle to popupmenul (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB
% handles structure with handles and user da&aGUIDATA)

% Hints: contents = cellstr(get(hObject,'Stringgjurns popupmenul contents
as cell array
% contents{get(hObject,'Value")} returnsestéd item from popupmenul

% --- Executes during object creation, after sgtah properties.
function popupmenul_CreateFcn(hObject, eventdata, handles)

% hObject handle to popupmenul (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB

% handles empty - handles not created untit afteCreateFcns called

% Hint: popupmenu controls usually have a whitekijamund on Windows.

% See ISPC and COMPUTER.

if ispc && isequal(get(hObjecBackgroundColoy;,

get(0;defaultUicontrolBackgroundColg)’
set(hObjectBackgroundColoywhite);

end

function editl _Callback(hObject, eventdata, handles)

% hObject handle to editl (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB
% handles structure with handles and user daaGUIDATA)

% Hints: get(hObject,'String’) returns contenteditl as text
% str2zdouble(get(hObject,'String')) retucostents of editl as a double
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% --- Executes during object creation, after sgtatl properties.
functioneditl_CreateFcn(hObiject, eventdata, handles)

% hObject handle to editl (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB

% handles empty - handles not created untit afteCreateFcns called

% Hint: edit controls usually have a white backgrdwn Windows.

% See ISPC and COMPUTER.

if ispc && isequal(get(hObjecBackgroundColoy,

get(0;defaultUicontrolBackgroundColg)’
set(hObjectBackgroundColoywhite);

end

% --- Executes on button press in pushbutton3.

function pushbutton3_Callback(hObiject, eventdata, handles)

% hObject handle to pushbutton3 (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB
% handles structure with handles and user daaGUIDATA)

t= cputime;

switchget(handles.popupmentiizlue)

casel

TrainingSet = xlIsreati{:/circularLBP256norm.xI}'
h = findobj(Tag,'pushbutton?;

Hist= get(hlUserDatg;
TestSet=zeros(1,256);
TestSet(1,:)=Hist ;

GroupTrain= xIsreadt:/GroupTrain.xI9;
u=unique(GroupTrain);
numClasses=length(u);

result = zeros(length(TestSet(;,1)),1);

%build models
for k=1:numClasses
%Vectorized statement that binarizes Group
%where 1 is the current class and 0O is all othessds
G1vAll=(GroupTrain==u(k));
models(k) = svmtrain(TrainingSet,G1vAihxconstrainj0.1);
end

x=zeros(length(TestSet(:,1)),numClasses);
y = zeros(length(TestSet(:,1)),1);
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%classify test cases
for j=1:size(TestSet,1)
for k=1:numClasses

X(j,k)=svmclassify(models(k), TestSet(j,:));

if sum(x(j,:))==1
If x(j,k)==1;
result(j)=k;

end
else

result(j)=0;
end
end

end

disp(Hist(1));
disp(x);

if result==1
disp(grass;
elseifresult==2
disp(sand);
elseifresult==3
displasphal);
else
disp(honclassifieq;
end

e= cputime-t;
disp(e);
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case2
TrainingSet = xIsreat{:/uniformLBPnorm.x|9;
h = findobj(Tag, pushbutton?;

LBPu= get(HJserDatg;
TestSet=zeros(1,59);
TestSet(1,:)=LBPu;
GroupTrain= xIsread{:/GroupTrain.xI9;
u=unique(GroupTrain);
numClasses=length(u);
result = zeros(length(TestSet(;,1)),1);

%build models
for k=1:numClasses
%Vectorized statement that binarizes Group
%where 1 is the current class and 0O is all othessds
G1vAll=(GroupTrain==u(k));
models(k) = svmtrain(TrainingSet,G1vAihxconstrainj0.1);
end

x=zeros(length(TestSet(:,1)),numClasses);
y = zeros(length(TestSet(;,1)),1);

%oclassify test cases
for j=1:size(TestSet,1)
for k=1:numClasses

X(j,k)=svmclassify(models(k), TestSet(,:));

if sum(x(j,:))==1
If x(j,K)==1,
result(j)=k;

end
else

result(j)=0;

end
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end

end

disp(TestSet);
disp(x);

If result==1
disp(grass;
elseifresult==2
disp(sand);
elseifresult==3
displasphal);
else
disp(honclassified;
end

e= cputime-t;
disp(e);

end

65



