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Kivonat
Talajvizsgalo rendszer tervezése

A képfeldolgozas az utdbbi évtizedekben rohamospidik, és a tudomany fontos tertletévé
valt. A képfeldolgozast szamos teruletén alkalmlazz#ldaul biometrikus azonositasra
(ujjlenyomat felismerés, irisz felismerés stb.) agdeorvostudomanyban is fontos szerepet kap.
Diplomamunkam célja egy olyan rendszer kidolgoaasg amely képi informaciok alapjan
meghatarozza a talaj tipusati,(fhomok, aszfalt). Ez az autoném robotoknal kiemelt
jelentbséggel bir. A robot képes lesz a képi informacitdpjan donteni arrol, hogy milyen
atvonalon kozlekedjen elkeriilve ezzel a nehezetapéket, jarhatatlan tertleteket.

A dolgozatom el§ részében a szakirodalom-kutatas eredményét ismmrta leggyakrabban
hasznalt textara-leir6 modszerek (ko-okkurenciarimagray level difference mddszer, LBP-
operator és valtozatai) valamint klasszifikaciésdsrerek (Naiv-Bayes-modszer, szupport
vektor gépek, neuralis halézatok, k-legkdzelebbonszzéd maodszere) elméleti hatterét
foglalom 6ssze.

A dolgozatom masodik része a feladat gyakorlati vakggitasaval foglalkozik. A texturak
leirasara a circular LBP-operatort valamint az amif LBP-operatort hasznaltam. Az egyes
talajtipusokrol készilt képek osztalyozasara tobidsmert is kiprébaltam (t6bbosztalyd
szupport vektor gépek,@kcsatolt neuralis haldzatok).

Ismertetem a neurdlis halézat strukturajanak (rmeakp rejtett rétegek szama) illetve a
neuronok aktivacios fuggvényének (lineéaris, szignatb.) kivalasztasa soran kapott
eredmeényeket. A neurdlis halézatok tanitasara tablbilasi algoritmust (backpropagation
algoritmus és tovabbfejlesztett valtozatai, Levegkdarquardt algoritmus, konjugalt
gradiens mobdszerek) alkalmaztam, és az egyes mgssal kapott eredményeket

0sszehasonlitottam tanulasbifletve epochszam alapjan.



Abstract

Designing a terrain classification system

The image processing is developing rapidly in réckatades, and has become an important
field for science. The image processing is usedmany fields, such as biometric
authentication (fingerprint recognition, iris reautipn, etc.), But also plays an important role
in medicine.

Aim of my thesis was to design a system that daetersnthe type of the terrain (grass, sand,
asphalt) based on information of images. Terraassification is an important part of image
processing. For example the autonomous robots santuthey will able to determine the
optimal route avoiding the difficult terrains.

Int he first part of my thesis | discribe the resubf the literature search, | summarize the
theoretical background of most used texture deserimethods (co-occurrence matrix, gray
level difference method, LBP operator and its vasp and classification methods (Naive-
Bayes method, support vector machines, neural mksyk-nearest neighbor method).

The second part of the thesis deals with the msaiterclassification system. | used the
circular LBP-operator and uniform LBP-operator tesdribe the texture of the terrain
pictures. | tried more classification methods (neldss support vector machines, feedforward
neural networks) for the classification of terraimages. | describe the process of selection of
the neural network structure and activation funwidlinear, sigmoid etc). For the learning of
the neural network | tried more learning algorithfibackpropagation algorithm and improved
versions, Levenberg-Marquardt algorithm, conjugatedient methods), and | compared the

results in terms of learning time and epoch number.



Tartalomjegyzék

L. BVEZETIES ... .ttt ettt 442t e e ettt e e e e et bt b r et e e e aaaaaeas 2
2. TextUrak 1€iradsa [1], [2], [B] . «eeeeeeeeeeeammmmeereeeeeeeeaeeeeaaaaaaasisnssrrrsesseeeeeeaaasssssannnnssssssnsssnnes 3
2.1, Statisztikai MOUSZEIEK ...........ooii sttt e e e 3
2.1.1. Intenzitds NISZLOGram [L]......uuuiiieeeeeeiiieeeeiiiies s e e e e e e e e e e e e eeeeeneeeeeeeeenannns 3
2.1.2. Gray Level Difference mOASZer [2] ......ccceevurrrrriiiiiiiiiiieiieeeeee e e 4
2.1.3. Ko-okkurencia matrix (gray level co-occugematrix GLCM) [3]............cceeenn. 5
2.2, Local BINary Pattern [4] ..o e 6
2.2.0. CIFCUIAI LBP ...ttt e e e e e e e ee e 7
2.2.2.UNIFOMM LBP ..ottt 9
2.2.3. Forgatas-invarians LBP (rotation invariaBH) .................ccvveiiiiiiiieeeeeeeeeeee. 10
2.2.4. Local Ternary Pattern (LTP) ...ccoooii oo e e e e e e ene e 11
3. KIasSzZifiKACIOS MOUSZEIEK ......oeiiiiiiii et e e e e e 13
G0 I = &= o (o] 4 TN oo 121l 1 ) [ 13
3.2. NaiV-BayeS-MOUSZEN [B] ....uuvrrrrririiriiiiiieeeaeaeaeeisssssesiiiiieeeieeee e eeeeeaaaaeennnnereeenees 13
3.3. k-legktzelebbi SZoMSZEd MOUSZEIE [7]..ceeemmmmeeeeeeeeieiiiiiieeeiiieee e eeeeee s 15
I B 1o (=TS B -1 17
3.5. Szupport Vektor GEp [8], [9], [L10]..iiiiimeaee e e e e e e e e 17
3.5.1. Lagrange dual feladat megoldasa (altalasey ELO].............ccceeeevvevveveiinnnnns 20.
3.5.2. Alineéris SVM Lagrange dual feladatdnak obggsa..............ccccvvvvvvviveveenennnnnn. 20
3.5.3. Puha marggju SVM (Soft margin SVM) [8] cueeeeceeeeeeereeeeeeiiiiiiiiiiiiiiniivnnnnes 22
3.5.4. NEMIINEAIS SVM [8]....cciiiiiiiiiiiicie e e e e e e e e e e e e e e e e e 23
3.5.5. TODD 0SZtAlYU SVM ....coviieiiieie e e ea e e e 24
3.6. Neuralis hal0zatoK [11], [12] ...eveeeeeeeeermmreeeeeeeeeeeee et e e e e e e e neeeeeeeeeeeaaeeees 25
3.6.1. Perceptron [L1], [12] ..ccceeeeeeeerernmmmmmmeeeeeeeeeeeeeeeeesssnsnnnnaseeeeeeeeenaaeesaeaeaaaseeeees 26
3.6.2. A perceptron tanulasa [11], [12] ...oeeeeeeeereeeeieieeeeeeeerr e e raaee e 27
3.6.3. Tobbréte@perceptron [11], [12] ... 28
3.6.4. Backpropagation algoritmus [11], [12] cceeccceeiieeeiiieeiiiieeeieeiiiiii e 29
3.6.5. Backpropagation algoritmus momentummal [[I].............ccoevvvviiriiiiiicenennnn. 30
3.6.6. Backpropagation algoritmus adaptiv tanygasaméterrel [12] ...........cceeeeeeeeeee. 31
3.6.7. NeWton-mMOASZEr [L1], [L2]..cccccuurrtcmmmmeereeeeeeeeeeeeeeeeeeeeaeeesassssssnnssnnneneeeaeeens 32
3.6.8. BFGS (Broyden-Fletcher-Goldfarb-Shanno)&§d11], [12] .....ccccccceeeeeeeeeiinnnns 33
3.6.9. Levenberg-Marquardt algoritmus [11], [12].ccc.eeeiieiiiiiriiieiiiieeeeeeeeiieeee 33
3.6.10. Konjugalt gradiens modszer [11], [12] ceeeerreeeeeirieeiiiiiieeeee e eeeeeeeeeeeeveeeeee 35

4. A feladat gyakorlati megvaldsitasa [13], [14B] ... cccooviiiiiieeeieeeeeeeeeer e 37



4.1. Talajfelismas rendszerek attekintese [13], [14] ... . ..uemmmmmmeeeeeeeeeessiniinnnnnreeennnneen 37

4.1.1. 3D LIDAR alapu talajfelismerés [13]....ccccccirrriiiiiiiiiiiiiiieeeeee e 38
4.1.2. Talajfelismerés textura leird modszerekkd] |..............ccccoevveeiiiiiiiiiiiiieiiiinnnns 38
4.2. Tala) TeXUrqJAnak IEITASA ............. oo oot eeee et e e e e e e e ssee e 39
A R O [ o 0| = T I = = 700 I PP 39
4.2.2. UNITOMM LBP ..ot e e 42
4.3. KIasSZIfIKACIOS ElJArASOK .........uuueiiceeeeeieeeeee e e e e e e 43
4.3.1. Tanitd pontoK GAIITTASA .......covvviiiiieieiiee e e e e e as 43
4.3.2. Osztalyozas tobbosztalyll SVM-MEl .....ccooeeeriiiiiiiiiii s 43
4.3.3. Osztalyozasd@kecsatolt neuralis halozattal ................comeeeeeeeeeeeeeieeiiiieiiiiinns 46

5. Osszefoglalas, tovabbfejlesztési IEBEYEK ............cocvveeeeieeceeeceeee e 53



1. Bevezetés

A képfeldolgozas az utdbbi évtizedekben rohamospidik, és a tudomany fontos tertletévé
valt. A képfeldolgozast szamos terlletén alkalmizz#ldaul biometrikus azonositasra
(ujjlenyomat felismerés, irisz felismerés stb.) agdeorvostudomanyban is fontos szerepet kap.
Diplomamunkam célja egy olyan rendszer kidolgozadg amely képi informaciok alapjan
meghatarozza a talaj tipusati,(fhomok, aszfalt). Ez az autoném robotoknal kiemelt
jelenbséggel bir. A robot képes lesz a képi informécil@pjan donteni arrél, hogy milyen
atvonalon kozlekedjen elkeriilve ezzel a nehezetapéket, jarhatatlan tertleteket.

A dolgozatom els részében a szakirodalom-kutatas eredményét ism@rita leggyakrabban
hasznalt textara-leir6 modszerek (ko-okkurenciarimagray level difference mddszer, LBP-
operator és valtozatai) valamint klasszifikaciésdsrerek (Naiv-Bayes-modszer, szupport
vektor gépek, neuralis halézatok, k-legkdzelebbonszzéd modszere) elméleti hatterét
foglalom Gssze.

A dolgozatom masodik része a feladat gyakorlati vakggitasaval foglalkozik. A texturak
leirasara a circular LBP-operatort valamint az amif LBP-operatort hasznaltam. Az egyes
talajtipusokrol készilt képek osztalyozasara tobidsmert is kiprébaltam (tobbosztalyd
szupport vektor gépek,@kecsatolt neuralis halozatok).

Ismertetem a neurdlis halézat strukturajanak (rmeakp rejtett rétegek szama) illetve a
neuronok aktivacios fiuggvényének (lineéaris, sziginatb.) kivalasztasa soran kapott
eredmeényeket. A neurdlis halézatok tanitasara tablbilési algoritmust (backpropagation
algoritmus és tovabbfejlesztett valtozatai, Levegbdarquardt algoritmus, konjugalt
gradiens mobdszerek) alkalmaztam, és az egyes mgssal kapott eredményeket

0sszehasonlitottam tanulasb itletve epochszam alapjan.



2. Textarak leirasa [1], [2], [3]

Szamos leirot kidolgoztak a kép tartalmanak azoasdia. A leirokat a kép tulajdonsagainak
jellemzésére hasznaljak (pl: texturak, szinek,zdeik).
Textlra a szin vagy intenzitdsok térbeli leirasalegpen vagy annak egy részletén.
Jack Sklansky igy definialta a textura fogalmaty k@pen egy teriletnek allandé texturaja
van, ha a lokalis statisztikak vagy egyéb lokaligjtonsagok allandoak, lassan valtoznak,
vagy megkozeléleg periddikusak.
A texturakat 2 csoportba lehet osztani:

» Sztochasztikus

» Determinisztikus

A determinisztikus textarak jol meghatarozott getraealakzatok ismétidésébl allnak.

A textura leirasara szamos technikat dolgoztaliiwranTuceryan é€s Anil K. Jain (1993) a
textdra leirdsara hasznalt médszereket 4 csoposittattak:

» statisztikai

e geometriai

* modell alapu

» jelfeldolgoz6 mdédszerek

2.1. Statisztikai moédszerek

Statisztikai médszereket gyakran alkalmaznak aitex¢lemzés soran.

Statisztikai modszert &zo6r Herbert Kaizer alkalmazott 1955-ben, amikgi félvételeket
elemzett autokorrelacioé segitségével.

Az elsrendi médszerek (pl: szorasnégyzet, négyzetes kdzémpest intenzitas hisztogram

stb.) statisztikai szamitasokat végeznek az er&dptpixelértekeinek felhasznalasaval.

2.1.1. Intenzitas hisztogram [1]

A képfeldolgozasi eljarasokban a képek intenzigmbgramja alapvétjelentiséggel bir.
A hisztogram metrikusan skaladzott tulajdonsagok filgua &brazolasa. Matematikai
ertelemben a hisztogram egy fliggvény, ami az eg¥isgjunkt osztalyokba tartozo
megfigyeléseket szamolja. A hisztogram, mint g@fikennek egy abrazolasi médja. Az
intenzitdshisztogram azért nagyon népszer képfeldolgozasi eljardsokban, mert igen



szemléletesen mutatja az adott kép intenzitas{ée@z Tekintsiink tehat egy 256-s#int
digitalis képet, ahol a fekete és a fehér koztiormanyt 256 arnyalatra bontottuk fel, ugy,
hogy az i+1l-edik arnyalat az vilagosabb, mint aadik. Most a szirkeségi skélat 256
intervallumra osztjuk, ahol minden intervallumbayetlen szirkeségi érték esik, azaz (y0 <
yl < ... <y256). A valésZigégi mintat maga a kép, illetve annak intenzitékértadjak. A
hisztogram i-edik oszlopdnak magassagét az [yl )yintervallumba &selemek szama, azaz

a képen lé§ i-edik szlrkearnyalatl képpontok szama adja.

1. &bra kép intenzitas hisztogramja

Az elsirendi mbdszerek éhye, hogy gyorsan és egysien szamithatéak. Hatranyuk, hogy
nem nyujtanak informaciot a pixelek egymas kozdpcsolatarol. 2 teljesen kulonkgokép,
amely egyarant 50-50%-ban tartalmaz fekete és fe@éleket ugyanazt az intenzitas
hisztogramot eredményezi, ezért a 2 képérelsdi statisztikai modszerekkel nem
megkulonboztethét

A masodrend moddszerek pixelek 2 (altalaban szomszédos) cgapkdizotti kapcsolatot
allapitjak meg.

Harmad- vagy magasabb réndnddszerek is léteznek, de ritkdn hasznaljidet a

megnovekedett szamitasbids az értelmezési nehézségek miatt.

2.1.2. Gray Level Difference modszer [2]

Ennél a modszernél az o6sszes pixelre kiszamoljdgixal és egy eltolasi vektorral
meghatarozott pixel értékkilonbségének abszoléakétt

F'(xy) =[f(xy) = f(x+ %y +3y) (2.1)

Majd ezen értékek felhasznéldsaval egy m dimenki6galosziriségi vektort készitlink,
amelynél az i-edik elem annak a valossigge, hogy f(x,y) értéke i. A vektor

felhasznalasaval a tulajdonsagok gyorsan és edgysreramithatoak.



Kontraszt CON =X i?[P'(i)

Angular second Moment ASM =X P'(i)?
Entropia ENT=-XP'(i)[logP'(i)
Atlag

MEAN =13 P'(i)
m

1. tdbl4zat tulajdonsagok szamitasa

2.1.3. Ko-okkurencia matrix (gray level co-occugematrix GLCM) [3]

A ko-okkurencia matrix a masodrahdtatisztikai modszerek csoportjdba tartozik. Ayesg
szirkeskalas szintek térbeli eloszlasat fejezi ki.

2.2
kulonben (2:2)

p=1

A ko-okkurencia matrixnal ugy prébaljuk jellemezaitextdrat, hogy valamilyen eltolasi
vektort valasztunk, és azt vizsgaljuk, hogy mily@gtagossag szinét milyenre hanyszor
megy a kép az adott vektor mentén. igy a létreyisitrix n*n-es, ha n vilagosséagi szint van a
képen.

Kontraszt: A helyi valtozasokat méri a GLCM matiaxb A kontraszt értéke alacsony, ha a
szomszédos pixelek kozel azonos szirke skala @itékéndelkeznek. A kontraszt
értékkészlete [0, (size (GLCM,1)-1)"2]. Ha az oOsspixel értéke megegyezik, akkor a
kontraszt O.

2 Pi-0)°

i7=0

Homogenitas: A homogenitas értéke akkor nagy, Hag#bb pixel szirke skala értéke
azonos vagy nagyon kozeli. A homogenitas érteke D Hz6tt van. A homogenitas 1, ha a
GLCM matrix diagonalis (olyan négyzetes matrix, mek minden §atldn kivili eleme 0.

N-1,M -1

Z 1+(. p @3)

Energia: a GLCM elemeinek négyzetdsszege, ért@eel0kdzotti.
Akkor legkisebb az értéke, ha az 6sszes elem aznméi§. Az energia értéke 1, ha minden
pixel azonos érték

N-1,M -1

P." (2.4)

i,i=0



Entropia: a szlirke skéla eloszlasdnak véletletiségét fejezi ki
N-1,M -1
2. Pi(=InP ) (2.5)
i,j=0
Az entropia akkor a legnagyobb, amikor a matrix aheim eleme egyefhinagysagu.
Mivel az logaritmus fiiggvény a O-ra nincs definglezért az alabbi kiegészitést kell tenni:

0*(-In(0))=0

2.2. Local Binary Pattern [4]

Nagyon hatékony textira leir6 moddszer, ami néefiséget éként a szamitasi
egyszefiségének kdszonheti. Gyakran alkalmazzak objektuimanferésre és kdvetésre. A
biometrikus alkalmazasok teriiletén szintén néfisdasz felismerés, ujjlenyomat felismerés,
tenyérlenyomat felismerés, jaras felismerés stb.).

A masik pontos tulajdonsaga a robosztussag a sz@kéila szintek megvaltozasara pl: a
megvilagitas megvaltozasa miatt.

Az eredeti LBP operator megalkotasa Timo Ojala hexéfizédik 1996-ban, aki szilrke
skalas képek leirasara készitette el az operatdgdbb azonban készitettek LBP-
operatorokat szines (tdbb csatornas) képek, vidsokolumetrikus adatok jellemzésére is. A
volumetrikus adatokat széles koérben alkalmazzaksrakalmazasoknal (3D CT és MRI).

A szirke skalds kép minden pixele koré egy 3*3-agetn ablakot helyezett. Minden

pixelhez kiszamitott egy 8 bites binaris szamsduizzz alabbiak szerint:
P-1
LBP(1.)=> 2's(I, - 1.) (2.6)
i=0

i a szomszédos pixelek sorszama (0-7)

A szomszédos pixel érték@bkivonta a center pixel értéké A=1i ~1c). Ha a szomszédos
pixel a nagyobb érték( A > 0), akkor S(A) =1 kulonbens(A) =0

A 8-bites binaris szamsorozatokat kapunk, amelyek Rilonbod érétket vehetnek fel. A

kapott eredményeket hisztogramon szokas abraawhii,LBP-hisztogramnak neveznek.
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2. 4bra Local binary pattern szamitasa

2.2.1. Circular LBP

Olaja 2002-ben kiterjesztette az LBP operatort kfiti®y tavolsagl szomszédos pixelek
vizsgalatara. Extended LBP-nek vagy Circular LBR-mevezik, mivel az eredeti LBP-
operator altalanositasanak tekinthdigy tetséleges, egész pixel sugaru kor kertlete mentén
vesszunk fel P db pontot.

3. 4bra Extended LBP

A kozép$ pixel intenzitas:9: = 1(xY)  (2.7)

A pontok intenzitasa a kor keriilete ment9, = (X, yp)  p=0L..P-1 (238

X X+ Rcos(27p/ P)

A mintavételi pontok koordinatai: yz = y - Rsin(27mp/ P)

(2.9)

Bilinearis interpolaciét hasznalunk, ha a mintalféont nem a pixel kdzéppontja. A
bilinearis interpolacié a sikban mindkét koordindémgely mentén linearis interpolaciot
alkalmaz.



4. abra bilinearis transzformacio
A P pont intenzitas értéke az alabbi matematikszéiggéssel szamithato:
Iy = Lot dxlg = 1) +dyllc —1,) +dxty (I, — 15— Ic + 1) (210)

Az extended LBP szamitdsa az egyuttes eloszlasnativet le. A helyi textira a P+1 db
(P>0) pixel (kozéps pixel + a P db mintavételi pont a kor mentén) etpgieloszlasaval

jellemezhed.
T =t(dc:9os 91 Gp)  (2.11)

Informaciovesztés nélkul kivonhatjuk a kozépgixel intenzitasértékét a szomszédos

mintavételi pontok intenzitasértékélb
T =199 ~9c: 9~ Geroor 9oy ~ 9c) (2.12)

Az egylttes eloszlas az eloszlas szorzatta alak@ahkozelithet feltéve, hogy a kdzéfs

pixel intenzitasa és az intenzitaskilonbségeksztdtailag fliggetlenek egymastol:
T= t(gc)t(go - gc’ gl - gc""f gP—l - gc) (213)

Mivel az el$ faktor @;) nem tartalmaz hasznos informaciot a helyi textaregasat illeben,
ezért a intenzitaskilonbségek egylttes eloszlasgethdmezhetjuk a helyi textarat

(t(go_gc'gl_gc """ gP—l_gc))_

Az eloszlas kozelitésére Ojala az intenzitaskiilégek ebjelét vette figyelembe.



t(s(go = 9c)s S(91 = Gc)oes S(Gpos — 9c)) (2.14)

e 1 z>0
ahols(z)lépc$s fuggvenygz) = (2.15)
0,z<0

P-1
Az LBP értéke az alabbi képlettel szamolhat¢ LBPer (X, ¥e) =D s(9, — 9.)2° (2.16)
p=0
P B i
Slel e[ ol [#* o] 19

5. 4bra a, LBP(8,1) b, LBP(16,1) ¢, LBP(8,2)

Az abran a leggyakrabban alkalmazott LBP-operattatkatoak. 8 szomszédos pont esetén
28=256, 16 pont esetén®65536 killonbdd LBP értéket kaphatunk egy adott pixelhez. Az
LBP értékének a kép Osszes pixelére vald kiszamitiédn az eredményeket hisztogramon

abrazoljuk, tehat 256 illetve 65536 oszlopos higmot fogunk kapni.

A LBP(8,1)-operator hasonlit Ojala eredeti LBP-@perara, hiszen ott is 8 kdrnyepont
intenzitaséertékét hasonlitotta 6ssze a kaz@peel értekével, viszont az LMP(8,1) esetén nem
minden pont esik a pixel kdzéppontjaba (bilinednserpoléciét alkalmazunk). Egyes
alkalmazasok soran szilkséges van arra, hogy aatopdorgatas-invarians legyen. llyen
operator megalkotasara az LBP(8,1) jobb kiindubdegbként szolgal.

2.2.2. Uniform LBP

Bevezették az uniform pattern fogalmat a zaj csotdsere az LBP- hisztogramban. Az
uniform LBP-operator bevezetését az indokolta, hoghany bitsorozat sokkal tdbbszor
fordul elb, mint a tébbi. Ojala 2002-ben megallapitotta, hdggP(8,1) esetén (8 a
szomszeédos pontok szama, a kor sugara 1 pixel sigz) az ékllo bitmintak kézel 90 %-a

uniform. LBP(16,2) esetén ez az arany kb. 70 %-o0s.



Egy LBP akkor uniform, ha a bitmintan kérkérosemjigénenve legfeljebb 2 db 0-1 vagy 1-0
atmenetet kapunk. Pl: 0000000 (0 &tmenet) 01110P@menet) and 11001111 (2 atmenet)
uniformok, de pl. 11001001 (4 atmenet) and 0101(J61&tmenet) nem azok.

flat flat edge corner non-uniform

5 A C
e

|
l|. O
[ N NN O|® | O ® & O O .
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[®]
C

o]
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6. abra uniform és nem uniform mintak

Az abran 8 bites LBP-bitsorozatokra lathatunk piéddaA fekete pontok jeldlik a O értékeket,
a fehérek az 1 bitértékeket. Ha minden szomszédekdrtéke kisebb mint a kozé&ppixelé,
akkor csak O bitekid all6 LBP-bitsorozatot kapunk (fekete pontok). Miazont minden
szomszédos pixel értéke nagyobb mint a ko&zépselé, akkor csak 1 bitekb &llé
bitsorozatunk lesz (fehér pontok). Ezeket, a cganas érték biteklsl allo bitsorozatokat a
szakirodalom flat jek&vel illeti.

8 szomszédos pont eseten 256 kulohkdgirmintat kaphatunk, amelgb58 lesz uniform. A
nem uniform mintakat nem kulonboztetjik meg egydiasgy 59 kilénbodé cimkénk lesz,
szemben az eredeti LBP-vel, amikor 256 volt. 16taviételi pont esetén 65536 helyett csak

243 cimkénk lesz, mivel 242 bitsorozat uniform.

2.2.3. Forgatas-invarians LBP (rotation invariaBfl)

Sok esetben szikség van arra, hogy a texturakme#lseére forgatas-invarians LBP-t

hasznaljunk.

7. abra forgatas-invarians LBP

10



Az abran jol megfigyelhéta kép forgatasanak hatasa az LBP-operatorra. Ammtén
elhelyezked szomszédos pontok is elfordulnak, igy megvaltezkbzéps pixelhez tartozo
LBP-érték.

Forgatas-invarians leképezéssel az LBP-operat@zi{ed) forgatas-invarianssa tehef
leképezés az 6sszes LBP binaris kod legkisebb idibékvald korkords bitenkénti jobbra

forgatasat jelenti:

LBP;; = minRORLBP,i) (2.17)

igy példaul a 10000110, 00110100, and 00001101rikinéddokhoz a leképezés utan
ugyanaz, a 00001101 kaod fog tartozni.

°

a[B60
P

Ez az operator csak szoggel §=1,2,...,P-) val6 elfordulasokra lesz invarians, de

osztalyozési feladatok eredményei azt mutatjdk,yhag operator mas szogelforduldsok

esetén is nagy robosztussagot mutat.

2.2.4. Local Ternary Pattern (LTP)
Az LBP kibovitésének tekinthét Az LBP-nél a kiiszéb a kozéppixel értekénél volt, ezert

erzekeny a zajokra, ennek csokkentésére vezettak b&P-t.

Itt szintén egy pixel értékét hasonlitjak 0sszezaszédos pixelekkel, de bevezetnek egy
kuszobérteket (k).

1 T=(c+k)
T=<0 T<(ctk)ésT>(c-k) (2.18)
-1 T<(c—-k)

Ahol c a kbzéps pixel értéke a szomszédos pixel értéke

Az igy eballo ternaris kodot, 2 binaris kddra osztjak, &b ¢hrtalmazza a pozitiv értekeket, a
masodik a negativ értékeket. A pozitiv és a negatiekeket tartalmazé kodokbol kalon-

kuldn hisztogramot szamolunk, igy az LTP méreteBR méretének 2-szerese lesz.

Az abran lathatunk egy példat az LTP szamitas&moszeédos pixel esetén.

11



94 | 38 | 54
23 | 50 | 78
47 | 66 | 12

-1

0

1

Ternary Pattern (k=5): L-1)01(-1)10i-1)

PartI=10010100, Part2=01001001

8. abra LTP szamitasa
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3. Klasszifikacidos modszerek

A klasszifikacibs mobdszerek osztalyozasi problénmakgoldasara szolgalnak. Ebben a
fejezetben ismertetem a leggyakrabban hasznak#fascios modszereket.

Legfontosabb klasszifikatorcsaladok:

» legkdzelebbi szomszéd mdodszer
* neuralis halok

e dontési szabalyok, dontési fak

* Naiv-Bayes modszerek

» Szupport vektor gépek

* Random forest
3.1. Random Forest [5]
A Random Forest klasszifikator egyszerre tobb lsetérett dontési fat is épit. Minden fa
minden csucsdba k (konstans) kisorsolt valtozé kdalamilyen célfiggvény szerint
legjobbat valasztja (az eredeti modell a Gini-inderint dont). A fak épitését egyor
rogzitett meélységig folytatja. Ha n db attribaturkuvean célszdr log n-t valasztani a fak
meélységének, igy a modelltr@(n) valtozot hasznal majd dsszesen. Egy ismeretleordek
osztalyardl a fak dontési szavazassal dontenek.

3.2. Naiv-Bayes-moddszer [6]

A naiv-Bayes osztalyozas a felligyelt tanulas e@gijta Az egyik leggyakrabban alkalmazott
és leghatékonyabb tanuldsi algoritmus, mert szask@syOs tulajdonsdggal rendelkezik.
Egyrészt nagymérét problémakra is sikeresen alkalmazhato, tovabba elentenek

problémat szamara a zajos adatok sem.

A naiv-Bayes osztalyozaséslzor egy valdszirségi modellt épit fel a tanitdé példak alapjan,

majd egy ismeretlen minta osztalycimkéjét e moalalbjan hatarozza meg.

Legyenek adottak:
A={X}, Xy X} attribitumok halmaza (3.1)

vV ={C,,C,,....C} osztaly-cimkék halmaza  (3.2)
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Ezen felll adott a mintaknak egy N eleérhalmaza Ggy, hogy minden mintanal ismert az
attribatumok értéke és a minta osztalya. A felastgt még ismeretlen, attribGtumokkal leirt
objektum besorolasa a megfélalsztalyba az tanitdé példak alapjan felépitett sAlfiséqi

modell segitségével.

A naiv-Bayes osztalyozas soran abbac'0C osztalyba soroljuk azXi:Xz:- Xi

jellemzokkel leirt objektumot, melyrep(c|xw X2 Xn) valésziiség a legnagyobb, azaz

c” = arg max ;. P(C|X;, X,y X,,) (3.3)

Mivel a medfigyeléseinkdl ezt kdzvetlen nem tudjuk kiszamolni, ezért olyaakra kell
hozni a képletet, hogy a benne szefe@losziiségek kdnnyen megbecsilsieiegyenek.
Ehhez alkalmazzuk &zor a Bayes-tételt:

P(c]x,, X,,.., X, ) CP(C)

O
C~ = arg max P(cx,, X,,..., X ) = arg max
g dic ( | 1 2 n) g cc P(Xl,XZ,...,Xn)

(3.4)

Ahhoz, hogy ennél egysZdib alakra hozzuk a képletet, fel kell tenni, hogy asztaly
ismeretében az attribGtumok egymastdl fiiggetlelmelen ered a naiv elnevezeés.

P(c) ] P(X[o)
= argmax = (3.5)
P(X, X500y X))

P(G%, X;.-... X,) (P(C)

c” = argmax
gMaXec P(X) Xy ,eey X )

Mivel szamunkra csak az a fontos, hogy melyiisztaly esetén adja a képlet a legnagyobb

eredmeényt, ezért nevedvel egyszeisithetink, igy az alabbi képlet adodik:
c”=argmax,, P(c) E['J P(x/c) (3.6)

AP(c)¢s a P(Xi|c)valészirﬁiségek a medgdfigyelési adatokbol altalaban kdnnyen

szamithatéak:

P(c) = ”W

n,, (3.7)
P(Xi |C) = n_l

C



ahol Nc azoknak a tanit6 mintaknak a szama, amelyek a télgba tartoznakN a tanit6

mintdk szama,"cx azoknak a tanit6 mintdknak a szama, ahol az gsztéds azX;

attribGtum-valtozo értéke.

AP (x[c) valosziiségeket célszérm-estimate modszerrel kozeliteni, mivel kevéstéani
adat esetén @lordulhat, hogy egyes osztaly(ok)hoz 0 becsilt saldiség tartozik. A
gyakorlatban azonban altalaban egyetlen esemérsgmak0 a valosziisége. Az m-estimate
modszer a 0 valdsziségeket 0-hoz kozeli, de pozitiv értékre korrigalgy pontosabb

becslést kapunk:

Ney +mlp
PR ==

C

(3.8)

aholp a priori (megfigyeléseket) medeb valosziriseége az attributumnak. Ha az attribdtum-
valtoz6 k-féle értéket vehet fel, akkpertéke 1/k,

m egy tetséleges szam, ennyi véletlen mintat adunk hozza aamin halmazahoz, minél
kevesebb a tanitd mintank annal nagyobérteket célszérvalasztani

Ennek a mddszernek az egyik, gyakran alkalmazetees Laplace-simitas, amikm=Kk,
vagyis

Nex +1
P(Xe) =—* - (3.9)

3.3. k-legktzelebbi szomszéd mbdszere [7]

A k-legkozelebbi szomszéd modszere egy ,lusta” dddikald eljards, amely nem épit
modellt. Alapelgondolasa, hogy a hasonlé attribdiwhjektumok hasonlé tulajdonsagokkal
birnak. A hasonlésagot tavolsagfiuggvéennyel méiitanuld adatbazist eltaroljuk, és amikor
egy ismeretlen objektumot kell klasszifikalnunk,kak megkeressik a tavolsagfiiggvény
szerinti k darab legkozelebbi pontot, és az objekiuabba a kategoriaba soroljuk, amely a
leggyakoribb a k szomszéd kozott (tdbbségi szayazAs moédszer egyfajta lokalis
siriségfliiggvény beadsleljarasnak is tekinthét

A k érték megfeldl kivalasztasa mindig az adatoktdl figg. Minél ndgyeérteket valasztunk,

annal kisebb a zaj az osztalyozasnal, viszont zialysk kdzotti hatarok kevésbé kivebiek.
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A tavolsdg szamitasa

Tekintsiink egy elemre, mint egy pontra az m-dimanaiektortérben. Az elemek kozotti
kilébnbodséget a vektoraik kilonbségének hosszaval (normidjavdefinialjuk.
(4 (x.9) =[x - ¥y, Az Euklideszi- és a Manhattan-norma a Minkowstima specialis

esetei.

Euklideszi-norme L(2) = /2 +[2,[ + .. + |2,[°  (3.10)
Manhattan-norm; L(2) = (2| + [Zo[ + . + |2, (3.11)

Minkowski-norma L(2) = ([zi|" +[z.[" + .. +[z,[")"'" (3.12)

Hisztogramok tavolsaga: Szamos moédszert kidolgoatdksztogramok kilénbézégének

megallapitasara.

Hisztogram metszés (Histogram intersection):

dimersection (Hl’ H 2) - Z mln( Hl(l)’ H Z(I)) (313)

Normalizalt hisztogramok (mindenszirkeértékhez megadja a#fetdulasi valdszitiségét)
esetén az értéke 0 és 1 kdzott van. Teljes egpesadén 1, teljes kilonbdseg esetén 0.

Chi-négyzet modszer:

_ 5 (Hi(i) - H,(0)°
dchi—square(Hl’Hz) _Z H1(|)+ H2(|) (314)

aholH;, H, normalizalt hisztogramok
A hisztogramok egyezése esetén az értéke 0, kgljésbozseég esetén végtelen ériiek

Bhattacharyya-tavolsag:

VH1 () TH, (i)
d hattacharyya Hl’ H 2 = l_ . .
5 ( ) Z\/ZHl(I)DZHz(') (3.15)

aholH3, H, normalizalt hisztogramok

A hisztogramok egyezése esetén az értéke 0, kgljesbodség esetén 1.
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- Kullback-Leibler divergencia:

_ P(O)\p
de (PIIQ) = Z IH(W)P(I) (3.16)

Q hisztogram tavolsdga Bkt

- Jenson-Shannon divergencia:
1 1
dys(P,Q) =5 D(PIIM) +-D(QIIM) (3.17)

1
Ahol M =2 (P+Q) ¢sD(QIIM) 3 Kullback-Leibler divergencia

3.4. DoOntési fak

A dontési fak tanulasa az egyik legegysibbr meégis az egyik leggyakrabban alkalmazott
feligyelt tanulasi médszer. Az eddig targyalt algousokhoz hasonléan itt is bemeneti és
kimeneti mintak adottak, és ellkell megtanulni a kimeneti értékeket képltiggvényt. A

bemeneteket attributumokkal irjuk le, ezek és ackietek is lehetnek diszkrétek vagy

folytonosak, de a gyakorlaton csak diszkrét esetieldglalkozunk.

A dontési fa egy tesztsorozat elvégzése utan jtdéintéshez, ahol a fanak:

* a bel$ csucsai a bemeneti attribGtumokhoz tartozo tesetek

» a csomopontokbdl kilépagak a tesztek lehetséges kimeneteleinek feletraek

* a levélcsomopontok adjak meg azt azokat az étetkamivel a dontési fa visszatér, ha az

adott csomoépontot elértik.

3.5. Szupport Vektor Gép [8], [9], [10]

Az SVM (Support Vector Machine) Vladimir N. Vapniés Corinna Cortes tobbféle gépi
tanulasi feladatra alkalmazhaté modellje (1995).
Alapvaltozata linearis kétosztalyos szeparalaspegéde kiterjeszthét

* Egy- vagy tobbosztalyos szeparalasra

* Nemlinearis szeparalasra

* Nemlinearis regresszios feladatokra

SVM lineéarisan szeparalhat6 adatokra:

Legyen 2 kilonbog osztaly: Y O{+1-1} (3.18)
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A tanul6adatbazis alljoh darab tanitépontbdl (n dimenziés vektorc(X: ¥) ahol XOR",

yO{+1-1} (3.19)

A tanitéhalmazD:{(x X OR" yO{+L 4} (3.20)

A szeparald hipersikot ugy kell megvalasztani, hogypél messzebb legyen a 2 osztaly
pontjaitdl, és pontosan k6zépen legyen a 2 osptatyjai kozott.

Margé-nak (margin) nevezzik a szeparald hipersig&ghuzamos sikok altal meghatarozott
térrészt, amely nem tartalmaz tanitopontokat. Atsikhoz legkozelebb @sanitopontok a

szupport vektorok.

Support Supporting
> hvperplanes

VECH

Margin ‘
|
|

Support

vectors
9. abra szupport vektor gépek

Amennyiben a tanuld adatbazis linearisan szepatalhahipersik az alabbi egyenlettel

fejezhet ki: WIX+b=0  (3.21)

aholw a hipersikra méteges vektor (normalvektor)

b
W a hipersik tavolsaga az origo-tol
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10. abra elvalaszto hipersik

A feladatunk az elvalasztdé hipersikot ugy bedllitgov és b értékének megfelél
meghatarozasa), hogy a margé maximalis legyennfasra vonatkoz6 korlatok az aldbbiak
szerint alakulnak:

WX 21+b minden(X,Y)OD —re ghol ¥ = +1 (3.22)

WX 21-b minden(%,¥)UD -re gholyi = -1 (3.23)

Ami WY %) 21-yb minden(%,Y)U D ~re gjakban irhatd fel a 2 korlatot egyesitve.

2
A margé maximalizalando hosszm, tehat aw vektor hosszatol fiigg. Ez a feladat a

négyzetgyokos kifejezés miatt bonyolult, de szeséree aw vektor hossza ekvivalens

1,2 1,2
§|W| kifejezéssel. Az optimalizalasi feladat tehé§|W| minimalizalasat jelenti, amely

egy kvadratikus programozasi feladat. Kvadratikusgmmozasi feladatnak nevezzik az
olyan optimalizalasi feladatot, amelyben a fel@helinearisak, a célfiggvény pedig egy
kvadratikus fuggvény. A kvadratikus programozagdmta a nagy szamitasigény, mivel az
O0sszes tanul6pont korlatot jelent. Egy optimaligéfi@ladathoz hozzarendellieegy vele
szoros kapcsolatban léwnasik optimalizalasi feladat. Az eredeti feladaiomal feladatnak
nevezik, a primal feladathoz kapcsol6do optimadighlfeladatot dual feladatnak nevezik.
Duél feladatot tobbféleképpen lehet definialni, st@ipport vektor gépek esetén a Lagrange

dudl feladatot szoktak hasznalni.
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3.5.1. Lagrange dudl feladat megoldasa (altalasey ELO]

Legyen a primal feladat az alab ii:
f(x) - min
9;(x)<0j=12,....m (3.24)
h(x)=0j=12,...k
x[ X

ahol f(X) a primal feladat célfiiggvénye

9: (X)) hi (%) feltételek
A primal feladathoz tartoz6 Lagrange dudl feladaalébbiak szerint irhatd fel:

O Uy, Uy, Vy oo, V) - Max (3.25)

ahol O(u,...,u,,Vv;,...,v,) =inf{L(x u,v) : xO X} =inf{ f(X) +Zm:qgi(x) +Zk:vih(x) :xO X}

(3.26)

L(xu,v) a Lagrange-fliggvény, az egyes feltételekhez rengel.,un Vs, ...\« egyitthatokat
Lagrange szorzdknak nevezzik.

A Lagrange dual feladat célfiggvénye tehat a Laggafuggvénynek minden Lagrange
szorzohoz tartozé infimuma az X halmazon. A Lageamyal feladat feltételi halmaza
egyszeifi, hiszen csak az egyétlenségekhez tartozé6 Lagrange szorzokra i6 el

nemnegativitast.

3.5.2. Alineéris SVM Lagrange dual feladatanak ogéisa

Az elbz6 részben felirtam hogyan kell meghatarozni egy @rifeladathoz tartozé Lagrange
dual feladat megoldasat altalanos esetben.

Alkalmazzuk az ott felirt 6sszefiggéseket az SVM-tartozod kvadratikus programozasi
feladat Lagrange dual feladatanak meghatarozasaregoldasara!

Az eredeti kvadratikus programozasi feladat:
. ~ 1 e
Tv,Ln[q)(W’ b)] = nv1v|bn5|v»1 (3.27)

Y, WX -b) =120 g fe|tételek
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Az ehhez tartoz6 Lagrange dudl feladat igy irheko f
i\ P R R ~
ma{©(d, W, b)] = rggxrgvan{ElM - ;ai [y, (WX —b) -1} (3.28)

ahol @i 20 az egyes feltételekhez rendelt Lagrange szorzék
Az ellentétes iranylu sz@értékek miatt ez szemléletesen azt jelenti, h©(d. W.b)
nyeregpontjat keressiik. Miv® (W.b) konvex pontosan 1 ilyen nyeregpont van.

Bizonyithato, hogy «(W.b".@") megoldas, akkor és csak akkor lesz az eredetidtiak is

szél$ertéke, ha teljestilnek a Karush-Kuhn-Tucker felikdte

a@(wﬂ,bﬂ,ﬁﬂ) =0

ow

g%(wﬂ,bﬂ,dﬂ) =0

aiD(yi (WD [Ri - bD) _1) =0
Y, (WX ~b%) =120
a’=0

(3.29)

Ha minden feltétel teljesul, akkor

1 | |
a’,w,b’= Z” ‘22121 a; Yy, % X (3.30)
[ J
A Karush-Kuhn-Tucker feltételek felhasznalasavajiitea maximalis margd megtalalasanak
dualis alakja:
1« -
ma{e(d 9 W, b)) = max(zl:a. _EZ_;‘Z; ra, Yy % X)) (3.31)

|
Zaiyi =0
i

a, =20

feltételek

Az egyik Karush-Kuhn-Tucker feltétel szerint:
a’(y, (W x -b")-1) =0 (3.32)
Ebbdl az kovetkezik, hogy:
e a’=0 vagy
e V(@ X-b)-1=0
Ha @i >0 egy (X;»¥i)UD tanulépontra, akkor az a tanulépont rajta van gyikeszupport-

sikon.
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Lathato, hogy a dudlis megoldasban a hipersikhgkbleelebb estanulépontokat hatarozzuk
meg (szupport vektorok), amelyek a szupport-sikdkatatozzak. Ezzel szemben a primal
feladat megoldasa a szupport-sikokat hatarozza meg.

Ha klasszifikatort arra szeretnék hasznalni, hogy pontot a 2 osztaly valamelyikébe

besoroljon, akkor az alabbi dontési figgvénnyehttathatjuk meg a pont osztalyat:
| |
f(X) =sgn@ X -b") =sgnd_a’y % X-> a'yX X, +1) (3.33)
i=1 i=1
ahol Xs/+ egy tets#leges szupport vektor a +1 osztalybdl

3.5.3. Puha margoju SVM (Soft margin SVM) [8]

Az eléz6 részben ismertetett SVM megoldasa optimalis esefipeényes, amikor az adatok
linearisan szeparalhatéak, a valésagban viszonadataink zajosak lehetnek, és igy az
adatainkat nem lehet tokéletesen szétvalasztanhigmysikkal. Altalaban vagy csak olyan
linearis szeparalas lehetséges, ahol a két oskti#ytt csak nagyon kis biztonsagi sav
alakithat6 ki, vagy lineéris szeparéalads hibamentesen is lehetséges. A kis biztonsagi savot
ndvelhetnénk, ha nem ragaszkodnank ahhoz, hogy emirtdnitopont a s&von Kkivl
helyezkedjen el. Ha a pontok tobbsége a savon kiesik, de néhany mintapontnal
megengedjuk, hogy a savon belilre keriljengk ésetleg azt is megengedjiik, hogy egyes
mintapontok az elvalaszto hipersik ,rossz” oldalkealiljenek), akkor ezen az aron a sav
mérete esetleg jelefgen ndvelhét
A probléma megoldéséara puha margokat (soft maedk@mazunk. Az osztalyozasi feladatra
vonatkozo feltételeket gyengitjuk kiegéézilack) valtozok bevezetésével:
Yi(WX —-b)>1-¢ gholi = L.... | gg& >0 (3.34)

Egy ¢i kiegészib valtézé az elvalaszt6 hipersik hibajat adja meg eektor esetén:

¢ Ha 9<é& <1 akkor azx vektor a margén beliilre esik, de a hipersik mebfele

oldalara

« Haé >1, akkor az ax; vektor a hipersik nem megfebebldalara esik
A szupport vektorok azok agvektor, amelyekre teljesdl:
Yi(WEX =b) =1-& gholi = L. | és€ >0 (3.35)

Az optimalizalési feladat a kdvetkeesz a kiegésiitvaltozok bevezetésével:
|
min( i +CY. e} (3.36)
e i=1

yi(WX —b) >1-¢ feltételek, aho! = L | és& >0
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A célfiggvényben szereplC egy pozitiv érték paraméter, amit a felhasznalé hataroz meg a
megoldas soran, regularizacios paraméternek nekezzi

A maximdlis margé megtalaldsanak dualis alakja arugaKuhn-Tucker feltételek
felhasznalasaval hatarozhaté meg. Lathatd, hoggphek megegyezik a linearis SVM-nél
kapott 6sszeflggéessel, nem tartalmazza a kiegésgaitozokat, csak a feltételek valtoztak

meg:

ma{e(@’ w7 = maxy a, - 133 qa, Yy (X) (3.37)

|
Zaiyi =0
=

O<a,<C

feltételek

3.5.4. Nemlinearis SVM [8]

Abban az esetben, ha a tanul6pontok nem szeparakhkterarisan az eredeti tanitopontokat
magasabb dimenzidéba transzformaljuk remélve, hogyyn@ar linearisan szeparalhatdéak

lesznek.

A kernel trikk lényege, hogy olyan probléméaknal,lyaknél a valtozok skalaris szorzata
szerepel csak, a skalaris szorzatot lecserélhetjilagyobb dimenzids térben vett skalaris
szorzatra. Ennek a kiszamitasahoz nincs szikségggobb dimenzids térbe képez

fliggvényre ¢ (X) _re).

IL\ ‘ E
* ) X
» X 4 %
X 4
x b4
=l X =
- - X
X - 5] N X _ X
% 2 \ X =
f o 2 2§ =t 2 *
. o 3 x
3 B -
x N B4 %Y 2,
S oy 3 D t
X L i £
T % -
4
4
% x x o
F

11. 4bra kernel trikk alkalmazasa

Kernel flggvénynek nevezink egy olyan fliggvényt,elgnmvektorok egy transzformalt
skalaris szorzatat az eredeti adattérben szanitja k
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KX, ¥)=¢(X)[4(y) (3.38)

Egy Kernel fliggvény szimmetrikus a valtozéib K (X, ¥) = K (¥, X) (3.39)
A lineéris SVM-nél felirt dontési flggvény az alabdlakra valtozik Kernel fluggvény

K (X, X) =¢(X) @ (X) hasznalataval:
| |
f(X) =sgn@’ [P(X) -b") = SQHEQDBW(X) [P(X) ") = sgn{Z a’y K (%, %) —b")

(3.40)
A szikséges és elégseges feltételeket ahhoz, hpgftiggveny Kernel figgvény legyen a

Mercer-tétel fogalmazza meg:
Egy valtozéiban szimmetrikus folyton X (X, ¥) fiiggvény akkor és csak akkor fejezhét
K (x,9) = #(X) [#(Y) alakban, ha minden olyag(x) fliggvény esetén, amely | 9 (x)? dx

véges, teliest] K (x. Y)g(x)g(y)dxdy >0

A leggyakrabban hasznalt Kernel fliggvények:

« Polinomialis (homogén): K (%, %) = (% X)) (3.41)
« Polinomialis (inhomogén): K (%, %;) = (% X +1)° (3.42)
. Gauss (RBF): K (%, %,) = exp( -y[% IX,[") (3.43)
ahol ¥ > 0 (3.44)
« Hiperbolikus tangens: K (X, %;) = tanh(xX, X; +¢)° (3.45)

aholk >0 ésc<0

3.5.5. Tobb osztalyu SVM

Az SVM-et eredetileg binaris osztalyozasi feladeatololgoztak ki, de 2-nél tobb osztalyos
problémak megoldasara is alkalmassa tehet
2 alap stratégiat kulénboztetiink meg a tobb odadhl@lld problémak SVM-mel tortén
megoldasara:

* atbbbosztalyos osztalyozasi feladat megfogalmdedisteles szélg@rték-szamitasi

feladatként

» atbbbosztalyos osztalyozasi feladat felbontash bifaris osztalyozasi feladatta

A tébbosztalyos feladat tobb binaris feladattéé&drtfelbontasa esetén egy vektor osztélyat az

egyes binaris SVM-ek élejelzéseinek 0sszegzése alapjan hatarozzak mégzEbbbségi
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szavazast szokas alkalmazni, a vektor abba azlyisztéog tartozni, amelyik a legtébb
Szavazatot kapta.
A gyakorlatban 2 féle megoldas terjedt el:

e ,egy az egy ellen” (one against one) : Az 6sszddriioz) osztalyparhoz 1-1 binaris

k
osztalyoz6t készitiink, igy k>2 osztaly ese™ 5 darab osztalyoz6nk lesz.

Minden osztalyoz6 csak az adott 2 osztalyhoz tart@ktorokat hasznalja fel.
* ,egy a tobbi ellen” (one against others): olyandbis osztalyozok alkotasa, amelyek
1 osztélyt tekintenek + osztalyként, az Osszesitéblosztalyként, igy 6sszesen k

darab binéris osztéalyozénk lesz.

3.6. Neurdlis hal6zatok [11], [12]

A mesterséges neuralis halozatokikidésének megértéséhez szikséges megismerni az
agyban talalhatdo neuralis hal6zatokban véegbémimtyamatokat, hiszen a mesterséges
neuralis haldézatok ezek mintajara épulnek.

dendridek
sejtiest

-._"\ /

- ritoplazma
A 10
— l ‘ i elaqazasok
- e
""-“=_-_~_.._
a madg tartalmazza ':xnn

a kromoszdmakat

ason wegridesek

12. abra Neuron felépitése
Neuronnak nevezzik az idegsejt €s nyulvanyainakiteggét. A neuronok az idegrendszer
legkisebb elemét jelentik. A neuronok ingerérzéksejtek, amelyeknek az ingerfelvétel és
az idegi ingerek vezetése a feladatuk.
A dendritek azok a nyudlvanyok, amelyek az informdatelvételére és a sejttest iranyaba
torterd vezetéseert felések. A dendritek az agyi neuronok bemenetei, arkely&s
neuronokhoz csatlakoznak. Az informéacié-feldolgdzaseuronok sejtmagja végzi. Az axon
egy c$ alaku nyulvany, amely az ingerlleteket a 8kjtvolodé iranyba vezeti. Az axon

vegzddései tobb masik neuron dendritjeihez csatlakozkatn
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3.6.1. Perceptron [11], [12]

A neurdlis halézat elemi egységékbneuronokbdl épilnek fel, melyek valamilyen lagal
feldolgozast hajtanak végre. A neuronok valamilygruktira szerint dsszekapcsolddva
halézatot alkotnak. A neurdlis halézat tanulasatékiralapjan megy végbe, a megszerzett

tudas a neuronok kozotti dsszekottetésekben, sidyotarolodik.

(1 J'
i( j)__.\ Kimenet
\ - v(n) _
2 20 |- v

e .

‘Efﬂ (?L)
| || | I |
Bemenet Stlyok Osszegz6 Alktivacids fv.
csomdapont

13. abra Perceptron felépitése

A mesterséges neuron az agyi heuron masolatapbgybemendgt egy kimenet elem, ahol

a bemenetek sulyozva egy 6ssZelgemenetére kerlilnek.

A Rosenblatt vagy egysZeperceptron egy olyan halézat, amely a megidbelallitas illetve
tanitas utan egy linearis szeparalasi probléma ldagara alkalmas.

A neuron a bioldgiai neuronhoz hasonldéan reagéldofgozott inputokra, a sulyozott 6sszeg
egy aktivaciés fluggvényen megy keresztil. A beriesélyozott 6sszeget ingernek
(excitation) is szoktak nevezni.

A bemeneti sulyozott 6ssz&fydb bemenet esetén:

v(n) =2 WX +b, (3.46)

A sulyozott 6sszeghez hozzaadunk éggltolasi (bias) ertéket. Az eltolasi érték néllkl
osztalyokat elvalaszt6 hipersik az origon mindestten athaladna. Az eltolasi értek |éivét
teszi, hogy a hipersik-vel val6 eltolasaval olyan adathalmazok osztalgazés meg tudjuk
oldani, amit egy origén athaladd hipersikkal nefmetett volnaAltalaban ab(n) torzitast is
sulyként szoktuk értelmezni égn)-ként hivatkozunk ra. A torzitashoz tartoz6 bemieégtket

pedigx(n) = 1-nek vesszik.
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Az aktivaciés fuggveny kimenetén megjelererték tovabbitédik a hozza kapcsolodo
neuronokhoz. A kimeneti jelet valasznak (activaltisnszoktak nevezni.

Az aktivacios fuggvénynek az esetek tobbségébenlimednis fuggvényt kell valasztani.
Linearis aktivacios fuggvény hasznalataval a newgy linearis fluggvényt valdsitana meg,
amely sok esetben azt eredményezné, hogy a hélibZga nem csokkenne le kétEppen.

A leggyakrabban alkalmazott aktivaciés fuggvenyelalabbiak:

. L g . 1,x>0
» Egységugras fuggvény: y(x) = (3.47)

0,x<0

. 1L x>0
 Elgjelfiggveny: X) = 3.48
sjelfiggveny y(x) {—Lxso (3.48)

. . _ 1

 Szigmoid fiiggvény y(x) = 13 (3.49)

Az egyes rétegekhez tartoz6 neuronok a bemenetigy \az €z réteg neuronjainak
kimenetével illetve a kovetkézréteg bemenetével vannak 0sszekoétve. A legtobbzatél
esetében a rétegek teljesen 6ssze vannak kotva, detéteg minden kimenete 6ssze van

kapcsolva a kdvetkézéteg 6sszes bemenetével.

Az egyes rétegeket feladatuk alapjan kilonboztatjek:
* Bemeneti réteg: Ebben a rétegben azok a neurot@katdak, amelyek a bemeneti
jelek tovabbitasat végzik a tovabbi rétegek felé.
* Rejtett réteg: A tulajdonképpeni informaciofeldatgst ebben a rétegben talalhatéd
neuronok végzik. A rejtett rétegek szama tobbhigte

* Kimeneti réteg: Ebben a rétegben talalhaté neurdoekbbitjdk az informéciot a
kllvilag felé.

3.6.2. A perceptron tanulasa [11], [12]

A tanuldsi folyamat tanuléadatokkal torténik. A uddadatoknal a bemenetekhez tartozo
kimeneti érték ismert. A bemeneti értékeket a garoa bemeneteire adjuk, és kiszamoljuk a
neuron kimenetét. A neuron kimeneti értékét Osssmtidjuk az elvart kimeneti értékkel. A
két erték kozotti kalonbséget a halozat hibajanakemzink. A tanulads soran az a célunk,
hogy a hal6ozat hib4ja lelédeg minél kisebb értékre csdkkenjen. Az idealitemne, ha a hiba

0-ra csokkenne, de altaldban ez nem valdsithaté meg
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Jeldlje azx(n) bemenethez tartozo6 idedlis kimenedét), illetve y(n) jelentse a hélozat altal az
x(n) bemenetre adott kimenetét, ekkor a neuralis haldggyzetes hibdja a kovetké&ppen
szamithato ki:

£=(d(n)-y(n)* (3.50)

A tanulas szabalyai:
* ha az adott bemenet mellett szamitott kimene§;d;), akkor a sulytényéiket nem
valtoztatjuk;
* hay= 0, dedi= 1, akkor noveljuk az "aktiv" inputok (melyek zéraknagyobbak)
sulytényesdit;
* hay=1, dedi= 0, akkor csdkkentjuk az "aktiv" inputok sulytémngie.
A fenti ndvelések és csokkentések mértéke sokéblet] tipikusan:
* rogzitett novekmeény
* a (d-y) —vel aranyos névekmény

» az ebzo kets kombinacidja

3.6.3. Tobbrétegperceptron [11], [12]

Egy egyszdf, lineearisan szeparélhat6 feladat egyetlen penmamal is megoldhatd, viszont
bonyolultabb, linearisan nem szeparalhato feladategoldasahoz tébbrétegerceptron

halézat sziikséges. A tobbréiguerceptron halozat all egy bemeneti réteégiejtett

réteg(ek)l és egy kimeneti rétegb

A rejtett réteg és az abban elhelyezkgubrceptronok szama lényegesen befolyasolhatja,
altalaban javithatja, a halézat approximacios kepgst, hiszen egy bonyolultabb
fuggvénykapcsolatot reprezental a bemenet és anleik@zott. Viszont egy nagyobb halozat

tanitdsa hosszabbdidvesz igénybe.

14. &bra tobbrétdigelorecsatolt halozat felépitése
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3.6.4. Backpropagation algoritmus [11], [12]

Elsérendi gradiens mddszer, amely a hibaéedmdi derivaltjait haszndlja iterativ modon a
halézat sulyainak beallitasara. A modszer hatrahgay konnyen beragadhat egy lokalis
minimumba.

A halézat &ltal meghatarozott kimenet és az elkértenet kozotti kilonbség az aldbbi
Osszefuiggéssel irhato fel, amit a neuralis haldibéjanak nevezink:

- %g(di M-y () (351

A backpropagation algoritmust hasznaljuk arra, hadmba minimumat megtalaljuk.
Ebben az 6sszefiiggésbéna i. mintahoz tartozé idedlis kimengt,az i. mintara szamitott
kimenet, m pedig a mintdk darabszama.
A sulyok meghatarozasara szolgal6 iteracios eljggagazisbol all:
1) propagacio: az aktudlis sulyokkal a bethgteksl a kimeneti jelek kiszamitasa.
2) backpropagacio: a bemeneti jelekhez tartozAdhalmazbeli kimeneti jelek &lirt értékei
€s a valdsagos kimenetek alapjan a sulyok médasigakimeneti rétegt a bemeneti réteg
felé, azaz visszafelé haladva.
Leggyakrabban szigmoid aktivacios fliggvényt szokddkalmazni, mivel ez a flggvény
derivalhato.

a) minden kimeneti neuronra kiszamitjuk a modosultyakit a gradiensek

meghatarozasa utan szigmoid aktivacioés fuggvényrddata esetén:

0E
awj,k
5 = Ve @-y)(d, -y 352

WID,k =W, +179,Y,

=Y,0,

1 >0 tanulasi paraméter

b) a rejtett rétegekben a kovetkezteg értékeire tdmaszkodva szamitjuk a modosult

sulyokat:
oE
= -y
ow, | Yié;
k
W =W 400,y
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/1 >0 tanulasi rata
A tanulasi rata megfel@él beallitasa nagyon fontos, értékét a programozokek
meghataroznia. Ha tul kicsinek valasztjuk, akkoakgoritmus lassan fog konvergalni a hiba

minimuma felé. A tdl nagy tanulasi rata hatasaralgaritmus instabilla valhat, oszcillalhat.

[

Small Learning Rate
Slow Convergence

Large Learning Rate

Divergence!

15. dbra Tanulasi rata hatasa

3.6.5. Backpropagation algoritmus momentummal [[11]

A backpropagation algoritmus momentummal alkalmaa, dogy elkeriljik a hiba lokalis
minimumba tortéé beragadasat. Ennek elkertlésére meg kell novelmnaasi rata értékét,
viszont az instabil viselkedést okozhat. Az algotis ebnye, hogy nagyobb tanulasi ratat
hasznalhatunk a stabilitas megtartasa mellett naintbackpropagation algortimusnal.
Momentum értékének 0 és 1 kdzotti ertéket kell skni.
A modosult sulyok az alabbi dsszefliiggésekkel statdiak:

a) kimeneti neuronok esetén:

Wi (E+1) = wy, (1) + (W, (1) —w,, (t-1) +7d, Y,

5, = ¥, @ y,)(d, - ¥,) (3.54)
H a momentum értéke

b) rejtett réteg neuronjai esetén:
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WID,k (t+1) =w,, () + z(w,, (1) —w,, (t=1)) +79d, Y,
o, =y, Q- yj)z O W, (3.55)

H a momentum értéke

3.6.6. Backpropagation algoritmus adaptiv tanasaméterrel [12]

Az eredeti backpropagation algoritmus sordn a &miutdta értéke a szamitas soran a
programozo altal meghatarozott értek. A backpropagalgoritmus teljesitményét nagyban
befolyasolja a tanulasi rata értéke.
Az algoritmus teljesitményét javitani lehet adapgdwnulasi rata alkalmazéaséval, mivel az
optimalis tanuldsi rata a tanuldsi folyamat sorakozik.
Az algoritmus célja, hogy a leléetegnagyobb legyen a tanulasi rata a tanulas saran
stabilitas megtartasa mellett.
A tanulasi rata modositasa az alabbi folyamat széirténik:
* Ha az (] hiba egy éte definialt arannyal meghaladja az utolso iterdaid szamolt
hibat (altalaban 1,04):
0 A sulyokat nem madositjuk
0 A tanulasi ratat csokkentjik meghatarozott réseéokkentjuk (altalaban 0,7)
* Ha az () hiba kisebb mint az utolsoé iteraciobamsdtihiba
0 A sulyokat modositjuk
o0 A tanulasi ratat novelni fogjuk (altalaban 1,05ré&@re)
* Az Uj hiba nem kisebb mint a régi €és nem haladjg eneneghatarozott arannyal
0 A sulyokat modositjuk

0 A tanulési rata valtozatlan marad

Taltanulas: A modell tal jOl illeszkedik a tanul@&lpakra, ennek kdvetkeztében nem tud jol
altalanositani, azaz j, a tesztelés soran nenit tpéldldk esetén nemiikodik jol a modell.
Ha a neuralis halézat paramétereinek szama soldetlik mint a tanulé adatok szama, akkor
elég kicsi az esély a tultanulasra. A neurdlis reticlul illetve tdltanulasanak elkertlését
tehat alapvéen a megfelélen megvalasztott rejtett rétegbeli csomopontok sx@m
biztosithatjuk.

A tultanulas akkor jelentkezhet, ha korlatozottnsadanulé adat all a rendelkezésinkre. Tébb
modszer ismert ilyen esetekben is a tdltanulaséésére.
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Korai leéllas modszere (early stopping):

A modszer alkalmazasa esetén a rendelkezésre dalibkat 2 részre osztjuk, egy tanuld
halmazra és egy validaciés halmazra. A tanul6 hatmaaddig torténik a tanitds, mig a
validacios halmazon is csokken a hiba. Ha a tamalinazon a haldzat hibgjat nagyon
lecsokkentjik, a halézat elkezdi taltanulni a tanatlatokat, €s a validacios hiba névekedni
fog.

Regularizacio:

A regulaciés maédszer lényege, hogy a haldzat hiladjasokkentése mellett minimalizalni
prébaljuk a halozat altal megvalositott fluggvengdiensét is. Ez az 6Otlet arra a tapasztalatra
tamaszkodik, hogy a tdltanulas esetén a hal6zagérasnhibakat is megtanulva, nagy lokalis
gradienseket produkdl az adatpontokban (hullamzBggrt azutdn a minimalizlando
hibafiggvenyt kiegészitjuk egy a gradiensek nagysdigaranyos un. regularizaciés taggal.
Ennek eredményeként a sulyok kisebbek leszneksa@sken a tultanulas valosisege é€s a

haldzat valasza simabb lesz.

3.6.7. Newton-modszer [11], [12]

A Newton-moddszer a masodréndradiens modszerek csoportjaba tartozik, a hitzpf@gy
masodrendl derivaltjait hasznélja fel a halézat sulyainak megrozasara. A Newton-
mobdszer négyzetes fliggvények minimumat 1 lépésh&jat meg. Altalaban gyorsabb
konvergenciat mutatnak mint a backpropagation #lgas, de hatranya a nagyobb szamitasi
igény (Hesse-matrix szamitasa miatt), valamidfoetiulhat oszcillacié vagy divergencia.
Ezzel szemben a backpropagation algoritmus a tsinudda megfelé valasztdsa esetén
garantaltan konvergalni fog.

A Newton-modszer azt feltételezi, hogy a gradieaktar komponensei a sulyok értakét

fuggnek, illetve a sulyok linearisan fuggetlenek.

Tekintsiik a hibafiiggvény masodfoku Taylor-polinana W« pontban!

q(w)=E(vvk)+DE(wk)(w—wk)+§<w—wk)H(wkxw—wk) (3.56)

0°E 0°E 0°E
ow;? owow,  Ow,0w,
0°E 0°E 0°E
H = 'ow,ow, ow: T Ow,0w, (3.57)
de o T
ow, 0w, Ow, 0w, 0w}
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A H a Hesse-matrixot jel6li, amely &hibafliggvény masodrefidierivaltjait tartalmazza.
Hatarozzuk me d (W) minimumat! A minimum szikséges feltétele:

Oa(w) =0 (3.58)
Elvégezve a gradiens-képzést az alabbi 6sszeflkagisik:

DE(w,) + H(w, )(w-w,)=0

W =W, = H(w,)"OE(w,) (3:59)

A Hesse-matrix kiszamitasa bonyolult, hosszadalmaéit olyan modszereket dolgoztak ki,
amelyek a Hesse-matrixok kozelitik.

Ezeket a mddszereket kvadzi Newton-mddszereknekzitev kvazi Newton-mddszereknél a
masodrendl derivaltakat nem szamitjuk ki, hanem a kodzelitésigzamoljuk ki egy egyszer

képlettel.

3.6.8. BFGS (Broyden-Fletcher-Goldfarb-Shannoya§d11], [12]

Vezessiik be g Y« jeliilést a gradiensek killbnbségére S« jeldlést pedig ¢ W
sulyvektorok kulonbségére!

S = Wy — Wy
Yo = OE(W,,,) - OE(w,) (3.60)

Indulé 1épésként kiindulunk egy tetgeges Wi U R"vektorbdl és egy szimmetrikus pozitiv
definit B« matrixbol.
A k. Iépés az alabbiak szerint alakul:
1. Megoldjuk aB«S« = ~0 E(Wy) Jinearis egyenletrendszert Sk kiilonbségvektorra.
2. Kiszamoljuk aW k-1 vektor értékét iWia = Wi + S¢ gsszefiiggés alapjan.
3. Az alabbi formulakkal kiszamoljuk a Y« vektort és a Hesse matrixot kdzélit

kovetkes Bi+1 matrix értékét:

_ ykyl (Bksk)(Bk%)T
+1 B + -
Boa = B vese  (Bs)'s,

(3.61)

3.6.9. Levenberg-Marquardt algoritmus [11], [12]

A Levenberg-Marquardt algoritmus az egyik leggyakian hasznalt, leghatékonyabb tanuld
algoritmus, amely sokkal hatékonyabb mint a bagkagation algoritmus. A modszer

kivalban alkalmas neurdlis halézatok sulyainak Idédhkra. Az eljaras 0Otvozi a

backpropagation eljaras és a Gauss-Newton modkagyedt: a backpropagation algoritmus
stabilitaséat illetve a Gauss-Newton mddszer gyors/kngenciajat.
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Ezt az iteracios eljarast a legkisebb négyzetegvitlgykozelitési probléma megoldasara
hasznaljak, igy hasznalhatdé nemlinearis flggvémgelyzetdsszegének minimalizalasara is.
EW) =3 (1,00)’ - min (3.62)
=
A Levenberg-Marquardt algoritmus a Hesse matrixekitesére az alabbi 6sszefliggést adja,
igy biztositva a Hesse matrix invertalhatosagat:
H=J"J+u (3.63)
aholJ a Jacobi-matrix, egységmatrix

A sulyok 0] értéke az alabbi 6sszefliggéssel szamdith

Wy = Wy — (JkTJk + IUI )_1Jk§k

e sy -1, (3.64)

ahol €« a hibavektor értéke a k. |épésben

A H n. regularizaciés paraméter a keresés iranyda é@sodositds nagysagat egyarant
befolyasolja. Ha a regularizaciés paraméter kicttkd (kozel 0), akkor az algoritmus a

Gauss-Newton moddszerhez konvergal, ha az értékeégdelenbe tart, akkor pedig a

legmeredekebb Ijttipusi megkdzelitést adja.

Az algoritmus K. iteracios lépése az alabbiak stedakul:
1. Adott W« stlyok valamint ¢ #« regularizaciés paraméter
Inicializalasként tetsteges poziti # értéket valaszthatunk
2. J« és&« meghatarozasa
3. S = (I de + 4) & kiszamitasa

_ Ew)-E(w, -s,)
r , , s st s g - ok 1
4. "« az un megbizhatésagi régidé szami E(V_Vk)‘§||3k§k +§k||2 (3.65)

5. aH paraméter értékét '« értékésl fiiggsen allitjuk

0 Ha'« < 025 gkkor 4w = 4H,

1
— Hy

o Ha'f«> 0.75 gkkor K = 5

0 Egyébkén M = Hy

6. Ha ' =0 akkor Wia = Wi . killonbenWia = Wy + S,
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3.6.10. Konjugalt gradiens médszer [11], [12]

A konjugélt gradiens modszer egy iteracios moédszenely alkalmazhatd tobbréteg

perceptron haldzatok tanito algoritmusaként.

Az atlagos négyzetes hilW.« kodrili Taylor-sora:
1
E(w, +Aw,) = EW,) + g(w,)" Aw,) + ZAw, H (W)W, +... (3,66)

ahol 9 (W) g gradiens vekto H (W) pedig a Hesse matrix

A konjugalt gradiens moédszer alkalmazhato, hiszeamt Taylor-sor alapjan kozebieg egy
f(x):%xTAx—bTx+c (3.67)

alakiu kvadratikus képletet kell minimalizalni. 6Bk6r kiszamitjuk a gradienst a
backpropagation eljarasssal, majd a konjugalt greslmoédszer segitségével ugy moédositjuk
a sulyokat, mintha a kézelikvadratikus forma minimumat keresnénk.
Az iteracios eljaras az alabbiak szerint irhato le:
1) Inicializalas: Az el§ iteracibban a minimum-keresés a legmeredekehbitajpiyaban
(negativ gradiens) ke#dik.
P, =79, (3.68)
2) k. lépés:
a. Keressik az 0 sulyokat
Wi = Wies 76 Py (3.69)
alakban. Az 7« Ggy hatarozzuk meg, hogE(W«) miniméalis legyen a
keresési irany mentén. Ez egy egyenes mentén eagsds, ami numerikusan

megoldhaté.

b. Ezutan e« pontban megkeressiik a hibafliggvény gradiensét.

Hals.|= ¢l9.] ahold>0 elsre megadott kis érték, akkor megallunk.

Ellenke® esetben folytatjuk a kovetk&aépéssel, viszont a kdvetketrepés

nem a~ Z«irdnyban torténik, hanem a konjugalt gradiens médszerint
meghatarozott iranyban. A keresési irany akkor lesgugalt, ha méieges a

korabbi gradiens-valtozasokra.
P="9* 'BkBk—l (3,70)

A B« szamitasa a Fletcher-Reeves-formula szerint:
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]
9. 9
P gk (3.71)

T
gk—l

A B« szamitasa a Polak-Ribiére-formula szerint:

_Ag,,+g,
By = —L =k
9 9

(3.72)
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4. A feladat gyakorlati megvaldsitasa [13], [14],15]

A talaj felisme6 rendszer programjait Matlab-ban készitettem elbelBba fejezetben
ismertetem a texturak leirasara hasznalt médszerskéamint az egyes klasszifikacids
modszerekkel kapott eredményeket.

4.1. Talajfelismed rendszerek attekintése [13], [14]

A talajfelismerés a képfeldolgozas egyik fontosuletet jelenti, példaul az autoném
robotoknal kiemelt jeledséggel bir.
Az autondm robotok az alkalmazasok széles paletefgdik. Az autonémia azt jelenti, hogy
a robotok tevékenységiket részben vagy teljesemnkiegnyitjak.
Példaul a hadaszat és a katasztrofavédelginzesetettel alkalmaz autonom robotokat
felderitési céllal, élen jarnak az autondm robgie$ztésében. Az autondém robotok katonai
alkalmazasa olyan kérnyezetben kulondsen indokaigly ember szaméra valamilyen okbol
nem megkozelithét (harci gazzal vagy nukleéris sugarzassal szenttyezeagy nagyon
kockazatosan megkozelithdirzott terdlet.
A talajfelszin felismerése nélkiulozhetetlen az aaio robotok biztonsagos kozlekedéséhez.
A robotnak képes kell lennie a kdrngeterepviszonyok feltérképezésére, ezek ismeretében
donteni tud az optimdlis Utvonalardl elkerllve kadalyokat és nehezen jarhato terepeket.
A robotnak tehat az altala készitett képi inforrdla@lapjan meg kell tudnia hatarozni a talaj
tipusat annak jellendi.
A talajfelismerési technikak 2 csoportba oszthat6ak

» Retrospektiv talajfelismerés: a igitt adatokbdl meghatarozzuk a talaj tipusat,

amelyen éppen halad a robot
* Prospektiv talajfelismerés: a robot kérnyezetél®mw talajviszonyokat hatarozzuk
meg

A prospektiv talajfelismerés torténhet a kornyegaimetriagjanak meghatarozasaval a LIDAR
szenzorok (Light Detection And Ranging) vagy saierkamerak altal szolgaltatott
informé&ciok alapjan. A sztered kamerak az emberokularis l1atdst médszerével készitenek

képet a kornyezetlét.
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4.1.1. 3D LIDAR alapu talajfelismerés [13]

A LIDAR (lézer szkennelés) egy hatékony technolégeometriai adatok é&hllitasara. A
LIDAR lézerrel térképezi fel a kérdéses terlletet, fényvisszavéidés méresét
haromdimenzidés profilt alkotva leképezi a felllellgmait és érzékeli a targyakat. Az
objektumokat tobb millié elendth &ll6 informaciéhalmaz (pontfetf) hatarozza meg.

A 3D LIDAR alapu talajfelismerés lépései:

1. szirés: A pontfelld sok hibas méresi eredményt tartalmaz, amiket letdenlitanunk.
Az extrém magas illetve alacsony intenzitasu portidias mérésre utalnak, ezeket
kénnyen meghatarozhatjuk. A zaj csotkkentésére altfink azokat a pontokat,
amelyek fix sugart koérnyezetében egy adott szarkeabsebb szomszédja van. A
sZirés altalaban a pontok 20-25 %-at tavolitja el.

2. Talaj sikjanak meghatarozasa: Aisss utan a talaj sikjanak a detektalasa tortérak. H
a talaj sikja tartalmazza a legtébb pontok, akkgyseefi dolgunk van. Ebben az
esetben példdul a RANSAC (iterativ robosztus begskigoritmussal kénnyen
meghatarozhatjuk a talaj sikjat.

Tobb sik esetén mar nehezebb meghatarozni a thjai, $6leg, ha nem a talaj sikja
tartalmazza a legtdbb pontot. Egyszé&s hatékony megoldas ebben az esetben, ha
csak egy referencia sikhoz kozeli pontokat vesszfimitasba, és ennek a siknak a
paramétereit frissitjuk képkockanként.

3. A talajviszonyok meghatarozasa: A pontok talaj&tilj vald tavolsagabdl (maximalis
tavolsag, tavolsagok szorasa) meg tudjuk hatarbmgjy sik vagy gérongyos a talaj.

4. A talaj tipusdnak meghatarozasa: Az intenzitdskdéhmstott tulajdonsagok alapjan
meg tudjuk hatarozni a talaj tipusat. (intenzitdmimuma, intenzitdas maximuma,
maximum és minimum intenzitas kulénbsége, inteszéflaga, medianja, szérasa).
Mivel az intenzitds értéke a beesési sé&bgs fligg, ezért a talaj tipusanak
meghatarozasahoz a beesési szdget, a |ézer tatolsigaz adatpontok szamat is
figyelembe vesszik. Ezen tulajdonsagok értékeijaamz osztalyozas valamely

klasszifikacios modszerrel torténik.

4.1.2. Talajfelismerés textara leiré6 modszerekkd]

A prospektiv talajfelismerés torténhet texturadeiodszerekkel is. Ebben az esetben a
talajrol készitett képi informaciok alapjan tortéra talaj tipusanak meghatarozasainke,
hogy ebben az esetben egy kamera is eléganerep vizsgalatahoz.

A talaj texturajanak jellemzésére szamos modszgitkmar alkalmazéasra:
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» Ko-okkurencia matrixok (2.1.3. fejezet)

* Markov-modellek

* LBP-operatorok (2.2. fejezet)
Az osztalyba a kiszamolt képi informéciok felhadasdval valamilyen klasszifikacios
modszerrel torténik.

4.2. Talaj Texturajanak leirasa
Az egyes talajtipusokrol készitett képek texturdiareirasara a circular LBP-operatort
(LBP(8,1)) valamint ennek egy tovabbfejlesztettoZhtat az uniform LBP-t hasznéltam.

4.2.1. Circular LBP(8,1)

Az LBP(8,1) esetén 8 kérnyépont intenzitasertékét, amelyek egy kor mentégpazddednek
el (kdr sugara egy pixeltavolsag) hasonlitjuk 6ssa€)zéps pixel értékével, viszont mivel
nem minden pont esik a pixel k6zéppontjdba, ez @ontok intenzitasertékénealk, (g, G,

07) meghatarozasara bilinearis interpolaciot alkabméz

16. abra LBP(8,1) pixeleinek elhelyezkedése

A LBP(8,1) kiszamitasanak a lépései az alabbiak:

1) A talajrol készilt kép beolvasasa: A képek betéltésa Matlab-ban az imread(...)
fuggveény szolgal. A fuggvény visszatérési ertékg legpmatrix, amelynek mérete a
kép tipusatdl figg. Szirkearnyalatos képek esetélggnMxN-es matrixot kapunk.,
ahol M a vizszintes sorokban talalhaté pixelek s#aN a fliggleges oszlopokban
talalhatd képpontok szamat jeldli. Szines képekébsa, ahol harom szincsatorna van

(piros, zold, kék), ott egy MxNx3-as képmatrixopkak eredményiil.
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17. abra Beolvasott szines kép

2) Szurkeéarnyalatos képddllitdsa: Ha a beolvasott kép szines volt, akkafakitjuk
szlrkearnyalatossa (rgb2gray(...) utasitas), mivel BR-operatort szirkearnyalatos
képeken fogjuk alkalmazni. A szilrkearnyalatos képek256 szirkearnyalat
szerepelhet, mivel 8-as bitmélységgel rendelkeznek.

..;;; .l-.' :
DR

, -:tf""-" 1/
’ KX 7
B e #h
: Y

M'
18. abra Szurkearnyalatos kép

3) Az egyes pixelekhez tartoz6 LBP-értékek meghat&anz&z egyes pixelekhez tartoz6
eredményeket egy matrixban taroljuk. Ha a szlrkedatos képiunk MxN-es méigt
akkor az eredmények tarolasara szolgaldo matrixivhR)x(N-2) méret lesz, hiszen a
2-2 szél§ sorban illetve oszlopban lévpixelekhez nem tudunk LBP-értéket
szamitani, mivel nem tudunk koréjuk egy 1 pixedi&agnyi sugaru kort rajzolni. A
paros sorszamugd, &, i, Q) pixelek értékei konnyen meghatarozhatéak, hiszen
pixelkbzéppontra esnek. A péaratlan sorszamg{ (s, G, O;) pixelek értékének

meghatarozasa bilinearis interpolaciéval tortéRié&ldaul a 2. sor 2. pixeléhez tartozé
0. értékének meghatarozasa az alabbiak szerint iirtén

g, =1(22)++/05[ (23) - 1(2,2)] ++/05[l (3.2) - 1 (2,2)] + 05[l (2,2) - 1 (23) - | (3.2) + | (3,3)]
(4.1)
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1{2,2) 1{2,3)

sqrt(0,5)

sqri|0.5)

®
113,2) 1(3,3)

19. abra Az 1(2,2) k6zéppixelhez tartoz@; ertékének meghatarozasa

A 8 kornyezd pont értékének kiszamitdsa utédn, 6sszehasonéifjudrtekiiket a kbzéppont
intenzitdsaval, és kiszdmoljuk az adott ponthaozar LBP-értéket:

LBP,, (X, Y.) = Z (9, = 9.)2° (4.2)

Az LBP-matrixot sorvektorra (256 eléimmivel az LBP 8 bites, ezért 256 kilonbdtéket
vehet fel) rendeztem a reshape(...) utasitassal, md&jdpott eredményt normalizalt LBP-

hisztogramon abrazoltam.

Al A 1
0 50 100 150 200 250 300

20. 4bra Normalizalt LBP(8,1)-hisztogram
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4.2.2. Uniform LBP

Ojala 2002-ben megallapitotta, hogy LBP(8,1) es¢®a szomszédos pontok szama, a kor
sugara 1 pixel hosszusagu) agadb LBP-értékek kdzel 90 %-a uniform, igy nem atégk
sok informaciét azzal, ha a nem uniform mintakayedign cimkével illetjuk. Egy LBP-
bitminta akkor uniform, ha a bitmintan korkoérdsetgigmenve legfeljebb 2 db 0-1 vagy 1-0
atmenetet kapunk. Pl: 0000000 (0 &tmenet) 01110P@menet) and 11001111 (2 atmenet)
uniformok, de pl. 11001001 (4 atmenet) and 0101061&tmenet) nem azok.

LBP(8,1) esetén a 256 lehetséges bitmintabol 58 lesform, igy a textdra jellemzése
uniform LBP esetén 59 eldnvektorral torténik, szemben az LBP(8,1) eseténlaikzott 256
elemi vektorral.

Az uniform LBP meghatarozasahoz a mar kiszamitB®(8,1) vektorbol indultam ki. Mind

a 256 bitmintara meghataroztam az 0-1 és 1-0 atelerisszegét. A 2-nél tébb atmdnet
bitmintahoz tartozé mintdk szamat O0sszegeztem, zé$% eleni vektor el$ elemében
eltaroltam, tehat az 59 elémektor el$ eleme tartalmazza a nem uniform mintakat. Az utana
kovetked 58 elem tartalmazza az uniform mintdkat. A vek®oreleme tartalmazza a
00000000 bitsorozathoz tartozé mintak szamat, 8mel 00000001 bitsorozathoz tartozo
mintak szadméat, egészen az utolsé elemig, ami 11t bitsorozathoz tartozé mintdk szamat
mutatja. A kapott eredményt normalizaltam, és bmon abrdzoltam. Ojala
megallapitasdhoz hasonléan az eredményeimnél szosépan 10 % koruli az uniform

mintak szama.

0 10 20 30 40 50 &0

21. abra Normalizalt uniform LBP-hisztogram
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4.3. Klasszifikacios eljarasok

A tesztadatok osztalyozaséra 2 klasszifikaciosradiapréobéltam ki, az SVM-mel illetve
elérecsatolt neurdlis hélozattal toréermsztalyozast. Ebben a fejezetben éattekintem ezen
modszerek aramétereinek beallitasat, valamint zalgezas soran kapott eredményeket.

4.3.1. Tanit6é pontok é&dllitasa

Mindharom osztaly (f, homok, aszfalt) 25-25 db tanité képet taltalmdmdegyik képhez
kiszamoltam a 256 eldimnormalizalt LBP(8,1) vektorokat. illetve 59 elénmormalizalt

uniform LBP vektorokat, és egy-egy matrixban elli@m, igy egy 75x256 valamint egy

75x59 métdr matrixot kaptam, amiket elmentettem egy-egy xierjeésztés fajlba.

22. abra Képek a tanité halmazbdl

4.3.2. Osztalyozas tbbbosztalyd SVM-mel

A tesztképek osztalyba sorolasara tobbosztalyd Svibtiszert kell alkalmazni, mivel 3
osztalyunk van. A fejezetben ismertetett médszéisil az ,egy a tobbi ellen” modszert
alkalmaztam.

Mindharom osztalyhoz tartozik egy-egy binéris olyp&d, amely a tesztképet az adott
osztalyba sorolja be vagy az 6sszes tobbi oszta(ipdddaul aithdz tartoz6 osztalyozo esetén
a fi alkotja az egyik osztalyt, a masik osztalyt adals&s a homok egyuttesen alkotjak.) A
tesztadat abba az osztalyba fog tartozni, amelyikgidbb szavazatok kapta. A mddszer
hatranya, hogy abban az esetben, ha tobb osztalyoisos szaml szavazatot kapott, akkor
nem tudjuk a tesztadatot osztalyba sorolni.
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SMO algoritmus [16]

A szupport vektor gépek gyakorlati felhasznaldsagakdot okoz az SVM tanitasdhoz
szlikséges kvadratikus programozas nagy algoritnkkogplexitasa, ezért kidolgoztak olyan
modszereket, amelyekkel a tanitasitidsokkenteni lehet. Ezen modszerek kozil az SVM
tanitasara az SMO (Squential Minimal Opimalizatialgoritmust hasznaltam. Az SMO egy
egyszeii, hatékony iteraciés modszer, amely gyorsan mej taldlani a SVM kvadratikus
programozasi feladatdt. Az SMO a koradbbi modszeskelddentétben a leh&tlegkisebb
meérefi optimalizalasi problémat oldja meg minden lépésBenSVM esetén ez 2 Lagrange-
szorzo optimalizalasat jelenti Iépésenként, mivehgrange szorzoknak teljesitenitk kell egy
linearis egyertiség feltételt (2.30). Az SMO minden |épésben kisAl&22 Lagrange-szorzot,
amelyeket optimalizal, majd frissiti az SVM-et gzoptimalizalt értékeknek megfetan. A
kovetked 2 optimalizalando valtézo kivalasztasa heurisa#utorténik. A modszer d@lye,
hogy teljesen kikertli a kvadratikus programozaansitasat, mivel a 2 Lagrange-szorzo

analitikusan is optimalizélhato.

A tesztképek osztalyozasahoz készitettem egy giafidhasznaldi fellletet (GUI) a Matlab-
ban. A 22. abran lathatjuk a program kinézetét.

A 'Load image’ nyomoégomb megnyomasaval egy, a s@ay@pinkdon mentett tesztképet
tudunk beolvasni, amely a jobb oldali Miben meg fog jelenni.

A legordub mentdl ki tudjuk valasztani, hogy melyik LBP-operatoradznaljuk majd az
osztalyozasra. A 2 valasztasi lefsgigink az LBP(8,1) valamint az uniform LBP.

A ’'Calculate’ nyomdégomb megnyomasaval a prograrnzdasitja a beolvasott képhez tartozé
LBP-vektor értékét, és a bal oldali nééen normalizalt hisztogramon abrazolja.

A ’'Classify’ nyomégombbal végezhetjuk el a teszikélp osztalyozasat. Az xlIsread(...)
utasitassal beolvassuk az adott LBP-operatorhaaztar75 eleri tanité adathalmazt, amit
korabban egy xlIs fajlban taroltunk el. A tesztké&atalyozasahoz sziikség van a tesztmintak
osztalyainak beolvasaséra is, amit egy 75 gleszlopvektorban taroltam. Az osztalyozasnal
4 eset lehetségesi(fhomok, aszfalt, szavazas dontetlen eredményd meat eldonthéy).

Az osztalyozassal kapott eredményt a normaliz&iztbgram alatt elhelyezkédstatikus

szovegdoboz jeleniti meg.
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23. dbra Az SVM osztélyozé program kinézete

75 tesztmintan (25idf 25 homok, 25 aszfalt) (24. abra) megvizsgaltamoaztalyozo
pontossagat uniform LBP hasznélata esetén. A kapatményeket a 2. tablazatban
rogzitettem. Az eredményeket 0Osszehasonlitva [@thdtogy puha margéjat SVM
alkalmazaséaval nagyobb pontossagot lehet elérpubfa margéju SVM abban kilénbozik az
eredeti SVM-8l, hogy az osztalyozas feltételeit kiegé&zitdltozOkkal gyengitjuk, igy
megengedjik, hogy néhany tanitbpont a margon leelkbriljon. A felhasznald altal
beallitandé C regularizaciés paraméterrel a kidtfesealtozok sulyat adjuk meg. Az
osztalyozés soran tobb regularizacios paramét&ipiébaltam, és a regularizacidés paraméter

0,5 értékénél kaptam a legnagyobb pontossagot.

24. dbra Néhany kép a tesztképek kozul
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Osztélyozas Tobbosztalyu puha o

) o . Tobbosztalya puha
pontossaga Tobbosztalyd SVM  margéju SVM .
margoju SVM C=0,5
C=0,05

fa 96% 96% 96%

homok 80% 84% 88%

aszfalt 88% 88% 92%

2. tablazat Osztalyozas pontossaga tobbosztalyu 888¥n

4.3.3. Osztalyozasd@ecsatolt neuralis haldzattal

A tesztképek osztalyba sorolas@éretsatolt neuralis halozattal is megvaldsithatoifdgm
LBP hasznalata esetén a bemeneti vektor 591elesz, a kimeneti vektor pedig 3 elém
hiszen 3 osztalyunk van.

A tanitasi halmazunk 75 mintabdl all (4.2.1. fejgze
Halbzat tanitasa

A haldézat tanitasa torténhet egyenként (szekvaaciahitas) vagy epochonként (kotegelt
(batch) tanitas). Soros tanitas esetén a sulyritddokat tanitdé pontonként, kétegelt tanitas
esetén a teljes tanitdo készlet (epoch) felhaszmaléén végezzik. Az élsesetben tehat a
sulymdédositasok szama megegyezik a tanitd pontmk&azak €s a tanitasi ciklusok szamanak
szorzataval, mig a batch eljarasnal csak ciklusankérrigalunk, ahol egy ciklus a teljes
tanitd készlet egyszeri felhasznalaséat jelentisz8kvencialis tanitasdlye, hogy kevesebb
tarolasi helyet igényel, valamint konhimplementalni.

A feladat soran a szekvencialis tanitast hasznakidmal6zat hibajanak szamitasara az atlagos

négyzetes hibat valasztottam.
Aktivacios fliggvény kivalasztasa

A neurdlis halozat teljesiktépessége szempontjabol fontos, hogy medfebtivacios
fuggvényt valasszunk ki. Altalaban gyorsabb a t@sulha az aktivaciés fliggvény
antiszimmetrikus.# (-n) = =¢(n))
A Matlab programban az alabbi aktivacios fliggvénk@kil lehet valasztani:
» Linearis aktivacios fuggvény
g(n)=n (4.3)
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a = purelinin)

25. 4bra Linearis aktivacios fliggvény

» Logisztikus aktivacios fuggveny

¢(n) = (4.4)

1+e™"

L

a = logsig(n)

26. abra Logisztikus aktivaciés fuggvény

» Tangens hiperbolikus figgvény

p=—=_—-1 (a5

1+ e—Zn

a= raru'rgue !

27. abra Tangens hiperbolikus aktivacios fuggveny

A 3. tabldzatban a kulonbéaktivacios fuggvenyekkel kapott eredményeket isetem. Azt
vizsgaltam meg, hogy 0,1 értékanulasi paraméter mellett 1000 epoch tanulasusiklatt
milyen értékire csokken le az atlagos négyzetes hiba backpropaganulasi algoritmus
alkalmazaséaval. Az atlagos négyzetes hiba meglzdtsdoal 10 futttatas eredményének
atlagat vettem. Az eredményekbjol latszik, hogy a leggyorsabb tanitast a réjtet

réteg(ek)ben tangens hiperbolikus aktivacios fuggvalkalmazasaval lehet elérni. A
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kimeneti réteg(ek)ben linearis, illetve tangens ehplikus aktivacios fliggveny is jo
megoldasnak mutatkozik. A kapott eredményeket fagpbe véve a rejtett réteg(ek)ben
tangens hiperbolikus, a kimeneti rétegben linesits/acios fliggvenyt valasztottam.

Rejtett Kri]':t?' Rejtett Kri]':fi" Rejtett | Kime-neti | Rejtett Kri]':fi" Rejtett Kri]':fi" Rejtett Kri]':fi"
réteg réteg réteg réteg réteg réteg réteg réteg réteg réteg réteg réteg
rejtett
Leetﬁrgo n. |Logisz-| Line- | Logisz- | Logisz- | Logisz- | tangens |tangens | Line- ;—:r?s Logisz- ;]I':SS ;—:r?s
jaiqak tikus aris tikus tikus tikus hip. hip. aris hip. tikus hip. hip.
szdma
1 0,1919 0,2731 0,2492 0,1514 0,277 0,21
3 0,1716 0,2597 0,1844 0,0823 0,2434 0,1001
5 0,16 0,2567 0,1518 0,073 0,2442 0,0672
7 0,1477 0,249 0,1225 0,0678 0,2409 0,063
10 0,1278 0,248 0,1189 0,0635 0,2432 0,0604
5+5 0,1538 0,2561 0,1453 0,0513 0,2425 0,0558
10+10 0,1242 0,2495 0,1239 0,0452 0,2387 0,0353

3. tablazat a halozat atlagos négyzetes hibajamakes kiilonb6a aktivacios

fuggvényekkel 1000 epoch tanulasi ciklus utan (@siyparaméter 0,1)
A neurdlis halézat idedlis méretének meghatarozasa

A neuralis halézat idedlis méretének meghataroaaség nem dolgoztak ki altalanos
modszert, annak meghatarozasa probalgatasos hetsdges. Altalanosan elmondhato, hogy
tobb réteg alkalmazasa konnyitheti a feladat mexgait] illetve rétegenként kevesebb neuron
is elegend lehet. Kétféle modszer terjedt el a halozat méekémeghatarozasara. Az @ls
szerint egy nagyobb halézatbdl kiindulva prébaljokg csokkenteni annak méretét, a masik
szerint egy kisebb hélozat\dtésével probalunk eljutni a megfélehegoldasig.

A neuralis haldzat rejtett rétegeinek, illetve ryainak idealis szamanak meghatarozasahoz
a 75 eleni tanité adathalmazt 2 részre osztottam: 80 %-dG&tatanitasara szolgal, 20 %-a
validacios minta. A tdltanulas elkerlilésére a hdlldanitasa le fog allni, ha a validaciés minta
hibdja 10 egymast kouetepochban nodvekedni fog. Megvizsgéltam, hogy a ki
halézati strukturakkal (rejtett rétegek szama, oeok szama) mekkora érigke lehet
csokkenteni a validacios hibat (4. tablazat). Aisgbb validaciés hibat 7-7 neuronbdl allo 2

rejtett réte neuralis hal6zatnal kaptam.
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Rejtett réteg neuronjainak Validcios hiba

szama

1 0,1602

3 0,1216

5 0,0891

7 0,0787

10 0,0601

5+5 0,0510

7+7 0,0480

10+10 0,0514

15+15 0,0642

4. tdblazat a validacios hiba értéke az egyes atlstzuktiranal

A valasztott strukturaja neuralis halézat 59 bentehé&s 3 kimenettel rendelkezik. 2 rejtett
rétegében egyarant 7-7 neuron talalhato, a kimeatgben pedig 3 neuron. A rejtett réteg
neuronjainak tangens hiperbolikus aktivacios fuggik, a kimeneti réteg neuronjainak

linearis aktivacios fuggvényuk van.

Hidden 1 Hidden 2

28. abra A valasztott neuralis hal6zat strukturaja

Tanulasi algoritmusok 6sszehasonlitasa

A 7-7 neuronbdl all6 2 rejtett réteégeurdlis halozat tanitasat tobbféle tanulasi #lgossal
elvégeztem. Megvizsgaltam, hogy a kilonbtemulasi algoritmusokkal mennyidas hany

epochszam alatt lehet elérni 0,01 éiitdlagos négyzetes hibat (5. tablazat).
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Tanulasi algoritmus epochszam Tanulasi idé
Backpro}pallgatmn a}lgorltmus 896.6 9,9896
tanulasi paraméter 0,1
Backprgp_agatmn glgorltmus 687.2 8.472
tanulasi paraméter 0,15
Backpro,pa_lgatlon a}lgorltmus 2192 24778
tanulasi paraméter 0,5
Backpropagation algoritmus
momentummal 185,2 2,085
tanulasi paraméter 1
momentum konstans 0,7
Levenberg_—Marquardt 7 8.9872
algoritmus
FIetcher-_Reeve§ konjugalt 44 1,9586
gradiens modszer

5. tablazat a tanuldsi algoritmusok eredmeényei

A backpropagation algoritmusnal a tanulasi param&téke nagy meértéekben befolyasolja az
algoritmus sebességét. Ha a tanulasi paramétemali értékét probalgatassal lehet
meghatarozni. Ha a tanulasi paramétert tul kicgilasztjuk, akkor a sulyok kis mértékben
fognak valtozni, lassu lesz a konvergencia. Nagwlési paraméter esetén gyorsabb lesz a
konvergencia, de instabilitas, oszcillaciés lépfet Momentum konstans hozzdadéséaval
novelni lehet a tanulas gyorsasagat, mivel a moumerdalulateres#t sziroként viselkedve
csokkeni az oszcillaciét, igy nagyobb tanulasi peaterekre is stabilitast biztosit. Az
eredményekdl lathatd, hogy a backpropagation algoritmus nggychszam utan éri el a 0,01
értéki atlagos négyzetes hibat, hiszen a hibafliggvénregidi derivaltjait hasznalja a

hal6zat sulyainak beallitasara.(29. Abra)
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Best Training Performance is 0.0099985 at epoch 934

Train |

Mean Squared Error {mse)

107

0 1[IJU 2[IJO 3£I][J 4[IJU SfIJU E-tI][] ?’fIJU SfIJU SIIJU
934 Epochs
29. abra Atlagos négyzetes hiba alakulasa backpatipm algoritmussal (tanulasi
paraméter 0,1)
A Levenberg-Marquardt algoritmusnal lehet a legbisepochszam alatt elérni a 0,01 éiiték
atlagos négyzetes hibat. Ez annak kdsz@nhbbgy ez az algoritmus a masodrénd
derivaltakat hasznalja a tanitds soran. A halGaatilési ideje magas, mivel az algoritmus
soran szamitandd Jacobi-matrix nagy, 75x500-astmégfé a tanitd mintak szama, 500 a

hal6zat sulyainak szadma)

A konjugalt gradiens modszer a backpropagationraifgashoz hasonléan élendi gradiens
modszer, viszont a keresés nem a negativ gradi@angaban torténik, hanem a konjugalt
gradiens modszer szerint meghatarozott iranyokldackpropagation algoritmushoz képest
a tanulads gyorsabb lesz, valamint kisebb epochsdath éri el a hibafliggvény megfdiel
mertéki csokkenését (30. abra). A vonalmenti minimumkenes@z aranymetszés keresest
valasztottam. Ez az eljards egyike a leggyakraliesenaltaknak. Bhye, hogy minden

Iépésben csak egy olyan Uj pont adddik, ahol Kikiskamolni a fliggvényértéket.
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Best Training Performance is 0.0097042 at epoch 32

0

Train |

Mean Squared Error {mse)

10 C 1 1 1 1 1 1
0 5 10 15 20 25 30

32 Epochs

30. abra Atlagos négyzetes hiba alakulasa FletRkeres konjugélt gradiens modszer

A neurdlis halézat osztalyozasanak pontossaga

A hélozat tanitasara a 75 képllo tanitd mintahalmazt hasznéltam fel. A tarfifdmazt 2
részre osztottam, 80%-at a haldzat tanitasara, ZQ 9alidaciora hasznaltam. A haldzat
tanitasa le fog allni, ha a validaciés minta hikjaegymast kdvétepochban ndévekedni fog.
A halézat tanitasara Fletcher-Reeves konjugalt ignadmédszert alkalmaztam, mert ez
biztositotta a leggyorsabb tanulast.

Az osztalyozas pontossagat az SVM-nél is haszbalegztkép segitségével hatdroztam meg.
A kapott eredményeket a 6. tdblazat tartalmazzéedriO tanitds soran kapott eredmények

atlagakeént szamitottam.

Osztalyozas 59-7-7-3 struktaraju
pontossaga neurdlis halézat
fi 96,4%
homok 83,6%
aszfalt 87,2%

6. tablazat az osztalyozas pontossaga 59-7-74&@taj neuralis halozattal
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5. Osszefoglalas, tovabbfejlesztési leléstgek

Munkam soran betekintést nyertem a képfeldolgozap/ dontos terlletébe, a
talajfelismerésbe. A talajvizsgalo rendszer tergéz@gy alapos irodalomkutatagzte meg,
attekintettem a képi informacié kinyerésére hadmtal modszereket, valamint az
osztalyozasra hasznalhatdé eljarasokat. Dolgozattsth fele ezen modszerek elméleti
bemutatasaval foglalkozik. Ezt koévenh munkdmat a szakirodalomban talalhato
talajfelismet rendszerek vizsgalataval folytattam. Veégezetil egpjat talajfelismér
rendszert terveztem, amelynek programrészleteiatiald-ban készitettem el.

Az elkészult alkalmazas tovabbfejlesztésére szaemetiség kinalkozik:

. A jelenlegi rendszer 3 talajtipus azonositasarae&épz osztalyok szamat novelve a
rendszert alkalmassa tehetjik tovabbi talajtipdsbémerésére is.

. Egyéb textura leir6 mddszerek, valamint klasszifiga mddszerek alkalmazasaval is
elvégezhetjik az osztalyozast, hiszeffatulhat, hogy mas modszerekkel még jobb

felismerési aranyt lehet elérni.
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Kdszonetnyilvanitas

Szeretnék koszonetet mondani Belsonzulensemnek, Tormasi Alexnek, hogy hasznos
tanacsokkal és észrevételekkel segitette munkamat.
Kilon készoéndm szlleimnek, hogy minden korilménk@kott mellettem alltak és segitették

tanulmanyaimat.
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Mellékletek



[. szamu melléklet: Uniform LBP kodja

I=imread('E:/kepl.jpg);
m=size(l,1);
n=size(l,2);
12= double(rgb2gray(l));

for i=2:m-1
for j=2:n-1
JO=12(i,)); %gc
do=12(i,j+1)>J0; %g0

dx1=12(i,j+1)-12(i,));
dy1=12(i+1,))-12(i,));
dxy1=12(i,))-12(i,j+1)-12(i+1,)+12(i+1,j+1);
d1=(J0+0.5*sqrt(2)*dx1+0.5*sqgrt(2)*dy1+0.5*dxy1)e;]
d2=12(i+1,j)>J0; %g2
dx3=12(i,j)-12(i,j-1);
dy3=I2(i+1,j-1)-12(i,j-1);
dxy3=12(i,j-1)-12(i,j)-12(i+1,j-1)+12(i+1,));
d3=(12(i,j-1)+(1-0.5*sqrt(2))*dx3+0.5*sqrt(2)*dy 3t -
0.5*sqrt(2))*0.5*sqrt(2)*dxy3)>J0; %03
d4=12(i,j-1)>J0; %g4
dx5=12(i-1,j)-12(i-1,j-1);
dy5=12(i,j-1)-12(i-1,j-1);
dxy5=12(i-1,j-1)-12(i-1,j)-12(i,j-1)+12(i,j);
d5=(12(i-1,j-1)+(1-0.5*sqrt(2))*dx5+(1-0.5*sqrt(ddy5+(1-0.5*sqrt(2))*(1-
0.5*sqrt(2))*dxy5)>J0; %95
d6=12(i-1,j)>J0;
dx7=12(i-1,j+1)-12(i-1,j);
dy7=12(i,j)-12(i-1,));
dxy7=12(i-1,j)-12(i-1,j+1)-12(i,j)+12(i,j+1); %96
d7=(12(i-1,j)+0.5*sqrt(2)*dx7+(1-0.5*sqrt(2y7+0.5*sqrt(2)*dxy7)>J0;

%0g1

%g7



LBP(i-1,j-1)=d0*270+d1*2"1+d2*2"2+d3*2"3+d8"4+d5*2"5+d6*2"6+d7*2"7,

end
end
LBP=uint8(LBP);
LBPv=reshape(LBP,1,size(LBP,1)*size(LBP,2));
Hist=hist(LBPv,0:255);
imshow(LBP);
plot(Hist);

%table |étrehozasa
table = zeros(1, 256);

nextLabel = 1;
for k = 1:256
bits=de2bi(k-1,8);
changes=sum(abs(diff(bits)));
if bits(8)-bits(1)~=0
changes=changes+1;
end
if changes <= 2
table(k) = nextLabel,

nextLabel = nextLabel + 1;

else
table(k) = 0;

end

end



%LBP-3l LBP uniform

for i=1:1:256
x=table(i);
if x==
LBPu(1)=LBPu(1)+Hist(i);
else
LBPu(x+1)=Hist(i);
end

end



[I. szamu melléklet: SVM osztalyozo GUI kodja

functionvarargout = LBPhistogram1(varargin)
%LBPHISTOGRAM1 M-file for LBPhistogram1.fig

%  LBPHISTOGRAML, by itself, creates a new LBBAOGRAML1 or raises the existing

%  singleton*.
%

% H = LBPHISTOGRAML1 returns the handle to avynedBPHISTOGRAM1 or the handle

to
%  the existing singleton*.
%

%  LBPHISTOGRAM1('Property','Value',...) cremeenew LBPHISTOGRAML using the

%  given property value pairs. Unrecognizedoprtes are passed via

%  varargin to LBPhistogram1l_OpeningFcn. Taiing syntax produces a
%  warning when there is an existing singleton*

%

% LBPHISTOGRAM1('CALLBACK') and
LBPHISTOGRAM1('CALLBACK',hObject,...) call the

% local function named CALLBACK in LBPHISTOGRAL.M with the given input
%  arguments.

%

%  *See GUI Options on GUIDE's Tools menu. @®"GUI allows only one
% instance to run (singleton)".

%

% See also: GUIDE, GUIDATA, GUIHANDLES

% Edit the above text to modify the response tp h&Phistogram1
% Last Modified by GUIDE v2.5 02-Nov-2014 09:37:05

% Begin initialization code - DO NOT EDIT

gui_Singleton = 1;

gui_State = structfui Nameg' mfilename,..
'gui_Singleton' gui_Singleton,..
'gui_OpeningFcn'@LBPhistogram1_OpeningFcn,
‘gui_OutputFcR” @LBPhistogram1_OutputFcn,
'gui_LayoutFcn' [], ...
'gui_Callback' []);

if nargin && ischar(varargin{1})

gui_State.gui_Callback = str2func(varargin{1});
end

if nargout
[varargout{1:nargout}] = gui_mainfcn(gui_Statgrargin{:});
else
gui_mainfcn(gui_State, varargin{:});
end
% End initialization code - DO NOT EDIT



% --- Executes just before LBPhistograml is mageie.

function LBPhistogram1_OpeningFcn(hObject, eventdata, lesndiarargin)
% This function has no output args, see OutputFcn.

% hObject handle to figure

% eventdata reserved - to be defined in a futarsion of MATLAB

% handles structure with handles and user dam GUIDATA)

% varargin unrecognized PropertyName/Property® alirs from the

% command line (see VARARGIN)

% Choose default command line output for LBPhistogt
handles.output = hObject;

% Update handles structure
guidata(hObject, handles);

% UIWAIT makes LBPhistogram1 wait for user respo(see UIRESUME)
% uiwait(handles.figurel);

% --- Outputs from this function are returned te tommand line.
functionvarargout = LBPhistogram1_OutputFcn(hObject, edatat, handles)
% varargout cell array for returning output argsg VARARGOUT);

% hObject handle to figure

% eventdata reserved - to be defined in a futarsion of MATLAB

% handles structure with handles and user daaGUIDATA)

% Get default command line output from handlescstme
varargout{1} = handles.output;

% --- Executes on button press in pushbuttonl.
function pushbuttonl_Callback(hObject, eventdata, handles)
handles.output = hObject;

[fn pn] = uigetfile(*.jpg’,'select jpg file);
complete = strcat(pn,fn);
set(handles.edit%fring,complete);

| = imread(complete);

axes(handles.axesl);

imshow(l,[]);

guidata(hObject, handles);
set(hObjectJserDatgl);

% --- Executes on button press in pushbutton2.

function pushbutton2_Callback(hObject, eventdata, handles)
h = findobj(Tag; pushbutton),

I= get(h,UserDatg;

m=size(l,1);
n=size(l,2);

Vi



12= double(rgb2gray(l));

switch get(handles.popupmentiizlue)
casel

for i=2:m-1
for j=2:n-1
JO=12(i,)); %gcC
do=12(i,j+1)>J0; %g0
dx1=12(i,j+1)-12(i,));
dy1=I12(i+1,))-12(i,);
dxy1=12(i,j)-12(i,j+1)-12(i+1,j))+12(i+1,j+1);
d1=(J0+0.5*sqgrt(2)*dx1+0.5*sqrt(2)*dy1+0.5*dx)J0; %g1
d2=12(i+1,j)>J0; %g2
dx3=12(i,j)-12(i,j-1);
dy3=12(i+1,j-1)-12(i,j-1);
dxy3=12(i,j-1)-12(i,j)-12(i+1,j-1)+12(i+1,));
d3=(12(i,j-1)+(1-0.5*sqrt(2))*dx3+0.5*sqrt(2)B+(1-0.5*sqrt(2))*0.5*sqrt(2) *dxy3)>J0;
%g3
d4=12(i,j-1)>J0; %g4
dx5=12(i-1,j)-12(i-1,j-1);
dy5=12(i,j-1)-12(i-1,j-1);
dxy5=12(i-1,j-1)-12(i-1,))-12(i,j-1) +12(i,j);
d5=(12(i-1,j-1)+(1-0.5*sqrt(2))*dx5+(1-0.5*sq&)) *dy5+(1-0.5*sqrt(2))*(1-
0.5*sgrt(2))*dxy5)>J0; %05
d6=12(i-1,j)>J0;
dx7=12(i-1,j+1)-12(i-1,j);
dy7=12(i,j)-12(i-1,));
dxy7=12(i-1,j)-12(i-1,j+1)-12(i,j))+12(i,j+1);
%g6
d7=(12(i-1,j)+0.5*sqrt(2)*dx7+(1-0.5*sqrtfrdy7+0.5*sqrt(2)*dxy7)>J0;
%g7
LBP(i-1,j-1)=d0*2"0+d1*2/1+d2*2"2+d3*2"3+d2"4+d5*2"5+d6*2"6+d7*2"\7;

end
end
LBP=uint8(LBP);
LBPv=reshape(LBP,1,size(LBP,1)*size(LBP,2));
Hist=hist(LBPv,0:255);
Hist=Hist./sum(Hist);
axes(handles.axes2);
plot(Hist);
set(hObjectUserDatgHist);

case2
for i=2:m-1

for j=2:n-1

VI



JO=12(i,)); %gc
do=12(i,j+1)>J0; %g0
dx1=12(i,j+1)-12(i,j);
dy1=12(i+1,))-12(i,));
dxy1=12(i,))-12(i,j+1)-12(i+1,))+12(i+1,j+1);
d1=(J0+0.5*sqrt(2)*dx1+0.5*sqgrt(2)*dy1+0.5*dx)AJ0; %g1
d2=12(i+1,j)>J0; %g2
dx3=12(i,j)-12(i,j-1);
dy3=I12(i+1,j-1)-12(i,j-1);
dxy3=12(i,j-1)-12(i,j)-12(i+1,j-1)+12(i+1,));
d3=(12(i,j-1)+(1-0.5*sqrt(2))*dx3+0.5*sqrt(2)B+(1-0.5*sqrt(2))*0.5*sqrt(2) *dxy3)>J0;
%g3
d4=12(i,j-1)>J0; %g4
dx5=12(i-1,j)-12(i-1,j-1);
dy5=12(i,j-1)-12(i-1,j-1);
dxy5=12(i-1,j-1)-12(i-1,j)-12(i,j-1) +12(i,j);
d5=(12(i-1,j-1)+(1-0.5*sqrt(2))*dx5+(1-0.5*s(&)) *dy5+(1-0.5*sqrt(2))*(1-
0.5*sqrt(2))*dxy5)>J0; %g5
d6=12(i-1,j)>J0;
dx7=12(i-1,j+1)-12(i-1,));
dy7=12(i,j)-12(i-1,));
dxy7=12(i-1,j)-12(i-1,j+1)-12(i,j)+12(i,j+1);
%qg6
d7=(12(i-1,))+0.5*sqrt(2)*dx7+(1-0.5*sqrtfrdy7+0.5*sqrt(2)*dxy7)>J0;
%Qq7
LBP(i-1,j-1)=d0*2"0+d1*2"1+d2*2"2+d3*2"3+d2"4+d5*2"5+d6*2"6+d7*2"\7;

end
end
LBP=uint8(LBP);
LBPv=reshape(LBP,1,size(LBP,1)*size(LBP,2));
Hist=hist(LBPv,0:255);

%table létrehozasa
table = zeros(1, 256);
ch=zeros(1,256);
nextLabel = 1;
for k = 1:256
bits=de2bi(k-1,8);
changes=sum(abs(diff(bits)));
if bits(8)-bits(1)~=0
changes=changes+1;
end
if changes <=2
table(k) = nextLabel,
nextLabel = nextLabel + 1;
ch(k)=changes;
else
table(k) = 0;
ch(k)=changes;

VIl



end
end
%LBP-3l LBP uniform

for i=1:1:256
x=table(i);
if x==
LBPu(1)=LBPu(1)+Hist(i);
else
LBPu(x+1)=Hist(i);
end
end

axes(handles.axes2);
LBPu=LBPu./sum(LBPu);
set(hObjectyJserDatgLBPu);
plot(LBPu);

end

% --- Executes on selection change in popupmenul.
functionpopupmenul_Callback(hObject, eventdata, handles)
% hObject handle to popupmenul (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB
% handles structure with handles and user daa GUIDATA)

% Hints: contents = cellstr(get(hObject, Stringdiurns popupmenul contents as cell array
% contents{get(hObject,'Value")} returnseséd item from popupmenul

% --- Executes during object creation, after sgttf properties.
functionpopupmenul_CreateFcn(hObject, eventdata, handles)

% hObject handle to popupmenul (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB

% handles empty - handles not created untit afteCreateFcns called

% Hint: popupmenu controls usually have a whitekigamund on Windows.

% See ISPC and COMPUTER.

if ispc && isequal(get(hObjecBackgroundColoy;,

get(0;defaultUicontrolBackgroundColg)’
set(hObjectBackgroundColoywhite);

end

functioneditl_Callback(hObject, eventdata, handles)

% hObject handle to editl (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB
% handles structure with handles and user daaGUIDATA)



% Hints: get(hObject,'String’) returns contentgditl as text
% str2zdouble(get(hObject,'String’)) retucostents of editl as a double

% --- Executes during object creation, after sgttf properties.
functioneditl_CreateFcn(hObject, eventdata, handles)

% hObject handle to editl (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB

% handles empty - handles not created untit afteCreateFcns called

% Hint: edit controls usually have a white backgrdwn Windows.

% See ISPC and COMPUTER.

if ispc && isequal(get(hObjecBackgroundColoy;

get(0;defaultUicontrolBackgroundColg)’
set(hObjectBackgroundColofwhite);

end

% --- Executes on button press in pushbutton3.

function pushbutton3_Callback(hObject, eventdata, handles)

% hObject handle to pushbutton3 (see GCBO)

% eventdata reserved - to be defined in a futarsion of MATLAB
% handles structure with handles and user daaGUIDATA)

t= cputime;

switch get(handles.popupmeniiizlue)
casel

TrainingSet = xlIsread{:/circularLBP256norm.x[¥'
h = findobj(Tag; pushbutton?,

Hist= get(h\UserDatg;
TestSet=zeros(1,256);
TestSet(1,:)=Hist ;

GroupTrain= xlIsreadt:/GroupTrain.x|9;
u=unique(GroupTrain);
numcClasses=length(u);

result = zeros(length(TestSet(:,1)),1);

%build models
for k=1:numClasses
%Vectorized statement that binarizes Group
%where 1 is the current class and 0 is all othesssds
G1vAll=(GroupTrain==u(k));
models(k) = svmtrain(TrainingSet,G1vAlhxconstrainj0.1);
end

x=zeros(length(TestSet(:,1)),numClasses);
y = zeros(length(TestSet(;,1)),1);



%oclassify test cases
for j=1:size(TestSet,1)
for k=1:numClasses

X(j,k)=svmclassify(models(k), TestSet(],:));

if sum(x(j,:))==1
if x(J,k)==1,
result(j)=k;

end
else

result(j)=0;
end
end

end

disp(Hist(1));
disp(x);

if result==1
disp(grasy;
elseifresult==2
disp(sand);
elseifresult==3
displasphal);
else
disp(honclassifieq;
end

e= cputime-t;
disp(e);

case2
TrainingSet = xIsread{:/uniformLBPnorm.xI9;
h = findobj(Tag; pushbutton?,

LBPu= get(hlUserDatg;
TestSet=zeros(1,59);

Xl



TestSet(1,:)=LBPu;

GroupTrain= xIsreadt:/GroupTrain.x|9;
u=unique(GroupTrain);
numcClasses=length(u);

result = zeros(length(TestSet(:,1)),1);

%build models
for k=1:numClasses
%Vectorized statement that binarizes Group
%where 1 is the current class and 0 is all othesssds
G1vAll=(GroupTrain==u(k));
models(k) = svmtrain(TrainingSet,G1vAlhxconstrainj0.1);
end

x=zeros(length(TestSet(:,1)),numClasses);
y = zeros(length(TestSet(:,1)),1);

%oclassify test cases
for j=1:size(TestSet,1)
for k=1:numClasses

X(j,k)=svmclassify(models(k), TestSet(},:));

if sum(x(j,:))==1
if x(j,k)==1,
result(j)=k;
end
else
result(j)=0;
end
end
end
disp(TestSet);
disp(x);
if result==1
disp(grass;

elseifresult==2
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disp(sand);
elseifresult==3
displasphal);
else
disp(honclassifieq;
end

e= cputime-t;
disp(e);

end

X



I1l. szamu melléklet: neuralis haldzat tanitasakbagpagation algoritmussal

net = feedforwardnet([7 7]);
net.trainFcn="traingd’;
net.trainParam.show = 50;
net.trainParam.epochs = 1000;
net.trainParam.Ir=0.1;
net.trainParam.goal = 0.001;
net.trainparam.max_fail=10;
net.divideparam.trainratio=80;
net.divideparam.valratio=20;

net.layers{1}.transferFcn = 'tansig’;
net.layers{2}.transferFcn = 'tansig’;
net.layers{3}.transferFcn = 'purelin’;

net=configure(net,p,t);
[net,tr] = train(net,p,t);

XIV



IV. szamu melléklet: neurdlis hal6zat tanitasa indesg-Marguardt

algoritmussal

net = feedforwardnet([7 7]);
net.trainFcn="trainim’;
net.trainParam.show = 50;
net.trainParam.epochs = 1000;
net.trainParam.goal = 0.001;
net.trainparam.max_fail=10;
net.divideparam.trainratio=80;
net.divideparam.valratio=20;
net.trainparam.mu_inc=4;
net.trainparam.mu_dec=0.5;

net.layers{1}.transferFcn = 'tansig’;
net.layers{2}.transferFcn = 'tansig’;
net.layers{3}.transferFcn = 'purelin’;

net=configure(net,p,t);
[net,tr] = train(net,p,t);

XV



V. szamu melléklet: neuralis hal6zat tanitasa Fe&eeves konjugalt gradiens

modszerrel

net = feedforwardnet([7 7]);
net.trainFcn="traincgf’;
net.trainParam.show = 50;
net.trainParam.epochs = 1000;
net.trainParam.goal = 0.001;
net.trainparam.max_fail=10;
net.divideparam.trainratio=80;
net.divideparam.valratio=20
net.trainParam.searchFcn='srchgol’;

net.layers{1}.transferFcn = 'tansig’;
net.layers{2}.transferFcn = 'tansig’;
net.layers{3}.transferFcn = 'purelin’;

net=configure(net,p,t);
[net,tr] = train(net,p,t);

XVI



