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1 Bevezetés

1.1 Motivacio

A 21. szazad egyik legmeghatarozobb kihivasaként szamontartott jelenség a globalis
felmelegedés. Ez a fogalom nem mas, mint a Fold klimarendszerének hosszutavi megvaltozasa
az emberi beavatkozdsok kovetkeztében. Ezen beavatkozdsok alatt elsdsorban fosszilis
energiahordozok elégetését értjiik, amelyek még inkabb az {iveghdz hatadsti gazok szintjét a
Fold atmoszférajaban, ezzel felgyorsitva az Ongerjeszté folyamatot. A kiillonbozo iiveghdz
hatasu gazok eloszlasat mutatja az 1. abra, amelyen vilagos barna szinnel van jeldlve a metan,
sargaval a nitrogén-oxidok, kékkel a fosszilis energiahordozok elégetésébdl szarmazd szén-
dioxid, sotét barnaval az egyéb moddon kibocsatott szén-dioxid, illetve pirossal az egyéb
tiveghaz hatasu gazok. Fontos kiemelni, hogy a teljes mennyiség mintegy 80%-at egyediil a

szén-dioxid fedi le, ezzel az egyik legnagyobb hozzajaruldja a klimavaltozasnak [2].
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1. abra: Az tiveghaz hatasu
gazok eloszlasa [1]

A Nemzetkdzi Energia Ugynokség 2020-as felmérése alapjan [3] ennek a szén-dioxid
kibocsajtasnak kortilbeliil 24%-a szarmazik kozvetleniil a kézlekedési szektorbol, amelybdl
kortilbelill haromnegyed aranyt tesz ki a kozati forgalom. Az Eurdpai Bizottsag 2019-es
kimutatasai szerint [4] a szigoru jogi szabalyozasok ellenére a kozlekedés részaranya az
liveghazhatasi gazok kibocsajtasaban 0,9%-kal novekedett az azt megel6z6 évhez képest a
technoldgiai fejlodés ellenére is.

Egy masik fontos probléma — habar szoros Osszefliggésben allnak egymassal — maga a
légszennyezés, amelyben hasonld részaranyt képvisel a kozuti kozlekedésben résztvevo
jarmiivek Osszkibocsatasa [5]. A 1égszennyezést okozo anyagok [6] — kén-oxidok, nitrogén-
oxidok, szén-monoxid, szénhidrogének, szilard anyagi részecskék — mind végtermékei a bels6

¢gésti motoroknak, amelyeknek nem csak a kornyezetre, hanem az emberi szervezetre



gyakorolt hatésai is jelentdsek. Ezen kiviil beszélhetiink a kornyezeti hatasokrol is: szmog
(fiistkod), savas es0, eutrofizacio, 6zonréteg elvékonyodasa, illetve globalis felmelegedés. Az
egyszerl felsorolas ellenére mindegyik elem kiilon-kiilon is oriasi terhet jelent egyarant a
bolygonkra, illetve rank, emberekre nézve is.

Szamos megkozelités, megoldas l1étezik mar a felsorolt problémak mérséklésére: ilyenek
példaul az alternativ energiaforrassal mikodo jarmiivek (elektromos energia [7], hidrogén [8],
illetve foldgaz alapt meghajtasok [9]), a magasabb hatasfokkal iizemeltethetd
kornyezetkimélébb motorok hasznalata [10], a kozOsségi autdmegosztd szolgaltatasok
igénybevétele [11], az alternativ kozlekedési eszkozok hasznalata [12], illetve Intelligens
Kozlekedési Rendszerek (Intelligent Transportation System - ITS) alkalmazasa.

Az imént emlitett karos kibocsatdsok azonban jéval inkabb a varosi kornyezetekben
fejtik ki hatasukat [13], hiszen a — nagyobb népsiiriség okan — joval kisebb kapacitasu
kozlekedési infrastruktara miatt konnyen telitoédik a kozathalozat. A telitett és szabad aramlasu
utszakaszok forgalmi szituacioi kozotti differencia nem csak utazasi idében, varakozasi idében,
atlagsebességben, vagy a sSorok hosszaval mérve drasztikus, hanem a kibocsatott karosanyagok
mennyiségében is szamottevo az akar 60%-os novekedés [14].

Mivel sok tényez6t (szén-dioxid-, nitrogén-oxidok-, szilard anyagi részecskék
emisszioja, illetve maguk a fogyasztasi paraméterek) legnagyobb mértékben a gyorsulas,
illetve annak mértéke befolyasolja [15], célszerii azokon a helyszineken beavatkozni, ahol ezen
kinematikai paraméter relative nagy fluktuacidéval rendelkezik — a keresztezddésekben. A
jelenleg hasznalatos fix ciklusidejii jelz6lampak nem tudnak alkalmazkodni a forgalom
dinamikéjahoz, viszont kiilonbozé adaptiv forgalomiranyitasi modszerekkel fejleszthetok a
bejovo forgalom fiiggvényében.

Ezek a modszerek képesek a torlodasok csokkentése révén nem csak az életiinket, hanem
a kornyezetiinket is pozitiv iranyban befolyasolni szamos teriileten. Ilyenek példaul a kisebb
okoldgiai ldbnyom generalasa, biztonsdgosabb kozlekedés, hozzdjarulas csokkentése a globalis
felmelegedéshez, hatékonyabb idomenedzsment, az emberek egészségiigyi allapotanak

javitasa, illetve az ¢ket koriilvevo allat- és ndvényvilag védelme.

1.2 Kapcsolddo kutatasok, eredmények

A probléma megoldéaséara az eddigi eredmények alapjan tapasztalt pozitiv tulajdonsagai
miatt — amik a késdbbiekben kifejtésre keriilnek — Gépi Tanulast (Machine Learning - ML)
alkalmazunk, ezen beliil pedig Megerdsitéses Tanulast (Reinforcement Learning - RL), illetve

fa alapu keres6 algoritmust. Ebben a fejezetben egy rovid attekintést végziink a



szakirodalomban eddig hasznalt eljarasokrol, megoldéasokrol, amelyek az altalunk hasznalt
modszerekkel szorosan 0sszefiiggnek.

Gépi tanulas alkalmazasaval szamos mas kozlekedés-iranyitasi feladat kapcsan lehet
talalkozni, de kimagasldé eredmények sziilettek mar a konkrét probléma megoldéséra is,
amelyre a késObbiekben a TSC angol roviditéssel hivatkozunk (Traffic Signal Control).

A TSC problémat tobb kiilonb6z6 megkozelitéssel oldottak meg az idok folyaman. A
legkorabbi megolddsok szabalyalapu rendszereket alkalmaztak. Ezek az algoritmusok a
kulcsallapotokhoz egyedi beavatkozasokat rendeltek (ezaltal allapot-beavatkozas parokat
létrehozva), amelyek felhasznalhatok az elvart teljesitménykritérium eléréséhez. [16] -ban
bemutattak egy 0j, REALBAND eclnevezésii rendszert, amely a kozlekedési halozatban
csoportokat azonosit, majd a forgalmi adatok fuzidja és sziirése segitségével predikciot ad azok
varhato érkezési idejére a keresztez6déshez. Emellett a cikk megoldasokat kinal az egymasnak
ellentmondd csoportok érkezésére vald predikcid esetére is. [17] szerzéi kifejlesztettek egy
dinamikus forgalomiranyito-jel els6bbségi rendszert, amely képes kezelni a valds idejii
forgalmat és a tranzitfeltételeket.

Egy masik alaposan kutatott megoldds az tugynevezett Dinamikus Programozas
(Dynamic Programming - DP), els6sorban annak rugalmassaga, finomhangolhatosaga és annak
lehetésége miatt, hogy a forgalmi viszonyok széles korében alkalmazhato lehet. Ezek mellett
elonye a teljesitménymutatok széles korének felhasznalasi lehetésége. [18] -ban bemutatasra
keriil a RHODES, amely szétbontja és atszervezi a TSC problémat hierarchikus alproblémakka.
A tanulmany azt is kimutatta, hogy a RHODES késés tekintetében feliilmulja az altaluk vizsgalt
félig-aktualt vezérloket. [19] -ben a szerzék egy dinamikus programozason alapuld
megkozelitést alkalmaztak, amely csokkentette a jarmtivek kumulalt késedelmi idejét, és az
értékfliggvény approximalasaval mérsékelte a sziikséges szamitési kapacitast.

A szimulécion alapuld megkozelitések is széles korben alkalmazottak a problémara. [20]
a CRONOS algoritmus viselkedését elemzi, aminél kimutattak, hogy annak felhasznalasaval a
késedelmi 1d6t csokkenteni lehet mind lokalis, mind pedig kozpontositott iranyitasi
modszerekhez képest. [21] -ben a szerzoék olyan moddszert mutatnak be, amely lokalis
kommunikéciot haszndl az érzékeldk és a kozlekedési lampak kozott, és képes forgalom-
reszponziv médon szabélyozni 6ket komplex, valos kozlekedési halozatokban.

Sok kutato alkalmazott Genetikus Algoritmusokat (Genetic Algorithm - GA) a TSC
probléma megoldasahoz. [22] -ben a szerzék egy csoportalapi optimalizaciés modellt
vizsgaltak, amely vegyes és kiegyensulyozatlan stirtiségii forgalom esetén oldja meg a kotott

fazissorenden alapuld jelvezérlés biztonsagi €s hatékonysagi problémait. [23] -ban egy
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szimulacion alapul6 genetikus algoritmust hasznalnak fel egy tobbceélu optimalizalasi modellel,
amely mar figyelembe veszi a késedelmet és a kibocsatasi paramétereket is.

A Multi-Agens Rendszerek (Multi-Agent System - MAS) hasznalata szintén altalanos,
elterjedt megkozelitésnek szamit a TSC-probléma kezelésének tekintetében. [24] egy
csoportalapti jelvezérlési modszert mutat be, ahol a jelcsoportokat kiilon agensekként
modellezik, és ezek az agensek a keresztezédés szintjén dontenek az adott forgalmi
szituacionak megfelelden.

Egy masik jol ismert modszer a jatékelmélet alkalmazasa. [25] szerz6i a TSC problémat
egy nem-kooperativ jatékként fogalmaztak meg, ahol az agensek célja a Sorok hosszanak
minimalizélésa.

A legujabb trend azonban a TSC probléma megoldasara a Megerdsitéses Tanulas alapu
algoritmusok alkalmazasa. Az RL kiemelkedé eredményeket mutatott ezen a teriileten és
szamos mas kozlekedéssel kapcsolatos alkalmazasban is. [26] -ban a szerzék nagy felbontast
eseményalapti adatok felhasznalasat mutattadk be az allapot-reprezentaciohoz, és ezzel
feliilmultak mind a fix, mind az aktualt-vezérldket a kialakult sorok hosszaban és a teljes
késedelmi id6 tekintetében. A szerzOk [27] -ben dinamikusan valtozé discount-faktort
alkalmaztak a Bellman-egyenlethez, amely a DQN algoritmus célértékeinek generalasaért
felelés. Osszehasonlitottdk eredményeiket a fix-Ciklusidejii vezérlvel és az eredeti DQN-
agenssel, ami arra vilagitott rd, hogy a tovabbfejlesztett dgens jobb eredményeket ért el
kumulalt késedelmi idében és atlagos ateresztoképességben, mint barmely mas megoldas. [28]
uj allapot-reprezentaciot mutatott be, amelyet Diszkrét Forgalomallapot-Kodolasnak
neveznek. Osszehasonlitva ugyanazzal az algoritmussal, amely feature-based vektor allapot-
reprezentaciot tartalmaz, az 0j reprezentacid jobb teljesitményt ér el az atlagos kumulalt
késedelmi id6 és az atlagos sorhossz tekintetében. [29] 6sszehasonlitotta a jatékelmélet- és az
RL alap megoldasokat fix ciklusidejii-vezérléssel egyetlen keresztezddés esetén, és az
eredmények azt mutattdk, hogy mindkét moédszer kiemelkedd teljesitményt nyuajt sorok
hosszaban a fix ciklusideji vezérléshez képest. A szerzok [30] -ban kifejlesztettek egy hibrid
beavatkozasi-térrel rendelkezé agenst, amely egyesiti a diszkrét és a folytonos beavatkozasi-
tereket, és Osszehasonlitottak megoldasukat a Mély Megerdsitéses Tanulasi (Deep
Reinforcement Learning - DRL) algoritmusokkal, diszkrét- és folytonos beavatkozasi-terekkel
és fix ciklusidejii vezérléssel. Az eredmények azt mutattak, hogy a bemutatott modszer
feliilmulta az 6sszes tobbit az atlagos utazasi 1d6, a sorok hossza és az atlagos varakozasi 1d6
tekintetében. [31] -ben Osszehasonlitasra keriiltek hagyomanyos Megerdsitéses Tanulasi

algoritmusok a DQN algoritmussal az egyszerii keresztez6dések TSC problémaja mentén, €s
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az eredmények azt mutattak, hogy a DQN algoritmus nagyobb mértékben képes a kumulalt
késedelmi 1d6 csokkentésére.

Az RL-t alkalmaztak mar tobb keresztezddésii TSC probléma kezelésére is. [32] szerz6i
uj rewarding koncepciot és a DQN algoritmust mutattak be, amelyet egy koordinacios
algoritmussal kombinalva tobb keresztez6dés egyidejii vezérlésére hasznaltak fel. [33] -ban a
Multi-Agens A2C algoritmus keriil bemutatisra a tobb keresztezédéses TSC probléma
megoldasara, amelynek eredményei alapjan 6sszehasonlitasra keriil mas DRL algoritmusokkal
mind szintetikus forgalmi halézaton, mind pedig egy valoés forgalmi halozaton. [34] egy 1,
kooperativ. DRL keretrendszert mutat be Coder néven, amely az eredeti RL problémat
részproblémakka bontja. A tanulmanyban Osszehasonlitjak a sajat modszeriiket mas RL
megkdozelitésekkel, valamint szabalyalapi moddszerekkel, mint példaul a fix ciklusidejt
forgalomiranyitas. A TSC-probléma tovabbi, tisztan RL-alapti megoldasait mutatjak be: [35].

Ezek a kutatasok bizonyitjak, hogy az RL sikeresen alkalmazhatd ezen a teriileten. Az
RL TSC-problémaban val6 gyakori alkalmazasanak oka és alapja pedig a megerésitéses tanulas
nyujtotta rendkiviili sokoldaliisag a szekvencialis dontéshozatali problémak teriiletén, amelyet
maga az RL-keretrendszer hordoz magaban. Ezek egyike a valdsidejliség, amely az elére
behangolt fliggvény-approximatorok (neurdlis halézatok) gyakorlatban elhanyagolhatd
mértekli allapotfelmérési késedelmének koszonhetd. Emellett fontos tulajdonsdg a
skalazhat6sag, aminek kovetkeztében (elméletileg) szinte tetszéleges szamu és komplexitasa
kozlekedési csomopontra alkalmazhatoak, illetve a magas szintii generalizald képesség, amely
a kezdetektdl fogva szintén ismert €s kutatott téma.

Az emlitett eldnyok miatt sokan kutatjdk a témat, igy napjainkra az RL-alapu
megoldasoknak hatalmas szakirodalma van ezen a teriileten. A TSC-problémdra nézve
megfeleld, rendelkezésre allo algoritmusok sora az RL fejlodésével egyiitt boviilt. Egyszeri
értek-alap és policy-alapuld megoldasokbol indult ki, mint példaul a DQN és a Policy
Gradient (PG), majd az Actor-Critic megkozelitések kovetkeztek. Ugyanez tortént az allapot-
reprezentaciok esetében is. A feature-based értékvektorok mellett a képszer(i abrazolasok is
kezdtek elterjedni a Konvoluciés Neuralis Halozatok (Convolutional Neural Network - CNN)
kimagaslo sikerének kdszonhetden.

A meger6sitéses tanulas TSC problémara valo alkalmazasanak lehet6ségével — ahogy az
fentebb kifejtésre keriilt — relative régota, mélyebben foglalkozik a tudomany, azonban ez nem
mondhato el a keres6 algoritmusok csaladjarél, és specifikusan a Monte Carlo Tree Search
(MCTYS) algoritmusrol sem. Ennek megvalaszolasara a késobbiekben keriil majd sor, am el6bb

kovetkezzék egy rovid attekintés a témarol.



Az RL-hez hasonldan itt is megjelennek jatékelmélet-alapi megoldasok, ilyen példaul
[36], amelyben a szerz6k egy CoSIGN-nak elnevezett iterativ, keresé algoritmust mutattak be
75 kozlekedési lampa jelének egylittes optimalizaldsara, majd alkalmaztdk azt valddi
kornyezetben. Az alkotok a TSC-t egy diszkrét optimalizacios problémanak fogalmaztak meg,
amelyben a beavatkozasok jelfazisok. Igy tehat az algoritmus iterativ médon megkeresi az
egymassal egyidejiileg legjobban egyiittmiikodé jelfazisokat, és az igy kialakult egyedi
fazistervekkel iranyitja a kozlekedési halozat egészét. Az algoritmus alkalmazhatosaganak
korlatjat a sziikséges szamitasi kapacitds okozza: elméletileg 1000 darab parhuzamosan
mukodé CPU-val a cikkben vizsgalt 20 iteracio nagyjabol 10 percet venne igénybe, ami
nagyjabol 20%-os atlagos utazasi id6 csokkenést eredményezne.

[37] egy raj-intelligencia alapti, Hangya Koldonia elnevezésti optimalizacios algoritmust
alkalmaz sikeresen a TSC probléma megoldasara. Ez egy metaheurisztikus algoritmus, amelyet
nagy szamitdsi kapacitdst igényld kombinatorikus optimalizécids probléméak megoldasara
fejlesztettek ki. Lényege, hogy az elsd iteracid folyamén a ,,mesterséges hangyak” (dgensek)
cselekedetei véletlenszerliek, mig végiil a 1épések végi tapasztalat-frissitések hatasara, egymas
tapasztalatait felhasznalva az optimalis dontés felé konvergalnak.

Egy keres6 algoritmust mutatnak be [38] -ban is, ahol a jarmi-infrastruktira
kommunikécio révén létrejott prioritdsi kérelmeket kell feldolgoznia a forgalomiranyitd
berendezésnek. Az algoritmus elszor feldolgozza a prioritasi kérelmeket, majd egy iteraciod
sorozat altal kivalasztja az optimalis fazissorrendet tgy, hogy kézben minimalizalja a teljes
késedelmi id6t.

Korabban az RL kapcsan esett mar sz6 a dinamikus programozasrél, [39] -ben azonban
azt egy fa alapu keresbalgoritmussal kombinaljak, amely kisebb allapottér altal (tobblépéses
iteraciok, egyes allapotok kiiktatasa) képes csokkenteni a szamitasi kapacitas igényt, ezaltal
megvalositva a kozel valos idejli futast.

[40] -ben egy Monte Carlo Tree Search alapu jeloptimalizacios modellt mutatnak be,
amely a csomopontokba befutd Gjonnan 1étrejott (tehat relative rovid) savok tultelit6dését,
ezaltal a tobbi sav szabad mozgasat hivatott elésegiteni. Ezen utszakaszok sorhossz
paramétereiben, illetve az atlagos utazasi idok és kumulalt késedelmi id6 tekintetében szintén
felilmultak az altaluk hasznalt szimuldcids szoftver (Synchro) beépitett jeloptimalizacios
algoritmusat. F6 hatranya, hogy a szdmitdsi kapacitast figyelembe véve csak idozitett
vezérlésre alkalmas.

A Monte Carlo Tree Search nevezetii algoritmussal foglalkoztak tovabb a szerzok [41] -

ben, amelyben féutvonali keresztezodésben vizsgaltak az ember vezette jarmivek, és az
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autonom, infrastruktiraval egyiittmiikodé jarmivek alkotta vegyes forgalmat iranyito
jelzélampakat, €s elérték az algoritmus valos ideji futtathatosagat. Ezt az altaluk kifejlesztett
exploration-exploitation dilemmat kiegyenstlyoz6 kalibraciés modell felhasznalasaval, illetve
a fa terjeszkedését determinaldé modullal érték el, mikdzben 6,5%-0s {lizemanyag
megtakaritashoz és 3,5% atlagos utazasi id6 csokkenéshez jutottak.

Ezek a kutatasok, illetve a kutatasok tendenciai is jol mutatjak, hogy habar az MCTS
TSC problémara val6 alkalmazasaban nagy potencial talalhato, annak kihasznaldsa erdforras
igényes feladat, amely az id6 eldre haladtaval bekovetkezd hardveres fejlodés hatasara egyre
elérhetébbé valik.

Teljesitmény tekintetében megkérddjelezhetetlen tény azonban, hogy az agensek altal
alkalmazott rewarding koncepcio tekintheté mind az RL, mint pedig az MCTS egyik
leglényegesebb komponensének. Szamos szakirodalmat tanulmanyozva azt tapasztaltuk, hogy
a leggyakrabban alkalmazott rewarding koncepciok a kezdetektdl fogva nem valtoztak. Ma is
elsésorban a forgalom aramlasaval kapcsolatos mérdszamokon alapulnak, mint példaul a
varakozasi 1d6, a sorok hossza, az ateresztOképesség és a fazisok frekvenciaja, ezért
érdemesnek tartottuk ebbdl a szempontbdl is megvizsgalni €s elemezni a problémat.

Célunk tehat az, hogy az igy létrejott felvetésiinket felhasznalva adaptiv
forgalomiranyitasi technoldgidkkal megvizsgdljuk és egy Uj rewarding koncepcidval
elorehaladast érjiink el a keresztez6dések forgalomiranyitasi problémajaban, mikdzben kiemelt

hangsulyt fektetiink a TSC-probléma kornyezeti vonatkozasaira is.

1.3 Kontribucio

A dolgozat kontribucidja tobb részbdl tevodik ossze. El6szor egy, a problémara nézve uj
megkozelitésii rewarding koncepcio [42] tovabbfejlesztését mutatjuk be a TSC problémara,
amely egy érdekes betekintést mutat ebbe a bizonyos iranyitasi feladatba.

Masodszor, egy Policy Gradient agens keriil betanitasra ezzel az 10j rewarding
koncepcidval, majd bemutatjuk annak teljesitményét egy szintén az Gj koncepciot alkalmazo
MCTS agenssel egyiitt. Ezen agensek harom masik rewarding modszer segitségével kertilnek
kiértékelésre és Osszehasonlitasra, amelyek a kovetkez6é mérészamokon alapulnak: sorhossz,
atlagsebesség, ¢és savkihasznaltsag szoérdsa. Ezek koziil az els6 a szakirodalom altal
leggyakrabban hasznalt rewarding stratégia, amely mar bizonyitotta sikerességét ebben a
feladatban [43]. A masodik egy szintén sokat alkalmazott metddus, mig legutobbi az eredeti
szoras alapt koncepcid, amely tovabbfejlesztésre keriilt. Ezeken feliil megoldasainkat tovabbi

modszerekkel hasonlitjuk 6ssze: egy idoveszteségen alapuld aktualt vezérld algoritmussal, és



a fix ciklusidejt jelz6lampa vezérléssel. Ezen tilmenden, az eredmények értékelése nem csak
a klasszikus metrikakra fokuszal, hanem kitér a kiilonb6z6 megoldasok fenntarthatosagi
lehetdségére is, mint példadul a CO2-, NOx-, és CO-emissziok. Az értékelés ilyen formaja a
fenntarthatd kozlekedés nevében mar kényszeriinek is nevezhetd, mivel a kozlekedési- és
szallitasi szektorok kibocsatasanak csokkentése vilagszerte komoly aggodalmakat kelt
manapsag.

Harmadszor, a Monte Carlo fakeresdé algoritmus egy érdekes, de még nem ismert
tulajdonsagara hivjuk fel a figyelmet.

A dolgozat a kovetkezOképpen szervezddik: a 2. fejezetben bemutatjuk a tanito
kornyezetet, valamint annak legfontosabb Osszetevoit, példaul az allapot-reprezentaciot, a
beavatkozasi lehetéségeket és az 0j rewarding koncepciot. A 3. fejezetben részletesen
ismertetjiik az alkalmazott stratégiakat, végil a 4. fejezet Gsszehasonlitja a kiilonb6z6
modszerek teljesitményeit. Az 5. rész tartalmazza az eredményekbdl levont kovetkeztetéseket

¢s a tovabblépési, tovabbfejlesztési lehetdségeket veti fel a téma kapcsan.
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2 Fejlesztési kornyezet

Amint azt korabban targyaltuk, mind az RL keretrendszernek, mint pedig az MCTS
tervezd algoritmusnak sziiksége van egy kornyezetre az interakciok lebonyolitasahoz.
Esetiinkben ezt a feladatot a Simulation of Urban MObility (SUMO) [44] elnevezésli
szimulacios szoftverben létrehozott keresztezddés latja el. A SUMO egy nyilt forraskodu,
egyarant mikroszkopikus, és makroszkopikus forgalmi szimulator, amely dinamikusan
bdvithetd és nagymértékben testre szabhato. A kozosség altal fejlesztett API-kon keresztiil
kiilonféle kozlekedési halozatokat lehet egyedileg épiteni, vagy akar teljes, 1étez6 haldzatokat
is betdlthetiink a szoftverbe. Amint azt a 3. abra mutatja, infrastruktirank a kovetkez6képpen
néz ki: a PG és MCTS agensek pythonban vannak implementalva, eldbbi a Pytorch Deep
Learning konyvtar hasznalataval. Emellett maga a kornyezet két 6 részbdl tevodik 6ssze: egy
python komponensbél és a SUMO-ban 1étrehozott kdzlekedési csomopontbol, lasd 2. abra. A
python komponens felelés a SUMO kornyezetbe torténd beavatkozasokért (az agens dontései
alapjan), amit a TraCl interfész segitségével tud megvalositani. Emellett feladata még a
SUMO-koérnyezetbdl szarmazo informaciok begytijtése az allapot-reprezentacio, a rewarding
formula, illetve a teljesitményértékelések szamara. Erdemes megjegyezni ezen feliil, hogy a
szimulaciok konnyen véletlenszertsithetok, ezzel egy optimalis valasztast nyajtva az RL
szamara, mivel annak robusztus kimeneteléhez sok kiilonboz6 féle tapasztalatra van sziiksége

a tanitasi folyamat soran.

2. abra: A SUMO keresztez6dés felépitése [42]

Az éltalunk hasznalt halozat a kovetkezOképpen néz ki: négy Utszakasz van, amelyek egy
keresztezddésben talalkoznak (2. abra). Minden szegmens 500 méter hossza és kétiranyt,

egyenként 3,2 méter széles savokat tartalmaz. Mindegyik szegmens végén talalhat6 egy-egy
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kiindulési (spawn) pont a szimulacioba belépd jarmiivek szdmara, amik minden egyes 1épésnél
véletlenszertien generalodnak. Minden epizodban, belépési pontonként megadjuk annak a
valosziniiségét, hogy az adott belépési pontra adott idélépésben generalodjon-e 0j jarmi. Ez
azt jelenti, hogy az 1-es valosziniiség esetében minden szimulacios id61épésben (dt = 1 s) egy
jarmivet inditunk el az adott belépési pontrol. Az elinditott jarmiivek uticélja szintén az
egyenletes eloszlast koveti, ami azt jelenti, hogy kézel egyenldé szamu jobbra kanyarodo és
egyenesen a keresztezédésben keresztiil haladdo autot generalunk. A balra kanyarodas
lehet6ségét kihagyjuk a haldzatbol annak érdekében, hogy a prioritasi sorrend felallitasaval
jard id6veszteség ne generaljon tovabbi torlodasokat. Ennek kdszonhetden az agensek képesek
a sajat dontéseik kornyezetben megnyilvanuld hatasainak hatékonyabb megfigyelésére, ami
tovabb gyorsitja és pontositja a tanulasi folyamatot, illetve az MCTS esetében segiti a
konvergenciat. A keresztez0dést jelzolampaval iranyitjuk, melynek optimalis vezérlése lesz az
agensek feladata. Ertékelési célokra a SUMO szimulator néhany beépitett funkciojat
hasznaljuk, amelyek segitségével monitorozhatjuk a kozati forgalom kornyezetre gyakorolt
hatasat. Ezzel az eszk6zzel olyan metrikakat nyeriink ki, mint a CO2-, CO-, NOx-, HC-, PMx-
kibocsatas és az lizemanyag-fogyasztds. Ennek eredményeként a TSC probléma kiilonb6zé
megoldasai nem csak a klasszikus mindségjelzokkel, hanem (a 4. fejezetben részletezett)

fenntarthatosagi metrikak alapjan is 6sszehasonlithatok lesznek.

2.1 Allapot-reprezentacid

A Meger6sitéses Tanulas Keretrendszerében két feladatot kell megoldanunk: az
allapotreprezentacio-, illetve a rewarding koncepcid6 megfogalmazasat. Az allapot-
reprezentdcio definidldsa lényegében az iranyitdsi probléma leirdsanak egy absztrakcioja,
amely tartalmazza az adott probléma lényeges tulajdonsagait. Ebbdl eredéen csupan a kutatd
intuicioin mulik, hogy agense ki tudja-e hasznalni az RL-ben rejlé potencialt, vagy sem. A
TSC-feladat megoldasa kapcsan két f6 megkozelitést alkalmaznak az allapot-reprezentaciohoz.
Az elsO a nyers pixeladatok kinyerése a keresztezodeésrol késziilt pillanatképek formajaban,
amely viszonylag nagy szamitasi kapacitast igényel a CNN-ek hasznalata miatt [45]. A
masodik a feature-based értékvektorok hasznalata, amelyek az egyes savokrol egyszeri
detektorok altal kinyert informaciokat tartalmaznak [46]. Ez az informacio lehet példaul a
jarmiivek atlagos sebessége, az egyes sorhosszak vagy a varakozasi id6. A valodi kozlekedési
héalozatokra val6 alkalmazhatdsag lehetdségének megdrzése szempontjabal szignifikans kérdés
az allapot-reprezentacié Osszetétele, hiszen az csak olyan jellemzoket tartalmazhat, amelyek

konnyen elérhet6k. Mar napjainkban is viszonylag sok érzékel6t hasznalnak a TSC-
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problémaval kapcsolatos mérdszamok megfigyelésére, kiértékelésére, példaul kamerakat €s
hurokdetektorokat, ebben a dolgozatban azonban az allapot-reprezentaciok kapcsan csak az
utobbi eszkoz altal kinyerheté mérészamokat hasznaljuk, mivel azok mar sok helyen ma is
rendelkezésre allnak, viszonylag megfizethetd ¢és emellett megbizhatd eszkdzoknek
szamitanak. Az altalunk bemutatott kutatisban a masodik megkozelitést alkalmazzuk, és
minden savot egyetlen értékkel reprezentalunk, amely az adott 500 m hosszu utszakaszon allo
jarmiivek szama. All6 jarmii alatt azt a jarmiivet értjiik, amelynek aktualis sebessége nem éri
el a 0,1 m/s sebességet. Ezeket az értékeket [0,1] intervallumma alakitjuk, hogy elkeriiljikk a

visszaterjedési modszer numerikus problémait.

2.2 Beavatkozas tipusok

A TSC-problémara két féle beavatkozast kiilonboztetiink meg. Az elsé esetben, ami
ebben a dolgozatban is alkalmazasra keriil, az el6z6 fazis lejarta utan megvaltoztatjuk a
kozlekedési lampak fazisainak sorrendjét [47] A masodik esetben folyamatosan lehet
valtoztatni a fazisok iddtartamét egy elére meghatarozott intervallumban. Léteznek hibrid
megkdzelitések is, amelyek a két korabbi modszert egyesitik [30]. A mi esetiinkben két £6 fazis
van:

o Az elsd, az ugynevezett észak-déli z6ld, amely zo6ld jelzést ad a fliggbleges savparok
szdmara, és pirosat a vizszintes savok szamara.
e A masodik fazis, az tigynevezett nyugat-keleti zold, amely lehet6vé teszi a vizszintes

savok athaladasat, €s piros jelzést ad a fiiggdleges savoknak.

E két fazis beallitasaval az agens meghosszabbithatja a savok aktualis z61d idejét, aminek
idétartama legaldbb 30 mésodperc. Erdemes megemliteni, hogy minden fazisvaltast sarga,
illetve sarga-zold fazis valaszt el. Ez a megkdzelités biztositja, hogy az agens megértse tettei
kovetkezményeit, és lehetdvé teszi, hogy a jarmiivek alkalmazkodjanak a kornyezet 1j
allapotahoz. Fontos megjegyezni azt is, hogy a szimulaciokat véletlenszeriien generaljuk,
meghatarozott véletlenszerli jarmisiiriséggel minden epizodban, ami lehetdséget ad az
agensnek arra, hogy kiilonb6z6 helyzetekkel taldlkozzon, igy kialakitva az Aaltalanosito
képességét. Mivel a generalas kiilonbozé forgalmi terheléseket eredményez az egyes
utszakaszokon, az agenseknek figyelnie kell a lampak aktualis allapotara, €s meg kell talalniuk
az optimalis valtdsi pontokat, hogy megkozelitsék a keresztezddés korlatait jelentd

ateresztoképességet.
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2.3 Rewarding koncepcio

A rewarding — mas néven jutalmazasi — koncepcié egyarant az RL és az MCTS egyik
legfontosabb része, mivel az agensek egyediil ezeket a visszacsatolasi (skalar) értékeket
hasznaljak fel a folyamat belsé dinamikajanak megértéséhez, ami a tanulasi folyamat magjat
képezi. Ennek koszonhetden a rewarding koncepcié megfeleld megvalasztasa javithatja a
tanitas, illetve a tervezés Sikerességét és ezaltal az agens teljesitményét. A szakirodalom altal
leggyakrabban hasznalt koncepcid a sorok hosszat veszi alapul, de emellett sokan vannak, akik
teljesen mas metrikat vizsgalnak, mint példaul az atlagsebességet. Ezekhez a rewarding
modszerekhez képest egy tUjszerli stratégia tovabbfejlesztése keriil bemutatdsra, majd
Osszehasonlitasra.

A szerzok [42] -ben a keresztez6désbe bejove savok kihasznaltsagat vették alapul,
amelyeket, mint eloszlas értelmeztek. Az altaluk bevezetett beavatkozasokkal (amik
megegyeznek az altalunk hasznaltakkal) szabalyozhatéva valt a savok kihasznaltsagabol
kialakitott eloszlas atlaga és szdérasa oly modon, hogy tobb zold id6t biztositanak egyik vagy
masik bejové savparnak. Ez utan az egyes 1épések reward-jat a kihasznaltsagi eloszlasbol
szamitjak ki, mint annak [-1; 1] intervallumra normalizalt szorasa. Azért a szoras lett
kivalasztva, mivel az a keresztezdésbe bejovoé aszimmetrikus terhelés fliggvényében
igyekszik kiegyenliteni az egyes savparoknak megadott z61did6t.

Habar az altaluk hasznalt rewarding formulédval is kimagaslo eredmények sziilettek
baseline kontrollerek (egyszeriibb vezérlési technikak) ellen, az elgondolasnak vannak
teljesitmény-béli korlatai. Ez pedig a forgalom tehetetlenségével magyarazhato: az egyszerti
savkihasznaltsag alkalmazéasa esetén nincsen informécionk arr6l, hogy az egyes savokban a
jarmiivek milyen kinematikai paraméterekkel jellemezhetdk, igy ez a modszer magaban
hordozza a forgalom tehetetlenségét is. Ha példaul két sav kihasznaltsiga megegyezik,
ugyanolyan mennyiségii reward-ot kapnak az adott id61épésben attol fiiggetleniil, hogy az adott
savokban talalhato jarmtivek allnak, vagy éppen mozgast végeznek.

Ezen problémat kikiiszobolendd az altalunk hasznalt metrika nem a savok
kihasznaltsaga, hanem az egyes savokban feltorlodott jarmiivek szama (sorok hossza), amelyet
szintén, mint eloszlas értelmeziink. Tehat ebben az esetben az egyes 1épések reward-jat a
feltorlodott jarmiivek eloszlasabol szamitjuk ki, mint annak [-1; 1] intervallumra normalizalt
szoOrasa, ami ezaltal mar nem tartalmazza a forgalom tehetetlenségébdl szarmazoé hibat. Az igy
kialakitott reward-dal id61épésenként adunk visszajelzést az agenseknek, amelyeknek célja igy

a kumulativ visszacsatolas legnagyobb novekedésének iranyat megtaldlni, és azt kovetni: igy
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frissiteni RL kapcsan a neuralis halozatot, illetve MCTS kapcsan a tervezési fat felépitve az
optimalis utat megtalalni. A hdrom absztrakcié kézott (allapot-reprezentacio, beavatkozasok,
rewarding) ebben az esetben nagyon szoros kapcsolat alakul ki, hiszen az allapot-reprezentacio
a savokban feltorlodott jarmiivek eloszlasa, a beavatkozasokon keresztiill manipuldlhatjuk
ennek az eloszlasnak az atlagat és szorasat, a rewarding eljarasunk lIényege pedig a szoras
minimalizaldsa. Ezért egy, az RL agens szamara konnyen értelmezhetd optimalizacios
feladatot mutatunk be neki, ami varhatéban gyors és stabil konvergenciat és széleskorii
generalizalast eredményez.

RL esetében a sikeres rewarding koncepcio kialakitasakor az egyik legfontosabb feladat
lehet a tanulhaté hibas viselkedésformak felismerése és kikiiszobolése, amik akar teljes
mértékben leronthatjak a betanitott modelliink teljesitményét. Esetiinkben el6fordulhat olyan
szituacio, hogy az agens zold id6t biztosit a forgalomtél mentes iranynak, mivel az egyes
savokban feltorlodo jarmiivek szamanak szorasa relative kicsi. Emiatt az agens viszonylag
magas reward értékeket kapna a kérnyezettdl annak ellenére, hogy rossz sadvoknak biztosit zold
id6t. Természetesen ez lehetetlenné tenné az iranyitasi feladatunk megoldasat, ezért a felmertilé
problémat ugy hatastalanitjuk, hogy az agenst —1 értékii skalar visszacsatolasi értékkel
biintetjiik, amikor z6ld 1d6t biztosit a forgalom nélkiili iranynak. Ett6] fiiggetleniil ebben az
esetben az epizodot nem terminaljuk, mivel ezéltal az 4gens tobb tapasztalathoz tud hozzaférni,

ezzel elésegitve a tanulast és altalanosito képességének kialakulasat.

2.4 ‘Tanitas

Az RL modelliink sikerességét tekintve létfontossagu szerepet tolt be a tanitas folyamata.
Ahhoz, hogy a robusztussag kelld szintjét, igy a lehetd legjobb teljesitményt és altalanositd
képességet érjiik el, az agensnek minél diverzebb tanitd6 mintat kell biztositanunk. A tanitasi
folyamatot a mar bemutatott SUMO kornyezettel valositjuk meg, amellyel lehetdségiink van a
forgalom minden epizddra torténd véletlenszeriisitésére. Ez azt jelenti, hogy a fent emlitett
kiindulasi pontokbdl kiilonb6z6 epizodokban kiilonbozé valdszintiséggel indulnak jarmiivek
véletlenszerli sebességprofilokkal és utvonali célokkal, ezaltal minden epizodban eldre
meghatarozott, mégis véletlen szamu jarmi 1ép be a szimuldcidoba. Ennek a
véletlenszeriisitésnek koszonhetéen az RL agensnek lehetdsége van sok féle kozlekedési
szituacié megoldasara.

Minden tanitod epizod egy bemelegitési fazissal kezdddik, ahol a jarmiivek elkezdenek
belépni a halézatba. Ez addig tart, amig a négy sav dsszesitett kihasznaltsaga el nem éri a 10%-

ot. A bemelegités iddtartama alatt minden kozlekedési ldmpa pirosra valt. Miutan a
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bemelegitési szakasz véget ért, az agens belatasa szerint, a fent bemutatott két féle
beavatkozassal vezérli a kozlekedési lampakat. Egy tanité epizod addig tart, amig az 0sszes
jarmi 4t nem halad a keresztez6désen. Ha az agens nem képes az Osszes szimulacidban
résztvevd jarmiivet atjuttatni a csomodponton, az epizod a SUMO szimulécios szoftver altal

mért 1800 Iépés (masodperc) utan leall.
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3 Algoritmusok

A probléma megolddsdhoz felhasznalt algoritmusokat alapvetéen harom kiilonboz6
csoportba oszthatjuk. Az egyik a megerdsitéses tanulas alapt, amely neuralis haldzatot, mint
fliggvény-approximatort hasznal fel a sajat maga altal generalt tanité mintak feldolgozéasahoz,
kiértékeléséhez, majd ennek eredményeként a haldézat finomhangolasahoz. A masik
ugynevezett fa struktiraja keresd algoritmus, amely gyakorlatilag az id6tengelyen val6 el6re
tekintéssel valasztja ki az adott id6pontban (jelenben) meghozandd optimalis dontést. A
harmadik csoport az egyszer(i aktualt vezérlét, illetve a fix ciklusidejli vezérlést tartalmazza,

utobbi a SUMO szimulacios szoftver beépitett algoritmusa.

3.1 MegerGsitéses tanulas

A szamitéastechnika és a hardver eréforrasok egyre fokozodo fejlodése lehetvé tették a
Mesterséges Intelligencia (Artificial Intelligence - Al) és a Gépi Tanulas robbanasszer(i
fejlodését. Ezen kiviil a Mély Tanulas (Deep Learning - DL) lehetdséget adott az ML
megujulasara is: a legijabb eredmények azt mutatjak, hogy a DL és RL kombinacidja (DRL)
képes az emberi teljesitoképességet is tilszarnyalni, akar bizonyos komplexebb feladatokban
is [48]. Ezek a megdobbentd eredmények szamos kutatast 6sztondztek az alkalmazasok széles
spektrumaban, mint példaul a robotvezérlésben, az autonom jarmiiranyitasban vagy a
tarsasjatékoknal.

A Megerdsités Tanulds értelmezhetd egy olyan folyamatként, amely soran a Mesterséges
Neuralis Halozato(ka)t (Artificial Neural Network - ANN) hangoljuk. Ellentétben a Feliigyelt
Tanulassal (Supervised Learning - SL) — amely szintén az ML egyik fajtaja —, az RL-nek nincs
sziiksége nagy mennyiségii cimkézett tanito adatra, amelyet csak nehezen, vagy egyaltalan nem
lehet 6sszegylijteni. Az RL tanitd6 mintait az agens és a kornyezet kozotti interakciok révén
allitjuk elé. Ezen interakciok kdzben az agens egy reward-nak nevezett skalar visszacsatolast
kap a kornyezett6l, amelynek maximalizalasaval probalja elérni az optimalis viselkedést. Ezek
a reward értékek implicit médon jellemzik az adott iranyitasi feladat belsé dinamikajat, hiszen

szamszerisitik a kornyezeten végrehajtott beavatkozasok hatasait.
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A kornyezet szerepe tehat kettds a folyamat soran: egyrészt eld kell allitania azokat az
informaciokat, amelyekbdl az agens képes lesz azok feldolgozasa utan dontést hozni, ezt
nevezzilk a kornyezet allapotanak. Masrészt a kornyezet allapotanak megvaltozasat kell
jellemeznie valamilyen modon. Ilyenkor az agens dontésének kovetkezménye, illetve magat a
dontést mindsitd jelzo keriil kialakitasra a kornyezet altal egyetlen skalar forméjaban, ez a

reward.

Statei+1 Rewardi+1

4 Agent ) 4 Environment )

| SUMO
N Action, e '

" = 0a ctio 1 Python = —
e Environment| Tracy = "

1 |

Input layer Hidden layer Output layer
4 xR256 Softmax

\ R 3

o(o(efele]e]e)0)0
&

J/ - J

3. abra: Az RL agens és a kérnyezet kozotti interakeid korfolyamata [42]

Az RL 4gens és a kornyezet kozotti kapcsolatot szemlélteti a 3. dbra. Egy interakcid a
kovetkezOképpen zajlik le: az 4agens dontése meghataroz egy beavatkozast, amely
allapotvaltozast eredményez a kdrnyezetben. Ez utdn az 4gens megkapja a kornyezet altal
visszacsatolt reward értéket (amely az allapotvaltozasbol szarmazik). Ebben a konkrét esetben
a kornyezet egy olyan vezérelhetd szimulator, ahol a keresztezddés altalunk tervezett, lasd 2.
fejezet.

A Megerdsitéses Tanulds matematikai keretrendszerét a Markov Dontési Folyamatok
(Markov Decision Process - MDP) biztositjak, amelyeket altalanossagban a szekvencialis
dontéshozatali probléméakhoz hasznalunk. Egy MDP esetén azt feltételezziik, hogy a vizsgalt
rendszer Markov tulajdonsaggal rendelkezik. Ez azt jelenti, hogy egy véletlenszerti folyamat
kovetkezd allapotanak feltételes valdszinliség-eloszlasa egyediil az aktualis allapottol fiigg,
feltéve, hogy az Gsszes el6z6 allapot ismert [49]. Ezért az allapotoknak tartalmazniuk kell
minden olyan informacidt, amelyre sziikségiink van ennek a valoszinliségnek a
megrajzolasahoz, és igy az aktudlisan megfigyelhetd allapot alapjan megalapozott dontéseket

tudjunk hozni.
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Egy MDP kapcsan 4 elem definialhat6, ahol:

e S azallapottér és s; € S az allapot az i-edik id6lépésben,

e A a beavatkozasi tér és a; € A az i-edik idSlépésben végrehajtott cselekvést
jelenti,

e P, az s €S allapotbol a € A beavatkozas altali allapotvéltozas valosziniisége,
amelyet altalaban a kovetkezéképpen jeldliink: P(s’|s, a).

e R areward fiiggvényt jeloli, amelyben r; € R jeloli azt az azonnali reward értéket,
amely az a beavatkozas eredményeként az s allapot s’ allapotba valo

valtozasahoz vezetett.

Az RL felfoghat6 egy epizodikus folyamatként is, ahol az agens minden diszkrét
id6lépésben, valamely végallapot eléréséig Iép interakcioba a kornyezettel a fent bemutatott
keretrendszer alapjan. Megfigyeljiikk a kornyezet s € S allapotat minden t € {1; 2; 3;4; ... }
idépontban, és kivalasztunk egy a € A beavatkozast, amely maximalizalja a varhatdo r € R
reward-ot. Minden Iépésnél a kdrnyezet s allapotbol s’ allapotba kertil, ezért hosszi tavon az
agens arra torekszik, hogy maximalizalja a kumulalt reward-ot az adott reward fiiggvény
alapjan. Ezaltal megfogalmazhatjuk az RL agens céljat: talaljon egy m:S — A viselkedést,

amely minden allapot-beavatkozas par értékét maximalizalja. Ennek a célnak matematikai

leirasa az ( 1) egyenlet alapjan fogalmazhat6 meg:

Q"(s,a) = E [z OViT(5t+iiAt+iiSt+i+1) |S¢ = 55 A4¢ = a]
1=

(1)

ahol E™ a i viselkedés altali elvarasunkat jeloli, r a reward fiiggvény, amely az aktualis

és soron kovetkezd allapottol, valamint az &tmenetet okozd beavatkozastol fiigg. Tovabba, y €
[0;1) a discount faktor, amellyel meghatdrozhatdé, hogy a mult beavatkozésai milyen

mértékben befolyasoljak a jovo allapotat.

3.1.1 Policy Gradient algoritmus bemutatasa

A Policy Gradient algoritmus az RL-ben alkalmazott egyszeriibb, policy-alapu
algoritmusok kozé sorolando, amellyel a kdzelmultban tobb kiilonbozé teriileten értek el
jelentds sikereket [50]. Tovabba a PG algoritmusnak van egy 1ényeges elonye az értékalapt
modszerekkel szemben, nevezetesen, hogy konvergencidja garantalt legalabb egy lokalis

optimumhoz [51]. Altalanossagban policy-alapa algoritmusok esetén a neuralis halozatok
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stlyait ugy hangoljuk, hogy azok minden egyes allapothoz az allapotbol végrehajthatd
beavatkozasok kozotti valdszinliségi eloszlast approximaljak. Emiatt tehat a halozat altal
prediktalt értékek egy dinamikus heurisztikaként jelennek meg, nem tiikkrozve az egyes
valasztasok hossza tavu kovetkezményeit. Ebben a dolgozatban az optimalis felfedezés
tamogatasa érdekében a valoszinliségi kimeneti értékek alapjan egy kategorikus fliggvényt
hozunk 1étre, és mintavételezéssel hatarozzuk meg, hogy az agens milyen végso beavatkozast

hajtson végre.

PG esetén a stlyok frissitését a ( 2 ) egyenlettel végezziik el:

T
0 « 0+ aVlogmy (s, az) z vir,
t=1

(2)
ahol @ jeldli a halézat salymatrixat, a a tanulési rata, Y,1_, y‘r; a kumulalt, discount faktorral

sulyozott reward a T-edik id6lépésig, mig me(s;,a;) az a; beavatkozas valasztasi

valdszinlisége az s; allapotbol.

3.2 Fa tipusu keresés alapu megoldasok

A kiilonbozd keresés alapu, fa struktaraja algoritmusok mitkddésének alapja, hogy a
mintavételezések soran a mintékat leir6 komplex allapotbol, mint gyokérbdl (root) kiindulva,
csucsrol csucsra felépitenek egy fat a lehetséges dontésekbél, mint elagazasokbol. gy tehat
egy elagazasbol annyi felé agazik a fa, amennyi a lehetséges beavatkozasok szdma. A fa
terjedelme — ami az agens eldre tekintésének mértékével egyenértékli — az iteraciok szamatol
fligg, tetszOlegesen megvalaszthatd az elérhetd szamitdsi kapacitds, 1d6 és memoria
fliggvényében. A fa igy kialakult csucsai (elagazasok) lehetséges jovobeli allapotokként
értelmezhetdk. Ezen csucsok mindegyikéhez tarsitunk egy értéket, amely késobb részletezésre
keriil. A cstcsok értékeit a faban felfelé (a gyokér felé) propagalva kiszamithatd, hogy az
aktualis allapot és eldre tekintés mértékének fiiggvényében melyik beavatkozas lehet az
optimalis. Ezen algoritmusok legf6bb problémédja, hogy a tervezési folyamat sordn a fa
mélységével exponencidlisan ndvekszik az abban megtaldlhat6 elagazdsok szdma, ezaltal a
szamitasi kapacitas-igény, tervezési id6 és a sziikséges memoria nagysaga egyarant

drasztikusan megnovekedhet.
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3.2.1 Monte Carlo Tree Search algoritmus bemutatisa
A Monte Carlo Tree Search egy olyan tervezd-keresé algoritmus, amely egyesiti a

fakeresés pontossagat a véletlenszerii mintavételezésbdl szarmazoé altalanositd képességgel. A
kutatok nagy csoportjanak érdeklédését akkor keltette fel, amikor a Go elnevezési
(szamitastechnikailag) rendkiviil komplex jatékban kimagaslo sikereket ért el, ezért gyakran az
ehhez hasonlo, tablajatékokban megjelend tervezési problémdkkal asszocialjak. Ettol
fliggetleniil az algoritmus alkalmazasi kore ennél sokszintibb, hasznaltak mar példaul valds
idejii vasuti atszervezési probléma, autondm jarmiiranyitds, illetve teriileti szkennelés
problémajanak megoldésara is.

Egyik pozitiv tulajdonsaga, hogy az MCTS a fakereso algoritmusok fent ismertetett,
altalanosabb érvényii problémajat mérsékelni képes. Az algoritmus célja az aktualis allapotban
meghozhat6 optimalis dontés meghozatala, amelyet véletlenszer(i szimulaciok és fakeresés
segitségével ér el. Az algoritmus az altalanos fa struktirat kovetve futasa soran felépit egy

keresési fat, amely kdzben elagazasrol elagazasra véletlenszerii szimulaciok segitségével jut.

/—' Selection —> Expansion — Simulation — Backpropagation \
(&)

Tree Def.aulr

Policy Policy
v

N - /

4.abra: Az MCTS algoritmus mikdédését leird 1épések [52]

Az MCTS mikodésének folyamatat mutatja be a 4. abra, amelynek 1épései sorra a
kovetkezOk:

o Megfeleld cstics kivalasztasa: A kdrnyezet aktudlis allapotabol kiindulva rekurziv
modon, az eldgazasok mentén lefelé haladva a faban, kivalasztjuk a legnagyobb
értékii beavatkozashoz tartozo agat. Addig hajtjuk végre ezt a miiveletet, ameddig
el nem ériink egy olyan csticshoz, amibdl mar nincs eldgazéds. Ez két dolgot
jelenthet. Vagy olyan allapotot értiink el, amelyet ujonnan fedeztiink fel, és még
nincsenek ,,agai” vagy végallapotrol beszéliink (esetiinkben ez akkor valdsul
meg, ha a keresztez6dés teljesen kiiiriilt). Utobbi esetben nem hajtjuk végre a

kovetkezd 1épést, és kivalasztjuk ezt a csticsot.
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e [Expanzi6é: Abban az esetben, ha a csucs nem végallapot, 1étrehozzuk annak
»agait” a hozza tartozd lehetséges beavatkozasok szamanak megfelelden, és
kivalasztjuk a kiindulasi csucsot.

e Random szimulacio: Az eredeti algoritmus szerint a valasztott csucsbol vagy
véletlenszerli beavatkozasok egymasutanja altal, vagy azonnal elérink egy
végallapotig, és az igy szerzett visszacsatolt skalar értéket (reward) a csucs
értékének valasztjuk. A TSC probléma kapcsan ezt a 1épést azzal gyorsitjuk fel,
hogy a random szimulaciok helyett a kivalasztott csucs aktualis allapotanak
megfeleld reward-ot valasztjuk a csucs értékének. Igy tervezési id6t takarithatunk
meg, ezzel elésegitve a valos idejii futas lehetéségét.

e Backpropagation (visszaterjesztés): Az eldzd 1épésben meghatarozott értéket a
kivalasztott csiicsbol a fa gyokerébe vezetd itvonalon végig vezetjiik, €s az 0sszes

igy érintett csticshoz hozzaadjuk annak értékét.

Az MCTS legfontosabb eleme azonban a csticsok kivéalasztasdhoz hasznalt ugynevezett
Upper Confidence Bound for Trees (UCT) algoritmus, amelyet magyar kutatok fejlesztettek ki
elészor (Kocsis Levente és Szepesvari Csaba [53]). Alapvetden ez az algoritmus hatarozza meg
a fa terjedésének iranyat, ezaltal igyekszik megoldani az igynevezett exploration-exploitation
dilemmat, amely a gépi tanulds egyik fontos problémakdre. Az ilyen mddon kialakitott fa
szerkezete aszimmetrikus, ezéaltal a mar kordbban emlitett szdmitasi kapacitas, id6, és
memoriasziikséglet nagyban lecsokken mas keresési algoritmusokhoz képest. A formulat,

amelyet a megfelelo cstcs kivalasztasara, ezaltal a fa aszimmetrikus terjedésének eldsegitésére

hasznélunk, a ( 3) egyenletben lathato.

X, +2%C*

(3)

Ahol X, a vizsgalt csucs atlagos reward-ja, n; a csucs vizitjeinek szama, N a vizsgalt
cstcs feletti csucs vizitjeinek szama és C a felfedezés mértékét szabalyozd konstans. Ez a
kifejezés Iényegében egy allandoval moddosithaté kompromisszum kialakitasat teszi lehetdvé
az exploration és az exploitation kozott, aminek koszonhetden képes lehet az emlitett eréforras

sziikségletek lecsokkentésére.
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3.3 Baseline kontrollerek
A legtobb kutatd kiilonbozd RL-megoldasokat, aktudlt vezérloket és fix ciklusideji

iranyitasi modszereket hasznal fel kiindulasi alapként (igynevezett baseline-ként), hogy sajat
megoldasainak teljesitményét tobbféleképpen felmérhesse. Ebben a dolgozatban
Osszehasonlitasra kertil két, az j rewarding koncepciot (lasd 2.3) alkalmazé agens (egy Policy
Gradient és egy MCTYS), illetve melletiik baseline kontrollerként idéveszteség-alapu aktualt-
és fix ciklusidejii vezérlést hasznalunk. Az alkalmazott aktualt vezérlés a SUMO szimulacios
szoftver beépitett algoritmusa, amely a savban 1évé jarmiivek idOveszteségét tekinti

viselkedése alapjanak.
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4 Eredmények

Napjainkban bolygénk egészségének megdrzése egy rendkiviil fontos téma, ezaltal egy
kiemelt célt tiiz ki a kutatok szeme elé is, akik kovetkezésképpen nagy figyelmet forditanak a
kozlekedés kornyezeti labnyomanak minimalizalasara. Az uj forgalomiranyito algoritmusok
kiértékelésénél magatol értetddonek tlinik, hogy azok teljesitményét nem csak a hagyomanyos
mérészamokkal jellemezziik, mint példaul az utazasi id6, a varakozasi id6 és a sorhossz, hanem
azokat kiegészitve, a fenntarthat6sagi metrikékkal egyiitt jelenitsiik meg.

Az dsszehasonlithatosag érdekében az 6sszes megoldast 1000 epizddon értékeljiik, ahol
a bejové savok forgalmat véletlenszertien generaljuk. Mivel véletlenszerliség alatt itt
pszeudorandom szadmokat értiink, viszonylag egyszeri az dsszes dgens esetében ugyanazokat
a beallitasi értékeket alkalmazni. Az RL esetében — ellentétben a tanitd epizodokkal — a
tesztepizodok addig tartanak, amig az Gsszes jarmii el nem hagyja a teljes halozatot. Ez utobbi
modszer vonatkozik természetesen az MCTS 4gensre, a fix ciklusidejli vezérlésre, illetve a

SUMO beépitett algoritmusara is, ezaltal a kiértékelés fazisa azonos feltételek mellett torténik.

4.1 Fenntarthat6sagi paraméterek 6sszehasonlitasa

1. tablazat: Fenntarthatésagi mérészamok statisztikai 6sszehasonlitasa 1000 tesztepizod alatt

Agens emis(s:z(i)(? [ka] CO emisszio [kg] NOx emisszi6 [g]
MCTS - sorhossz 109,9 3,4 47,9
MCTS —sorhossz szérasa 108,7 34 47,3
MCTS - atlagsebesség 131,1 49 57,7
MCTS — kihasznaltsag szérasa 113,2 3,7 494
PG — sorhossz 110,1 3,5 48,0
PG — sorhossz szorasa 108,5 3,3 47,2
PG — atlagsebesség 118,7 41 52,0
PG — kihasznaltsag szorasa 110,4 3,5 48,1
SUMO — aktualt 123,3 4.4 54,1
Fix ciklusidejii 229,5 10,8 102,5

24



2. tablazat: Fenntarthatosagi mérGszamok statisztikai 6sszehasonlitasa 1000 tesztepizod alatt

Agens PMx emisszio [g] HC emisszid [g] fgg;:sl;?é};aﬁ]
MCTS — sorhossz 2,3 18,0 47,3
MCTS —sorhossz szorasa 2,3 17,9 46,7
MCTS - atlagsebesség 29 25,2 56,4
MCTS — kihasznaltsag szoérasa 2,4 19,4 48,7
PG — sorhossz 2,4 18,7 47,3
PG — sorhossz szoérasa 2,3 17,7 46,6
PG — atlagsebesség 2,6 21,3 51,0
PG — kihasznaltsag szorasa 2,4 18,7 47,4
SUMO — aktualt 2,7 23,0 53,0
Fix ciklusidejii 5,2 54,6 98,7

Az 1. és 2. tablazat a TSC-probléma kiilonb6z6 megoldasainak teljesitményét mutatja be
sok kiilonb6z6 kibocsatasi paraméter Osszehasonlitasa altal, ilyenek példaul a szén-dioxid,
szén-monoxid, nitrogén-oxidok és az lizemanyag-fogyasztas. A kiilonbozo értékeket a SUMO
szimulacids szoftver kalkuldlja ki iddlépésenként, mi pedig az 1000 epizod alatt kinyert
adathalmazt feldolgozva az értékek atlagat jelenitettiik meg az 1. és 2. tablazatban. A SUMO
altal hasznalt matematikai modell a kibocsatasok pontos szamitasahoz a The Handbook
Emission Factors for Road Transport, amely a jarmiivek kibocsatasat a jarmiivek sebességébdl,
¢€s gyorsuldsabol szarmazo polinomok alapjan szdmitja ki. Ez a megkozelités kiilonbséget tesz
a jarmitipusok és a kibocsatasi kategoriak kozott is, tovabbi informaciokért lasd: [54].

Minél alacsonyabb az adott érték, annal jobban teljesit a modszer. Tisztan lathato, hogy
az altalunk bemutatott rewarding-ot alkalmaz6 4gensek minden kibocsatasi paraméterben
feliilmuljak nem csak a fix ciklusidejii vezérlést és a SUMO beépitett idoveszteségen alapulod
algoritmusat, hanem a szakirodalom altal leggyakrabban hasznalt, legnépszeriibb rewarding
technikat, amely a sorok hosszat veszi az egyes reward értékek alapjaul. Mint ahogy azt
korabban mar emlitettiik, a globalis felmelegedés szempontjabol az egyik leglényeges
kibocsatasi metrika a szén-dioxid. A tovabbfejlesztett rewarding koncepcionknak
koszonhetéen az MCTS esetében 5% CO2-kibocsatast takarithatunk meg az eredeti
kihasznaltsag-szoras alapu modszerhez képest, 12%-ot a SUMO algoritmusahoz képest, és
majdnem 1,2% -ot a legelterjedtebb modszerhez képest, ami azt bizonyitja, hogy az altalunk

bemutatott rewarding koncepcid hatékonyan vezérli a keresztez6dés jelzélampait,
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fenntarthatésagi szempontbol. Emellett drasztikus, majdnem 53%-kal ér el alacsonyabb
kibocsatast a fix ciklusidejii vezérléshez képest, amely a mai napig a legszélesebb korben
alkalmazott irdnyitasi technika a vilagon.

Egy masik kritikus mérészdm az iizemanyag-fogyasztas alakuldsa a kiilonb6zo
kiértékelési epizodok kdzben. Megoldasunkkal az izemanyag felhasznalast is sikeriilt tovabb
mérsékelni: a PG agens ezzel a modszerrel majdnem két tovabbi szdzalékot javitott az eredeti
szoras alapu rewarding-gal elért eredményhez képest, és megkdzelitleg 1,5%-kal jobb
eredményt ért el, mint a legnépszertibb rewardingot alkalmazva. Habar ez a mennyiség nem
feltétleniil tiinik soknak, az Amerikai Energetikai Ugyndkség becslései alapjan [55] 2020-ban
globalisan 14,5 millidrd liter ilizemanyagot hasznalt fel az emberiség naponta. Ebbdl a
szamadatbol mar érzékelhetd, hogy ez a masfél szazalék akar tobb millio liter megtakaritast is
jelenthet 24 6ra alatt, amely hosszu tavon jelentés kornyezeti hatassal jarhat.

Erdemes tovabba megfigyelni, hogy fenntarthatosagi paraméterek esetében az MCTS
altal alkalmazott rewarding modszereket Osszehasonlitva és azokat Kkiértékelve, a
kornyezetszennyezés szempontjabol teljesitményiik alapjan sorrendbe téve ugyanazt a
sorrendet kapjuk, mint ha ezt a miiveletet megismételjiik a PG agens esetében. Mindkettd
agensnél azt tapasztaljuk, hogy az altalunk bemutatott rewarding eljaras utan masodik helyen
a sorhossz alapi megoldas szerepel, harmadikként végez az eredeti, sdvok kihasznaltsdganak
szorasat figyelembe vevd modszer, mig mindkét esetben utolso, ezaltal a legrosszabb
eredményt éri el fenntarthatdsag szempontjabol az atlagsebesség alapu stratégia. Ez a kijelentés
tehat alapvetden azt jelenti, hogy az MCTS tervezd-keresd algoritmus alkalmazhat6 kiilonb6z6
reward stratégidk Osszehasonlitdsidra és keresésére példaul RL 4gensek szdmara. Ez a
gyakorlatban nagy elényt jelenthet, hiszen egyes esetekben a tanitasi folyamat oOriasi
pénzbefektetéssel és idéfelhasznalassal jar, amelyeket ezzel a modszerrel mérsékelni lehet.

Tekintettel arra, hogy az altalunk bemutatott rewarding koncepcié semmilyen
fenntarthatosaggal kapcsolatos mérdszamot nem hasznal fel, az d4gens teljesitménye
valoszintisithetden a keresztezodésben kialakuld Kisebb torlodasok és az optimalis forgalom-
aramlas kovetkezménye lehet. Hipotézisiink alatdmasztisara a kovetkezOkben bemutatdsra
keriil, hogyan alakult az atlagos utazasi id6, az atlagos varakozasi id6 és a sorok hossza a

vizsgalt 1000 epizod alatt.

4.2 Klasszikus mérdszamok 6sszehasonlitasa
Utazasi 1d6 alatt azt az idOmennyiséget értjiik, amelyet a jarmli az elinduldsdnak

pillanatatol a célallomasara vald megérkezéséig felhasznal. Az atlagos utazasi id6 pedig nem
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mas, mint a szimulacioba belépett jarmiivek teljes utazasi idejének 6sszege elosztva a jarmiivek

szamaval. Ezt formalisan a ( 4 ) egyenlet irja le,

N

_ 1

ty = Nzo(ti,vég - ti,start)
i=

(4)
ahol t, az atlagos utazési id6, és N a jarmiivek szdma. A t; ¢, az i-edik jarmii érkezési idejét
jeloli, t; g¢qr¢ Pedig az i-edik jarmi indulasi idejét.

A varakozasi id6 definicio szerint nem mas, mint az dsszesitett allassal eltoltott 1do az
induléastol a keresztezOdésen valo athaladasig. Egy jarmii akkor tekintheté allonak, ha
sebessége kisebb, mint 0,1 [m/s]. Ezt az értéket a szoftver minden, a halozatba belépd jarmiire
kiszdmitja. Az atlagos varakozasi idOt az Osszes jarmili Osszesitett varakozési idejének

Osszegével szamitjuk ki, amelyet elosztunk a jarmiivek szamaval. Ennek matematikai jelentését

1 N
mzﬁzti,w

i=0

lasd ( 5 ) egyenlet,

(5)

ahol t,, az atlagos varakozasi ido, t;,, pedig az i-edik jarmi kumuldlt varakozasi ideje a
keresztezddés elhagyasanak pillanataban.

A sorhossz alatt tulajdonképpen az adott savban varakoz6 jarmiivek szamat kell érteni.

Az egyszerliség kedvéeért az Osszes sav Sorhosszat egy értékbe vonjuk Ossze, amelyet aztan

elosztunk a savok szamaval. Ez egyetlen skalar metrikat eredményez, amely a feltorlodas

mértékét reprezentalja a halozatban, kiszamitasa a ( 6 ) egyenlet alapjan torténik:

_ lL=0 qi,i
qi —L
(6)

ahol g; a savok atlagos sorhossza (tehat az egyes savokban feltorlodott jarmiivek szamanak

atlaga), q;; pedig az i-edik savban 1év6 sorhossz.
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3. tablazat: Klasszikus teljesitménymutatok 6sszehasonlitisa 1000 tesztepizod alatt

Agens Utazasi id6 [s]  Varakozasi id0 [s] [ d:rzgah;);rsriﬁ]
MCTS — sorhossz 151,3+ 26 21,3+6 3,53+4
MCTS — sorhossz szérasa 153,7 + 25 23,3+7 3,77+5
MCTS - atlagsebesség 170,1 + 26 53,5+ 24 6,37 + 13
MCTS — kihasznaltsag szoérasa 158,4 + 24 346+12 517+7
PG — sorhossz 153,6 £ 23 315+12 495+9
PG — sorhossz szorasa 154,7 £ 23 213+7 361+5
PG — atlagsebesség 161,7 + 36 38,4 + 23 5,62+9
PG — kihasznaltsag szordsa 155,1 + 23 278+9 434+6
SUMO — aktualt 160,0 £25 47,3+21 7,51+14
Fix ciklusidejii 384,4 + 69 104,3 £ 22 8,887

A 3. tdblazatban lathat6 eredmények azt mutatjak, hogy az altalunk bemutatott eljarassal
a PG agens teljesitménye abszolit feliilmulja varakozasi id6, utazasi idé és sorhossz
tekintetében a SUMO beépitett algoritmusat, illetve az 6sszes tobbi altalunk tesztelt rewarding
koncepciot (kivétel ez alol az utazasi id6 értéke a sorhossz alapti rewarding-nal, amely
elenyészd, 0,8%-kal jobb eredményt ért el). Ha figyelembe vessziik az értékek szorasat is, az
latszik, hogy szintén az agens teljesitménye abban az esetben a legstabilabb, amikor a savok
sorhosszainak szorasat valasztjuk a rewarding fiiggvény alapjaul. Az MCTS esetében ugyan
megvaltozik a sorrend — a sorok hossza alapjan miik6dé rewarding teljesit jobban —, de emellett
kozel azonos teljesitményt nyujt a tovabbfejlesztett moddszeriink. A SUMO beépitett
algoritmusat, illetve a fix ciklusidejii vezérlést minden esetben képes feliillmulni az uj, szorés
alapu rewarding, ¢és ez a kiilonbség az aktualt vezérlés és az MCTS, PG algoritmusok kozott
hatarozott, ha figyelembe vessziik még az eredmények szorasat is. Azok alapjan kijelenthetd,
hogy az MCTS és PG agensek joval kiegyensulyozottabban végzik a keresztez6dés
forgalmanak iranyitast abban az esetben, amikor rewarding eljarasként a sorhossz szorasat
valasztjuk. A kiilonb6z6 megoldasok miikodésének nyomon kdvetése soran azt figyeltiik meg,
hogy az algoritmusok kozotti 6 kiilonbség az, hogy az idéveszteség-alapt vezérlés hosszabb
z0ld fazisokat hasznal, amelyek meghatarozzak a varakozasi id6 és a sorhossz, valamint az

utazasi 1d0 szorasanak eltérését.
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5. abra: Killénb6z6 megoldasok teljesitményei 1000 tesztepizod alatt

Az 5. abra néhany kulcsfontossagii mérészam értékeinek alakuldsat mutatja (atlagos
varakozasi id6, atlagos utazasi id6, sorok hossza, és kumulalt CO2-kibocsatas) az 1000
epizodos kiértékelési folyamat soran. Piros szinnel van jellve az a PG agens, amely az altalunk
tovabbfejlesztett rewarding stratégiat alkalmazza, feketével azt a PG agenst jeloltiik, amely a —
szakirodalomban leggyakrabban hasznalt — sorhosszak alapjan hatarozza meg a reward
értékeit. Zold szinnel jeloltik a SUMO szimulécios szoftver beépitett algoritmusat, illetve
keékkel a legegyszeriibb, fix ciklusidejii vezérlést, amely gyakorlatban a legtobb helyen
alkalmazva van. Lathat6, hogy mig utazasi idében a szoras alapti megoldas néhol kis mértékben
elmarad a legelterjedtebb modszertdl, mind a harom masik bemutatott paraméter mar nagyobb
differenciat mutat a mi rewarding eljarasunk javara.

Ezek az adatok alatdmasztjak korabbi megallapitasainkat a kiilonb6z6 megoldasok
viselkedésérdl ¢és teljesitményérdl. Megjegyezziik, hogy a bemutatott RL ¢és MCTS
megoldasok szinte minden epizodban feliilmuljak a SUMO beépitett megoldasat, kivétel ez
alol az atlagsebesség alapu reward fiiggvény alkalmazéasa esetén az utazasi ido, illetve a
varakozasi id6 értékeket.

A fent ismertetett eredmények azt mutatjak, hogy az 10j, sorok hosszanak szorasan
alapulo, rewarding koncepcioval tanitott agensek jobb teljesitményt értek el mind a

fenntarthatosagi metrikak, mind pedig a klasszikus mindéségjelzok tekintetében. Ez arra utal,
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hogy egy érdekes betekintést talaltunk a TSC-probléma belsé dinamikajaba, amely kimagaslo
teljesitményt eredményez. Emellett a kiértékelés soran egy hasznos potencialis tulajdonsagat
neveztilk meg a Monte Carlo Tree Search elnevezési fakeres6 algoritmusnak, nevezetesen,
hogy az akar a kiilonboz6 rewarding technikak Osszehasonlitasara és keresésére is alkalmas

lehet, ami tovabbi kutatasokra ad motivaciot.
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5 XKonkluzio

Ebben a dolgozatban egy uj, tovabbfejlesztett rewarding koncepcio keriilt bemutatasra
az egyszeri egykeresztezddéses kozlekedési jelzolampak irdnyitdsanak problémajara,
miszerint az agensek célja, hogy megtalaljak azt a fazissorend kombinaciot, amely
fenntarthat6sagi szempontbol az optimalis szabalyozast eredményezi, €s egyuttal csokkenti az
egyes jarmivek varakozasi idejét és utazasi idejét, valamint a keresztez6désben 1évé sorok
hosszat.

A probléma megoldasara egy PG agens lett betanitva négy kiilonbozé rewarding
koncepcio alkalmazasaval, illetve ugyanaz a négy reward fliggvény lett alkalmazva egy masik,
MCTS agens altal a bemutatott iranyitasi feladat megoldasara. Ezek a modszerek a kovetkezd
metrikak alapjan hatdrozzak meg a reward értékeket: sorok hossza, sorhosszak szorasa,
atlagsebesség €s savkihasznaltsag szorasa. Mindkét dgens teljesitményét az atlagos utazasi ido,
az atlagos varakozasi id6 és a sorok hosszara vonatkozo klasszikus teljesitménymérdk alapjan
jellemezziik. Ezen tilmenden az dgenseket fenntarthatdsagi paraméterek alapjan is értékeljiik,
mint példaul a CO2-kibocsatas, az lizemanyag-fogyasztas, és az NOXx-kibocsatas.

Az eredmények azt mutattak, hogy a tovabbfejlesztett rewarding koncepciéval mindkét
agens minden fenntarthatosagi paraméterben feliilmulta a SUMO beépitett, idoveszteség-alapu
aktualt vezérldjét, az eredeti eljarast-, illetve a szakirodalom altal leggyakrabban alkalmazott
rewarding formulat alkalmazo agenseket.

Megkozelitésiink f6 eldnye, hogy a keresztezOdésbe bejovo savok forgalmanak
egyensulyat tulajdonsagai miatt igyekszik fenntartani, a forgalom tehetetlenségének melldzése
mellett. A statisztikai adatokon tilmenden a kozlekedésben résztvevok korében is nagyobb
elégedettséget érhetiink igy el, mivel varakozasi 1d6 tekintetében is elérehaladast tudtunk
bemutatni. Egy masik fontos szempont, hogy ez a megkdzelités képes azon keresztezddéseket
is kezelni, amelyekbe beérkez6 savok prioritasai nem egyeznek meg. Ez a differencialhatosag
konnyen megoldhat6 az egyes savok konstansokkal valo skalazasaval, aminek eredményeként
megoldasunknak szdmos eldnye lehet a valos kornyezetekben torténd alkalmazasokban.

A kozlekedési jelzolampakat vezérlo fejlett algoritmusok altal ténylegesen csokkenthetd
a varosi teriiletek kibocsatasa, és mérsékelhetd a forgalmi dugokban eltdltott idé6 mennyisége
(hurokdetektorok) a legtobb nagyvarosban mar napjainkban is megtalalhatok, de azok konnyen
telepithetésége, olcsosdga ¢és megbizhatosdga hozzésegit a megoldas széleskorl

alkalmazhatdsagahoz.
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A fejlesztett szoras-alapu rewarding koncepcioban rejlé tovabbi potencial és a TSC-
problémara vonatkozé kutatdsunkbol nyert eredmények alapjan indokoltnak tiinik a kutatas
folytatasa, erre tobb lehet6ség is rendelkezésre all. Eldszor is, a bemutatott TSC vezérlési
probléma komplexitasa kiterjeszthetd lehet az egymdéssal Osszefiiggd tobb keresztezOdést
magaba foglalé kozlekedési halozattal. Mésodszor, az altalunk bemutatott rewarding
koncepcid ugynevezett Multi-Agens Megersitéses Tanulasban (Multi-Agent Reinforcement
Learning - MARL) torténd implementalasara is sor keriilhet. Az MARL keretrendszer olyan
alapvetd jellemzdkkel rendelkezik, mint az 4gensek kdzotti kommunikécio, sot, targyaldsrol is
beszélhetiink ennek kapcsan, amelyek kétségteleniil segitik a komplex, valés problémak

megoldasat.
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