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Kivonat

A mély neuralis halok az elmult tiz évben kimagasldo eredményt mutattak az
objektumdetektalds teriiletén, alkalmazdsuknak azonban gatat szab a nagy
szamitasikapacitas-igényiik ¢és méretilk, mely a hatalmas paraméterszamukkal
magyarazhato. Kiilonosen jelentds ez a probléma az eréforraskorlatos eszk6zok esetén
(pl. mobiltelefonok, bedgyazott rendszerek), ahol még a betanitott modellek tarolasa és
futtatdsa is nehézséget okozhat. A probléma megolddsara hasznalatos a ritkitas
(Gn. pruning eljaras), melynek célja egy neurdlis halé modell paramétereinek lehetd
legnagyobb mértékii redukalasa a pontossag romlasanak elkeriilése mellett.

Az eltavolitandd paraméterek kivalasztasat jelentésen megneheziti az, hogy a
modell kiilonb6z6 rétegei nem egyforman érzékenyek a paraméterek torlésére. Tovabbi
nehezitd tényezd, hogy a redukalt modell pontossdgromlasat nem csak az éppen ritkitando
réteg érzékenysége befolyasolja, hanem az azt megel6z0 rétegek redukalasdnak mértéke
is. A mély neurdlis halé modellekben ezen Gsszefiiggések feltérképezése a lehetséges
variaciok hatalmas szama miatt kézzel Ilehetetlen, csupan feltételezésekre
tdmaszkodhatunk.

A probléma megkdzelithetd megerdsitéses tanulds alkalmazasaval, melynek soran
az agens emberi beavatkozas nélkiil igyekszik megtaldlni az optimalis eltavolitando
paraméterszamot a modell minden rétegéhez. A probléma ezen megkozelitése jelenleg is
nyitott téma az irodalomban, dm a létez6 megoldasok legnagyobb hatuliitdje, hogy az
agens szamara a két legfontosabb kdrnyezeti valtozast, a paramétersiirliséget és a
pontossagromlast a modell tényleges ritkitdsaval és a redukalt modell validéacios
adatbazison vald tesztelésével hatarozzak meg futdsi idében, ami nagymértékben
lelassitja a tanitasi folyamatot.

Munkam soran egy olyan megerdsitéses tanulas alapu rendszert valositok meg,
mely a YOLOV4 objektumdetektor optimalis ritkitasat teszi lehetové a tanitasi folyamat
idejének csokkentése mellett. Az eddig 1étez6 megoldasokhoz képest a rendszert egy
olyan neurdlis haloval egészitem ki, mely a ritkitando hald pontossagvaltozasat €s
paraméterstiriiségét képes megbecsiilni az addig torolt paraméterek mennyiségének és az
adott réteghez valasztott redukald tényezd fiiggvényében. Ezen allapotbecsld halo a
kornyezet allapotanak meghatarozasahoz sziikséges hosszadalmas miiveletek szerepét
veszi at, nagysagrendekkel novelve igy a tanitas sebességét. Az allapotbecsld
halot onfelligyelt tanitds  segitségével tanitom be, automatikusan generalt adatok
segitségével.

A megvaldsitott moddszer eredményei a futdsi id6 és a pontossag- €s
paraméterstirliség-valtozas tekintetében state-of the-art pruning méodszerekkel keriilnek
Osszevetésre.



Abstract

Deep Neural Networks (DNN) have achieved outstanding results in the field of
object detection in the past decade. Unfortunately, their effectiveness is usually
accompanied by billions of parameters, therefore huge computational capacity and
memory are required to process them. These requirements make the deployment of DNNss
challenging, especially in resource-constrained environments, such as mobile phones or
embedded systems. One popular approach to overcome this issue is network pruning,
which is accomplished by systematically removing parameters from an existing, accurate
network. By doing so, a smaller network is produced while maintaining most of the initial
accuracy.

The process of choosing the parameters to be pruned is quite demanding, since
the different layers in the DNN are not equally sensitive for removing parameters from
them. Moreover, the deterioration of the accuracy is not only determined by the sensitivity
of a current layer, but also by the amount of removed parameters from all the previous
layers. The number of possible variations of these dependencies are so large, they cannot
be tried out manually.

This problem can be solved with reinforcement learning, where the agent tries to
find the optimal number of parameters to be removed from each layer, without human
interaction. This topic is currently an open issue in the literature, however, the main
disadvantage of the existing solutions is that they determine the main environmental state
variables — the deterioration of the accuracy and the sparsity — by pruning and testing the
model on the validation dataset in runtime, which slows down the training procedure
extremely.

During my work I implemented a reinforcement learning-based system which is
able to prune the YOLOv4 object detector optimally, in addition to decreasing the training
time. Compared to existing solutions, my system contains an additional neural network
(so called state predictor network) which can predict the deterioration of the accuracy and
the sparsity if the reduction coefficient for the current layer and the number of previously
removed parameters are given. This network replaces the role of long procedures that
were performed to determine environment state, making the training time significantly
faster. The state predictor network is trained via self-supervised learning on automatically
generated data.

The results of the presented solution are compared to state-of-the-art pruning
methods observing runtime and deterioration of accuracy and sparsity ratio.



Bevezetés

A mély neurdlis halok az informatika szdmos teriiletén értek el kimagaslo
eredményeket az utobbi években, azonban alkalmazasuk manapsag is problémat jelent az
eroforraskorlatos eszk6zokben — példaul mobiltelefonok, bedgyazott rendszerek, stb. —
méretiik, valamint hely- €s szamitaskapacitas-igényiik miatt. Ezt a problémat célozza meg
az ugynevezett mély neuralis halo ritkitas (neural network pruning), melynek soran egy
betanitott, pontos neuralis halé modellb6l valamilyen struktira szerint paramétereket
(sulyokat) eltavolitva egy kisebb modellt kapunk, a pontossag miniméalis romlasa mellett.

Természetesen ahhoz, hogy a pontossag csak kicsit csokkenjen, nem mindegy,
hogy a modellb6l honnan, milyen szisztéma szerint és mennyi paramétert tavolitunk el.
Az elmult években szamos kutatas jelent meg melyben kiilonb6z6 szabalyrendszereket
dolgoztak ki arra, hogy hogyan érdemes kivalasztani az eltavolitand6 stlyokat, ugy, hogy
minél jobb eredmény legyen elérhetd. Ezen mddszereknél mar 6nmagdban is hatrany,
hogy teljes mértékben emberi beavatkozast igényelnek, de ebbdl addddéan tovabbi
hidnyossagot jelent, hogy igy lehetetlen feltérképezni a lehetséges varidciokat azok
hatalmas szama miatt.

Az elmult 2-3 évben jelentek meg eldszor olyan kisérletek, ahol a neurélis hald
ritkitas problémadjat megerdsitéses tanulassal valoé automatizalassal kozelitik meg. Ezen
kutatasi teriilet még kezdeti fazisban van, foképp osztilyozo halokhoz sziilettek ilyen
megoldasok és dsszességében elmondhatd, hogy nincs egységes kiértekelési szempont
definidlva. Az automatizalt ritkitas feladata (j kihivasokat allit a kutatok elé — mikdzben
természetesen a hagyomanyos pruning kihivésai tovabbra is fenndlnak —, példaul, hogy
milyen megerdsitéses tanulasi algoritmus (dgens) valasztasa a legelonydsebb, hogyan és
milyen slrlin érdemes jutalmazni az agenst, vagy, hogy mi alkossa az allapotteret. A
felsorolt problémékra tobb eredményes megoldas is publikalasra keriilt, viszont az eddig
1étez6 megoldasok k6zos hatranya az dgens hosszas tanitasi ideje. A tanitas sordn ugyanis
a legfontosabb kornyezeti valtozokat — a pruning utadni pontossagromlast €s a ritkasagot
— a ritkitott modell validacios adatbazison vald tesztelésével hatarozzak meg, ami
nagymértékii lassulast visz a futési idébe.

Munkam sordn ezt a problémateriiletet célzom meg, és egy olyan automatikus
ritkitd rendszert tervezek és készitek a YOLOv4 objektumdetektorhoz, mely az eddig
1étez6 megoldasokhoz hasonld josagu ritkitast valdsit meg, az dgens tanitasi idejének
jelentds csokkentése mellett. Ennek elérése céljabol az agens szamara a kornyezeti
valtozokat a validalas helyett egy ugynevezett allapotbecsld halo segitségével hatarozom
meg, melyet el6zdleg automatikusan generalt adatokon tanitok be. Az allapotbecsl6 halo
alkalmazasa tovabba lehetOvé teszi, hogy az agens tanitasakor ne kelljen betdlteni a teljes
ritkitandd modellt, annak sulyait, csupan az architektirdjat. Ennek eredményeképp a
tanitdshoz joval kevesebb GPU memoridra van sziikség, ami lehetvé teszi a multidgensii
tanitast. Ez pedig stabilabb tanuldshoz és gyorsabb konvergencidhoz vezet. A probléma
ezen megkozelitése egyedi, legjobb tudomdsom szerint az irodalomban eddig nincs ra



példa, ahogyan a YOLOV4 detektor megerdsitéses tanulassal automatizalt ritkitdsara sem.
A rendszer tobbi részét az irodalomban alkalmazott mddszerek ihletésével allitom Ossze.

Az elkésziilt rendszer fobb eredményei, melyek a dolgozatban bemutatisra

kertilnek a kovetkezok:

1.

Sikeresen létrehoztam ¢és Onfeliigyelt tanuldssal automatikusan generalt adatokon
betanitottam egy un. allapotbecslé halét, mely az automatikus pruning rendszer
tanitasakor a kornyezet szimulalasara szolgal.

Az allapotbecsld halo alkalmazasaval Ilehetéség nyilik a modell alapu,
multidgensii megerdsitéses tanulds alkalmazasa a pruning rendszerben. Ennek
eredményeképp az agens tanitasi ideje és a teljes fejlesztési id6 a rendelkezésre
alloé GPU mellett nagysagrendekkel kisebb, mint a mar 1étez6 automatikus ritkito
modszerek alkalmazésa esetén.

Az elkésziilt automatikus pruning rendszer felhasznalasaval eldallt a YOLOv4
objektumdetektor olyan ritkitott modellje, mely ritkasdg és pontossagromlas
szempontjabol feliilmulja a sajat, kézi beallitadsokkal ritkitott valtozatokat.

A dolgozatban eldszor a konvolucids neurdlis halozatok, az objektumdetektorok,

a pruning és a megerdsitéses tanulas elméleti hatterérdl olvashatunk. Ezek utdn egy
irodalmi attekintés kovetkezik, ahol mind a hagyomanyos, mind az automatikus pruning
tertiletén publikalt megoldasok modszereit és eredményeit foglalom 0Ossze, utobbit
valamivel részletesebben. Ezt koveti a dolgozatban megoldand6 probléma definialasa,

majd a megvalodsitashoz alkalmazott mddszerek ismertetése. Végiil az Eredmények
fejezetben a fejlesztés soran felmeriilt nehézségekrdl €s azokra nyujtott megoldasok
eredményérdl lesz szo, tovabba az elkésziilt automatikus ritkitast megvaldsitd rendszer
értékelése és state-of the-art pruning moddszerekkel vald Osszevetése is itt olvashato.
Végiil a rendszer tovabbfejlesztési lehetdségeire teszek javaslatokat.



1 Elméleti hattér

1.1 Konvolucios neuralis halozatok

1.1.1 Konvolicios neuralis halozatok felépitése

A mesterséges neuralis halozatok olyan, az emberi idegrendszer miikddése ihlette
algoritmusok, melyek a bemeneti adat kiilonbozé tulajdonsagainak felismerésére
képesek. A mesterséges intelligencia ezen formdaja szamos gépi tanulasi feladat alapjat
képezi. A neuralis halok topoldgidjukat illetden tobbfélék lehetnek attdl fliggden, hogy
milyen rétegekbdl épitjiik fel Oket. A két legjellemzObb réteg a teljesen kapcesolt (linedris)
¢s a konvolucids réteg. Teljesen kapcsolt rétegek kapcsolatot teremtenek az Osszes
kimend és bemend neuron kozott, mig konvolucids réteg alkalmazasdval a kimend
neuronok csupan néhany, a lokdlis kornyezetiikben 1évé bemend neuronnal allnak
kapcsolatban [1] [2].

©3: 1. maps 16@10x10
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1.1. abra. Teljesen kapcsolt [2] és konvolicios neuralis halo [3] architektirak.

A konvoluciods rétegekbdl felépitett neuralis halot konvolucios neuralis halonak
nevezziik. A képfeldolgozasi problémak megoldasdhoz ilyen tipust neuralis halozat
alkalmazésa a jellemzd, azon eldnyds tulajdonsagai miatt, hogy — a teljesen kapcsolt
haloval ellentétben — jol ki tudja hasznalni a képjellemzdk térbeli strukturéjat, rdadasul a
rétegek kozti kevesebb kapcsolat miatt kevesebb paraméterrel is rendelkezik [4]. A hélo
bemenetén a kép mint egy haromdimenzids tomb jelenik meg. Ebben a reprezentacioban
a képpontok felelnek meg a neuronoknak. Az elsé konvolucios rétegben 1év sziirok
allitjak eld a kimeneti aktivacios tomboket (vagy kimeneti csatornakat). A kimenetként
eldallt csatorndk a kovetkezd konvolucios réteg bemenetét képezik.

A konvolucids neurdlis hald tartalmazhat még kiilonbozd le- és felskalazo (un.
pooling) rétegeket is. Azt, hogy a konvolucids neurdlis haldkban milyen sorrendben
kovetik egymast az egyes konvolicids, linearis és pooling rétegek, milyen mély a halo és
milyen méretlieck az egyes rétegek, a hald architekturdjanak nevezzik [2].
Altalanossagban azonban elmondhaté, hogy a konvolucids neurélis halok elsé rétegei
valamilyen egyszerii képjellemzdt — példaul ¢€leket, sarkokat, stb. — detektalnak, majd a
kovetkezo rétegek ezek egyre komplexebb tulajdonsagait érzékeli [2].



1.1.2 Neuralis halok tanitasa

A neuralis halé modell tanitdsa soran azt szeretnénk, ha a neuronok sulyainak
értékét ugy tudnank valtoztatni, hogy a hald altal generalt kimenetek minél jobban
kozelitsék az eldirt kimeneteket. Feliigyelt tanuldas soran az elért pontossag gy
hatarozhaté meg, hogy minden bemenethez meghatarozunk egy hibafliggvényt a két
kimenet alapjan. Erre a célra a leggyakrabban alkalmazott hibafiiggvények az egyszerti
négyzetes hiba (Mean Square Error - MSE), az tgynevezett Hinge hibafiiggvény és a
keresztentropia (Cross Entropy Loss). A hibafliggvényeket legtobbszor un. regularizacios
blintetdtaggal (R) egyiitt szoktdk hasznalni, mellyel csokkenthetd a til magabiztos
modell, azaz a taltanulas (overfitting) jelensége. A két legegyszeriibb regularizacios tag
a sulymatrix abszolut- és négyzetes hibaja (L1 és L2). Az igy eldallt hibafiiggvény:

N
L= L+ AROW) 1-1
i

A megfeleld stlyok megtalalasahoz ezt a hibafiiggvényt kell minimalizalni. Erre
a célra hasznalatos az iterativ gradiens modszer, mely azt a lehetdséget hasznalja ki, hogy
a hibafliggvény a sulyok szerint derivalhat6. Ezéltal minden lépésben gy valtoztatja a
sulymatrixot, hogy az a legmeredekebb lejtd felé¢ 1épést eredményezi a hibatérben,
egészen addig, amig el nem ¢éri annak globalis minimumat [5]. A sulymatrix
valtoztatasanak folyamata a kdvetkezoképp irhatd le:

d ILII
ow

ahol W a stlymatrix, L a hibafliggvény, a pedig a tanulasi rata (learning rate), azaz a
1épésmeéret, mellyel a globalis minimum felé haladunk [3]. A gradiens modszert jellemzd

1-2

W1 =W — «a

valamilyen momentummal kiegésziteni, mellyel elkeriilhetd a lokalis minimumokba valo
beragadas. Ezesetben a gradienst nem csupan lokalis adatokbol hatdrozzuk meg, hanem
valamekkora sullyal beleszamitjuk az el6z6 idOpontban meghatarozott gradienst is [6].
Néhany elterjedten alkalmazott gradiens-alapt optimalizacios algoritmus példaul az SGD
(Stochastic Gradient Descent), Adam, AdaGrad, RMSProp.

A mély neuralis halok tanitisa esetén a hibafliggvény stilyok szerinti derivaltjanak
szamitasara hasznalatos a hatraterjesztés (backpropatagation) algoritmus. Alapdtlete,
hogy a tobbrétegli neuralis hald elképzelhetd ugy, mint egy iranyitott szdmitdsi graf,
melynek csomopontjai a neuronmodellek [5]. A lancszabélyt alkalmazva a grafon
hatrafel¢é haladva barmely csomépont bemenet ¢és suly szerinti  derivaltjat
meghatdrozhatjuk, hiszen a legutolsé csomopont derivaltja ismert: a halé kimenete nem
mas, mint maga a hibafliggvény, aminek sajat maga szerinti derivaltja 1 [2] [7].

Az eddigiek ismeretében 0sszefoglalhatd a konvolucids neuralis haldo miikodése:
a bemenetére érkezd adatbol a sulymatrixai felhasznalasdval transzformalva azt,
valamilyen jellegzetes tulajdonsagat kiemeld kimenetet allit eld. Ezen komplex eredmény
eléréséhez nem elegendd csupan lineéris transzformaciok sorozata — marpedig a
konvolucid linearis miivelet. Ezért az architektiraba az egyes rétegek k6z¢ nemlinearis



fiiggvényeket szokas beékelni. Ezek koziil néhany siirin alkalmazott példaul a ReLu
(Rectified Linear Unit), Leaky ReLu (1.2. dbra) vagy az ELU.

fo

fU) =0 y / r
f=ay

1.2. abra. ReLu és Leaky ReLu aktivacids fiiggvények [8].

1.2 YOLOv4 objektumdetektor

A neurdlis halo alapt objektumdetektorok két nagy csoportba oszthatok: régio
alapt moddszerek és un. single-shot detektorok. Az elsd kategdriaba tartozé detektorok a
képeken eldszor régidjavaslatokat keresnek, majd ezeken kiilon-kiilon végeznek
objektumdetektaldst konvolicids neurdlis haloval [9] [10]. A masodik kategdria
detektorai ezzel ellentétben egy lépésben, az egész képen egyidejlileg végzik el az
objektumok osztalyozasat ¢s detektalasatis [11] [12] [13] [14] [15].

Az egyik népszerl, elsOk kozt megjelend single shot tipusu objektumdetektor a
YOLO (You Only Look Once) [11] volt. Miikddésének alapelve (1.3. abra), hogy a képet
celldkra osztja egy SxS meéretli racs segitségével. A halé minden celldhoz josol B darab
befoglald téglalapot, melyet 5 paraméter hatdroz meg: x, y, w, h, c. Ezek koziil (x, y)
koordinatak jeldlik a josolt befoglald téglalap kdzéppontjat a cella bal felsé sarkdhoz
viszonyitva, w és h pedig a téglalap szélességét és magassagat adjak meg a teljes kép
méreteihez viszonyitva. A ¢ paraméter egy konfidenciaérték, ami azt mutatja, hogy
mennyire biztos a modell abban, hogy az adott téglalap tartalmaz egy objektumot, illetve
milyen pontosan illeszkedik az objektumra. Ezen kiviil a halo josol minden téglalaphoz
még C darab paramétert, ahol C az osztalyok szdma, €s az értékek azt mutatjdk, hogy
melyik osztalyba tartozik az adott téglalap altal josolt objektum. A joslatok ekkor
SxSx(B*5 + C) dimenzi6ja tenzorok forméjaban jelennek meg. A tanitas soran a YOLO
az egész képet vizsgalja, és a sulymatrix optimalizaldsaval egyidejlileg torténik a
detektalashoz felhasznalt paraméterek optimalizalasa is [11].

A YOLO els6 verzidja 2016-ban jelent meg, és azdta mar tobb valtozata is
publikélésra keriilt. A YOLOv2-ben [12] (2017) a legjelentdsebb valtozas az ugynevezett
anchor tégalapok (anchor box) bevezetése volt. A cellakhoz jésolt téglalapok szélesség
€s magassag paramétereit itt mar nem a teljes kép méretéhez viszonyitva adtak meg,
hanem az anchor téglalapok méretéhez képest. A YOLOv3 [13] architekttra 106 rétegbdl
all, egy joval nagyobb, 53 rétegli Darknet gerinchélozatra épiil. Tobb skalafaktor mellett
végzi a detektalast, tovabba az elterjesztés soran idodnként a néhany réteggel hatrébb 1évo
aktivacios térképeket dsszevonja, ami segit megdrizni a kis objektumok tulajdonsagait is.



— W R
o =

Bounding boxes + confidence

Final detections

5 = 5 grid on input

Class probability map

1.3. abra. YOLO detektor miikodésének szemléltetése [11].

A negyedik verzidja, a YOLOv4 [14] ma is széleskorlien alkalmazott single-shot
detektor. A 2020-ban megjelent detektor korabbi verzidihoz képest specialis
bovitményekkel lett kiegészitve, melyek lehet6vé teszik a nagyobb érzékelési tartomanyt,
javitjadk a figyelmi mechanizmust, és erdsitik a képi jellemzok Osszevonasanak
képességét. A 160 rétegbdl allo architekturaja a CSPDarknet53 gerinchalozatra épiil, ami
egy un. Spacial Pyramid Pooling blokk kdvet, melynek célja a jelentés kontextus
jellemzOk kiemelése (1.4. dbra). Mar a korabbi verzidira is jellemz0, hogy az elGterjesztés
soran helyenként a néhany réteggel hatrébb 1évo aktivacids térképeket dsszevonja, ami
segit megdrizni a kis objektumok tulajdonséagait is. A paraméterek dsszevonasara az Un.
PANet modszert alkalmazzak, és mindemellett egy uj Mish nevil aktivacios fliggvényt
hasznalnak.
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1.4. abra. YOLOV4 detektor felépitése [16].

1.3 Ritkitas (pruning)

Attol fliggden, hogy egy mély neuralis halobol milyen struktira szerint tavolitunk
el paramétereket (sulyokat), beszélhetlink nem strukturalt és strukturdlt pruning
eljarasrol. Elso esetben a konvolucios rétegekbdl egyesével torliink stilyokat, ezesetben
kinullazzuk azokat. Bar ez valoban egy aktiv neuronjaiban ritkabb halot eredményez,
mivel az eredeti architektura mérete nem valtozik, a szamitasi koltségeket nem csokkenti

10



kell6képpen. Strukturalt pruning esetében a sulyok egy Osszefiiggd csoportjat toroljiik
egyszerre, példaul szlirdket vagy akar teljes konvollcids rétegeket. Itt a torlés mar
ténylegesen a szlir vagy a réteg eltavolitasat jelenti, ezaltal tulajdonképp egy uj, kisebb
architektarat kapunk. Ezen modszer esetén a szamitasi kapacitas csokkenése nyilvanvalo,
hiszen a paraméterek eltavolitasaval csokken az elvégzendd matrixszorzas miiveletek
szama [17].

Jelolje n; az i. konvolucios réteg bemeneti csatornainak szamat, 4; és w; pedig
legyenek az adott réteg bemenet aktivacios tombjeinek magassaga és szélessége. Az i.
konvoltciés réteg az x; € RM>XM*Wi bemeneti aktivacios tomboket x+; €
R™i+1 X Ri+1XWit1  kimeneti aktivacios tombokké transzformalja, melyek a kovetkezd
konvolucids réteg bemeneteit képezik. Ehhez n;+; darab haromdimenzids F;; €
R™M > kxk sziirével kell végighaladni az n; darab bemeneti csatornan, és minden sziird
egy kimeneti aktivacids térképet képez. Az imént emlitett haromdimenzios sziiréket n;
darab kétdimenzios K € R**¥ sziiré alkotja. Ebbdl adodik, hogy egy konvolucios réteg
feldolgozasa sordn az elvégzett miiveletek szama:

— 2 1-3
Nop = M1 * Ny ¥ k%% Rpyq % Wigyq

Ha az x; bemeneti csatornak koziil eltavolitjuk a j-ediket, akkor a hozza tartozo F; ;
haromdimenzios sziird is torlddik, tovabba az x;+;,; kimeneti aktivacios térkép is, melyet
a torolt sziiré hozott volna létre. Ez a 1épés n; 'k *hi+;*wi+; darabbal csokkenti a miiveletek
szamat. Mivel a kimeneti aktivacios térképek alkotjak a kovetkezd konvolicids réteg
bemenetét, torlddik az a sziird is, mely az eltavolitott csatornan végezné a transzforméciot
az i+1. rétegben. Ezzel tovabbi 2™k’ *hi+2*wis> darabbal csokken az elvégzendd
miiveletek szdma. Az i. konvolucios réteg m darab csatorndjanak eltavolitasaval m/n;+;-
gyel csokken mind az i., mind az i+ /. réteg szamitasi koltsége [17].

kernel matrix

X Xis1 Xi+2

1.5. abra. A strukturalt pruning szemléltetése egy konvoluciés rétegen [17].

"o

A ritkitas utan az eléallt modellt sokszor szokas néhany iteracid erejéig tanitani,
hogy javuljon az eljards sordn valamelyest leromlott pontossaga. Ezt a 1épést
finomhangolasnak nevezziik. Fontos még megjegyezni, hogy nem ritka jelenség, hogy a
ritkitott modell pontossaga feliilmulja az eredeti, kiindulasi modell pontossagat. Ez azzal
magyarazhat6, hogy a pruning tulajdonképp egy regularizacids eljaras, hiszen a stlyok
torlésével csokken a modell magabiztossaga, ezéltal az overfitting mértéke is [17].

11



1.4 Megerositéses tanulas

1.4.1 Megerdositéses tanulasi probléma

A tanulo algoritmusokat a tanitd adatbazis milyenségébdl adoddan tobb
kategoriaba sorolhatjuk. Az els6 nagy csoport a felligyelt tanitds (supervised learning),
amikor a tanité adatok mellett rendelkezésiinkre 4ll a hozzajuk tartozé cimke is, ami az
elvart kimenetet hatdrozza meg. llyenkor az algoritmus feladata a cimkék minél
pontosabb becslése; A cimkék segitségével minden dontéshozas utan a tanit6 algoritmus
altal josolt kimenet Osszehasonlitdsra keriil az elvarttal, ezaltal az algoritmus
alkalmazkodni tud a problémahoz, €s idével egyre pontosabban teljesit. Ezzel ellentétben,
a felligyelet nélkiili tanitas (unsupervised learning) soran a kimenet egyaltalan nem
ismert, a cél az adatok kozti hasonlosagok és kiilonbségek felismerése valamilyen belsd,
definialatlan struktura szerint. A két tanulasi forma kombinacioja a félig feliigyelt tanulas
(semi-supervised learning), ekkor a tanitd adatok csak egy bizonyos része van
felcimkézve. Megemlitendd tovabba az onfeliigyelt tanulas (self-supervised learning),
amikor az algoritmus a feliigyelt tanuldshoz hasonldéan az adatbazis cimkékkel van
ellatva, &m azok generaldsa automatikusan torténik [1].

Harmadik nagy csoport a megerdsitéses tanulds (reinforcement learning),
melynek sordn a cél lehet egy jo viselkedés, miiveletsorozat vagy akéar cimke
meghatarozasa. A tanul6 algoritmus (4gens) egy kiilsé kornyezettel interakcioban allva
probalja 6nalldban megmegoldani a feladatot. Ez a kornyezet kiilonb6zd allapotokkal
irhato le, ezeket megfigyelve dont az 4gens minden Iépésben az akciordl, melyet
végrehajtva a kornyezet 0) allapotba kertil. A feliigyelt tanulassal ellentétben, itt nem
tudja meg, hogy mi lett volna a helyes dontés, viszont a kornyezet bizonyos idokdzdnként
visszajelzést ad az agensnek. Ezt jutalomnak nevezziik, és a feladat teljesitésének
mindsége szarmaztathatd beldle. Ennek kovetkeztében az 4gens igyekszik az akcidk
megvalasztdsdhoz egy olyan stratégiat kialakitani, melynek alkalmazasaval a lehetd

Agent
state reward action

s, | |R A

R\
s.. | Environment \4—

1.6. abra. Az agens és a kdrnyezet interakcidja.

legtobb jutalmat kapja [18].

A 4

A

Az el6z6 bekezdésben ismertetett probléma matematikailag a Markov dontési
folyamattal adhato meg, mely formalisan a kovetkez6képp irhato le: (S, A, R, P, vy),

ahol S az allapottér, A az akciétér, R(s, a) a jutalmak eloszlasa egy adott llapot-akcio

parhoz, P(s, a): akdvetkezd allapot bekdvetkezésének eloszlasa, y pedig a diszkont rata,

crer

meg, mely egy olyan fliggvény, ami minden allapothoz hozzarendel egy akciot:
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n(a,s) = P(a; = als, = a) 1-4

Az agens m stratégiat kovetve egy allapotbol egy akcid hatasara a kovetkezd allapotba
keriil, mikézben egy bizonyos jutalmat kap. Ezt az allapot-akcio-jutalom héarmast
trajektorianak nevezziik. Ezek ismeretében definialhat6 az értékfiiggvény, mely azt adja
meg, hogy m stratégiat kovetve, s allapotbol indulva mi a varhato teljes jutalom:

n(a,s) = P(a; = als; = a) 1-5

tovabba a Q-fiiggvény, mely egy allapot-akcid parhoz rendeli hozzd a jovobeli teljes
jutalom véarhat6 értékét:

Q"(s,0) = E[) v'1elso = 5,00 = a,7) 6
20

Attol fiiggden, hogy az dgens milyen fliggvényeken keresztiil keresi az optimalis
stratégiat, kiilonb6zé megerdsitéses tanulasi modokrdl beszélhetiink. A Q-Tanulas (Q-
Learning) soran az agens az optimalis Q-fliggvény megtalalasara torekszik, majd ebbol
szarmaztatja a stratégiat. Az optimalis Q-fiiggvény fontos tulajdonsaga, hogy teljesiti az
un. Bellman-egyenletet, miszerint egy adott allapot-akcid parbol a szerezhetd legnagyobb
jutalom egyenld a kozvetleniil kapott jutalom és a kovetkezd allapotbdl elérhetd
legnagyobb jutalom 6sszegével [19]. Ezt felhasznalva definidlhat6 a paraméterfrissitési-
szabaly és a koltségfiiggvény:

Q(s,a,0) = E[r + maxQ(s',d’,0)] 1-7
AQ = r + maxQ(s’,a’,0;_1) — Q(s,a,6;) 18
Li(6;) = E[A6;°] 1-9
aLi(Qi) — 6Q(s,a,9i) 1-10

00, CIAQ— 55 ]

ahol 0 jeloli a halé paramétereit, AQ a Bellman-egyenlet hibajat, L; pedig a
koltségfiiggvényt jeloli. Ezaltal a tanitas soran minden iteracioban frissiil a Q-fiiggvény,
amig az az optimalis értékhez nem konvergal.

A masik csoportot a Policy Gradiens alapi mddszerek alkotjak, melyek a
stratégiat kozvetlentil, értékfiiggvény kozbeiktatdsa nélkiil tanuljak. A legegyszeriibb
Policy Gradiens alapt algoritmus az un. Monte Carlo Policy Gradient (REINFORCE).
Ennek miikddése a kovetkezOképp értelmezheté: a halo adott allapot esetén
valoszinliségeket rendel az akciokhoz, majd a legnagyobb valoszinliséggel rendelkezdt
végrehajtja, amiért valamilyen jutalmat kap a kdrnyezettdl. Ha a jutalom j6, akkor ugy
modosul a hald, hogy legkdzelebb ezt az akciot nagyobb valoszinliséggel hajtsa végre,
amennyiben viszont a jutalom rossz, az adott akcid végrehajtdsdnak valdszinliségét
csokkenti. A tanitds végére igy az akcidk sorozata, tehat a stratégia az optimalishoz
konvergal. A REINFORCE algoritmus esetén a koltségfiiggvény a kovetkezdképp
definialhato:
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J©) = Fr@] = $ () p(z,0) 11

T

ahol 6 a halo paramétereit t a stratégia kovetése mellett kialakult trajektoriat, r(7) a
jutalomfiiggvényt, p(t,0) pedig egy akcid meglépésének valdszintiségét jeloli adott
trajektoria fliiggvényében. A koltségfiiggvény 6 szerinti derivaltja a haldé kimenetének
(g (a¢|s;)stratégia) logaritmusanak derivaltjaval ardnyos, melynek eld eldallitasa a
Monte-Carlo becslési modszerrel lehetséges [7]:

Vel(8) = ) r(®)Vslogmy(acls) 112

t=0

1.4.2 Multiagensi Actor-Critic modszerek

A Policy Gradiens modszerek egy jellegzetes problémdja, hogy a jutalmak
minden esetben nemnegativ szdmok, igy tulajdonképp minden visszajelzéskor
megerdsitjiik a halot a dontésében, csak éppen rossz dontéskor kisebb mértékben. Erre a
problémdra egy lehetséges megoldas, ha akkor tekintiink egy jutalmat jonak, ha az
nagyobb, mint az adott allapotbol elérheté jutalom varhaté értéke. Ennek
meghatdrozasahoz definialhaté az Un. elényfiiggvény, mely az éllapot-akcid parhoz
tartozo Q-fliggvény ¢€s az allapothoz tartozo értékfiiggvény kiillonbsége:

A7 (s,0) =Q(s,a) = V™ (s) -
Ezéltal a Policy Gradiens koltségfiiggvényének derivaltja:
Vol (8) = ) (@"(st,a) — V™ (s0))Vplogry(aclse) 114
t20

Az ezen oOtleten alapuld mddszereket Actor-Criric modszereknek nevezziik, ahol
a megnevezések két kiilon halot jeldlnek: az Actor haldo az optimdlis stratégia
eldallitasaért felelds, melyhez Policy Gradienst hasznal, mig a Critic hal6 feladata az
eldnyfliggvény eldallitdsa Q-tanulas segitségeével [18].

Az Actor-Critic modszerek rendkiviil jol teljesitenek a megerdsitéses tanulds
feladatainak megoldasdban. Szamos kiilonb6zd valtozatuk létezik, melyik koziil a
legjelentdsebbek: Asynchronous Advantage Actor-Critic (A3C), A2C, Deep
Deterministic Policy Gradient (DDPG), Proximal Policy Optimization (PPO) [20] [21]
[22]. Ezek koziil az A2C és a PPO alkalmazésa valosul meg a fejlesztés soran, ezért
miikddési elve részletesebben is bemutatéasra keriilnek, mivel azok szerves részét képezik
a dolgozatnak.

Az eddig ismertetett hdrom tanulasi forma egymashoz képest jelentds eldnyokkel
¢és hatranyokkal rendelkezik, k6zos azonban benniik, hogy egyszerre egy agens 1ép
interakcioba a kornyezettel. Egy 2016-ban megjelent keretrendszer lehetové teszi tobb
megerdsitéses tanuldsi algoritmus hatékonyabb alkalmazasat, egyszerre tobb agenst is
futtatva a kornyezet tobb példanyan [20]. Ezen keretrendszert az elézé bekezdésben
roviden bemutatott Advantage Actor-Critic modszer koré épitve kapjuk az un. A2C
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algoritmust, mely ma is széleskorlien alkalmazott eljaras. A parhuzamosan futé agensek
képesek a kornyezet kiilonbozo részeinek feltérképezésére, tovabba kiilonbozo keresési
stratégiak alkalmazésara. Egyes epizodokban a tanuld adgensek tapasztalatait 6sszevonva
keriil frissitésre a tanitott modell, ami stabilabb tanitasi folyamatot eredményez. Ennek
kovetkeztében az addig erre a problémara megoldast nytjtod tapasztalat visszajatszas
modszere [23] is elhagyhat6, mely csokkenti az algoritmus memoria- és a
szamitasikapacitas-igényét.

Egy masik elterjedt, state-of-the-art algoritmus az un. PPO (Proximal Policy
Optimization Algorithm) [22]. Ez az A2C-hez hasonldan tobb agenst futtat egyszerre,
ujitdsa azonban az actor specialis koltségfiiggvényében rejlik, melynek alkalmazasaval
elkeriilhetd a tul magabiztos stratégia problémaja. Ennek eléréséhez minden 1épésben
figyelembe veszi az eldzd 1épésbeli stratégiat, és megakadalyozza, hogy egy akcio
valdsziniisége sokkal nagyobb legyen az adott 1épésben, mint az el6z8ben volt. Jeldlje 7
arégi és az Uj stratégia valdszinliségi aranyat:

r.(6) = —molaclse) 15
o4 (aclse)
Ismerve a megfigyelt akciok €s allapotok egy sorozatat, ; nagyobb, mint 1, ha az a, akcio6
valdszinlisége nagyobb az 11j stratégia szerint, mint az utolsé paraméterfrissités elott.
Ekkor a koltségfiiggvény a kdvetkezOképp definidlhatd:

LELP (0) = E[min(r:(0)A,, clip(r:(0),1 — €, 1 + €)4; )] 1-16

ahol € az Gn. vagasi tényezd, értéke altalaban €=0.2 koriil mozog. Ennek értelmében a
hiba megfelel r; arany és az A; eldonyfiiggvény szorzatanak, abban az esetben, ha az r;
arany az 1 € sugart tartomanyaba esik. Ellenkezd esetben az szorzat értéke vagasra kertil.

A<

LOLIP A>0

1—¢€1

0 11+ Lo
1.7. abra. Koltségfiiggvény vagasanak szemléltetése [22].

Ez a koltségfliggvény gyakorlatilag ugyanazt a viselkedést valositja meg, mint a
korabban publikalt TRPO mddszer [24]. A TRPO azonban rendkiviil dsszetett algoritmus,
a PPO sokkal egyszerlibb mddon valdsitja meg ugyanazt a mitkddést, implementacioja is
egyszerlibb, ezaltal sokkal elterjedtebben alkalmazott mdodszerré valt.
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2 Publikalt munkak

2.1 Hagyomanyos pruning eljaras

A pruning eljaras mar az 1980-as években is ismert volt, alkalmazasara azonban
csak az elmult évtizedben nétt meg az igény a mély neuralis halok elterjedésének
koszonhetden. Ebben az iddszakban szamos publikacié és kisérlet jelent meg, melyekben
a leghatékonyabb ritkitasi stratégiat keresték nagyon mély konvolucids neuralis halokhoz.
Ezen mddszerek mind arra torekedtek, hogy valamilyen gondosan szerkesztett szabalyt
definialjanak az eltavolitand6 paraméterek kivalasztasara. Miutan gyorsan kidertilt, hogy
a véletlenszert ritkitast feliillmualja a nagysag alapu ritkitas, sok kisérletben azt vizsgaltak,
hogy mi az az optimalis hatdrérték, ami alatt mar t6rolni érdemes a paramétereket [25].
Masok ettdl a moddszertdl elrugaszkodva, sokkal komplexebb feltételeket szabtak,
melyben nem csak az adott paraméter nagysagat vizsgaltak, hanem azt is, hogy az egyes
Osszekottetések az architektirdban milyen befolyassal vannak a halo teljes szerkezetére,
miben jarulnak hozza annak pontossagahoz [26] [27].

A YOLO detektorok ritkitasara is egyelore csak kézzel szerkesztett,
szabalyszerliségekre alapozott moddszerek léteznek, viszont a gondos tervezés
kovetkeztében ezekkel nagyon jo eredményeket értek el. A 2020-ban megjelent
YOLObile keretrendszer [28] a rétegek blokkos ritkitdsdval a YOLOv4 architektiraban
kozel 93%-os ritkasagot ért el, mig a mAP minddssze 8,3%-ot romlott. Hasonloan kivalo
eredményt mutat a 2021-ben megjelent YOLO-Tight [29] mddszer, mely a YOLOv3
architektira ritkitdsdhoz az Un. sparsity training-et alkalmazza, melynek soran
megmutatkoznak azok a paraméterek, melyek egylittesen vannak jo hatassal a halo
pontossagara. Ezzel a megkozelitéssel a paraméterek kozel 90%-anak eltavolitasa mellett
a pontossag alig romlott. Szintén az idei évben publikaltdk a Micro-YOLO detektor
ritkitasat megvalositd keretrendszert, mely a paraméterek negyedét tavolitotta el az
architekturabol 3,1% mAP csokkenés mellett [30].

Azt, hogy a jobbnal jobb eredmények koziil melyik a legeredményesebb, ma is
nagyon nehéz megmondani, ami azzal magyarazhato, hogy nincsenek egységes tesztelési
kortilmények definialva a problémahoz [17]. Még a YOLO tipust detektorok esetén sem
egységesek az alkalmazott adatbazisok ¢€s kiértékelési metrikak, altalanos esetben pedig
két kiilonboz6 architektara ritkitdsanak eredménye nem is hasonlithatd 6ssze érdemben.
Egy tulajdonsag azonban kozds ezekben a modszerekben: minden esetben a feltétel
meghatarozasa €s a ritkitott modell eldallitdsa emberi beavatkozast igényel. Ez nem csak
a modszerek lassusdgat eredményezi, hanem jelentdsen lekorlatozza a lehetdségek
feltérképezését is. Erre nyult megoldast a kovetkezd fejezetben targyalt, megerdsitéses
tanuldssal automatizalt pruning.

2.2 Megerositéses tanulassal megvalositott pruning

A megerdsitéses tanuldssal megvalodsitott pruning témakorében az elmult 2-3
évben jelentek meg eldszor publikaciok, melyek tilnyomo részben osztilyozd halok
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ritkitdsdhoz lettek tervezve [31] [32] [33]. Az automatikus pruning megoldasakor a
hagyomanyos ritkitdson tilmenden tovabbi tervezési szempontokat kell figyelembe
venni, melyek koziil néhany legfontosabb: milyen megerdsitéses tanuldsi algoritmus
(agens) valasztasa a legelOnyOsebb, hogyan és milyen siirlin érdemes jutalmazni az
agenst, vagy, hogy mi alkossa az allapotteret. Az alabbi alfejezetekben azon a két state-
of-the-art modszer keriil részletesen bemutatasra, melyek eredményes megoldasokat
kinalnak az elobb felsorolt problémakra, €s a leginkabb hasonlitanak az altalam készitett
automatikus pruning rendszerhez.

2.2.1 AMC

A 2018-ban a European Conference on Computer Vision konferencian megjelent
AMC (AutoML for Model Compression) [32] nevet viseld eljaras volt az elsé megoldas,
amely megerdsitéses tanuldssal kozelitette meg a pruning problémakdrét. A mddszer
mind a szegmentalds, mind az objektumdetektalas teriiletén tobb neuralis halé modell
ritkitdsanal is jobb paraméterredukcid — pontossagromlas aranyt ért el, mint amilyet az
addigi kézi beallitassal megvaldsitott redukalas soran sikertilt.

A redukélandé modellen strukturalatlan €s strukturalt ritkitast is végrehajtanak,
utobbi esetében a modell egyes rétegeibdl nem csak paramétereket, hanem teljes sziirdket
tavolitanak el. Az adott rétegbdl eltavolitand6 paraméterek mennyiségét a réteg
ritkasagaval fejezik ki szdzalékban, a paraméterek kivalasztasat pedig azok nagysadganak
vizsgalataval végzik (szlir6k esetében az azt alkotd sulyok abszolut Osszegének
vizsgalataval). A megerdsitéses tanulashoz a DDPG actor-critic algoritmus hasznaljak,
melynek allapotterét 11 kiilonb6z6 paraméterrel irjak le:

(t,n,c, h,w,stride, k, FLOPs|[t],reduced, rest,a;_4) 2-1

ahol t a konvolucios réteg indexe, a szlird mérete n * ¢ * k * k, a bemenet pedig ¢ *h *w
méretli. FLOPs/[t] a t-edik réteghez tartozd lebegdpontos miiveletek szama, reduced a
modellben a #-edik rétegik terjedd, mar pruning-olt rétegekhez tartoz6 FLOPs szam, rest
pedig az utdna kovetkezd rétegekhez tartozo. Végiil a,_; jeloli az el6zd 1épésben
valasztott akciot. Az akcidteret folytonos fiiggvényként definidljak, az adott
réteg/aktivacios tomb ritkasdga szazalékban kifejezve, folytonos fiiggvényként. Az
alkalmazott jutalomfiiggvény:

Rpgram = —Error x log(#Param) 22

ahol Error a pontossdg romldsat, Param pedig a torolt paraméterek szamat jeloli. Az
agens csak a teljes modell ritkitdsa utdn, epizodonként egyszer kap jutalmat. A jutalom
szamitasahoz a pontossagromlast az egyes iteracios Iépésekben a ritkitott hald validacios
adatbazison val¢ tesztelésével hatarozzak meg, finomhangolas nélkiil.

A bemutatott megoldassal ugyan j6 eredményt értek el — Faster R-CNN detektor
50 %-os paramétercsokkentése mellett 0,1 % mAP javulas —, &m mivel az 4gens mindig
csak a teljes modell redukélasa utan kap visszajelzést, az algoritmus meglehetdsen sok
iteracid utan konvergal.
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2.2.2 PuRL

Ezt a hatranyt probaltak kikiiszobdlni a 2020-ban az International Conference on
Machine Learning konferencian bemutatott PuRL eljarassal [31], melynek legfontosabb
ujitasa az volt, hogy Un. siiri jutalmat alkalmaztak, tehat az 4gens nem csak a teljes modell
redukdlasa utan kapott visszajelzést, hanem minden egyes réteg ritkitasa utan. Ezzel
jelentdsen sikertilt csokkenteni a konvergencidhoz sziikséges iteraciok szamat. Az AMC-
hez viszonyitva példaul 85 %-kal kevesebb iteraciot hasznal.

Emellett a megoldas sok mas tulajdonsagaban is kiilonbozott az el6z6 fejezetben
bemutatott AMC-t6l. A PuRL nem strukturalt pruning-ot hasznal, ami azt jelenti, hogy itt
elsésorban a modell méretének csokkentése volt a szempont, mintsem a futasi sebesség
novelése. Az éllapotteret 3 tulajdonsaggal irjak le:

s=(,a,p) 2-3
ahol / a ritkitando6 réteg indexe, a az addig redukalt modell pontossaga finomhangolas
utan, p pedig a torolt paraméterek szazalékat jeloli. Az akcidteret hasonloképp a
rétegekhez valasztott ritkitasi tényezo (o) alkotja, mely tulajdonképp egy hatarérték, amit
a réteg sulyainak szorasabol hataroznak meg, és az értéke ald esd nagysagu sulyok
keriilnek eltavolitasra:

Torolt Paraméterek;(a) = {w||w| < aoc(w;) } 2-4

ahol o(w;) az i. réteg sulyainak szorasa. Az akciotér diszkrét, az a értékek a kovetkezd
értékeket vehetik fel: a € {0,0; 0,1; 0,2; ... 2,2}.

A megerdsitéses tanitdshoz Deep Q-Learninget hasznalnak. Tovéabba, a siirli jutalom
bevezetése egy 0j, komplex jutalomfiiggvény definidlasat kovetelte meg:

A p
%,O) +max(1—%,0)) 2-5

R(s) = —f(max(1 —
ahol A(s) and P(s) az s allapothoz tartoz6 jratanitas utani pontossag és ritkasag arany, T,
and Tp az elérni kivant pontossag és ritkasag aranyt, S pedig egy skalafaktort jelol.

Bar a PuRL joval kevesebb iteraci6 alatt konvergal, mint az AMC, tényleges futasi
1d6t egyik publikacioban sem tesznek kozzé. Mindkét megkozelitésben a halo
pontossaganak romlasat validacioval, s6t PuRL esetében egy kis adatbazison vald
finomhangolassal hatarozzdk meg futasi idében. Rdadasul az utobbi mddszernél a siiri
jutalom miatt minden iteracidban annyiszor végzik el ezeket a miiveleteket, ahany réteg
van a ritkitando neuralis haloban. Az ismertetett modszerek ezért, bar kevés iteracios
1épést, de rendkiviil hosszadalmas tényleges tanitasi id6t igényelnek.

Az irodalomattekintés utan megallapithatdé, hogy a YOLO tipusti detektorok
ritkitdsara nagyon jo eredményt megvalositd hagyomanyos modszerek 1éteznek, melyek
jelenleg jobb ritkasagi aranyt képesek elérni, mint a megerdsitéses tanuldssal automatizalt
pruning modszerek. Viszont nem feledendd az automatizalt pruning elénye a
hagyoményossal szemben, miszerint az nem igényel emberi beavatkozast,
alkalmazaséanak és fejlesztésének fontossaga ezért nem elhanyagolhat6.
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3 Probléma definialasa

Az el6z0 fejezetben bemutatott megoldasok tanulsagait mérlegelve, a munkam
célja egy olyan megerdsitéses tanulas alapt ritkit6é rendszer tervezése és megvaldsitasa a
YOLOvV4 objektumdetektorhoz, mely a 1étezé publikaciokban ismertetettekhez hasonlo
josagu ritkitast valosit meg a tanulas idejének jelentés mértékii csokkentése mellett.
Meglatasom szerint az eddigi megoldasok hosszas tanitasi idejének legfobb okozodja az
epizodonkénti — akar tobbszori — validacio, ezért a rendszer ezen részét egy 1) modszerrel
valésitom meg. Az egyes pruning Iépések utdn a hald ritkasdgat és pontossagat a
tényleges validacio helyett egy Gn. allapotbecsld haloval hatdrozom meg, melyet el6zdleg
automatikusan generalt adatokon tanitok be. A rendszer tobbi részét, példaul a tordlni
kivant paraméterek meghatarozasat, jutalomfiiggvényt, a megerdsitéses tanulasi
probléma allapot- és akcidterét vagy a tanulds tipusat a mar 1étezd publikaciokbol meritett
ihletek alapjan definialom.

RL-based automatic pruning system

laver i+1

agent

o-value =
—> environment
Actor

Pretrained YOLOv4 > Serg;gf& .
model statePredNet P F(‘ﬂ er i best a-sequence
F reward I

next_siare

layer i-1

3.1. abra. Az automatikus ritkitast megvalosité rendszer.

Az elkésziilt rendszer folyamatdbrajat az 3.1. abra szemlélteti. Az 4gens a betanitott
YOLOv4 halo kezdeti allapotat kapja meg bemenetként, majd a halon rétegenként
végighaladva minden réteghez valaszt egy ritkitasi tényezot (o). A haloé ennek hatéséra uj
allapotba keriil, melyet a kiilsé kornyezet az eldtanitott allapotbecsld halo segitségével
hatdroz meg. A kiilsé kornyezet ezutdn ezt az allapotot és az akcid josdgat mindsitd
jutalmat visszajuttatja az agenshez. A bemeneti halo 6sszes rétegén végighaladva eldall
egy a-szekvencia, mely felhasznalasaval ritkitva a bemeneti halot egy kisebb, kevesebb
paramétert tartalmazo halo all eld.

Az ismertetett rendszer feladata tehat, hogy automatikusan, emberi beavatkozas
nélkil taldlja meg azt az n hosszll a-szekvenciat, melynek felhasznalasaval a betanitott
YOLOvV4 detektor rétegenkénti ritkitasa a lehet6 legkevesebb paramétert tartalmazo halot
eredményezi a pontossaganak lehetd legkisebb romlasa mellett. Az n a YOLOv4 detektor
ritkithato rétegeinek szadmat jelenti, az a-szekvencia pedig — a megerdsitéses tanulds
értelmében — nem mas, mint az agens altal tanult stratégia.
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4 Javasolt megoldasok

Az alébbi fejezet a ritkito rendszer felépitéséhez sziikséges elemek és folyamatok
részletes ismertetését tartalmazza.

4.1 YOLOV4 detektor tanitasa

A rendszer megvalositasanak elsd 1épése a YOLOv4 detektor betanitasa, melyhez
tanito és validacids adatbazisra van sziikség. Az emlitett detektor COCO adatbazison [34]
betanitott modellje publikusan elérhetd és felhasznalhato ilyen célra. Tulajdonképp ez a
modell is megfelelne a megvalositani kivant célra, ez azonban azt igényelné, hogy a
ritkitott modell validalasa és finomhangoldsa is ezen adatbazis felhasznalasaval torténjen.
Mivel a COCO adatbazis rendkiviil nagy, a gyorsabb tanitas céljabol egy joval kevesebb
képet szamlalo adatbazisra, a KITTI-re esett a valasztas [35]. Az adatbazis kozlekedésben
alkalmazott detektorok tanitasa céljabol késziilt, 9 kiilonbozo kategoriat és kb. 7500 képet
tartalmaz.

Az adatbazis képeit 70 % - 30 % aranyban osztottam szét tanitd és validacios
adatokra. A YOLOv4 detektor megvalositasahoz és tanitasahoz [36] implementaciot
hasznaltam, a tanitashoz a batch méret kivételével az ebben definialt hiperparamétereket
alkalmaztam, ezek koziil a legfontosabbak a 4-1. tdblazatban lathatok. A batch méretet az
altalam hasznalt GPU memoriakapacitdsa miatt kellett csokkenteni.

epoch batch size  optimizer learning rate initial weight GPU
scheduler learning decay
rate
260 16 Adam LambdalLR le-3 Se-4 NVIDIA
[37] TITAN X

4-1. tablazat. A tanitashoz hasznalt fontosabb hiperparaméterek.

Az el6tanitott modell a KITTI adatbazison 68.5 %-0s mAP értékre tanitottam be.
A tanitas folyamatat a 4.1. abra gorbéi szemléltetik. Az igy eldallt modell képezi a ritkito
rendszer bemenetét.

cls_loss mAP_D.5
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4.1. abra. A YOLOV4 detektor tanitasanak validacids loss, mAP, precision és racall gorbéi.

4.2 Pruning a YOLOv4 detektoron

Mivel a paraméterek csokkentése mellett a szamitasi kapacitas csokkentése is cél,
a betanitott YOLOv4 modell egyes konvolucids rétegeibdl teljes sziirdket tavolitok el. A
halé minden rétegéhez adott egy un. ritkitasi tényezo (o), mely meghatarozza, hogy adott
rétegbdl hany szlirdt kell eltavolitani — errdl a késdbbiekben, az 4.4.2 fejezetben lesz szo
részletesen, am jelen fejezet megértéséhez ismerni sziikséges, hogy a 23 kiilonb6zo
értéket vehet fel. Az alabbi fejezet a YOLOv4 architektara ritkithatésagat, felmeriild
nehézségeket és a ritkitast végzo algoritmust ismerteti.

4.2.1 Ritkithato rétegek a YOLOvV4 architekturaban

A pruning végrehajtasakor az algoritmus az egymast kovetd konvolucios rétegek
bemeneti majd kimeneti csatornaibol felvaltva tavolit el szlir6ket a valasztott o érték
szerint, kezdve a 0. konvoluciés réteg kimeneti csatornaival. A feladatot azonban
jelentésen megneheziti a YOLOv4 detektor Osszetett architektiuraja (4.2. dbra), ugyanis
az szamos eldrecsatolast tartalmaz, ezaltal kiilonos tekintettel kell lenni arra, hogy egy
réteg valtozasakor a téle fliggd rétegeket is annak fiiggvényében kell modositani.

Output:

DC Block 13x13x

1024

4.2. abra. Elorecsatolasok a YOLOv4 architektaraban [16].
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A YOLOV4 architektirajaban megtalalhato rétegek tipusai a kovetkezok:
* Convolutional: Egyszert konvolucios réteg.

* Maxpool: Egyszerii max pooling réteg.

» Upsample: Egyszer(i upsample réteg.

* FeatureConcat: A megjelolt rétegek stlyait/csatornait egymas utan masolja. Az 0j réteg
méretét a megjelolt rétegek méretének dsszege adja.

» WeightedFeatureFusion: A megjeldlt rétegek sulyait/csatorndit 6sszeadja. Az 0j réteg
mérete a megjelolt rétegek koziil a legkisebb méretii lesz.

* YoloLayer: Detekcios réteg. A bemend aktivacids tombbdl a detektor kimenetét, a
detektalt objektumok adatait allitja eld.

» ConvBeforeYolo: Egyszer(i konvolucios réteg, az eredeti architektiraban tulajdonképp
nincs is megkiilonboztetve, azonban a tervezés szempontjabol fontos tulajdonsaggal bir,
igy sziikséges a megkiilonboztetése.

Az modell ritkitasat megvaldsité algoritmus bemutatdsdhoz néhéany
segédparaméter ismertetése sziikséges. A dim és dim_next paraméterek jeldlik, hogy
rendre az i-edik és (i+1)-edik rétegben a kimeneti vagy bemeneti csatorndk keriilnek
redukélasra: dim = () esetén a kimeneti, dim = I esetén a bemeneti csatornakbol tavolit el
az algoritmus. Egyszerti konvolucios rétegek esetén felvaltva torténik a ki- és bemeneti
csatornak redukaldsa, igy minden 1épésben dim next = dim XOR 1. Az deleted channels
paraméter a modellben talalhato Osszes réteghez azon csatornak indexét tarolja, melyek
torolve lettek. A dims tomb, i-edik réteghez a dim_next értéket tarolja. Ezek ismeretében
az algoritmus miikodése a kovetkezo:

Réteg tipusa dim Tennivalo

Convolutional 0 deleted_channels += get_indexes(alpha)
dim_next = dim XOR 1 (dj indexek)

Convolutional 1 deleted_channels += deleted_channels[-1]
dim_next = dim XOR 1 (indexek az elézd
réteg kimeneti csatorndi szerint)

FeatureConcat 0/1 ii = []
for j in layer_indicies
if dims[]j] ==
ii += indexes[j]
deleted_channels += ii
dim_next =1

Osszevonando rétegek:
layer_indicies

WeightedFeatureFusion 0/1 i = get the index of Layer, where output
. o channel number in MIN from Layer_indicies
Osszeadando rétegek: deleted _channels += deleted channels[i]

layer_indicies dim_next = 1
ConvBeforeYolo 1 deleted_channels += deleted channels[-1]

dim_next = dontcare
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ConvBeforeYolo 0 deleted_channels += [] (nincs pruning)
dim_next = dontcare

YoloLayer 0/1 deleted _channels += [] (nincs pruning)
dim_next = dims[-1]
Maxpool, Upsamle 0/1 deleted channels += deleted channels[-1]
dim_next = ©
dims[-1] = @

A fenti tervezési szempontok mellett az elkésziilt algoritmus a 160 rétegbdl allo
architektira 44 kiilonb6z6 konvolucios rétegéhez valaszt a értéket — a tovabbiakban az
egyszeriiség kedvéért ezeket nevezem ,ritkithatdé rétegek”-nek. Mivel egy rétegbdl
eltavolitott kimeneti csatorndk az azt kdvetd rétegbdl is torlddnek, tulajdonképp ez azt
jelenti, hogy a YOLOv4 architektraban a ritkithato rétegek szamanak dupldjabol, azaz
88 rétegbdl tordlhetd paraméter.

4.3 Allapotbecslé neuralis halé

4.3.1 Szerepe az agens tanitasaban

Az allapotbecsld halo (statePredNet) a kiilsé kornyezet feladatanak egy részét
veszi at: a modell allapotat (model state) €s a modell rétegeihez rendelt o ritkitasi
tényezOk sorozatat (a-sequence) bemenetként megkapva josolja a halé pontossdgromlasat
(error) és ritkasagat (sparsity) a tényleges pruning és validacio helyett (4.3. abra).
Architekttrajat tekintve 3 linearis rétegbdl all, rendre 256, 512 és 256 neuronnal, melyek
kozott ReLU aktivacids fiiggvény talalhato.

Input layer i Hidden layers i Output layer
8823 h, 256 h 512 h, 236 ‘

AN V'O“‘Ni‘ 4‘“‘%‘
. 6 ”

' /

4.3. abra. Az allapotbecslé halo be- és kimeneteivel.

Az éllapotbecsld hald automatikusan generalt adatokon lett betanitva onfelligyelt
tanitassal. Mivel a tanitdé adatok nem fedik le az Osszes lehetséges esetet, ezért
megtdrténhet, hogy az dgens tanuldsa soran eldall olyan a-szekvencia, melyre nem ad
kelléen pontos eredményt. Fontosnak tartom kihangsulyozni, hogy az allapotbecsld
halénak nem is az a feladata, hogy tokéletes eredményt adjon minden bemenetére, csupan
az, hogy a jellegzetes esetekre adjon helyes joslatot, jo irdnyba terelve ezzel az dgens
tanitasat. Az agens konvergencidja sokszor a nehezen allithatd hiperparaméterektdl is
fligg, egy-egy bedllitas mellett legalabb néhany 10 epizod sziikséges ahhoz, hogy
kideriiljon, konvergal-e a megoldas. Alkalmazasaval az agens nagysagrendekkel
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gyorsabban kozelit a jo stratégia felé, a jok koziil a legjobbat viszont a tényleges ritkitas
¢s validacio adta eredménybdl kell meghatarozni.

4.3.2 Automatikus adatgeneralas

A 4.2.1 fejezetben bemutatott ritkitd algoritmus felhasznalasaval egy eldtanitott
modell redukélasakor tehat 44 kiilonbozo réteghez valaszthatd ) a érték. Mivel a 23
kiilonbozo értéket vehet fel, ez 23 kiilonbozo érték valasztasat teszi lehetdévé rétegenként.

Egy modell ritkitasa soran tehat 234

szamu lehetséges variaci6 1étezik az a-szekvenciak
osszeallitasara, ami egy 10° -es nagysagrendd érték. Nyilvanvaléan ekkora szamu minta
generalasa lehetetlen, azonban ez nem is sziikséges, tekintve, hogy szdmos esetben alakul
ki olyan allapot, amikor kiilonb6zé o értékek valasztdsa nem eredményez jelentds
pontossagvaltozast. Példaul, ha a halo elsd, kis méretii rétegeit nagy o érték szerint
redukaljuk, akkor mar itt drasztikusan lecsdkken a pontossag, és a késdbbi rétegeknél mar
szinte mindegy milyen a-t vélasztunk, a pontossag 0 lesz. Természetesen ezeket az
eseteket is rogziteni kell, de fontos észrevenni, hogy ezesetben kevés minta is elegendd
lehet a halo megfeleld tanitdsdhoz, mig példaul abban az esetben, amikor a modell jo
pontossagot mutat még az utolsod rétegeknél is, melyek mérete nagy, igy sok paraméter
kisebb valoszinliséggel okoz drasztikus pontossagcsokkenést, a kiillonbozd a értékek
sokkal enyhébb valtozasokat fognak eredményezni, igy ezesetben joval nagyobb szamu
mintavétel sziikséges.

Algorithm 1 Automatic data generation for training State Predictior Network
model + pretrained YOLOv4 model
base_nParams <« caleulate number of parameters in pretrained YOLOv4
model
base_mAP = test(model)
for layer_i in model do
if layer_i can be pruned then

« = random((.0, 2.2)

model, state_features = prune_network(model, layer_i, o)

mAP = test(model)

nl?arams + calculate number of parameters in pruned model

error = cale_error(base_m AP, mAIP)

sparsity = cale_sparsity(base_nlParams, nlParams)

save(error, sparsity, state_features)

4.4. abra. Automatikus adatgeneralas algoritmusa.

Az adatok generdldsa az 4.4. 4bra. Automatikus adatgeneralas
algoritmusa.algoritmus szerint torténik: a betanitott, ritkitandé modell betdltése utan az
algoritmus meghatarozza a kezdeti mAP értéket €s a modell paramétereinek szdmat,
elobbit egy kisebb, 500 képbdl allo validacios adatbazison valo teszteléssel valositja meg.
A hal6 rétegein végighaladva minden réteghez véletlenszerlien general egy o értéket,
majd ennek felhasznaldsaval ritkitja a modellt. Ezek utan az igy kapott modell validalasa
kovetkezik, tovabba elmenti a ritkitott modell azon tulajdonsédgait, melyek késébb az
allapotbecsld halé bemenetét és az agens allapotterét képezik. Az igy generdlt adatok
mellett néhany jellegzetes, kézzel szerkesztett eset is keriil a tanit adatbazisba, ndvelve
igy a lehetséges esetek lefedettségét.
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4.4 Automatikus ritkitas megerositéses tanulassal

Jelen fejezetben az automatikus ritkitdst megvalositd megerdsitéses tanulast
alkalmazo6 algoritmus (dgens) tervezési szempontjai keriilnek bemutatasra.

4.4.1 Allapottér
Az agens bemenete minden i-edik réteg ritkitasakor a ritkitandé halé allapota (s;),
mely minden ritkithato réteghez a kovetkezo 6 tulajdonsagot hordozza:

si = (in_channels, out _channels, k, stride, pad, spars). 4-1

Az els6 5 tulajdonséag a konvolucios rétegre vonatkozik: in_channels és out channels a
be- és kimeneti csatornak szamat jelolik, & a szliré méretét, stride a 1épésméret, mellyel a
sztir6vel 1épkediink az aktivacids tombokon, pad a rétegnél alkalmazott padding. A spars
azt jeloli szazalékosan, hogy adott rétegig a halobol Gsszesen mennyi paraméter lett
eltavolitva.

Az éllapot mérete, fliggetleniil attol, hogy éppen melyik réteg ritkitasat végzi az
agens, mindig azonos: nL * len(s;), ahol nL a ritkithatd rétegek szdma, len(s;) pedig az
allapotot leird tulajdonsagok szdma. Azon rétegeknél, melyek még valtozatlanok, a
felsorolt tulajdonsagok 0 értékiiek.

4.4.2 Akciotér

Az akciotér olyan o akciokbol all, melyek a ritkitas mértékét hatarozzak meg
minden réteghez. Az o a rétegben 1évl szlir6k normdjanak szorasabol szarmaztatott
hatarérték, mely a kdvetkezoképp jeloli ki az eltavolitandé sziirdket:

Torolt sziirék;(a) = {ch||ch| < ao(ch;)} 4-2
ahol o(ch;) az i. rétegben 1évo szlirdk normajanak a szorasa.

Az eltavolitas kritériuméanak ily modon torténd meghatarozasat a PuRL
publikacié [31] ihlette, ahol hasonloképp jarnak el, &m mivel ott egy rétegbdl nem
strukturaltan torolnek stlyokat, a sz{ir6k norméja helyett a rétegben 1évo sulyok szorasat
vizsgaljak. Az akciotér hasonloképp diszkrét, az a értékek a kovetkezd értékeket vehetik
fel: a € {0,0; 0,1;0,2; ... 2,2}.

4.4.3 Jutalomfiiggvény

Rétegenkénti jutalom esetében egy jol miikddo jutalomfiiggvény meghatarozasa
nem trivialis. Azt szeretnénk, ha a jutalom minden esetben megfeleléen tanuskodna a
megvaldsitott akcidé milyenségérol. Nagyvonalakban a kovetkezd az elvaras a
jutalomfiiggvénnyel szemben: ha az akcid nagy ritkasdgot és kis pontossagromlast
eredményez, akkor nagyon jO jutalmat szeretnénk adni, kis ritkasag és nagy
pontossagromlasnal nagyon rosszat, kis ritkasadg és kis pontossdgromlds esetén pedig
valami kozepesen rosszat. Ha csak a teljes modell ritkitasa utan kapna jutalmat az agens,
ez minden tovabbi nélkiil teljesithetd lenne, azonban a rétegenkénti jutalom magaval
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vonzza azt a problémat, hogy a koztes rétegeknél eldallhat olyan — adott rétegnél jonak
szamitd — eredmény, mely az ismertetett elvart miikodés szerint rossznak szamit. Példaul,
ha a modell eliilsé rétegeibdl kevés paramétert torliink, a pontossag nem romlik sokat,
ellenben a ritkasag sem. Ez nem eredményez j6 jutalmat, pedig ezek igazabol jo dontések,
a késobbi rétegeknél még nagy valdszintiséggel elérhetd a kivant ritkasadg. Az agens ezért
nagy valdsziniiséggel valaszt majd inkdbb olyan akcidkat, melyek bar nagy
pontossagromlast, de nagy ritkasagot is eredményeznek mar az elsd rétegektol kezdve,
ekkor azonban esély sincs arra, hogy az utolso rétegekhez érve visszaalljon a pontossag.

A legtobb publikacioban, ahol csak a teljes modell ritkitasa utan kap jutalmat a
halo, a jutalomfliggvényt a pontossagromlas és a torolt paraméterek valamilyen egyszerii
kapcsolataként hatarozzak meg, példaul:

Rparam = —Error = log(#Param)
4-3
Rétegenkénti, azaz slrli jutalom esetében azonban ez nem megfeleld az el6zo
bekezdésben ismertetett okok miatt. A PuRL publikaciéban [31] egy igen Osszetett
jutalomfiiggvényt definidlnak, mely kivaléan kompenzélja az 6sszes felsorolt nehézséget.
A(s) P(s)
R(s) = —B(max(1 ———,0) + max(1 ———,0)) 4-4
T, Tp
ahol A(s) és P(s) az s allapothoz tartoz6 Gjratanitas utani teszt pontossag €s ritkasag arany,
T, and Tp az elérni kivant pontossag és ritkasag aranyt, f pedig egy skalafaktort jelol. A
jutalomfliggvény ezzel azt is lehetdvé teszi, hogy az dgens az elérni kivant ritkasagra és
pontossagromlasra optimalizalddjon.

Az automatikus ritkitd rendszerrel olyan modell eléallitasa a cél, melynek kis
pontossagromlasa fontosabb szempont, mint a sok paraméter torlése. Ennek elérése
c€ljabol az ismertetett jutalomfiiggvényt stilyozo tényezokkel egészitem ki, melyekkel
szabalyozhatd, hogy melyik tulajdonsag tévesztése jarjon sulyosabb biintetéssel.
Mindemellett, a publikacioval ellentétben az altalam megvalositott rendszerben nem az
elérni kivant pontossadg, hanem a pontossagromlas (error) definidlt. Ezek kovetkeztében
az alkalmazott jutalomfliggvény a kovetkezo:

E(s) —Tg P(s)

R,(s) = —B(coef forr * max(ﬁ, 0) + coef fspars * max(1 — T—P, 0) 45
ahol E(s) és P(s) az s allapothoz tartozd pontossagromlas és ritkasag, Ty €és Tp az elérni
kivant pontossag ¢s ritkasag, coef ferr €s coef fopars az error-hoz és sparsity-hez tartozo
sulyzo tényezo, [ pedig egy konstans skalafaktor. A ritkitott a modell bekezdés elején
ismertetett elvart teljesitményének eléréséhez a jutalomfiiggvényben a 4-2. tdblazat. A
jutalomfiliggvény paramétereinek megvalasztasa. szerint valasztom meg a paramétereket.

TE TP Coefferr Coeffspars B

20% 60% 1,1 1,0 5

4-2. tablazat. A jutalomfiiggvény paramétereinek megvalasztasa.

26



4.4.4 Algoritmus tervezése

Az el6tanitott allapotbecsld halo alkalmazasaval az agens tanitdsdhoz csupan a
ritkitandd hald allapotanak betoltése sziikséges, a teljes, betanitott modell nem. Ez
lehetdvé teszi a nagyobb batch méret alkalmazasat, azaz az 1.4.2 fejezetben ismertetett
multidgensii tanitast. A feladat — hogy 10°7 szami variacio koziil talaljuk meg a lehetd
legjobb a-szekvenciat — gépi tanulds értelemben is nehéznek szamit, igy az actor és critic
halokat egy kdzepesen komplex architektiurabol allitom 6ssze. Az elébbi 3 linedris rejtett
réteget tartalmaz, rendre 512, 1024 és 256 neuronnal, mig utdbbi 2 rejtett rétegbdl all, 256
¢s 512 neuronnal. Mindkét hald esetében a rejtett rétegek kozott ReLU aktivacios
fliggvényt alkalmazok.

Algorithm 2 Advanced Actor-Critic algorithm for finding the best o sequences

bS + batch_size as the number of agents
aS <+ size of the action space

nl + number of layers that can be pruned
c_sequence[bS, nL] + ||

episode +— ()

while episode < max_episodes do

model_arch « load model architecture

state +— load initial model state

for each layer_i in model_arch do

it layer_i can be pruned then

distribution[bS, aS] = actorNet(state)
g.value[bS, 1] = criticNet(state)
action|[bS] = sample from distribution

error|bS], sparsity[bS] = statePredNet(action, state)
state +— environment(error, sparsity)

reward[bS| = reward_function(error, sparsity)
a_sequence.append(action)
end if
end for

> check if the predicted action and sparsity are close enough to real values
if validation episode then
model + load trained model
pruned_model < prune model by chosen a_sequence
real_error, real_sparsity < validate pruned_model on validartion
dataset
if real_error, real_sparsity are close enough to error, sparsity then
continue training
end if
end if

end while

return best a_sequencelbS,nL]

4.5. abra. Legjobb a-szekvenciat keresé megerdsitéses tanulasi algoritmus.

A 4.5. abra ismerteti az igy eldallt automatikus ritkit6 algoritmus pszeudokodjat.
Az algoritmus bet6lti a ritkitandd modell kezdeti allapotat, majd masolatot készit arrol
minden dgens szamara. Ezutan a modell rétegein végighaladva, ha adott réteg ritkithato,
az agensek meghatarozzdk a hozzéd tartozd o értéket, a actor hald josolta akcid-
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valdsziniiségieloszlas mintavételezésével. Az elStanitott allapotbecsld halod az a értéket
¢s a modell allapotat bemenetként megkapva meghatdrozza az o szerinti ritkitas utani
pontossagromlast és ritkasagot (error, sparsity). A kiilsé kornyezet ennek hatdsara 0j
allapotba keriil, valamint jutalmat rendel az dgensekhez. Mindekdzben a critic halo az
optimalis értékfliggvényt tanulja. Ahogy az 4.3.1 fejezetben emlitésre kerilt, az
allapotbecsld hald joslatanak helyessége nem garantalhatdé minden esetben, ezért
bizonyos epizédonként néhany a-szekvencia szerint ténylegesen megtorténik a betanitott
modell ritkitasa, majd a validacios adatbazison valo tesztelés. Amennyiben az igy kapott
error €s sparsity értékek nem térnek el nagyban az allapotbecsld halo josolta étékektdl, a
tanitas folytatodik.

A tanitas befejeztével az algoritmus bS darab méretli nL hosszu a-szekvenciat ad,
ahol bS a batch méretet, azaz az agensek szama, nL pedig a ritkithat6 rétegek szdma. Az
agensek tanitisa a batch-re atlagolt hiba szerint torténik, de ne feledjiik, hogy azok
egymastol kiillonbozd stratégiat kovetnek. Ezért az eredményiil kapott a-szekvencidk
koziil a kezdeti modell ritkitasaval és validalasaval keriil kivalasztasra a legjobb, annak
felhasznalasaval késziil a végleges, ritkitott modell, hasonléan a pszeudokdédban
ismertetett tesztelés folyamatahoz.

4.4.5 Modell alapu tanitas

A megerdsitéses tanuldsi problémak esetén fontos még tisztazni a modell alapu
megerdsitéses tanulas terminoldgiat, mely az agens tanuldsi modjara vonatkozik. Pontos
definidlasa igencsak nehézkes, tobb szemlélet is létezik arra, hogy hogyan
kiilonboztethetd meg a modell nélkiili €s modell alapi megerdsitéses tanulds, mi teszi
modell alapuva az eljarast.

Egyik, konnyen definialhat6 alapvetd kiilonbség a két eset kozott az dgens és a
kornyezet viszonyabol szarmaztathatd: mig modell nélkiili tanitds esetén az agens
kozvetleniil a kornyezettel 4ll interakcidoban, addig a modell alapt tanulasndl egy
kornyezet szimuldldsira alkalmas modellel van kapcsolatban, melyet a kornyezeten
tanitunk, igy az dagens és a kornyezet kapcsolata kozvetett. Egy masik, gyakran
alkalmazott szemlélet szerint a modell alapusag meghatarozhat6 abbol, hogy az d4gens mi
alapjan valaszt akciokat az egyes 1épésekben [38]. Az 4gens célja, hogy olyan akcidkat
valasszon, melyek a lehetd legnagyobb jutalmat eredményezik. Az egyszeriibb, modell
nélkiili esetben az 4gens nem all kozvetlen kapcsolatban a jutalommal, csupan az adott
szituaciokban vélasztott akciok valoszinliségének novelésére torekszik. Az, hogy ez a
jutalom novekedéséhez is vezet csak iddvel lesz igaz, és a hatalmas szamu
mintavételezésnek kdszonhetd. A jutalom ezért a tanitas kezdetén rendkiviil zajos lesz, és
csak sok epizdd — sok tapasztalat utan konvergéal. Modell alapt esetben ezzel szemben az
agens a jutalom fliggvényében képes tervezni, sok tapasztalat nélkiil is olyan akciot
valasztani, mely j6 jutalom szerzéséhez vezet.
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4.6. abra. Szamitasi graf az actor halo és a reward kozott.

Az altalam tervezett megerOsitéses tanuldsi rendszerben a modell alapa
tulajdonsdg az allapotbecsld halo beiktatdsaval jelenik meg, hiszen annak szerepe a
kornyezet szimulalasa. Alkalmazasaval rdadasul lehetéség nyilik a kornyezet modell
paraméterek szerinti derivalasara. Ezaltal az allapotbecsld halo dsszekdttetést biztosit az
actor halo €s a reward szamitési grafja kdzott, hiszen a bemenetét — tobbek kdzt — az actor
altal valasztott akciok képezik, kimenete pedig az error és a sparsity melyek a reward
szamitasdhoz sziikségesek. Ennek kovetkeztében a kapott reward derivéalasaval tehat
kozvetleniil meghatarozhaté az a gradiens, mely azt az informaciét hordozza, hogy
hogyan kell az actor haloé sulyainak véltozni annak érdekében, hogy az altala valasztott
akcid minél jobb jutalmat eredményezzen (4.6. abra). Ez pedig kevésbé zajos
gradienshez, ezaltal stabilabb és nem mellesleg gyorsabb tanuldshoz vezet.
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5 Eredmények

Az aldbbi fejezetben az elvégzett tesztesetek eredményének, valamint a
kiértékelési szempontok bemutatdsa kovetkezik. Tovabba a fejlesztés soran felmeriilt
nehézségek, megoldasok és tanulsagok is ismertetésre keriilnek.

5.1 Mérési szempontok és metrikak

Egy mély neuralis halo ritkitasanak célja — fiiggetlentil attol, hogy kézi modszerrel
vagy automatizalva torténik —, hogy egy kisebb modell alljon eld, kevesebb paraméterrel,
mely gyorsabb futdsi idot igényel, mindemellett a pontossaga a lehetd legkevesebbet
romoljon. Automatizalt ritkitds esetén tovabbra is ez a végsé cél, viszont tovabbi
szempont, hogy minél kevesebb id6t vegyen igénybe az optimalis megoldas megtaléaléasa.
Az eredmények kiértékeléséhez ezért ezen szempontok figyelembevételével kell
meghatdrozni a metrikakat.

Mivel munkdm soran egy detektor halod ritkitdsat végzem, mindenekel6tt a
detektorok teljesitményének méréséhez sziikséges legfontosabb mértékek ismertetése
sziikséges:

e Precision [%]: Azt jeloli, hogy a halo altal detektalt dsszes objektum hany
szazalékat detektalta helyesen.

e mAP [%]: A validacio soran adott osztalyokra szamitott atlagos precizitas értéke
az Osszes osztalyra atlagolva. Legfontosabb mutatdja a detektor josaganak.

Ezek ismeretében definidlhatoak a metrikak, melyeket az elkésziilt automatikus ritkitast
megvaldsito algoritmus kiértékeléséhez hasznaltam:

o mAP [%]: Kiilon szamitando6 a kiindulasi és a ritkitott modellre.

e Pontossagromlas (error) [%]: Azt adja meg szazalékosan, hogy a ritkitott modell
mAP értéke mennyit romlott a kiinduldsi modell mAP értékéhez képest. Ennek
értelmében az error lehet negativ értékii is.

mAPafter
error =1 — ——————— 5-1
mAPbefore

e Paraméterszam [millié db]: A modellben 1év6 paraméterek (sulyok) szama.

o Ritkasag (sparsity) [%]: Azt mutatja, hogy az eredeti modell paramétereinek hany
szazaléka lett eltavolitva.

e Lebegdpontos miiveletek szama (Floating Point Operations — FLOPs) [db]: A
neuralis halo eldterjesztése soran elvégzett lebegOpontos szdmitasi miiveletek
széma, mely a kovetkezoképp szamithato:

5-2

N
2 % wp x hy x kyy, * ki % chyy * choyr
Ngprops =

. stride?
=0
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ahol wi és hi az i. réteg bemeneti aktivacios tombjeinek szélessége és magassaga,
kiw és kih az adott réteghez tartozo sziir@ szélessége €s magassaga, chIN és
chOUT a réteg be- és kimeneti csatorndinak szama, stride pedig a 1€pésszam,
amellyel a szlir6 végighalad az aktivacids tombokon.

e Futasi id6 [FPS]: A halo el6terjesztéséhez sziikséges id6 NVIDIA TITAN X
GPU-n mérve, l-es batch méret mellett. Az erre alkalmazott szabvéanyos
mértékegység a masodpercenkénti képkockak szdma (Frame per Second — FPS),
mely az imént ismertetett futasi id6 reciproka.

5.2 Kompromisszum az allapottér méretének szempontjabol

A ritkitandé modell allapotat reprezentalod tomb mérete [nFeatures x nL], ahol nL
a ritkithatd rétegek szamat jeloli a YOLOv4 architekturaban, nFeatures pedig a
megfigyelt tulajdonsagok szama. Ebben a formaban azt, hogy adott 1épésig hany réteg
lett ritkitva a haloban, a tomb feltdltottsége mutatja. Kezdeti allapotban minden érték 0,
az elsd réteg ritkitdsa utan az elsd oszlop elemei a réteghez tartozo megfigyelt értékre
cserélddnek, a tobbi réteget reprezentald oszlop értéke tovabbra is 0. Minden 1épésben
egy ujabb oszlopba keriilnek 1) értékek, tehat a feltoltottség akkor lesz teljes, ha az utolso
rétegen is megtortént a pruning.

A modell allapota a rendszer két fontos részében keriil felhasznaldsra: az
allapotbecsld halo és az agens actor és critic haldjanak bemenetét képezi. Az nFeatures
mérete ezekben a kiilonbozo alkalmazasokban nem egyforma viselkedést eredményez,
igy az éallapotteret nem ugyanolyan forméaban alkalmazom ezekben a részekben. A
kovetkezd bekezdések a kiilonbozd viselkedés okat vizsgaljak.
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5.1. abra. Generalt adatokhoz tartozé cimkék - sparsity, error - eloszlasa.
Ertékiik -1 és 1 kozé normalva.

Az allapotbecsld halo tanitdsadhoz generalt tanitd adatokhoz tartoz6 cimkék — az
error €s sparsity eloszldsa meglehetdsen egyenetlen (5.1. dbra). A sparsity eloszlasaban
a kis értékek dominalnak. Ez azzal magyarazhat6, hogy az els6 néhany réteg mérete kicsi,
igy azokbdol még ha nagy szdmban is torliink paramétert, az nem eredményez nagy
ritkasagot a teljes halo méretéhez képest. Az error eloszlasaban a nagy értékek vannak
tulnyomo tobbségben, melynek oka, hogy egyetlen rossz ritkitasi tényezd valasztasa is
teljesen elronthatja a modell pontossagat, onnantdl kezdve az dsszes tobbi rétegnél vett
minta is teljes pontossdgromlast mutat. Annak ellenére, hogy ezek az esetek ilyen
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egyenetlen error eloszlast eredményeznek, sziikség van a hozzdjuk tartozo tanitd
adatokra, hiszen az allapotbecsl6 hdlonak a rossz viselkedést eredményezd eseteket is jol
kell felismernie.

Az allapotbecslé halé tanitasait mar kezdetben megnehezitette a cimkék
egyenetlen eloszlasa, ezért arra torekedtem, hogy a tanit6 adatok a lehetd legkevesebb
ilyen értéket tartalmazzak az adatdsszetétel tovabbi rontasanak elkeriilése érdekében. Az
5.2. éabra tesztesetei mutatjadk az allapotbecsld hald tanitdsakor az error és sparsity
hibdjanak alakulasat harom kiilonb6z6 bemenet mellett. Az elsé test I esetben az a-
szekvencia mellett az agens allapotterét alkotd tulajdonsagok képezik a bemenetet:
(in_channels, out_channels, k, stride, pad, spars), az éllapottdomb feltoltése pedig az els6d
bekezdésben ismertetett modon torténik.

A test 2 esetben szintén az emlitett 6 tulajdonsag képezi a kiegészitdé bemenetet,
de a tomb feltoltése eltérd: a rétegspecifikus tulajdonsigok, tehéat a ki- és bemeneti
csatornak szama, a sziir6 mérete €s a pad paraméter mar a kiindulasi allapotban betoltésre
keriilnek a halo Osszes rétegéhez, nagyban csokkentve igy a bemenetben 1év6 0 értekek

szamat.
val_error_err val_spars_err
Name Name
015 val_error_esr_test_1 . val_spars_err_test_1
' val_error_err_test 2 0.03 @ val spars_er _test 2
. O valermor e test 3 val_spars err_test 3
o 0.02
0.08
0.01
0.04

0 100 200 300 400 500 G600 TOO 0 100 200 300 400 500 600 70O

5.2. abra. Az allapotbecslé halo tanitasanak szemléltetése az error és a sparsity vallidacios
hibajanak gorbéjével. A hiba a tényleges eltérésre vonatkozik, tehat példaul zest 3 esetben az error-
ra josolt értékek atlagosan 2%-ban térnek el a valédi értéktol.

epoch batch optimizer loss learning rate  initial finallr  weight GPU
size function scheduler Ir decay
2400 2048 Adam LogCosh CosineAnneal  le-3 le-5 le-5 NVIDIA
ingLR TITANX

5-1. tablazat. Az allapotbecslé halé tanitasiahoz alkalmazott hiperparaméterek.

A test 3 esetben az a-szekvencia mellett csupan a spars, tehat az adott rétegig
elért ritkasag az allapotbecsld halo kiegészité bemenete. JOI lathatod, hogy a harom eset
koziil a ftest 3 adja a legjobb eredményt, tehat az allapotbecsld szempontjabodl
eldny0Osebb, ha az allapottér kevés tulajdonsagot foglal magaba. A grafikonrdl tovabba az
is leolvashato, hogy a sparsity tanulasa nem okoz akkora nehézséget a halénak, mely a
cimkék valamivel egyenletesebb eloszlasdnak tudhato be. A fest 3 tesztesetben a tanités
végleges eredménye, hogy az allapotbecsld halé 2 %-on beliili pontossdggal képes
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predikalni a pontossagromlast, és 1 % alatti eltéréssel a ritkasagot. Ezen eredmény
eléréséhez a tanitdshoz hasznalt hiperparamétereket az 5-1. tdblazat foglalja 6ssze.

Az agens az Aallapotteret illetden ezzel szemben masképp viselkedik. Ha
bemenetként csupan a spars szekvenciat kapja meg, nem tudja kelloképp
megkiilonboztetni, hogy a halo architektaraban éppen melyik réteg ritkitasa torténik. Az
5.3. abraabran lathato, hogy az akcidk valdszintiségi eloszlasa egyaltalan nem fiigg attol,
hogy éppen melyik réteghez josolja azt az actor halo. Az a=0,0 akcid valasztasanak
valdszinlisége szinte ugyanakkora fiiggetleniil attol, hogy az els6 vagy az utolsé réteg
ritkitasa torténik, és ugyanez a jelenség figyelheté meg az o =2,2 akcid valoszinliségének
megfigyelésekor is. Emiatt természetesen a stratégia sem javul, amit a reward stagnalasa
mutat (5.5. abra).

A hatdimenziés (in_channels, out channels, k, stride, pad, spars) allapot
alkalmazdsa esetén azonban teljesen mds eredmény tapasztalhat6. A tanités
elérehaladtdval mind az 0=0,0, mind az 0=2,2 akci6 valasztdsdnak valdszinlisége jol
lathatéan egyre inkabb eltér attol fiiggden, hogy éppen az elsé vagy az utolsd réteg
ritkitdsa torténik (5.4. dbra). Ennek kovetkeztében megallapithatd, hogy a latszoélag 0j
informéciot nem hordozéd kiegészitd tulajdonsagok az agens megfeleld tanulasanak
szempontjabol nagyon is fontosak. Az 4gens tanitdsahoz ezért a nagyobb allapottér
valasztasa az idealis.

alpha_0.0 alpha_2.2
tag: merged/alpha_0.0 tag: merged/alpha_2.2

0.03
0.02
0.01 Hame
masnged_alpha_0.0_layer_0 "-n:d T, o
0 O msnged_alpha_0.0_layer_43 Sy

(D) merged sipha 2.2 layer 43

300 400 500 600 TOO 800 S00 300 400 500 600 TOD 300 900

5.3. abra. Az 0=0,0 és 0=2,2 akcidk valasztasanak valésziniisége az els6 és az utolsé réteg
ritkitasakor, egydimenzids allapottér alkalmazasa mellett.

alpha_0.0 alpha_2.2
tag: merged/alpha_0.0 tag: merged,/alpha_2.2
Hame Name
1 marged_alpha_0.0_lnyer_0 merged_alpha_2 2_layer 0
© merged_aipha_o ) I (O merged_aipha 2.2 layer 43
0.5
0.6
0.4

250 300 350 400 450 300 550 600 &30 250 300 350 400 4530 300 550 600 &30

5.4. abra. Az 0=0,0 és 0=2,2 akciok valasztasanak valosziniisége az elsé és az utolsé réteg
ritkitasakor, hatdimenzids allapottér alkalmazisa mellett.
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rewards rewards

tag: results/rewards tag: results/rewards
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5.5. abra. Az utolsé réteg ritkitasa utan kapott jutalom batch-re atlagolva, egy- és hatdimenzids
allapottér esetén.

5.3 Tul magabiztos stratégia

Az agens tanitasakor A2C algoritmus alkalmazasa esetén hamar megmutatkozik
a tul magabiztos stratégia problémadja. A jelenséget legjobban az elsd és az utolso rétegnél
az 0=0,0 és 0=2,2 akciok valasztdsanak valdszinliségi eloszlasa szemlélteti. A jo stratégia
nagyvonalakban azt jelenti, hogy az elsd réteghez kisebb a-t valasszon az dgens — tehat
az 0=0,0 valdszinlisége ndjon az epizddok elérehaladtaval, az a=2,2 valdsziniisége pedig
csokkenjen. Ezzel szemben az utols6 réteghez inkabb nagyobb a-k vélasztasa jellemzi a
JO stratégiat, igy ott pont az ellenkezd viselkedés az elvart az akciok valoszintiségének
valtozasat illetden.

alpha_2.2
aj?h‘ai'-urg alpha_0.0 t'g'la rer_0/alpha_2.2 rewards
tag: layer_0/alpha_| e — tag: results/rewards
alpha_0.0 alpha_2.2

tag: layer_43/alpha_0.0 1ag- layer_43/alpha_2.2

5.6. abra. A2C algoritmus esetén az 0=0,0 akcié valasztasanak valosziniisége az elso és az utolsé
réteghez (bal felso és bal also grafikon), az 0=2,2 akcié valasztasanak valosziniisége az elso és az
utolso réteghez (kozépso felso és kozépso also grafikon) és az utolso réteg ritkitasa utan kapott
jutalom batch-re atlagolva.
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A tanitds kezdetén, nagyjabol az 500. epizodig pontosan az elvart viselkedés
tapasztalhatd (5.6. ébra). Ekkor azonban az a=0,0 akcié valasztdsdnak valdszinlisége
tulsdgosan megnd, néhany epizdd utdn mar minden réteghez ezt az a=0,0 értéket valasztja
az agens — ezt a jutalom értéke mutatja. Tulajdonképp jo, hogy az agens megtanulja, hogy
ha minden réteghez 0=0,0 akciot valaszt, az jobb stratégiat eredményez, mint a random
valasztas, viszont a problémat az jelenti, hogy ez a stratégia til magabiztossa valik még
azelott, hogy a tovabbi — varhatdan jobb — lehetdségeket is feltérképezné.

Pont ezt a viselkedést igyekszik megakaddlyozni a PPO algoritmus. Fontos
észrevenni azonban, hogy mig a stratégia magabiztossagat csokkenti, addig az actor
koltségfiiggvényének csonkoldsa miatt til kicsi 1épéseket tesz az optimum fel¢, ezzel
lassitja a konvergenciat. A 5.7. abra grafikonjai szemléltetik, hogy jo irdnyba fejlodik a
stratégia, viszont rendkiviil lassan, még akkor is, ha a vagasi tényezot kezdetben
nagyobbra valasztom, €s a tanitas eldrehaladtaval csokkentem azt (5.8. abra). T6bb mint
tizezer epizod alatt még a kritikus pontot sem kozeliti meg a stratégia, nemhogy annal
jobb iranyba fejlédjon. Ennek kdvetkeztében megallapithatod, hogy a PPO alkalmazésa
jelen esetben tobb hatranyt von maga utdn, mint amennyi eldnnyel rendelkezik.

Ipha_2.2 rewards
alpha_0.0 a - sults/rewards
1ag: layer_0/alpha_0.0 tag: layer_0/alpha_2.2 tag: results/rewards
0.056 0.062
- 5.69
0054 0.058
0.052 37
0.054
0.05
e -8.71
0.048 0.05
0048 0.048 -8.71
0.044 .
0.042 -5.72
0.042
200 0 500 400 800 200 -100 100 300 500 700 900 0 100 200 300 400 500 500 700 BOD
alpha_0.0
tag: layer_43/alpha_0 0 alpha_2.2

tag: layer_43/alpha_2.2
0.063
0.048 0061
59
0.044 0058
0.057
0.04 0.055
0.053
0.036
0.051
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5.7. abra. PPO algoritmus, €=0.2 esetén az 0=0,0 akci6 valasztasanak valosziniisége az elsé és az
utolso réteghez (bal felsé és bal alsé grafikon), az 0=2,2 akci6 valasztasanak valdsziniisége az elsé és
az utolso réteghez (kozépso felso és kozépso also grafion) és az utolsé réteg ritkitasa utan kapott
jutalom batch-re atlagolva.
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alpha_0.0 alpha_2.2

tag: layer_0/alpha_0.0 tag: layer_0/alpha_2.2 rewards

1ag: results/rewards

alpha_0.0 alpha_2.2
tag: layer_43/alpha_0.0 1ag: layer_43/alpha_2.2 eps

5.8. abra. PPO algoritmus, € csokkentése esetén az 0=0,0 akci6 valasztasanak valdsziniisége az elsé
és az utolso réteghez (bal felsé és bal alsé grafikon), az 0=2,2 akcié valasztasanak valosziniisége az
elsé és az utolso réteghez (kozépso felso és kozépso also grafion) és az utolsé réteg ritkitasa utian
kapott jutalom batch-re atlagolva.

5.4 Koriltekinto hiperparameéter-valasztas eredménye

A kritikus ponton vald tallendiilést és a megfelelé konvergenciat az A2C
algoritmus eredményezte, koriiltekintd hiperparaméterezéssel és a tanulasi rata megfeleld
formazasa mellett. A kiilonb6z6 paraméterezés mellett futtatott tesztesetek
megfigyelésébdl lathatova valt, hogy a tanitds elején eldnyds a nagy tanuldsi rata
alkalmazésa, ennek kovetkeztében az adgens gyorsabban megtanulja, hogy az kezdeti
rétegekhez kis a érték valasztasa az elényds. Még mieldtt ez a stratégia til magabiztossa
valna (5.9. 4bra, 250. epizod), tobb nagysagrenddel csokkentem a tanulasi ratat, tovabba
az actor koltségfiiggvényét nagyobb sulyban biintetem entropidval. Az 5.9. abra
szemlélteti, hogy ennek kovetkezményeképp a reward gorbe atlendiil a kritikus -5-0s
értéken, és egy nagyobb értékhez konvergdl. Az actor €s critic halok hiperparaméter-
beallitasait az 5-2. tdblazat tartalmazza.

epoch batch  optimizer learning initial final Ir entropy coeff GPU
size rate Ir
scheduler
actor 700 4096 Adam - le-3 Se-4 Se-3 NVIDIA
TITANX

(ep.250) le-2 (ep. 250)

critic Adam - le-2 le-2 -

5-2. tablazat. Actor és critic halok tanitisahoz hasznalt hiperparaméterek.
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rewards rewards
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5.9. abra. Az utolsé réteg ritkitasa utin kapott jutalom batch-re atlagolva. A 250. epizédtél kezdve
(bal abra) kisebb tanulasi rataval lett folytatva az agens tanitdsa (jobb abra).

Az 5-3. tablazat tartalmazza az agens tanitdsanak fontosabb fazisait. A 200.
epizddndl az utolso réteg ritkitdsa utan kapott reward a teljes batch-re atlagolva még
igencsak rossz. A batch-re atlagolt, allapotbecslo altal josolt reward és sparsity értékeket
szemlélve az lathato, hogy az 4gensek olyan stratégiat kovetnek, mely bar nagy ritkasagot,
100 %-o0s pontossagromlast eredményeznek. Ezt a tényleges pruning és validalas soran
kapott real error és real sparsity értékek is megerdsitik. A 450. epizodnal maér
valészinlibb az olyan akcidk valasztasa, melyek ugyan kisebb ritkasdgot, de egyben
kisebb pontossdgromlast is eredményez. Innentdl kezdve a ritkasdg szempontjabol javul
a stratégia, nagyjabol azonos pontossagromlas megtartasa mellett.

epizod atlagos atlagos josolt hozza legjobb hozza hozza
reward error [%] tartozoé josolt  valddi error tartozo tartozo
sparsity [%] [%o] valédi reward

sparsity [%]

200 -8,551 100 65 99 70 -4,96
450 -4,8 -70 17 0 20 -3,35
700 -4,32 -0,8 30 -10,5 49 -2,527

5-3. tablazat. Az agens tanitasanak fontosabb fazisai.

A 700. epizodnal az allapotbecsld halo értékei azt mutatjak, hogy az atlagosan 0,8
%-os pontossagjavulast és 30 %-os ritkasdgot eredményeznek a stratégiak. A tényleges
pruning és validalds soran azonban eldkeriilnek olyan eredmények is a batch-bél, ahol
ezek az értékek még ennél is jobbak: a legkimagaslobb eredmény a 10,5 %-os
pontossagjavulas a paraméterek 49 %-anak torlése mellett. Ezt az eredményt az 5.10. dbra
abran kék szinnel jelolt a-szekvencia eredményezte. A kiinduldsi modell pontossdganak
javulasa azzal magyarazhato, hogy a pruning tulajdonképp egy regularizacios eljaras,
hiszen a sulyok torlésével csokken a modell magabiztossidga, ezaltal az overfitting
mérteke is.
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5.5 Eredmények értékelése

Jelen fejezetben az elért eredményeket két f6 szempont szerint értékelem: eldszor
a sajat automatikus pruning rendszerrel ritkitott YOLOv4 modell pontossag és ritkasag
paraméterei keriilnek Osszevetésre kézi beallitdisok mellett ritkitott (handcrafted)
modellekkel, valamit a state-of-the-art ritkitd algoritmusok eredményeivel. Ezek utan a
ritkit6 algoritmust a megerdsitéses tanulds idéigényének szempontjabol hasonlitom 6ssze
state-of-the-art megerdsitéses tanuldson alapul6 ritkitoé algoritmusokkal.

5.5.1 Ritkitott modell teljesitménye

Az 5-4. tablazat tartalmazza a kiilonb6zd moddszerekkel ritkitott YOLOv4
modellek validdlasa soran kapott eredményeket. A kiindulasi modell a 4.1 fejezetben
ismertetett, a KITTI adatbazison 68,5 % mAP értékre betanitott modell. A sajat ritkito
algoritmussal eldéallitott modell jol lathatoan feliilmulja a kézi beéllitasok mellett ritkitott
modelleket: az alapmodellhez képest 49 %-kal kevesebb paramétert tartalmaz és mintegy
7,2 %-kal jobb pontossagot ért el. Ezzel szemben a ritkasag szempontjabdl legjobb kézzel
ritkitott modell (handcraftedl) csupan -39,3 %-kal kevesebb paramétert tartalmaz az
eredeti modellhez képest, ezzel 4,7 %-kal nagyobb pontossagot ért el, mig a pontossag
szempontjabol legjobb kézzel ritkitott modell (handcrafted2) mAP értéke 4,9 %-kal javult
az eredetihez képest, viszont csak 31,9 %-kal kevesebb paramétert tartalmaz.

mAP [%] paraméterszam méret FLOPs futasi idé
[10° db] [MB] [10° db] [FPS]
YOLOv4 68,5 63,9 250,5 60,54 53,76
Hadcrafted1 73,2 (+4,7%) 38,8 (-39,3%) 1523 34,8 61,88
Handcrafted2 73,4 (+4,9%) 43,5 (-31,9%) 170,3 39,6 58,14
Sajat modszer 75,7 (+7,2%) 32,7 (-49%) 127,9 27,6 58,82

5-4. tablazat. Kiilonb6z6 modszerekkel ritkitott YOLOv4 modellek tulajdonsagai.

A paraméterszam csokkenése minden modszer esetében a modell méretének
csOkkenésében és a futdsi idO javuldsaban is megmutatkozik. A kézzel szerkesztett
modellek esetében az o értékek megvalasztasa azon feltételezésre tdmaszkodva tortént,
miszerint a hald hatso rétegeibdl érdemesebb tobb paramétert tordlni, mig az elsékbdl
szinte semennyit. Az 5.10. dbra szemlélteti a rétegekhez valasztott a értékeket.

A YOLOv4 detektor ritkitasat illetéen state-of-the-art megolddsnak szamit a
YOLObile keretrendszer, melynek alkalmazéasaval a MS COCO adatbéazison betanitott
eredeti modellbdl 93 % paraméter eltavolitasa csupan 8,3 % mAP romlast eredményezett
[28]. Hasonlbdan kivaldé eredményt mutat a YOLO-Tight modszer, mely a YOLOv3
architektirat ritkitja kozel 90 %-ig, a mAP 1 %-os romlasa mellett [29]. Ezen
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modszerekkel a sajat pruning rendszerrel elért eredmény nem hasonlithatd Ossze
érdemben, hiszen vagy a kiindulasi architekturdk kiilonboznek (YOLO-Tight) vagy a
modell betanitasara hasznalt adatbazis (YOLObile). Erezheté azonban, hogy mindkét
esetben joval nagyobb mennyiségli paramétert sikertilt eltavolitani a kezdeti modellbdl,
mint az altalam megvalositott esetben.

24
;3 MW sajat modszer W hadncrafted1 W handcrafted2
21
2
19
18
17
16
15
14
13
8 12
11
1

O ReRnD @m0

12 3 4 5 6 7 & & 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35 36 37 38 35 40 41 42 43 4
ritkithatd réteg

5.10. abra. Kiilonb6z6 pruning esetekhez valasztott a értékek.

Fontos azonban megjegyezni, hogy az ismertetett modszerek esetén a kisebb
méretet €s a gyorsabb futési id6t priorizaltdk a pontossag enyhe romlésaval szemben, mig
esetemben a cél elsdsorban a modell regularizalasa volt. Ennek megfelelden, ahogy a
443 fejezetben is emlitettem a jutalomfiiggvényt ugy formaltam, hogy a
pontossdgromlast nagyobb sullyal biintesse, mint az elért ritkasdgot. A jutalomfiiggvény
mas modon torténd paraméterezése mellett nagy valdsziniiséggel elérhetd lenne a nagy
ritkasagot, de nagyobb pontossagromlast eredményezd ritkitott modell generalasa is.

5.5.2 Algoritmus sebessége

Az 4gens tanitasi idejének szempontjabdl a sajat ritkito algoritmust az AMC és
PuRL modszerekkel hasonlitom 0Ossze. Az Osszehasonlithatésagot illetden itt is
megjelenik az probléma, hogy a hdrom modszert nem ugyanazon kiértékelési szempontok
szerint tesztelték: a sajat modszer a YOLOvV4 detektorhoz késziilt, a PuRL eljarast csak
osztalyoz6 neurdlis halokra tesztelték, az AMC modszert pedig osztdlyozd halok mellett
a Faster R-CNN detektoron. Tovabba, ezen modszerek publikacidiban csupan a
konvergencia eléréséhez futtatott epizddok szdmat teszik kozz¢, az ehhez sziikséges id6t
nem. Az emlitett modszereket ezért a kovetkezdképp alakitom dsszehasonlithaté formara:
mivel a sajat megoldas legfontosabb kiilonbsége a publikaltakhoz képest, hogy az dgens
tanitdsa soran a ritkitott modell pontossagromlasanak és ritkasaganak meghatarozasahoz
validacio és finomhangolas helyett az allapotbecslé halot alkalmazom, elvégzek olyan
kisérleteket i1s, melyekben a sajat rendszer ezen részét a publikalt modszerekben
alkalmazottra cserélem.

Az igy sziiletett kisérletek eredménye az 5-5. tdblazatban lathat6. Az AMC esetén
a jutalom meghatarozdséhoz a ritkitott modell validalasa soran kapott pontossag értékét
hasznaljak a modell finomhangolasa nélkiil. Az eredeti modszer szerint egy epizdédban
csak egyszer — a teljes modell ritkitdsa utan kap jutalmat az agens, tehat epizoédonként
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egyszer végeznek validacidt. A sajat modszer esetén a siirli jutalom miatt azonban ezt
minden réteg ritkitasa utan el kell végezni, tehat epizoédonként 44-szer. A PuRL eljarasban
eredetileg is stirli jutalmat alkalmaznak, de itt a validalas eldtt 1 epizod erejéig Gjratanitjak
a ritkitott modellt egy 1000 képbdl all6 kis adatbazison. Ezen modszereket alkalmazva az
NVIDIA TITAN X GPU-n mérve, 1 epizod futasi ideje nagysagrendekkel nagyobb, mint
a sajat modszer esetén batch size=4096 batch méret mellett.

Sajat modszer esetén konvergencia eléréséhez 700 epizodig kellett tanitani az
agenst. A megfelelé hiperparaméterek, allapottér-méret és jutalomfiiggvény beallitasok
megtalalasahoz 90 tesztesetre volt sziikség, tesztenként megkdzelitdleg 300 epizod
futtatasa kellett ahhoz, hogy lathatova valjon j6 irdnyba halad-e a tanités. 50 epizodonként
a batch 10 véletlenszertien kivélasztott mintdjara validaciot végez az algoritmus az
allapotbecsld halod helyességének tesztelése végett. A teljes fejlesztési id6 részét képezi
az allapotbecsld halod tanitdsa és a tanitdshoz sziikséges adatok generalasa is. Az
automatikus adatgenerdlds soran 57000 adat keletkezett, ezek mindegyikéhez egy
validécio futtatdsanak idejére volt sziikség, 6sszesen nagyjabol 14 napra. Az allapotbecsld
halo (SPN) tanitasa 14 oraig tartott, a megfeleld paraméterezés megtalalasdhoz 10 tesztre
volt sziikség. Ezek ismeretében a teljes fejlesztési ido a kdvetkezo részidokbdl all elo:

taev = taata + tspn + terr + trre 53

ahol, t;,:q az adatgeneralashoz sziikséges 1d0, tgpy az allapotbecsld hald betanitasahoz
sziikséges 1d0, t;r; az agens konvergencidjahoz futtatni sziikséges tesztesetek ideje €s
trry, @ végleges modell tanitasi ideje. Ezek egyenkent a kovetketoképp szamithatok:

tdata = MUMgqta * tyal

tspy = testspy * tspn train

NMUMapg ep

tig = (testg, — 1) * (numavg ep * lep + 10 * * tyar)

numfm ep .t
50 val

ahol numg,;, a generdl adatok mennyisége, t,,; a validacidhoz sziikséges 1d6, testsyp

trry = NMUMfip ep * Lop + 10 *

az allapotbecsld haldé konvergencidjdhoz sziikséges tesztesetek szdma, tspy train aZ
allapotbecsld halo tanitasi ideje, numgy,., a végleges megoldasban az 4gens
konvergenciajahoz sziikséges epizodok szama, numg,,q ¢p az epizodok szama, melyekbdl
altalanosan egy teszteset soran kovetkeztetni lehet a konvergenciara, t,, egy epizod
futési ideje, testyp; pedig megfeleld teljesitményt mutato modell megtalalasahoz
szlikséges tesztesetek szama. Ezek konkrét értékeinek felhasznélasaval a teljes fejlesztési
1d6:

tgey = 57000*%21s + 10*14*3600s + 89*(300*%6,32s + 10*6*21s) + (700*6,32s +
10*14*21s) = 1989248 s = 23,023 nap
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Egy epizéd Epizéd [db]  Agens tanitasiideje  Teljes fejlesztés

futasi ideje [s] (epizdd * tep) [h] ideje [nap]
AMC 21 400 [32] 2,33 8,74
AMC siiri 924 (=21 *44)= 400 102,67 385
jutalommal 154m
PuRL 4879,6 (=110,9 * 55 [31] 74,5 279,4
44)=1,35h
Sajat médszer 6,32 700 1,22 23,023

5-5. tablazat. Megerdésitéses tanulast alkalmazé ritkité médszerek dsszehasonlitidsa az agens tanitasi
ideje és a teljes fejlesztési id6 szempontjabol.

Az AMC és PuRL modszereivel végzett kisérletek esetében egy epizod futasi
idejét mértem le, a teljes fejlesztési idot ebbdl és a publikacidban kozolt konvergencidhoz
sziikséges epizodok szdmabol szarmaztattam. A tesztek teljes futtatasara id6 hidnyaban
nem kerilt sor, hiszen azok a rendelkezésre allo6 GPU mellett az 5-5. tablazatban lathato
moédon honapokba telt volna. A teljes fejlesztési idore ezért csak megkdzelitdleges
eredmények szamolhatok. Feltéve, hogy a sajat modszerhez hasonléan ezekben az
esetekben is 90 tesztre lett volna sziikség az AMC stirti jutalommal vett esetében a teljes
fejlesztési id6 385 napot igényelt volna, a PuRL pedig 279,4 napot.

Az igy kapott eredményekbdl jol lathatova valik az altalam fejlesztett modszer
legnagyobb eldnye: a leghosszabb id6t a kezdeti adatgeneralds és az allapotbecsld halo
tanitasa veszi igénybe, ezek utdn viszont az agens tanitdsa rendkiviil gyorsan torténik,
sokkal tobb lehetdséget hagyva ezzel a fejlesztés érdemi részére: hiperparaméter-
optimalizaciora, jutalomfiiggvény-formazasra €s tovabbi, konkrétan az agens tanitasahoz
kothetd tesztekre. Ezzel ellentétben a mar publikalt modszerekben az egyes tesztek
magukba foglaljak a hosszas validacios i1d6t is, nagymértékben korlatozva igy az
elvégezheto kisérletek szdmat, hiszen ahogyan lathattuk, egyes esetekben egyetlen teszt
futtatdsa is honapokba telhet egy kozepes teljesitményili GPU alkalmazasaval.

Az elkésziilt rendszer tovabbi erénye abban mutatkozik meg, hogy annak egyik
része sem igényel nagy GPU memoridt, ellentétben példaul az Ujratanitast alkalmazo
modszerrel. Ennek kovetkeztében a rendszer felhasznaldsaval a megerdsitéses tanulds
alapt automatikus ritkitas teriiletén torténd fejlesztések elérhetévé valnak olyan kutatdk
szamara is, akik nem rendelkeznek draga, nagyteljesitményti grafikus processzorokkal.
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Osszefoglalé

Munkam soran a kezdeti terveknek megfelelden Ilétrehoztam egy olyan
megerdsitéses tanulassal automatizalt ritkitd rendszert, mely a KITTI adatbazison
betanitott YOLOv4 detektor optimalis ritkitasat teszi lehetové. A fejlesztést megel6zo
irodalomkutatas sordn arra a kovetkeztetésre jutottam, hogy mig a state-of-the-art
megoldasok szamos kivaldé megoldést javasolnak az automatikus ritkitas feladatkdrének
kiilonbozd kihivasaira, kozos hatranyuk, hogy az agens szamdra a két legfontosabb
kornyezeti paramétert, a paraméterstiriiséget és a pontossagromlast a modell tényleges
ritkitasaval €s a redukalt modell validacids adatbazison valo tesztelésével hatarozzak meg
futasi idében, ami nagymértékben lelassitja a tanitasi folyamatot.

Eppen ezért az elkésziilt rendszerben ezt a részt egy 1], legjobb tudomasom szerint
az irodalomban eddig nem ismertetett, modell alapti megerdsitéses tanuldsi modszerrel
valdsitom meg: a kdrnyezeti valtozokat a validalas helyett egy igynevezett allapotbecsld
halé segitségével hatarozom meg, melyet elézéleg automatikusan generalt adatokon
tanitok be. Az agens allapotterét 6 dimenzidsra vélasztom, siirli jutalom moddszerét
alkalmazom, tehat az 4gens minden réteg ritkitasa utan kap visszajelzést a kornyezettol.
A jutalomfiiggvényt Ggy formalom, hogy a ritkitott modell a lehetd legkevesebbet
veszitsen pontossagabol, a nagy ritkasag csak masodlagos szempont. A megerdsitéses
tanitast az A2C algoritmussal valdsitom meg, €s mivel az allapotbecsld halo alkalmazéasa
lehetdvé teszi, hogy csupéan a kezdeti modell allapotat kelljen betdlteni, egyszerre tobb
agens futtatasa is lehetdvé valik, mely hozz4jarul a tanitasi folyamat stabilizalasahoz.

Az elkésziilt automatikus rendszer alkalmazasaval egy olyan ritkitott YOLOv4
modellt sikeriilt generalni, 49 %-kal kevesebb paramétert tartalmaz az eredetihez képest
¢és 7,2 %-kal jobb mAP értéket ér el. Ezen eredmény mAP értékben 2,3 %-kal, ritkasagban
pedig 17,1 %-kal feliilmualja a legjobb teljesitményii kézi beallitasok mellett ritkitott
modellt. Egy epizod futési idejét tekintve feliilmulja a state-of-the-art modszereket: 772-
szer gyorsabb, mint a PuRL modszer és 146,2-szer gyorsabb, mint az AMC. Fontos
kiemelni azonban, hogy az emlitett modszerek érdemben nem hasonlithatoak Ossze az
eltérd architekturak és tanitd adatbazisok alkalmazisa miatt. Teljes fejlesztési 1d6
tekintetében az epizod futéasi idejébdl szarmaztatott eredményekrdl elmondhato, hogy a
rendelkezésre all6 GPU mellett a sajat modszerrel valo fejlesztés honapokkal kevesebb
1d6t venne igénybe, minta azt a mar publikalt mdodszerek alkalmazéasaval végeznénk.

Osszességében az elkésziilt modszer legnagyobb elénye abban mutatkozik meg,
hogy a leghosszabb 1d6t a kezdeti adatgeneralas veszi igénybe, ezek utan viszont az agens
tanitasa rendkiviil gyorsan torténik, sokkal tobb lehetdséget hagyva ezzel a fejlesztés
érdemi részére, a megerdsitéses tanuldsi algoritmus formazasara. Mindemellett a rendszer
egyik része sem igényel nagy GPU memoriat, ezaltal annak alkalmazasaval a mesterséges
intelligencia ezen kutatési teriilete elérhetévé valik olyan kutatok szamara is, akik nem
rendelkeznek nagyteljesitményti, draga GPU-val.
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A jovében megvalositandd tervek részét képezi az d4gens tanitdsa a
jutalomfiiggvény olyan paraméterezése mellett, mely egy nagyobb mértékben ritkitott
modell megtaldlasat teszi lehetdvé. Tovabba, szeretném elvégezni az 4gens tanitisat
COCO adatbazison betanitott YOLOv4 detektort hasznalataval, mellyel lehetové valik a
sajat modszer érdemleges Osszehasonlitdsa a state-of-the-art YOLOv4-hez tervezett
pruning modszerrel a ritkitott modell teljesitményének szempontjabol. Hasonloképp az
agens tanitasi idejének érdemi Gsszehasonlithatésaga érdekében, a rendszert tesztelném
olyan osztalyozé architektirdkon, melyeket a state-of-the-art automatikus ritkitod
rendszerek is alkalmaznak. Végiil, szeretném a rendszert kibdviteni tigy, hogy barmiféle
eléleges beavatkozas nélkiill képes legyen barmilyen neurdlis héalé architektura
automatikus ritkitasara.
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