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Absztrakt

Az elektromos fogyasztók klasszifikációja viselkedésük alapján több szempontból is lé-
nyeges feladat intelligens háztartás vagy elektromos hálózat részeként. Egy ilyen rendszer
megteremti a lehetőséget az intelligens felügyeletre, valamint lehetővé teszi a beavatko-
zást is, amellyel pillanatnyi terhelésváltozásokra jobban reagáló, a kapacitás elosztást
hatékonyabban megvalósító hálózat létrehozása lehetséges. A jelenlegi eszközök önma-
gukban nem alkalmasak erre, ezért a folyamat automatizálása számos előnyt jelent. Az
elektromos hálózat intelligens felügyelete lehetővé teszi például a hálózati fogyasztás üte-
mezését, és ezáltal a hálózati terhelés nagyságának befolyásolását.

A létező mérőeszközök esetén az intelligens hálózat kialakításának koncepciója a csat-
lakoztatott eszköz automatizációján alapul, központi vezérlés mellett. Azonban ezek
statikusan programozott eszközök, azaz hiányzik belőlük az a képesség, ami a csatla-
koztatott fogyasztót felismeri és dinamikusan alkalmazkodik, profilt képes váltani. Ezen
probléma megoldására rövid mérési idősorok feldolgozása ad megoldást. Saját kutatá-
som erre a problémára keresi a megoldást, amelynek első lépésként a Petrović et al által
létrehozott rendszert [1] vizsgáltam meg. Az ötlet alapja, hogy az egyes csatlakozta-
tott fogyasztók adott (módosított) bemeneti gerjesztésekre különböző választ (torzítást)
adnak, amely mérhető. A módszer előnye, hogy nagyon rövid mérési periódus, az így
gyűjtött adatok pedig ezt követően gépi tanulási eszközökkel klasszifikálhatók.
A kutatás első részében a mérőeszköz hardver került megtervezésre és megépítésre. A

mért adatokat először Support Vector Machines klasszifikációs módszerrel vizsgáltam.
Fontos szempont, hogy az eszköz csak minimális mennyiségű adatot gyűjtsön, ami csök-
kenti a mérési időt és a klasszifikációs modell létrehozásának, valamint a klasszifikáció
végrehajtásának erőforrásigényét. A kutatás során először elméleti számolásokkal ke-
restem optimális megoldást a mérés tulajdonságainak (mérési profil) meghatározására,
majd kísérleti méréseket is végeztem így meghatározott mérési profilokkal. A kísérleti
mérések alapján kevesebb, mint egy másodperces mérési idő is elegendő volt 99% felet-
ti pontosságú klasszifikációhoz. A kutatás során a nyílt halmaz alapú klasszifikációt is
megvizsgáltam a mérési adatokon.
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1 Bevezetés

Napjainkban a megújuló energiaforrások elterjedése miatt az elektromos hálózat terhelés-
elosztása egyre nagyobb hangsúlyt kap. A smart grid-nek képesnek kell lennie az energia-
termelés és fogyasztás kiegyensúlyozására (load balancing). Az ilyen hálózat hatékony
működéséhez a csatlakoztatott hálózati fogyasztók ismerete szükséges. A ma elérhető
okos mérőeszközök nem képesek felismerni a csatlakoztatott fogyasztót. A fogyasztást
mérik, valamint képesek a fogyasztó áramellátásának manuálisan vezérelt, valamint au-
tomatizált ki- és bekapcsolására. A kutatás célja egy olyan mérőeszköz létrehozása volt,
mely rövid idő alatt képes felismerni a csatlakoztatott fogyasztót. A csatlakoztatott
fogyasztó ismerete alapján lehetőség nyílik a terhelés befolyásolására, a fogyasztó ezen
információ alapján történő vezérlésére. A fogyasztók gyors felismerése lehetőséget ad a
fogyasztók automatizált vezérlésére és így a hálózati terhelés befolyásolására. A tervezett
mérőeszköz akár egy másodperc alatt is képes elég adatot gyűjteni az eszköz felismeré-
séhez. Ez egy terheléselosztó rendszer esetén például értékes információ, a rendszer a
csatlakoztatott fogyasztó adatai alapján meghatározhatja a terhelés várható változását.

A kutatás során a Petrović et al által létrehozott rendszert [1] vizsgáltam meg először,
ahol az adatok gyűjtése a hálózati jel manipulálása (levágása) mellett történt. Ebből
kiindulva megvizsgáltam a megoldás egy továbbfejlesztett, gyorsabb változatát. A mé-
rőeszköz megtervezésekor fontos szempont volt, hogy könnyen beszerezhető, olcsó kom-
ponensei legyenek, így mind további kutatásokhoz, mind termékként egyszerűen meg-
építhető legyen. Az eszközben egy WiFi-t támogató mikrokontroller van, így az eszköz
a későbbiekben akár vezeték nélkül is vezérelhető, továbbíthatja a mérési adatokat. A
mérésekből kinyert feature-ökön zajlott először az SVM alapú klasszifikációs módszer
vizsgálata. Az elvégzett mérések alapján megvizsgálásra került a mérési idő csökken-
tése, amihez az elméleti számolások után további mérések voltak szükségesek. Ekkor
került bevezetésre a mérési profilok fogalma is. A klasszifikációs megoldások pontosságá-
nak vizsgálata a kijelölt mérési profilokkal végzett mérési adatokból kinyert feature-ökön
valósult meg.
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2 Szakirodalom áttekintése

A hálózati fogyasztók elektromos fogyasztásának vizsgálata kulcsfontosságú a hálózat
fogyasztásának optimalizálásához. Ez a fejezet áttekinti az elektromos fogyasztásméréssel
kapcsolatos szakirodalat, a felhasznált gépi tanulási módszereket, valamint az elkészített
mérőeszköz működésének elméleti hátterét.

2.1. Hálózati fogyasztásmérés

Az elektromos fogyasztásmérés egyik célja, hogy lehetőséget adjon a hálózat terhelésének
befolyásolására. A napelemek és más megújuló energiaforrások elterjedésével az elektro-
mos hálózatok fogyasztásának befolyásolása kulcsfontosságú az elérhető energia hatékony
felhasználásához [2]. A Manar Jaradat et al. által publikált cikkben [2] a fogyasztói oldal
általi fogyasztásütemezést (Demand-Side Management – DSM) egy lineáris programo-
zási problémaként közelítették meg. A cél a megújuló energiaforrás kihasználásának
maximalizálása és a fogyasztott elektromos áram árának minimalizálása.

Az elektromos fogyasztók fogyasztásának mérése történhet intruzív és nem-intruzív
módon [3]. A Nem-Intruzív fogyasztásmérés (Non-Intrusive Load Monitronig – NILM)
okos elektromos fogyasztásmérővel (Smart Meter - SM) történhet. Az okos villanyóra
képes kommunikálni az elektromos szolgáltatóval, ezáltal segítve az okos elektromos há-
lózat (Smart Grid) működését a háztartás fogyasztási adatainak továbbításával. NILM
esetén a háztartásban további eszközt nem szerel fel a szolgáltató. Mivel egyetlen ponton
méri az okos villanyóra a háztartás fogyasztását, így az egyes fogyasztók energiafelhasz-
nálásának összege kerül rögzítésre. Ekkor szükség van az energiafogyasztás görbéjének
felbontására (disaggregation) a fogyasztást alkotó fogyasztók meghatározásához.

A másik megoldás az Intruzív fogyasztásmérés (Intrusive Load Monitoring -ILM) ami-
kor a fogyasztók energiafogyasztását külön-külön méri a rendszer. Antonio Ridi et al.

2.1. ábra. NILM és ILM kategóriái. Forás: [3]
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2.2. ábra. Fogyasztók hanggal történő vezérlését megvalósító hálózat. Forrás: [4]

által publikált cikk [3] az ILM eszközöket három kategóriába sorolja (2.1. ábra):

• ILM 1 : Egyes zónák fogyasztásának mérése egy háztartásban vagy épültetben.

• ILM 2 : A fogyasztásmérők a hálózati csatlakozóknál találhatóak és a csatlakozóra
kötött eszköz vagy eszközök fogyasztását mérik.

• ILM 3 : Minden eszköz energiafogyasztását külön méri a rendszer. A mérőesz-
köz vagy közvetelnül a fogyasztóba van beépítve vagy a fogyasztó számára kijelölt
hálózati csatlakozóba.

A fogyasztók automatikus, illetve hanggal vagy más módon történő vezérlése (ki- és
bekapcsolása) is fontos napjainkban [4]. A jelenleg elérhető technológiákkal lehetséges
az eszközök okos konnektorokon keresztül történő vezérlése (2.2. ábra), azonban az
eszköz beállítását, illetve a konnektorhoz csatlakoztatott eszköz adatait a felhasználónak
kell megadnia, hiszen a jelenleg kapható eszközök nem képesek felismerni a konnektorra
csatlakoztatott eszközt.

A jelenleg kapható okos dugaljmérők sok évvel le vannak maradva a témával kap-
csolatos kutatások eredményeitől [5]. Ezek az okos konnektorok (Smart Plugs) a rájuk
kötött fogyasztót tudják ki- és bekapcsolni, illetve ezt ütemezni, távolról vezérelni. A
legtöbb ilyen okos konnektor nem tudja meghatározni, hogy milyen eszköz van hozzáköt-
ve, és így a felhasználónak kell manuálisan megadni a konnektor be- és kikapcsolásának
ütemezését. A Luis Gomes et al. által leírt rendszer [5] lényege, hogy míg a legtöbb
eszköz csak a fogyasztási adatokat képes rögzíteni, addig a tervezett eszköz környezeti
érzékelőket (hang, mozgás, hőmérséklet, páratartalom, C02) is tartalmaz. A megosztott
tudás (shared knowledge) réteg lényege, hogy a gyűjtött adatokból a rendszer meg tudjon
határozni olyan dolgokat mint, hogy a csatlakoztatott eszköz használva van-e az adott
pillanatban, használva lesz-e a következő egy órában, illetve hogy fogyaszt-e energiát és
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2.3. ábra. Artur F. da S. Veloso et al. által bemutatott rendszer. Forrás: [7]

fogyasztani fog-e energiát a következő egy órában. A dugaljmérők egymással kommuni-
kálnak és ezáltal nemcsak a saját adataikat használhatják a korábban említett kérdések
eldöntésére. Egy ilyen rendszer lehetővé tesz az elektromos berendezések kikapcsolását
és a fogyasztás ütemezését.

Az elektromos hálózati eszközök fogyasztása, illetve a fogyasztás változása is össze-
függésben áll/állhat különböző külső tényezőkkel. A Tin Petrovic et al. által publikált
cikkben [6] egy WiFi router fogyasztási adatainak segítségével határozták meg a helyi-
ségben tartózkodók számát. Egy WiFi router fogyasztását befolyásolja a rajta átmenő
adatforgalom, amit pedig a csatlakozott eszközök száma befolyásol. Az eszközök számát
pedig az adott helyiségben tartózkodó emberek száma befolyásolja. A kutatók két hipo-
tézise szerint a a WiFi router fogyasztása arányos a rajta áthaladó hálózati forgalommal,
illetve a hálózati forgalom arányos a helyiségben tartózkodók számával. A kísérletek
során három router fogyasztását vizsgálták egy helyiségben. A helyiségben tartózkodók
számának meghatározására kamerákat használtak, melyek 10 percenként készítettek ké-
pet a helyiségről. Ezután a mért adatokat 120 mintánként (egy perc alatt gyűjtött adat)
csoportosították. Ezen csoportokhoz kiszámolták az minimum, maximum, illetve átla-
gos teljesítményt. A három router minimum, maximum és átlagos fogyasztásából, illetve
az emberek számából álltak a 10 dimenziós vektorok, amin a klasszifikációt elvégezték
random forest classifier használatával. Azt, hogy tartózkodik-e személy a helyiségben,
egy perces csoportosítás esetén 99,34%-os pontossággal tudták meghatározni, míg a he-
lyiségben tartózkodók számát 93%-os pontossággal.

Egy adott fogyasztó elektromos fogyasztásának adataiból nagy pontossággal fel lehet
ismerni gépi tanulási módszerek segítségével a dugaljra csatlakoztatott eszközt. Az Artur
F. da S. Veloso et al. által publikált cikk [7] egy olyan rendszert mutat be (2.3. ábra)
ahol az okos fogyasztásmérők egy központi node-dal kommunikálnak, ami a rendszer
vezérlését végzi az otthoni hálózaton belül. Az okos csatlakozók az elektromos terhe-
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2.4. ábra. Különböző fogyasztók Feszültség-Áramerősség görbéje. Forrás: [8]

lés egyedi karakterisztikáinak segítségével azonosítják a csatlakoztatott eszközt (ELS –
Electric Load Signature). A rendszer gépi tanulási algoritmus segítségével azonosítja a
fogyasztót. Az azonosításhoz szükséges egyedi karakterisztikák meghatározásához min-
den eszköz fogyasztását egy órán keresztül másodpercenként rögzítették. A fogyasztó
azonosításához kétféle klasszifikációs modellt használtak. Az első modell (A modell) egy
döntési fa algoritmus, míg a második (B modell) Naive Bayes klasszifikációt alkalmaz.
A bemenetek az elektromos fogyasztási adatok, a kimenet pedig az azonosított eszköz.
Az okos csatlakozó által mért adatok a feszültség, áramerősség, power factor, látszóla-
gos teljesítmény (apparent power) és aktív teljesítmény (active power). Az A modell
pontossága 93,5%, míg a B modellé 99,9%.

Az elektromos fogyasztók klasszifikációját Liang Du et al. Feszültség-Áramerősség
görbék segítségével végezték [8]. Különböző típusú fogyasztók más görbét rajzolnak ki.
Ez látszik a 2.4. ábrán. Liang Du et al. a fogyasztókat hét kategóriába sorolták az
áramköri karakterisztikáik alapján:

• Rezisztív fogyasztók (Category R) amik ellenállást tartalmaznak, és nincs fáziskü-
lönbség a feszültség és áramerősség görbék között.

• Reaktív fogyasztók (Category X) ahol induktivitás van közvetlen a bemenetre kötve
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2.5. ábra. A jelalak-módosításra adott válasz mátrixa. Forrás: [1]

egy egyenirányító után, emiatt nagy a fázisszög.

• Power Factor (PF) korrekció nélküli eszközök (Category NP)

• Power Factor korrekciós eszközök (Category P)

• Összetett struktúrájú fogyasztók (Category M)

• Lineáris fogyasztók (Category T)

• Fázisszög vezérelt fogyasztók (Category PAC)

Az így kapott görbéket egy bináris elemű mátrixszá alakították át, majd az így ka-
pott adatok segítségével klasszifikálták a fogyasztókat Supervised Self-Organizing Map
(SSOM) neurális hálózat segítségével.

Antonio Ridi et al. kutatásukban [9] két különböző klasszifikációs módszert is használ-
tak. A Gaussian Mixture Models, illetve K-Nearest Neighbors klasszifikációs módszereket
alkalmazták egy fogyasztó szignatúra adatbázis elemein.

2.2. Active Sensing Approach to Electrical Load Classification
by Smart Plug [1]

A kutatás egyik alapjául szolgáló cikk a Petrović et al. által létrehozott rendszert mutat-
ja be. A rendszer az elektromos fogyasztók bemenő hálózati jelalakjának befolyásolására
adott választ rögzíti. A jelalak módosítását egy TRIAC (TRIode for Alternating Cur-
rent) félvezető segítségével valósították meg. A fogyasztó teljesítményét egy Arduino
Mega2560 mikrokontroller segítségével mérték 0,2ms-os gyakorisággal. Az így gyűjtött
adatokat a mikrokontroller a hozzá csatlakoztatott számítógépnek továbbította. A há-
lózati jelalak módosítása során két paramétert vezéreltek. A jel maszkolásának arányát
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2.6. ábra. A jelalak-módosításra adott válasz mátrixai néhány eszköz esetén. Forrás: [1]
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(10-95%, 5%-os léptékben) és a maszkolás ciklusainak számát (1-20, egyesével). Egy cik-
lus 50 Hz-es hálózat esetén 20ms, tehát kis idő alatt sok mérést lehet elvégezni. A mért
feszültség, áramerősség és teljesítmény értékek átlagából (több, mint 250 000 maszkolás)
három darab 17x20-as mátrixot hoztak létre. A teljesítmény mátrixának megjelenítése
a 2.5. ábrán látható. A csatlakoztatott fogyasztó gerjesztésre adott válasza a fogyasztó
áramkörének karakterisztikáitól függ. Ez látható a 2.6. ábrán is. Ezáltal lehetséges egy
hálózati fogyasztó azonosítása a mátrixa alapján.

A fogyasztók osztályozásához egy FC (Fully Connected) neurális hálózatot alkalmaz-
tak. A bemeneti réteg 340 neuronból áll, melyek a teljesítmény értékek. A feszültség és
áramerősség adatok használata csökkentette a klasszifikáció pontosságát, ezért azt nem
vették figyelembe. Négy réteges hálózat esetén a klasszifikáció pontossága 96,5% volt.
A Petrović et al. által leírt módszer előnye, hogy az eszköz klasszifikációja gyorsan

történik meg, hiszen egy ilyen, a fogyasztó gerjesztésekre adott válaszait tartalmazó
mátrix létrehozása mindössze 45 másodpercbe telik.

2.3. Nyílt halmaz alapú felismerési módszerek

A nyílt halmaz alapú felismerési módszereknél fontos az alábbi két fogalom ismerete:

• Outlier detection: Ebben az esetben ismertek outlier mérések, melyek a tanítás
során is felhasználásra kerülnek.

• Novelty detection: Ebben az esetben nem ismerek az osztályba nem illő mérések,
a tanítás során nincsenek jelen. A továbbiakban ez a módszer kerül ismertetésre,
megvizsgálásra.

Walter J. Scheirer et al. [10] bevezeti a klasszifikációs feladat nyíltságát:

openness = 1−
√

2 · |training classes|
|testing classes|+ |target classes|

A fenti egyenletben a training classess a tanulás során, a testing classes a tesztelés so-
rán, a target classes pedig az összes felismerendő osztályok számát jelöli. Látható, hogy
abban az esetben, ha minden osztály szerepel a tanulásnál és tesztelésnél is, a nyíltság
(openness) 0. Ennek tipikus esete a kutatás során is megvizsgált Multiclass SVM klasszi-
fikációs módszer. Novelty detection esetén a tanítás során nem mindegyik osztály van
jelen.
Hálózati fogyasztók klasszifikációja esetén a feladat az, hogy a rendszer felismerje ha

a csatlakoztatott fogyasztó ismeretlen, nem szerepelt a tanító halmazban. Az ismeretlen
fogyasztóról a rendszer mérési adatokat gyűjt, majd új modellt hoz létre.
A probléma nehézsége, hogy a tanulás során nincs információ az ismeretlen osztályok-

ról. A feladat meghatározni a problémához megfelelő veszteség függvényt (loss function)
függvényt és minimalizálni a kockázatot (RI) [10]:

arg min
f

{
RI(f)) :=

∫
Rd×N

L(x, y, f(x))P (x, y)
}
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2.7. ábra. Rekurrens neurális hálózat egy darabja és az állapotainak idő szerinti kibon-
tása. Forrás: [11]

Ahol d a feature vektorok dimenziója, y az osztályok labeljei (y ∈ N), P (x, y) az isme-
retlen valószínűségi mérték Rd × N felett, f a keresett függvény ami minimalizálja az
L(x, y, f(x)) veszteségfüggvényt.

A fogyasztófelismerési feladat esetén az alábbiakat kell figyelembe venni:

• A teljes rendszer döntéseket hoz, profilt vált a csatlakoztatott fogyasztó típusa
alapján.

• Ismeretlen eszköz detektálása esetén a rendszernek külső bement szükséges, új esz-
köz esetén a mérési profil megadása, már ismert de ismeretlennek klasszifikált eset-
ben a tényleges osztály megadása. Mindkét esetben a mérőeszköz további méréseket
végez és a klasszifikációt végző modellt változtatja.

A fentiekfigyelembe vételével jelen esetben a hamisan ismertnek klasszifikált ismeretle-
nek minimalizálása a feladat, tehát a rossz profil alkalmazásának elkerülése a cél. Ezen
esetben elfogadhatóbb, ha esetleg ismert eszközöket is ismeretlennek klasszifikál a rend-
szer. A kutatás során ezen prioritások figyelembevételével kerültek beállításra az RBF
kernel-es single class SVM alapú novelty detection rendszer paraméterei.

2.4. LSTM Rekurrens hálózatok

A Long Short Term Memory alapú neurális hálózatok a gradiens eltűnésének problémá-
jára adnak megoldást. A hagyományos rekurrens neurális hálózatoknál probléma volt a
tanítás során a hiba visszavezetése (backpropagation) esetén a gradiens eltűnése. A 2.7.
ábrán látszik egy rekurrens hálózat része és annak különböző idővel változó állapotai. A
kimenet függhet sokkal korábbi bementektől is, amelyeket a hálózat a gyakorlaban nem
képes megtanulni [11]. Erre jelent megoldást az LSTM, melynek belső felépítése a 2.8.
ábrán látszik. Minden cellának állapota van, mely az előző cella állapotának manipulált
változata. Az így létrehozott neurális hálózat bemenetei az xt vektorok.
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2.8. ábra. Az LSTM alapú hálózat felépítése. Forrás: [11]

2.9. ábra. A komplex teljesítmény geometriai ábrázolása.

2.5. A tervezett mérőeszköz által végzett mérések elméleti
háttere

A bemutatásra kerülő megtervezett és megépített mérőeszköz a 230V-os hálózati jelből
feszültséget és áramerősséget mér.

A váltóáramú fogyasztásmérés elméleti hátteréhez az alábbi fogalmak ismerete szük-
séges:

• Valós teljesítmény (P ) - Az a teljesítmény, amit a fogyasztó felhasznál, a villanyóra
mér. Mértékegysége: Watt (W)

• Meddő teljesítmény (Q) - A teljesítmény azon része, ami nem végez munkát a
fogyasztón. Mértékegysége: Volt-Amper reaktív (var)

• Komplex teljesítmény (S) - A valós és meddő teljesítmény összege. Mértékegysége:
Volt-Amper (VA)

• Látszólagos teljesítmény (|S|) - A komplex teljesítmény nagysága. Mértékegysége:
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2.10. ábra. A fáziskülönbség ábrázolása az áramerősség és feszültség jelalakjával.

Volt-Amper (VA)

• Fáziskülönbség (φ) - Az áramerősség és feszültség hulláma közti fáziseltérés szöge
(2.10. ábra).

• Teljesítménytényező (PF - Power Factor) = cosφ - A valós teljesítmény és a lát-
szólagos teljesítmény aránya.

A fenti fogalmak közötti összefüggés a komplex síkon a 2.9. ábrán látható.
A mérőeszköz RMS feszültséget és áramerősséget, valamint a valós teljesítményt méri.
Jelölések:

• n : Az egy mérési időszak alatt gyűjtött mérések száma

• U[k] : A k időpillanatban mért feszültségérték

• I[k] : A k időpillanatban mért áramerősségérték

A mérőeszköz a feszültséget az alábbi képlet szerint méri:

VRMS =

√√√√ 1
n
·

n∑
k=1

U [k]2 (2.1)

Az áramerősséget:

IRMS =

√√√√ 1
n
·

n∑
k=1

I[k]2 (2.2)

A valós teljesítményt pedig az alábbi képlet szerint:

P = 1
n
·

n∑
k=1

U [k]I[k] (2.3)
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2.11. ábra. Váltóáramú feszültségmérés transzformátorral és offsettel.

A továbbiakban leírtak 230V-os 50Hz-es frekvenciájú (szinuszos jelalakú) váltóáramú
hálózatot feltételeznek.

Váltóáramú rendszereknél a mérendő feszültség a fázis (Live) és nulla (Neutral) vezeté-
kek között esik. Ez a feszültségérték ±326V között mozog. Ez az érték sokkal nagyobb,
mint a legtöbb ADC méréstartománya, így ezt az értéket csökkenteni kell ahhoz, hogy
mérni lehessen.

A mérőeszköz a feszültséget transzformátor segítségével méri. A hálózati transzfor-
mátor primer oldalára kell kötni a fázist és nullát, a kimenetét pedig feszültségosztóval
történő offset után az ADC-re (2.11. ábra). Hálózati transzformátor használatának egyik
előnye a mérési pontosság mellett az, hogy a transzformátor elválasztja az alacsonyfe-
szültségű komponenseket, mint például a mikrokontrollert, a 230V-os hálózattól.

Az áramerősség mérése áramváltó transzformátorral történt. Az áramváltó transzfor-
mátort a mérendő vezeték köré helyezve, a kimenetén a vezetéken átfolyó áramerősséggel
arányos áram fog folyni. A módszer előnye, hogy a mérőeszköz el van szigetelve a hálózati
feszültségtől. A kimeneti áramerősséget az alábbiak szerint lehet számolni:

Iki = Ibe

N
(2.4)

Ahol N az áramváltó transzformátor szekunder tekercsének menetszáma, Ibe a primer
vezetéken átfolyó áramerősség.

2.6. Felhasznált programkönyvtárak

A mérőeszköz szoftverének elkészítése az Arduino fejlesztőkörnyezetben készült [12]. Az
adatok fogadására a számítógépen, valamint a klasszifikációkhoz Python3 nyelven kerül-
tek elkészítésre a programok. Az SVM alapú klasszifikációhoz és novelty detection-höz
a scikit-learn [13], az LSTM hálózathoz pedig a TensorFlow [14] lett felhasználva.
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2.7. Klasszifikációs metrika

A dolgozat során a klasszifikáció eredményessége a pontossággal (accuracy) lett mér-
ve, tehát a teszthalmaz helyesen klasszifikált elemeinek száma elosztva a teszthalmaz
elemeinek számával.

A dolgozatban bemutatásra kerülő konfúziós mátrixok esetén a sorok jelölik a valódi
osztályt (actual class), míg az oszlopok a klasszifikáció eredményeként kapott osztályt
(predicted class).
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3 A mérőeszköz

3.1. A mérőeszköz hardver

A mérőeszköz alapja az ESP32 mikrokontroller. A mikrokontrollerre van rákötve egy AC
dimmer modul és egy transzformátor, illetve egy áramváltó transzformátor. A dimmer az
AC jelalak levágásához, a transzformátorok pedig a fogyasztó viselkedésének méréséhez
kellenek. Fontos megemlíteni, hogy a kísérleti mérések során szükség volt az áramkör és
kapcsolási rajz módosítására, mivel az eredetileg az ESP32 IO0 pinjére kötött dimmer
ZC jel megakadályozta az ESP32-t a belső flashről való bootolásban, ezért a csatlakozást
az IO26 pinre kellett átkötni. Az eszköz kapcsolási rajza a 3.1. ábrán, mérőeszköz
prototípus a 3.2. ábrán látható.

3.2. A mérőeszköz kalibrációja

A mérőeszköz AC jeleket mér, így azok DC offsettel vannak eltolva, hogy az ESP32
ADC-je mérni tudja a bemenő jeleket. Emellett az ESP32 értesül a váltóáramú jel
Zero Crossing eseményéről (ZC pin) is. A rendszert első lépésként kalibrálni kellett,
hogy megfelelően mérje az AC értékeket. A kalibráció során kiderült, hogy a rendszer
bekapcsolása után van egy tranziens mért adatoknál, ezért a rendszer az első 600 000
ADC mérést nem veszi figyelembe, ez nagyjából 36 másodpercnek felel meg. A prototípus
első változata 500 000 mérés átlagából megállapította meg a DC offset értékét, ami
nagyjából 30 másodpercet vett igénybe. Az offset érték végül egy, sok ilyen mérést
átlagolva meghatározott fix érték lett.

A többi kalibrálási érték: a feszültség és áramerősség értékének meghatározása az
ADC mérésekből manuálisan lett beállítva kalibrálási mérések után. Az eszköz egy Ubi-
quity mFi mPower mini mérési értékeihez lett kalibrálva. Az ESP32 ADC-je 12bites, a
transzformátor kimenetéről mért nyers ADC értékek a 3.3. ábrán láthatóak.

3.3. A mérőeszköz szoftvere

Az mérések elvégzéséhez kulcsfontosságú, hogy a jel levágása pontosan történjen meg.
Ehhez szükséges tudni, hogy mikor történik a feszültséggörbe zero crossingja. Erre szol-
gál a dimmer modul ZC pinje, mely akkor küld magas jelet, ha ez történik. A ZC pin
működése látható az oszcilloszkóppal készült 3.4. ábrán.
A tesztadatokat az ESP32 a serial portján keresztül a csatlakoztatott számítógépnek

továbbítja. Az eszköz periódusonként 279-280 ADC mérést tud elvégezni. Egy periódus
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3.1. ábra. Tervezett mérőeszköz kapcsolási rajza

3.2. ábra. A megépített mérőeszköz prototípus. A kék eszköz az áramváltó transzformá-
tor. A dimmer a szigetelőszalaggal borított komponens.
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3.3. ábra. Transzformátor kimenetének értéke az ESP32 adc-jével mérve

3.4. ábra. Transzformátor és Zero Crossing detektor kimenete oszcilloszkópon
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3.5. ábra. 5W terhelés alatti USB töltő mérési eredményei

egy zero crossing eseménytől az onnan számított második zero crossing eseményig tart,
vagyis 50Hz-es hálózat esetén 20ms-ig.

A mérés során a feszültségjel elejének az eszköz 10%-át vágja le 20 perióduson keresztül,
majd 16 perióduson át nem vág le semmit. Ez ismétlődik mindig 5%-kal többet vágva le
egészen 75%-ig. Az eszköz a 2.5. fejezetben leírtak szerint feszültséget, áramerősséget és
teljesítményt mér. Az ESP32 kétmagos processzora lehetővé tette, hogy amíg az egyik
mag az adatokat méri, addig a másik elvégzi a szükséges számításokat és az értékeket
a serial porton továbbítja. A megvalósítás két buffert használ. Amíg az egyik mag az
egyikbe ír, addig a másik mag a másik bufferből dolgozik. Minden periódushoz külön
mérési értékek tartoznak, így összesen három darab 14x20-as mátrix keletkezik a teszt
10 másodperces időtartama alatt. Egy 5W-os terhelés alatti USB töltőről végzett mérés
mátrixai láthatók a 3.5. ábrán.

A mérés menete a 3.6. ábrával szemléltethető jól. Az ábra a teljesítményadatokat
mutatja. Minden sor egy levágási értéknek felel meg. A legfelső sor 10%-nak, a legalsó
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3.6. ábra. Egy mérés teljesítmény adatainak vizualizálása. Minden sor egy adott levágási
érték méréseit tartalmazza, legfelső sor a 10%-os, a legalsó a 75%-os levágási arány-
nak felel meg. A mátrix celláihoz tartozó értékek mérése a bal felső sarokból indul és
sorfolytonosan zajlik.

75%-nak. A mátrixot a bal felső sarokból indulva soronként tölti fel adatokkal a rendszer.
Minden sor után 16 periódust vár mielőtt a következő sorra ugrik. Minden cella egy
periódus mérését tartalmazza.

3.4. A mérések hibája

Mint minden mérőeszköznek, így ennek az eszköznek is van mérési hibája. Ezt legjobban
a 3.7. ábrán látszik. A mérés csatlakoztatott fogyasztó nélkül futott 100-szor. Az
ábrán a mért teljesítménymátrix elemeinek átlagos, legkisebb és legnagyobb mért értékei
láthatók.
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3.7. ábra. A mérőeszköz mérései fogyasztó csatlakoztatása nélkül. Az adatok 100 mérés-
ből származnak, a cellák mértékegysége Watt.
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4 Kísérleti mérések

A kész merőeszköz-prototípussal az alábbi kísérleti mérések lettek elvégezve:

Eszköz neve Teszek száma
USB-s töltő 5W terheléssel (usb) 100
Apple USB-s töltő 5W terheléssel (apple) 100
Hajszárító (hairdryer) 100
Ventillátor (fan) 100
Forrasztópáka (solderingiron) 100
Monitor (monitor) 100
4A-es ólomzselés akkutöltő (batcharger) 100
800mA-es ólomzselés akkutöltő (batchar2 ) 100

4.1. Lényegkiemelés

Az alábbi karakterisztikák kerültek kinyerésre a nyers mérési adatokból:

• AVG: Mátrix elemeinek átlaga

• STDEV: Mátrix elemeinek szórása

• SORAVG: Mátrixsorok szórásának átlaga

• SORSTD: Mátrixsorok szórásának szórása

• OSZLOPAVG: Mátrixoszlopok szórásának átlaga

• OSZLOPSTD: Mátrixoszlopok szórásának szórása

• BALFEL: A mátrix bal felső 2x2-es négyzetes mátrix elemeinek átlaga osztva AVG-
vel

• BALLE: A mátrix bal alsó 2x2-es négyzetes mátrix elemeinek átlaga osztva AVG-
vel

• JOBBFEL: A mátrix jobb felső 2x2-es négyzetes mátrix elemeinek átlaga osztva
AVG-vel

• JOBBLE: A mátrix jobb alsó 2x2-es négyzetes mátrix elemeinek átlaga osztva
AVG-vel

A fenti karakterisztikákat kiszámolva a 4.1. ábrán látható pontok lesznek a mérésekhez
tartozó értékek. Az ábrán látható, hogy egyes fogyasztók, mint például a hajszárító,
egyszerűen elkülöníthetők a többitől.
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4.1. ábra. A mérések értékének eloszlása karakterisztikák szerint. Minden grafikon egy
adott karakterisztikát mutat, a különböző színnel jelölt pontok az adott színnel jelölt
fogyasztóhoz tartozó értékeket jelölik. Látható, hogy egyes fogyasztók könnyen elkülö-
níthetők a többitől.
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4.2. ábra. A konfúziós mátrixok (confusion matrices) átlaga 100 klasszifikáció lefuttatása
után. Látható, hogy a két USB-s eszköz megkülönböztetését leszámítva mindkét mátrix
diagonális.

4.2. SVM klasszifikáció

Az adatokon SVM (Support Vector Machine) klasszifikátor segítségével klasszifikációt
végezve a tévedési mátrix a bal belső sarkot leszámítva diagonális. A bal felső sarokban
viszont két, azonos típusú (USB-s adapter 5W terheléssel) eszköz található, melyek kö-
zötti megkülönböztetés nem célja a kutatásnak. A pontosság így is 96% felett van már
mindössze 10db mérés használatával a klasszifikátor tanítására. A konfúziós mátrixok a
4.2. ábrán láthatók.
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5 Klasszifikáció további mérésekkel

További eszközöket megvizsgálva, illetve a meglévő eszközökkel további méréseket vé-
gezve látszik, hogy egyes eszközök karakterisztikája időben változik, például akkutöltők
esetén az 5.1., illetve 5.2 ábrákon látszik, iPad esetén pedig az 5.3. ábrán.

Az ezen adatokkal végzett SVM multiclass klasszifikáció eredményei az 5.4. ábrán
láthatók, 100 futtatás eredménye átlagolva. A tanító halmaz 30%-os volt. Az átlagos
pontosság 98.99%, míg a legrosszabb pontosság 98.75% volt.

5.1. Klasszifikáció kevesebb adattal

A fenti eredmények fényében azt vizsgáltam, hogy milyen hatással van a klasszifikációs
eredményekre a mérés idejének csökkentése. Ehhez először is a meglévő adatokból 10%-os
ugrással, és minden levágási arányhoz csak 10 mérési ponttal futtattam a klasszifikációt.
Így a mérési adatok 7x10-es mátrixok lettek. Ekkor egy mérés ideje 3.64 másodperc
lenne. A méréseknél az USB-s eszközök egy osztályba lettek összevonva (usbdevice),
illetve egy új osztály is hozzáadásra került, egy 1000 lumen-es 13W-os nem dimmelhető
izzó. A tesztelés során megerősítésre került, hogy a nem dimmelhető izzókat tényleg
nem szabad dimmelni. Az izzó 1 óra folyamatos tesztelés után nem világított már,
illetve elkezdett 60W körüli teljesítményt felvenni, ami miatt kísérletet le kellett állítani.
A klasszifikációba nem kerültek be azok a mérések, ahol a fogyasztó átlagos teljesítménye
nem haladta meg a 1.5W-ot. A klasszifikáció pontossága 30%-os tanító halmaz esetén
100 futásnál legrosszabb esetben 98.42% volt, míg átlagosan 98.78%. A konfúziós mátrix
az 5.5. ábrán látható.
Hasonló módon elvégezve a klasszifikációt 4x8-as mátrix adatokon is, vagyis ahol 10%,

30%, 50% és 70% voltak a levágások, mindegyik levágási érték esetén az első 8 periódus
mért értékeivel. Továbbra sem kerültek be a klasszifikációba azok a mérések, ahol a
fogyasztó átlagos teljesítménye nem haladta meg a 1.5W-ot. Ekkor 100 futtatás esetén
az átlagos pontosság 98.07%, míg a legrosszabb 97.73% volt. Egy ilyen méréshez 1.92
másodperc szükséges. A konfúziós mátrix az 5.6. ábrán látható.

26



5.1. ábra. A 4A-es "okos" akkutöltő karakterisztikájának változása több töltési ciklus
során.
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5.2. ábra. A 800mA-es akkutöltő karakterisztikájának változása töltés során.

5.3. ábra. iPad töltésének karakterisztikája.
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5.4. ábra. Konfúziós mátrix (100 futtatás eredményeit átlagolva) a további mérések ered-
ményeit is felhasználva. A tanító halmazba minden osztályból a mérések 30%-a került.
Az átlagos pontosság 98.99%.
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5.5. ábra. Konfúziós mátrix (100 futtatás eredményeit átlagolva). A 7x10-es mátrixokból
származó adatokon. A tanító halmazba minden osztályból a mérések 30%-a került. Az
átlagos pontosság 98.78%.

5.6. ábra. Konfúziós mátrix (100 futtatás eredményeit átlagolva). A 4x8-as mátrixokból
származó adatokon. A tanító halmazba minden osztályból a mérések 30%-a került. Az
átlagos pontosság 98.07%.
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5.2. Optimális megoldás keresése kevesebb adattal történő
méréshez

A továbbiakban az került vizsgálatra, hogy az előbb leírtakon kívül megvizsgálva rengeteg
lehetőséget a mérési idő rövidítésére, milyen értékeket érdemes mérésekkel is megvizsgál-
ni. A mérésekhez az alábbi jelölést alkalmaztam:

• <r,percentage_min - percentage_max>

Ahol r a mérési mátrix sorainak számát jelöl, ami a különböző levágási százalékok száma.
A percentage_min és percentage_max pedig a levágási százalékok legkisebb és legna-
gyobb értékét adja meg, vagyis a mérési mátrix első és utolsó sorának levágási értékeit.
A többi levágási érték ezen értékek közötti, egyenletes lépésközzel.
A korábban mért mérésekből extrapolált kisebb mátrixoknál fontos megemlíteni, hogy

az oszlopok közül az extrapolált adatoknál baloldalról kell figyelembe venni az első h
oszlopot, ahol h jelöli, hogy egy levágási százaléknál hány cikluson át tart a mérés.
Azért az első h oszlopot kell figyelembe venni, mert a (h+ 1),(h+ 2),...,20. oszlopoknál
az eszköz már annyi ciklus óta volt kitéve ez adott levágásnak, ami csak h darab ciklus
esetén nem valósul meg.
Az extrapolált mátrixok tehát az eredeti mátrix első h darab oszlopából alkotott mát-

rixnak a levágási százalékokkal meghatározott sorait tartalmazzák. A klasszifikáció eze-
ken az adatokon történt.
Az így leírt módszer szerint megvizsgálásra került az extrapolált mátrixokkal elért

SVM klasszifikáció eredménye az alábbi esetekhez:

• <14, 10% - 75%> ( Az eredeti mátrix összes sora)

• < 7, 10% - 70%> (10%,20%,30%,40%,50%,60%,70%)

• < 5, 10% - 70%> (10%,25%,40%,55%,70%)

• < 4, 10% - 70%> (10%,30%,50%,70%)

• < 3, 10% - 70%> (10%,40%,70%)

• < 2, 10% - 75%> (10%,75%)

• < 3, 15% - 75%> (15%,45%,75%)

• < 4, 15% - 75%> (15%,35%,55%,75%)

• < 5, 15% - 75%> (15%,30%,45%,60%,75%)

• < 7, 15% - 75%> (15%,25%,35%,45%,55%,65%,75%)

Minden esetet h = 2, 4, 6, 8, 10, 12, 14, 16, 18, 20 értékekhez külön-külön vizsgálva.
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5.7. ábra. Konfúziós mátrix 100 futtatás eredményeinek átlagából. Az eredeti mérésekből
extrapolált feature-ök: < 2, 10% - 75%>, h=12. A mátrix bal felső sarkában látható,
hogy a különböző USB-s töltők között is képes nagy arányban helyesen klasszifikálni
a méréseket az SVM. A hiba azonban rontja a számolt pontosság értékét. Az átlagos
pontosság 96.18%.
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5.3. SVM klasszifikációs eredmények az extrapolált adatokon

Minden a továbbiakban bemutatott eredményhez 100 futtatott klasszifikáció tartozik. Az
eredményeknél ezen futtatások átlagos pontossága, valamint a 100 közül a legrosszabb
eredményű pontosság kerül bemutatásra. A tesztek többféle módon lettek lefuttatva,
mivel több usb-s eszköz is megvizsgálásra került és az ezek közötti téves klasszifikáció
rontotta a pontosságot. Ez látható az 5.7. ábrán található konfúziós mátrix bal felső
részén. Emellett mivel nem egyforma számú mérés állt rendelkezésre különböző eszkö-
zök esetén, ezért az egyes klasszifikációs osztályoknál maximum 100 darab mérés került
felhasználásra. A klasszifikációhoz az 5.7. ábrán felsorolt eszközök mérési adatai kerül-
tek felhasználásra. A továbbiakban bemutatott grafikonoknál az x tengelyen található
mérési ciklusok száma a következő képpen került számolásra:

cycles = (h+ 16) · r (5.1)

Ahol r a különböző levágási értékek száma, h pedig a már korábban definiált mérési
ciklusok száma a levágási értékhez. Mivel az eredeti mérés során 16 ciklusnyi szünet volt
két levágási arány mérése között, ezért itt is azzal számoltam.
Az eredmények abban az esetben, ha mindhárom USB-s eszköz külön osztályként

szerepel, az 5.8. ábrán láthatóak. Ugyanezen eredmények az 5.9. ábrán grafikonon
is ábrázolva vannak. Amint látható, az elméleti számítások alapján a pontosság adott
ponton túl csak nagyon kis mértékben növekszik h értékének (egy levágási százalékhoz
tartozó mérési ciklusok száma) növelésével.
Ehhez hasonlóak az eredmények akkor is, ha csak az iPad mérési adatai kerültek

felhasználásra a három USB-s eszköz közül. Az eredmények az 5.10. ábrán, illetve az
5.11. ábrán láthatóak.
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5.8. ábra. Az extrapolált mátrixokon végzett klasszifikáció eredményei. (Minden USB-s
eszköz külön osztályként szerepelt.) Látható, hogy az adott levágási értékhez tartozó
periódusok számának (h) növelésével a pontosság egy idő után már nem, vagy csak
minimálisan javul.
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5.9. ábra. Az extrapolált mátrixokon végzett klasszifikáció eredményei grafikonon áb-
rázolva. (Minden USB-s eszköz külön osztályként szerepelt.) Látható, hogy az adott
levágási értékhez tartozó periódusok számának (h) növelésével a pontosság egy idő után
már nem, vagy csak minimálisan javul.
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5.10. ábra. Az extrapolált mátrixokon végzett klasszifikáció eredményei. (Csak egy USB
osztály szerepelt: iPad.) Látható, hogy jobb a pontosság, mint amikor három USB-
s osztály volt. Továbbra is fennáll, hogy adott levágási értékhez tartozó periódusok
számának (h) növelésével a pontosság egy idő után már nem, vagy csak minimálisan
javul.
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5.11. ábra. Az extrapolált mátrixokon végzett klasszifikáció eredményei grafikonon áb-
rázolva. (Csak egy USB osztály szerepelt: iPad.) Látható, hogy jobb a pontosság, mint
amikor három USB-s osztály volt. Továbbra is fennáll, hogy adott levágási értékhez tar-
tozó periódusok számának (h) növelésével a pontosság egy idő után már nem, vagy csak
minimálisan javul.
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6 Klasszifikációs eredmények más mérési
profilokkal

A mérési profilokat definiáljuk az 5.2. pontban bevezetett
<r,percentage_min - percentage_max> és h értékekkel, valamint d-vel. Így egy mérési
profil az alábbiakból áll:

{< r, percentage_min− percentage_max >, h, d}

Ahol <r,percentage_min - percentage_max> meghatározza a levágási százalékok szá-
mát és értékeit, h megadja az egy levágási arányhoz tartozó mérési ciklusok számát, d
pedig a két levágási aránnyal történő mérés közötti ciklusok számát adja meg (vagyis,
hogy mennyi ideig nem mér az eszköz egy levágási arány h darab mérésének befejezése
után).
Ezek alapján egy mérés hossza az alábbiak szerint számolható:

cycles = h · r + d · (r − 1) (6.1)

6.1. Mérési profilok meghatározása

Az 5.3. pontban ismertetett számolt eredmények alapján az alábbi mérési profilok ke-
rültek kiválasztásra további mérésekhez:

• TEST_ORIG < 14, 10%− 75% >, h = 20, d = 16 Mérési idő: 488 ciklus (9.76s)

• TEST_HALVED < 7, 15%− 75% >, h = 10, d = 8 Mérési idő: 118 ciklus (2.36s)

• TEST_TINY < 2, 10%− 75% >, h = 12, d = 4 Mérési idő: 28 ciklus (0.56s)

• TEST_FOUR < 4, 15%− 75% >, h = 8, d = 4 Mérési idő: 44 ciklus (0.88s)

6.2. Mérőeszköz szoftver módosítása

A mérőeszközön futó programot módosítani kellett, hogy támogassa különböző mérési
profilokkal történő mérések futtatását.
A mérőeszköz programja létrehoz 10 mérési profil slotot az ESP32 memóriájában,

melybe be lehet tölteni mérési profilokat a serial porton keresztül. A profilokat felül
lehet írni, illetve azok az eszköz kikapcsolásakor elvesznek. A mérés futtatásakor meg
kell adni, hogy melyik slotban található mérési profil szerint történjen a mérés.
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A számítógép oldalán is módosítani kellett a python scriptet, ami a mérési adatok fájl-
ba írását, illetve a mérések elindítását végezte. A módosított script feltölti a profilokat,
majd minden mérési profillal végez adott számú tesztet. Azért, hogy összehasonlíthatóak
legyenek az eredmények, a script minden mérési profillal végez egy tesztet, és ezt ismétli.
Azért, hogy a különböző mérési profilokkal végzett mérések ne befolyásolják egymást,
minden mérés között 5 másodperc szünet volt.

6.3. Mérés a meghatározott mérési profilokkal

A 6.1. pontban meghatározott mérési profilokkal mérést végeztem az alábbi fogyasztó-
kon:

• ipad10W - iPad töltése 10W-os apple adapterrel

• usbapple5V1A - Apple 5W-os usb adapter

• usb5V1A - 5W-os usb adapter

• batterycharger4A - 4A-es ólomzselés "okos" akkutöltő

• batterycharfer800mA - 800mA-es ólomzselés akkutöltő

• fan - ventillátor

• hairdryer - hajszárító

• incandescentbulb - hagyományos izzószálas villanykörte

• irlamp - infravörös hősugárzó lámpa

• laptop - laptop töltése

• monitor - lcd kijelzős monitor

• solderingiron - forrasztópáka

Minden fogyasztónál legalább 250 mérést végzett a rendszer.
Az SVM klasszifikációnál továbbra is csak a 1.5W-os átlagot meghaladó mérések lettek

felhasználva. Minden klasszifikáció 100-szor futott le. A konfúziós mátrix, ezen klasszifi-
kációk konfúziós mátrixainak átlaga, illetve rögzítésre került az átlagos és a 100 futásból
a legrosszabb pontosság értéke. Az átlagos pontosság értékei az alábbi táblázatban lát-
hatóak. A train halmazba osztályonként 30db mérés került, így a test-be maximum
220db.
Az átlagos pontosság eredményeit az alábbi táblázat tartalmazza:

Mérési profil Mindhárom USB osztály Egy USB osztály
TEST_ORIG 96.49% 99.56%

TEST_HALVED 93.36% 98.74%
TEST_TINY 91.89% 97.40%
TEST_FOUR 94.42% 99.35%

A konfúziós mátrixok a 6.1. és 6.2. ábrákon láthatóak.
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6.1. ábra. Klasszifikációs eredmények a mérési profilokkal végzett méréseken. Train-
Test halmaz arány: 12-88, tehát az osztályonkénti 250db mérésből mindössze 30db volt
a tanításhoz használva. Látható, hogy a hiba nagyrészt a különböző USB-s eszközök
megkülönböztetésének pontatlansága miatt van.
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6.2. ábra. Klasszifikációs eredmények a mérési profilokkal végzett méréseken egy USB
osztály esetén. Train-Test halmaz arány: 12-88, tehát az osztályonkénti 250db mérésből
mindössze 30db volt a tanításhoz használva. Látható, hogy a pontosság sokkal nagyobb,
mint az előző esetben amikor három USB-s osztály volt.
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6.4. Nyílt halmaz alapú felismerési módszer vizsgálata

A 2.3. részben leírtak alapján a különböző mérési profilokon megvizsgáltam a single class
SVM alapú nyílt halmaz felismerési módszert.

Ismeretlen fogyasztók detektálása fontos egy fogyasztófelismerő rendszer esetén, hiszen
a rendszer döntéseket hoz a klasszifikáció eredménye alapján. A rendszer esetén a prio-
ritás a hibásan detektált esetek minimalizálása. Ezért a klasszifikációs modell esetén az
esetleg ismert fogyasztók ismeretlennek klasszifikálása jobban elfogadható az alkalmazás
szempontjából, mint egy ismeretlen fogyasztó helytelen klasszifikációja.
A kernel klasszifikációs paramétereinek beállítása a fent leírt prioritások alapján tör-

tént. A tesztek során csak egy USB-s fogyasztó osztály lett felhasználva, hiszen a megkü-
lönböztetés különböző USB-s töltők között nem priorizált jelen esetben. Ha ismert USB-s
töltő osztály mellett ismeretlen USB-s töltő felismerésére tekintettel kellett volna beál-
lítani a kernel paramétereit, az a már ismert eszközök ismeretlennek klasszifikálásának
esélyét növelte volna.
Az eredmények a 6.3. ábrán láthatóak. Ami feltűnő az eredményekből, az a hagyo-

mányos izzószálas villanykörte klasszifikációja.

6.5. A mérési profilokkal végzett mérések klasszifikálása Fully
Connected neurális hálózattal

Mivel a kutatás alapötletét Petrović et al. cikke [1] adta, ezért megvizsgáltam a külön-
böző mérési profilokkal gyűjtött adatokon a fully connected neurális hálózaton alapuló
klasszifikáció eredményességét. A lényeges különbség Petrović et al. megoldásához ké-
pest, hogy nem a nyers teljesítményértékek a bemenetei a hálózatnak, hanem a 4.1.
pontban definiált karakterisztikák átskálázott értékei voltak. Az eredmények a 6.4. áb-
rán láthatóak. Az aktiváló függvény a ReLU volt.
Az eredményeket összehasonlítottam az SVM klasszifikáció ugyanezen adathalmazon

elért eredményeivel:

Mérési profil SVM (egy USB osztály) FC
TEST_ORIG 99.56% 99.51%

TEST_HALVED 98.74% 98.52%
TEST_TINY 97.40% 97.88%
TEST_FOUR 99.35% 98.50%

Amint látható, az átlagos pontosság mindkét esetben szinte azonos. Itt viszont fon-
tos figyelembe venni, hogy míg SVM esetén a modell létrehozásához minden osztályból
30db mérési adat volt felhasználva, addig az FC hálózatnál 100db minta kellett azonos
eredmény eléréséhez.
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6.3. ábra. SVM alapú novelty detection eredményei. Az ismert osztályonkénti 250 mé-
résből 150 volt felhasználva a modell tanítására. Látható, hogy a hagyományos izzót a
klasszifikátor nem tudta pontosan ismeretlennek detektálni. Ezen kívül a többi eszközt,
mint ismeretlent az esetek 90-100%-ában helyesen detektálta.43



6.4. ábra. Fully Connected Neurális Hálózattal végzett klasszifikáció eredményei. (Egy
USB osztály volt felhasználva)
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6.5. ábra. Sorvektorok kinyerése a nyers teljesítményadatokból. Az ábrán a forrasztópáka
TEST_HALVED mérési profillal gyűjtött tejesítményadatai szerepelnek. X(r) jelöli az
LSTM hálózat r-edik bemenetét.

6.6. Klasszifikáció LSTM neurális hálózattal

Az LSTM bemeneti adatok szempontjából lényegesen eltér az eddig bemutatott meg-
oldásoktól. A bemenet nem egyetlen vektor, hanem több vektor. Az LSTM felépítése
lehetővé teszi az idősoros adatok hatékony klasszifikálását. LSTM esetén a 4.1. pontban
kinyert karakterisztikák használata nem vezetne hasznos eredményre, ezért a klasszifi-
kációhoz a nyers terjesítményértékek mátrixai lettek felhasználva. A mátrixból vektorok
kinyerésének legegyszerűbb módja az oszlop- vagy sorvektorok használata. Ha az oszlop-
vektorok a bemenetek, akkor adott t időpontban a bemeneti vektor a különböző levágási
arányoknál a t. ciklus teljesítményértéke. Sorvektorok esetén minden vektor egy adott
levágási arány méréseit tartalmazza, ekkor az egymás utáni bemenetek sorrendje meg-
felel a mérés kronológiai sorrendjének. Mindkét lehetőséget megvizsgálva a nagyobb
mátrixok esetén (TEST_ORIG, TEST_HALVED) a sorvektorok használatával sokkal
jobb pontosságot lehetett elérni, így a sorvektorok kerültek felhasználásra. A 6.5. áb-
rán látható, hogy hogyan kerültek kinyerésre az LSTM alapú neurális hálózat bemeneti
vektorai (X(0), ...X(r)). Az így kinyert vektorok sorrendje megegyezik a méréskori sor-
renddel, így akár idősorként is értelmezhetők az adatok. Az LSTM 100 egységből állt.
Az így kinyert adaton LSTM alapú klasszifikációt végezve egy USB osztály esetén a 100
futtatásból számolt pontosságok az alábbi táblázatban látható:

Mérési profil Átlagos pontosság Legrosszabb pontosság
TEST_ORIG 98.02% 90.09%

TEST_HALVED 98.78% 93.80%
TEST_TINY 98.86% 97.10%
TEST_FOUR 98.72% 95.70%

A tanuló halmazban az osztályonkénti 250 mérésből 150db volt. A konfúziós mátrixok a
6.6. ábrán láthatók.
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6.6. ábra. Fully Connected Neurális Hálózattal végzett klasszifikáció eredményei. (Egy
USB osztály volt felhasználva)
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7 Összefoglalás

A dolgozatban bemutatásra került a tervezett és megépített mérőeszköz mely képes a
hálózati jelalak módosításával olyan karakterisztikus választ rögzíteni, mely segítségével
másodpercek alatt felismerhető a csatlakoztatott eszköz. Fontos lépés volt a mérési
adatokból lényeges feature-ök meghatározása.

A kísérleti méréseket megvizsgálva az SVM alapú klasszifikációs megoldás bizonyult
a legelőnyösebbnek, mivel alacsonyabb a klasszifikáció erőforrásigénye és egy eszközből
mindössze 30 mérés rögzítésével már 97-99%-os pontosság érhető el a mérési profiltól füg-
gően. Bevezetésre került a mérési profilok fogalma. A mérési profilokkal az elérni kívánt
mérési idő, a klasszifikációs pontosság, illetve klasszifikációs erőforrásigények függvényé-
ben meghatározható olyan profil amely a legoptimálisabb az adott feladathoz. Kísérleti
mérésekkel igazoltam, hogy lehetséges pontos klasszifikáció más, rövidebb mérési idejű
mérési profilokkal. Látható, hogy mind az SVM, mind az FC (Fully Connected), mind
az LSTM alapú klasszifikációval lehetőség van 97-99%-os pontosság elérésére. A neurális
hálózat alapú klasszifikációs módszereknél a tanításnál lényegesen több mérés szüksé-
ges, mint SVM esetén. Nyílt halmaz alapú módszert is vizsgáltam, az ott bemutatott
eredményeken látszik, hogy az SVM alapú novelty detection esetén a legtöbb ismeretlen
eszközt hatékonyan detektálja ismeretlenként. Az eredményeken észrevehető, hogy a ke-
vesebb adatot gyűjtő (és így rövidebb idő alatt végezhető) mérések esetén rosszabbak az
eredmények, mint az eredeti mérési profillal végzett méréseknél.

A kutatás eredményei cikk formájában is publikálásra kerültek a SMARTGREENS 2022
konferencián: [15].

7.1. Jövőbeli tervek

Az ismeretlen eszközök detektálása fontos a fogyasztófelismerésnél, így további nyílt hal-
maz alapú felismerési módszereket tervezek megvizsgálni. Emellett a bemutatott mérési
profilokkal lehetőség nyílt a gyűjtött adatmennyiség pontos meghatározására, a számí-
tási igény csökkentésére. Azt tervezem vizsgálni, hogy az adatok mérőeszközön történő
feldolgozása és klasszifikálása milyen módon és milyen mérési profil mellett valósítható
meg. A cél úgy módosítani a mérőeszköz szoftverét, hogy képes legyen az SVM alapú
klasszifikációt a mikrokontroller elvégezni. További irány az edge computing megoldások
vizsgálata egy teljes mérőeszköz-rendszer kialakításához.
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