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Absztrakt

A Feddnevek napjaink egy igen népszerd tarsasjidtéka, melyben fontos szerepet jatszanak tob-
bek kozott a vilagrol alkotott ismeretek €s a jatékosok kozti kooperdcié. Egy "kémfénokként"
jatszo6 jatékos, illetve agens feladata olyan szavak (utaldsok) keresése, amelyeket egy emberi
csapattars bizonyos elére megadott szavak koziil minél tobbhoz kapcsolédonak talél, de més
megadott szavakhoz nem. Ezt a mai fejlett nyelvtechnoldgiai mddszerekkel is kihivést jelent jol
megvaldsitani.

Tanulmanyunkban kémfénok-adgenseket hozunk létre négyféle széhasonlésagi mérdszam
segitségével, melyek elballitdsahoz kizardlag nyers szovegkorpuszra van sziikség. Létrehozunk
Uj, egyiittel6forduldsokon alapuld hasonldsagi mértékeket, amelyek a FastText szobedgyazas-
vektorok szerinti hasonldsdgndl nagyobb korrelaciot mutatnak az emberek 4ltal érzékelt hason-
16sdggal. A célzasok generdldsat a hasonl6sagi mértékek alapjan négy kiilonboz6 pontozofiigg-
vénnyel végezziik. Az dgenseket két nyelven, angolul és magyarul teszteljiik egy online jaték-
ban, valds, emberekkel folytatott jatékok keretében. A konfigurdcidink feliilmuljdk a korabbi

agenseket a csak nyers korpuszokat haszndlé modszerek kozott.

Bevezetés

Jatékokat nemcsak jatszani, de kutatni is érdemes — erre enged kovetkeztetni az a rengeteg
tanulmany, amelyeket kiilonféle jatékok vizsgdlatdbol irtak, és frnak mdig lankadatlanul tobbek
kozott matematikusok, pszicholégusok, filozéfusok €s mesterséges intelligencidval foglalkozé
kutatok.

A mesterséges intelligencia kutatdsdnak mar régéta egyik kozponti témdja a kiilonféle (kom-
binatorikus, sztochasztikus, szdmitégépes) jatékokat emberi szinten, vagy anndl jobban jéatsz6
dgensek fejlesztése. Példaul az egyik elsd, a kozvélemény szdmadra is nagy hirértékd attorés volt
a mesterséges intelligencia kutatdsdban, amikor 1997-ben az IBM Deep Blue nevii, sakkozasra
kifejlesztett szuperszamitégépe legydzte az akkori legsikeresebb sakkozo6t, Garry Kasparovot
[9].

Szintén hires eredmény, hogy a 2010-es évek masodik felében a DeepMind altal megalko-
tott, megerGsitéses tanuldssal fejlesztett AlphaGo programnak sikeriilt legy6znie az emberek
kozott legsikeresebb Go jatékosokat. Ez azért tekintheté nagy eredménynek, mert Goban a le-
hetséges 1€pések, stratégidk és mintdzatok szdma nagysagrendekkel meghaladja a sakkét, emiatt
az emberi intuiciénak sokkal nagyobb szerepet tulajdonitanak ebben a jatékban. A sakkban és
a Goban viszont kozds, hogy teljesinformacios kombinatorikus jatékok — azaz a kezdballas-
t6l a lehetséges végalldsokba vezetd 1épéssorozatok egy véges faval leirhatok, és mindkét fél

szdmadra elérhet6 minden informacid, igy a jatékosok tisztdban vannak egymas lehetséges stra-



tégidival. Ez a struktdra sokak szerint szamitégéppel konnyebben modellezhetd, igy dgensek is
konnyebben fejleszthet6k hozza.

Szamos kutatds irdnyul masfajta jatékokat jatszé dgensek fejlesztésére is. Példaul backgam-
monra €s pokerre is sikeriilt mar az emberi teljesitményt meghaladé dgenst fejleszteni, pedig
mindkett6ben szerepe van a véletlennek, poker esetén pedig a jatékosok altal ismert informéci-
6k sem egyeznek meg. Azonban az sem igaz minden jatékra, hogy a dontési lehetdségek hal-
maza diszkrét: egy valds idGben jatszott videojatékban példaul nagyon sokat szamit, hogy egy
jatékos folytonos id6ben pontosan mikor hajt végre egy akciét. A megerdsitéses tanulds ilyen
jatékokra is alkalmazhaté; egy hires eredmény példaul, hogy a DeepMind AlphaStar agense
feliilmadlta az emberi teljesitményt a StarCraft Il videojatékban.

Ha viszont nem emberi jitékosok ellen, hanem veliik kooperdlva kell egy dgensnek jat-
szania, ahhoz elengedhetetlen, hogy az emberi jatékosok viselkedését kelld pontossdggal meg
tudja jésolni. Természetesen mélytanuldsi modszerekkel ez is megvaldsithatd, de csak akkor,
ha szinte korldtlan mennyiségii adat ll rendelkezésiinkre emberi jatékokrol, mert ilyen esetben
megerQsitéses tanuldssal, "onmagdval jatszva" az dgens nem tud olyan stratégidkat megtanulni,
amelyek dltaldnosan, a masik jatékos stratégidjatdl fiiggetleniil miikodnek. A Feddnevek taldn
emiatt sem keriilt — nemzetkozi népszertisége ellenére — a fésodratui kutatdsok kozéppontjaba
ezidaig.

Ebben a tanulmdnyban olyan Feddnevek-dgenseket hozunk létre, melyekhez emberek 4l-
tal kordbban lejatszott jatékok adataira nincs sziikség, de a teljesitményiik emberi jatékosokkal
folytatott jatékokban a véletlenszer( tippelést magasan meghaladja, és a korabbi hasonlé mo6d-

szereknél is jobban teljesit.



1. A Fedonevek jaték

A Fedonevek (angol nevén Codenames) egy szdasszocidkon alapulé csapatjiték, amely 2015-
ben jelent meg. A jatékot Vlaada Chvitil tervezte, és mar 38 nyelvre (koztiikk magyarra is)
leforditottdk. A Fed6nevek 2016-ban megnyerte Az Ev Jatéka dijat, fent szerepel a Board Game
Geek top 100-as, illetve a magyar Gém Klub top 50-es listdjan is.

1.1. Jatékszabalyok

/////

nak a kék vagy a piros csapathoz tartozo, illetve semleges kartydk, valamint egy azonnali vere-
séget jelentd kartya (fekete). Egy csapat akkor nyer, ha az 6 csapatukhoz tartozé 6sszes kartya
felfedésre keriil a masik csapat kartydindl kordbban, vagy ha az ellenfél felfedi a fekete kartyat.
Azt viszont, hogy melyik kartya milyen szin{i, mindkét csapatbdl csak egy-egy ember (a kém-
fonok) tudja. Ezért a kémfénokok minden korben egy-egy utaldst adnak a csapatnak, mely egy
utal6szobdl és egy szambdl 4ll. A csapat tobbi tagja (iigynokok) egymdssal egyeztetve sorban
felfedik a tablan azokat a kartyakat, amelyeket az utal6széhoz kapcsolédonak gondolnak, amig

rossz kértydra nem tippelnek, vagy el nem érik a kémfénok altal szamként megadott limitet.

1.2. Kapcsolédé irodalom

A Fedénevek jatékrol szo6l6 irodalom két 6, nem teljesen elvdlaszthat6 kategéridba sorolha-
t6. Az elsd témdjaban leginkabb kognitiv modellezéshez tartozik, célja az emberi jatékosok
dontései, és ezen keresztiil az emberi kognitiv szemantikus lexikon megértése, modellezése. A
masik irdny célja, hogy a jatékot emberrekkel jitszani képes dgenseket hozzon létre kiilonbozd,
foként szamitogépes nyelvészeti mdédszerek segitségével, valamint ezdltal a széreprezentacids
eljarasok és az emberi felfogds kapcsolatat tanulményozza. Jelen dolgozat inkabb ez utébbihoz
tartozik, bar a két irdny nyilvanval6an 6sszefonddik, mivel végsd soron mindkettd olyan modellt
keres, amellyel az emberi dontések megjosolhatok.

Az emberi viselkedés modellezése itt elsGsorban annak kiszadmitdsét jelenti, hogy az embe-
rek altaldnosan mely szavakat mennyire tartjadk egymashoz kapcsolédénak. Ez a feladat megle-
hetdsen kapcsolddik a pszicholingvisztikdban régdta és sokat kutatott széasszocidciéo-modellezéshez
[26, 19], azonban semmiképp sem nevezhetd vele ekvivalensnek. A széasszocidcios kisérletek-
nél az alanyoknak a lehet6 leggyorsabban kell adott széhoz egy hozza kapcsolddo tetszbleges
szO0t megnevezni, de ebben az esetben a kémfénok feladata egy olyan szé megtaldldsa, ami
minél tobb sz6hoz kapcsolddik a sajdtjai koziil, a tobbi sz6hoz viszont nem, vagy jelentésen
kevésbé szorosan. A feladatra szdnhato ideje is legfeljebb nagyon lazdn (a tobbi jatékos tii-

relmében) van korldtozva, és — személyes tapasztalatok alapjan — a kémfonokok gyakran



tobb perc gondolkodasi id6t is felhaszndlnak a megfeleld utalds kigondoldsara. Emiatt el6for-
dul, hogy az 6sszekapcsolt szavak bonyolult médon, akar csak attételesen fiiggenek Ossze. Az
igynokok feladata — a tabla szavai koziil az utalészéhoz kapcsolodok megkeresése — ennél
jobban hasonlit egyszerii asszocidciokhoz, de az idd itt sem lényeges, és az asszocidcidknak
fontos korlatjat képezi a tdblan szerepld szavak szdma. A Fedonevek emiatt lehet6séget nyujt az
emberi szemantikus memoria vizsgalatdra egy, a széasszocidcios kisérletektdl és mas klasszikus
mobdszerektdl kiillonbozd szempontbodl.

Shen és mtsai. [31] célja a — legjobb tudomdsunk szerint — elsd Feddnevekkel foglalko-
z6 tanulmdnyban az emberi asszocidcidk modellezése volt. Az 6 egyszerdsitett jatékukban a
tdbla mindig harom f6névbdl 4ll, ezek koziil elére meghatarozott kettéhoz kell megfeleld uta-
16sz6t taldlni, ami viszont csak harom melléknév koziil lehet az egyik. Az aldbbi 6t kiillonbozd

sz6hasonldsdgi mértéket felhaszndlva probaltak az emberi jatékosok dontését modellezni:

e Bigramok (szovegben egymads utdn kovetkezd szavak) valészinlisége a szavak gyakorisa-
gahoz viszonyitva,

e Skip-gram [20] és GloVe [28] szébedgyazdsok szerinti koszinusz hasonldsag,

e A ConceptNet5 [32] tuddsgraf szerinti kapcsolat,

e Topikmodellezéssel szamitott tdvolsig.

Ugy taléltak, ezek koziil a bigramok valdszintisége 4ll a legkozelebb az emberek dontései
szerinti sz6hasonlésdgokhoz.

Kim és mtsai. [16] célja mar a jatékot jOl jatszo dgensek épitése volt. Metrikdik hattereként

e CBOW, Skip-gram [20] és GloVe [28] szobedgyazdsokat (tobb konfiguracioban),
e valamint a WordNet graf alapu tudasbazist [22]

hasznéltdk, utobbit szamos kiilonbozd tavolsdgfiiggvénnyel. Tanulmanyukban azonban nem
emberi adatokkal értékelik az dgensek teljesitményét, hanem kémfonok- és tigynokigensek pa-
rositasdaval, amivel viszont csak két 4gens miikodésének hasonldésdga derithetd ki, az emberek-
kel val6 egyiittmiikodési képességiiktdl fiiggetleniil.

Jaramillo és mtsai. [14] a tavolsdgot a kovetkezd reprezentdcidk alapjan szdmitjak:

e Wikipédia-cikkekbdl és szotari definiciokbol szamolt TF-IDF hasonl6sag,
e a szavak naiv-Bayes alapu osztdlyozasa, illetve

P

e a GPT2 transzformer nyelvi modell [29] els6 rétegébdl kinyert szobedgyazasok.

Ezen mdédszerek koziil 6k a GPT2 vektorait taldljak legalkalmasabbnak az emberekkel vald
egyiittmiikodésre.
Az egyik legfrissebb a témaban Koyyalagunta és mtsai. [17] cikke, amelyben a kordbban is

haszndlt Skip-gram és GloVe szébedgyazasok mellett a szavak tdvolsdganak modellezésére



e a FastText-et [6],
e a BERT modellt [13],

e valamint a BabelNet tuddsgrafon [23] egy erre a célra kifejlesztett, szavakat specidlis

szabalyok mentén egymdshoz rendel6 keretrendszert

is felhaszndlnak. Az 6 eredményeik szerint a FastText szerint koszinusz hasonlésdgok bizonyul-
tak a legjobb metrikdnak.

Tovabba Kumar és mtsai. [ 18] vizsgadlta, hogy az emberi jatékosok dontései megjosolhatdk-e
a Fed6nevek egy médositott valtozatiban. Az eldrejelzésekhez Skip-gram és GloVe szdbedgya-
zasokat, valamint tobb szabad asszocidcids adatbdzis (SWOW [12] és USF [24]) alapjin szadmi-
tott hasonlésdgot haszndltak. Ugy taldltdk, a SWOW-ban a véletlen sétdkon alapul6 hasonldsig
teljesitett a legjobban, ebbdl arra kovetkeztettek, hogy ebben a jatékban nem csak a kozvetlen
asszocidciok, hanem a kozvetett kapcsolatok is fontosak. Viszont minden, szdasszocidciokon
alapul6 modell jobban teljesitett a szobedgyazdsokndl, ami megkérddjelezi a kordbbi munkd-
kat, amelyek nyelvtechnoldgiai széreprezentaciok segitségével probdlnak Fedonevek-agenseket

létrehozni annak ellenére, hogy ezek feladata nem az emberi asszocidciok modellezése.

2. Hasonlo6 szavak, hasonlo szovegkornyezetek

A leggyakrabban hasznélt szoreprezentaciok k6zos vondsa a modern nyelvtechnolégidban, hogy
a szovegkornyezetiik alapjdn karakterizaljdk a szavakat. Hogy ez lehetséges, azt egészen a J.R.
Firth 4ltal hiressé tett disztribiiciés hipotézisig (1957) szokds visszavezetni: "a word is charac-
terized by the company it keeps".

Ez a fejezet részben a szerzd kordbbi TDK dolgozatdnak felhasznéldsdval késziilt [11].

2.1. Egyiittelofordulasok

A disztribuiciés hipotézis kozvetlen alkalmazdsa, hogy a szavak kozti egyiittel6forduldsok sza-
mat haszndljuk a szavak reprezentdlasara. Az egyiittel6forduldson alapulé modellek 1étrehoza-
sakor eloszor meghatarozzuk, a szovegben mekkora kornyezetét szeretnénk szamitdsba venni
egy szonak. Ez a paraméter (window size — ablakméret) tobbnyire egyetlen szam, a célsz6tol
dltalaban jobbra és balra is ennyi szomszéd el6forduldsat szamoljuk. Igy egy |V| x |V| méretii
szimmetrikus C' matrixot kapunk (kookkurrencia-matrix), amely tartalmazza az egyiittel6for-
duldsi gyakorisdgat az Osszes szonak minden madsikkal: C; ; = count(i, j), ahol count(é, j)
az a szam, ahdnyszor az 7. sz6 szerepelt a j. sz6 "ablakaban" (vagy forditva, mert a két érték
ugyanaz).

Az igy kapott C' matrix oszlop- vagy sorvektorai 6nmagukban is hordoznak informéciét a

szavak jelentésérdl, és hasznosithaték gépi tanuldsi médszerekben egy-egy sz6 vektoros repre-



zentacidjaként. A példa kedvéért az 1. dbran egy hierarchikus klaszterezés dendrogramja latha-
t6. Az dbran lathat6 szavak vektorai a szavak stlyozott egyiittel6fordulédsai (a szimok mindig a
két sz6 tavolsaganak reciprokaval nének, legfeljebb 10 tavolsagig) a Magyar Webkorpusz 2.0
[25] kozel 5000 leggyakoribb szavaval, egységhossziva normalizélva. Ennyi informécié alap-
jén is, a vektorok tavolsdgabdl képzett hierarchikus struktira sok szempontbdl hasonlit az 4b-
ra szavainak emberi felfogds szerinti kapcsolataira. Tobbnyire az egy jelentésmez6hoz kotédd
szavak keriilnek egy klaszterbe, és a klaszterek kozotti kapcsolatok is meglepden jol reprezenta-
l6dnak a dendrogramon, példaul 6sszekapcsolddnak a hdmérsékletek €s az évszakok, tdgabban

pedig a természethez kothetd szavak.
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1. dbra. Hierarchikus klaszterezés dendrogramja egyiittel6forduldsokat tartalmazé szévektoro-
kon

2.2. PMI

A nyers egyiittel6forduldsok hidnyossdga viszont, hogy nem jellemzi két sz6 tényleges Osszetar-
tozdsdnak mértékét. Ha egy adott szonak sok kozos el6forduldsa van valamelyik mésikkal, nem
mindegy, hogy ez azért van, mert a masik széval szoros kapcsolatban all, vagy mert az a szoveg-
ben mindenhol megtaldlhat6 (pl. egy néveld). Mivel az els eset sokkal értékesebb informaciot
hordoz, ahhoz szeretnénk nagyobb értéket rendelni, mint a masodikhoz.

Statisztikaban és informécidelméletben elterjedt modszer a PMI (Pointwise Mutual Infor-
mation) kiszdmitdsa annak mérésére, mennyire kiilonbozik két diszkrét véletlen valtozé egyiit-
tes eloszldsdban egy kimenetel valdszinlisége attdl, amelyet a valtozok fiiggetlensége esetén

tapasztalndnk. Legyenek ezek a véletlen valtozok X és Y, X egyik lehetséges kimenetele z, Y



lehetséges kimenetele y. Ekkor az x és y kozotti PMI-t a kdvetkezOképp definidljuk:

p(,y)
p(z) p(y)

PMI(z,y) = log = log ,
ahol p(x) a P(X = x) valészinliséget jelenti. A PMI 0 akkor, haaz X = zésazY =y
események fiiggetlenek, és mennél tdvolabb dllnak a fliggetlenségtdl, az abszolit értéke anndl
nagyobb.

Szavak esetén a p(x) egy adott w, sz6 el6forduldsanak (empirikus) valészintisége, p(z,y)
valdsziniiség pedig annak a val6szintisége, illetve el6forduldsi ardnya, hogy két w,, w, sz6 egy-
mdshoz egy bizonyos értéknél (ablakméret) kozelebb szerepel a szovegkorpuszban. Emiatt a
p(y)-nak annak a valdszintiségnek kell lennie, ahdnyszor w, barmely széval egy ablakban sze-
repel. Két sz6 esetén akkor kapunk magas PMI-t, ha a szovegben nagy ardnyban fordulnak el6
egymads kozelében, tehét feltételezhetden jelentésbeli kapcsolat van koztiik. Mivel csak a szo6-
vegben ténylegesen elGfordulé szavakkal dolgozunk, a p(x), p(y) empirikus valdszintiségek
pozitivak, és nem okoznak problémat a PMI nevezjében.

A C egyiittel6forduldsi matrix sorait és oszlopait at tudjuk alakitani ugy, hogy az egyiit-
tel6forduldsok helyett a PMI értékeket tartalmazza, ekkor C} ; = PMI(4, j). Ezzel a matrix-

szal mar valéban értékes informécidk birtokédba jutunk a korpuszrél és a szavakrél, csakhogy

a mdtrix nagy mérete (|V/| x |V, ahol |V| tobbszdzezer lehet) nehézséget okoz az ilyen matri-
xok taroldsdban és feldolgozasdban. Az ilyen nehézségek csokkentésének egyik mddja, hogy a

PMI-matrixnak csak a pozitiv elemeit tartjuk meg:

o PMI(i, j), ha PMI(7,5) > 0
" 0, ha PMI(i, j) < 0.

Mivel fontosabb az, hogy mely széparok fordulnak eld a varhaténdl gyakrabban, mint hogy
melyek ritkdbban, ezzel a modositdssal nem veszitiink értékes adatokat. Az igy kapott ritka

matrixot a tovabbiakban PPMI (Positive PMI)-matrixnak nevezziik.

2.3. Vektoros szoreprezentaciok

Barmilyen szovegfeldolgozasi feladat esetén sziikséges, hogy a rendelkezésre allé szovegeket
az eredeti betlisorokndl kezelhetobb formatumuv4 alakitsuk. A szoveg szavakra vagy szotoredé-
kekre bontdsdval keletkezd egységeket érdemes valamilyen médon szdmok forméjdban tarolni
és feldolgozni.

Ezt megtehetjiik példaul a fenti mddszerek segitségével, egy-egy sz6 vektordnak tekintve
az egyiittel6forduldsait, illetve a PMI értékeit mds szavakkal. Ennek a hatranya viszont, hogy a

vektorok dimenzidja a sz6tar mérete lesz, ami dltaldban tobbszdzezres nagysagrendd, ez pe-



dig hatalmassd teheti az ilyen vektorokat felhaszndl6 algoritmusok memoriaigényét. Emiatt
az ilyen vektorokat altaldban dimenziészdm-csokkentd eljarasoknak, példdul szingularisérték-
felbontasnak vetik ala.

Azonban az ilyen, egyiittel6forduldsokon alapulé széreprezentaciokat mara szinte teljesen
kiszoritottak a neurdlis halok segitségével létrehozott, alacsony dimenziészdmu széreprezen-
tacios vektorok. Ezekkel a modszerekkel, melyeket az angol word embedding kifejezés utan
szObedgyazasoknak neveziink, hasonl6 vagy jobb mindségii reprezentaciok hozhazok 1étre sok-

kal kisebb szdmitdsi kapacitdssal.

2.3.1. Word2vec

A szobeagyazasok koziil az els6 és talan legnagyobb attorést Mikolov és mtsai. [20] 2013-as
Continuous Bag-of-Words (CBOW) és Continuous Skip-gram (Skip-gram) algoritmusa jelen-
tette. Az ezekkel egyiitt publikélt word2vec nevii szoftver miatt a két modell word2vec néven
vélt ismertté, és még ma is az egyik legszélesebb korben hasznalt szobedgyazdsok kozé tartozik.

A szavakhoz tartozé vektorok eldallitdsahoz mindkét algoritmus egy egyszeri neurdlis halot
haszndl, amely egy bemeneti, egy rejtett és egy kimeneti rétegbdl épiil fel. A legegyszeriibb
esetben a modell egyszerre csak egy sz6t dolgoz fel. Ekkor a bemeneti réteg V' értéket tartalmaz,
ahol V' a sz6tar mérete. Ezen {z1, xo, ..., xy } értékek kozott egy 1-es szerepel, azon az indexen,
ami a feldolgozott sz6 indexe a szétarban, a tobbi érték 0.

A koz€pso, rejtett réteg N értéket tartalmaz, ahol N a kapni kivant vektorok dimenzidja
(tobbnyire 50 és 300 kozotti szam). A rejtett réteg ért€keit a bemeneti réteg alapjan kapjuk ugy,
hogy az 6sszes bemeneti érték hatdssal van a rejtett réteg minden értékére, és a koztiik 1évo kap-
csolat linedris. Ezt felfoghatjuk gy, hogy a rejtett réteg a bemeneti réteg és egy V' x N méreti
W matrix szorzataként all eld. Viszont mivel a bemeneti rétegben egy kivételével minden elem
0, a rejtett réteget egy bemenetre a matrix egyik sorvektora hatarozza meg. Ennek a matrixnak
az optimadlis értékeit még nem ismerjiik, ezek megtaldlasa csak késdbb lesz lehetséges.

Hasonl6an, a rejtett réteg minden értéke linedris kapcsolatban all a kimeneti réteg egysé-
geivel, ez tehat felirhaté a rejtett réteg €s egy N x V méretld W’ matrix szorzataként. W és
W' igy az Osszes lehetséges bemenet esetén hozzarendel egy-egy u; értéket a sz6tar szavaihoz.
Innen elérhetjiik, hogy ezek Gsszege 1 legyen, igy egy valdszintiségi eloszlast alkossanak. Ezt
megtehetjiik a softmax fiiggvénnyel a kovetkezoképpen:

p(wjlwa) = y; = M~

> iz exp(u;)
Ezaltal ugy tekinthetjiik, mintha a w; sz6hoz tarsitott érték mindig annak a valdszintisége lenne,
hogy w; lesz a szovegben kovetkezd sz6 w,, utdn. A modell betanitdsa sordn a célunk az, hogy a

kimeneti réteg értékei valdban a fenti feltételes valdszintiséget kozelitsék. Ha ezt sikeriil elérni,



W i. sora és W' i. oszlopa a sz6tér i. szavdnak két kiilonboz6 N-dimenzids reprezentdcidja lesz.

A betanitdshoz lehet haszndlni a neurdlis hdlokndl szokdsos gradiens modszert. Eszerint
a szovegen (4ltaldban tobbszor is) végigmenve W és W' értékeit tgy 4llitjuk 4t, hogy a mo-
dell a kovetkezd sz6 valdszinliségének becslését minél pontosabban végezze el. Ehhez el6szor
definidlnunk kell egy célfiiggvényt, amelyet minimalizdlni akarunk. Intuitiv médon, ez lehet-
ne minden iterdciéban minden széra a josolt valdszintiség és a valds el6fordulds (0 vagy 1)
kiilonbsége Osszegezve — a valdsdgban egy kicsit bonyolultabb fliggvényt, a predikalt és valo-
di értékek eloszldsa kozotti keresztentropidt haszndljuk. Ezutdn a klasszikus gradiens médszer
szerint, a célfiiggvény parcidlis derivéltjait felhasznélva tudjuk minimalizdlni a célfiiggvényt,
és megkaphatjuk W és W’ optimalis értékeit.

Csakhogy ehhez minden 1épésben (minden feldolgozott sz6 utdn) a sz6tar 0sszes szavanak
Josolt valoszintiségét 6ssze kell hasonlitanunk a valddi el6forduldsdval, majd ez alapjdn mo-
dositani a hozz4 tartozé vektort, ami nagyon koltséges eljards. Emiatt a gyakorlatban masként
hasznéljuk a gradiens mddszert, és nem végezziik el a sz6tdr minden szavdra a hozza tartozé
vektor modositasat, hanem csak a szovegben valoban kovetkezd pozitiv példa(k)ra, és néhany
véletlenszerlien kivalasztott mésik szora (negativ példak). Ehhez egy valoszinliségi eloszlasra is
sziikség van, amely alapjan a negativ példdkat generdljuk: a word2vec megvaldsitdsaban min-
den sz6 kivélasztdsanak valdszinlisége a gyakorisaganak %—edik hatvanyaval ardnyos. A negativ
példdk szdma szabadon vélaszthat6, Mikolov és mtsai. [21] szerint a korpusz méretétdl fiiggben
2 és 20 kozott optimadlis. Ennek az egyszeriisitésnek koszonhetSen a fenti célfiiggvény helyett
sokkal egyszer(ibbet is haszndlhatunk, és a betanitdshoz joval kevesebb szdmitdsi kapacitisra
van sziikség.

Természetesen lehetséges €s elonyos is, ha a modell nem egyetlen sz6 alapjan probal meg-
josolni egy mdsikat, hanem figyelembe vesz tobb madsikat is egy szé kornyezetében, és azok
egyiittesen moédositjak a két matrixot. Ennek a word2vec esetén két megvaldsitdsa is van: a
CBOW egy nagyobb szovegkornyezet alapjan ad becslést egy sz6 el6forduldsanak valoszintisé-
gére, mig a Skip-gram egy sz6 alapjan prébalja meghatarozni az annak a kornyezetében szerepld
szavakat. A tapasztalatok szerint a Skip-gram a CBOW-ndl jobban teljesit a ritkabb szavak rep-
rezentdldsdban, ami nem meglepd, hiszen a CBOW a szovegkornyezetben a ritka szavak figye-
lembe vétele helyett a tobbi sz6 felhaszndldsival is generdlhatja a kimenetet; igy lehetséges,
hogy a ritka sz6hoz tartozé vektor egyszerlien olyannd alakul, ami nem befolydsolja jelentds

mértékben a kimeneti réteg ért€keit. Ezért a Skip-gram valt elterjedtebbé a két mddszer koziil.

2.3.2. FastText

Sziilettek megvaldsitasok arra, hogy a word2vec-hez hasonlé modellek a nyers el6forduldsokon
kiviil mas informdciot is taroljanak, példaul a szavak jelentésegyértelmdsitett alakjat [35, 27].

Ezek viszont nem bizonyultak hasznosnak annyira, hogy megérje a modellek komplexitdsat



novelni miattuk, igy nem keriiltek be a koztudatba.

A szotoredékek alapjan 1étrehozott vektorok viszont sikeres Uj irdnyt jelentettek, ezek ko-
ziil a FastText [6] nyujtotta a legjobb teljesitményt, és valt a legnépszer(ibbé. Ez egy olyan
word2vec (altaldban Skip-gram) modell, amely betanitdsndl minden sz6t onmaga és a benne
1évS 3-6 hosszu karakterlancok halmazaval reprezental. Az ilyen karakterlancokhoz €s a sza-
vakhoz is tarsit egy-egy vektort, és egy sz6 végsd reprezenticidja ezen vektorok dtlaga lesz. Ez
a modszer féleg a ritka és a morfoldgiailag Osszetett szavak esetén jelent elonyt. A FastText
a legtobb feladatban az egyszeri Skip-gramndl jobb modellnek bizonyult, és Koyyalagunta és
mtsai. [17] eredményei szerint ezek koziil a Fedénevek-dgensek 1étrehozédsa sem kivétel. Ezért
az itt bemutatott dgensek egyik tavolsagmértéke a FastText vektorok koszinusz hasonldséaga,

azaz két vektor bezart szogének koszinusza lesz.

2.3.3. GloVe

Nem sokkal a word2vec utan megjelent a a GloVe (Global Vectors) [28] nevli modell is, mely-
nek célja, hogy a word2vec €s a kordbbi szdmldldson alapulé mddszerek elényeit egyesitse. A
GloVe az egész korpusz egyiittel6forduldsait dolgozza fel (innen a Global Vectors név), a vekto-
rok betanitdsa pedig a word2vec-hez hasonléan lokélis kdrnyezet alapjan torténik. Ennek sordn
a cél az, hogy ha w; egy i széhoz, w;, pedig ennek potencidlis k szomszédjahoz tartozé vektor,
akkor legyen

wlwy + b; + by, = log(1 + count(s, k)),

ahol b; i-t81 és by, k-6l fliggd konstans (bias), az 1 hozzdadasara pedig a log 0 értékek elkeriilé-

séhez van sziikség.

3. Szavak kapcsolédasa a Fedonevekben

A Feddnevek-4gensek l1étrehozdsaban a legfontosabb feladat a szavak kozti tdvolsdgok modelle-
z€se ugy, hogy az az emberek szerinti tavolsdgoknak a lehetd legjobban megfeleljen. A kordbbi
tanulmanyokban mar szamos nyelvtechnoldgiai médszert hasznéltak e célra, azonban ezek ko-
ziil kevés bizonyult rd valéban alkalmasnak. Mivel ezek a médszerek eredetileg nem az emberi
asszocidciok modellezésére késziiltek, ez nem is meglepd. A kordbban hasznalt médszerek ko-
zil 4ltaldban a szobedgyazasok teljesittettek a legjobban, viszont Kumar €s mtsai. [18] szerint

ezek is alulmaradnak az asszocidciés adatbdzisok alapjan definidlt tdvolsdgokhoz képest.

3.1. Szoéasszociaciok és egyiittelofordulasok

A szbasszocidciokat régota, szamos okbol vizsgaljak pszicholdgiai, pszicholingvisztikai és nyel-

vészeti kutatdsok: a segitségiikkel vizsgéltak bizonyos betegségeket, hasznéltidk a memoria és
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kognitiv folyamatok miikodésébe val6 betekintésre, valamint a kognitiv lexikonnak és a nyelv
bizonyos folyamatainak modellezésére is [5].

Kumar és mtsai. [18] eredményeibdl kovetkezden valoszintileg Fedonevek-agenseket épi-
teni is az asszocidcids adatbdzisok alapjan lehetne a leghatékonyabban. Ennek viszont fontos
korlatjat jelenti az erre megfeleld adatbdzisok meglétének igénye, ami miatt példdul magyar
nyelvre sem lenne ez a médszer alkalmazhatd.

Emiatt szdmunkra nagyon fontosak lesznek Spence és Owens [33] eredményei, melyek
megmutattidk, hogy egy korpuszban a szavak egyiittel6forduldsainak mennyisége jol jelzi a koz-
tilk 1év6 szemantikai kapcsolat szorossdgat, és asszocidciok er6sségének mérésére is alkalmas.
Az eredményeik szerint a szavak szovegben vald tavolsdga pedig negativan korreldl a koztiik
1évd asszocidcio er6sségével.

Jelen munkdankban ezért a szavak kapcsolodasat modellezd tavolsagtiiggvényt sulyozott ko-

okkurrencidk alapjan valdsitjuk meg.

3.2. Sajat hasonlosagi mértékeink

Spence €s Owens [33] eredményei magyarazatot nytjtanak arra, hogy Shen és mtsai. [31] a big-
ramok valdszintiségét talédlta a legalkalmasabbnak az emberi dontések eldrejelzésére a jatékban.
Az is érthetdvé vilik, hogy mds tanulmanyokban pedig a szébedgyazdsok jobban teljesitenek
mads tipusu széreprezentacioknadl, hiszen ezek is a szavak szovegkornyezetét, azaz egyiittel6for-
duldsokat hasznélnak fel.

A Feddnevekben viszont, ahogy Kumar és mtsai. [18] eredményei is megmutattdk, nem csu-
pan a kozvetlen asszocidcidk, hanem bonyolultabb, indirekt kapcsolatok is szerepet jatszhatnak.
Ennek figyelembe vételével a szavak kozti kapcsolatokat — egy FastText modell mellett — sz6-
vegbeli egyiittel6fordulasokkal modellezziik, de a témaban elsdként nemcsak két sz6 kdlcsonds
egyiittel6forduldsait figyelembe véve, hanem ezt tobbféle mddon kiterjesztve kozvetett kapcso-
latokra is.

Az egyiittel6forduldsok szdmldldsdra, valamint a FastText modell 1étrehozdsdra egy angol
€s egy magyar korpuszt haszndlunk. Angol korpuszként a teljes angol Wikipédia, valamint az
angol OpenSubtitles korpuszokat hasznéljuk 6sszeftizve, hogy igy a tudoményos és hétkdzna-
pi szOovegbeli sajitsdgok is megjelenjenek a korpuszban. Ez a korpusz dsszesen 5,692 milliard
tokent tartalmaz. Magyar nyelvre a Magyar Webkorpusz 2.0 [25] lemmatizalt valtozatat hasz-
naljuk, mely szintén tartalmazza a teljes magyar Wikipédiat, és ezen kiviil vegyes szovegeket
az internetrdl, 6sszesen 1,414 millidrd token nagysagban. Angolul 15 000, magyarul 10 000-es
szotarméretet hasznalunk, vagyis ennyi sz6t tartunk meg a leggyakoribbak koziil, és mindkét
nyelven eltdvolitjuk az 6ndllo jelentést nem hordozd, nagyon gyakori funkciondlis szavakat

(stopszavakat).
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3.2.1. NPMI

Két sz6 asszocidltsaganak legelterjedtebb mérdszama a fentebb bemutatott PMI. Ennek a mér-
téknek viszont hatranyai is ismertek, mint példaul a fix als6 és felsd korlat hidnya, vagy a ritka
szavak asszocialtsdgdnak feliilértékelése. Ezek orvosldsdra Bouma [7] bevezette a normalizalt

PMI-t:

T (CR )R WA
PMlon(s:) = (10655 = ot v

Vagyis a normalizalt PMI-t ugy kapjuk, hogy a PMI értékét elosztjuk a két sz6 egyiittelofor-
duldsi val6szintlisége logaritmusénak —1-szeresével. Beldthat6, hogy ez a mérGszam a [—1; 1]
intervallumban vehet fel értékeket, és a nevezOnek koszonhetden a ritkdbb szavak PMI-je alta-
ldnosan kisebb lesz. Az érték eldjele ugyanaz marad, mint PMI esetén, és az ott bevalt médon
itt is lehetséges a negativ értékek helyett O-t megtartani (PPMI,,o,,) — mi is ezt tessziik.

Szébedgyazasok kiértékelésére régebben szokds volt emberek éltal annotélt, széparok ha-
sonldsagat vagy kapcsolaterdsségét tartalmazo adatbédzisokat is haszndlni. Kés6bb kideriilt, hogy
az ezeken az adatbdzisokon elért eredmények nem mindig fiiggnek Ossze a valdésdgos alkalma-
zéasokban valé eredményességgel [10], hiszen az alkalmazasokban hasznos informédciok nem
feltétleniil esnek egybe az emberek altal érzékelt Osszefiiggésekkel. Viszont ezek az adatbazisok
hasznosak lehetnek szimunkra, ha éppen az emberek altal érzékelt osszefliggéseket szeretnénk
modellezni.

A normalizalt PPMI-bdl kapott kapcsolaterdsségi mértéket 6sszehasonlitva az ilyen adatbé-
zisokban (MEN [8] és WS-353 relatedness [1]) talalhatd, emberektdl szerzett adatokkal, azt ta-
pasztaltuk, hogy a normalizalt PPMI helyett annak négyzetgyokével jobban korreldlnak az em-
beri adatok. A PPMI négyzetgyokét véve a Pearson-féle korrelacios egyiitthat6 0.72-r61 0.76-ra
emelkedik a MEN, és 0.57-r61 0.63-ra a WS-353 esetén. Emellett a most kovetkez6 mddsze-
rekben el6nyos, ha a hasonlosagok értékei nem koncentralédnak 0 koré, ezért ezutdn mindig a

normalizalt PPMI négyzetgyokét hasznaljuk:

NPMI(z, %) = /PPMlIyom (2, 7). (2)

3.2.2. NPMI?

Ahogy kordbban emlitettiik, a Fedonevekben a kémfénokoknek a jatékban vald elbrejutds ér-
dekében olyan célzdsokat kell adniuk, amelyek a célzott szavakkal akér csak tavoli, kozvetett
kapcsolatban éllnak (példéaul az iinnep sz6 nem kapcsolddik kozvetleniil a fa sz6hoz, de mivel
mindkettd er6sen kapcsolddik a kardcsonyhoz, az iinnep is j6 célzas lehet a fdara).

Az ilyen indirekt kapcsolatok modellezése érdekében a szavak kozti NPMI értékekbdl ka-
pott méatrixot, melynek atl6jat mesterségesen csupa 1-esekkel toltjiik fel, négyzetre emeljiik, és

az igy kapott S’ matrix értékeit hasznaljuk két sz6 kapcsolaterdsségének mérésére.
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Misképp, w, és w, szavak hasonlésdga az ezen szavak mas szavakkal val6 NPMI-jébdl

alkotott vektorok skalarszorzata:

NPMI? (2, y) = (Xxpwmr, YNPMI);

ahol xnpyr vektor a w,, szénak az Osszes széval kiszamolt NPMI értékét tartalmazza. Disztri-
bicids szemantikdban ezt a hasonldésagot mdsodrendli hasonldsagnak is nevezik.

Egy masik szempontbdl tekintve, a skaldris szorzat definicidja szerint

V]
NPMI*(z,y) = »  NPMI(x, k) - NPMI(k, y),

k=1

vagyis ha G-t egy olyan grafként definidljuk, melynek szomszédsagi matrixa az NPMI matrix,
akkor SZ{]- a Gy-ban v; és v; kozott taldlhatd, kettd hosszi v; — v, — v; utakon taldlhaté silyok
szorzatanak az Osszege. Mivel az atloban 1év6 egyesek minden csticsban egy 1 stlyd hurokélet
jelentenek, ezzel 1ényegében az 1 hosszu utakat, vagyis a kdozvetlen kapcsolatokat is figyelembe
vessziik. Mivel minden élsuly 0 és 1 kozotti szam, egy 1t sulyat a rajta 1évé élstlyok szorzatanak
tekintve tovabbra is érvényes kapcsolddasi mértékeket kapunk: a hosszabb utak, illevte azok,
amelyeken kisebb stlyok (vagyis kevésbé 0sszekapcsolddo szavak) vannak, kisebb sulyt fognak
kapni.

Ez a médszer részben Osszefiigg Artetxe és mtsai. [3] eredményeivel, akik megmutattak,
hogy a szavak kozti hasonldsdg, illetve a szavak tavolabbi Osszekapcsoldddsanak mérésére a
szObedgyazds-matrixok kiilonboz6 hatvanyai elényosek. Ilyen esetben is az 6sszekapcsolddas
méréséhez nagyobb hatvany volt elényos, mint a hasonldsag esetén.

Ennek a médszernek az is elonye (bar memdriahaszndlat szempontjdbol hatranya is), hogy
noveli a métrix 0-t6] kiilonbozd értékeinek szamat. Ez fontos egy ligynok-agensnél példaul,
mivel ha tdl sok 0 érték van a matrixban, el6fordulhat, hogy az utal6szoé és a tabla szavai kozott
minden hasonldsdg 0 lesz. Az pedig egy kémfonok-dgens esetén is fontos, hogy az utalészéhoz

leginkdbb kapcsolddo szavak koziil elég soknak ismerjiik az utal6széhoz valé kozelségét.

3.2.3. NPMI-graf

Az elobbi mddszer sordn mar definidltunk egy kapcsolaterdsségi mértéket, amely egy NPMI-
értékekbdl Iétrehozott grafot haszndl fel. Ebben egy 1t silya a rajta 1év €lsilyok szorzata volt,
és két csucs kozott az Osszes ilyen ut sdlydnak 0sszegét vettiik szamitdsba. Ilyen médon egy
nagyobb érték a két csics kozott erdsebb kapcsolatot jelent.

Kapcsolatok grafos modellezésekor viszont gyakoribb az az eset, amikor az €lsulyok tavol-
sagokat reprezentdlnak, és egy ut sulyat az élstlyok Osszege jelenti, igy az erésebb kapcsola-
tokhoz rendeliink kisebb értékeket. Mivel az NPMI értékek O és 1 kozé esnek, definidljuk a G
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NPMI NPMI? Graf FastText

NPMI 0495 0.820 0.393
NPMI> 0.349 0.578  0.621
Graf-tavolsag  0.442  0.602 0.427

FastText 0.295 0524 0319

1. tdblazat. Pearson (felsé haromszog) €s Spearman (alsé hdromszog) korreldcids egyiitthatok a
kapcsolaterdsségi értékek kozott.

MEN WS-353

Pearson Spearman Pearson Spearman

NPMI 0.761 0.749 0.632 0.649
NPMI> 0.627 0.670 0.502 0.545
Graf-tavolsag  0.754 0.735 0.650 0.647
FastText 0.732 0.737 0.562 0.564

2. tablazat. Korrelaciok az dltalunk definidlt kapcsolddasi értékek és az emberi annotaciok ko-
zOtt.

grafot a kovetkezOképpen: egy él e(vy,v) a wy és wy szavak kozott pontosan akkor 1étezik,
ha NPMI(w;,ws) > 0, és ekkor a stilya w(e(vy,v3)) = 1 — NPMI(w, ws). Igy a tdvolsdgot
wy €s wo kOzott a vy €s vy kozotti legrovidebb uttal adhatjuk meg (kihaszndlva, hogy az NPMI
maximalis értéke 1, tehat az élsilyok nemnegativak):

dg(w;,w;) = min Zw(ek), 3)

wellg(v;,v;
G( i ])ekEﬂ

Ezeket pedig 1-bdl kivonva tdvolsagbdl a kordbbiakhoz illeszkedd kapcsolaterdsségi mértékké
alakithatjuk:

sq(wy, wy) =1 — dg(w;, wj). 4

Igy két erGsen Gsszekapcesolédd szé esetén, melyek kozott a legrovidebb it egyetlen él, az
NPMI fels6 korlatjadnak koszonhetéen visszakapjuk az NPMI értéket. Ez tehat a két fentebbi
modszer kombindcidjanak is tekinthetd, amely mindkettd elonyds tulajdonsdgaibdl tartalmaz

valamennyit.

3.3. Hasonl6sagi mértékeink osszehasonlitasa és értékelése

A fenti hasonldsagi mértékek kozti kapcsolat felderitése érdekében kiszamitjuk a korrelacidkat

a pontszamok kozott, amelyeket 100 000 véletlenszerien valasztott szOparhoz rendelnek. Amint

az 1. tdblazatban l4thatd, a mértékek kozel sem ekivalensek, de van koztiik pozitiv korrel4cid.
A szovegbdl kiszamitott értékek magas korrelaciot érnek el a MEN [8] és WS-353 [1] adat-
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bazisok kapcsolaterdsségi értékeivel is, ezt a 2. tdblazat mutatja. Az NPMI és az NPMI-graf
szerinti hasonldsdg ebben a FastTextet is feliilmulja, ami reménytelinek tlinik a Feddnevek-beli

alkalmazhatésagukra nézve.

4. Lehetséges utalasok pontozasa

Ha mar vannak tavolsagfiiggvényeink, amelyek két tetsz6leges (az adatbazisunkban szerepld)
sz6hoz egy kozelségi értéket rendelnek, ezzel tulajdonképpen az tigynok-dgenst is megvaldsi-
tottuk, hiszen adott utal6sz6 esetén mindig azt a sz6t kell a tdblan felfedni, amelyik ahhoz a
fliggvény szerint a legkozelebb 4dll. A kémfénok-dgens 1étrehozasakor viszont még sziikségiink
van egy masik fiiggvényre is, ami a lehetséges utaldsokat valdsdghtien rangsorolja aszerint,

hogy arra varhatéan hany j6 tippet tud majd adni egy emberi ligynok-jatékos.

4.1. A pontozas célja

Mondjuk azt, hogy az dgens a kék csapatban jatszik, azaz a kék szavak egy részhalmazahoz (cél-
zott szavak) kapcsolddo utaldsokat szeretnénk generdlni, természetesen a fenti tdvolsagfiiggvé-
nyek alapjin. Ha a tavolsdgfiiggvényeink jok, akkor minél kozelebb van egy sz6 az utal6széhoz
a tavolsagfiiggvények szerint, tobbnyire anndl nagyobb valdszintiséggel tippelnek rd az tigy-
nokjatékosok (bdr a pontos kapcsolatot a kozelség és a megfeleld tippelés valdszintsége kozott
nem ismerjiik, csak nagyon sok adat birtokdban tudndnk réla pontosabbat mondani).

Azt is figyelembe kell viszont venni, hogy a tavolsagfiiggvények altal adott értékek csak ko-
zelitései lehetnek az emberek szerinti tényleges kapcsolddasi erdsségeknek, igy még ha a fenti
feltevést igaznak tekintjiik is, mennél kisebb a kiilonbség két sz6 utaldstol valo tdvolsaga kozott
a mi tavolsdgfiiggvényiink szerint, anndl nagyobb valdsziniiséggel lesz az emberi jatékos sze-
rint forditott a két sz6 sorrendje az utaldshoz valé hasonl6sdgban. Ezért az utalasokat rangsorold

pontozdfiiggvényeknek két célt kell teljesitenie:

1. acélzott kék szavak legyenek minél kézelebb az utal6széhoz,
2. a célzott kék szavak utal6sz6hoz valé kozelsége legyen egyértelmiien nagyobb, mint a

rossz (mds szinli) szavak utal6széhoz valé kozelsége.

4.2. Korabbi pontozofiiggvények

A kordbban bemutatott, Fedénevek-dgensekrdl sz616 munkdk a szavak kozti tdvolsdg szamit-
san kiviil az utalasok pontozéfiiggvényeiben is eltérnek. Koyyalagunta és mtsai. [17] jelolése-
ihez igazodva, legyen ¢ egy lehetséges utal6szo, I,, a célzott szavak halmaza, vagyis a ¢ utalé-
sz6hoz legkozelebbi n db kék szd, IR az Gsszes, nem a csapathoz tartozé (rossz) sz6 halmaza,

és s(-, -) a két sz6 hasonlésagat szamito fuggvény.
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Kim és mtsai. [16] pontozéfiiggvénye ekkor

mingey, $(¢,0), ha minge;, s(¢,0) > max,er s(¢,r)

0, kiilonben.

Irim(,n) = { (%)
Jaramillo és mtsai. [14] ugyanezt a fiiggvényt veszik at, emellett kiegészitik egy veszélyes-
ségi sulyozassal a kédrtydk szine szerint. Koyyalagunta és mtsai. [17] viszont definidlnak egy
masikat is:
o) = (3 5(60)) = M(omaes(ar), ©®
beln
ahol \ egy bedllithat6 paraméter, ami a rossz szavaktol valo tavolsdgtartast szabélyozza, a szer-
z6k 0,5-et hasznalnak.

Ezenkiviil pedig bevezetnek egy masik modszert is, amellyel nem kizéar6lag a széhason-
16sdgok alapjan pontozzdk az utaldsokat, hanem a gyakorisaguk, és a szétari definiciikbol
létrehozott vektorok (Dict2vec [34]) hasonldsdga alapjin is — de ez tulajdonképpen inkdbb a
tavolsagfiiggvény modositasanak tekinthetd.

Mindkét fenti célnak viszont ezek koziil egyik fiiggvény sem felel meg teljesen. A gxim
fliggvény olyan utaldsz6t vélaszt, melyhez az 1. célnak megfeleléen minden célzott sz6 kozel
lesz, viszont bar az utal6sz6 tdvolsdga a rossz szavaktdl nagyobb lesz, mint a célzott szavak-
t6l, a kettd kozti kiilonbség barmilyen kicsi is lehet, ami nem felel meg a 2. célnak. A gk oy,
fliggvényben ennek kijavitasdra szolgdl a legkdzelebbi rossz sz6 pontszdménak kivondsa (egy
A stllyal megszorozva). Itt viszont, mivel a képletben elol szerepld 6sszeg varhatéan sokkal na-
gyobb, mint a masodik tag (feltéve, hogy a A nem nagy, de a szerz6k javaslata szerint nem az),
a fliggvény akdr ugy is adhat magas értéket, ha az utal6széhoz legkdzelebbi rossz sz6 kdzelebb
van az egyik célzott szondl. Rdadasul az 1. cél teljesiilése sem garantélt, mert az 6sszeg egyetlen
nagyon magas hasonlésidg miatt is lehet nagy, igy az sem biztos, hogy a tobbi célzott sz6 kozel
lesz az utaldszohoz.

Ennek ellenére a gg,,, fliggvény teljesitett jobban a gyakorlatban Koyyalagunta és mtsai.

eredményei szerint, ezért mi ezt hasznéljuk 6sszehasonlitasi alapként a sajat fiiggvényeinkhez.

4.3. Sajat pontozofiiggvényeink
4.3.1. KoyyRestrict

Mivel Koyyalagunta és mtsai. [17] pontozo6fiiggvénye nem garantélja, hogy minden célzott sz6
kozelebb lesz az utalészéhoz minden rossz sz6ndl, mi definidljuk a KoyyRestrict-nek elneve-
zett fliggvényt, amely ettdl csak annyiban kiilonbozik, hogy 0 pontszdmot rendel azokhoz az

utaldsokhoz, amelyekben ez a kritérium nem valésul meg:
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(N

~ IKoyy(C;m), haminyer, s(¢,b) > max,cpr s(é,r)
gKony(cv n) =

0, kiilonben.

4.3.2. Harmonikus

A masik probléma a Koyyalagunta-fiiggvénnyel az, hogy a benne 1év6 0sszeget egyetlen magas
érték is naggya teheti ugy, hogy kdzben a tobbi célzott sz6 nincs elég kozel az utaldszéhoz. Ra-
adasul ehhez az 6sszeghez viszonyitva a kivont érték 0.5-es A mellett tul kicsi lesz, igy keveset
szamit a rossz szavak tavolsdga az utal6szotol.

Ezekre a problémdkra megoldést jelenthet, ha az 6sszeget (ami az optimalizds szempontja-
bol adott n esetén a szamtani kozéppel ekvivalens) a célszavak utaloszohoz valé kozelségének
harmonikus kozepével helyettesitjiik, hiszen a harmonikus kozép ismert tulajdonsdga, hogy a

AN

szamtani kozéppel ellentétben "a kisebbek felé huz", kevés nagy érték miatt nem vehet fel bar-
milyen nagy értéket. Tehdt ahhoz, hogy a harmonikus k6zép, igy a Harmonikus pontozofiigg-
vény éltal egy utaldsra adott pontszdm magas legyen, minden célzott szonak kozel kell lennie

az utalészohoz. Ezt a pontozofiiggvényt tehét a kovetkezképpen definidljuk:

_ H{blb € I,}) — X\ - max,ecr s(¢,7), haminyey, s(¢,b) > max,cr s(¢,r)
gu(C,n) = ®)

0, kiilonben,

ahol H egy szamhalmaz harmonikus kozepét adja meg:
n
Ytz

A ) értékét a tesztelésnél megtartjuk 0,5-nek, fontosabbnak tartva azt, hogy a célzott szavak

H({mhx% ce 7‘%”}) =

kozel alljanak az utalészéhoz, mint azt, hogy a rossz szavak tdvol legyenek tdle. A két tag

nagysdga igy is hasonlébb, mint a Koyyalagunta-fiiggvény esetében.

4.3.3. Harmonikus-hdnyados

Végiil pedig a fenti fiiggvénynek 1étrehozzuk egy madsik verzidjat is, melyben a legkdzelebbi
rossz sz6 utaldstdl valé tavolsdga €s a harmonikus k6z€p kiillonbsége helyett e két szam ardnyat

hasznaljuk :
H({blb € In})

max (max,cp s(¢,r),€)

€))

gHH(év ’I’Z) —

A kovetkezo fejezetben jatékokban is teszteljilk Fed6nevek-dgensekként az 6sszes pontozo-

fliggvényt az 6sszes tdvolsagfiiggvénnyel kombindlva.
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5. Tesztelés és eredmények

Minden tdvolsagfiiggvényt (FastText, NPMI, NPMI?, NPMI-graf) minden pntozéfiiggvénnyel
(Koyyalagunta, KoyyRestrict, Harmonikus, Harmonikus-hdnyados) 0sszeparositva 6sszesen 16
agenst kapunk. Minden dgenssel generdlunk utaldsokat n = 2, illetve 3 célzott széra ugy, hogy
(a tablan 1év0 szavakat kivéve) a szotar Osszes szavit lehetséges utaldsnak tekintjiik. Mivel
minden széra egyszerli miiveletekkel meghatdrozhat6 a célzott szavak halmaza és a pontszdm
is, ez nem koltséges eljaréas.

Koyyalagunta €s mtsai. [17] mddszerét kovetve, a jaték tablait 20 szobdl allitjuk Ossze,
melyek koziil 10 kék (azaz felfedendd) és 10 rossz (ezek kozott nem tesziink kiilonbséget,
nincs fekete kartya). Ilyen tdblakbol elre 1étrehozunk 100-at, az eredeti Fedonevek jaték szavai
koziil véletlenszertien sorsolva, és mindegyikre generdlunk utaldsokat a fenti 32 konfigurdcid
felhaszndldsaval. Ez 1304 kiilonb6z6 utaldst eredményez angolul, magyarul pedig 1399-et.

A kiértékelést egy online jatékban' végezziik, ahol a jatékosok minden kérben egy tj t4b-
14t kapnak egy hozza tartozé utaldssal véletlenszertien, és be kell jelolniiik a szerintiik célzott
szavakat. A jatékosok nem ismerik az dgensek miikodését, és annak elkeriilésére, hogy jaték
kozben erre ratanulnak, a kor végén csak az éltaluk bejelolt kartydk szinét fedjiik fel.

Ilyen jatékokbdl angolul 6sszesen 443, magyarul pedig 1365 lejatszott kort gytijtottiink. Igy
az angol kiértékelésre dgensenként dtlagosan 31.5, magyarra atlagosan 64 jaték all rendelkezés-
re. Egy kor lejatszasdval a jatékosok dtlagosan 39 masodpercet toltottek az angol jatékban, mig
a magyarban 37-et. Megjegyezziik, hogy mivel a magyar jaték tesztel6i minden bizonnyal ma-
gyar anyanyelvi beszél6k, az angolrdl viszont ez nem mondhat6 el, a magyar adatokat tekintjiik
jobb mindséglinek.

Szintén Koyyalagunta és mtsai. [17]-hoz hasonldan, a jatékosok tippjeinek pontossigat egy
agenssel val6 jatékban a kovetkez6 mdédon szdmitjuk ki:

|I, NU|

P@célzott = ,
n

ahol 7,, a célzott szavak halmaza, U pedig a jatékos altal megjelolt n szo.

Viszont a pontozofiiggvények az utaldsokat arra optimalizéljdk, hogy a rossz szavaktdl le-
gyenek tdvol, nem pedig a nem célzott kék szavaktdl, amelyek igy nagyjdbol olyan kozel is
lehetnek, mint a célzott szavak. Ha egy jatékos ilyen, nem célzott sz6t jelol meg, attdl az dgens
teljesitményét pozitivan kell értékelni. Ezért kiszamitunk egy masik pontossdgot is, amelyben
nemcsak a célzott szavakat, hanem az dsszes kék szot jo valasztasnak tekintjiik:

|ANU|

P@mind = ,
n

"'http://fedonevek.herokuapp.comn/
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Ertékelés Tavolsag | 0¥y KoyyR HM HM-h | Koyy KoyyR HM = HM-h
2 célszo 3 célszd
FastText | 0.764 0.757 0.740 0.829 | 0.710 0.712 0.756 0.759
P@mind NPMI | 0.747 0.747 0.776 0.715 | 0.707 0.708 0.733 0.695
MNE NPMIZ | 0722 0742 0725 0744 | 0.666  0.696 0.746 0.729
Graf 0.795 0.795 0.827 0.715 | 0.727 0.735 0.759 0.695
FastText | 0.558 0.567 0.581 0.625 | 0.531 0.518 0.585 0.582
P@célzoft NPMI | 0.504 0.504 0.519 0.546 | 0.515 0.513 0.503 0.495
NPMI? | 0.529 0.547 0.554 0.479 | 0.503 0.513 0.556 0.550
Graf 0.533 0.533 0.574 0.546 | 0.541 0.542 0511 0.495
(a) Eredmények a magyar nyelvi jatékban.
Ertékelés Tavolsag Koyy Kony’ HM HM-h | Koyy KOny, ,HM HM-h
2 célszd 3 célszo
FastText | 0.707 0.726 0.783 0.722 | 0.711 0.742 0.755 0.760
P@mind NPMI | 0.727 0.727 0.670 0.682 | 0.764 0.764 0.725 0.716
NPMI? | 0.611 0.583 0.604 0.729 | 0.645 0.583 0.638 0.649
Graf 0.714 0.714 0.679 0.682 | 0.750 0.750 0.723 0.716
FastText | 0.487 0.535 0.581 0.555 | 0.549 0.495 0.577 0.520
P@célzott NPMI | 0420 0.420 0.397 0.426 | 0.549 0.549 0.541 0.508
NPMI? | 0.377 0361 0.372 0.445 | 0354 0.369 0.370 0.470
Graf 0.392 0.392 0.384 0.426 | 0.552 0.552 0.533 0.508

(b) Eredmények az angol nyelvi jatékban.

3. tdblazat. Az emberi jatékosok altal adott helyes tippek ardnya az online jatékban. A kategdria

legjobb eredményének konfidenciaintervalluméba tartozé szdmokat aldhizassal jeloljiik.
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(a) Egy a kiértékeléshez hasznélt tébla.

SZIKRA

BANDA

Téavolsdg Pontozas Szam Utalészé Célzott szavak
FastText Koyyalagunta 2 macska kutya, halal

FastText Koyyalagunta 3 macska kutya, haldl, cip6
FastText KoyyRestrict 2 végpont szakasz, vonal
FastText KoyyRestrict 3 fazis szakasz, vonal, forrds
FastText Harmonikus 2 végpont szakasz, vonal
FastText Harmonikus 3 bukas halél, hatalom, banda
FastText Harmonikus-hdnyados 2 0sszekotd vonal, szakasz
FastText Harmonikus-hanyados 3 korrupcio hatalom, banda, forras
NPMI Koyyalagunta 2 eskiivoi torta, cipd

NPMI Koyyalagunta 3 eskiivéi torta, cipd, gyémant
NPMI KoyyRestrict 2 eskiivoi torta, cipd

NPMI KoyyRestrict 3 eskiivoi torta, cipd, gyémant
NPMI Harmonikus 2 korai szakasz, halal

NPMI Harmonikus 3 ellenséges vonal, hatalom, banda
NPMI Harmonikus-hanyados 2 korai szakasz, halal

NPMI Harmonikus-hanyados 3 rakpart vonal, szakasz, cipd
NPMI? Koyyalagunta 2 macska kutya, banda

NPMI?>  Koyyalagunta 3 ruha cipd, torta, gyémant
NPMI? KoyyRestrict 2 uralom hatalom, hal4l
NPMI? KoyyRestrict 3 kegyetlen haldl, hatalom, banda
NPMI?>  Harmonikus 2 0sszekotd vonal, szakasz
NPMI? Harmonikus 3 kegyetlen halal, hatalom, banda
NPMI? Harmonikus-hanyados 2 meghosszabbitds szakasz, vonal
NPMI? Harmonikus-hanyados 3 biincselekmény  haldl, banda, hatalom
Graf Koyyalagunta 2 korai szakasz, halal

Graf Koyyalagunta 3 eskiivoi torta, cipd, gyémant
Graf KoyyRestrict 2 korai szakasz, halal

Graf KoyyRestrict 3 eskiivoi torta, cipd, gyémant
Graf Harmonikus 2 korai szakasz, halal

Graf Harmonikus 3 ellenséges vonal, hatalom, banda
Graf Harmonikus-hanyados 2 korai szakasz, halal

Graf Harmonikus-hanyados 3 rakpart vonal, szakasz, cipd

(b) A fenti tabldhoz generalt utalasok adott tavolsag- és pontozéfiiggvényekkel.

4. tdblazat. Példak az dgensek altal generdlt utalasokra.



ahol A az 6sszes kék sz6 halmaza.

A 3. tdblazat mutatja a jatékosok atlagos pontossagait az egyes dgensekkel val6 jatékban.
Minden (nyelv, kiértékelés modja és a célszavak szama altal meghatarozott) kategéridban egy
0,95 megbizhatosagi szintii konfidenciaintervallumot konstrudlunk a legjobb atlagos pontossag-
ra bootstrap modszerrel, €s az ebbe az intervallumba es6 szamokat a kategdridn beliil aldhtzas-
sal jeloljiik.

Az 6sszes konfigurdcid koziil a FastText hasonldsdg €s a Koyyalagunta pontozas kombina-
cidja volt mar értékelve (2 célszéra) Koyyalagunta és mtsai. [17] altal, ahol ez volt a legjobb
agens nyelvspecifikus erdforrasok felhaszndldsa nélkiil, azaz kizarélag nyers szovegkorpusz fel-
hasznaldsdval. Az eredmények szerint ezt a mi konfiguracidink koziil tobb is feliilmulja.

A FastText hasonlésdgon jelentdst javuldst ér el a Harmonikus és a Harmonikus-hdnyados
pontozofiiggvény. A FastText + Harmonikus-hdnyados konfiguracié bizonyul a legjobbnak olyan
tekintetben is, hogy ezek eredményei minden esetben beleesnek a legjobb dtlagpontossag konfi-
denciaintervalluméba. Ezenkiviil csak egy kategéridban maradnak el a FastText + Harmonikus,
illetve a Grdf + Koyyalagunta és Grdf + KoyyalaguntaRestrict konfiguraciok.

Lathato, hogy kiillonboz6 tdvolsagfiiggvények kiilonbozd pontozofiiggvények mellett telje-
sitenek jOl. Ennek a pontos oka és mibenléte érdekes kérdés, mellyel a késébbiekben még ter-
veziink foglalkozni, de a harmonikus €s a szdmtani kozép kiillonbsége bizosan szerepet jatszik
benne. A harmonikus kdzép példaul biztosan elényos olyan esetekben, ahol a tobbihez képest
kiugréan magas hasonldsdgértékek lehetnek, ez pedig jellemzsbb lehet a FastText-re, mint a
tobbi tavolsagfiiggvényre.

A 4b. tablazatban 1évo példakon is megfigyelhet6 a pontozofiiggvények kiilonbozo viselke-
dése. Lathat6 példaul a Koyyalagunta fiiggvény altalunk bevezetett szigoritdsdnak sziikséges-
sége: a kutya és macska szavak kozotti magas hasonldsdg miatt a Koyyalagunta fiiggvény tobb
tavolsagfajta esetén is a macska utalész6t adja meg optimalisként, pedig ehhez ellenséges sza-
vak is kozelebb vannak, mint a mésodik legkdzelebbi kék sz6. A példdk kozott viszont szamos
olyat is taldlunk, ami emberi jatékosoktol szarmazo utaldsként is jonak szdmitana: példaul ilyen
az eskiivoi utaloszo a torta, cipd, gyémdnt célszavakra, a kegyetlen a haldl, hatalom és banda
szavakra, vagy a korrupcio a hatalom, banda, forrds szavakra célozva.

Erdekes médon a 3.3. részben latott korreldciok a tavolsagfiiggvények altal adott és az em-
berileg annotalt kapcsolater&sségek kozott nem jelzik eldre a tavolsagfiiggvények teljesitményét
a jatékban. Azokban a kisérletekben a FastTextet feliilmulta az NPMI és az NPMI-graf szerint
szdmolt kapcsolaterdsségi érték is, mig az NPMI? egyértelmiien alulmaradt a tobbihez képest.
Ezek a kiilonbségek szinte egydltalin nem mutatkoznak meg a Fed6nevek-4dgensek teljesitmé-
nyében.

A két kiilonboz0 nyelven sziiletett eredmények kozott is megfigyelhetdk kiilonbségek. Pél-

d4ul angolul az NPMI? és az NPMI-grif szerinti hasonl6sdg dltaldban rosszabbul teljesit, mint
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a két masik tavolsigfiiggvény, ami nem figyelhet6 meg magyar nyelv esetén. Sejtésiink szerint
ennek az oka az, hogy ezek a tavolsdgmértékek jobban hordozzdk az indirekt kapcsolatokat,
amit a nem anyanyelvi besz€l6k nehezebben vesznek észre. Ezenkiviil az is elképzelhetd, hogy

a korpusz méretétdl is fiigg, hogy melyik tdvolsdgfiiggvények alaklmazhatdk jobban.
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Osszegzés és tovabbi lehetdségek

Jelen munkénkban kisérletet tettiink a Fedonevek tarsasjaték matematikai leirasara egy kémfonok-
agens feladatdnak két részre bontdsdval. Az emberekkel valé egyiittmiikodéshez el6szor egy
olyan tavolsdgfiiggvény megaddsa sziikséges, amely kell6en jol kozeliti az emberek megitélése
szerinti kapcsolatokat, majd ehhez egy olyan pontozofiiggvényt kell definidlni, amely a lehetsé-
ges utaldsokat aszerint rangsorolja, hogy azokra hany j6 tippet fog varhatéan egy emberi jatékos
adni.

Korébbi, asszocidcidkkal kapcsolatos kutatdsok alapjan a tdvolsagfiiggvényeinket egy kor-
pusz szavai kozotti egyiittel6forduldsok alapjan hoztuk 1étre. Ezeket emberileg annotélt kap-
csolaterdsségeken is kiértékeltiik, melyekkel a FastText szerinti koszinusz hasonl6sdgnél ma-
gasabb korreldciot sikeriilt elérniink két tdvolsagfiiggvénnyel is. Meglepetésiinkre viszont ezek
az eredmények nem bizonyultak prediktivnek a tavolsdgfiiggvényeknek a jatékban elért telje-
sitményére.

A pontozofiiggvények kozott is vezettiink be djitdsokat, egyrészt Koyyalagunta és mtsai.
[17] pontozoéfiiggvényének modositasdval, masrészt pedig a harmonikus kozép haszndlataval,
amely jobban megfelel a pontozofiiggvényekkel szembeni a priori elvarasoknak, €és az dgensek
teljesitményét is jelentGsen javitotta.

A legjobb dgenseink a FastText szerinti koszinusz hasonldsag és a harmonikus kdzép alap-
jén miikod6 pontozofiiggvények, valamint az NPMI-graf és szdmtani kozép alapjan miikodd
fliggvények kombindcidjaként jottek 1étre. Ez felveti a kérdést, hogy pontosan min mulik az,
hogy mely tdvolsigfiiggvényhez mely pontozoéfiiggvény a legalkalmasabb, amivel a jovében
még terveziink foglalkozni.

Tovéabba szeretnénk adatokat gydjteni emberi kémfonok-jatékosoktdl, és ezeken tesztelni a
tigynok-agenseket, ami lehet6vé teszi kozvetleniil a tdvolsagfiiggvények optimalizaldsat.

Bar szamos nyelvtechnoldgiai médszer keriilt mér felhaszndlasra a tdvolsagfiiggvények 1€ét-
rehozdsihoz, vannak még olyanok, amiket érdemes lenne kiprobdlni. Illyen példdul az asszocia-
cidk graftba vagy vektorokba foglaldsa [4, 5] és a GraphGlove [30]. Kumar és mtsai. [18] ered-
ményei alapjén egyértelmiien érdemes asszocidcids adatbazisokat felhaszndlni — ezt viszont az
adatbdzis eredeti nyelvétdl eltérd nyelven megvaldsitani nem konnyd, de nagyon érdekes fel-
adatnak tlinik. Egy lehetséges megoldasi irdny lehet, hogy az asszocidciokbdl 1étrehozott graf-
hoz minél hasonlébb grifot probdlunk létrehozni szévegkorpuszbdl, akar szdmlélds alapd, akér
neuralis modszerekkel, ugy, hogy utdna ugyanez a modszer mas nyelven is alkalmazhaté legyen.
Masrészt szamos modszer (pl. [2, 15]) 1étezik kiillonbozd nyelvil szévektoros modellek Ossze-
illesztésére, elsGsorban tobbnyelvii modellek 1étrehozésa céljabél. Igy érdemes lenne megpré-
balni, hogy egy asszocidciokbdl 1étrehozott vektoros modellhez hasonléva tudunk-e tenni nyers

szovegek alapjan 1étrehozott vektoros modelleket, melyek akar mas nyelviek is lehetnek.
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Tovébbi érdekes irdny még a kiilonb6zo tavolsagfiiggvények aggregédldsabdl kapott Uj ta-
volsagfiiggvények létrehozdsa. Ilyen mdédon 1étrehozhatunk példaul egyszerre nyers szovege-
ken, asszocidcidkon és tuddsgrafokon alapuld tavolsagfiiggvényeket is. A kiillonboz6 tavolsa-
gok kapcsolatdnak vizsgélata pedig hasznos tanulsdgokat tartogathat kognitiv modellezésben

és a neurdlis szoreprezentaciok értelmezhetdségében is.
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