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1. Bevezetés

Nagyon sok feladat megoldasanal alkalmaznak napjainkban gépi tanuldson alapuld
megoldasokat, mivel az utobbi évtizedek nagy technologiai fejlddése lehetdvé tette, hogy
a mar 1950-es évektdl kezdve kitalalt és fejlesztett technikdkat ténylegesen a
gyakorlatban is nagy hatékonysaggal lehessen alkalmazni. igy a 2010-es évektdl kezdve
rengeteg eddig nehezen megoldhaté problémara lattak napvilagot gépi tanulas
segitségével készitett megoldasok. Ahhoz, hogy ilyen nagy iitemben fejlédni tudjanak
ezek a modszerek két dologra volt sziikség: szinte korlatlan er6forrasra és nagy
mennyiségii adatra, amelyekben fel lehet ismerni valamilyen mintazatot. [1]

Ahogy ezek a feltételek mind rendelkezésre alltak, szinte minden teriileten hatalmas
attoréseket értek el: ilyenek a hangfeldolgozas, képfeldolgozas, szovegelemzés és sok
mas hasonld teriilet. Az orvostudomanyban bizonyos betegségek felderitésére,
elorejelzésére probaljak tanitani ezeket a rendszereket egyre nagyobb sikerrel.
Megjelentek az egyre nagyobb pontossaggal miikodo arcfelismerd programok, illetve az
onvezetd autok is egyre jobban miikodnek, és ezekben mindenhol nagy szerepet jatszik a
gépi tanulés.

A sok teriilet koziil az NLP (Natural Language Processing) azaz a természetes nyelvi
feldolgozas hatalmas fejlédése teszi lehetdvé, hogy nagy mennyiségli szoveget is képesek
legylink egyszerre leforditani szinte a vilag parmely nyelvére méasodpercek alatt. Az NLP
lehetove teszi a szamitogépeknek, hogy emberekkel emberi nyelven legyenek képesek
kommunikalni, illetve azt is megértsék egyre nagyobb hatékonysaggal, amit az emberek
irnak vagy épp mondanak. Ezek a képességek teszik lehetdveé, hogy kiilonbozd irott
szovegeket is a szamitogép szdmara érthetd formatumra alakitsunk at és ennek
segitségével mar egy modellt betanitva van Ilehetdsége megtalalni a szovegek,
dokumentumok kozotti osszefliggeseket. [2]

Kutatdsomban a dokumentumok osztalyozasahoz sziikséges technikakat vizsgdlom
hatékonysag szempontjabol. Majd megvizsgalom a mar 1étezd, ezen a teriileten késziilt
kutatasokat, és ezek alapjan megtervezek, majd implementdlok egy magyar nyelvi
Eurdépai Unids dokumentumokat osztalyozé programot. Végiil ennek az osztalyozonak a
paramétereit optimalizalva probalom a lehetd legnagyobb pontossagot elérni.



2. Hasonlé kutatasok

Mielétt nekikezdtem a projektemnek, megvizsgaltam, hogy milyen hasonl6 kutatasok
vannak ebben a témakorben. Taldltam egy olyan kutatast, ami bar nem csak ezzel a
témakorrel foglalkozik, de 6 része a természetes nyelvi feldolgozas, és amiben egyezik
az én kutatdsommal, hogy abban is felhasznalték tesztelésre az EUR-LEX altal nyujtott
adatokat.

A kutatas cime: ,,A New Hybrid Based on Long Short-Term Memory Network
with Spotted Hyena Optimization Algorithm for Multi-Label
Text Classification” [30]

A kutatas célja az enyémhez hasonloan tobb cimkés osztalyozas, annyi kiilonbséggel,
hogy ebben kifejezetten az LSTM réteg haszndlatara, illetve a Spotted Hynea
optimalizal6é algoritmusra Osszpontositanak. ,,In the LSTM network, the Skip-gram
method is used to embed words into the vector space.” [30] A kutatasban a Skip-gram
algoritmus segitségével agyaztak be a szavakat a vektortérbe. A kutatisban az Osszes
szOveg szama 19348 darab volt ezekhez 3993 cimke kapcsolodott. Atlagos egy
dokumentumhoz 5,32 kiil6nb6z6 cimke kapcsolodik. Az altaluk elért eredmények koziil
az egyik legjobb pontossag a 46,43% volt. [30]

Ebben a kutatdsban is hasonléan az enyémhez, egy dokumentumot tobb osztalyba is be
lehet sorolni, viszont én a modellemet csak kifejezetten egy cimkére vizsgalom majd meg,
ezzel a kutatdssal ellentétben. Ennek az az oka, hogy egy hierarchikus osztalyozasi
rendszerrdl van szd, amely 6 szintli is lehet és gyakran a kiilonb6z6 cimkék kozott alsod
szinten van eltérés, én pedig csak a felsd 20 osztalyra koncentralok. Ezért 6nmagaban,
majd az én eredményeimmel Osszehasonlitani nem feltétlen lehetséges megfeleld
mértékben az eltér6 feladat meghatarozas miatt, viszont jo alapot nyujt az elérendd
célhoz.



3. A szakdolgozatban megvalésitandé rendszer

3.1. A probléma felvetése

Manapsag a technologia hatalmas fejlédésének kovetkeztében egyre nagyobb
mennyiségli adat 4ll a rendelkezésiinkre, akar képi, akar szoveges adatokra gondolunk.
Mind a két adattipusra jellemzd, hogy a hatalmas mennyisége miatt nehézz¢ valik a
felcimkézésiik. Ahhoz, hogy valamilyen adatrdél el tudjuk donteni, hogy azok
besorolhatoak-e egy adott osztalyba, sziikségiink van alapismeretekre, amely lefedi az
adott témakort. Ez kiillondsen dokumentumok esetében nehézkes, amikor nem feltétlen
elég ranézni, mint egy képre, hanem meg kell érteniink annak tartalmat. Tovabb neheziti
ezt a feladatot, ha valamilyen specifikus nyelvezetet vagy tudast igényel a megértésiik.

A vilagon minden allam, szervezet és cég hatalmas mennyiségli jogi dokumentumot
készit el. Ezeket rengeteg szempont szerint van lehetdségiink csoportositani. Ezeknek a
csoportositasoknak nagy része adott, amikor elkésziil egy dokumentum, de ez nem
minden esetben igaz. Amennyiben nincsennek felcimkézve a dokumentumok akkor
rengeteg munkdt igényelne az, hogy emberi munkaerdvel utdlagosan csoportokba
rendezziink azokat.

Ezért a folyamatosan fejlodo gépi tanulds segitségével lehetne késziteni egy olyan
megoldast, amely az emberi munkaer6t nélkiilozve masodpercek alatt képes lenne
eldonteni, hogy milyen csoportba is tartozik a dokumentum. Ahhoz, hogy ezt sikeriiljon
megvalositanom, nagy mennyiségl adatnak kell rendelkezésemre allnia. Szerencsére az
Eurépai Unié minden jogi dokumentuma nyilvédnosan elérheté és felhasznalhato. fgy
rendelkezésemre 4ll megfeleld mennyiségii adat.

3.2. A probléma fontossaga

A dokumentumok hatékony feldolgozasa és osztalyozéasa napjainkban egy elég nagy
problémat jelent. Ez a probléma nagyobb szervezeteknél és nagyvallalatoknal egyarant
eléfordul. Nem csak az emlitett jogi teriileten, hanem sok mas olyan teriileten, ahol nagy
mennyiségli szoveges adatot kell feldolgozni. Ebben az esetben az egyszerl fizikai
modszerek nem tudjak tartani a 1épést azzal a hatalmas mennyiségi adathalmazzal, amely
nap mint nap keletkezik. Ez a folyamat emberekkel elvégeztetve magas szakértelmet, és
nagyon hosszu id6 befektetést igényel. Ezért mindenképpen érdemes egy olyan rendszert
létrehozni, amely ezt az id6t és koltséget a toredékére csokkenti.



4. A tanito adathalmaz

Tanito minta osztalyainak eloszlasa
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1. abra: Tanito minta eloszlasa

Az indexekhez tartozo nevek a 6.1-es pontban talalhatok

A rendelkezésemre allo adatokat az eurlex.com-rol szereztem be, ahol nyilvanosan
elérhetd minden Eurdpai Unid altal kiadott jogi dokumentum. Itt radkerestem minden
olyan magyar nyelven is elérheté6 dokumentumra, amelynek van fejezetkodja. Ezeknek a
dokumentumoknak lekértem az adatait, azaz a celex! szamot, amellyel be lehet
azonositani a dokumentumokat, illetve a fejezetkddot, ami az osztalycimke. Egy egységes
link alapjan a celex szamot helyettesitve elérhetévé valik maganak a dokumentumnak a
szovege. Legenerdltam minden dokumentumhoz egy linket (https://eur-
lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:), amely felhasznalasaval le
tudtam t6lteni mindet html formatumban. Igy benne maradtak a html tagek, amelyeket ki
kellett vonnom valahogy a dokumentumokbol, ezekre j6 megoldast jelentett a html2text
konyvtar haszndlata. Igy kaptam meg 0Osszesen 32000 dokumentumot sima txt
formatumban. A probléma az adathalmazzal, mint a fenti abran latszik az, hogy nem

L A celex szam a dokumentumok egyedi azonositoja az eurlex.com-on, ami minden nyelven azonos.



kiegyenlitett az adatok eloszlésa, és erre a problémara megoldast kell majd taldlnom, ezt
majd a kdvetkezd pontban részletezem. [14]



5. Dokumentumok eléfeldolgozasanak lépései és lehetoségei

Dokumentumok feldolgozésa soran tobb mindent szem el6tt kell tartanunk.

Az adatok elofeldolgozasa és tisztasaga az egyik legfontosabb befolyasolo tényezo abban,
hogy milyen mindségii halézatot tudunk kialakitani. Nagyban befolyasolni tudjék a
végeredmény kimenetelét. Ezért nagy hangsulyt kell arra fektetni, hogy a lehetd legtdbb,
de ezek mellett mindségében is megfeleld adatot gyiijtsiink dssze.

5.1. Nincs elegend6 adat

Olyan problémak megoldasanal, ahol nem all rendelkezésre megfelel6 mennyiségli adat,
nem célszerli gépi tanuldst alkalmazni. Egy tanitasnal hatalmas mennyiségli adatra van
sziikség ahhoz, hogy jo eredményt érjiink el. Bar igaz, hogy kisebb komplexitasu
feladatok esetében joval kisebb adatmennyiség is elegendd lehet. A komplex feladatok
megoldasanal, amikor sok valtozo egyiittesen befolyasolja a kimenetet (ilyen példaul a
képfelismerés) joval nagyobb mennyiségili adatra van sziikség. [5]

Masik probléma, ami eléfordulhat, hogy van elegendd rendelkezésre allo adat, viszont
azok eloszlasa nem megfeleld, igy a gyakorlatban Iényeges kisebb osztalyok esetlegesen
nem kapnak elég teret, hiszen a tanitomintdban 1ényegesen alacsonyabb volt a szdmuk.

[5]

Az én esetemben az Eurdpai Unids jogban dsszesen tobb mint 1 millio publikus adat 4ll
barki rendelkezésére. Ezek koziil én a magyar nyelvre leforditottakra koncentralok, €s
mivel én feliigyelt tanitast fogok alkalmazni (késébbiekben kitérek erre, hogy miért), csak
azok a dokumentumok johetnek szoba, amelyek rendelkeznek cimkével. Ilyen jellegii
dokumentumbol 6sszesen 32000 magyar nyelvil érhetd el. Ez mennyiségében megfeleld
lehet a tanitashoz, de csak a modell megléte utan lehet levonni pontos kdvetkeztetéseket.

5.2. A képzési adatok nem aranyosan fedik le a problémateret

Ahhoz, hogy a modell altalanosan jol miikddjon, tehat jelen esetben képes legyen minden
osztalyt nagyjabol egyforma mindségben megjosolni, elengedhetetlen, hogy minden
osztalyban kozel azonos mennyiségii adat alljon a rendelkezésiinkre. Ebben az esetben,
ha ez nem teljesiil, a kdvetkez6 probléma léphet fel: A modell hajlamos bizonyos
osztalyokat (amelyekbdl tobb volt a tanitd mintaban), eldnyben részesiteni, ezaltal
kiszorulnak bizonyos osztalyok.

Ezen a teriileten mar meriilhet fel probléma az adathalmazommal, hiszen vannak olyan

osztalyok, amelyek joval gyakrabban fordulnak eld, mint masok. Sajnos jelen esetben
nincs arra lehetdség, hogy ezeket egyszerli plusz adatok begylijtésével potoljam.
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Bizonyos témakorokben tobb jogi dokumentum késziil, mint masokban, ezért talan nem
is lehetne tokéletes mintat begytijteni. Négy megoldas van erre a problémara:
e A kisebbségben 1évé osztalyokhoz tartozd elemekhez ujakat kell
hozzéaadni
Oversampling 2azaz tilmintavételezés a kisebbségi osztalyokbol
Undersampling %azaz alul mintavételezés a tobbségi osztalyokbol
Modosithatjuk a koltségfiiggvényt, hogy a kisebbségben 1évo osztalyok
téves osztalyozasa nagyobb biintetéssel jarjon, mint a tobbségi osztalyoké

[7]
5.2.1. Undersampling

Ebben az esetben ugy probaljuk meg orvosolni a tanitominta osztalyai kozotti
kiilonbségeket, hogy eltavolitunk elemeket azokbol az osztalyokbol, amelyek joval tobb
elemet tartalmaznak. Természetesen ennek megvan az a nagyon nagy hatrdnya, hogy
ezaltal drasztikusan csokkenhet a tanitd mintaink szama. Ezt tehat csak akkor tudjuk
hatékonyan alkalmazni, ha a tobbségi osztalyokbdl torténd elem eltavolitdsok utan is
megfeleld mennyiségii tanitd minta all a rendelkezésiinkre. [6]

5.2.2. Oversampling

Ebben az esetben a kisebbségi osztalyokhoz probalunk meg szintetikus mdédon Gjabb
osztalyokat generalni. Ennek egy lehetséges modszere a SMOTE konyvtar hasznélata,
amely képes a rendelkezésiinkre all6 adatok alapjan 0j szintetikus adatokat 1étrehozni.
Mivel ez a modszer csak numerikus adatokon miikddik a dokumentumainkat at kell
alakitanunk eldtte, és mivel egy dokumentum megfeleld leirdsahoz tobb szaz dimenzids
vektorra van sziikség ez megneheziti az ilyen médon térténd adatgeneralast. [7]

5.23. SMOTE

A SMOTE egy olyan konyvtar, amelynek segitségével szintetikus adatokat tudunk
elallitani. Ugy mikddik, hogy kivélasztjuk azt az adathalmazt, amelyekbdl szeretnénk
még tobb adatot. Ezek kozott az adatok kozott vonalakat huz és ezekre a vonalakra
kertilnek majd az ) mintapontok. Lényegében ezzel az eljarassal korlatlan mennyiségii
adatot tudunk 1étrehozni. Viszont a valodi adatokhoz képest megvan az a hatranya, hogy
nem tudhatjuk milyen atfedések vannak az osztalyok kozott, igy ezek a belegeneralt
adatok atléghatnak és illeszkedhetnek mas osztalyokba is. Emellett nagy eldnye, hogy
nem jar adatvesztéssel ennek a mddszernek a hasznalata, ami kifejezetten pozitiv egy

2 Az oversampling a kevés minta esetén tobb minta szerzése vagy generalasa
% Az undersampling a tl sok minta esetén kevesebb minta felhasznalasa
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olyan helyzetben, amikor az adatok nagy részét el kellene hagynunk, hogy kiegyenlitsiik
az adatkészletiinket. A SMOTE (mint a halézat) is numerikus adatokat tud csak befogadni
ezaltal még fontosabbd valik a dokumentumok minél nagyobb pontossaggal torténd
atalakitasa, hiszen ez nem csak a hal6zatot befolyasolhatja, hanem az 1j szintetikus adatok
minds€gét is.

A felsorolt technikék koziil az undersampling hasznélata nem volna kedvez6 szamomra,
hiszen a rendelkezésemre all6 adatok kozott van olyan osztaly, amely par szaz elemet
tartalmaz, illetve olyan is, ami tobb ezret. Jelen esetben 20000-nél is tobb adatot kellene
emiatt kidobnom, ami talzottan nagy veszteség lenne. Az oversampling 6nmagaban egy
jo megoldast jelentene, hiszen adatveszteség nélkiil sikerililne kiegyensulyozni az
adatkészletet, de problémat jelenthet, hogy elég komplex adatokrdl van sz6 €s emellett
nagy mennyiségrol is. Ezért érdemes lehet mind a két technikéat hasznalni, de ennek a
pontos mértékét csak a tesztelés utan lehet megallapitani, hogy miként reagal ra a modell.

5.3. Adatok minésége

Azok az adatok, amelyek hibakat, kiugré értékeket és egyéb zajt tartalmaznak nagyban
ronthatjak a teljesitményt. Ezért miel6tt atadnank a modelliinknek az adatokat, meg kell
tisztitanunk azokat. Ez a tisztitdsi folyamat nagyban fiigg az adatok fajtajatol. Az én
esetemben szoveges adatokrdl van sz6 igy ezeknek az adatoknak a tisztitasat fogom
részletezni.

A dokumentumokban 1évo felesleges irasjeleket és egyéb jeloléseket el kell tavolitani,
hiszen ezek nem hordoznak magukban lényeges informaciot. A nagybetiiket is érdemes
kisbetiikké alakitani, hogy egyként kezelje ezeket a szavakat, hiszen nekem jelen esetben
nem hordoz plusz jelentést a nagybetiik hasznalata.

A stop szavak eltavolitasaval is segithetjiik a modelliinket. Ezek olyan szavak, amelyek
egy nyelvben nagyon nagy mennyiségben fordulnak eld. Ez annyira nem okoz nagy
problémat egy dokumentum osztalyozas esetében. Viszont ami mar okozhat problémat és
a magyar nyelvben elég erdteljesen jelen van, az a rengeteg kiilonb6zo szoalak.

Torekedni kell arra is, hogy a lehet6 legtobb zajt el tudjuk tavolitani a dokumentumokbol.

Ilyenek az irasjelek, értelmetlen szavak, szamok, egyéb olyan jelolések, amelyek nem egy
osztaly jellemzésére szolgalnak csak példaul bekezdéseket jelolnek.
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6. Dokumentumok atalakitasi technikainak osszehasonlitasa

6.1.  Miért van sziikség a szavak/dokumentumok atalakitasiara

Ha valamilyen témaban szeretnénk keresni, mondjuk az interneten, alap esetben az arra a
témara jellemzd szavakkal probalkoznank, viszont ez nem fedi le az 6sszes lehetdséget,
hiszen csak azokat a bejegyzéseket adnd vissza, amelyek tartalmazzak az adott
kulcsszavakat, nem lehetnek se elirva se pedig mas szoval helyettesitve, mivel ekkor mar
nem talalnank egyezést.

Ezért talaltdk ki a szavak beagyazasat, amely a szavak kozotti Osszefiiggéseket és
hasonlosagokat is figyelembe véve reprezentdlja a szavakat egy-egy valos szdmokat
tartalmaz6 vektorral. Ugyanez igaz a dokumentumokra is, ahol mar nagyobb egységek is
figgenek egymastol, és ezen nagyobb egységek, mint példaul mondatok és bekezdések
kozotti kapcsolat is informacidt hordoz. Tobb lehetséges modszer is van arra, hogy
dokumentumokat abrazoljunk szamvektorokként. A kovetkezokben ezeket a lehetséges
megoldasokat fogom bemutatni. [3]

6.2. Word2Vec

A Word2Vec megismerése azért is fontos, mivel ezen a technikan alapszik a Doc2Vec is,
amely segitségével mar képesek vagyunk nem csak szavak, hanem korlat nélkiili
dokumentumokat is numerikus vektorokkd alakitani.

A Word2Vec algoritmus neurdlis haloézati modellt hasznal a szd asszociaciok
megtanulasara egy nagy szovegkorpuszbol. Vagyis a betanitott modell képes felismerni
a szinonim szavakat vagy tovabbi szavakat javasolni egy részmondathoz. Ez azt jelenti,
hogy egy elére meghatarozott értelmes mondatrészt, egy megfelelden betanitott neuralis
halozat képes értelmesen befejezni.

A szébeagyazis egyik legegyszeriibb modja a One-Hot* vektorok alkalmazasa, amelyek
a rendelkezésiinkre all6 szavak mennyiségét veszik alapul, ez lehet példaul 5000 szo,
ebben az esetben 5000 elembdl allo vektorok keletkeznek, amelyek mindegyike egy adott
sz6t reprezental. Ezzel alapvetden az a probléma, hogy minél nagyobb a szokincs, annal
hosszabbak a vektorok, illetve egy ilyen vektor semmilyen jelentést nem hordoz
Oonmagaban az egymashoz jelentésben kozel allo szavakrol. [26]

4 Olyan vektorok, amelyek csak 0-4s karaktereket alkalmaznak kivéve egy helyen, ahol 1-es karaktert, igy
hordoznak egyedi jelentést.
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6.3. Doc2Vec

A Doc2Vec a ,,.Document to Vector” Gsszevonasabol jon, magyarul ,,dokumentum
vektorrd”, ami magara a mikodésére utal. A Doc2Vec dokumentumokat alakit at
vektorokka.

2013-ban késziilt el a word2vec, amely képes a szavak kontextusanak informacioit
abrazolni szam vektorok segitségivel. Ez a fajta megkdzelités rendkiviil nagy
népszeriiségre tett szert. Ez utan jelent meg a doc2vec, amely egy feliigyelet nélkiili
algoritmus és ezt a modszert boviti ki dokumentumokra, amely azt jelenti, hogy képes
egy egész dokumentum tartalmat abrazolni egy szam vektor segitségével, és abba
reprezentalni a dokumentum tartalmat. Az egyik nagy eldnye a technikdnak, hogy
szobhossz fiiggetleniil képes feldolgozni a dokumentumokat, ezaltal nincs sziikség a
szOhossz kiegyenlitésére semleges karakterek hasznalataval.[4]

A Doc2Vec esetében a skip-gramm és a CBOW algoritmusok keriiltek kiegészitésre
annak érdekében, hogy azokat a dokumentumokra is megfeleléen lehessen alkalmazni.
Itt minden bekezdés vektor egy adott dokumentumhoz van hozzarendelve és emellett a
szovektorok meg vannak osztva a dokumentumok kozott. [25]

A Doc2Vec jol hasznalhat6 jogi szovegek esetében. Még akkor is, ha a jogi szovegek
atlagos hossza meghaladja a tizezer szot. Az altalam talalt tanulmany szerint nagyon nagy
terjedelmi jogi dokumentumok esetében, ahol az atlagos dokumentum hossz tobb tizezer
sz0, ott teljesitmény novekedés érhetd el, ha kisebb részekre bontjuk fel a
dokumentumokat. Ebben a tanulményban a Doc2Vec-et hasznaltdk dokumentum
abrazolasra és magas 98%-os test és validacids pontossagot is sikeriilt elérnilik vele. Ez
azt bizonyitja, hogy az én feladatom esetében is jol alkalmazhaté lehet a Doc2Vec
technologia. Ezzel szemben az én adatkészletemben az atlagos dokumentum koriilbeliil
3000 szobol 4ll, igy nem valdszinii, hogy érdemes felbontani azokat. [13]

6.4. BERT

A Google BERT az utobbi évek egyik legnagyobb attorése a természetes nyelvi
feldolgozast igényld feladatok korében.

., BERT is a method of pre-training language representations. Pre-training refers to how
BERT is first trained on a large source of text, such as Wikipedia. You can then apply the
training results to other Natural Language Processing (NLP) tasks, such as question
answering and sentiment analysis. With BERT and Al Platform Training, you can train a
variety of NLP models in about 30 minutes.” [22]
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Vagyis ez a modszer a transzformer architektaran alapul. Emellett két iranyban is meg
tudja tanulni a szavak kontextusat. Mellette sz6l még, hogy hatalmas mennyiségii
cimkézetlen adatkészletet hasznaltak fel a tanitdsahoz, igy tobb BERT is késziilt.

Id6vel rengeteg, a BERT-hez hasonlé mddszeren alapuld technologiai megoldas jelent
meg. llyen példaul a XLNet, ami inkabb rovidebb szovegekre ad vissza nagyon jo
megoldéasokat.

Ezen technologiak koziil sokban gyakran méretkorlat van az atadhat6 szovegek méretére
vonatkozoan. Ezek miatt sokkal nehezebb veliikk megvalositani egy ilyen probléma
megoldasat. Kifejezetten nagy eldnye ezeknek a technoldgiaknak, hogy hatalmas
adatkészleten edzették ki Oket, és ezaltal nagyon jol megtanultdk a szavak kozotti
kontextusok abrazolasat, viszont ez egyben a hatrdnya is az én esetemben.

Az én dokumentumaimban 1év6 szdkines eléggé specifikus, és emellett magyar nyelvi,
tehat mindenképpen sziikségem lenne egy olyan transzformerre, amely magyar nyelvii
jogi dokumentumok felhasznalasaval lett betanitva. Talan ez a legnagyobb hatrany a nagy
er6forras igény mellett, bar itt 1ényeges megjegyezni, hogy minden technologia, amellyel
szovegeket szeretnénk dokumentumként abrazolni, elég magas er6forrasigénnyel
rendelkezik. Minél pontosabb modellt szeretnénk létrehozni, annal inkabb tobb idére,
vagy tobb eréforrasra lesz sziikségiink. [16][17]

6.5. Szoveg vektorizalé modszer kivalasztasa

A szoveg vektorra alakitdsahoz hasznalandé modszer kivalasztashoz a kovetkezd
szempontokat fogom figyelembe venni: a dokumentumok atlagos hossza, a szoveg €s a
feladat fajtaja. Ez a harom tényezd nagyban tudja befolyésolni, hogy milyen médszert
érdemes alkalmazni.

Vannak olyan megoldasok, amelyek nem tudnak korlatlan hosszsaga szoveget
atalakitani. Ez a probléma meriil fel a BERT esetében. Bar a BERT tartalmaz eldre
betanitott transzformereket, amelyek nagyon nagy pontossagot képesek elérni, de
szamomra ezek csak akkor felelnének meg, ha magyar jogi szovegeken tanitottak volna,
hiszen egy specifikus szokészletrdl van szo.

A dokumentum osztalyozasban kevésbé van sziikség a szavak pontos kontextusanak a
feltérképezésére, szemben egy olyan feladattal, ahol valamilyen szoveget szeretnénk
generdlni vagy valamilyen érzelmeket felismerni benne. Bar volna lehetdség
dokumentumokra is alkalmazni, de ez még nagyobb szamitasi kapacitast igényelne, vagy
még tobb 1ddt, ami a tesztelést neheziti. Az pedig mindenképpen nagy hatrany, hogy
ezaltal nincs lehetéség arra, hogy megfeleldé mennyiségli tesztet futtassunk le,
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amennyiben nem 4all rendelkezésiinkre korlatlan erdforrds. Ezek alapjan a problémak
alapjan inkabb egy masik technoldgia hasznalatat tartom célravezetébbnek. [17]

A Doc2Vec nagy elénye szamomra, hogy egyszeriien tudok benne modellt késziteni €s
ezaltal egy személyre szabott megvalositast készithetek beléle, amely jogi adatokkal van
feltanitva és ezaltal sokkal hatékonyabban fog miikkddni egy ilyen specifikus szokincsi
teriileten is. Masik nagy eldnye, hogy jol hasznalhaté hosszii dokumentumok
feldolgozasa esetén is, mivel ezt a technikat kifejezetten dokumentum beagyazasok
elkészitésére talaltak ki.

A Doc2Vec tanitasanal kell valamilyen médszer arra, hogy kiillonboz6 paraméterekkel
rendelkezd modelleket tudjak Osszehasonlitani, és ezek alapjan kivalaszthassam a
modszer, amelyben a tanité adathalmaz minden egyes dokumentumara egy 10 vektorral
kovetkeztetiink és dsszehasonlitjuk 6ket a korabban tanitott korpusszal. Ezesetben gy
tesziink, mintha még sose latta volna a modell ezeket az elemeket.

Ezaltal ezek a dokumentumok mar nagyon jol illeszkednek a modelliinkre, ezért a legjobb
esetben azt kellene tapasztalnunk, hogy amikor lekérdezziik a dokumentumhoz
leghasonlébb dokumentumokat, akkor Onmagat kapja vissza a legelsé helyen.
Amennyiben minél tobbszor tapasztaljuk azt, hogy az atadott dokumentumhoz a modell
ugyan azt a dokumentumot tartja a leghasonlobbnak, annal jobb a modell pontossaga.
Tehat 1ényegében azt nézziik, hogy ugyanazt a dokumentumot kapjuk-e vissza.

Emellett tesztelhetjik még olyan dokumentumokkal is, amelyeket még nem latott a
modell, és ezeket szemmel tudjuk majd Osszehasonlitani, hogy mekkora egyezést
tapasztalunk. Ezt 1ényegében igy érdemes csindlni, hogy kiiratjuk a leghasonlobb, a
kozepesen hasonld és a legtavolabb 4ll6 dokumentumot a még nem latott
dokumentumhoz képest. Ezeket logikusan jelentés alapjan megvizsgaljuk és ha megfeleld
Osszehasonlitasban kaptuk vissza a dokumentumokat, akkor ez alapjan le tudjuk vonni a
kovetkeztetéseket.

Ebben szamomra még az is nagyon pozitiv, hogy el tudom menteni ezeket az adatokat,

foleg az automatikus Osszehasonlitds esetében, és ezeket a késObbiekben fel tudom
hasznalni a hal6zat optimalizalasa érdekében. [15]
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7. Csoportositas osztalyai

7.1.  Cimkék:

'Altalanos, pénziigyi és intézményi ligyek': 1,
"Vamunio ¢€s az aruk szabad mozgasa'": 2,
'Mezbgazdasag': 3,
'Halaszat': 4,
'A munkavallalok szabad mozgasa €s szocialpolitika': 5,
'Letelepedési jog és a szolgaltatasnyujtas szabadsaga': 6,
'Kozlekedéspolitika': 7,
‘Versenypolitika': 8,
'AdoOzas': 9,
'Gazdasag- és monetaris politika és a toke szabad mozgésa': 10,
'Kiilkapcsolatok': 11,
‘Energia’: 12,
'Iparpolitika és bels6 piac': 13,
'Regionalis politika és a strukturalis eszk6zok 0sszehangolasa': 14,
'Kornyezet, fogyasztok ¢és egészségvédelem': 15,
"Tudomany, tajékoztatas, oktatas és kulttra': 16,
'A vallalkozéasokra vonatkoz6 jogszabalyok': 17,
'K6z0s kiil- és biztonsagpolitika': 18,
'A szabadsagon, a biztonsagon és a jog érvényesiilésén alapul6 térség': 19,
'"Polgérok Eurdpaja': 20,

7.2.  Fejezetkéd

A fejezetkdd egy hierarchikus osztalyozasi forma: ez azt jelenti, hogy van alap 20 osztaly
¢és ezeken beliil még tobb szinttel lejjebb is lehet haladni. Masik lényeges tulajdonséga,
hogy egy dokumentumot nem csak egy osztalyba lehet besorolni, hiszen nem feltétlen
irhat6 le csak egy osztallyal a tartalma. Ezért maximum 3 kiilonb6zd osztalyba lehet
besorolni, persze lehetséges, hogy csak 1 osztalyba tartozik bele. [11]

17



8. Rendszerterv és tanitas

8.1.  Tanitas folyamata

Az els6 lehetséges mod a feliigyelt dokumentum osztalyozas, ami azt jelenti, hogy
valamilyen kiils6 mechanizmus (jelen esetben emberek) mar elvégezték egy nagyobb
adathalmazon a cimkézést, osztalyokba rendezést, és ezek alapjan az informaciok alapjan
probaljuk meg tanitani a haldzatunkat. [8]

A masodik lehetdség a feliigyelet nélkiili dokumentum osztalyozéas. Ebben az esetben
nincs semmilyen elére meghatarozott rend, ami szerint mar tudnank, hogy az adott
dokumentumok milyen osztalyba is lehetnek. Ebben az esetben azt tudjuk csinalni, hogy
a modellre bizzuk, hogy ha talal a dokumentum kozo6tt valamilyen fajta hasonldsagot
akkor azokat egybe fogja gytjteni. [8]

Az ¢én esetemben mindenképp a felligyelt tanitds a megfeleld valasztds, mivel
rendelkezésemre all elég nagy mennyiségii cimkézett adat. [lletve maga a szabalyrendszer
is adott. Magéval a felligyelet nélkiili tanitdssal az a probléma meriilhetne fel, hogy
példaul sok dokumentumban szerepelhet az alairé felek neve, esetleg orszagok nevei és
ezek az informécidk kiilon osztalyt képezhetnek, ha tigy nézziik, hogy melyik orszagra
vonatkozik egy dokumentum. A probléma ezzel az lenne, hogy szdmunkra lényeges
informéciot nem szerziink meg igy.

A tanitas folyamata két nagyobb részre bonthatd, el6szor egy Doc2Vec modellt kell
elkésziteni és felparaméterezni, ezutan ennek a modellnek a segitségével tudjuk
betaplalni a masik modelliinkbe az adatokat. Ezért belathatd, hogy mind a két modell
nagy pontossaga nagyban hozza fog jarulni ahhoz, hogy ténylegesen milyen joslatot fog
visszaadni végiil a rendszer.

8.2. Keretrendszer kivalasztasa

8.2.1. TensorFlow

,, TensorFlow is an end-to-end open source platform for machine learning. It has a
comprehensive, flexible ecosystem of tools, libraries and community resources that lets
researchers push the state-of-the-art in ML and developers easily build and deploy ML
powered applications.” [19]

Vagyis a TensorFlow egy nyilt forraskodu, barki szamara ingyenesen elérhetd mély
tanulasi konyvtar. A Google fejlesztette ki €s tartja fenn. Képes akar egyszerre tobb CPU-
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n és GPU-n is futni, és akar mobil operaciés rendszereken is futtathatd. Altalaban az
iparban hasznaljak, illetve nagyobb, komplexebb projekteknél, mivel jobban feladatra
szabhatoak a rétegei mint a Keras-nak hiszen az pont erre épiil. A szintaxisat nehezebb
megtanulni, a Keras-al szemben bonyolultabb, és igy a hasznalata és elsajatitasa is tobb
1d6t vesz igénybe, de mégis nagyon nagy népszeriiségnek oOrvend. Nagyon jol
dokumentalt. Az ipar egyik nagy része tamogatja. Nagyon j6 vizualizacids konyvtarakkal
rendelkezik, tehat ezek segitségével nyomon tudjuk kovetni a tanitads folyamatat. Ilyen
eszkoz hozza a TensorBoard. [9]

8.2.2. Keras

., Keras is a deep learning API written in Python, running on top of the machine learning
platform TensorFlow. It was developed with a focus on enabling fast experimentation.
Being able to go from idea to result as fast as possible is key to doing good research.”

[20]

Vagyis a Keras egy pythonban irt, a Tensorflow-hoz hasonloan nyilt forraskodu és barki
szamara elérheté konyvtar. Szintén a Google-nél fejlesztették ki és a TensorFlow tetején
fut. Ugy tervezték meg, hogy konnyen hasznalhaté legyen, a felhasznaléra 6sszpontosit.

,, The core data structures of Keras are layers and models.” [20]

Konnyen ¢és gyorsan el lehet késziteni benne egy modellt, ezaltal, ha gyorsan szeretnénk
egy prototipust késziteni, és tesztelni, akkor ez a legjobb valasztas. Ezekbdl adodik, hogy
nagyon gyors kisérletezést tesz lehetévé. Mindezek mellett nagyon jol dokumentalt is. [9]

A Keras altal biztositott technologidk, amelyeket fel lehet hasznalni a modell
felépitéséhez:

e Dense: A siirlin 6sszekotott réteg a legegyszerlibb neurdlis hald réteg. Maga a
réteg igy néz ki, hogy egy adott neuron bemenetére bekotjiik az el6z6 réteg dsszes
neuronjat. Egy ilyen rétegekbdl all6 neurélis hald tanitdsa a tobbi bonyolultabb
réteghez képest kevesebb 1d6t igényel. A haldzat utolso rétege alapvetden siiriin
Osszekotott réteg és itt alakul ki a végsd kimenet. Itt az utolso réteg neuronjainak
szama megegyezik az osztalyzasban résztvevo osztalyok szamaval. [28]

e Dropout: Egyszeriien fogalmazva ez egy olyan réteg, amely egy adott ponton
bizonyos valdszinliséggel kihagy egy adott neuront a tanitds adott szakaszaban.
Tehat abban a pillanatban az adott neuron értéke nem fog valtozni, nem vesz részt
a képzésben. Ez azért fontos a szdmunkra, hogy a modellel elkeriiljiik a
tulillesztést. Ami azt jelenti, hogy a modell a tanitasi adatokat, bar nagyon magas
szézalékban felismeri €és helyesen osztalyozza, viszont ezzel szemben egy még
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nem latott mintara mar sokkal kisebb hatékonysaggal miikodik. Bar a Dropout
réteg miatt tobb iteraciora lehet sziikség a kiképzés soran, viszont ezzel szemben
fel is gyorsitja az iteraciok futas idejét. [27]

Aktivacios fliggvények szerepe €s a konyvtar altal nyujtott lehetéségek: alapvetden azért
van sziikség az aktivacios fliggvényekre, mivel a bonyolultabb problémak esetében
segitik a halozatot, hogy jobban megtanulhassa a bonyolultabb mintazatokat. A
legfontosabb tulajdonsadga egy aktivacios fliggvénynek az, hogy nemlinearitast ad a
halézathoz.

e Relu: A modern neuralis halozatokban foként Relu aktivacios fliggvényt
hasznalnak. Ez alapértelmezetten a 0-nal kisebb vagy egyenlé szamokra 0 értéket
ad vissza, egyéb esetben marad az eredeti értéket.

e Sigmoid: A Sigmoid egy olyan fliggvény, amely -1 vagy +1 kozotti értékké
alakitja a bemenetét az alabbi képlet segitségével:

1
1—e7*

S(x) =

8.2.3. PyTorch

,,An open source machine learning framework that accelerates the path from research
prototyping to production deployment.” [21]

Vagyis a PyTorch szintén egy nyilt forraskodu gépi tanulasi konyvtar. A facebook Al-t
kutat6 laboratoriuma fejlesztette ki. Rendelkezik Python és C++ feliilettel is. Sokan
hasznaljak természetes nyelvi feldolgozasra és szamitogépes latassal kapcsolatos
feladatokra. A PyTorch legfoképpen abban kiilonbozik a tobbi mély tanulasi
keretrendszertdl, hogy dinamikus szamitdsi grafikonokat hasznal. Ez lényegében azt
jelenti, hogy még a statikus szamitasi grafikonokat a futasi id6 el6tt definialjuk, addig a
dinamikusakat futasidé kozben szamitjuk.

A PyTorch ezek mellett konnyen és gyorsan megtanulhatdo koszonhetéen az egyszerti
szintaxisanak. [12]

8.2.4. Valasztott keretrendszer
A feladatra a korabban felsorolt konyvtarak koziil 1ényegében barmelyik megfelelne. En
a Keras keretrendszert valasztottam ki, mivel ez a TensorFlow tetején fut ezért

lényegében Tensorflow-t hasznalok, viszont magasabb szinten.

Ez leegyszerisiti a modell elkészitését €s gyorsabb tesztelést tesz lehetove.
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Ehhez kapcsolodik, hogy Python nyelven fogom elkésziteni a szoftveremet, mivel ez az
a nyelv, amelyet az egyik legszélesebb korben alkalmaznak gépi tanulas témakdrében,
illetve ezen a nyelven hasznalhat6 az 6sszes altalam kivalasztott konyvtar és segédeszkoz,
amelyek segitségével elkészithetem a projektem.

8.3. TensorBoard (modell monitorozasahoz)

A TensorBoard egy olyan nyilt forraskdéda szoftver, amely segitségével vizualizalni
tudjuk a modelliinket, hibakeresésre van benne lehetdség, és segit az optimalizalasban.
Segitségével nyomon tudunk kovetni olyan fontos mutatokat, mint a pontossag és a
veszteség, a modell grafikdjanak megjelenitése.

Lehet6ség van benne nyomon kovetni az idé muldsaval a sulyokban bekovetkezo
valtozasokat is. Nagyon jol egyiitt tud miikddni a Tensorflow-al, hiszen ahhoz késztették,
illetve ezaltal a Keras-al is. [18]

8.4. Rendszerterv

A feladat tényleges megvalositdsa két nagyobb részre bonthatd. Az elsé rész a
dokumentumok 4talakitdsara szolgalé modell felépitése és paramétereinek beallitdsa. A
masodik egység maganak az osztalyozd modellnek a felépitése. A kész szoftver mar
képes lesz valamilyen, az adott osztalyokba besorolhatd nyers jogi dokumentumokat
feldolgozni, és ezeket a feldolgozott, megtisztitott dokumentumokat atalakitani szam
vektorokka, majd ezeket a vektorokat adja tovabb a modellnek, amely a mar tanult mintak
alapjan megprobalja eldonteni melyik osztalyba sorolhatok.

A dokumentumokat tartalmazé adatbazist ketté valasztom. Az egyik része, azaz a
rendelkezésemre allo tanitdé adatok 80%-at hasznalom fel tanitasi adatnak, a maradék
20%-ot pedig validacios adatnak fogom felhasznalni.

Ezen kiviil szilkségem van még egy teszt halmazra is, amellyel a mar betanitott haldzat
mitkodését fogom tesztelni. Ezeknek olyan adatoknak kell lenniiik, amelyeket még nem
latott eddig a halozat, ezért ezeket az adatokat eldre el fogom kiiloniteni.

A tanitasi adathalmazzal elkezdem elsé korben a Doc2Vec betanitasat, amely alapvetd
feltétele annak, hogy hasznalhat6 bemenetet tudjak atadni az osztalyozémnak.

Ezutan az elkészitett Doc2Vec modellt tudjuk felhasznalni, hogy ténylegesen atalakitsuk
a bemenetiinket. Ez egy iddigényes folyamat, mivel, ha minél pontosabban szeretnénk
abrazolni a dokumentumainkat, annal tobb iteraciodt kell hasznalnunk, ami ennyi adatnal
mar jelentdés id6t vesz igénybe. Azért jelentene problémat a tal kevés iteracid
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alkalmazésa, mivel igy joval nagyobb eséllyel kaphatunk egymastdl akar teljesen eltérd
dokumentum abrazolasokat is.

Tehat a rendszert az alabbi képen jelzett folyamatabra alapjan fogom megvalositani.

Nvers adat

Adat elofeldolgozasa

Doc2Vec model

Os=ztilyozd model

Y

Eredmény
megjelenitéze

2. abra: Rendszerterv

A rendszert két kiilonb6zo irdnybol kell megvizsgalni. Egyik esetben a még be nem
tanitott rendszert, masikban pedig amikor mar a lehetd legjobb eredményt adja vissza. A
nagyobb részt a rendszer elkészitésében a betanitas folyamata és a paraméterek megfeleld
beallitasa veszi igénybe.

Mindkét esetben sziikséges az adatok feldolgozdsa. Lényegében sima txt f3jlbol
beolvasott adatokkal fog dolgozni a rendszer. Miutdn elvégzi a felesleges részek
eltavolitasat a bemeneti adatbol, azt atkiildi a Doc2Vec modellen és kimenetként egy
valamilyen eldre beallitott hosszisagu szamvektor ad vissza, amelyet atad az osztalyozé
modellnek. Ez a modell egy becslést készit arra, hogy az adott dokumentumot hany
szézalékosan sorolja be valamelyik osztalyba.
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Ezek koziil az osztalyok koziil a 3 legnagyobb szazalékkal rendelkez6t kiemeljiik és ezek
lesznek azok, amelyeket a modell a leginkabb hozzaillonek gondolt.

Mivel a rendszert rengetegszer kell majd letesztelni, nem csak azért, hogy miikodéképes
vagy sem. Ez a kisebb része. Nagyobb részben a paraméterek jo beadllitasat kell
megtalalni. Ez azt jelenti, hogy tobbszor is be kell tanitani ugyanazzal az adattal
egymastol eltéré paraméterekkel rendelkezé modelleket.

Egy ilyen modell elkésztése, példdul a Doc2Vec esetében az adatok felének
felhasznalasaval koriilbeliil 6-7 6rat vesz igénybe. Mivel nagyon magas az idigénye egy
ilyen tesztnek, érdemes lehet erre valamilyen automatizmust épiteni bele, ami helyettiink
elvégzi a teszteket. Itt arra gondolok, hogy minden egyes paraméterhez kiilonb6zo
tomboket vesziink fel, és ezekbe a legnagyobb potenciallal rendelkezd értékeket rakjuk.
Ezeket az értékeket kiilonféle képen Gsszeparositjuk és kieddziik vele a modellt.

Fontos, hogy nem érdemes az egész adatkészletet felhasznalni ezekre a tesztekre,
legalabbis az elsé par korben, amikor a legrosszabbakat szeretnénk kiszorni, hiszen ez
rengeteg id6t venne igénybe. Ezért csak a mar kifejezetten nagy potenciallal rendelkez6
paraméter listakat érdemes kiprobélni ténylegesen nagy adatkészleten. En ugy képzelem
el ezt a folyamatot, ahogy mar korabban a Doc2Vec esetében leirtam, hogy vannak
kiilonboz6 modszerek arra, hogy miként tudjuk kiértékelni az elkésziilt modell
teljesitményét. Ezeket a kiértékelt adatokat egy kiilon fajlban, valamilyen struktiraban
eltaroljuk. Itt érdemes csv fajlt alkalmazni a kdnnyebb feldolgozhatosag érdekében.

Tehat miutan lefutott minden kezdeti teszt, az 6sszegylijtott adatok alapjan a paraméterek
koziil kivélasztjuk a legjobbakat ¢és egy kovetkezd korben ezeket mar nagyobb
adatkészlettel teszteljiik le ujra.

Ezéltal nagy valdszinliséggel kozel a legjobban felparaméterezett modellt tudom majd
elérni.

Az osztalyozd modell esetében kicsit masképp zajlik majd a tesztelés, mivel itt mar
kevésbé a paraméterektdl fog fliggeni a halozat, itt mar egy teljesen altalam feléptett
halozatrol van sz6.

Nagyban befolyasolja a teljesitményt, hogy milyen és mennyi réteget fogok majd

felhasznalni. A bemeneti réteg lényegében majd attol fiigg, hogy milyen nagysagt
vektorok esetében adja vissza a Doc2Vec a legjobb dokumentum bedgyazast.
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A halozat tanitdsa kdzben folyamatosan adatokat gytijtok arrdl, hogyan véltozik a
pontossag és a veszteség fliggvény értéke. Ezt a matplotlib konyvtar segitségével tudom
majd kirajzolni diagrammokra.

Emellett a TensorBoard lesz még nagy segitségemre, amivel a tanitasok kdzben kinyert
adatokat, mint a paraméterck, haldzat, futasidé és a teljesitmény, elmentem egy fajlba,
hogy a késébbiekben 6ssze tudjam hasonlitani a modelleket.

Mindkét esetében nagyon lényeges kérdés az idd, hiszen nem all rendelkezésiinkre
végtelen 1d0, és sajnos egy til nagy haldzat tanitasa akar napokat is igénybe vehet. Ezért
amellett, hogy a lehet6 legnagyobb pontossagl haldzatot szeretném elérni, a tanitasi id6t
is figyelembe kell vennem majd.

8.5. Kiértékelési technikak

Egy betanitott neuralis halézat esetében az utols6é 1épés az, hogy meg kell tudnunk
allapitani, milyen pontossaggal tud miikodni az adott halézat. Toébb mddon is meg kell
vizsgélni egy modellt annak érdekében, hogy minden tekintetben kielégitd valaszt
kapjunk arra mennyire pontos a modelliink.

A kovetkezd részben az erre alkalmas technikékat fogom leirni, és a késObbiekben a
modell tesztelésénél fel is fogom Oket haszndlni.

8.5.1. Modell pontossag fiiggvény

A modell pontossagat alapesetben egyszeriien meghatarozhatjuk azzal, hogy megnézziik
egy még nem latott felcimkézett minta halmazra, milyen pontossaggal adja vissza az adott
cimkéket. Ebben az esetben csak annyit fogunk latni, hogy a modell az osztalyok
Osszességeben hanyszor tévedett, de egyéb informacioé nem fog a rendelkezésiinkre allni,
tehat az is megtorténhet, hogy csak 1 osztaly esetében lesz kimagasldan magas tévedés,
ezért onmagaban ez az egy szdm nem irja le egy modell valodi hasznéalhatosagat.

A Tensorboard nevii rendszer el fog késziteni szamomra egy grafikont, amely leirja, hogy
a tanitasi és a validacioés halmazon milyen eredményeket tudott felmutatni a modell az

adott tanitasi iteraciokban. Emellé sziikség lesz még egy fliggetlen adathalmazon végzett
tesztre is, amely a mar kész modellen mutatja majd meg a pontossagat.

8.5.2. Logaritmikus veszteség fiiggvény
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Ez a fiiggvény a hamis besorolasok biintetésével miikkodik. Nagyon jol hasznalhato tobb
osztalyos besorolas esetén, mivel ebben az esetben minden osztalyhoz egy valdsziniiséget
rendeliink.

A fliggvény a [0, oo] tartomanyban van értelmezve, €zen a tartomanyon beliil akkor ér el
altalaban nagyobb pontossagot a modell, ha ez az érték minél kozelebb van a 0-hoz, ezért
ennek az értéknek a minimalizalasara kell torekedni. [24]

8.5.3. Confusion matrix

Valamilyen osztalyozasi modell kiértékelésére szolgalo technika, amely megmutatja,
hogy a modell mely osztalyok tekintetében kovet el inkabb hibakat, ¢s amennyiben egy
hibat elkdvet, akkor az a hiba milyen irdnyba vagy osztaly felé torténik.

Erre azért van sziikség, mivel gyakran egy eredmény bar nagyon jonak tiinhet, de meg
kell vizsgalni azt is, hogy a tévedések miként és milyen iranyban torténtek, hogy
pontosabb kovetkeztetéseket tudjunk levonni. Itt nem mindegy, hogy egy par szazalé¢kos
tévedés példaul orvosi értelemben véve pozitivbol negativ irdnyba vagy éppen forditva
torténik.

Ez az én esetemben azért is fontos, mivel nem tudok teljesen kiegyenstlyozott tanitasi
halmazt beszerezni, ezért igy nagyobb ratekintést fogok kapni az osztalyok eloszlaséra.

[23]

Ez az én esetemben egy 20%20-as matrix lesz, amelynek idedlis esetben az atlojaban
elhelyezkedd mezdbe beirt szdmok Osszege megegyezne a teszt halmaz elemeinek
szamaval, vagyis ebben az esetben lenne a modell 100%-os teljesitményii.

A kovetkezo6t lesz érdemes vizsgalni, hogy ha téved a modell akkor mely osztaly iranyaba
téved foként. Esetiinkben van ra lehetdség, hogy 2 osztaly kozott nagy a hasonlosag,
ezaltal az elemek egymashoz kozel helyezkednek el, vagyis hasonlé vektorok irjak le
Oket, igy a tévedés mértéke Kisebb, mint két egymastol nagy mértékben kiilonbozo osztaly
esetében.

8.5.4. F1 pontszam

Az F1 pontszdm a mintan mért besorolasok alapjan kapott pontossag €s a visszahivas
kozotti harmonikus atlag.

Ebben az esetben a pontossagot a kovetkezoképpen tudjuk leirni: A megfelel6 osztalyba
besorolt elemek szama osztva az dsszes olyan minta szdmaval, amelyeket az osztalyozo
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az adott osztalyba probalt beosztani akar helyesen vagy akar helytelentiil. A visszahivas
pedig: a megfeleld osztalyba besorolt elemek szama osztva minden olyan elem szamaval,
amelyet a modell tokéletes miikddése esetén az adott osztalyba kellett volna besorolnia.

Az F1 pontszamot 0-t6l 1-ig terjedé skalan lehet abrazolni, és 100-zal felszorozva
szazalékos értéket kaphatunk, amely minél kozelebb van a 100%-hoz annal jobb a
modelliink. [24]
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9. Implementalas

Ebben a fejezetben magarol a megvaldsitasrol, a véglegesen felhasznalt technologiakrol
¢és a kozben felmertilt akadalyokrol, valamint azok megoldéasardl fogok irni.

9.1. Adatok beszerzése, feldolgozasa és elemzése

Els6 korben irtam egy email-t az EUR-LEX Helpdesk-nek, hogy miként lehetne
beszerezni ezeket a dokumentumokat, vagy esetleg el tudnak-e kiildeni nekem valamilyen
formaban. Ebben igy nem tudtak segiteni, viszont kaptam par linket, amelyek
segitségével végiil megtalaltam a megoldast a probléméamra és sikeriilt a kovetkezo
modon beszereznem a forras adatokat.

Ahhoz, hogy a projekt megvalosithatd legyen, sziikségem volt a dokumentumokra,
amelyek az eur-lex.europa.cu oldalon elérhetdek. Ezen a weboldalon volt arra lehet6ség,
hogy 100 MB adatmennyiségig kérjek le informéciot a dokumentumokrol maximalisan.
Ezért éves bontasban kikértem az dsszes olyan magyar nyelvii dokumentumot, amely mar
tartalmazta a fejezetkddot, mint cimkéket. Ezeket igénylés utan csv formatumban kaptam
meg Email-ben, viszont itt csak a dokumentum cime, celex kodja és a cimke volt lathato.
Ezutén talaltam egy link sémat, amelyet ezekbdl az adatokbol ki tudtam generalni egy
ujabb csv fajlba, igy minden dokumentumhoz létrejott egy link.

22017A1222(01) ) 11 Kiilkapcsolatok https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:22017A1222(01)
22016A1203(02) 11 Kiilkapcsolatok https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/ ?uri=CELEX:22016A1203(02)
520121P0478 11 Kiilkapcsolatok https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:520121P0478
520121P0469 17 A véllalkozdsokra vonatkoz jogszabélyok https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:520121P0469
520121P0492 5 A munkavéllalék szabad mozgésa és szocialpolitika https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:520121P0492
520121P0505 11 Kiilkapcsolatok https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:520121P0505
520121P0482 15 Kérnyezet, fogyasztok és egészségvédelem https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:520121P0482
52012BP0485 1 Altalénos, pénziigyi és intézményi iigyek https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:52012BP0485
520121P0488 5 Amunkavéllalék szabad mozgésa és szocialpolitika https://eur-lex.europa.eu/legal-content/HU/TXT/HTML/?uri=CELEX:520121P0488

3. abra: Dokumentum linkek eltarolasa

Ezeken a linkeken elérhetdvé valtak a dokumentumok, és innen tudtam letdlteni Oket.
Erre készitettem egy leto1té metddust, amely végigment az dsszes linken és letoltotte az
oldal tartalmat, viszont ezek a let6ltott fajlok html kodot is tartalmaztak ezért ezeket Ki
kellett vonni beldliik. A f4jlokbol még ki kellett vonni azokat a szavakat, amelyek nagyon
kis szamban fordulnak eld, ezek nem tudjak érdemben befolydsolni a beosztast jelen
esetben, mivel a kevés el6fordulas miatt nem lehet megfeleléen megtanulni az adott szora
vonatkoz6 Osszefliggéseket. Hasonld a probléma a toltel€k, illetve azokkal a szavakkal,
amelyek minden dokumentumban nagy mennyiségben fordulnak eld, igy téma specifikus
jelentést nem hordoznak magukban. A késGbbiekben ezek alapjan a sziirt dokumentumok
alapjan lesz betanitva mind a két modell, azaz csak akkor lehet egy dokumentumot atadni
a modellnek, ha az atesik ugyan ezen a sziirésen, kiilonben nem tudja az elvart
mindségben feldolgozni.
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Ezutan minden dokumentumbol elkésziilt egy txt fajl, amelyet kimentettem egy
konyvtarba, és késdbbiekben ezeket mar fel tudtam haszndlni.

Ezek mellett sziikség volt még egy olyan fijlra, amely tartalmazza az osztalyokat a
dokumentumokhoz kapcsolva. Ezeket ugy oldottam meg, hogy generaltam egy csv fajlt,
amely tartalmazza a celex kodot és mellé az osztalynak az azonositd szamat.

Ez lathato a kovetkezd 4bran:

SSic Bl Classname

22017A1222(01) . 11 Kiilkapcsolatok

22016A1203(02) 11 Killkapcsolatok

520121P0478 11 Kiilkapcsolatok

520121P0469 17 Avallalkozasokra vonatkozo jogszabalyok
520121P0492 5 A munkavallalok szabad mozgasa és szocialpolitika
520121P0505 11 Kiilkapcsolatok

520121P0482 15 Kornyezet, fogyasztok és egészségvédelem
52012BP0485 1 Altalanos, pénziigyi és intézményi igyek
520121P0488 5 A munkavallalok szabad mozgasa és szocialpolitika

4. abra: Dokumentum osztalyok eltarolasa

Ezek utan a dokumentumokbol eltavolitasra keriiltek a stop szavak, mivel ezek olyan
szavak, amelyek a magyar nyelvben nagyon magas szamban fordulnak el6, igy érdemi
informaciot nem hordoznak a cimkék viszonylatdban, viszont nagyban megndveli
jelenlétiik a dokumentumok hosszat, ezaltal a képzési 1dot is.

nltk.corpus stopwords

deleteStopWords(word_tokens):
stop_words = stopwords

[w w word_tokens w.lower() stop_words]

5. abra: Stop szavak torlése

A képen 1év6 metddus kisziiri az sszes olyan szot, amely az adott nyelvben, jelen esetben
a magyar nyelvben, gyakran fordulnak eld, igy nem hordoznak magukban egy osztalyra
specifikus informacidkat. A metdodusnal 1ényeges 1épés a szavak kisbetlissé alakitasa,
hiszen ellenkezd esetben a mondatok kezdd szavait kiilonb6zd szavaknak érzékelné a
nagy kezddbetii miatt, és nem keriilnének eltavolitasra.

word_tokens: Egy adott dokumentumnak a szavai, paraméterként

return: A stop szavak nélkiili dokumentum visszaaddsa
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Ez a metodus minden esetben lefut, akkor is, ha egy dokumentummal szeretnénk tesztelni
amodell miikddését, abbdl a dokumentumbol is ki kell vonni minden olyan szot és zavard
tényez6t, amelyet az edzés folyamataban nem hasznaltunk fel.

9.2. Dokumentumok atalakitiasanak technologidja (Doc2Vec)

A dokumentumok szam vektorokkd valo atalakitdsira a Doc2Vec technolédgia
segitségével keriilt sor. Ezen beliil is nem egy mar eldre kiedzett modellt kerestem, hanem
a rendelkezésemre all6 adatokat hasznaltam fel a modell kiképzéséhez, igy a sajat
specialis szokincsemet tudtam megtanitani a modellel.

Az els6 koros tesztekben még kevésbé sziirtem meg a dokumentumokat, igy a tanitas
futésideje tobb napot vett volna igénybe, ezért arra a kovetkeztetésre jutottam, hogy
kivonom a dokumentumokbol a legtdbbet hasznalt szavakat igy a tanitasi id6 fél napra
csokkent.

A kovetkez6 1épés a paraméterek megvalasztasa volt ennek az eldontésében az internet,
illetve a sajat magam altal végzett tesztelés segitett.

A modell bedllitadsainal 6t szdban hataroztam meg azt, hogy mennyi legyen az a
legkevesebb eléfordulds, amelyben a modell figyelembe vegye az adott sz6t. Ez azért
lényeges, mivel igy sok értelmetlen szot ki tud szlirni, amelyek a dokumentumok
beszerzése kdzben esett hibak koveteztében keriiltek bele.

Azért tartom megfelelonek ezt a szamot mivel igy nem esik nagyon vissza a korpusz, €s
emellett nem lesz sok olyan sz6, amelyet a modell még sosem latott, ami majd a késébbi
Uj dokumentumok esetén lesz 1ényeges. Persze ez nem véd minket az j dokumentumok
esetében, hogy a kihagyott szavak koziil végiil késébb mégis bekeriiljenek az osztalyozas
folyamatéba.

A modell vektor méretét 300-ban hatdroztam meg, az internetes keresések alapjan ezt a
méretet ajanlottak a legtobb helyen.

9.3. Az osztalyozé modell felépitése és tanitasa (Keras)

Kezdésként meg kell teremteni a megfeleld feltételeket, hogy az adatokkal dolgozni
tudjon a modell, ez harom 6 részbdl all.

A dokumentumokat ugyan olyan modon kell feldolgozni, mint ahogy a doc2vec modell

betanitottuk és ehhez kapcsolodik a masodik 1épés is, hogy elkészitjiik a numerikus
vektorokat. Ezt viszonylag innentdl egyszeriien meg tudjuk tenni, csak atadjuk a doc2vec
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modellnek és az visszaadja szamunkra a mar elére meghatarozott hosszusagl, a mi
esetlinkben 300 szambol allo vektort.

A masik Iényeges 1épése a modell tanitasanak elkezdéséhez, az osztalyok meghatarozasa.
Itt a modell nem tud mit kezdeni a szdveggel leirt osztalyokat, igy ezeket
szamszerlsiteniink kell, viszont ez sem megfelelé a modell szdmara. Itt kell alkalmazni a
One-Hot kodolasu vektorokat.

Jelen esetben ezek 20 hosszusagli szamvektorok lesznek, melyek a kovetkezdképpen
fognak kinézni:

Label_encoder = LabelEncoder()

Label_encoder.fit(train_labe

train_y = np_utils.to_categorical(Label_encoder.transform(train_labels))
6. abra: Osztaly cimkék One-Hot vektorokka alakitasa

A kovetkezd képen pedig az adott osztalyok cimkéjéhez tartozod szamok, és az azokbol
kialakitott One-Hot vektorok lathatdak:

7. abra: Osztalyok cimkéje One-Hot vektorra alakitva

A kovetkez6 1ényeges 1épés maga a modell elkészitése. Itt a felhasznalt rétegek, azok
méretei, az aktivacios fliggvények és még szamos egyéb bedllitas tudja befolyasolni mind
a modell képzési idejét, mind pedig annak hatékonysagat.

Az aktivacios fliggvény szempontjabol megkdzelitve a problémat két alap esetet néztem
meg. Az egyik a sigmoid, a masik pedig a relu, illetve annak kiilonb6z6 valtozatai.

A sigmoid fliiggvény esetében sokkal szebben, nagyobb ugralasok nélkiil nétt a pontossag,
viszont minden esetben elmaradt azoktdl az esetektdl, amelyekben a relu aktivacios
fliggvényt hasznaltam. Igy tapasztalati ton arra a kovetkeztetésre jutottam, hogy az én
problémam esetében a legjobb valasztés a relu aktivacios fiiggvény.
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Itt a kiilonb6z6 fajtai kozott mar latvanyosan nagy eltérést nem tapasztaltam. Fontos része
a modellnek az utolsé rétegben alkalmazott softmax aktivéacios fliggvény, mivel ennek
segitségével alakul ki a modell végleges kimenete.

A Dense (stril) rétegek hasznalatat részesitettem elényben, egyik szamomra nagyon
fontos érv, ami mellette szolt, hogy minimalis id6t vett igénybe ilyen rétegekkel a modell
tanitasa, illetve a tapasztalataim alapjan igy sikeriilt a lehetd legjobb eredményeket
elérnem.

A modellemben fontos szerepe van még a Dropout rétegeknek, amelyek segitségével
ndvelni tudtam a modell hatékonysagat, emellett a tulillesztés ellen is bizonyos mértékii
védelmet nyujt.

Itt a legjobb értéknek a 40, 30 majd a tovabbi rétegekben 20%-kos esélyt talaltam arra,
hogy mennyi legyen a valosziniisége annak, hogy kihagy egy neuront.

buildModel():

model = Sequential()

model.add(Dense(
L.add(Dropout(
L.add(Dense(
.add(Dropout(
.add(Dense(
L.add(Dropout(
L.add(Dense(
.add(Dropout(

L.add(Dense(

L.add(Dropout(

L .add(Dense(

model

8. abra: Osztalyoz6 modell

9.4.  Modell tanitas gyorsitasa
Mindkét esetben problémat okozott a lasst tanitéds, €s mivel én nem rendelkezek korlatlan
eroforrassal, ezért sziikség volt arra, hogy valahogy egyszeriibben €s gyorsabban tudjam

a modelleket kiképezni és tesztelni is kozben.

Az osztalyozo modell esetében elsd korben minden egyes dokumentumot at kell alakitani
szam vektorrd, amely 36 000 dokumentum esetében mar nagyon jelentds id6t vesz
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igénybe. Ez fiigg a Doc2Vec modell méretétdl és az iteraciok szdmatdl amig probalja
beallitani a megfelel6é szamokat a Doc2Vec. Ezzel szemben az egyszerisitett Doc2Vec
modellem esetén is 5-6 orat vett igénybe, amely minden osztadlyoz6 modell kiképzés eldtt
meg kell térténnie.

Ennek a kikeriilésére talaltam ki azt a megoldast, hogy egyszer generdlom le és el tdrolom

a 300 szambol 4ll6 vektorokat egy fajlban, és minden modell tanités eldtt ezt olvasom be,
ez pedig alig par masodpercet vesz igénybe.

model accuracy
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9. dbra: Pontossag diagram
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10. abra: Veszteség diagram
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9.6.

Fontosabb segéd metédusok

getRootFolderPath(): Visszaadja a projekt mappajanak a konyvtarat, ez a
kiilonb6z6 elemek elérése miatt sziikséges.

getClassCsv(): Beolvassa az osztalyokat tartalmazo csv fajl-t.
getTestClassCsv(): Beolvassa a teszt adatokhoz tartozd osztalyokat tartalmazo
csv fajlt.

loadDoc2VecModel(): Betolti a mar kiedzett Doc2Vec modellt.
loadLegalPredictModel(): Betdlti a mar kiedzett osztalyozd modellt.
getAllTrainDataPath(): Visszaadja az Gssze tanitdé minta elérési utjat.
readAllTrainingData(): Beolvassa az 0sszes tanit6 dokumentumot.
readDataByCount(count): Egy megadott szamu tanité dokumentumot olvas be,
erre a kisebb szamu tesztadattal torténd tesztek esetén volt sziikség.
writeVectorisedDocumentsToTXT (vectorList, classldxList, isTrain):
Elmenti a mar Doc2Vec modell altal vektorra alakitott dokumentumokat leir6
vektorokat egy txt fajlba.

loadVectorisedDocuments(isTrain): Betdlti a mar korabban létrehozott
dokumentum vektorokat.

getDocVectorsCSVPath():

getClassIndexCSVPath(): Ez a két metddus elérési utat ad vissza.
IsTestDocVectorFilesExists():

IsDocVectorFilesExists(): Megvizsgalja, hogy Ilétezik-e a dokumentum
vektorokat tartalmazoé fajl, és amennyiben nem akkor kell csak ujra 4talakitani a
dokumentumokat.

laodStopWordsIfNeed(): Amennyiben sziikséges letolti a Magyar nyelvben
legtobbet hasznalt szavakat.

deleteStopWords(word_tokens): Az atadott szavakat tartalmazo listabol kitorli
azokat a szavakat, amelyek benne vannak a magyar nyelvben legtobbet hasznalt
szavak kozott

documentNumberInClasses(): Visszaadja, hogy egy adott osztalyon beliil hany
darab tanitd mintaval rendelkeziink
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9.7. Kliens alkalmazas

A modellhez készitettem egy kliens alkalmazast, amely alapvetden a teszteléshez
szilkséges alap funkciokat tartalmazza. Ugy, mint dokumentum kivalasztasa,
Dokumentum kiértékelése, és kisebb statisztikai elemek megmutatasa a visszakapott
adatok alapjan, illetve még eldallitja a confusion matrixot is, amelyrdl a kovetkezo
fejezetben fogok bovebben irni.

B | Dokumentum osztalyzé - ] ®

Mutasd csak a 3 legbiztosa
iny osztaly legyen megjelenitv

20 ¢

ordiagrammon abrazola

Confusion Matrix

Eredeti osztaly (amennyiben van):

Fajl kivélasztisa ~ Kivalasztott fajl neve: Predikcio

11. abra: Kliens alkalmazas

Funkciok:

o Fajl kivalasztasa: Jogi dokumentum kivalasztasa txt formatumban.

e Predikcio: A gomb egy dokumentum kivalasztasa utan valik aktivva, ekkor a
gombra kattintva a modell kiértékeli a dokumentumot.

e Confusion Matrix: A kigyijtott tesztadatok alapjan elkészit egy Confusion
Matrixot

e ListBox: Itt jelenik meg szazalékos aranyban, csokkend sorrendben rendezve
mind a 20 osztaly és a hozzajuk rendelt valosziniiség, hogy melyik osztalyba
tartozhat a dokumentum.

e Kordiagramm: Itt is az eredményt lehet megjeleniteni, csak itt 6sszevonhatok az
osztalyok egy korcikkbe.
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10. Eredmények értékelése

10.1. Modell miikodése

72.08% - Kulkapcsolatok 8
5.29% - Adozas

3.99% - Mezbgazdasag

3.0% - Altalanos, pénziigyi és in...
2.54% - Vamunio és az aruk sza...
1.88% - Halaszat

1.74% - A szabadsagon, a bizto...
1.67% - Regionalis politika és a ...
1.48% - Gazdasag- és monetari...
1.37% - Kornyezet, fogyasztok é...

1 os A Al alliamtcaliim vvmem =t

[ ] Mutasd csak a 3 legbiztosa

Eredeti osztaly (amennyiben van): Kiilkapcsolatok

Fajl kivalasztasa = Kivalasztott fajl neve: 22014D0869.txt

12. abra: Tesztelési feliilet

A fenti képen egy egyszerti feliilet 1athatd, amelyet a modell tesztelésére hoztam létre. Itt
egyszeriien kivalasztunk egy txt f3jlt, amely lehetdleg ténylegesen egy valddi Eurdpai
Unids jogi dokumentum, hiszen csak ebben az esetben lesz az eredmény relevans.
Amennyiben egy megfelelds dokumentumot véalasztunk ki €s annak van cimkéje, akkor
azt kijelzi. Ez jelen esetben a ’Kiilkapcsolatok’.

A képen lathaté még egy lista, amelyben, zdlddel van kiemelve az az osztaly, amely
ténylegesen a cimke szerint is az, és idedlis esetben ez szerepel a legnagyobb

valoszinliséggel.

Jelen esetben 72,08% eséllyel sorolta a Kiilkapcsolatok kozé az atadott dokumentumot.
fgy van egy viszonylag kicsi bizonytalansdg a modell részérdl, de ez nem feltétlen jelent
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problémat amiatt, hogy a dokumentum tartalmazhat olyan elemeket, amely mas
témakorok részét képezik, ezért nem feltétlen mindig egyértelmiien besorolhatdé minden
dokumentum minden osztidlyba. Féleg, ha figyelembe vessziik, hogy a masodik
legesélyesebbnek tiind kategdria mar csak 5,29%-ot kapott.

10.2. Confusion matrix

A confusion matrix kigeneralasanal 1411 darab, a modell altal eddig még sosem latott
dokumentumot hasznaltam fel. Ezek a dokumentumok hasonlé eloszlasban tartalmazzak
az egyes osztalyokat, mint a tanit6 adathalmaz.

A matrix egyes cellai annak megfelelden szamitodnak, hogy egy-egy dokumentum
melyik kategoridba tartozik valdjaban (y tengely), €s hova sorolta a program (x tengely).
Idedlis esetben a foatloba lathatunk nagy értékeket, ami azt jelenti, hogy a predikcid jo
volt.

A matrixon jol lathatd, hogy osztalyonként eltéré a modell teljesitménye, ez azt jelenti,
hogy vannak olyan esetek amikor jéval nagyobb pontossaggal tudja az adott osztaly

dokumentumait besorolni a tobbihez képest, amit a tanité minta egyenl6tlensége okoz.

Ezt a problémat egy ilyen szakteriileten, ahol nem filigg t6liink a rendelkezésiinkre alld
minta 0sszetétele, elég nehéz kijavitani ugy, hogy egyéb problémak ne 1épjenek fel.
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13. abra: Confusion Matrix

A matrix atlojaban lathatd, hogy héany esetben sikeriilt a modellnek megfeleléen
felcimkéznie az eddig még sosem latott dokumentumokat. A sorokban a tévesen az adott
osztalyba sorolt dokumentumok lathatoak, ezaltal meg lehet azt allapitani, hogy a modell
esetleg tomegesen sorolt-e egy adott cimkével rendelkez6 dokumentumot tévesen egy
masik osztalyba. A matrixon megfigyelhetd, hogy elég gyakori a modell azon tévedése,
hogy tévesen sorol dokumentumokat a 'Versenypolitika'-'8' osztalyaba. Legnagyobb
mértékben az Altalanos, pénziigyi és intézményi iigyek'-'1' cimke helyére keriil tévesen
az elobb emlitett cimke. Ez két dolgot is jelenhet, egyik az, hogy a két témakorben
jellemzden hasonl6 szavakat hasznalnak. A masik eset pedig, hogy valdjaban mind a két
cimke realis lehet a dokumentum tartalmét megvizsgalva.

10.3. Osztalyonkénti eredmények

Az alabbi képen a modell pontossaganak kiértékelése lathatod, a kordbban mar emlitett
adathalmazon.

38



precision recall fl-score support

14. abra: Részletes kiértékelés

Ezen a képen jol lehet 1atni pontosan milyen osztalybdl hany darab allt a rendelkezésemre,
¢s az adott osztalyokbol kiilon-kiilon milyen valdszintiséggel sikeriilt a modellnek helyes
cimkét visszaadnia.

Az osztalyok eloszlasa is lathatd, hogy nem egyenletes, viszont a tanitd mintdban is
hasonlo volt a dokumentumok eloszlasa, 1évén, hogy ilyen aranyban keletkeznek ezek a

dokumentumok.

A képrdl leolvashato, hogy bizonyos esetekben a modell magasan foliilmulta az atlagos
teljesitményt, ehhez képest mas esetekben rosszabb teljesitményt nyu;jtott.
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A legkiemelkeddbb eset a 'K6zos kiil- és biztonsagpolitika', amelynél 162 egymastol
kiilonb6z6 dokumentumrol 92%-kos valdszinliséggel allapitotta meg helyesen, hogy az
elébb emlitett osztalyba tartoznak.

A modell teljesitménye ezen az adatkészleten 64% (mivel 20 csoportunk van, ezért egy
nem mitkddo rendszer esetében ez a pontossag csak 1/20=5% lenne a véletlen talalatok
miatt).

Ez abban az értelemben kissé félrevezetd, hogy vannak olyan osztalyok, amelyekbdl alig
par darab all rendelkezésre az adatkészletben. Ezen osztalyok tekintetében nem lehet azt
kijelenteni, hogy a modell teljesitménye ezekre az osztalyokra is hasonl6 eredményt érne
el. Ezért érdemes megnézniink a sulyozott atlagot is, amely kiemeli a modell azon
teljesitményét, amely a tobbségben 1évé osztalyok esetében mutatkozott meg, mivel itt
nagyobb sulyt fektet a modell az 4tlag kiszdmitdsanal a tobbségben 1€év6 osztalyokra. A
sulyozott atlag elérte az 67%-os teljesitményt. Ezaltal az is megfigyelhetd, hogy nagyobb
biztossdggal ad vissza helyes eredményt a modell azon osztalyok esetében, melyek
nagyon mennyiségben fordultak eld a képzési halmazban.

Ha azt vizsgaljuk meg a kapott eredmények alapjan, hogy nem csak azt vessziik helyes
megoldasnak, ha eltalalta pontosan a dokumentum tartalmat, hanem figyelembe vessziik
azt is, hogy egy dokumentum akar tobb osztalyba is besorolhaté akkor jobb eredményt
kapunk. Itt jelen esetben a top 3 legnagyobb valdszinliséget kapd eredmény allapjan
vizsgaltam meg amely 1411 adat alapjan 1130 taldlatot eredményezett. Ezek alapjan a
modell pontossaga eléri a 80%-kot.
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11. Osszefoglalas

A projektem célja egy olyan rendszer 1étrehozéasa volt, amely képes a lehetd legkisebb
emberi erd befektetéssel és emellett a legnagyobb pontosaggal szinte elhanyagolhato
idomennyiség alatt eldonteni egy Eurdpai Unids jogi dokumentumrol, hogy melyik
osztalyba lehet besorolni azt fejezetkod szerint.

Megvizsgaltam tobb olyan technikat, amely szdba johetett egy ilyen neuralis halozaton
alapulo osztalyozo rendszer kialakitdsanal. Ezeket 6sszehasonlitottam és kivalasztottam
a feladat szempontjabol legidedlisabb konyvtarakat, technikakat.

Elkészitettem tobb metodust, melyek segitségével be tudtam szerezni a témahoz tartozo
tanitd dokumentumokat €s hozzajuk tudtam kotni a megfelel6 osztalyokat.

Kivalasztottam a rendelkezésemre all6 olyan dokumentum attranszformalé technikat,
amely megfeleld6 hatékonysaggal ¢és az ¢én rendelkezésemre 4llo adatkészlet
szempontjabol is megfeleléen képes volt attranszformalni a dokumentumaimat
numerikus vektorokka.

Ezek utén célul tliztem ki magamnak, hogy minél jobb pontossagot és teljesitményt érjek
el a modellel, ezeknek a kiértékelését pedig tobb kiilonbozdé neurdlis halozatoknal
hasznalt technikaval is elvégeztem. Ehhez készitettem még egy egyszerii kliens
alkalmazast, amely a modell tesztelésére ¢és valddi miikodésének kiprobalasara,
bemutatdsara szolgal.

A modell legnagyobb pontossaga elérte a 64%-0t a 20 osztaly esetében. Bizonyos
osztalyoknal, amelyek esetében sikeriilt a modell pontosabban réilleszteni, az osztalyokra
jellemz6 tulajdonsagokra ott ez a szam kozel a duplajat is el tudta érni. Ha mi
véletlenszerlien szeretnénk eldonteni, vagyis megtippeljiik melyik osztalyba sorolnank be
egy adott dokumentumot, arra a matematikai valosziniliség szerint 5% az esélyiink, hogy
helyesen eltalaljuk az adott osztalyt, vagyis a modelliink nyilvanvaldan jobban teljesit.

Ebbdl arra kovetkeztetek, hogy a modell és maga a projekt mitkodéképes és lehetséges
egy meély tanuld algoritmust ugy betanitani, hogy az adott dokumentumokra jellemzd
mintakat felismerje. Ugyanakkor egyéb felmeriild nehézségek nagy mértékben tudtak
befolydsolni a pontossagot negativ iranyba. llyen az adatok egyenl6tlensége ¢és a
mindsége, amiken elég nehéz érdemben valtoztatni, de mint jovébeli cél mindenképpen
lehetséges.

A modell betoltési ideje minimalis, koriilbeliil 10 masodperces iddt vesz igénybe, ami

persze csak akkor szamit, amikor szeretnénk elinditani az applikaciot. igy a rendszer a
gyakorlatban is jol alkalmazhato. Amennyiben mar fut az applikacio, onnantdl egy
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dokumentumrol anélkiil, hogy mi csak egy pillanatra is belenéznénk, a rendszer a sajat
joslatat szinte teljesen elhanyagolhato, 1 masodpercen beliil tudja visszaadni. Gondoljunk
bele, hogy mennyi ez a 10, avagy 1 masodperc ahhoz képest, ami ahhoz sziikséges, hogy
egy megfeleld végzettségii szakember tiizetesen végig olvassa az adott dokumentumot,
értelmezze annak tartalmat és dontést hozzon arrdl, hogy 6 melyik osztalyba sorolnd azt.
Mind emellett azt is feltételezve, hogy az alanyunk ért a jogi szovegekhez, tehat igy a

legkisebb valoszinliséggel hibazik.

A hétkdznapi munkdban az igy elkésziilt modell sokféleképpen hasznalhato:

Egy beérkezé dokumentumrdl el tudja donteni, hogy az melyik kategoriaba
tartozik. A dontése mellett egy bizonytalansagi tényezOt is meghataroz, igy a
felhasznalo ez alapjan eldontheti, hogy sziikséges-e ezt manualisan feliilvizsgalni.
Nagy korpusz esetén képes tartalmi jellemzdk alapjan keresni. Tehat nem csak a
konkrét kulcsszavak megaddséaval, hanem a fent leirt jellemzdk alapjan is tudunk
dokumentumokat kinyerni.

Képes egy megadott dokumentumhoz hasonlé dokumentumok kikeresésére egy
nagyméretli adatbazisbol. Ezzel nagyon nagy mennyiségli emberi munkat tud
helyettesiteni.

Béar a tényleges vizsgalatokat az Eurdpai Unio jogi dokumentumai kozott
végeztik el, maga a modell természetesen betanithatd egy adott orszag, vagy akar
egy adott cég dokumentumaira is. Az osztalyozasi csoportok is tetszdlegesen
megvalaszthatok. De maga a modell ennél tagabban is értelmezhet6, pl. meglévo
birdi dontések/indoklasok, hatarozatok stb. teriiletén is betanithato és hasznalhato.

Munkamban kiemelném még azt, hogy az altalam készitett rendszer magyar nyelvi
szovegeken miikodik. Bar vannak hasonld megvaldsitasok mas (tipikusan angol) nyelvii
szovegekkel, azok kdzvetleniil nem hasznalhatok a mi dokumentumainkra.

Osszességében kijelenthetd, hogy a specifikacioba foglaltakat sikeriilt megvaldsitanom,
és a projektem mitkdddképesnek bizonyult.
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12. Tovabbfejlesztési lehetdségek

Egy neuralis halozat esetében mindenképp az egyik legfontosabb dolog, hogy az milyen
pontossagot képes elérni, ezért a nagyobb pontossag elérése mindenképp egy fontos
tovabbfejlesztési lehetdség. Itt foként a mikéntje a kérdéses és ennek lehet tobb
megkdzelitése is.

Minden ilyen projekt alapja az adat, és egy olyan projektben, ahol neuralis haldzatot
hasznalnak sose lehet elég adat, ezért mindenképp az adatok mennyiségének novelésével
lehetne javitani a modell pontossagan, ezaltal felhasznalhatdésagan. Itt érdemes lehet
valahogy megprobalni beleépiteni a nem felcimkézett adatokat is, akar egy jobb Doc2Vec
modell elérése érdekében, igy jobban ratanitva az altalunk hasznalt nyelvezetre. Persze
bizonyos mennyiség f616tt mar joval nagyobb eréforrasra van sziikségiink.

Masik nagy fejlodési lehetdség, ha az adatokat jobb mindségben probaljuk meg
beszerezni, vagy valamilyen bonyolultabb szovegfeldolgozast alkalmazunk ra, hogy
minél tobb folosleges szoveget tavolitsunk el beldle, viszont ehhez mar sziikséges
specialis tudas is, amely segitségével megitélhetd, hogy mely részek nem befolyasoljak a
dokumentumok osztélyait, hiszen hasznos informéciét kivonni a dokumentumokbol nem
valna eldnyiinkre.

A harmadik 1ényeges rész, ahol javitani lehetne, az a modell rétegeinek kialakitasa. Ebben
az esetben egy esetleges bonyolultabb modell lehet, hogy jobb eredményekkel
szolgalhatna, viszont ehhez nagy szadmu tesztelésre lenne sziikség, amelyhez szintén
jelentds mennyiségli eréforras sziikséges.

fgy akar fejlesztési lehetdségként jelenik meg a felhd technolégia hasznalata, ez azt
jelenti, hogy a megirt algoritmusokat nem a sajat gépemen futtatnam le, hanem egy sokkal
nagyobb erdforrassal rendelkezd, specidlisan ilyen algoritmusok futtatdsara készitett
tavoli szerveren.

A fejlodés egy masik aga lehet a konkrét gyakorlati felhasznalatra valo elérhetdség
megvaldsitasa. Ez példaul megoldhato lenne akar egy felhds alkalmazas formajaban, ahol
egy API-n keresztiil barki kiildhetne be dokumentumokat, valamilyen webes feliileten
keresztiil és a rendszer ezt a dokumentumot feldolgozés utan atadna a modellnek és a
végsd eredménnyel térne vissza.
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