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1. Bevezetés

Az utdbbi években a Bidirectional Encoder Representations from Transformers,
azaz BERT modell kiemelked6 eredményeket ért el kiilonféle természetes
nyelvfeldolgozasi feladatokban, mint példaul a kérdésmegvalaszolas vagy
osztalyozds. Mindez részben a transfer learning metodikdnak kdszonhetd. A
transfer learning 1ényege, hogy egy ismert feladaton (mint példaul gépi latas esetén,
az ImageNet) eldtanitanak egy neuralis haldzat alapt modellt, majd egy 4 feladaton
finomitjak ¢és alkalmazzak azt. Mostanra ezen modszer alkalmazésa azonban a gépi

latas mellett a természetes nyelvfeldolgozas teriiletén is elterjedt.

Jelen TDK keretei kozott célom megvizsgalni 2 kiilonbozé nyelvre (angol és
magyar) el6tanitott BERT modell hatékonysagat, egy 1j, 2 osztalyos, osztalyozasi
feladaton, majd ennek eredményeit dsszehasonlitani és kiértékelni. Ebbol a célbol
egy uj adathalmazt hozok Iétre, melyhez a Steam nevi online videdjaték aruhazbol
gyljtok értékeléseket. Ezen a portdlon a felhasznaldk szoveges értékelést irhatnak
egy jaték megvasarlasa utan, és ehhez egy ,,Ajanlott” vagy ,,Nem ajanlott” cimkét
kotnek. Ezt az adathalmazt kiilonb6zo eldfeldolgozasokkal vizsgalom meg, és
kiértékelem, hogy ezek milyen hatassal vannak a modellek eredményére, tigy, hogy

hiperparaméter hangolassal kivalasztom a legjobb beallitasokat.

A munka felépitése a kovetkezd: eldszor az Elméleti hattér fejezetben
bemutatom a természetes nyelvfeldolgozas témakorét és a szobeagyazast
altalanossagban, majd a BERT elméleti mitkddeését és a hozza kapcsolhato
megeléz6 modelleket, valamint az eddigi gyakorlati alkalmazasait. A Kutatasi
modszertan bemutatasa fejezetnél részletesebben irok az adathalmazrél, a
kisérletekhez hasznalt BERT modellekrdl €s magarol a kisérletek elvégzésének
modszerérél. Az Eredmények és az Osszefoglalas részben pedig bemutatom és

Osszefoglalom a kisérletek eredményeit és kovetkeztetéseit.



2. Elméleti hattér

2.1.Természetes nyelvfeldolgozas

A természetes szoveg feldolgozasa mas folyamatot igényel, mint példaul a
programozasi nyelvek értelmezése. Jelents kiilonbség, hogy a természetes
nyelveknek rugalmas szerkezete ¢és felépitése van, melyhez tudnia kell

alkalmazkodni az azokat feldolgozé algoritmusoknak.

A természetes nyelvfeldolgozason (Natural Language Processing, NLP) alapuld
rendszerekben altaldban nem karakter szintli szovegkezelés zajlik, hanem a
szavakat veszik a legelemibb egységeknek. Ez azt eredményezi, hogy nem kell
foglalkoznunk a szavak karakterek szerinti felépitésével, hiszen ezek nem mindig
hordoznak jelentésbeli informéciot (pl. kutya — eb, azonos jelentésii, mégis mas

hangalaku szavak).
Az NLP-ben alapvetden 2-fajta megkdzelitési modszer hasznalatos.

e A szamolas alapi metédusok megszamoljak, hanyszor szerepel egy-
egy sz6 a szomszédos szavakkal egyiitt egy nagy szoveggyiijteményben,

majd ezeket a statisztikakat egy kis, siirli vektorba agyazzak be.

e A prediktiv metédusok viszont a szavakat kozvetleniil probaljak
megjosolni a szomszédos szavakbol. Ezt megtanult, bedgyazott vektorok
alapjan teszik, melyek a modell paraméterei lesznek. gy az ilyen
metodusoknak a célja ezeknek a paramétereknek a beéllitasa gy, hogy

a modell a megfeleld szavakat josolja meg.

A fenti mddszerek vizsgalata széleskorli kutatasok targyat képezi. Baroni és
tarsai [1] megallapitottak, hogy a prediktiv metddusok jobban teljesitenek a

szamolas alaptiaknal.

Ahhoz, hogy a szavakat beagyazott vektorokkal reprezentaljuk, szobedgyazast
(word embedding) [2] kell hasznalnunk. E mddszer 1ényege, hogy a szavakat egy n
dimenziés vektortérbe dgyazzuk be gy, hogy a hasonlo jelentésti szavak kozel
kertiljenek egymashoz. Annak eldontését pedig, hogy mely szavak hasonlo

jelentéstiek, a disztribucios hipotézisre bizzuk. Ez a hipotézis arrdl szol, hogy



szavak, melyek azonos kontextusban szerepelnek, jelentésbeli azonossagot
hordoznak. Példaul, ha a kdvetkez6 kontextust vessziik: ,,Gondolkodok X vagyok.”,
akkor a mondat értelmessé tételéhez hasznalhatjuk az X helyén a ,tehdt” és a
»szoval” szavakat is. Ahogy lathatjuk, a két szot felcserélhetjiik a kontextusban és

igy is értelmes mondatot kapunk, mivel mind a két sz6 k6t6szo.

Mivel az elkészilt szobedgyazasok (vektorok) jellemzéen magas
dimenzionalitastiak, akar 500 dimenzidsak is lehetnek, igy ahhoz, hogy
megjelenithetoek legyenek a szavaink, valamilyen dimenziécsokkenté modszert
(pl. fékomponens analizis, tobbdimenzids skalazas) kell hasznalnunk. Az 1. abra
egy ilyen levetités utani reprezentaciot mutat be a disztribacids hipotézisre. Az
abran lathatjuk példaul, hogy a ,,data” és ,,information” szavak kozel keriiltek

egymashoz, de a szamok is egy hely koré csoportosultak.
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1. abra Szobeagyazasok levetitése kétdimenzios térre [3].



A mobdszer masik érdekes tulajdonsaga, hogy miutdn a szdébeagyazas
segitségével megkaptuk a bedgyazott vektorokat, alkalmazhatunk rajuk
miveleteket is, és ezaltal az ember szdmadra is intuitiv megoldasokat kaphatunk.

Tekintstik példaul a kdvetkezd miiveletet:
kiraly — férfi + no Q)

Ez egy olyan vektort eredményezhet, mely a vektortérben kozel all a , kiralyné” sz6

beagyazott vektorahoz.

A 16 kérdés tehat az, hogy mennyire jo szobeagyazasokat tudunk késziteni, ettdl
fog fiiggeni, hogy mennyire jol teljesitiink olyan feladatokban, ahol ezeket a
beagyazasokat hasznaljuk fel (ilyen Ilehet példaul mondatok osztalyozasa,

mondatok hasonldsdganak meghatdrozésa, kérdés megvalaszolas stb.).

A szbbeagyazas témakorében, egy nagy attérést elérd modszer volt kordbban a
word2vec [4], mely a prediktiv metodusok csoportjaba tartozik. A word2vec
kétfajta modszert alkalmaz, melyek a folytonos szozsak modell (Continuous Bag-
of-Words, CBOW) és a skip-gram modell. A két modell abban kiilonbozik
egymastol, hogy a CBOW modell a cél szavakat (pl. alma) probalja megjosolni, a
kontextus szavakbol (pl. ,,leesett a fardl egy ), a skip-gram modell pedig ezt
forditva teszi, tehat a c€l szobol probalja megjésolni annak kontextusat. Ennek a

két feladatnak az elvégzésére mindkét modell egy 2-rétegli neuralis halot hasznal.

Az ehhez hasonld6 modszerekkel (pl.: GloVe [5], Fasttext [6]) késziilt
szobeagyazasok komplexitasat az adja, hogy nem csak szavak megkiilonboztetése
a feladatuk, hanem az is, hogy szavak sorozatdnak a jelentését megértsék, hiszen
csak igy érthetik meg az adott nyelvet. Ezért nagy mennyiségli adathalmazra van

sziikség ahhoz, hogy ezekkel a modellekkel jo eredményeket érjiink el.

Az eldbb emlitett statikus modszerek tovabbfejlesztései a dinamikus modellek,
melyek fo jellemzdje, hogy haszndlat eldtt egy altalanosabb halmazon vannak
betanitva. Ezek a modellek hatalmas adathalmazokon végeznek el feladatokat (pl.
Stanford Question Answering Dataset [7]), igy magasabb szintli értelmezést
tanulnak meg, majd ezeket a betanitott modelleket késobb Ujrahasznaljak egy

feladat-specifikus adathalmazon. Ezt a modszert transfer learning-nek nevezziik,



mivel az altalanos tudast, amit a nagy adathalmazon megtanult a modell, atvissziik

a specifikus feladatra.

Az egyik legjobban teljesitd ilyen dinamikus modell a Google altal készitett,
nyilt forraskdda BERT [8], viszont megértéséhez elészor érdemes a figyelmi

modelleket és a Transformert is részletesen attekinteni.
2.2. Figyelem alapu modellek

A figyelmi mechanizmusok nem neuralis modellek, sokkal inkabb
,bovitmények” a mar meglévé modellekhez. Ahogy a neviik is mutatja, az emberi

figyelem ihlette 6ket, tehat azt a képességet adjak a neuralis modelleknek, hogy a

rrrrrrrr

A figyelem mechanizmus Bahdanau és tarsai altal sziiletett meg 2015-ben [9],
hogy megoldja a seq2seq modellek kritikus problémajat, vagyis azt, hogy
képtelenek hosszu mondatokat megjegyezni. A seq2seq megkozelitést Sutskever és
tarsai publikaltak 2014-ben [10], s az ezen elven alapulo modellek elsésorban
forditasra hasznalhatok. A seq2seq modellek azonban sajnos gyakran elfelejtik a
mondat els6 részét, mire végeznek a teljes bemenet feldolgozasaval. A modell neve
onnan szarmazik, hogy szekvencia bemenetbdl szekvencia kimenetet generdl.
Altalaban egy enkoder-dekoder architektirabol 4ll, ahol az enkoder rész feladata,
hogy a bemenetbdl egy fix hosszisdgi “gondolat” (vagy kontextus) vektort
generaljon, mely lehetdleg elég jol 6sszegzi a bemenet jelentését. A dekoder pedig
ezt a kontextus vektort hasznalja fel, hogy az 4talakitott kimenetet létrehozza,
forditas esetén a masik nyelven. Mind az enkdder, mind a dekoder rész rekurrens
neuralis halobol (RNN) allnak altaldban, igy a kontextus vektor az utols6 enkoder

RNN rejtett allapota lesz.

A forditasi feladatokhoz haszndlt seq2seq modell annyiban valtozik egy
figyelem mechanizmus alkalmazasaval, hogy az enkoder utolso rejtett dllapotanak
felhasznalasa helyett, az Osszes rejtett allapotot felhasznaljuk a kontextus vektor
létrehozasdhoz. Ezek az allapotok egy-egy stlyt kapnak, ennek segitségével fogja
tudni a modell megadni az egyes bemenetek fontossagat. A stlyoknak az értéke

pedig egy olyan egyszerli elérecsatolt neuralis halo segitségével adhatdo meg, mely



egy rejtett réteget tartalmaz. A modell tanuldsa utdn ezeket a sulyértékeket
vizualizalhatjuk, ami egy betekintést nyujt szdmunkra arra vonatkozdan, hogy az

egyes 1épésekben éppen mire figyel a modell (2. abra).
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2. 4bra Egy angolrél-németre fordité modell sulyértékei tanulds utén (a fehér a magas érték) [6]
vagy kemény (hard) figyelmi mechanizmusokrol beszélhetiink. A 1agy és a kemény
figyelem kozotti kiilonbség az, hogy mig a lagy figyelemben minden rejtett
allapotot felhasznalunk a kontextus vektor elkészitéséhez csak mas mértékben,
addig a kemény valtozatnal csak az egyik rejtett allapotot valasztjuk ki, a tobbit
pedig eldobjuk. A kemény figyelem hatranya, hogy nehezebben differencialhato,

viszont kevesebb szamitést igényel.
2.3. Transformer

A Transformer egy Google altal fejlesztett modell [11], az el6bb leirt seq2seq
figyelmi modell tovabbfejlesztése. Két f6 erénye, hogy jobb eredményeket ér el
forditasi feladatokban ¢és jobban parhuzamosithatd, kevesebb tanitasi 1d6t

igényelve.

Hasonldan a seq2seghez, itt is enkdderbdl és dekoderbdl all az architektura,
viszont itt mar az enkoder komponens 6 db egymasra helyezett enkoderbdl all, a

dekoder pedig ugyanennyi dekoderbdl.

Az enkoderek sem egyszeri RNN-ek mar, hanem egy odn-figyelmi (Self-

Attention) és egy eldrecsatolt neuralis halo (Feed Forward Neural Network, FFNN)



részbdl allnak. Az on-figyelmi rész segit eldonteni, hogy egy adott sz6 esetén,
melyik masik szavakkal szeretnénk foglalkozni a bemeneti szekvenciabol. Ennek a
kimenetét kapja meg az FFNN, viszont az On-figyelmi résszel ellentétben a

bemenetek itt mar fiiggetlenek egymastol.

Az FFNN koncepcidja egyértelmii, viszont az oOn-figyelmi komponens
magyarazatot igényel. A bemenete egy egész szekvencia (az els6 komponensnél ez
maga a mondat), és a feladata, hogy a szekvencia minden eleméhez hozzacsatolja

crer

nagyobb sulyu elemekre (szavakra) fog nagyobb figyelmet forditani a modell.

A gyakorlatban ehhez a feladathoz 3 matrix sziikséges, melyeket a modellel
egylitt tanitunk. Egy-egy vektort (sz6t) ezekkel szorzunk be, igy 3 ujabb vektort
kapunk. Mindegyiknek specidlis feladata van, igy kiilon elnevezésiik is van: Query,
Key és Value. A figyelmi réteg szamolasa a kovetkez6: legyen X egy matrix,
melynek sorai az adott bemenet elemei. Legyen W@, WX, WY az emlitett 3
sulymatrix. Ekkor, XWQ = Q, XWX =K, XWV =V a Query, Key és Value
értékeket tartalmazo matrixok lesznek, d;, pedig legyen ezen oszlopainak a szama.

Ezekkel kiszamithato a figyelmi komponens kimenete:

Attention(Q,K,V) = softmax (Q—\/Z_D % @)

Ezt az eredeti cikkben [11] kibovitették ,,tobbfeji” -figyelemre (multiheaded
attention) is, mely nem csak 3 sulymatrixot hasznal, hanem N-szer ennyit, ahol N
a ,,fejek’” szama, és minden bemenetre, ennyiszer szamolunk kimenetet kiilon-kiilon
minden harmasra. Az eredmény N db kimenet, amit emiatt Osszegezni kell. Ezt a
kimenetek Osszeflizésével, majd egy Gjabb WO sulymatrixal valo beszorzassal
tehetjiik meg. Az alkotok cikkiikben [11] 8 db parhuzamos figyelmi réteget (fejet)

hasznaltak.

Mivel a modell nem hasznal ismétlédést vagy konvoluciodt, ezért a szavak
sorrendjét kiilon kell bevinni a modellbe. Ezt a cikkben egyszerti szinusz, koszinusz

fiiggvényekkel létrehozott vektorokkal teszik, ezeket adjak hozza a bemenethez.
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3. abra A Transformer részei — a bal sziirke alakzat az enkoder a jobb pedig a dekoder [11]

Ahogy a 3. abra mutatja, az enkddereknek még egy segédkomponense van, ez
az Osszeadas és normalizalds (Add & Norm), mely az el6z6 komponens bemenetét

Osszeadja a kimenetével, majd azt normalizélja.

Miutan az enkdderek befejezték mitkddésiiket, a dekoderek egyrészt megkapjak
az el6z6 1épések Key és Value matrixait, masrészt pedig az eddigi kimeneteket. A
dekoder rész feladata lesz megjosolni a kimenet kovetkezd szavat, az el6zd
kimenetek alapjan. Emiatt van végiil egy egyszerli neuralis haldé a szotarunk
méretével egyenld kimenetszammal és egy softmax fliggvény, hogy a
kimenetiinkben valosziniiségek legyenek. Igy minden széra megkapjuk, hogy

mekkora valdszintiséggel fog kovetkezd elemként szerepelni.
2.4. BERT

A Transformernek késziilt transfer learningre specializalt verzidja is, OpenAl

Transformer néven, mely a Transformernek csak a dekodold részét hasznalja fel



[12]. Részben erre, és mas transfer learninges modellekre épit a BERT [8], melyet
Devlin és tarsai publikaltak 2018-ban.

Jacob Devlin és tarsai 2 modell architektiradt mutatnak be cikkiikben: BERT-
Base ¢s BERT-Large (késébb tobbet is kozzétettek, melyeket késobb emlitek).
Mindkettd a Transformer enkoddereit hasznalja csak, hiszen a cél csak egy nyelvi
modell generalasa. Viszont az elsé architektira ebbdl 12-6t, a masodik pedig 24-et
hasznal. Ezeknek az enkddereknek ugyanugy vannak elérecsatolt neuralis haloi és

figyelmi rétegei (fejei), ezek szdma szintén kiilonbozik a 2 architektaraban.
2.4.1. Elétanitas

Ahogy kordbban emlitettem, a transfer learninges modellek hasznalatanak 2
fazisa van. El6szor az el6tanitas (pre-training) soran egy hatalmas adathalmazon
kiilonb6z6 feladatokat tanitunk be a modellnek, hogy legyen egy altaldnos
megértése a nyelvrél. Majd ezutan hasznélhatjuk az eldre betanitott modellt un.
»downstream” feladatokra. Ez a finomitds (fine-tuning) fazis, ami mar sokkal

gyorsabb ¢és kevesebb adatot igényel.

A BERT-nél az el6tanitas soran 2 feladatra tanitjak be a modellt. Az elsd a sz6
predikcio, mely a nyelvi modell megtanulasara szolgal, ezért hivjak maszkolt
nyelvi modellnek (Masked Language Model). A seq2seq és a Transformer eddig
mind csak egyiranyliak voltak, tehat csak balrol-jobbra vagy forditva tudtak
eldrejelezni a kovetkezd szot. A Transformer esetében ez a korlatozas a dekoder
esetében élt, viszont a BERT-nél nincs hasznalva dekoder. Igy a BERT-nél nem
létezne ez az akadaly, viszont egy masik probléma a kétiranyusaggal, hogy ha
egyszerre latja a modell az 6sszes szot, akkor nem lehet a szopredikciot értelmezni
(mivel mindent 14t, igy barmelyik sz6 predikcidja trividlis lenne). Erre a BERT
megoldasa a bemenet maszkoldsa, innen jon a feladat nevének ,,maszkolt” része. A
bemenet véletlenszerli 15% szazalékat a [MASK] tokennel helyettesitik (ez a
feladattipus nem 10j, masik munkaban Cloze feladatnak hivtak [13]). A feladat tehat

ezeknek a maszkolt szavaknak a predikciodja.

A masodik eldtanité feladat a kovetkezé mondat joslasa (Next Sentence

Prediction, NSP), mivel sok downstream feladathoz sziikség van a mondatok



kozotti kapcsolat megértésére. Ehhez at kell alakitani a bemenetet, amit a 4. abra

mutat.
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Token
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4. abra A BERT bemenetének feldolgozasa NSP-hez [8]

Ahogy a 4. abra mutatja, 2 mondat van 0sszeflizve, az elhatarolasukra pedig a
[SEP] token szolgdl. Szegmens beagyazdsokat adunk hozzajuk, melyek
megmondjak, hogy az adott sz6 melyik szegmenshez tartozik. Végil pedig, a
Transformerekhez hasonldan, itt is hozzajuk adunk vektorokat, melyek a szavak

sorrendjérdl tartalmaznak informaciot.

A bemenet elejére a [CLS] tokent (CLS, mint classification) is hozzaadjuk és
mivel a kdvetkez6 mondat joslas feladat célja osztalyozas, ezért a kKimenetben csak
ezt vessziik figyelembe. Egy FFNN, majd softmax rétegnek atadva megkapjuk

annak a valdszinliségét, hogy a 2 bemeneti mondat egymast koveti.

A BERT modellben a két feladat megtanitasa egyszerre torténik, tehat az elébb
leirt feldolgozashoz még a maszkolast is elvégezziik, a kimenetben pedig csak a

[CLS] ¢és a maszkolt tokeneket hasznaljuk fel.
2.4.2. Finomhangolas

A finomhangolas (fine tuning) soran az eldtanitds részben elkésziilt modell
felhasznalasaval egy specifikusabb feladaton lehet betanitani a modellt. Ilyen
el6tanitott modelleket a BERT cikk [8] részeként is kozzétettek tobb méretben és
nyelvre vonatkozoéan is. Az angol nyelven kiviil példaul magyar nyelven is késziilt
elétanitott modell [14] 2020-ban (huBERT).
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A BERT modell kis mértékll atalakitasaval tobbféle downstream feladatot is el

lehet végezni, erre az 5. dbra mutat példakat.

Class Class
Label Label
-
o) -
BERT BERT
] GlE=lE]- &) ] e =] - [=]
o iy
e | 7] ... Tok T fcLs] | Tok 1 | Tok2 TokN
|
[
Sentence 1 Sentence 2 Single Sentence

(a) Sentence Pair Classification Tasks: (b) Single Sentence Classification Tasks:

MNLI, QQP, QNLI, STS-B, MRPC, SST-2, CoLA

RTE, SWAG

Start/End Span (o] B-PER (o]
. mm = [_I_'_][_'j ¢
BERT BERT
[lm]- ElE=lE]- (5] ] & 5] -
—o—— 00— 00—
Tk fcesy || Tok1 || Tok2 Tok N
I
Question Paragraph Single Sentence

(c) Question Answering Tasks: (d) Single Sentence Tagging Tasks:

SQUAD v1.1 CoNLL-2003 NER

5. Abra BERT hasznilata lehetséges downstream feladatokhoz [8]

Az 5. abra (a) és (b) részén osztalyozasra lathatunk példat. Ezen esetekben
csupan a bemenetet kell valtoztatni és a kimenetben csak a [CLS] tokent kell
figyelembe venni. A (c) modell kérdés megvalaszolasra hasznalhato. Az eredeti
cikkben [8] erre a stanfordi SQUAD adathalmazt (Stanford Question Answering
Dataset) hasznaltak. A (d) modell pedig példa named-entity recognition (NER)

felhasznalasra.

Ezen tal a BERT-bdl kiszedhetéek az egyes szavak bedgyazasai is, igy
szobeagyazoként is hasznalhatd, mint példaul Han Xiao ,,Hungarian layer: A novel
interpretable neural layer for paraphrase identification” cimi cikkében [15], ahol

BERT csak egy nagyobb architekttra része. Egyszerlien minden egyes enkodolo
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réteg kimenetét kigytijthetjiik, amin az adott sz6 keresztiilment. Persze kérdés, hogy
ezek koziil melyiket érdemes hasznalni. A cikk 6 opciot vizsgalt meg, és a NER

feladaton az utols6 4 réteg kimenetének Osszefiizése adta a legjobb eredményt.
2.4.3. Elétanitott BERT modellek

A transfer learning-es modellek esetében altalaban nem sziikséges az el6tanitas
elvégzése, mivel ez adat-, id6- és eréforrasigényes, €s mivel szabadon elérhetdek

kilonboz6 adathalmazokon el6tanitott modellek.

Ahogy mar emlitettem az el6z0 fejezetben, Jacob Devlin és tarsai tobb eldtanitott
modellt is megjelentettek a cikkiik megjelenése ota. Adathalmaz szempontjabol 3
tipus késziilt, angol, kinai és tobbnyelvii. A tdbbnyelvii modellhez a 100
legnagyobb Wikipédia tartalommal rendelkezd nyelvet valasztottdk, és ezek
Wikipédia cikkeit hasznaltak fel, ebbe a listaba a magyar nyelv is beletartozik. Az
angol modell szintén Wikipédia cikkekkel lett eldtanitva, egy konyveket tartalmazé
adathalmaz mellett. Egy masik paramétere ezeknek a modelleknek a méretiik. Az
eredeti cikkben csak Base és Large modellek szerepeltek, viszont azota 24
kiilonb6z6 méretiit is megjelentettek, mint a Tiny, Mini, Small és a Medium, ezek
réteg- és paraméterszamban kiilonboznek. Ezeknek a kisebb modelleknek az
eldnye, hogy kevésbé erdforrasigényesek, igy olyan intézmények, kutatok is
hasznalhatjdk a BERT-et, akik kevesebb szamitasi kapacitassal rendelkeznek.
Hatranyuk viszont, hogy a kisebb modellmérettel rosszabb eredményeket lehet csak
elérni, példaul a General Language Understanding Evaluation (GLUE) [16]
benchmarkon a Tiny modell csak 64,2 pontot ért el, a Large viszont 80,5-6t. Az
utols6 paramétere ezeknek a modelleknek az eléfeldolgozasukhoz kapcsolodik. Az
uncased eltagu modellek elofeldolgozasanal kisbetiissé alakitottak a bemenetet és
lecserélték a diakritikus jeleket, a cased eldtagii modellekénél viszont nem. A
finomitas adathalmazatol fligg, hogy van-e a kisbetli/nagybetiinek jelentdsége

szintaktikailag vagy szemantikailag, és ez alapjan érdemes valasztani.

A fent emlitett modellek elég altalanosak ahhoz, hogy a legtobb downstream
feladatnak megfeleljenek, de specifikus feladatokon jobb eredményeket lehet
elérni, ha az el6tanito adathalmaz is specifikus. Példaul, amennyiben rendelkezésre

all egy nagy méretli egészségiigyi adathalmaz, ezt érdemes hasznalni egy példaul
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orvosbiologiai problémahoz. Ugyanigy, egy magyar nyelvii downstream feladathoz
érdemesebb egy magyarra specializalédott modellt hasznalni a tobbnyelviivel
szemben. llyen a huBERT is [14], mely a magyar Wikipédian és a Hungarian
Webcorpus 2.0-an [14] volt elétanitva. Itt szintén elérhetd egy cased model, viszont
az uncased-et egy lowercased modell potolja, mivel a magyar nyelvben a
diakritikus jelek megkiilonboztetdek. A huBERT természetes eldnye, hogy magyar
nyelven el6tanitott, igy varhatoan jobban teljesit a finomitas alatt magyar

adathalmazokon.

A BERT miikodése elég altalanos ahhoz, hogy sokféle downstream feladathoz
alkalmazhato legyen (ahogy az 5. abra is mutatja), ezért sokrétii alkalmazasi modjai

1éteznek.

Egy ilyen, az exBAKE [17], egy automata alhir detektalé modell, mely cikkek
cime és tartalma kozotti kapcsolatot elemez. A szerzOk sajat el6tanitott modellt
allitottak el6 a BERT-Base ujsagcikkekkel vald kibovitésével, majd egy alhir
adathalmazon finomitottak, igy javitva az eddigi legkorszer(ibb modellek 0,14-es
F1-mérték értékeén.

Egy masik esetben klinikai teriileten névelem-felismerésre hasznaltak [18]. Itt is
Uj eldtanitott modellt készitettek 1,5 millio cimkézetlen elektronikus egészségligyi
nyilvantartasbol, melyet EnrBERT-nek neveztek el. Ez a modell 3 orvosbiologiai,
adathalmazon finomitva tulteljesitette az alap BERT-et (az alap BERT eldbbi
alfejezetben emlitett altalanossaga miatt) és az orvosbiologiai adathalmazon tanitott

BioBERT [26] F1 értékét is.

A BERT4Rec nevii modell [19] példa a BERT egy ajanlorendszerként valod
hasznalatara. Ez eltér6 a BERT alapvetd NLP-s feladataitol, viszont a modell mégis
megfelel ehhez a problémahoz is, hiszen itt is szekvencidkat tekintiink bemenetnek,
kimenetnek viszont a szavak sorozata helyett, egy vasarlo vasarlasi
tevékenységének a sorozatat. Ez a modell szintén tulteljesiti tobb adathalmazon is

az eddigi szekvencialis ajanlomodelleket.

Ahogy mar emlitettem, Han Xiao ,,Hungarian layer: A novel interpretable neural
layer for paraphrase identification” cimii cikkében [15] szobeagyazoként van

hasznalva a BERT. A magyar modszerrel kibovitve olyan, a parafrazisazonositas
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problémajat megoldo architekturat hoz 1étre, mely jobb eredményeket ér el, mint az
eddigi modellek. Példaul a Quora kérdésparok adathalmazan a BERT-Base 70,1-es
F1 értéket ért el, viszont a Hungarian layerrel kib6évitett modell 71,2-t. Ebben a
példaban is lathato, hogy a BERT atalakitva és mas modellbe beépitve is tud 0j

eredményeket adni.
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3. Kutatasi célkitiizés és modszertan

Munkam célja a magyar és angol nyelven eldtanitott BERT modellek
teljesitményének kiértékelése és 6sszehasonlitasa magyar és angol nyelvii szovegek
bindris osztalyozasa soran. Ehhez olyan nagyméretii, sajat gytijtésti szoveghalmazt
hoztam létre, amely mind magyar, mind angol nyelvii szovegrekordokat tartalmaz,

s az egyes szovegrekordok bindris osztalycimkével vannak ellatva.

Kutatdsom sordan a fobb kutatasi kérdések, amelyekre a valaszt kerestem, a

kovetkezok voltak:

e Milyen teljesitményt nyujtanak az angol és magyar nyelven el6tanitott
BERT modellek egyméshoz képest, ha azonos problémakorben a sajat

nyelviikon alkalmazzuk 6ket?

e Mennyire hatékony a BERT, ha a finomhangolasa més nyelven torténik,

mint az el6tanitasa?

e Milyen hatassal van a tanito ¢és kiértékeld adathalmaz

kiegyensulyozatlansdga a modell eredményére?
e Milyen hatéssal van az adathalmaz mérete a BERT modell eredményére?

e Mi a kiilonbség a cased és az uncased/lowercased BERT modellek

hatékonysaga kozott?

Ebben a fejezetben a kutatas részére eldallitott szoveghalmaz, annak kiilonb6z6
modon eléfeldolgozott verzioi, az ezeket felhasznalé BERT modellek, és a kutatasi

eredmények kiértékelésének modszertana keriil bemutatasra.
3.1. A szoveghalmaz és a kapcsolodo feltaré elemzés

A kutatdshoz létrehozott szoveghalmaz a Steam nevli online videdjaték
webaruhazbol [20] gyijtott értékelésekbol all. A Steam alapvetden egy
tartalomtovabbitd és -kezeld rendszer, mely szdmitogépes szoftverek, nagyrészt
videojatékok online eladasaval és disztribucigjaval foglalkozik. Mindegyik
szoftvernek sajat oldala van, ahol részletek talalhatdak a termékrdl, és amennyiben

egy felhasznalé6 mar megvasarolta azt, lehetésége van szoveges értékelést is irni
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rola. Ehhez bedllithatd, hogy milyen az értékelés nyelve, és hogy a jatékot az
»Ajanlott” vagy ,,Nem ajanlott” kategdriaba sorolja-e. Ezt az értékelést késébb mas
felhasznalok szintén értékelhetik, ,,Hasznos” vagy ,.Nem hasznos”-ként, ¢€s
kommenteket is irhatnak hozza amennyiben ezt a véleményird engedélyezte. Ebben
a kutatasban a jellemzok koziil csak a jaték értékeléséhez megadott szoveget
(szoveg), az értékelés nyelvét (nyelv), és az ajanlascimkét (ajanlascimke)
hasznaltam fel, mivel ezek kotelezéen kitdltendd mezok. A jaték értékelésénél
megadott ,,Ajanlott”/”Nem ajanlott” cimke az osztalyozasi feladatban binaris

osztalycimkeként keriilt felhasznalésra.

A szovegek legyljtése egy APl révén valosult meg [21]. Az API alkalmazasaval
a Steamen 2021.03.04.-ig elérhetd Gsszes szoftverhez 2 1épésben letSltottem az
értekeléseket. Az értékeléskor bedllitott nyelv alapjan elészor a magyar, majd az
angol értékeléseket toltdttem le. Amig a magyar adathalmaz nem nagy méretl és
sikeresen letoltottem az Osszes elérhetd értékelést, addig az angol értékelések
gyljtését korabban ledllitottam, mivel igy is elegendd adat sziiletett. A legy(ijtott
magyar adathalmaz 221 232 értékelést, az angol pedig
1418 632 értékelést tartalmaz. A tovabbiakban ezen 2 adathalmaz tulajdonsagainak

bemutatasa kovetkezik.

A kutatas alapjat egy osztalyozasi feladat megvaldsitasa adja, ahol az
ajanlascimke értékének prediktalasa a cél. Ezért elsd 1épésben érdemes megnézni,
hogy milyen aranyban jelennek meg az ,,Ajanlott” és a ,,Nem ajanlott” értékek az

adathalmazban. Ezt mutatja be a 6. és 7. abra.
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6. abra Magyar adathalmaz értékeléseinek 7. abra Angol adathalmaz értékeléseinek
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Lathatd, mindkét adathalmaz kiegyensulyozatlan, tilnyomd tobbségben vannak
a magyar ¢és az angol nyelvli értékelések esetében is a pozitiv (,,Ajanlott”)

értékelések.

A szoveges értékelés nyelvét meghatarozo nyelv mezé értékét a felhasznalod
szabadon valasztja ki egy legordiild listabol, igy el6fordulhat, hogy nem ugyanazon
a nyelven irja meg az értékelését, mint amit a listabol kivalasztott. Ennek
ellendrzésére a fastText szovegosztalyozas és reprezentalashoz készitett konyvtar
nyelvdetektaldé modelljét alkalmaztam [22, 23]. A segitségével Kinyertem az
értékelések valos nyelveit, melyek gyakorisaga a 8. és 9. abran lathat6 (az y tengely

logaritmikus).

Ertékelések szama

hu en fr pl de mw it ja e uz pt nl fir sv ceb th zh sh da fi no
Nyelv

8. abra Magyar adathalmaz nyelvi eloszlasa a valés nyelv szerint
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9. abra Angol adathalmaz nyelvi eloszlasa a valés nyelv szerint

Az ébrakon, az atlathatdsag végett, ki lettek sziirve azok a nyelvek, amikhez 300-
nal kevesebb értékelés tartozik. Az angol szdveghalmazban a bejegyzések
tulnyomo része angol nyelvil, viszont a magyar cimkézésii adathalmazban kiugro6
szdmossagu az angol nyelviikként felismert értékelések szama. Ez azzal
magyarazhat6, hogy sok magyar Steam felhaszndlo tud angolul és valdsziniileg
jobban preferalta az angol nyelvet az értékelés megirasakor. Ezen problémak
kezeléseként a szoveghalmaz eléfeldolgozasa sordn mind az angol, mind a magyar
nyelvli adathalmazokbdl csak azon értékeléseket tartottam meg, melyek nyelve

megegyezik a felhasznal6 altal megadott nyelvvel.

A korpusz eldkészitésének fontos 1épése a szovegek hosszanak kiértékelése,
mivel a BERT tanitasakor egy maximalis szekvenciahosszt kell beallitani. Ha a
megadott érték tal nagy, az a bemenetek felesleges padding-olasahoz vezethet. A
szoveghosszok nagy variabilitisa miatt a szovegrekordokat hosszuk alapjan
vodroztem oly mddon, hogy 50 egyenld szélességli vodrot alakitottam ki. A
kapcsolédod hisztogramokat a 10. és a 11. abrak mutatjak be (az y tengely

logaritmikus nagysagrend).
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10. abra Magyar adathalmaz értékeléseinek 11. abra Angol adathalmaz értékeléseinek
hosszai 50 egyenlé méretii vodorbe rendezve hosszai 50 egyenl6é méretii vodorbe rendezve

A 10. és 11. abrakon hasonl6 eloszlas lathato a két adathalmaz tekintetében. Az
angol szoveghalmazban talalhatdé 2 kiugré érték, ezeket megvizsgalva azt
tapasztaltam, hogy tényleges tartalmat nem hordoznak, hanem csak sok twjsorjelet.
fgy ezen értékelések felfoghatoak csak zajnak. Ahogy az el8készitések fejezetnél
lathato lesz, ezeket toroltem. Az értékelési szovegek hosszat tekintve a két nyelvre
vonatkoztatott eloszlas hasonld, mivel mindkét szoveghalmaz nagyon sok rovidebb
értékelést tartalmaz (pl. ,Nice!”, ,,nagyon jo”), viszont hosszu, és részletes

értékelések is 10-es nagysagrendekben szerepelnek benniik.
3.2. Kutatasi médszertan

A kutatds soran az Osszegyljtott adathalmazokon olyan BERT alapu binaris
osztalyozasokat valositottam meg, amelyeket kiilonbozé eldfeldolgozasokkal,

kiilonb6z6 modell-6sszeallitasokban hajtottam végre és teszteltem le.
3.2.1. A széveghalmazok el6készitése

Az osztalyozasi feladat megvaldsitasdhoz sziikséges volt a tanitd (tréning) és a
kiértékeld (validation) adathalmazok kialakitasa, melyek kiilonféle el6készitd

tevékenységek végrehajtasat is igényelték.
Az alkalmazott 1épések a kovetkezOk voltak:

1. Az értékelések sziirése a szovegek hossza szerint: ahogy a 3.1.

alfejezetben is emlitettem, a legylijtott szoveghalmazban véltozdak a
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szovegek hosszai. Rengeteg par szavas értékelést is tartalmaznak, viszont
ezek tal egyszertiek (pl.: ,,J0”). Tovabba, a BERT fix hosszi bemenete
miatt célszerii a hasonld méreti értékeléseket egyiittesen feldolgozni, igy
a tul hosszu értékeléseket is érdemes kiszlirni. Ezek alapjan a 25 és 500
karakterhossz kozotti értékeléseket talaltam legmegfelelobbnek, s csak
ezeket tartottam meg.

2. Nyelvek szerinti sziirés: a korabban bemutatott 8. és 9. abra a tényleges
nyelvek eloszlasat mutatja be az alapadathalmazokban. Mint korabban is
jeleztem, a magyar alapadathalmazbdl csak a ténylegesen magyar

értékeléseket tartottam meg, az angolbol pedig csak az angolokat.

3. Tanitasi és kiértékelési halmazra bontas: az adatok 80%-at tanitasi
halmazba, a maradék 20%-at pedig kiértékelési halmazba soroltam be. A
tréning ¢és validation halmazok kialakitasa véletlenszertien tortént, amely

nem vette figyelembe a legytijtott szovegek sorrend;jét.

Ezekkel a 1épésekkel elkésziilt két-két minimalis eléfeldolgozast tanitd és
validacios szoveghalmaz, melyeket a kovetkez6kben nyelviik alapjan hun és eng

eldtag jelolésekkel lattam el.

A 6. és 7. abran lathato volt, hogy az alapadathalmazok kiegyensulyozatlanok.
A kutatas soran szeretném megvizsgalni, hogy hogyan befolyasolja az osztalyozas
pontossagat az adathalmaz kiegyensulyozasa. Emiatt véletlen mintavételezéssel 3
olyan adathalmazt hoztam létre, melyekben kiegyenstlyoztam vagy a tanuld
adathalmazt, vagy a kiértékel6 adathalmazt, vagy mindkettot. Az igy 1étrejott 3
adathalmaz elnevezése rendre a kovetkez6: hun_balanced_onlytraining,

hun_balanced_onlyeval és hun_balanced.

Mint lathattuk, az angol adathalmaz mérete sokkal nagyobb, mint a magyar
nyelvli szoveghalmazé. Mivel a neuralis haldzat tanuldsat jelentds mértékben
befolyasolhatja a tanitashoz felhasznalt adathalmaz mérete, ezért a kutatasban
els@sorban olyan Osszehasonlitdsokat szeretnék végezni, ahol a modellek tanitasa
azonos méretli adathalmazokon torténik. Ezen cél megvalositasanak érdekében az
alap angol szoveghalmazt lekicsinyitettem a magyar szoveghalmaz méretére az

elézoekben emlitett kiegyenstlyozasi szempontok figyelembevétele mellett. Ezt a
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névkonvencié soran ,X1” utotaggal jeloléssel lattam el. Az igy létrejott
adathalmazok a kovetkezdek: eng_x1_balanced_onlytraining,

eng_x1_balanced_onlyeval és eng_x1 balanced.

Masrészt, szintén az angol adathalmaz mérete miatt, lehetéségem nyilt
megvizsgalni, hogy javul-e az osztidlyozdsi modell eredménye amennyiben
novelem a tanuldhalmaz méretét. Emiatt 8 tovabbi adathalmazt hoztam létre,
melyekben lecsokkentettem az angol szoveghalmaz méretét a magyar méretével
azonosra, annak 1 szazadara, 5 szazadara, tizedére, felére, kétszeresére, 6tszorosére,
és tizszeresére. Ezen szoveghalmazok neve rendre eng_x1, eng_x0.01, eng_x0.05,
eng_x0.1, eng_x0.5, eng_x2, eng_x5, eng_x10. Tovabba, mivel az egyszeresnél
kisebb adathalmazok a magyar adathalmazon is elballithatoak, ezért ezeket a
magyar esetén is létrehoztam, ezek a kovetkezok: hun_x0.01, hun_x0.05,
hun_x0.1, hun_x0.5.

A kutatashoz el6készitett szoveghalmazok f6 paramétereit az 1. tablazat foglalja

0ssze.

1. Tablazat A kutatashoz hasznalt adathalmazok jellemzéi

o Negativ
Pozitiv
" - (., Nem
. Ertékelések | (,,Ajanlott”) -
Szoveghalmaz nyelve , S ajanlott”)
szama ertekelések
] ertékelések
szama ,

szama
hun 85 473 73 327 12 146
hun_balanced 24 291 12 145 12 146
hun_balanced_onlyeval 24 340 19 163 5177
hun_balanced_onlytraining 24 294 13 907 10 387
eng_x1 balanced 31 389 15 694 15 695
eng_x1_balanced_onlyeval 31670 23 760 7910
eng_x1_balanced_onlytraining 32 472 18 271 14 201
eng_x0.01 854 717 137
eng_x0.05 4273 3494 779
eng_x0.1 8547 6941 1606
eng_x0.5 42 736 34 700 8036
eng_x1 85 473 69 203 16 270
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eng_x2 170 946 138 898 32 048
eng_x5 427 365 347 010 80 355
eng_x10 854 730 694 559 160 171
hun_x0.01 854 736 118
hun_x0.05 4273 3694 579
hun_x0.1 8547 7347 1200
hun_x0.5 42 736 36 659 6077

A tablazat altal bemutatott adathalmazokat kiilonb6z6 BERT modellek
tanitasahoz ¢és kiértékeléséhez hasznaltam fel, melyeket a kovetkezdkben

részletezek.
3.2.2. Alkalmazott modellek

Mivel angol és magyar széveghalmaz éll rendelkezésemre a kiértékeléshez, ezért
az angol adathalmazon el6tanitott BERT-Base modellt és a magyaron eldtanitott
huBERT-et alkalmaztam a finomitasokhoz. Ahogy 2.3.4 fejezetben korabban
emlitettem, ezeknek 2 verzidja is van, a cased és az uncased (magyarnal uncased
helyett lowercased) modellek. Kutatasomban mindegyiket megvizsgaltam, igy
Osszesen 4 modellt értékeltem ki, melyek a kovetkezok: cased angol BERT-Base,
uncased angol BERT-Base, cased huBERT ¢és lowercased huBERT.

Mivel az 1. tabldzatban lathaté adathalmazok nyers szovegformatumuak, ezért
sziikséges 1épés ezen szoveghalmazok tokenizalasa, mely a BERT modell
finomitasa eldtt torténik meg. Ez modellfiiggd, mas 1épések sziikségesek a cased,
uncased és lowercased modellekhez. A tokenizalast az eredeti BERT

implementéciod alapjan végeztem el, €s a kovetkezo 1épésekbdl allt:

1. Szoveg normalizéldsa: ebben a Iépésben a szovegek eldkészitése
modellenként eltéré. Cased modellek esetén ez a 1épés kimaradt, viszont
uncased modellek esetén, a szoveg kisbetiissé alakitasa sziikséges volt, a
diakritikus jeleket pedig le kellett cserélni. A lowercased modell esetén pedig
csak kisbetlissé alakitas tortént ebben a 1épésben. Emiatt hasznalja ezt a
verziot huBERT, hiszen a magyar nyelvben szemantikailag fontosak a
diakritikus jelek.
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2. Kozpontozasi jelek levalasztasa: ezen 1€épésben a kozpontozasi jelek koré

szOkoz keriilt, igy sajat tokenként szerepeltek.

3. WordPiece tokenizalas: a tokenek itt véglegesiiltek, whitespace karakterek
jelentették a tokenek kozti hatarokat. Az igy kinyert tokeneken WordPiece
tokenizalast [24] hajtottam végre, mely karakter alapon alszavakat talalt meg
a korpuszban. igy kénnyebb lehet példaul ragozott szavak felismerése. Az
alkotott alszavak specialis karakterrel kezd6dtek, igy lehetett visszaalakitani

a felbontott szavakat, mint példaul: készit = kész + ##it.
3.2.3. A modellek paraméterhangolasa

A kutatés folyaman a megfelel6 osztalyozasi eredmények elérésének érdekében
kiemelten fontos a neuralis halozat hiperparamétercinek megfeleld beallitasa.
Emiatt a kutatds elsd 1épéseként hiperparaméter-hangolast hajtottam végre. A
BERT hiperparaméterei koziil Jacob Devlin-€k is kiemelik a legfontosabbakat [8],
ezek a batch méret, a tanulasi rata (learning rate) és az epoch-ok szama, s igy én is
ezen paraméterek hangolasat végzem el. (A tanulasi rata az Adam algoritmus
paramétere, ez szolgal a BERT optimalizaldjaként weight decay-el kiegészitve.)
Ezekhez a szerzok javasolt értékeket is megadtak, amik jol mikodhetnek kiilonbdz6o

feladatokon. Ezek a kovetkezok:
e Batch méret: 16, 32
e Tanulasi rata: 5e-5, 3e-5, 2e-5
e Epochok szdma: 2, 3, 4

Kutatdsaim sordn a tanuldsi rata értékkészletét kiegészitem az le-5 és 6e-5
értékekkel. A tanulasi rata és a batch méret kombinacioit grid search algoritmussal
értékeltem ki. Emellett epoch-onként kiértékelést végeztem, igy azt is
megvizsgaltam, hogy melyik epoch-ban volt optimalis a veszteségfliggvény.
Minden futtatdst 4 epoch-ig végeztem, az ajanlas szerint. A kiértékeléshez

alkalmazott veszteségfliggvényt a 3-as képlet mutatja be a kovetkez6 fejezetben.

A paraméterhangolas mellett, a cased és uncased/lowercased modellek kozotti

valasztasi dontést is ebben a kutatasi fazisban hoztam meg ugy, hogy mindkét
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valtozatra elvégeztem a hiperparaméter-hangolast, majd a jobb veszteségfiiggvény
értéki modellt valasztottam. Ahogy mar emlitettem, a nyelvi sajatsagokat
figyelembe véve ebben a kutatasi fazisban 4 modellt alkalmaztam, a cased ¢€s
uncased angol BERT-Base-t, és a cased, lowercased huBERT-et. A tokenizalast
minden esetben a modellnek megfeleld6 modon végeztem el, azaz cased, uncased,
lowercased modellekhez rendre cased, uncased és lowercased tokenizalast

hajtottam végre.

3.2.4. Tesztszcenariok

A hiperparaméter-hangolast kovetéen a kovetkezé forgatokdnycsoportok
szerinti teszteket hajtottam végre (az el6z6 fazisban meghatarozott hiperparaméter-

beallitasok mellett):

e Szcenarié I: Modellek bilingualitasa: a hun és eng_x1 adathalmazokon
magyar ¢és angol nyelvre betanitott BERT modellekkel végeztem
osztalyozast (NuBERT és angol BERT-Base). Ezzel lehetdségem volt két
azonos méretil, de eltéré nyelvii szovegeket tartalmazo adathalmazon
megvizsgalni, hogy az egyes modellek milyen teljesitményt nytjtanak a

sajat és egy idegen nyelvii szoveghalmaz binaris osztalyozasa soran.

e Szcenario Il: Kiegyensulyozas hatasa: A masodik csoportba tartozo
tesztesetek célja a kiegyensulyozott ¢és nem kiegyensulyozott
adathalmazok kozti kiilonbségek kiértékelése volt. Ehhez az 6sszes hun_
¢és az egyszeres méretli eng_x1_kezdetii sz6veghalmazokat hasznaltam
fel. A modellek pedig a magyar adathalmazok esetében a huBERT, az
angolok adathalmazok esetében pedig az angol BERT-Base voltak.

e Szcenario Ill: A szoveghalmaz méretének hatiasa az osztalyozas
teljesitményére. az angol BERT-Base modellen az eng_x0.01,
eng_x0.05, eng_x0.1, eng_x0.5, eng_x1, eng_x2, eng_x5 ¢és az eng_x10
adathalmazokat, a magyar huBERT modellen pedig a hun_x0.01,

hun_x0.05, hun_x0.1, hun_x0.5 és a hun adathalmazokat futtatva azt
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vizsgaltam, hogy milyen hatidsa van az adathalmaz méretének az

osztalyozas pontossagara.

e Szcenarié IV: Cased, Uncased és Lowercased esetek vizsgalata: a
hiperparaméter-hangolds  soran  elvégzett futdsoknal csak a
veszteségfiiggvényt hasznaltam fel és nem részleteztem a kiilonbségeket,
emiatt ebben a szcendrioban mas metrikdkkal és szempontokkal is

kiértékelem a 4 modellt, mindet a sajat nyelv(i adathalmazan.

3.2.5. Kiértékelés modszertana

A kisérletek kiértékeléséhez tobb kvantitativ mértéket is hasznaltam. A
tanitdshoz is hasznalt veszteségfiiggvényt, az F1-mértéket, pontossagot
kiegyenstlyozott pontossagot, és az ezek komponenseinek tekinthetd precizitas,

szenzitivitas és specificitas mértékeket.

A veszteségfiiggvény (l10ss) kiszamitasi modjat a kovetkez6 képlet mutatja be:
loss(X) = A (—2(1 * LogSoftmax(X))) (3)

ahol X a BERT utolso rétegének kimenete, A egy matrix elemeinek szamtani
kozepét kiszamito fiiggvény, l az osztalyozas cimkéinek one-hot-enkddolt vektora,
a LogSoftmax figgvényt pedig a kdvetkezOképpen definialjuk:

LogSoftmax(x;) = log (522—%) 4)

ahol x; a bemeneti vektor i. eleme, igy elemenként alkalmazva a LogSoftmax

fliggvényt egy uj vektort kapunk kimenetnek.

Mivel a BERT kimenete 0 és 1 kozotti valoszinliségi érték, ezért a loss fliggvény
kimenetének tartomanya [0, ), ahol O teljes egyezést jelent az elvart kimenet és a

kapott kimenet kozott.

Az osztadlyozas szempontjabdl a kimenetek a kovetkezd csoportokba
sorolhatoak: valos pozitiv (TP), valds negativ (TN), alpozitiv (FP) és alnegativ (FN)
esetek. A valds csoportokban a BERT kimenete megegyezik az elvart kimenettel,
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viszont az al- csoportokban nem. Ezen csoportoknak a szamossaga alapjan

megallapithatd, hogy mennyire volt j6 az osztalyozas.

A kiértekelés soran a precizitds (mas néven pozitiv prediktiv érték), a
szenzitivitas (mas néven valodi pozitiv rata), az F1-mérték, és a pontossag mindségi
mutatokat hatdroztam meg. Az osztilyozas precizitdsa a kovetkezOképpen

hatarozhaté meg:

TP

rociziths =
precizitas = —— 5)
Az osztalyozas szenzitivitasdnak meghatarozasa:
e s TP
szenzitivitas = (6)
TP+FN
Az F1-mérték a precizitas és a szenzitivitds harmonikus kozepeként adodik:
F. =2 precizitas - szenzitivitas (7)
L=

precizitas+szenzitivitas

Az F1-mérték 0 és 1 kozotti eredményt ad, ahol 1 jelenti a teljes egyezést, igy a
magasabb F1 értékkel rendelkezé futasok elérése a cél. A precizitas és a
szenzitivitas értékei szintén a [0, 1] tartomanybol vesznek fel értékeket, s esetiikben

is az 1 érték jelenti a legjobb értéket.

Tovéabba, az osztalyozas pontossagat is meghataroztam a kovetkez6 modon:

TP+TN
TP+TN+FP+FN

(8)

pontossag =

Vagyis a pontossag a helyesen azonositott esetek, és az Gsszes eset szamanak az
aranya. Ez  viszont, jellegébdl adodoan félrevezetd metrika lehet

kiegyensulyozatlan adathalmazok esetén.

A kiegyensulyozatlan adathalmazok értékeléséhez sok egyéb metrika is
hasznalhato. Jelen kutatasban a kiegyensulyozott pontossagot alkalmaztam, mely a
szenzitivitas €s a specificitas (mas néven valodi negativ rata) szamtani kozepe. A
szenzitivitas kiszamoldsat mar bemutattam a 6. képletben, a specificitas képlete

pedig a kovetkezo:

TN
TN+FP

)

specificitas =
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fgy, az elébbi két mértékbdl kiszamithato a kiegyensulyozott pontossag:

specificitas+szenzitivitas
2

kiegyensulyozott pontossag = (10)

3.2.6. A kutatas technikai hattere

A modellek futtatdsahoz és kiértékeléséhez a BERT alkotoi altal készitett nyilt
forraskoédu implementaciot hasznaltam [25], kisebb atalakitasokkal. Az eredeti
implementacid TPU-ra (Tensor Processing Unit) lett fejlesztve, mely a Google altal
specifikusan neurdlishdlozat-tanitasra fejlesztett hardvertipus. Ennek eldnye, hogy
nagy minibatch méreteknél sokkal gyorsabban végzi a futtatést. A kisérletekhez egy
Nvidia Titan V GPU-t, 8 magos CPU-t, és 32GB RAM-ot tartalmaz6 hardvert
hasznaltam. Igy, mivel a munkahoz egy GPU allt rendelkezésre, ezért sziikség volt
az eredeti BERT kod atirdsdra GPU kompatibilissé. Ezen technoldgiai részletek a

dolgozat jellege miatt jelen munkaban nem keriilnek részletezésre.
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4. Eredmények
4.1. A BERT modellek hiperparaméter-hangolasa és eredményei

A hiperparaméter-hangolés célja a megfeleld tanulasi rata, batch méret és epoch
szam meghatarozasa. A hiperparaméter-hangolast az angol BERT-Base modell
esetében a cased és uncased, a huBERT modell esetében pedig cased és lowercased
valtozatok esetén is elvégeztem azon célbdl, hogy megtalaljam a legidealisabb
modell ¢és hiperparaméter-bedllitds kombinacidkat a tovabbi kisérletek

elvégzéséhez.

A kis méretii minibatch tanitas miatt, a tanitasi fazisban az egyes 1épésekhez
tartozo loss értékek (lasd 3. egyenlet) nagyban eltérhetnek, nem garantalt a loss
érték folyamatos csokkenése. Igy, hogy jobban lathato legyen a tanitasi hiba
(training loss), egy 1D Gauss sziir6vel (20-as szigma értékkel) simitottam azt. A
modellek hibajat (evaluation loss) az egyes epoch-ok végén a kiértékeld
szoveghalmaz felhasznalasdval hatdroztam meg. Az eredményeket a 12, 13, 14 ¢és
15-6s abrak mutatjak be. Az abrakon a Gauss sziirével simitott training loss értékek
folyamatos vonallal, az evaluation loss értékek pedig szaggatott vonallal vannak
abrazolva. Bar az evaluation loss értékek csak az epochok végén lettek
meghatarozva, értékiiket a trendek szemléltetése és a jobb atlathatosdg végett
Osszekotottem (szaggatott vonallal). A 40 futds eredményét nyelviik szerint, majd
azon belil case-ing (uncased, cased, lowercased) és batch méret szerint

kilonitettem el és abrazoltam.
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Cased angol BERT-Base 32 batch mérettel
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12. abra Hiperparaméter-hangolas 1épésenkénti training loss, és epochonkénti evaluation loss
értékei, kiilon az egyes futasokra cased angol BERT-Base esetén.

Uncased angol BERT-Base 16 batch mérettel
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13. abra Hiperparaméter-hangolas 1épésenkénti training loss, és epochonkénti evaluation loss
értékei, kiilon az egyes futasokra uncased angol BERT-Base esetén.
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Cased huBERT 16 batch mérettel
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14. abra Hiperparaméter-hangolas 1épésenkénti training loss, és epochonkénti evaluation loss
értékei, kiilon az egyes futiasokra cased huBERT esetén.

Lowercased huBERT 16 batch mérettel
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15. abra Hiperparaméter-hangolas 1épésenkénti training loss, és epochonkénti evaluation loss
értékei, Kkiilon az egyes futasokra lowercased huBERT esetén.

Az eredményeket elemezve lathatjuk, hogy szinte mindegyik tanitasra jellemz6,
hogy a taltanulas mar a 2. epoch-nal fellép, hiszen az 1. epoch-ban a legjobb a

futasok evaluation loss értéke, utana pedig ez az érték novekszik. Ez nagyrészt a
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transfer learning-nek kdszonhetd, hiszen a finomhangolas soran altalaban kis epoch
szammal, gyorsan megtanulhaté egy-egy feladat. Az, hogy ez kisebb az ajanlott
epoch szamoknal, azt jelezheti, hogy a hasznalt adathalmazok binaris osztalyozasi

feladata nem jelent komoly kihivast a modellnek.

A tovabbi altalanos tulajdonsagjegyek (hasonlosagok/kiilonbozdségek)
észrevételét neheziti, hogy nagyon hasonld eredményeket értek el az eltérd tanulési
rataval tanitott modellek. Mivel lathato, hogy szinte mindegyik esetben az 1. epoch-
nal a legalacsonyabb az evaluation loss értéke, ezért elegendd csak az itteni
értékeket megvizsgalni. Ez lathaté a 16. diagrammon, az evaluation loss pontos

értékeit pedig az 1.sz Melléklet tartalmazza.

Cased BERT-Base Uncased BERT-Base
0.40
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0.25 0,23
0204 018018 012 . 0,18 1017 0,18 018 0,18 0,18
0.15
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16. abra Hiperparaméter-hangolas futasok 1. epoch-janak evaluation loss értékei a tanulasi rata
hiperparaméterének fiiggvényében.

A 16. abra x tengelyén a tanulasi rata, az y tengelyen pedig az adott teszteset 1.

epoch-janak evaluation loss értékei szerepelnek, minden esetben a 0 és 0,4 kozotti

31



tartomanyban abrazolva. Csak a 16 batch méretii teszteket tekintve szinte minden
esetben az lathatd, hogy a tanulasi rata ndvelésével a veszteségfliiggvény értéke IS
novekszik. Ennek oka az lehet, hogy nagyobb tanulasi rata értékeknél nehezebben
konvergél a modell az optimumra. Lathatjuk tovabba, hogy egy esetet kivéve, a 32
batch méretii tesztek mindenhol jobb eredményt értek el, mint a 16 batch méretiiek
(a kiilonbség azonban itt minimalis). Ez 4ltalanossagban is jellemzd, hogy a batch
méret novelésével az eredmény is javithato, az egyetlen, ami gatolja a batch méret
novelését, az a hardver (a mi esetiinkben a 64-es batch méret mar nem fért
memoridba). A cased és uncased/lowercased modell kozotti kiilonbségek ezen az

abran nem feltindek, ezért ezeket a 4-es szcenaridban részletezem.

A hiperparaméter-hangolds eredményeképpen a magyar ¢és angol BERT
modellekhez kiilon-kiilon valasztottam ki a legjobb hiperparaméter értékeket,

melyek a kovetkezok lettek:

e huBERT:
o tanulasi rata=1e-5,
o batch méret=32
o és acased modell alkalmazésa.
o Ezen hiperparaméter-bedllitasok és modell alkalmazésa mellett a
modell evaluation loss értéke: 0,1338.
e angol BERT-Base:
o tanulasi rata=3e-5,
o batch méret=32,
o ¢és az uncased modell alkalmazasa.
o Ezen hiperparaméter-bedllitasok és modell alkalmazédsa mellett a

modell evaluation loss értéke: 0,1623.

4.2. Tesztelési szcenariok eredményei

A kovetkez6 alfejezetekben bemutatom a tesztszcenariok eredményeit, melyek

mind a hiperparaméter-hangolas soran elért, az elébb emlitett legjobb
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hiperparamétereket alkalmazzak. Ahol nincs emlitve, ott a huBERT-nél a cased

modell, és az angol BERT-Base-nél pedig az uncased modell az értendd.
4.2.1. Szcenari6 I: Modellek bilingualitasa

A huBERT ¢és az angol BERT-Base mind a sajat nyelveiken lettek eldtanitva,
ezért az elvarhato eredmény, hogy mindegyik modell a sajat nyelvii adathalmazan
teljesit jobban. Viszont kérdéses, hogy mekkora mértékii az eltérés egy idegen
nyelvii szoveghalmaz felhasznalasa soran, tehat megtudtak-e tanulni egy Gj nyelvet
a modellek. Ez fligghet attol, hogy az el6tanitashoz és a finomhangolashoz hasznalt
szoveghalmazok nyelve mennyire hasonlit, illetve, hogy a két modell
finomhangolasahoz hasznalt szoveghalmazok mennyisége és jellege mennyiben
kiilonbozik. Kérdés tovabba, hogy melyik teljesit jobban a sajat nyelvi
kornyezetében. A kiértékeléshez tartozd keveredési matrix a 2. tablazatban, a
mindségi mutatdoszamok értékei a 3. tablazatban, az F1-mérték és a pontossag
grafikus megjelenitése pedig a 17. abran lathatd. Az egyértelmtiség kedvéért fontos
megjegyezni, hogy a kiértékelések természetesen a szoveghalmazok validation
részhalmazan lettek végrehajtva, azért ilyen alacsonyak a gyakorisagi értékek a
keveredési matrixban. Az eng x1 és hun szoveghalmazok validacios részhalmaza

egyarant 17 094 értékelést tartalmazott.

2. tablazat 1. szcenarié6 BERT modelleinek keveredési matrixa

huBERT angol BERT-Base
Angol Josolt Elvirtérték | Ajanlott | Nem ajanlott | Ajanlott | Nem ajanlott
széveghalmaz Ajanlott 13189 951 13 407 641
(eng_x1) Nem ajanlott 655 2 299 437 2 609
Magyar Ajénlott 14 371 437 14 369 796
szoveghalmaz
(hun) Nem ajénlott 333 1953 335 1594
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3. tablazat Bilingualis szcenarié modell- és adatparjainak metrikai

Adat + evaluation .., L., - . kiegyensulyozott
modell név 0SS precigitds  szenzitivitas morték pontossag pontossdg
eng_x1+
huBERT 0,2240 0,9327 0,9526 0,9426 0,9060 0,8300
hun +
huBERT 0,1217 0,9704 0,9773 0,9739 0,9549 0,8972
eng_x1+
angol 0,1607 0,9543 0,9684 0,9613 0,9369 0,8856
BERT-Base
hun +
angol 0,1687 0,9475 0,9772 0,9621 0,9338 0,8220
BERT-Base
F1-mérték Pontossag

1.00 1.00

mmm  huBERT modell mmm huBERT modell

mmm angol BERT-Base modell mmm angol BERT-Base modell

0.98 A

magyar adathalmaz (hun) angol adathalmaz (eng_x1) magyar adathalmaz (hun) angol adathalmaz (eng_x1)

17. abra Az angol BERT-Base modell és a huBERT teljesitménye a sajat nyelvii és idegen nyelvii
adathalmazon az F1-mérték és a pontossag szempontjabol értékelve.

A 17. abran lathatd, hogy mindkét modell mindkét nyelv tekintetében jo
eredményeket ért az osztalyozasi feladat megvalositasa soran. Az eredmények
minden esetben meghaladtak a 0,9-es értéket (mind a pontossag, mind az F1 mérték
esetében), igy, hogy jobban lathatoak legyenek a kiilonbségek, az abran csak a 0,9
és 1 koOzotti tartomany lathaté. Lathatjuk, hogy a feltételezés — mely szerint

mindegyik szovegen a sajat nyelvii modell teljesit jobban — teljesiilt.

Erdekes megfigyelni, hogy az angol BERT-Base szinte azonos F1 és pontossag
értékeket értéket ért el mindkét adathalmazon. Vizsgaljuk meg példaul az F1-
mértéket. Korabban emlitettem, hogy az Fl-mérték egy 0Osszegzd mérték, a
precizitas €s a szenzitivitas mértékébdl all 6ssze. Ezeket tekintve a 2. tablazatban,

azt lathatjuk, hogy az angol BERT precizitdsa jobb a sajat nyelvii adathalmazan,
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viszont szenzitivitasa rosszabb. Mindkét esetben hasonlé mértékl az eltérés, emiatt
kapott ez a modell hasonl6 F1 értékeket az angol és magyar szoveghalmazon. Az
ellentétes iranyt eltérés oka, hogy kis mértékben eltéré a pozitiv/negativ
értékelések ardnya a hun és eng x1 szOoveghalmazokban (1. tablazat), mivel
véletlenszeriien lettek az értékelések kivalasztva. Pontosabban, az eng_x1
halmazban tobb negativ értékelés van, mint a hun halmazban, igy a modellek is
nagyobb valodszinliséggel josolnak negativ értékelést az angol halmaz esetében (ez
lathato a 3. tablazatban is). A szenzitivitas pedig akkor lesz magas érték, ha a hamis
negativ értékelésekbél minél kevesebbet eredményez egy modell. igy mivel a
magyar adathalmazban kevesebbszer josolt negativ értékelést az angol BERT,
hamis negativ értékelésbdl is kevesebbet szerzett, igy kaphatott jobb szenzitivitast
ezen a halmazon. Szintén ez - a magyar és angol adathalmaz ko6zotti
kiegyenstlyozasbeli kiilonbség - az oka a pontossag mértékében tapasztalhatd
hasonldésagnak is, hiszen a kiegyensulyozott pontossagban mar jobb értéket kapott

az angol BERT angol adathalmazon, mint magyaron.

A modellek bilingualitdsdnak tekintetében elmondhat6, hogy mindkét modell
kiemelkedden teljesitett, hiszen mind a 4 esetben 0,9-nél jobb pontossagot ¢és F1
értéket értek el. Ebbdl feltételezhetjiik, hogy a BERT az el6tanitds soran egy
altalanosabb tudast szerez meg, igy az eldtanitas soran nem feltétleniil sziikséges

alkalmazkodni a ,,downstream” feladatok nyelvéhez vagy témajahoz.

Ennek ellenére, a huBERT-rd] elmondhato, hogy kevésbé tudta megtanulni az
angol nyelvet, mint az angol BERT a magyar nyelvet (habar ahogy elébb emlitettem
igy 1s j6 eredményt ért el). A legtobb mértéket tekintve, a huBERT a sajat nyelvén
jobban teljesitett, mint az angol a sajatjan, viszont idegen nyelven mar az angol
BERT ért el jobb eredményeket. Tehat elmondhatd, hogy a huBERT el6tanitasa
sokkal specifikusabb volt a Steam-es szoveghalmazunk szempontjabol, ezért
kevésbé bilingualis mint az angol BERT. Viszont ennek elonye, hogy az altala

ismert nyelven jobb eredményt tud igy elérni egy ,,downstream” feladatnal.

A kovetkezd szcenaridkban mar nem vizsgalom a modellek idegen nyelvi

teljesitményét, minden esetben csak a sajat nyelvén fut a modell.
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4.2.2. Szcenario ll: Kiegyensulyozas hatasa

Ahogy mar az adathalmazok bemutatdsdnal emlitettem, a gy(jtott
szoveghalmazok kiegyensulyozatlanok, mivel benniik sokkal tobb , ,Ajanlott”
értékelés van, mint ,,Nem ajanlott”. Emiatt, mind a tanit6 halmazt, mind a
kiértékelot és egyszerre mindkettét is kiegyensulyozva megvizsgaltam, hogy
milyen javulas érhetd el ilyen jellegi adatelokészitéssel, illetve milyen hatdsa van
az osztadlyozasra a kiegyensulyozatlansagnak. A tanité és kiértékeld halmaz
kiegyensulyozasat azért érdemes kiilon-kiilon is vizsgalni, mivel a kiértékelés ez
utobbin  torténik, igy az eredményt -eltorzithatja a halmaz esetleges
kiegyenstlyozatlansaga. Mivel a kiegyensulyozatlansag ténye a mindségi
mutatoszamok értékére is jelentds befolyassal bir, igy a mar bemutatott
kiegyensulyozott pontossagot (10. egyenlet) is kiszamitottam az osztalyozasokra
vonatkozoan. Az eredmények — kiilon a magyar és angol kiértékelésekre — 4.

tablazatban és a 18. és 19. abrakon tekintheték meg.

4. tablazat Kiegyensiilyozas szcenarié modell- és adatparjainak metrikai

Adat+ evaluation it itivitd F1- tossd kiegyensulyozott
modell név loss Precizitas Scenzivitas - sy POMOSSAS pontossdg
hun + huBERT 0,1229 0,9718 0,9758 0,9738 0,9549 0,9011
hun_balanced +

huBERT 0,1830 0,9378 0,9298 0,9338 0,9326 0,9327
hun_balanced_

onlyeval + 0,3101 0,8496  0,9683 0,9051  0,8985 0,8985
huBERT

hun_balanced_

onlytraining + 0,2007 0,9897  0,9190 0,9530 0,9219 0,9296
huBERT

eng_x1+

angol BERT-Base 0,1628 0,9527 0,9708 0,9616 0,9373 0,8827
eng_x1_balanced+ 506, (9114 0,9001 0,9103  0,9101 0,9101

angol BERT-Base
eng_x1 balanced_
onlyeval+ 0,3058 0,8119  0,9627 0,8809  0,8699 0,8699
angol BERT-Base
eng_x1 balanced_
onlytraining+ 0,2128 0,9739  0,9127 0,9423  0,9091 0,9031
angol BERT-Base
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Lowercased huBERT Uncased BERT-Base

1.000 1000
. Fl-mérték B Fl-mérték
e Pontossag mmm Pontossag

EEm Kiegyensiilyozott pontossag B Kiegyensulyozott pontossag

0.975 0.975

0,953
0.950 4

0933 0932 0,932

0.925 4

0,910 0,910 0,910

0.900 4

0.8751

0.850

0.8254

0.800 <

e wur\_\:.;,lanc'i‘rd“1 . ba‘.anCed_on\Ygva"ba‘anced_u\"‘\'ua‘m"g eng Xt mg_x‘».ba‘a:::ﬂ a baianced_on\‘liialba._anced_ﬂn\ytia'lnlnq
- hun_t il eng_*t-
18. abra A huBERT eredményei a magyar kiegyensilyozott 19. abra Az angol BERT-Base eredményei az angol
és nem kiegyensilyozott adathalmazokon. kiegyensiilyozott és nem kiegyensilyozott adathalmazokon.

Az abrakon lathatjuk, hogy a legjobb pontossaga és legjobb F1 értéke a magyar
¢és angol nyelvili osztalyozasi feladatok esetében is az alap kiegyensulyozatlan
adathalmaz esetében adodik. Ez abbol kovetkezik, hogy nem csak a pontossag,
hanem az Fl-mérték is érzékeny a kiegyensulyozatlansagra, mivel a pozitiv
cimkéjii értékeléseket nagyobb mértékben veszi figyelembe. Eppen ezért fontos
tisztaban lenniink azzal a ténnyel, hogy ezen mértékek torzitanak nem
kiegyenstlyozott adathalmazok esetében. Ebbdl addddan a kiegyensulyozott
pontossag mértékének kell fokozott figyelmet szentelni, mivel ezen mérték adja a
valésabb eredményt. Példaul a magyar ¢és angol alap kiegyensulyozatlan
adathalmazok esetben is ennek az értéke rosszabb, mint a pontossagé. Az eltérés
mértéke 0,0538 a magyar, és 0,0546 az angol esetben (Isd. részletesebben a 4.
tablazatban). Tehat hiaba kaptak ezek a mértékek az alap kiegyenstlyozatlan
adathalmaz estén jobb F1 értéket és pontossagot, a kiegyenstilyozatlansaguk miatt
a negativ cimkéknél rosszabbul teljesitettek, ami a kiegyensulyozott pontossag

értékén 1s meglatszik.

Viszont, ha a masik harom esetet nézziik, ahol a szoveghalmaz valamely része
ki lett egyensulyozva, ott az osztalyozas pontossaga €s kiegyensulyozott pontossaga

nagyon kozeli értéket kapott. Azokban az esetekben, ahol a kiértékeld halmaz is ki
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lett egyenlitve (tehat balanced €s balanced onlyeval), ott amiatt kapott a két mérték
nagyon hasonlé értékeket, mivel ezek a mértékek a kiértékeld halmazon elért
eredményen szamolddnak ki. Az utolsd esetben pedig, ahol csak a tanito halmaz
lett kiegyenlitve (balanced onlytraining), a kiegyenlités hatasara kevésbé lett
torzitott (biased) a modell a pozitiv értékelések felé, igy a pontossag is valdsabb
értéket mutatott. Ezen megfigyelések alapjan levonhatjuk azt a kovetkeztetést, hogy
abban az esetben, ha mindkét osztaly irdnyaba elfogulatlan osztalyozot szeretnénk
épiteni, akkor a tanitd halmazt kell kiegyensulyoznunk, hiszen ezekben az
esetekben (tehat balanced és balanced_onlytraining) jobb kiegyenstlyozott
pontossagot kaptunk. Ez az eredmény azt mutatja, hogy habar a kiegyensulyozassal
kevesebb adatot kapunk, mégis a modell torzitisanak javitdsa nagyobb

jelentdséggel bir a modell teljesitményének szempontjabol.

A Dbalanced_onlyeval esetek, habar nem javitjak a modellek torzitasat (és igy
nem javitjak az eredményét sem), mégis ravilagitanak arra, hogy nem feltétlentil
sziikséges olyan mértékeket hasznalni, melyekre nem hat a kiegyensulyozatlansag.
Ezekben az esetekben a tanitohalmaz kiegyensulyozatlan, ezért a modell is torzitott
lesz, viszont mivel a kiértékeld halmaz kiegyensulyozott, ezért az azon szamolt
mértékek mégis valdés eredményt fognak mutatni. Példaul a balanced_onlyeval
eseteknek az F1 értéke rosszabb lett, mint az eredeti, teljesen kiegyensulyozatlan

esetnek.

Osszességében a teljes adathalmaz kiegyensulyozasdval, a huBERT esetében
0,0316-tal, az angol BERT esetében pedig 0,0274-gyel tudtam javitani a modellek
kiegyensulyozott pontossagat. Tehat esetiinkben nem nagy mértékben, viszont
mindenképp negativ hatdsa van a kiegyensulyozatlansagnak a modellek valos

teljesitményére.
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4.2.3. Szcenarid lll: A sz6veghalmaz méretének hatasa az osztalyozas

teljesitményére

Az angol adathalmaz nagyobb mérete miatt lehetéségem nyilt arra, hogy
leteszteljem mekkora és milyen hatdsa van az adatok mennyiségének az angol
BERT-Base-re. Altalanossagban elmondhato, hogy tobb adattal jobb eredményeket
lehet elérni, igy mindenképp javulds varhaté el az adathalmaz méretének
novelésével, viszont kérdéses, hogy ez milyen mértékii. Az eredmények az 5. és 6.

tablazatokban és a 20. és 21. abrakon lathatok.

5. tablazat Méretezési szcenario metrikai az angol adathalmaz kiilonb6z6 méretein

Adat+ evaluation ., L. F1- . kiegyensiilyozott

modell név loss preczzttas szenzifivitas mérték pontossag pontosség

eng_x0.01 +

uncased angol 0,332 0,847 1,0000 0,9171 0,847 0,5000

BERT-Base

eng_x0.05 +

uncased angol 0,242 0,9185 0,9699 0,9435 0,9051 0,7926

BERT-Base

eng_x0.1+

angol BERT-Base 0,2227 0,9403 0,9532 0,9467 0,9128 0,8449

eng_x0.5+

angol BERT-Base 0,1756 0,9512 0,9622 10,9567 0,9293 0,8747

eng_x1+

angol BERT-Base 0,1607 0,9522 0,9704 0,9612 0,9367 0,8816

eng_tsv_x2+

angol BERT-Base 0,1551 0,9591 0,9672 0,9631  0,9396 0,8923

eng_x5+

angol BERT-Base 0,1347 0,9644 0,9709 0,9676  0,9473 0,9081

eng_x10+

angol BERT-Base 0,1280 0,9645 0,9744 0,9694  0,9502 0,9102
6. tablazat Méretezési szcenarié metrikdi, a magyar adathalmaz Kiilonb6z6 méretein

Adat+ evaluation .., L. - ., kiegyensulyozott

modell név loss precizitas szenzinivitas mértck P ontossag pontossdg

hun_x0.01 +

cased huBERT 0,2988  0,8502 1,0000 0,919 0,8529 0,5535

hun_x0.05 +

cased hUBERT 0,2 0,9525 0,9538 0,9532  0,9192 0,8273

hun_x0.1 +

cased hUBERT 0,1547  0,9635 0,9774 0,9704 0,949 0,8794

hun_x0.5 +

cased hUBERT 0,1142  0,9746 0,9754 0,975 0,9569 0,9077

i 01212  0,9705 0,977 09737  0,9547 0,8972

cased huBERT
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1.000

B Fl-mérték

0.975 1 W Pontossag 0.96

0.950 4
0.925 4
0.900 +
0.875 4
0.850 4

0.825 4

0.800 -
eng_x0.01 eng_x0.05 eng_x0.1 eng_x0.5 eng_x1 eng_x2 eng_x5 eng_x10

20. abra Az angol uncased BERT-Base modell F1 értéke és pontossiga a kiilonb6zé méretii angol
adathalmazokon.

1.000

B Fl-mérték

0.975 | ™= Pontossag

0.950 4

0.925 4

0.900 4

0.875 4

0.850 4

0.825 4

0.800 -

hun_x0.01 hun_x0.05 hun_x0.1 hun_x0.5 hun_x1

21. abra A magyar cased huBERT modell F1 értéke és pontossaga a Kiilonb6z6 méretii magyar
adathalmazokon.

Az eredmények azt mutatjak, hogy nagyobb adathalmazok esetében valoban
jobb lett mind az F1-mérték értéke és a pontossaga is az angol BERT-Base-nek. A
valtozés linearis jellegii, kis mértékii, és nem ardnyos az adathalmaz méretének
valtozasaval. Mig az eng_x10-ben 10-szer annyi értékelés van, mint az eng_x1-ben,
addig F1 értéke csak 0,85%-kal, pontossaga pedig csak 1,44%-kal javult. Ennek 6
oka, hogy a legjobb elérheté6 F1 értéket — vagyis az 1-et — mar a 0,01-szeres
adathalmaz (eng_x0.01) is megkdzelitette. Mindegyik tesztelt esetben 0,9-nél jobb
értékeket kaptunk F1-mérték tekintetében €s pontossag tekintetében is csak a 0,01-

szeres adathalmaz nem érte el a 0,9-es értéket. gy ezeken mar nehezebben javit a
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modell, hiszen az esetleges hibait mar valoszinileg par, az atlagostol eltérd
értékelés okozhatja. Tehat az adathalmazunk méretének novelésével csak az ilyen
specialis esetek el6forduldsanak a lehetdségét ndveljiik, az adatok nagy részét
viszont mar ismeri a modell, és ezeken nem képes ujat tanulni. A magyar
adathalmazra is ezek a kovetkeztetések vonhatoak le, aranyokban hasonlé valtozas

tapasztalhato ebben az esetben is.

A 0,01-szeres modellek kis mérete miatt, az eredményiiknek nagy a variancigja,
viszont 0,8 alatti F1 értéket és pontossagot igy sem kaptam. Habar ez az eredmény
kiemelkeddnek mondhat6, megvizsgalva az 5. és 6. tablazat tobbi metrikait, mar
mas kép rajzolddik ki. Az itteni értékek nagy szoérastiak, mindkét 0,01-szeres
adathalmazon futé modell szenzitivitasa 1, viszont kiegyenstlyozott pontossaga 0,5
koriili. A szenzitivitds esetében ez akkor torténhet meg, ha egy értékelést sem
osztalyoz hibasan negativként a modell. Mivel a modellek szinte csak pozitiv
cimkét josoltak minden értékeléshez, igy hibas negativ osztalyozasuk sem lehetett,
tehat a szenzitivitasuk 1 lett. Igy elmondhaté, hogy a modell 1-es szenzitivitasa és

ezaltal magas F1 értéke sem mondhat6 jo eredménynek.

Osszességében az lathato, hogy a modellek mar a 0,1-nél nagyobb méretezésii
adathalmazokon is jo eredményt értek el, mivel ez a mennyiségli adat is elég
reprezentativ volt a teljes halmazra nézve. Az 1. tdblazatra visszatekintve lathatjuk,
hogy ez a 0,1-szeres adathalmaz 8547 db értékelést tartalmazott, amib6l 80%-at,
vagyis 6837 esetet hasznaltunk fel tanitasra. Az eredménybdl lathatd, hogy nem
csak az adathalmaz mérete a fontos teljesitmény szempontjabol, hanem a

valtozatossaga is.

4.2.4. Szcenario IV: Cased, Uncased és Lowercased esetek vizsgalata

A hiperparaméter-hangolds sordn mar megallapitottam, hogy a modellek 2
valtozata koziilt melyik teljesitett jobban, viszont nem részleteztem ezt az
eredményt. fgy ebben a tesztben, csak a hangolds sordn kivélasztott
hiperparaméterekkel teszteltem le, az angol BERT-Base cased és uncased, és a
huBERT cased és lowercased verziojat. Az eredmények a 7. tablazatban és a 22.

abran lathatéak. Mindegyik modell csak a sajat adathalmazan futott, igy a 22. abran
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a narancssarga oszlop a magyar esetben lowercased huBERT-et, angol esetben

pedig uncased angol BERT-Base modellt jelol.

7. tablazat Cased, uncased, lowercased szcenarié modell- és adatparjainak metrikai

Adat + evaluation .., ..., F1- ., kiegyensiilyozott
modell név 0SS precizitds szenzitivitds mérték pontossag pontossig
hun_tsv + 0,219 0,9723 0,9753 0,9738 0,9548 0,9023
cased huBERT
hun_tsv + 0,1506 0,9611 0,9734 0,9672 0,9433 0,8657
lowercased huBERT
eng_tsv_x1 + cased 0,1685 0,9509 00,9671 0,9589  0,9329 0,8772
angol BERT-Base
eng_tsv_x1 + uncased 0,1607 0,9543 0,9684 0,9613 0,9369 0,8856
angol BERT-Base

F1-mérték Pontossag

1.00 1.00
EmE Cased modellek B Cased modellek
mmm Uncased/lowercased modellek mmm Uncased/lowercased modellek

0.98 4

magyar adathalmaz (hun) angol adathalmaz (eng_x1) magyar adathalmaz (hun) angol adathalmaz (eng_x1)

22. abra Angol BERT-Base cased/uncased, és huBERT cased/lowercased F1 értéke és pontossaga a
sajat nyelvii adathalmazukon.

Az angol adathalmazon az uncased jobb eredményt ért el, mint a cased modell,
mely nem meglepd, hiszen Jacob Devlin és munkatarsai is ugy talaltak [8], hogy
csak azokban az esetekben teljesit jobban a cased modell, amikor a

kisbetiik/nagybetiik jelentések a feladat szempontjabol (pl.: névelem-felismerés).

Habar a magyar adathalmaz esetében forditott a helyzet, a két eset nem
hasonlithatd Ossze, hiszen a huBERT uncased helyett lowercased tokenizaldst
alkalmaz. Arra, hogy miért teljesit jobban a magyar cased modell, a hipotézisem,
hogy a hasznalt magyar adathalmazban fontos szerepe van a nagybetiiknek, mivel

ooz

egy negativ, agresszivabb hangvételli értékeléshez tobb nagybetilit hasznalhat a
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felhasznald. Osszességében nem tl nagyok az eltérések, mely szintén annak
koszonhetd, hogy nem okozott problémat a BERT-nek a probléma és adathalmaz

paros.

Tovabba, megfigyelhetd, hogy habar F1 tekintetében kozeli értéket kapott a
lowercased huBERT ¢és az uncased angol BERT-Base, addig kiegyensulyozott
pontossagban 0,0199-cel jobb eredménye lett az uncased modellnek. Mint
emlitettem, ez a két eset nem feltétleniil 6sszehasonlithatd, mégis ravilagitanak arra,
hogy egyszeriibb esetekhez akar érdemes lehetne egy uncased huBERT modell

teljesitményét megvizsgalni.

Osszességében tehat elmondhatd, hogy Jacob Devlin és munkatérsai javaslata az
uncased-re valoban igazoldodott, viszont a huBERT esetén mas szempontokat kellett
figyelembe venni, ezért ennek részletesebb megvizsgalasa tovabbi kutatas témaja
lehet.
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5. Osszefoglalas

A transfer learning metodikanak hala, az NLP-ben is lehet6ség nyilt kis
adathalmazokon, kevés eréforrassal, j6 eredményeket elérni, és ennek része a
BERT modell is. Célom annak feltarasa volt, hogy milyen kapcsolatban allnak a
BERT modellek a bemeneteikkel és hogy milyen mértékben fiiggnek az
eldtanitasukhoz hasznalt adathalmaz nyelvétdl, tehat mennyire képesek egy ettol
eltérd nyelvet megtanulni és azon feladatot megoldani, illetve milyen paraméterek
befolyasolhatjdk a mikddésiik hatékonysagat. Kutatdsom soran kiilonbozd
szcenariokban vizsgaltam a BERT magyar és angol modelljét. Ehhez sajat gytijtési
magyar ¢és angol nyelvii szoveghalmazt hasznaltam, melyeken bindris osztalyozasi

feladatot oldottam meg.

Az 1. szcenaridban azt vizsgaltam, hogy az angol nyelven elGtanitott BERT-
Base ¢és a magyar nyelven eldtanitott huBERT modellek milyen teljesitményt
nyujtanak a sajat nyelviikon, illetve a szamukra idegen nyelven. Az el6tanitassal
megegyez0 feladatok megoldasat tekintve megallapitottam, hogy huBERT
specialisabb, jobban teljesitett a sajat nyelvén, mint az angol BERT-Base a sajatjan,
idegen nyelven viszont a huBERT teljesitett rosszabbul. Ennek megvizsgalasa,
hogy mi miatt kevésbé altalanos a huBERT, tovabbi kutatds témaja lehet. Emellett
bemutattam, hogy a huBERT ¢és az angol BERT-Base modell is képesek voltak a
szamukra idegen nyelvii adathalmazon is j6 eredménnyel elvégezni a binaris
osztalyozas feladatat (mind az F1-mérték, mind a pontossdg mindkét esetben
meghaladta a 0,9-es értéket). Igy elmondhato, hogy mindkét modell valoban képes

volt egy 1j nyelvet megtanulni.

A 2. szcenaridban az adathalmazok kiegyensulyozasanak hatasait vizsgéaltam. A
kisérletek bebizonyitottak, hogy megéri kiegyenstlyozni legaldbb a tanitd
adathalmazt, hiszen igy javithat6é a modell eredménye. Ezentll az is lathato volt,
hogy csak a kiegyensulyozott mértékek tudnak ilyen esetekben valds értéket
mutatni, ennek hidnyaban pedig csak a kiértékeld halmaz kiegyenstlyozasaval is

kimutathatok az adott modell valos eredményei.

A 3. szcenaridban az adathalmaz méretezésének befolyasolo hatasat értékeltem

ki. Az eredmények arra vilagitottak ra, hogy a tobb adaton végzett finomhangolas
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csak akkor jar jobb osztalyozasi eredménnyel, amennyiben azok véaltozatossagot
hoznak az eddigi adathalmazba. Ezentul arra is, hogy kis adatméret esetén az
eredmények nagy variancidja miatt tobb metrikaval is érdemes kiértékelni a
modellt, hiszen a modell lehetséges széls6ségei miatt egyes metrikak hamis

bizonyossagot adhatnak.

Végiil, a 4. szcenarioban a cased ¢s uncased/lowercased BERT modellek
kiilonbségeit vizsgaltam. Itt lathatdo volt, hogy a BERT alkotéinak ajanlésa,
miszerint az uncased modell altalaban jobb eredményeket ad, valoban teljesiilt az
angol nyelvii BERT-Base modell esetében. Viszont a magyar nyelvii huBERT
esetén, a cased modell hozta a jobb eredményeket. A lowercased modelljét pedig
az angol uncased modell tulteljesitette. Ezen két eredmény okainak vizsgélata
tovabbi kutatds témdja lehet, akar annak megvizsgalasaval is, hogy egyszerlibb

feladatokhoz jobban tud-e teljesiteni egy uncased huBERT modell.

Munkam folytatasaként olyan szdvegfeldolgozasokkal szeretnék foglalkozni,
ahol a BERT modellek egy specialis szakteriileti feladatot oldanak meg. Példaként
emliteném az egészségligyet, ahol a szaknyelv sajatossadga miatt hasonl6 probléma
allhat eld, mint amit jelen munkdmmal modelleztem. Vagyis az el6tanitott BERT
modell egyaltalan, vagy csak kis mértékben ismeri azt a nyelvet, amelyen feladatot
kell megoldania. Gondoljunk példaul egy egészségiigyi dokumentumra, amelyet
magyar orvosok készitenek magyar nyelven, annak megértése azonban egy
egészségiigyben nem jartas személy szadmara nem egyszerii feladat. Mivel a
huBERT modellt csupan 2020-ban publikaltak, ezért ilyen szakteriiletspecifikus
modell még nem létezik magyar nyelven. A kozeljovoben érdemes megvizsgalni,
hogy milyen nehézségek 4ran hozhatdo létre példaul egy egészségiigyi
szakteriiletspecifikus magyar BERT modell, illetve milyen teljesitményt nyujt a

huBERT egy ilyen adathalmazon.
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Mellékletek

1. sz melléklet
Hiperparaméter-hangolas 1. epochjanak evaluation adathalmazon szamolt metrikai:

Hiperparaméter-hangolds
tesztesetének neve evaluation
(Ir=learning rate, loss
bs=batch size)

kiegyensulyozott

., ... Fl- ,
recizitas szenzitivitas ,  ,, pontossa ,
preciz cens mértck P 8 pontossdg

le-5Ir16bs-eng_x1-
cased _L-12 H-768_A-12
le-5Ir32bs-eng_x1-
cased L-12 H-768_A-12
2e-5Ir16bs-eng_x1-
cased _L-12 H-768_A-12
2e-5Ir32bs-eng_x1-
cased_L-12 H-768_A-12
3e-5Irl6bs-eng x1-
cased _L-12 H-768_A-12
3e-5Ir32bs-eng_x1-
cased L-12 H-768_A-12
5e-5Ir16bs-eng_x1-
cased L-12 H-768_A-12
5e-5Ir32bs-eng_x1-
cased L-12 H-768_A-12
6e-5Ir16bs-eng_x1-
cased _L-12 H-768_A-12
6e-5Ir32bs-eng_x1-
cased_L-12 H-768_A-12
le-5lrl6bs-eng x1-
uncased_L-12_H-768_A- 0,1777 09596 0,9574 10,9585 0,9329 0,8930
12

le-5Ir32bs-eng_x1-

uncased_L-12_H-768_A- 0,1703 0,9483 0,9725 0,9602 0,9348 0,8733
12

2e-5Ir16bs-eng_x1-

uncased_L-12_H-768_A- 0,1816 0,9510 0,9674 0,9591  0,9332 0,8775
12

2e-5Ir32bs-eng_x1-

uncased_L-12_H-768_A- 0,1644 09446 09776 0,9608  0,9355 0,8668
12

3e-5Irl6bs-eng x1-

uncased_L-12_H-768_A- 0,1839 10,9436 09716 0,9574  0,9300 0,8623
12

3e-5Ir32bs-eng_x1-

uncased_L-12_H-768_A- 0,1623 10,9499 0,9712 0,9604 0,9352 0,8767
12

5e-5Ir16bs-eng_x1-

uncased_L-12_H-768_A- 0,2036 0,9255 0,9791 09516  0,9193 0,8219
12

5e-5lr32bs-eng_x1-

uncased_L-12_H-768_A- 0,1799 0,9497 0,9646 0,9571  0,9300 0,8737
12

6e-5lr16bs-eng_x1-

uncased_L-12_H-768_A- 0,2115 10,9296 0,9739 09512 0,9192 0,8300
12

0,1810 10,9494 09659 0,9576  0,9307 0,8734
0,1836 09337 09799 0,9563 0,9275 0,8419
0,1931 0,938 09733 0,9557 0,9269 0,8512
0,1694 09487 09686 0,9586  0,9322 0,8729
0,1922 09435 09686 0,9559 0,9276 0,8609
0,1718 09443 09728 09584 0,9316 0,8644
0,2316 09373 09675 0,9522 0,9213 0,8460
0,1811 09432 09714 09571 0,9295 0,8612
0,2499 09318 0,9586 0,9450  0,9097 0,8299

0,2000 09245 09797 09513 0,9188 0,8195
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6e-5lr32bs-eng_x1-
uncased_L-12 H-768 A-
12
le-5lr16bs-hun-hubert
1le-51r32bs-hun-hubert
2e-5lr16bs-hun-hubert
2e-5Ir32bs-hun-hubert
3e-5lr16bs-hun-hubert
3e-51r32bs-hun-hubert
5e-5lr16bs-hun-hubert
5e-5Ir32bs-hun-hubert
6e-5lr16bs-hun-hubert
6e-5lr32bs-hun-hubert
le-5lr16bs-hun-
hubert_wiki_lower
1le-51r32bs-hun-
hubert_wiki_lower
2e-5lr16bs-hun-
hubert_wiki_lower
2e-51r32bs-hun-
hubert_wiki_lower
3e-5Ir16bs-hun-
hubert_wiki_lower
3e-51r32bs-hun-
hubert_wiki_lower
5e-5lr16bs-hun-
hubert_wiki_lower
5e-5lr32bs-hun-
hubert_wiki_lower
6e-5lr16bs-hun-
hubert_wiki_lower
6e-5Ir32bs-hun-
hubert wiki_lower

0,1812
0,1632
0,1338
0,1625
0,1495
0,1692
0,1443
0,2230
0,1755

0,3458
0,1796

0,1687
0,1539
0,1985
0,1614
0,1874
0,1567
0,1697
0,1582
0,2662

0,1616

0,9441
0,9676
0,9754
0,9568
0,9655
0,9720
0,9643
0,9470
0,9574

0,8920
0,9531

0,9611
0,9689
0,9608
0,9730
0,9599
0,9686
0,9563
0,9643
0,9608

0,9602

0,9716
0,9768
0,9709
0,9816
0,9767
0,9634
0,9755
0,9810
0,9760

0,9948
0,9759

0,9730
0,9619
0,9740
0,9564
0,9734
0,9642
0,9744
0,9681
0,9108

0,9734

0,9577
0,9722
0,9731
0,9690
0,9710
0,9676
0,9699
0,9637
0,9666

0,9406
0,9644

0,9670
0,9654
0,9674
0,9646
0,9666
0,9664
0,9653
0,9662
0,9351

0,9668

0,9305
0,9519
0,9539
0,9461
0,9499
0,9446
0,9479
0,9364
0,9420

0,8920
0,9381

0,9429
0,9407
0,9436
0,9397
0,9422
0,9423
0,9397
0,9417
0,8913

0,9425

0,8634
0,8879
0,9101
0,8546
0,8810
0,8963
0,8769
0,8216
0,8545

0,6269
0,8405

0,8655
0,8862
0,8650
0,8968
0,8618
0,8860
0,8503
0,8738
0,8411

0,8628
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