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1. BEVEZETES

A mai vilagot teljesen atszovik a Mesterséges Intelligencian alapuld automata megoldo rend-
szerek. Legyen szo6 akar egy online feliileten torténd vasarlasrol, vagy akar egy videdmegoszto
portal taldlatai kozotti bongészésrol, algoritmusok kisérnek végig minket utunkon, figyelnek
meg minket. Adatot gylijtenek rélunk, majd minden valasztasunk alapjan felajanlanak nekiink
egy sor ajanlatot, ami koziil valogatva jobbnal jobb ¢és érdekesebbnél érdekesebb megoldasok-

hoz juthatunk.

Az iparban a digitalizacio, a szamitastechnika fejlodése, azaz az Ipar 4.0 lehetdvé tette, hogy
tizedmasodperces eltéréssel alkalmazhato legyen a munka €s folyamatfeliigyelet. A fejlesztések
tovabba elmozdultak abba az irdnyba, hogy szerszdmgépbe beépitett feliigyelérendszerek ké-
pesek beérkezo inputok alapjan a forgacsolasi folyamatok lefutds kozbeni korrigélasara, hogy
a megmunkalt feliilet érdessége jobb és a szerszaméltartalma hosszabb legyen, ahogy az a 1.
abran lathat6. Bar minden szerszdmgép érzékeldkkel torténd ellatdsa hatékony modszer a kolt-
ségminimalizalashoz, de nem olcsé a megvalositasa, tekintve hogy egy ilyen rendszer mennyi
érzékel6t és mas hardvert igényel. EQy predikcios alapokra felépitett rendszer még ezen is tal-
mutatna, mivel ekkor az eljovendé jovo alapjan képes lenne az iranyitas dontést hozni a jelen-

ben.

A legegyszerlibb modszer forgacsold6 megmunkalasnal az optimalis paraméterek kivalasztasa
minden miiveletelemre. Azonban a paraméterek meghatarozasa megfelelé ismereteket igényel,
melyek birtokdba jutni csak forgacsolasi kisérletek elvégzésével és azok kiértékelésével lehet.
Azonban ilyen forgacsolasi kisérletek elvégzése teljes faktorialis kisérlet esetében akar ezres
nagysag rendre ugorhat. Lehetséges kevesebb mérési pontot felhasznalé modszer hasznalata,
de abban az esetben matematikai megfontolasokat kell figyelembe venni egy ilyen kisérlet meg-
tervezésekor. Korlatozott elemszadmu adathalmaz esetén lehetséges megoldast kinal a mester-

séges adatdusitas.
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1. abra: SECO Machine Monitoring szerszamfeliigyel6 rendszere [1]



2. CELKITUZESEK

Bar a termékek és alkatrészek 3D nyomtatasi technoldgidval torténd eldallitasa egyre nagyobb
teret hodit maganak, valamint az ezzel kapcsolatos kutatasok ¢€s technoldgiai fejlesztések is
folyamatosak, a hagyomanyos anyaglevalasztasi eljarasok 1étjogosultsaga tovabbra is megkér-
dojelezhetetlen. Ennek oka az, hogy csak a forgacslevalasztasi eljarasok tudjak biztositai a leg-
tobb esetben elvart geometriai pontossagot és feliileti érdességet.

Jelen kutatasi munka a forgacslevalasztasi technologidknak az Ipar4.0 keretrendszerébe torténd
integralasat segiti azaltal, hogy a folyamat eredményeinek eldrejelzését lehetové tevo modellek
kidolgozasara keriil sor. A prediktiv modellek historikus adatok segitségével tanithatok be, ezt
koveten pedig alkalmasak lesznek arra, hogy a pillanatnyi forgacsolési koriilmények,valamint
a modellek tovabbfejlesztésének eredményeként a pillanatnyi szenzorjelek alapjan akar a felii-
leti mindségre, akar a szerszdméltartamra vonatkozo6 becslést adjanak. Egy ilyen moédon mii-
kodo rendszerrel lehetdvé valhat a folyamat optimalizalasa, a gyartasi id6 csokkentése, mind-
ezek altal pedig a koltségek csokkentése. A szerszaméltartamra vonatkoz6 eldrejelzés lehetveé
teszi a szerszam adott pillanatban érvényes maradék éltartamanak a folyamatos kijelzését, ez-
altal segitve a gépet kezelO opratort annak eldontésében, hogy a szerszdmcsere megtorténjen-e,
vagy pedig a kovetkez6 munkadarab megmunkalasa még nagy biztonsaggal megkezdhetd. Egy
ilyen prediktivn modell tehat egy dontéstamogato6 rendszer alapja is lehet.

A kutatds megalapozasaként célom volt a vonatkoz6 szakirodalom részletes tanulméanyozasa.
Ennek keretén beliil kiilonos figyelmet kivantam forditani a kiilonboz6 gépi tanuldsi technikak
ismertetésére, valamint a Mestersages Intelligencian (Al, Artificial Intelligence) beliili fogal-
mak (Gépi Tanulas, Mély Tanuléas, Neuralis Halok) bemutatasara, illetve ezek egymashoz valo
viszonyanak a kifejtésére. Munkamban ki szerettem volna térni a Mesterséges Neuralis Halo-
zatok (ANN, Artificial Neural Network) altalanos felépitésére, valamint a hozzajuk felhasznal-
hat6 transzformacios fliggvények bemutatisara. Célom volt tovabba a kiilonb6z6 algoritmikus
alapokra felépiilo mesterséges neuralis halozatok és azok miikodésének az ismertetése. A Neu-
ralis Halozatok altaldnos bemutatasat kovetden kiilon figyelmet igyekeztem forditani azoknak
a szakirodalomban fellelhetd, forgacsolassal kapcsolatos kutatdsoknak az attekintésére, ahol a
Mesterséges Neuralis Halozatok alkalmazasara is sor keriilt. Célom volt, hogy az ezekhez a
kutatasokhoz kapcsolodo kisérletek céljait, koriilményeit, céljait, eszkozeit, kiilonlegességeit,

valamint az ANN alapt modellalkotashoz elengedhetetlen informaciokat részletezzem.



A szakirodalmi kutatdsok szemlézését kovetden sajat Mesterséges Neuralis Halozat alapt pre-
diktiv modellfejlesztést tiiztem ki célul. Mivel a hasonlé modellek betanitasahoz sziikséges ada-
tok célzott kisérletek segitségével torténd kinyerése rendkivil ido- és koltségigényes, ezért
megoldas lehet korabban, mas céllal elvégzett forgacsolasi kisérletek adatainak a felhasznalasa.
Ehhez tehat olyan, a szakirodalomban fellelhetd, a szerszam éltartamara vonatkozo adatsort
(Data set-et) kivantam talalni, ahol a kutatas célja kifejezetten nem ANN alapti modellfejlesztés
volt. A megfeleld adatsor birtokaban rovid leirast kivantam nyujtani az adott kutatas eredeti
céljarol, a kisérletek koriilményeirdl, valamint az adatgytijtéshez hasznalt mérés sajatossagai-
rol. A kutatas lényegi részeként olyan prediktiv modell fejlesztését tliztem ki célul, ami a
bemeneti paraméterek (forgacsolasi sebesség, eldtolas, fogasmélység) alapjan képes megfeleld
becslést szolgaltatni a szerszam éltartamara vonatkozoan. Ugy terveztem, hogy az adatsor alap-
jén tobb kiilonbozd mesterséges neuralis halozat modelljét fogom eldallitani, varialva a betani-
tasi algoritmusaikat és felépitésiiket, melyek részleteit kiilon targyalom, illetve eredményeit
elemzem. Célom volt a kiilonb6z6 struktaraja prediktiv modellek sszehasonlitd vizsgalata,
becslési josaganak az értékelése.

A kutatasi munka eredményeinek a felhasznalasaval a jovOben gyartasi kornyezetre szabott

dontéstamogatd rendszer fejlesztheto.



3. PREDIKTIV MODELLEK SZEREPE

3.1. Mesterséges Neurdlis Halozat

A Mesterséges Neuralis Halozat (angolul Artificial Neural Network, ANN) egy Mély Tanula-
sos (angolul Deep Learning) szamitasi modell, amelynek felépitése és funkcidja a bioldgiai
ideghélozatokhoz hasonlit, ahogy az az 2. dbran lathato. Az ANN-ek nemlinearis statisztikai
adatmodellezd eszk6zok, ahol a bemenetek €s a kimenetek kozotti kapesolatokat modellezik,
vagy mintakat talalnak rajuk. Hasznalatuknak szamos eldnye van, példaul, hogy gyorsan képe-
sek adatkészletek figyelésébdl kovetkeztetéseket levonni. Ezzel, mint egy véletlenszeri fligg-
vénykozelit6 eszkozként képesek koltséghatékonyan eredményeket becsiilni és idealis megol-
dasokat keresni. Az ANN feladatelvégzés kozben csak adatmintakat hasznal fel, nem sziikséges

teljes adatkészlettel ellatni [2].

Input First hidden Second hidden Output
Layer layer layer layer

2. abra: Egy Mesterséges Neuralis Halozat felépitése [3]

3.1.1. MESTERSEGES NEURALIS HALOZAT FELEPITESE ES FELADATA

Felépités szerint az ANN harom részbdl épiil fel, amiket rétegek alkotnak (angolul layer). Az
elsd rész a bemeneti neuronokat, a harmadik pedig a kimeneti neuronokat magukban foglalo

rétegek, melyek az adatok bemeneti és kimeneti pontjai. A két réteg kozott elhelyezkedd ma-



sodik részben az informécidt adaptivan valtozé mechanikan alapulé modon tartalmazo neuro-
nok helyezkednek el egy vagy tobb, Gn. rejtett rétegben (angolul Hidden Layer). Ezek feladata,
hogy tanuljon a begytijtott informéci6 fontossaga alapjan. Ezek az iranyelvek lehetové teszik a
neuronok szamara, hogy atalakitott eredményt hozzanak létre, melyet a kovetkezd réteg sza-
mara kimenetként biztositanak. A tanulasi szabalyok tovabbi halmaza hiba-visszaterjesztést
(backpropagation) hasznal, egy olyan folyamatot, amelyen keresztiil az ANN a hibak figyelem-
bevételével moddosithatja kimeneti eredményeit. A visszaterjesztés révén minden alkalommal,
amikor a kimenet hibasként van elkonyvelve a felligyelt betanitasi szakaszban, egy helyes ko-
vetkeztetést kiildenek vissza. A kovetkeztetés alapjan minden suly frissiil annak aranyaban,
hogy mennyire voltak feleldsek a hibaért. Ezért a hiba az ANN egység kapcsolati stlyainak
ujrakalibralasara szolgal, hogy figyelembe vegyék a kivant eredmény és a tényleges eredmény
kozotti kiillonbséget. Iddvel az ANN ,,megtanulja”, hogyan cs6kkentheti minimalisra a hibak és
anem kivant eredmények esélyét. Szamos gyakorlati alkalmazéasban hasznalhatok, mint példaul
az lizleti intelligencia prediktiv elemzése, a spam e-mailek észlelése, a chatbotok természetes

nyelvi feldolgozasa és még sok mas [2].

Artificial
Intelligence

Machine
Learning

Neural Nets

3. abra: A Mesterséges Intelligencian beliili fogalmak egymashoz val6 viszonya [4]

Az ANN-ek a gépi tanulas (angolul Machine Learning) algoritmusainak egy részhalmazaként

helyezkednek el. A 3. abran jol lathat6, hogy az ANN miikodésének megértéséhez sziikséges a
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fohalmaz mikodésének megértése. A Gépi tanulési algoritmusok olyan kodrészletek, amelyek
segitenek abban, hogy bonyolult adatkészleteket tarjunk fel és elemezziink, olyan célbol, hogy
értelmes informéciokat talaljunk benniik. Minden algoritmus olyan egyértelmii, 1épésenkénti
utasitasok véges halmaza, amelyeket a gép megért és kovetni tud egy meghatarozott cél érdek-
ében. A gépi tanulasi modell célja, hogy olyan mintédkat hozzon létre vagy tarjon fel, amelyeket
az emberek felhasznalhatnak eldrejelzésekhez vagy az informaciok kategorizalasahoz. A gépi
tanulasi algoritmusok a betanitasi adatokon alapuld paramétereket hasznalnak, azaz a nagyobb
halmaz adatainak egy részhalmazat. Nagyobb adathalmazzal, azaz a betanitasi adatmennyiség
boviilésével késziilo modellek valdésaghiibben le tudjék irni a vilagot, igy az algoritmus egyre
pontosabb eredményeket képes majd kiszamitani. A kiilonbdzo algoritmusok més-masfélekép-
pen elemzik az adatokat. Ezek gyakran a gépi tanulasi technikdk szerint vannak harom részre
csoportositva: feliigyelt tanulds, nem felligyelt tanulds és megerdsitd tanulas, melyek mar a
mély tanulashoz kezdenek tartozni. A leggyakrabban haszndlt algoritmusok regressziot és be-

sorolast hasznalnak [5].

Machine Learning

Input Feature extraction Classification Output

Deep Learning

PR \ a
./ &) S, @

Input Feature extraction + Classification Output

4. dbra: Kiilonbség a gépi és a mély tanulas kozott [6]

Feltigyelt tanulas soran az algoritmusok az ember (felhasznald) altal megadott cimkézett példak
alapjan készitenek elorejelzéseket. A modszert akkor hasznaljak, ha tudjék, hogyan kell kinéz-
nie az eredménynek. Péld4ul egy varos demografiai eldrejelzése 6t év mulva, ha az adatkész-
letben rogzitettiik, milyen varosrol van szo, hanyan laktak a telepiilést évekre visszamenden €s

milyen évek adatai nézziik, illetve olajcserék és megeldz6 karbantartasok esetében is hasonldéan



jarnak el. Feliigyelet nélkiili tanulas soran az adatpontok nincsenck megcimkézve — az algorit-
mus cimkézi meg Oket az ember (felhasznald) helyett az adatok rendszerezésével vagy a szer-
kezetiik leirasaval. Ez a modszer akkor hasznalatos, ha nem tudjak, hogy az eredménynek ho-
gyan kell kinéznie. Példaul meg vannak adva az iigyféladatok, és olyan iigyfélcsoportokat kel-
lene eredményiil kapni, akik hasonl6 termékeket kedvelnek. Ennek a kettonek a megértésére a
4. 4bra ad jobb szemléltetéstt. A megerdsitd tanulds soran olyan algoritmusokat hasznalunk fel,
amelyek az eredményekbdl tanulnak, és eldontik, hogy melyik miveletet kell elvégezni a ko-
vetkezd 1épésben. Az egyes miiveletek utan az algoritmus visszajelzést kap, ami segit megalla-
pitani, hogy a valasztott dontés helyes, semleges vagy helytelen volt-e. Az olyan automatizalt
rendszerek esetében érdemes hasznalni, amelyeknek sok kis, emberi itmutatas nélkiili dontést

kell hozniuk, mint példaul az dnvezetd autok [5].

3.1.2. MESTERSEGES NEURALIS HALOZATOK BETANITASA

Egy ANN betanitasa soran az els6 1épésiink a halozat megszerkesztése, azaz a haldzat tipusanak
megadasa, a rétegek szamdanak ¢és a kiilonb6z6 rétegekben elhelyezkedd neuronok szdmanak a
meghatarozasa, valamint a transzfer fliggvények kivalasztasa. A hélozat kialakitasakor a réte-
gekben elhelyezett neuronok aktivacios, masnéven transzfer fliggvényeit is meghatarozhatjuk,
attol fliggden, hogy az altalunk elérni kivant modellt melyik transzformacios fliggvény kozeliti
a legjobban. Ilyen a logaritmikus fiiggvény, szakaszosan linedris fliggvény, tangens hiperboli-
kus fliggvény és szignum fiiggvény. Ezekr6l a 5. abra mutatja be. A kimeneti eredmények meg-
hatérozésara leggyakrabban a linearis fliggvényt alkalmazzék a kiemelkedden j6 hatékonysaga

miatt [7].



a = ransig(n) a = lagsigin) a = purclin(n)
Tan-Sigmoid Transfer Function Log-Sigmoid Transfer Function Linear Transfer Function

(a) (b) (©)

a = poslin{n) a = sarlinin) a = sarlins(n)

Positive Linear Transfer Function Satlin Transfer Function Satlins Transfer Function
(@ (e) ®
5. abra: Egy ANN neuron réteg aktivacios fiiggvényei: (a) tansig, (b) logsig, (c) poslin, (d) rectilin, (e) satlin és
() satlins[8]

A mesterséges neurdlis halozat betanitdsa magéaban foglalja az engedélyezett modellek kiva-
lasztasat, amelyekhez tobb kapcsolddd algoritmus létezik: Gradiens Csokkenés (Gradient
Descent), Reziliens Hiba-Visszaterjesztés (Resilient Backpropagation), Konjugalé Gradiens (
Conjugate Gradient), Quasi-Newton (QN), és Levenberg-Marquardt (LM). Ujonnan a Bayesi
Szabalyozott Visszaterjesztés (Bayesian Regulated Backpropagation), mint 0j betanit6 algorit-
mus jelentek meg a kutatasok teriiletén [9].
A Gradiens Csokkenés (angolul Gradient Descent) modszerének alkalmazasa soran mindig a
legnagyobb csokkenés iranyaba haladunk, mindaddig, ameddig el nem ériink egy minimumot,
legyen az egy lokélis minimum vagy optimum. Egy egyenes mentén torténd keresésnél a pontos
minimum helyett kozelitd minimum helyet ajanl. Habar a gradiens modszerre érvényes a staci-
onarius ponthoz valé konvergencia, mégsem javasolt az altalanos hasznalata, mivela gyakor-
latban megbizhatatlan. A Konjugéal6é Gradiens, avagy a Skalazott Konjugalé Gradiens modsze-
rét az eldzéleg megismert Gradiens mddszerhez hasonldan a minta felismerésére szoktak hasz-
nalni. A Skalazott Konjugalt Gradiens algoritmus a konjugalt iranyokon alapul, de ez az algo-
ritmus nem hajt végre vonalkeresést minden iterdciondl. A Gradiens Csokkenés modszerét az

6 .abra demonstralja [7], [10].
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Local Minimum

l*

Global Minimum

6. abra: Gradiens Csokkenés abrazolasa [11]

A Reziliens Hiba-Visszaterjesztés (angolul Resilient Backpropagation) miikodése a kovetkez6-
ben teljestil ki. A tobbrétegli halozatok jellemzden szigmoid atviteli fliggvényeket hasznalnak
a rejtett rétegekben. Ezeket a fliggvényeket gyakran ,,0sszenyomo” fliggvényeknek nevezik,
mivel végtelen bemeneti tartomdnyt tomoritenek véges kimeneti tartomanyba. A szigmoid
fliggvényeket az jellemzi, hogy meredekségeiknek nulldhoz kell kzelitenitik, ahogy a bemenet
megnd. Ez problémat okoz, ha a legmeredekebb ereszkedést hasznalja egy tobbrétegli, szig-
moid fiiggvényekkel rendelkez6 haldzat betanitasahoz, mivel a gradiensnek nagyon Kicsi lehet
a nagysaga, és ezért kis valtozasokat okozhat a stilyokban és torzitdsokban, még akkor is, ha a
stulyok és torzitasok messze vannak a sajatjuktol. A Reziliens Hiba-Visszaterjesztés (Rprop)
nevi tanito algoritmus célja a parcidlis derivaltak nagysagrendjének kikiiszobolése. Csak a de-
rivalt eldjele hatarozhatja meg a sulyfrissités iranyat; a derivalt nagysaga nincs hatassal a suly-
frissitésre, ahogy az a 7. dbran lathat6. A stulyvaltozas nagysagat kiilon frissitési érték hatarozza
meg, melyet tényezdvel, faktorral korrigal. Ha a derivalt nulla, a frissitési érték ugyanaz marad.
Amikor a sulyok oszcillalnak, a sulyvaltozas csokken. Ha a suly tovabbra is ugyanabban az
iranyban valtozik tobb iteracion keresztiil, akkor a sulyvaltozas mértéke nd. Ezt demonstralja a
7. ébra [10].
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Error Depends on Weight Value
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7. abra: Reziliens Hiba-Visszaterjesztés (Rprop) mitkodése [12]

A Newton modszer a konjugalt gradiens modszerek alternativdja a gyors optimalizalas érdeké-
ben. A Newton-moddszer gyakran gyorsabban konvergal, mint a konjugalt gradiens modszerek.
Sajnos bonyolult és koltséges a Hess-matrix kiszdmitasa az eldrecsatolt neuralis hal6zatokhoz.
Van az algoritmusok egy osztalya, amely Newton modszerén alapul, de nem igényli a méasodik
derivalt szamitasat. Ezeket Kvazi-Newton ( angolul Quasi-Newton (QN) magyarul esetleg sze-
kans) modszereknek nevezziik. Az ilyen algoritmusok miikodésiikkor frissitenek egy kozelitd
Hess-matrixot az algoritmus minden iteracidja soran. A frissités a gradiens fliggvényében kertil
kiszamitasra, ahogy az a 8. dbran lathato. A publikalt tanulmanyokban legsikeresebb Kvazi-

Newton modszer a Broyden, Fletcher, Goldfarb és Shanno (BFGS) frissités [10].

8. abra: Kvazi-Newton algoritmus geometrikus leképezése [13]

A Levenberg-Marquardt (LM) moédszereket szoktak a korlatozott 1épésti modszerek, illetve a

megbizhatosagi tartomanyos modszerek kozott targyalni, illetve ez egyik leggyakrabban hasz-
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nalt betanité algoritmusok egyike. Egy fliggvény minimumanak (legyen az lokalis vagy globa-
lis) meghatarozasara hasznaljak a paraméterezés teriiletén, ahogy azt a 9. dbra mutatja. Az al-
goritmus adaptivan valtoztatja belsé paraméterét a Gauss Newton kozelitd- és a Gradiens Csok-
kenés kozelitd algoritmusok kozott. Utdbbit az elsé iteracidkban hasznalja nagy értékek mellett,
mig utobbit késobbi iteraciokban hasznalja a kis értékekre illeszkedéskor, igy gyorsabban ta-
lalja meg a megoldast, mint barmelyik eddig felsorolt algoritmus. Mint sok numerikus technika,
a Levenberg-Marquardt médszer is érzékeny lehet a kezdeti kiindulasi paraméterekre és a za-

jokra [7], [14], [15].
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9. abra: Példa a LM algoritmus vonalkozelitd viselkedésére térben és sikban [16]

A Bayesi Szabalyozott Visszaterjesztés (angolul Bayesian regularization backpropagation, BR)
modszer alkalmazasa sordn a bevitt paraméterek sulya és hangsulya valtozik a Levenberg-
Marquardt optimizaciohoz hasonléan. A négyzetes hibdk és sulyok kombinéaciojat minimali-
zalja és aztan eldonti, melyik az a helyes kombinacid, amelyre jol tud altalanositani/ fliggvényt
illeszteni, ahogy az a 10. abran lathat6. Megakadalyozza az overfitting el6fordulasat és model-
valasztast kiilon keresztértékelésre adott Data Set nélkiil is el tudja végezni. Abban az esetben
hasznaljak, ha egy nagyon pontos kozelités megtaldlasa a prioritds, valamint szakértelem, na-

gyon sok id6 és adat, illetve erdforras all a rendelkezésiinkre [17], [18].
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Back Propagation

10. abra: Bayesi Szabalyozott Hiba-Visszaterjeszt6 algoritmus felépitése [9]

3.2. Az ANN gyartastechnologiai alkalmazasanak lehetoséegei

Az utobbi 15 évben tobb kutatas is megjelent a Mesterséges Neuralis Halozatok forgacsolasi
paraméterek alapjan torténd €ltartam és feliileti érdesség becsléseinek pontossagarol, illetve an-
nak alkalmazésarol. Az algoritmus bemeneti paraméterei alapvetden a forgacsolasi sebesség
(Ve), az elétolas (f vagy f;, amennyiben fogankénti el6tolas), illetve a fogasmélység (ap). Ezt
kiegészitheti kisérlet céljatol fliggden a forgacsoloerd mért legnagyobb értéke (Fc), rezgésvizs-
galat megmunkalaskdzben. Kimeneti paraméterekként pedig a megmunkalt feliilet érdessége
(Ra), a szerszamkopas nagysaga, levalasztott anyagmennyiség rataja (MRR), melyeket a meg-
munkalés utan szamolnak ki vagy mérnek le mérdeszkozzel. A kovetkezOkben az altalam fel-

dolgozott kutatasokat mutatom be.

S.O. Sada ¢és S. C. Ikpeseni az ANN ¢és az ANFIS modellez6 képességet értékeltek egy AISI
1050 tipust acél megmunkalasi teljesitményének eldrejelzésében. A kisérletet egy 11 KW tel-
jesitményli esztergan hajtottak végre, gyorsacél szerszdmokkal és a levalasztott anyagmennyi-
ség ratajat, illetve a szerszamkopast mérték. A kisérletek szamanak meghatarozasahoz a beme-
neti paramétereket, egy erre készitett szoftvert és CCD-t (Central Composit Design) hasznaltak
fel, igy harom szintes kisérleti matrixot hoztak Iétre 40 darabos kisérletszammal. Az ANN be-
tanitasahoz és teszteléséhez a MATLAB 2016b programot hasznaltak fel. Maga az ANN beta-

nitasahoz harom kiilonbdzd betanito algoritmust hasznaltak, kiilonb6z6 aktivalo funkcidkkal és
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a rejtett rétegben talalhatd neuronjainak szama 2-20 kozott valtoztak. A kisérleti eredmények-
bol allo Data Set 70%-at hasznaltak fel az algoritmus betanitasara, 15%-ot az érvényesitésre €s
a maradék 15%-ot a tesztelésére. Az ANN becslésének josagat R? korrelacios egyiitthatoval és
RMSE négyzetes hiba statisztikus jellemzokkel értékelték és feljegyezték. Az ANN algoritmust
Osszevetették az ANFIS (Adaptive Neuro-Fuzzy Interference System) gépi tanulo6 technikaval,
amely az ANN-t és a Burkolt Logikat (Fuzzy Logic) foglalja magaba. Az ANN modell teszte-
1ésekor kidertiilt, hogy a 3 tréning algoritmus koziil az LM-tipus, 10 neuronnal €s transig akti-
vacioval, illetve logsig funkcioval volt a legalacsonyabb hibaval rendelkezé algoritmus. Osz-
szehasonlitva pedig az ANN, az ANFIS-hoz képest jobban szerepelt, mivel a korrelacios egyfitt-
hatdja 92,1%-0s volt az ANFIS 60-73%-hoz képest [19].

Aleksandar Kosarac, et al. a feliileti érdesség becslését tiizte ki célul ANN segitségével mard
forgacsolasi eljaras esetén. A kisérletet AA7075-0s aluminiumon végezték el karbidos maro-
szerszammal. kiilonb6z6 kozeghiitéssel kisérve. A kisérlet végén a megmunkalt feliiletek felii-
leti érdességét Mitutoyo érdességmérd berendezéssel vizsgaltak meg. Az ANN betanitasahoz
¢s teszteléséhez a MATLAB szoftvert hasznaltak fel. Maga az ANN betanitasahoz tobb kiilon-
b6z6 betanito algoritmust hasznaltak, példaul Levenberg-Marquardt (LM), Bayesian Regulacio
(BR), resilient backpropagation (RP), Quasi-Neuton backpropagation (BFG) és Scaled Con-
jugate Gradient Backpropagation (SCG). A kisérleti eredményekbdl allo Data Set 70%-at hasz-
naltak fel az algoritmus betanitasara, 15%-ot az érvényesitésre és a maradék 15%-ot a tesztelé-
sére. Az ANN becslésének josagat R?korrelacios egyiitthatoval és MSE atlagos négyzetes hiba
statisztikus jellemzokkel értékelték €s feljegyezték. A kisérlet arra mutatott ra, hogy a feliileti
érdesség becslését a készitett algoritmusok nagyon jo kozelitéssel, kis hibaval elvégezték Ki-
sebb Data Set hasznalata mellett [20].

P.J. Bagga, et al. a szerszdmkopas mérés €s becslés kozvetett modszerét kisérletezte ki forga-
csolas kozben, ANN halozatok segitségeével. A kisérlet megtervezése a Taguchi L9-es mddszer
alapjan késziilt, igy 9 kisérleti eredmény késziilt el. A kisérlet soran karbid szerszdmokkal En§-
as szénacélt munkaltak meg esztergalassal, ugy, hogy az esztergat felszerelték valosidében
mérd erd és vibraciomérdeszkozokkel, igy ez alapjan megtudtak hatarozni, ha a szerszam egy
bizonyos nagysagig elkopott. A keletkez6 eredményeket MATLAB szoftveren ANN-nel érté-
kelték ki. A legjobb eredményt egy 3-4-1es felépitésti feed-forward neuralis halozattal voltak
képesek elérni, 3.48%-os atlagos szazalék hibaval [21].

Uma Maheshwera Reddy Paturi, et al. az AISI 52100-as keményfém esztergasa soran mester-

séges neuralis halozat (ANN) megkozelitést alkalmazott, hogy megbecsiilhesse a vagoszerszam
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kopésat. A kisérlethez Taguchi L27-es kisérlettervezési modszert hasznaltak, €s az igy kapott
eredményeket MATLAB-ban értékelték ki. A szerszamlapka kopasat harom kiilonb6z6 modon
értekelik megmunkalasi kornyezetek alapjan, példaul szaraz megmunkalés, nedves megmun-
kalas (elaraszto hiités) és minimalis mennyis€g kenés (MQL) megmunkalas. Az emulgeal6 olaj
alapt vagofolyadékot vagofolyadékként hasznaljak nedves és MQL megmunkaléds soran. Az
ANN modellezés Levenberg-Marquardt modszerrel késziilt és tangens szigmoid (tansig) kép-
z¢ést tartalmazott hidden és output rétegekben. A 3-6-6-1 az optimalis felépités, melyet a beme-
neti adat négyzetes hibaja (MSE) és atlagos hibaja (AE) alapjan kaptak meg. Az ANN modell
elorejelzett értékeit 6sszehasonlitjuk a kisérleti eredményekkel. A korrelacios koefficiens fak-
tor, azt figyelték meg, hogy az ANN eldrejelzése magas, ami szignifikans harmoniat mutat az

elore jelzett valasz és a kisérleti eredmény kozott [22].

Yun Zhang, et al. a gépi tanulas alkalmazasanak lehetdségeit vizsgalta nagysebességii eszter-
galasnal (High Speed Turning) a vagoerd, feliileti érdesség és szerszam éltartam becslésére. Az
ANN betanitasat Gauss-i regresszios folyamati modellel (angolul: Gaussian Process Reg-
ression) végezte el és 6sszehasonlitotta az ugyanazon Data Set-tel elvégzett mas tipusu betanito
algoritmusokkal betanitott ANN-ekkel. A Data Set 41 kisérleti eredményt tartalmazott. A beta-
nitds eredménye az lett, hogy a Gaussi reggresszids folyamati modell egyszerlien, gyorsan ¢€s
pontosan képes meghatarozni a High Speed Turning folyamatok esetén a megmunkalasi para-
méterek segitségével a becsiilendd értékeket [23].

Vikas Marakini, et al. magnézium 6tvozetek High Speed Milling megmunkalas soran keletkezd
vibracid miatt keletkez6 feliileti érdesség optimalizalasat tlizte ki célul. A kisérlet soran AZ91-
es magnéziumot hiitokdzeg nélkiil martak L9-es Taguchi kisérlettervezéssel, majd az eredmé-
nyeket TOPSIS modszerrel dolgozta fel és MS Excelben vették fel a mért rezgéseket. A kisérlet
végeén arra jutottak, hogy a High Speed Milling jobb feliileti érdességet €s keménységet ered-
ményez a megmunkalatlan munkadarabhoz képest és a TOPSIS modszerrel sikeriilt a forgacso-
lasi paraméter optimumot meghataroztak. A feliileti érdességet legjobban befolyasold paramé-
ter az el6tolas volt [24].

Gokberk Serin, et al. a Deep Multi-Layer Perceptron alapt eldrejelzést kutatta a maras energia-
hatékonysagarol és feliiletmindségérdl a fenntarthatosag és Big Data korszakaban. A kutatés
soran CCD kisérlet eldtervezéssel AL7075 aluminiumd&tvozetet horonymartak. A sziikséges
adatok Osszegyiijtése utan DMLP alapi modellt tanitottak be MATLAB szoftver segitségével

€és ANOV A moddszerrel ellendrizték hibara. A véglegesitett elorejelzé algoritmus 91,5%-0s és
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90,7%-o0s pontossaggal becsiilte meg a mindséget €s az energiahatékonysagot a horonymaréas-
nal. Tovabbi észrevételek az megmunkalasi paraméterek kapcsan, hogy az elétolés és a fogas-
mélység volt a legnagyobb befolydsold tényezd. A DMLP algoritmus felépitésérdl a 11. abra
ad jo tajékoztatast [25].
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11. abra: Az DMLP algoritmus altalanos felépitése [25]
Jignesh G. Parmar, et al. egy Mesterséges Neuralis Hal6zat (ANN) modelljét tanitottak be
AISI1020 acélanyag végmarasi folyamat teljesitményértékelési kritériumainak eldrejelzésére,
mint pl anyageltavolitasi sebesség, megmunkalasi 1d6, szerszdmélettartam, forgacsolderd, nyo-
maték &s teljesitmény. Az ANN modell alkotés soran figyelembe vették a végmarast és a fel-
hasznalt anyag mechanikai tulajdonsagait. A MATLAB Az R2015a szoftvert hasznaltak fel az
ANN modell betanitasara és tesztelésére, melyet a Feedforward Backpropagation-tipusként ha-
taroztak meg és 5 Input neuronnal, 6 rejtett rétegrel (minden rejtett rétegben 10 neuronnal) és 6
Output neuronnal hasznaltak. Err6l a 12. abra ad informaciot. Jo korrelaciot kaptak az ANN
modell eredményei és kisérleti eredmények kozott. Végsokonkluzioként kimondtak, hogy a ki-
fejlesztett mesterséges neuralis halozati modell hatékonyan hasznalhato elérejelzésre a végma-

rasi folyamat tobb reakcios paraméterei barmilyen kivalasztott anyaggal olcson és gyorsan [26].
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12. abra: Az ANN modell MATLAB-o0s szerkezete[26]
Pradeep K. Singh, et al. célja a megmunkalasi paraméterek hatasanak Kiértékelése AISI H11

ac¢l végmaras soran a feliileti érdességére (SR) és anyageltavolitasi sebességére (MRR). A
megmunkalasi teszteket CNC fiigg6leges mardgépen végezte el és Taguchi standard L27 orto-
gonalis tombos (OA) sziirke relacids analizist (TGRA) valasztott ki a feliileti érdesség (SR) és
anyageltavolitasi sebesség (MRR) kozotti az 0sszefliggés vizsgalatara. Az optimalizalas ugy
tortént, hogy minden bemeneti paramétert a tartomanyon beliil kell beallitani, hogy SR és MRR
legjobb kombinaciojat kapjak meg. Az adatok elemzése MS EXCEL szoftverrel keriiltek el-
végzésre, a modell szignifikancia tesztek elvégzésre keriiltek ANOV A modszerrel. 20%-os suly
a valaszfeliileti érdességhez és 80%-os az anyageltavolitashoz sebességet feltételeztek a durva
megmunkalasi feltételek figyelembevételénél A vagas szdzalékos hozzédjarulasa a sebesség, az
elétolés és a fogdsmélység durva megmunkalasnal 18,48%, 37,49% és 35,61%. Mig a vélasz-
feltileti érdesség esetében 80%-o0s sulyozast, az anyageltavolitasi sebességnél pedig 20%-0S
sulyt feltételeztek a befejez6 megmunkalasi feltételek figyelembevételénél. A forgacsolasi se-
besség, eldtolas szdzalékos hozzajarulasa és a vagasmélység a megmunkalasnal 71,55%,
13,88% ¢és 1,09% volt [27].

Chakradhar Bandapalli, et al. kutatasa soran a feliileti érdesség kisérleti vizsgalatat és becslését
végezte el optimalizalési technikdkkal. Ezek kozott volt a mesterséges neurdlis halozat (ANN),
csoportos modszerrel végzett adatkezelése (GMDH) €s tobbszords regresszids analizis (MRA).
Ti-6Al-4V- titan6tvozet (5-0s fokozat) nagy sebességii mikroméretli szarmarasa soran §Ssze-
hasonlito vizsgalatot végeztek az ors6 fordulatszdmanak, eldtoldsanak és fogasmélységének a
megmunkalt titan 6tvozet feliileti érdességére gyakorolt hatdsdnak megismerésére. A megfi-
gyelésekbdl egyértelmiien levonhato, hogy a neuralis haldzat eldrejelzési pontossdga nagyobb,
mint mas technikaké, ami jo 6sszhangban volt a validalo kisérleti értékekkel [28].

S. Sivarajan, et al. kutatasuk soran a fuzzy logikat alkalmaztak a feliileti érdesség elérejelzésére
EN31 acél kemény megmunkalasakor TiAIN bevonati vagoészerszamot hasznalva. Kilenc
anyaglevalasztasi kisérletet végeztek harom forgacsolasi sebességgel, eldtolasi sebességgel és
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fogasmélységgel, majd a 9 feliilet feliiletmindségét mérték meg feliileti érdességmérdvel. A
fuzzy logikai modellek fejlesztéséhez, melyet az 13. débra mutat be, MATLAB R2020b szoftvert
¢s a beépitett fuzzy logic eszkoztarat hasznaltak. A haromszog tagsagi funkcié minden paramé-
terhez €s valtozohoz hozza van rendelve. Kilenc fuzzy szabalyt készitettek a megmunkalasi
kisérletekbol szarmazo adatok felhasznalasaval. Megallapithatd, hogy a fuzzy logikai modell
elfogadhato pontossaggal képes a feliileti érdesség becslésére. Kideriilt, hogy a nagyobb forga-

csolasi sebesség €s a Kisebb eldtolas jobb feliiletmindséget biztosit [29].

Input and output variables in Fuzzy logic model
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13. abra: Fuzzy Logic felépitése MATLAB programban [29]
M.V.R. Durga Prasad, et al. kutatasuk soran egy L.27 Taguchi kisérleti terv hasznalataval vizs-

galatokat végeztett el EN31 edzett acélon. A kisérlet soran CBN eszkdzzel végzett szaraz kor-
nyezei megmunkaldsban azonositsitottak a bemeneti folyamat paramétereit a sebességet, az
eldtolasi sebességet és a fogasmélységet. Ezt kdvetden a kisérleti eredményeket elemezték,
hogy azonositsdk ezen bemeneti paraméterek kozvetlen és kozvetett hatasat a feliilet mindségi
paramétereire. A statisztikai eszk6zokkel végzett elemzések eredményei azt mutatjak, hogy a
szaraz megmunkalas nemlinedris jelenség, ezért egy ANN modellt fejlesztettek ki, és érzékeny-
ségi elemzést végeztek. Az ANN modell kiértékelése soran arra jutottak, hogy a fogasmélység
és az el6tolas volt a legnagyobb befolyasolo tényezo feliileti érdesség kialakulasakor [30].

A. Johnson Santhosh, et al. kutatasa soran AISI 4340 6tvozott acél alkatrészek feliileti érdessé-
gének befolyasoltsagat figyelte meg olyan CNC megmunkalasi paraméterekkel, mint az el6to-
las, a forgési sebesség €s a fogdsmélység. A kodolt €s tényleges empirikus modellt Face Cen-
tered Central Composite Design (CCD) megkdzelitéssel allitotta el6 a Response Surface
Methodology (RSM) programban az elérejelzett értékek elérejelzésére. A megmunkalasi para-
méterek kolcsonhatasait haromdimenzids feliileti diagramok segitségével tanulményotak, az
optimalis folyamatparamétereket pedig a kivanatossagi grafikon segitségével josoltdk meg. A
mesterséges neuralis halozat (ANN) megkozelitést alkalmaztak a regresszios egyiitthatd (R2)
novelésére €s legjobban illeszkedd modell megszerzésére a Genetic Algorithm (GA) szdmara.

A megerdsitd vizsgalati eredmények a kisérleti feliileti érdesség értékét tarjak fel, és a hibasza-

19



zalék kisebb a Genetic Algoritmusban, mint a valaszfeliileti modszertanban az AIST 4340 6tvo-
z0Ott acél alkatrészek esetében. Ennek eredményeként a szerz6 az Artificial Neural Network
(ANN) ¢és a Genetic Algorithm (GA) modszertan kombinacidjanak haszndlatat javasolja a leg-
jobb megmunkalasi folyamatparaméterek megtaldlasa és a gyakorlati alkalmazasokban jo tel-
jesitményreakcio elérése érdekében [31].

Mahesh Gopal kisérleti vizsgalatot végzett a feliileti érdesség elbrejelzésére a kovetkezé para-
méterek figyelembevételével: forgacsolasisebesség, eldtolasi sebesség, fogasmélység €s csucs-
sugar a Duplex 2205 (ASTM A276) korrud anyag kemény esztergaldsanal, keményfém szer-
szam felhasznalasaval. Kisérleti célokra a 4-faktoros és 5-szintli tervezési matrixot Design-EX-
pert szoftverrel strukturalta. A forgacsolési teszt szempontjabol a forgacsolasi sebesség az a
paraméter, amely a legnagyobb hatdssal van a megmunkalasi tevékenységre €s a csucssugar
egy olyan paraméter, amely kevésbé befolyasolja a megmunkalasi tevékenységet. A feliileti
érdességre legnagyobb hatassal 1év6 forgacsolasi paraméterek felismeréséhez egy ANN-t hasz-
nalt fel, melyet MATLAB tanitott be és értékelt ki. Harom kiilonb6z6 ANN atviteli fliggvény
hatékonysagat hasonlitotta Ossze a szerzd a legjobb eldrejelzett értékek kivalasztasahoz. A
szerz6 szerint a Log-sigmoid a legalkalmasabb atviteli fliggvény, amely segitségével az ANN
legjobban tudja kozeliteni minimalis feliileti érdességet [32].

Ramanuj Kumar, et al. a szerszam oldalfeliiletek kopasanak el6rejelzésével és forgacsmennyi-
ség csokkentésén dolgoztak AISI D2 szerszamacél keményesztergalasanak esetében kemény-
fém szerszammal. Az eredmények kiértékelését MATLAB szoftverben végezték, ahol Leven-
berg-Marquardt algoritmust alkalmaztak a betanitashoz. Harom rejtett réteg tipusa modellt ve-
zettek be: 6, 7 és 8 rejtett réteges modelleket, melyek betanitasahoz 100000, 150000 és 200000
epoch-t engedélyeztek. Hairom bemenet volt: fordulatszam, el6tolas és fogasmélység, mig ki-
menetként a szerszam hatfeliiletének kopasat jelolték meg. Mindharom modell segitségével el-
végezték a betanitast, konstans ciklusok mellett. A megjosolt eredményt ezutan az R négyzet
vizsgalatnak vetették ald, és az eldrejelzett adatok kozotti abszolut hiba alapjan igazoltak egy
95%-o0s konfidencia szintet. Ezek alapjan arra a kovetkeztetésre jutottak az eredményekbdl,
hogy a szerszaméltartamra legjobb becslést ado modell 6 rejtett réteget tartalmaz, és a betani-
tasa 100000 Epoch értéket igényel [33].

T. Mikolajczyk, et al. a kutatdsukban a szerszdm-¢lettartam eldrejelzésével foglalkoztak eszter-
galas esetén neuralis halok, valamint a szerszamkopasrol késziilt képek segitségével. A kisérlet

soran harom forgacsold él esetén gyijtottek adatokat, azonos forgacsolasi paraméterek mellett.
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A szerszamkopast hagyomanyos modszerekkel mérték, de emellett, az hatfeliileti kopasrol ké-
szilt képek és annak ANN segitségével torténd kiértékele alapjan szintén készitettek egy becs-
lést a kopasra. A korabban ismertetett vizsgalat mellett ANN segitségével szerszaméltartam
modellt készitettek, aminek a betanitdsahoz az elso kettd forgacsolo szerszamélhez tartozo ada-
tokat hasznaltdk fel, majd a harmadik szerszamélhez kapott adatokkal a modellvalidaciot vé-
gezték el. Az elvégzett betanitasrol kapott eredmények alapjan arra a kdvetkeztetésre jutottak,
hogy a két modszer egyiittes hasznalata egy jo becslést biztosit a szerszamélettartamhoz, de az
iparban elterjedt hasznalathoz tilsdgosan nagy hibaval terhelt, mint az elvart lenne, ezért to-
vabbi fejlesztéseket és kutatast igényel még a modszer [34].

A. Panda, et al. az AISI 52100 acél megmunkalhatosagat vizsgalta AIST 52100 csapagyacél
keményesztergalasa esetén. A kutatasuk soran a feliileti érdességet, a kopast, valamint a for-
gacsmorfologiat elemezték. A kisérlet végrehajtasat kovetden Négyzetes Regresszid, gépi ta-
nulds és az ANN moddszer segitségével modellt készitettek, aminek célja a szerszamkopas ¢€s
feliileti érdesség elorejelzése volt. Az ANN modell készitése soran az adatok 80%-at hasznaltak
betanitasra a jobb modell elérésének érdekében. Kutatdsukban két modszer dsszehasonlitasat
végezték el, aminek eredménye az lett, hogy az ANN modell segitségével pontosabb, alacso-
nyabb hibaszédzalékkal terhelt becslés kaphatd, mint a négyzetes regresszido modelljével, egy-

arant a kopas és a feliileti érdesség esetén [35].
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4. PREDIKTIV MODELLFEJLESZTES

4.1. Data Set bemutatasa

Ugyanakkor tobb kutatds mar korabban, mas célbol végrehajtott kisérletek dokumentalt mérési
eredményeire (Data Set) alapozott, ANN-es adatfeldolgozas. Ennek oka, hogy egy 0j kisérlet
szervezése sok pénzt, idot és kapacitast igényel, amivel tobb kutatéintézet nem bovelkedik.
Ezzel szemben egy mas célbol felhasznalt, de a feladat tekintetében megfelelé Data Set ujra
felhasznalasa megfelel. igy az ismertetett Data Set alapu kutatdsi modszert valasztottam mo-
dellfejlesztési alapnak. A kisérleti Data Set-nek J. B. Saeldon, et al. AISI D2-es (62 HRC) ke-
ményfém mikromarasarol szol6 kutatasat valasztottam, ahol a kutatas célja a szerszaméltartam
becslése és optimalizdldsa volt. A valasztds azért is esett erre a tanulmanyra, mivel a szerzo és
csapata a szerszamkopas eldrejelzését nem ANN hasznalataval végezte el, hanem egy analdg
fliggvényes szamitassal. A kisérletet 3 tengelyes marogépen végezték el TiAIN bevonatos, 5-7
um ¢llekerekitésii keményfém mardszerszdmmal egy 90 mm hossza, 20 mm széles, 20 mm
vastag szerszamacél tombon. A felhasznalt szerszamokat és éllekerekitésiiket Alicona tipusa
mérégépen mérték le, a szerszambefogas kompenzalasat Renishaw-NC3-as mérérendszerrel
biztositottak. A kisérletben minden fontos paramétert dokumentéltak: a forgacsolosebességet,
az el6tolas nagysagat, a fogasmélységet, illetve a szerszaméltartalmot és a levalasztott anyag-
mennyiséget, ezek az 1. tdblazatban lathatéak. A tablazatban szerepld éltartamot a szerzok ugy
hataroztak meg, hogy addig végeztek forgacsolast a szerszdmmal, ameddig 30 mikronnal nem
csokken a szerszam atmérdje. Emellett azért dontdttek, mivel a szerszam elhajlasa, a hOmérsé-
kelt miatti méretvaltozas és a folyamatos megmunkalas egyéb eléforduld hibait akartak csok-

kenteni [36].
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1. tablazat: A prediktiv modellalkotas alapjat jelenté Data Set [36]

vc (m/min) |ap (mm) | f (um/ford.) | Eltartam (min) | mr (mm?)
1 20 1 15 4,71 1,8
2 50 1 15 1,42 14
3 20 2 15 2,77 2,1
4 50 2 15 1,10 2,1
5 20 1 55 3,14 44
6 50 1 55 0,95 33
7 20 2 55 1,19 3,4
8 50 2 55 0,55 39
9 32 1,42 29 19 3,1
10 32 1,42 29 1,7 2,9
11 32 1,42 29 1,7 2,9
12 32 1,42 29 19 3,1
13 14,77 1,42 29 2,64 2
14 68,3 1,42 29 0,68 2,6
15 32 0,78 29 2,16 2
16 32 2,5 29 0,92 2,6
17 32 1,42 10 3,12 1,7
18 32 1,42 85 1,56 7,3

A cikkben szerepl0 kisérleteket a Central Composite Design (CCD) moddszer alapjan végezték,

amelyet a 14. abra mutat be.
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14. abra: A kisérleti paraméterek elhelyezkedése a CCD modell szerint [36]

4.2. Modell betanitasa

Az ANN betanitasat és értékelését a MATLAB 2021b nevii szoftverrel végeztem el. Az elsd
korben, mikor a betanit6 algoritmusok koziil Levenberg-Marquardt (trainlm), Gradiens Vissza-
terjesztés (traingb) és Skalazott Konjugalt Gradiens Hiba-Visszaterjesztés (trainscg) algoritmu-
sait hasonlitottam 6ssze, a modell betanitasahoz a maximalis iteraciok szamat 1000 iteracidban
hatdroztam meg, a modell kivant pontossagat pedig 10 nagysagrendben rogzitettem. A rejtett
rétegek (rejtett réteg) mennyiségét a betanito algoritmusok esetében egy szamjegyiiként hagy-
tam és a felhasznalt Data Set-et adatait alkalmaztam a betanitasra, a validalasara és a tesztelésre,
70-15-15 %-o0s aranyban. A rétegek aktivalo fliggvényei a logaritmikus (programbeli neve sze-
rint logsig), mig a kimeneté linearis (programbeli neve szerint purelin). Az LM tipusu algorit-
musok estében olyan modelleket fejlesztettem, melyeknél azt vettem figyelembe, hogy rétegen-
ként mennyi neuron mellett, illetve hany rejtett réteg mellett lesz hiteles az ANN modell. A
masodik modellalkotasi korben, az LM tipust algoritmusokat tanitottam be egy rejtett réteggel,
de valtoz6 neuron szammal: 10 neurontol kettesével haladtam 4 neuronszamig. A harmadik
modellalkotasi kdrben a 7-es neuron szamtt ANN-ekK rejtett rétegeit figyeltem meg 1-5 rétegig.
A modell betanitasokat addig végeztem, mig megfeleld korrelaciot és teljesitési gorbét kaptam,

ahogy azt a 15. abra mutatja.
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15. abra: Példa a jo teljesitésre (performance) LM betanitd algoritmus esetén
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4.3. A prediktiv modell becslési hatékonysaga

4.3.1. BETANITO ALGORITMUSOK OSSZEHASONLITASA

Els6 korben az LM, GD ¢és SCG tipusu tanitd algoritmusokat hasznaltam fel és hasonlitottam
Ossze. A 16. dbran az eredmények lathatoak egy diagramon, azonban részletekeért lasd 1-13.
mellékleteket és a kapott becslésekért a 2. tablazatot. Ahogy az a 17. abran lathato, a teljesit-
mény diagram a Levenberg-Marquardt algoritmus esetében az optimalis, mivel adott id6 alatt
ez talalta meg a legjobb becsld algoritmus. A 17. abran elhelyezett trendgorbe kdzel exponen-
cialis. Az eredmények jol mutatjak, hogy az LM algoritmus jobb és gyorsabb, mint mas betanitd

algoritmus, igy a tovabbiakban ezt hasznalom fel modellkészitésre.

ANN algoritmusok 6sszehasonlitasa
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16. abra: Kiilonboz6 betanitod algoritmusok eredményei
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17. abra: LM, GD ¢és SCG betanit6 algoritmusokrol késziilt szorasnégyzet diagramja
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4.3.2. A NEURONSZAM HATASANAK VIZSGALATA

Az el6z6 modellalkotds sordn a betanitd algoritmusok hatékonysagat és kozelitd képességét
figyelhettiik meg. A mostani modellalkotas az 1 rejtett réteges algoritmusok neuronszam opti-
mumat hivatott megtalalni. A modellalkotast 4-12 k6z6tti neuronszammal végeztem el, kettes-
ével Iéptetve a neuronszamokat. Ahogy az a 18. dbran lathato, kisebb kiugrasoktol eltekintve
az algoritmusok jol kozelitették az eredeti értékeket. Részleteket a 14.melléklettd] a 23. mel-
1ékletig lehet megtalalni, az ANN-ek becslései a 3. tdblazatban lathatéak. A 19. abran jol ész-
revehetd, hogy a 8 ¢és 6 neuronszdmi modellek teljesitettek jobban. Egy polinominalis trend-

gorbét a diagramra illesztve megkapjuk, hogy 7 az optimalis neuronszam egy rejtett rétegben.

ANN neuronszamok 6sszehasonlitasa
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18. abra: Kiilonbozo neuronszami ANN-ek eredményei
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19. dbra: Neuronszam hatasa az ANN modell josagara

4.3.3. AREJTETT RETEGEK SZAMANAK HATASVIZSGALATA

A kiilonb6z6 neuronszamt rétegekkel torténé modellalkotas utan a kiillonb6zo rejtett réteg
szami ANN-ek 6sszehasonlité elemzését végeztem el. A korabbi tapasztalatok alapjan a logika
azt diktalna, hogy olyan neuralis hal6zatok modelljeit kellett volna készitenem, amelyeket LM
algoritmussal tanitok be és minden rétegében 7 neuront kell tartalmazniuk. fgy a végrehajtott
modellalkotas soran, melyet 1-5 rejtett rétegszamig végeztem azt kaptam, hogy a 2 rejtett réte-
get tartalmazoé modell teljesitett a legjobban, ahogy azt a 20. abra ¢s 21. abra is mutatja. A 28-

as melléklettdl a 32-es mellékletig, illetve a 4. tablazat tartalmazza a modellek részleteit, vala-

mint a becslések eredményeit.
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ANN layerszdmok 6sszehasonlitasa

21. abra: Rétegszam hatasa az ANN modell josagara

30

5,0
5 Hidden
4,5 Layer
'.g 4.0 (74 Hidden
=35 Layer
(5]
£ |
g 3,0 M 3 Hidden
= J Layer
w25
=
2 20 M 2 Hidden
@ Layer
1,5
— 1 Hidden
1,0 T Layer
0,5
" Data Set
0,0
2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18
Mérési pontok
20. abra: Kiilonboz6 rejtett réteg szami ANN-ek eredményei
Eltérés szorasnégyzet fliggése rejtett rétegek szamatadl
0,08 0,070733263
0,07
0,06
0,05
w
g 0,04 0,035039809
0,03
0,02
0,01 "".,9100387688 0,002222701 0,00363'2.7'2..5
0 ._ ........... N ¢ ¢ e eeaaaen '-'.
1 Layer 2layer 3lLayer 4layer SLayer




5. AZ EREDMENYEK ERTEKELESE, A KUTATAS KORSZERUSEGE

A kutatasi munka az alkatrészgyartas teriiletén egy rendkiviil aktualis igény kielégitéséhez kap-
csolodik. Arra keresi a valaszt, hogy hogyan lehetne a megmunkalasok soran a szerszam éltar-
talmat, valamint a termék mindségét maximalizalni elOrejelzések segitségével, és ezzel a for-
gacsolast felligyeld személyzetre haruld terhet is csokkenteni.

A gyartasi folyamatok jelent6s valtozason mennek at az Ipar 4.0 keretrendszerén beliil. Ha csak
egyetlen szoval szeretnénk jellemezni az Ipar 4.0-at, akkor az a digitalizacié volna. Ehhez
kapcsolodoan fontos szerepet kapnak az automatizalt gyartasi eljarasok, amelyeknél, ha a mes-
terséges intelligencia alapu elérejelzésekre tamaszkodnank, magasabb foka autoném gyartasi

rendszereket kapnank, melyek a korabbiakhoz képest hatékonyabban mitkdhetnének.

Egy forgacsoldo megmunkalas soran a két legfontosabb szempont a gyart6 esetében a megmun-
kalas idejének csokkentése és az elvart termékmindség biztositdsa. Mindkét tényezdvel kapcso-
latban meghatarozo a szerszam megfeleld id6ben torténd cseréje. A tal korai szerszamcsere
hosszabb mellékiddket, illetve némi szerszamkoltség-ndvekedést, mig a tal kései valtas szer-
szamtorést eredményezhet, aminek selejtképzodés lehet a kdvetkezménye. A szerszdmcsere
idejérdl sok esetben a gépet felligyeld operator dont. A dontésnek stlyos anyagi vonatkozasai
lehetnek. Amennyiben egy megmunkalasi folyamattal kapcsolatban historikus adatok allnak
rendelkezésre, ugy 1étrehozhat6 egy eldrejelzé modell akar a szerszam vérhat6 €ltartamara, akar
a termék varhatdo mindségére vonatkozoan. A korabbi adatok felhasznalasaval mesterséges in-
telligencia alapé modellek tanithatok be. Ezek a modellek a alkalmasak lehetnek arra, hogy
pillananyi szenzorjelek alapjan becslést adjanak akar a forgacsolo szerszdm maradékszerszam
maradék hasznos éltartamdra, akar a munkadarab adott megmunkalast kovetd feliileti érdessé-
gére voantkozoan. Jelen kutatas eredményei hozzdjarulhatnak ahhoz, hogy egy konkrét gyartasi
kornyezetben olyan dontéstamogatd rendszer keriiljon kiépitésre, aminek nyoméan minden pil-
lanatban rendelkezésre allnak a folyamatjellemzdk, valamint a varhat6 kimenetek.

A forgacsold megmunkalasokkal kapcsolatban sajnos csak korlatozottan allnak rendelkezésre
olyan célzott adatok, amik prediktiv modellek betanitasanak alapjaul szolgalhatnak. Adott ter-
mék adott kornyezetben torténd megmunkalasa szinte sajatos feltételeket jelent, ahol altaldno-
san elérhetd adatok nem hasznalhatok. Ezek helyett célzott kisérletek elvégzése lehet megoldas,
ami koltséges €s 1ddigényes, viszont specifikus prediktiv modell betanitasat, validalasat és tesz-

telésétteszi lehetové.

A fentiek megalapozasaként forgacsold6 megmunkalasra vonatkoz6 adatok segitségével hoztam

létre Mesterséges Neurdlis Halozat alapu prediktiv modelleket, amiknek a becslési josagara
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vonatkozdan 6sszehasonlito elemzést végeztem. Az igy nyert tapasztalatokra alapozva a késob-
biekben hasonlé eldrejelzé modellek készithetdk tényleges ipari kdrnyezetben végzettforgacso-

lasi megmunkalasokkal kapcsolatban.

Kutatasi munkam ramutatott arra, hogy azok a Neuralis Halozatok teljesitettek jol, amelyeknél
a betanit6 algoritmusnak jo sulyoz6 képessége volt és nem hasznaltak tulzottan sok réteget vagy
neuront. Tehat nem voltak komplikaltak, de nagyon egyszeriiek sem. Ez azért is fontos, mivel
egy nagyon jo prediktiv modell elkészitése fiigg a rendelkezésre alld 1d6tol, az adatoktol, a
szakértelemtdl és az eréforrasoktol. Ezen feliil pedig minden fiigg egyetlen egy forrastol, az un.
pénzkerettdl. Nagyon sok esetben ez az egyetlen befolyédsolo tényezdje sok projektnek és fel-

mérésnek, ami ebben az esetben is szerepet jatszott.

Az élet mas témateriileteivel ellentében (pl. COVID-19-cel kapcsolatos adathalmazok) a for-
gcaslevalasztasi eljarasok esetében nagyon korlatozottn allnak rendelkezésre hasznalhat6 ada-
tok. A célzott kisérletek is csak korlatozott darabszdmu eredményt szolgaltathatnak. Alternativ
megoldasként lehetséges az eldallitott Data set-ek (adathalmazok) bévitése, melyet mesterséges
adatdusitasnak neveziink. Mesterséges adatdusitds [angolul Data Augmentation] egy sor olyan
stratégia, amellyel az adatok mennyiségét, illetve mindségét valtoztatjuk. Ez a mdodszersorozat
két problémat hivatott megoldani: az egyik a tultanulés és az overfitting jelenségének csdékken-
tése, a masik pedig tobb adat generdldsa meglévd, de véges mennyiségii adatsorbdl. Amennyi-
ben a rendelkezésre all6 adatok készlete nem elegendd, a beldliik nyert ismeretek nem lesznek
megbizhatoak és megalapozottak. Tovabbi hatranya, hogy a hianyos tulajdonsagok az adatkész-
let alapjan betanitott modell csokkentett pontossagahoz és josdgahoz vezethet. Ennek oka, hogy
a hidnyzo6 jellemzdk felbontdsa nem kiegyenlitett betanito és teszteld adathalmazokat eredmé-
nyez. Fontos ugyanakkor megjegyezni, hogy ha egy adatsor 20%-a hianyos, el kell azt vetni
[37].
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6. OSSZEFOGLALAS

A forgacslevalasztasi eljarasok a korszerli gyartastechnologia megkeriilhetetlen alakadasi elja-
rasai. Bar a 3D nyomtatasi technologidk térhoditasa folyamatos, csakis a hagyoméanyos anyag-
levalasztasi metodusok képesek arra, hogy a gyartott alkatrészek megfeleld geometriai pontos-
saga ¢és feliileti mindsége biztositott legyen. A forgacslevalasztasi eljardsok Ipar4.0-as keret-
rendszerbe torténd integraldsanak egyik fontos eleme a folyamatok soran nyert adatok feldol-
gozasa, elemzése, ¢és a folyamatok optimalizalasa céljabodl torténd felhasznalasa. Az egyik le-
hetséges fejlesztési irany a termékek mindségére, valamint szerszdméltartamra vonatkozo pre-
diktiv modellek 1étrehozéasa. Az utdbbiak segitségével lehetové valik a forgacsold szerszam
adott pillanatban érvényes varhatdé maradék éltartamanak a meghatarozasa. Ez hatalmas segit-
séget nyUjthat a szerszdmcsere ideélis idépontjanak a meghatarozasahoz, ezzel is timogatva a
koltséghatékony megmunkalast. A prediktiv modell a gépkezeld operator dontésének tamoga-
tasat szolgalhatja.

Kutatasi munkdmban a forgacslevalasztasi eljarasokhoz kapcsolodo, Mesterséges Intelligencia
alapu prediktiv modellek alkalmazasi lehetdségeit vizsgaltam. Részletes szakirodalomkutatast
végeztem a Mesterséges Intelligencidval, valamint a kapcsol6dé fogalmakkal (Gépi Tanulas,
M¢lytanulas, Mesterséges Neuralis Halozatok), azok egymashoz vald viszonyaval dsszefiig-
gésben. Bemutattam a szakirodalomban fellelhetd, a forgacslevalasztasi eljarasok Mesterséges
Intelligencia alapt tamogatédsaval kapcsolatos legfontosabb kutatasok eredményeit.

A szakirodalom attekintését kovetden sajat prediktiv modellfejlesztést végeztem a megmunkald
szerszam ¢éltartamanak eldrejelezhetdsége céljabol. Mivel a modell betanitasanak alapjaul szol-
galo adatok eldallitasa célzott kisérletek segitségével rendkiviil 1d6- és koltségigényes, ezért
ahhoz a stratégiahoz fordultam, hogy korabbi, kifejezetten nem ANN-hez kapcsolodo kutata-
sokban fellelhet6 adatsort alkalmaztam a modellfejlesztéshez. A kutatds soran tobb strukttraval
és tanito algoritmussal is készitettem prediktiv modellt, valamint elvégeztem ezek dsszehason-
litd elemzését. Ezek alapjan kijelenthetd, hogy az adott adatsor esetében a Levenberg-
Marquardt betanito algoritmussal felépitett, 7 neuron szama, 3 rejtett réteges ANN modell hoz-
hatja a leghatékonyabb becsléseket.

A késdbbiekben a modellalkotast ki lehetne boviteni a neuron rétegekben mas transzformacios
fliggvények alkalmazéasaval. Tovabbi eldrelépés lehet, ha a Data Set (14sd 22. 4bra) olyan tobb
részre bontasra keriil, amivel a redundéans értékek nem lennének annyira befolyasold hatassal a

modell betanitasnal. Megfontoland6 lenne az el6z6 fejezetben bemutatott mesterséges adatdu-
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sitas alkalmazasa erre a célra, amennyiben lehetdségeink sziikek. Végiil, de nem legutolsé sor-
ban mas betanit6é algoritmusok bevonasaval és Osszehasonlitdsaval lehetne kisérletezni, mely

még tobb lehetdséget rejthet magaban.

Independent parameters Coded Responses
Test Location Ve f: d X Xz X: Tool Material Rate of
No. in CCD (m/ (pm/ () Life Removed Removal
min) tooth) T MR MRT
(min) () (mm’/min)
1 Factorial 20,00 1.00 15.00 -1.00 -1.00 -1.00 471 18 038
2 Factorial 50,00 1.00 15.00 1.00 -1.00 -1.00 142 14 0.95
3 Factorial 20,00 2.00 15.00 -1.00 1.00 -1.00 277 21 0.76
4 Factorial 50,00 2.00 15.00 1.00 1.00 -1.00 1.10 21 101
5 Factorial 20,00 1.00 55.00 -1.00 -1.00 1.00 3.14 44 1.40
] Factorial 50,00 1.00 55.00 1.00 -1.00 1.00 0.95 33 347
7 Factorial 20,00 2.00 55.00 -1.00 1.00 1.00 1.19 34 286
8 Factorial 50,00 2.00 55.00 1.00 1.00 1.00 0.55 39 7.00
] Centre 32.00 142 20.00 0.00 0.00 0.00 1.90 31 1.63
10 Centre 32.00 142 20.00 0.00 0.00 0.00 1.70 29 1.7
11 Centre 32.00 142 2900 0.00 0.00 0.00 1.70 29 1.7
12 Centre 32.00 142 20.00 0.00 0.00 0.00 1.90 31 1.65
13 Axial 14.77 1.42 2900 -1.68 0.00 0.00 2.64 20 0.76
14 Axial 6830 142 29.00 1.68 0.00 0.00 0.68 26 3.85
15 Axial 32.00 0.78 29.00 0.00 -1.68 0.00 2.16 20 0.93
16 Axial 32.00 250 20.00 0.00 1.68 0.00 0.92 26 284
17 Axial 32.00 142 10.00 0.00 0.00 -1.68 312 1.7 0.54
18 Axial 32.00 142 85.00 0.00 0.00 1.68 1.56 7.3 4.68

22. abra: A Data Set részlete [36]
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8. MELLEKLETEK

A kutatasi munka egészének a minél jobb megértése, valamint a rekonstrudlhatosag céljabol az
alabbiakban bemutatasra keriilnek a prediktiv modellalkotas és modellértékelés részletes ered-
ményei.
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Best Validation Performance is 0.0049626 at epoch 0
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Best Validation Performance is 0.047042 at epoch 0
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2. tablazat: Kiilonb6z6 betanitd algoritmusok eltérései

LM_1 GD_1 SCG

becsiilt eltérés becsiilt eltérés becsiilt eltérés
4,710513751| -0,051375% | 4,3106586 | 39,93414% | 2,625465004 | 208,4535%
1,412927947 | 0,707205% | 1,656746801 | -23,67468% | 1,364534804 | 5,5465%
2,753186822 | 1,681318% |2,635133279| 13,48667% | 2,86870797| -9,8708%
1,106247657 | -0,624766% |0,915017524 | 18,49825% | 1,684004694 | -58,4005%
3,321361304 | -18,136130% | 2,883298934 | 25,67011% | 3,511019304 | -37,1019%
0,942868308 | 0,713169% | 0,544995507 | 40,50045% | 1,168999592 | -21,9000%
1,086641742 | 10,335826% | 0,94332006 | 24,66799% |1,362793293 | -17,2793%
0,552339874 | -0,233987% | 1,382191645 |-83,21916% | 0,3830116| 16,6988%
1,821992625| 7,800737% |1,837627302| 6,23727% |2,190708263 | -29,0708%
1,821992625 | -12,199263% | 1,837627302 | -13,76273% | 2,190708263 | -49,0708%
1,821992625 | -12,199263% | 1,837627302 | -13,76273% | 2,190708263 | -49,0708%
1,821992625| 7,800737% |1,837627302| 6,23727% |2,190708263 | -29,0708%
3,203057309 | -56,305731% | 2,94433777 |-30,43378% | 2,809495854 | -16,9496%
0,672010733| 0,798927% | 1,041541605 | -36,15416% | 0,405509173 | 27,4491%
1,981703861 | 17,829614% |1,860788787 | 29,92112% |2,442207428 | -28,2207%
0,922427524 | -0,242752% | 1,580841945 | -66,08419% | 0,455030678 | 46,4969%
3,108801542 | 1,119846% | 3,285059292 | -16,50593% | 2,182023574 | 93,7976%
1,513204753 | 4,679525% |1,212530458 | 34,74695% | 1,561967007 | -0,1967%
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13. melléklet: Abra az eltérések dsszehasonlitasara

Best Validation Performance is 0.0096027 at epoch 7
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15. melléklet: 4 neuronos ANN modell josag gorbéje

Best Validation Performance is 0.0014803 at epoch 0
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Mean Squared Error (mse)
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17. melléklet: 6 neuronos ANN modell josag gorbéje

Best Validation Performance is 2.1365e-31 at epoch 0
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18. melléklet: 8 neuronos ANN modell teljesitménygorbéje
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Mean Squared Error (mse)
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19. melléklet: 8 neuronos ANN modell josag gorbéje
Best Validation Performance is 0.0033333 at epoch 0
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20. melléklet: 10 neuronos ANN modell teljesitménygorbéje

Xii



Training: R=0.78186 3 Validation: R=0.99833
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21. melléklet: 10 neuronos ANN modell josag gorbéje
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Best Validation Performance is 0.016645 at epoch 0
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22. melléklet: 12 neuronos ANN modell teljesitménygorbéje
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3.

tablazat: Kiilonb6z6 neuronszamu ANN-ek eredményei €s a kapott eltéréseik tablazata

12 neuron 10 neuron 8 neuron 6 neuron 4 neuron
becsiilt eltérés | becsiilt eltérés |becsilt |eltérés |becsilt |eltérés |becsiilt |eltérés
4.4718| 23,8% 4,7100 0,0%| 4,7100 0,0%| 4,7102 0,0%| 3,9102| 80,0%
1,4199 0,0% 1,4200 0,0%| 0,9074| 51,3% | 1,4202 0,0% 1,3928 2,7%
2,7699 0,0% 0,0151(275,5%| 2,7700 0,0%| 2,7701 0,0%| 2,7232 4,7%
1,0999 0,0% 1,1000 0,0%| 1,6920|-59,2% | 1,1002 0,0% 1,1127| -1,3%
1,9928 |114,7% 3,1400 0,0%| 3,1400 0,0%| 3,1401 0,0%| 2,9691| 17,1%
0,9500 0,0% 0,9500 0,0%| 1,1842|-23,4%| 1,3288|-37,9%| 0,8991 5,1%
1,0301| 16,0% 1,1900 0,0%| 1,9829|-79,3%| 1,1919| -0,2% 1,1929| -0,3%
0,5501 0,0% 0,5526| -0,3%| 0,5500 0,0%| 0,6512|-10,1%| 0,5493 0,1%
1,7999| 10,0% 1,8000| 10,0% | 1,9000 0,0%| 1,8334 6,7% 1,7898| 11,0%
1,7999| -10,0% 1,8000| -10,0% | 1,9000| -20,0% | 1,8334| -13,3% 1,7898| -9,0%
1,7999| -10,0% 1,8000| -10,0%| 1,9000| -20,0% | 1,8334]| -13,3% 1,7898| -9,0%
1,7999| 10,0% 1,8000| 10,0%| 1,9000 0,0%| 1,8334 6,7% 1,7898 | 11,0%
3,1095 | -47,0% 2,6917| -5,2%| 2,6400 0,0%| 2,6403 0,0%| 2,6346 0,5%
0,6797 0,0% 0,6651 1,5%| 0,6800 0,0%| 0,6512 2,9% | 0,6458 3,4%
2,1598 0,0% 2,1324 2,8% | 2,1600 0,0%| 3,0374| -87,7% | 2,1717| -1,2%
0,7471| 17,3% 0,9180 0,2% | 0,9200 0,0%| 0,9197 0,0% | 0,9685| -4,8%
3,1199 0,0% 3,1200 0,0%| 3,1200 0,0%| 3,1148 0,5% 1,6924 | 142,8%
1,2299| 33,0% 1,5600 0,0%| 1,5600 0,0%| 1,5603 0,0% 1,5068 5,3%
2000 Neuron szamok szdzalékos hibdja
250% M 12 Neuron
X 200%
§ 10 neuron
E 150%
P
b 8 neuron
E" 100%
>
2 50%
: I 6 neuron
N
\E 0% I - - _ I - I | I | L — | - _ I - n
w 1 2 3 4 5 6 § 8 9 10 11 12 J13 14 15 16 17 18
-50% M 4 neuron

-100%

24. melléklet: Kiilonbozd neuronszamia ANN-ek szazalékos eltérései

Mérési pontok

XV




‘4 Neural Network Training Performance (plotperform), Epoch 3, Training fi.. — O
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25. melléklet: 2 Rejtett réteges ANN teljesitménygorbéje

4\ Neural Network Training (nntraintool) - m| ®
Neural Network
Midden Layer 1 Midden Layer 2 Output Layer
Ingut i Output
3 T
7 7 T

Algorithms
Data Division: Random (dividerand)
Training: Levenberg-Marquardt (trainlm)
Performance: Mean Squared Error (mse)
Calculations:  MEX
Progress
Epoch: o[ 3 iterations | 1000
Time: 0:00:00
Performance: 0.00246 0.00
Gradient: 0.2a8 1.21e-10 || 1.00e-07
Mu: 0.00100 1.00e-06 1.00e+10
Validation Checks: o [ 6
Plots

Performance (plotperform)

Training State (plottrainstate)

Regression (plotregression)
Plot Interv 1 epochs
af# Opening Regression Plot
@ Stop Training @ cancel
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{4 Neural Network Training Regression (plotregression), Epoch 3, Training finished: Reached minimu...
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27. melléklet: 2 Rejtett réteges ANN josag gorbéje

4| Neural Network Training Perfo

File
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rerform), Epoch 3, Training fi...
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Mean Squared Error (mse)

Best Validation Performance is 0.0033304 at epoch 0
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\ Neural Network Training (nntraintool)
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;4? Neural Network Training Performance (plotperform), Epoch 3, Training fi... O
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31. melléklet: 4 Rejtett réteges ANN teljesitménygorbéje

o Neural Network Training (nntraintool) O x

Neural Network
S B B S

Algorithms

Data Division: Random (dividerand)

Training: Levenberg-Marquardt (trainlm)
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(plottrainstate)
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33. melléklet: 4 Rejtett réteges ANN josag gorbéje

4| Neural Network Training Performance (plotperform), Epoch 5, Training fi... = O
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4\ Neural Network Training (nntraintool) — O *

Neural Network
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Data Division: Random (dividerand)

Training: Levenberg-Marquardt (trainlm)
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Progress
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Mu: 0.00100 1.00e-07 1.00e+10
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Plot Interval: ' 1 epochs

v Training finished: Reached minimum gradient
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Eltérések a névleges értékektsl [%)]

4. tablazat: Kiilonboz6 Rejtett réteg szami ANN-ek eredményei és a kapott eltéréseik tablazata

1 Layer 2Layer 3Layer 41 ayer S5Layer
becsiilt |eltérés |becsiilt | eltérés | becsiilt | eltérés | becsiilt | eltérés | becsiilt | eltérés
4,0406 | 66,94% | 4,7108| -0,08% |4,7100| 0,00% | 4,7100| 0,00% | 4,6497 | 6,03%
1,3603| 5,97% | 1,4059| 1,41%|1,4184| 0,16% |1,4204| -0,04%|1,3652| 5,48%
2,6856| 8,44%|2,7693| 0,07%|2,7700| 0,00% |2,7700| 0,00% |2,7503| 1,97%
0,8450| 25,50% | 1,0999| 0,01%1,1000| 0,00% | 1,1000| 0,00% | 1,0855| 1,45%
3,1198| 2,02%| 3,1470| -0,70% | 3,1400| 0,00% | 3,1368| 0,32% | 3,1825| -4,25%
0,9634 | -1,34%0,9503| -0,03%0,9497| 0,03% |1,0973|-14,73% | 1,0378| -8,78%
1,1796| 1,04%|1,1874| 0,26% |1,1876| 0,24%|1,1900| 0,00% |1,1453| 4,47%
0,5407| 0,93%0,5510| -0,10% | 0,5500| 0,00% | 0,5499| 0,01% |1,1902 | -64,02%
1,7954| 10,46% | 1,8336| 6,64% | 1,8000| 10,00% | 1,8000| 10,00% | 1,8253| 7,47%
1,7954| -9,54% | 1,8336|-13,36% | 1,8000 | -10,00% | 1,8000 | -10,00% | 1,8253 | -12,53%
1,7954| -9,54% | 1,8336 |-13,36% | 1,8000 | -10,00% | 1,8000 | -10,00% | 1,8253 | -12,53%
1,7954| 10,46% | 1,8336| 6,64% | 1,8000| 10,00% | 1,8000| 10,00% | 1,8253| 7,47%
2,7758 |-13,58% | 2,6442 | -0,42% | 2,6400| 0,00% | 2,6400| 0,00% | 3,5188 |-87,88%
0,6346| 4,54%0,6653| 1,47%0,6800| 0,00% |0,6800| 0,00% | 0,8004 |-12,04%
2,2041| -4,41%2,1688| -0,88%|2,1600| 0,00% |2,1599| 0,01%|2,1531| 0,69%
0,9084| 1,16%|0,9799| -5,99% | 0,9200| 0,00% | 0,9180| 0,20% | 0,9554| -3,54%
3,3275(-20,75% | 2,9757 | 14,43%| 3,1200| 0,00% | 3,0594| 6,06% | 3,0959| 2,41%
1,5386| 2,14%|1,5769| -1,69% | 1,5600| 0,00% |1,5587| 0,13% |1,6758-11,58%
20% Eltérések fuggése rejtett rétegekek szamatol

= 1 Hidden
60% Layer
40%

2 Hidden
20% Layer
o Ll . gt IIIII IIIII.--. | .
. 2 3 4 5 6" 7 8 9 "Woh"M 12 J3) 14l 15 16 17 18 Layer
40% 4 Hidden
0% Layer
-80% B 5 Hidden

Layer

-100%
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