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1. fejezet

Bevezetés

A pre-klinikai kardiovaszkuléris kutatasok soran bevett gyakorlat allatmodellekben -
példaul egerekben, patkdnyokban - szivinfarktus kivaltasa. Ezen allatok szivének felépi-
tése megfelels meértékben hasonlit az emberi szivre [1], igy alkalmas kiilonb6zs kezelések
és beavatkozasok hatékonysaganak vizsgalatara és kiértékelésére.

A kisérlet végén a szivet felszeletelik, illetve Evans Blue és 2,3,5-Trifenil-tetrazolium-
klorid festékekkel festik, a szeletekrdl képeket készitenek, majd azokat manualisan anno-
taljak az oxigénhianyt elszenvedett, illetve az elhalt szovet teriileteinek meghatérozasara.
Az annotalt teriiletek elhelyezkedése hasznos informéaciokat szolgaltathat a kiilonbozd kar-
diovaszkularis betegségek mechanizmusairél, valamint az annotaléasbol nyert informéaciok
elengedhetetlenek a betegségek kezelési modjanak kidolgozasahoz [1].

Az annotalas hosszadalmas munka, és a szeletek kiértékelése is szubjektiv. Annak
érdekében, hogy ezt a kiértékelést felgyorsitsuk, illetve objektivizaljuk és kvantitativabba
tegyiik, célul tiztiik ki, hogy a szeletek kiértékelését szegmentacidos halok hasznalataval
automatizaljuk. Ezaltal a betegségek mechanizmusainak és a kezelési modoknak vizsga-
lata is meggyorsithaté lenne.

Az annotalas soran négy teriiletet kell azonositani: magat a szivszeletet, a kamrat,
valamint a két legfontosabb teriiletet, a riziké és infarktus teriiletét.

A rizikoteriilet a szivizom megcsappant vérellatasa és ezaltal oxigénhidnyos része. Az
infarktus soran ennek egy része reverzibilis, masik része pedig irreverzibilis kédrosodast
szenved, de ezen karosodas mértéke szamos faktortol fiigg. Az infarktusos teriilet a myo-
cardium elhalt része [2].

Az 1.1. abran lathato, hogy az annotélas sordn tobb artefaktot is fel kell ismerni -
példaul a szelet oldalan (jelen esetben a bal fels§ részen) megfigyelhets folyadékot, ami

a szelet két iiveglap kozé szoritasa kozben gyiilemlett fel. Ez nem tartozik a szivszelet-



hez. Ezeket az artefaktokat néha emberi szemmel is nehéz megkiilonboztetni a tényleges

szivszelettsl, és a haloknak is meg kell tanulniuk felismerni a kiilonbséget.

Szivszelet Szelet maszkja

F N
h 4

Rizikoterllet maszkja Infarktusteriilet maszkja

1.1. abra. Annotalando szivszelet és a hozza tartozo teriiletek maszkjai

Kamralyuk maszkja

A cél eléréséhez t6bb neuralis hélot is tanitottam, melyek irodalmi héattere az alabbiak-
ban bemutatasra keriil. Munkank soran beallitottam a tanitdsok megfelel6 paramétereit,
majd a tanitott halékat osszehasonlitottam egymaéssal, illetve a vart kimeneti értékekkel.
Kivalasztva a legoptimalisabb kimenetet, beéllitottam egy értékelési rendszert is, mely
elérejelzést ad az annotalds minGségérsl. Végiil teszteltem, hogy mekkora adatmennyiség

sziikséges a halok tanitasahoz, hogy kiprobéljam a rendszeriink robusztusséigéat.



2. fejezet

A konvolucios neuralis halézatok

bemutatasa

2.1. A neuralis hal6zatok altalanos jellemzéi

A neurélis halozat az emberi idegrendszer mintajara épiils, a mesterséges intelligencia
egyik legnépszertibb és legelterjedtebb valtozata. Egy gradiens alapti moédszert alkalmazo
tanuld algoritmusrél van sz, ami tobb kiilonb6z6, egymaéssal kapcsolatban allo rétegbdl

és neuronokbol (perceptronokbol) 4ll.

Bias

T Aktivald fliggvény
Vg Kimenet

@) p—>w

Szinaptikus
sulyok

2.1. abra. Egy perceptron felépitése Zarandy Akos "Neural Networks" eladasa nyoman
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A perceptron a 2.1. abran lathato médon a bemeneteket (ez lehet az eredeti bemenet
vagy az el6z6 réteg kimenete) silyozza, ezeket Osszeadja egymassal és egy ugynevezett bias
értékkel, majd egy nemlinearis aktivalo fiiggvény kimenete felhasznalasaval megalkotja a
perceptron kimenetét.

A bels6 (rejtett, a bemeneti és kimeneti rétegek kozott elhelyezkedd) rétegek esetében



a legtobbszor hasznalt aktivacios fligvény a kiigazitott lineéaris egységfiiggvény (Rectified

Linear Unit, azaz ReLU). Ennek értéke [3]:
f(z) = max(0,x) (2.1)

A ReLU egy valtozata, a szivargd (leaky) ReLU is hasznélatos, amely x = 0 alatti érté-
kek esetén sem nulla meredekségt, helyette az értékek valamilyen konstanssal szorzasra
keriilnek. Ezaltal a fiiggvény hasznélata segithet elkeriilni az eltiing gradiens problémat
[4].

Az eltling gradiens azt jelenti, hogy sok réteg esetén a veszteség fliggvény gradiense
nagyon kicsi, kozel nulla, igy a paraméterek lassan javulnak, és a tanitas sok id&t és
er6forrast vesz igénybe.

Példaul a 2.2. diagramon lathato szigmoid aktivaciés fliggvény is okozhat ilyen
problémat, ez a fliggvény ugyanis a bemeneti adatok terét nulla és egy kozé szoritja. Ez

kis kiilonbséget jelent nagy eredeti eltérések esetében, ezaltal a gradiens kicsi lesz [5].

o(z) =

1+e7 %

0.0
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2.2. abra. A szigmoid aktivacios fiiggvény [6]

Azt, hogy a halo tanul abbol lathatjuk, hogy a veszteségfiiggvény egyre csokken. Ez
a fliggvény az elvart kimenetet és a halo altal adott kimenetet hasonlitja Ossze, és a
veszteség értéke annal nagyobb lesz, minél nagyobb a kettd kozti kiilonbség [7].

A veszteség csokkentéséért a haloparaméterek valtoztatasan keresztiil az optimaliza-
16k felelsek, amik ezt a feladatot hiba-visszaterjesztéssel végzik. A veszteségfiiggvény
gradiensvektora ennek soran "visszaadodik" a kimenet iranyabol a bemeneti rétegek felé,
és az optimalizalok a hasznalt optimalizalé algoritmusnak megfelel6 médon valtoztatjak
a paramétereket [8]. A valtoztatas mértéke a beallitott tanulasi ratatol figg.

A ReLU rétegek el6tt a tulajdonsag-kinyerés (feature extraction) soran konvolacios
rétegeket szoktak alkalmazni. Ezek sztir6ként mikodnek [9]. A konvolicio egy adott be-

meneti képen egy mag (kernel) hasznalataval torténik, eredménye pedig egy tulajdonsag-



térkép (feature map) [10].

A (diszkrét) konvolicié mivelete [9]:

(fxg)nl= Y flmlgln —m] (2.2)

m=—00
Ahogy az a 2.3. adbran is megfigyelhetd, a konvoltci6é soran nem egyszerre térténik a
teljes bemeneti adat kiértékelése, hanem részleteiben.
Ezzel a miivelettel az adathalmaz dimenzidja csokkenthets, kiillonb6zd jellemzsk ki-
emelhetSek, és tobb mag alkalmazasaval tobbféle jellemz§ kiemelése és ezéltal tobbféle

feldolgozasi csatorna létrehozéasa valosithato meg [10].

Forraspixel

Uj pixelérték

2.3. abra. Példa a konvolucié miveletére az Apple Development dokumentécidéja nyomén

[11]

A konvolicioé sordan fontos paraméter a szlirs 1épéskoze és a kiparnazas - ez utobb azt
jelenti, hogy a képhez értékeket toldunk (altalaban nullat) abbol a célbol, hogy a sziird a
sz¢€ls6 pixelértékekre is illeszthetd legyen.

Egy masik fontos modszer az egyesités (pooling), ami a felbontést azaltal csokkenti,
hogy valamilyen moédszerrel Gsszegzi az adott helyrdl kinyert jellemzdket. Ez altalaban
atlagolo vagy max egyesités, mikor a pixelcsoport maximumat vessziik [9].

A tanitas sordn a bemeneti adatok normalizidlasa meggyorsithatja és segitheti a ta-
nulas folyamatét, ez torténhet kotegenként. Egy kiéteg a tanitdé adathalmaz egy kisebb
része, ami megadott szamua képet tartalmaz. A tanitas soran a halo kotegenként szokta
feldolgozni a bemeneti adatokat.

Kotegelt normalizacié esetén az adott réteg bemeneteinek atlaga és varianciaja keriil
kiszamolasra, majd ezek felhasznélasaval torténik a normalizacié, amit skalazas és eltolas

kovet [4].



2.2. A szegmentacios halék

A neuralis halok tobbféle feladatra is felhasznalhatoak. Klasszifikacié esetén a halo
egy adott osztalyt rendel a klasszifikiland6 képhez, igy a kimenete ennek az osztalynak
a cimkéje. Objektum detekcid esetén a képen talalhaté kiilonbozd osztalyba tartozd
objektumok nem csak egy, az osztilyhoz tartozo cimkét kapnak, hanem egy tigynevezett
hatarolé dobozzal (bounding box) is koriil lesznek hatarolva. Ezaltal a pozicidjuk is
jelzeésre is keriil.

A harmadik f6 tipus a szegmentécié. Ekkor nem csak az objektumok osztélyba so-
roldsa torténik meg, hanem egy tgynevezett maszk illesztése is azon pixelek folé, amik
az objektumot képezik. Szemantikus szegmentacid esetén az ugyanabba az osztalyba
tartozé objektumok megkiilonboztetése nem torténik meg, esetenkénti szegmentacioé ese-
tén azonban igen [12]. Az altalam tanitott halok esetében ez utobbira magatol értet6ds
modon nincs sziikség.

A halok tanitasa torténhet feliigyelt vagy feliigyelet nélkiili médon. ElSbbi esetben a
tanulas soran a halonak rendelkezésre allnak a megfelel6 maszkok, amikkel 6sszehasonlit-

hatja a sajat kimenetét, utobbi esetben azonban nem. En feliigyelt tanitast alkalmaztam.

2.2.1. U-Net

A U-Net az egyik legrégebbi és legismertebb szegmentacios halo, ami orvosi képek

szegmentalasara késziilt [13].
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2.4. abra. U-Net architekttra Derrick Mwiti és Katherine (Yi) Li cikke alapjan [13]



Ahogy a 2.4. képen is lathato, a kodolo részen a 2x2-es max egyesités minden blokk
végén megfelezi a dimenzidkat, a feldolgozéasi csatornak pedig megkétszerez6dnek. A
dekodolonél ennek az ellenkezdje torténik [13] .

Minden kodolo blokk két 3x3-as (ez a mag mérete) konvoliciot és egy ReLLU aktivacios
fliggvényt alkalmaz. Ez utébbi nemlinearitasa segiti az altalanositast a halézatban.

A kddolo és dekddolod részt egy 3x3-as konvoltaciobdl és ReLlU fiiggvénybdl allo hid
koti ossze [14].

A dekddolé minden szinten két bemenet kap, egyet az alatta 1év6 szinttdl, egyet pedig
a kodolo vele megegyezd szintjétdl [13]. 2x2-es transzponalt konvolucioval kezdédik, ami
a dimenziokat noveli. Ezutan torténik a konkatenacié az & szintjén lévé kodolé blokk
kimenetével. Ezéltal olyan jellemzdk is megmaradnak, amik alapvet&en elvesztek volna.
Ezt a kodolo részhez hasonloan 3x3-as konvoluciok és ReLU fiiggvények kovetik [14].

A dekodold végén egy 1x1-es, szigmoid aktivacios fliggvényt megel6z8 konvoluciéd tor-

ténik. A szigmoid aktivécios fiiggvény kimenete a szegmentacios maszk [14].

2.2.2. U-Net++

A U-Net+-+ - ahogy az a nevébdl is sejthets - a U-Net egy tovabbfejlesztett viltozata.
A U-Netben jelen 1évs, kddolo és dekddold kozti palyakat atalakitja. Itt egy konvolicios
rétegekbdl allo konvoluciés blokk taldlhaté ahelyett, hogy a dekédold blokkjai egyszertien
csak a kodolo adott szintd blokkjanak kimenetét kapnak meg [15].

N Dimenziéestkkents mintavételezés
A Dimenzidéndvel5 mintavételezés
> Atugré kapcsolat

N~ 7 X" Konvoldcié

2.5. abra. U-Net++ neuralis halo-architektura sematikus bemutatasa Liang-Chieh Chen

és munkatarsai cikke alapjan [15]

A U-Net++ felépitését a 2.5. abra szemlélteti. Minden konvolticios réteget egy

konkatenacios réteg el6z meg, ami 6sszeolvasztja a blokkban 6t megel$z6 konvolicids réteg



kimenetét az eggyel alatta 1évé blokk megfeleld, nagyobb mintavételezést (upsampled)
réteg kimenetével. Ezaltal a kodolo tulajdonsag-térképe szemantikusan kozelebb keriil a
dekodolé térképéhez, ami megkonnyiti az optimalizalé munkajat.

Mivel igy tObb szemantikus szinten jon létre az eredetivel megegyez6 felbontasu
tulajdonsag-térkép, a veszteségfliiggvény értéke is mindezek felhasznalasaval keriil szé-
molasra.

Amennyiben gyorsan akarjuk elvégezni a szegmentéciot, csak egy adott ag szegmen-
tacios térképét is figyelembe vehetjiik, vagy atlagolhatjuk az agak kimenetét, ezaltal

pontosabb eredményt kapva [15].

2.2.3. DeepLabV3

A DeepLab egy olyan szegmentacios architektira, ami a 2.6. képen lathato, agyneve-
zett atrous konvoliciot valdsitja meg. Ennek soran a mag méretét gy novelik, hogy az a
valodi értékek kozott kiparnazasra keriil. Igy a felbontas sem csokken, a latotér szélesebb
lesz, mint parnazas nélkiil, de a mitvelet elvégzéséhez sziikséges eréforrasok mennyisége

nem nd [16].

2.6. abra. Atrous konvolucio [16]

Az architektiura ezen kiviil egy klasszifikacios, mély konvolucios halozaton (adott mo-
delltdl fiiggden példaul VGG16 vagy ResNet101) alapul, ami atalakitésra keriil ugy, hogy
a teljesen kapcsolt rétegeket konvolucidssa alakitjak, ezaltal egy teljes mértékben konvo-

lacios halot hozva létre [17].

2.2.4. A U-Net, U-Net++ és a DeepLabV3 viszonya

Az emlitett architektirak mar tobbféle szegmentéacios feladat keretein beliil is Gssze-
hasonlitasra keriiltek, altaldban azzal az eredménnyel, hogy a U-Net nem jelent&sen, de

rosszabb teljesitményt nydjtott a tobbinél.



vizsgalva a U-Net mindig 2-5 %-kal alulmaradt a U-Net+-+-szal szemben. A sejtmag
esetén utobbi Jaccard indexe 92.63 %, mig el6bbié 90.77 % volt, a majnal pedig 79.7 %
és 76.62% voltak az értékek [15].

A DeeplLabV3 és a U-Net feliilnézetes képeken 1év§ emberek szegmentaciojaban ke-
riilltek Osszehasonlitasra. Itt a DeepLabV3 Jaccard indexe 86 %, a U-Neté pedig 84 %
volt [18].

Ezek alapjan mi is arra szamitottunk, hogy a haldk koriilbeliil ugyanolyan teljesit-

ményt fognak nytjtani egy esetleges kis eltéréssel a DeepLabV3+ és a U-Net++ javéra.



3. fejezet

A neuralis halok tanitasa és

tesztelése

3.1. Adatok el6feldolgozasa

A tanitashoz hasznélt szivszelet-képek és a hozzajuk tartozé maszkok a Semmelweis
Egyetem Farmakologiai és Farmakoterapiai Intézetének korabbi munkaja soran késziiltek.
A képeket nyersen nem lehetett felhasznalni a héalézatok tanitéséra, sziikség volt ezek
atalakitasara.

A képeket tartalmazo numpy array-eket dr. Horvath Andras témavezetém hozta létre
koréabbi munkéja soran, a mar rendelkezésre all6 képekbdl. Az array-ek 1182 darab, 224
x 224-es képet tartalmaztak, és mindegyikhez hét csatorna tartozott. Az els6 harom
csatorna a piros, a z6ld és a kék szincsatornat, a maradék négy pedig a kivant kimeneti
maszkokat tartalmazta.

A tanitashoz tiz képet leszamitva minden adatot felhasznaltam, igy maximalizalva a
tanitohalmazt, azonban korlatozva a teszteléshez felhasznalhatd képek szaméat.

Mivel binaris szegmentéciordl volt sz6, a maszkhoz tartozé pixeleknek 1, a tobbi
pixelnek pedig 0 értéket kellett felvennie, de mivel tigy vettem észre, néhol a képek tar-
talmaztak ezektdl eltérd értékeket, irtam egy fiiggvényt, amivel minden 0-nal nagyobb
értéket 1-re valtottam &t, és ezeken a maszkokon tanitottam a halokat.

A bemeneti képek eredeti pixelértékeit normalizaltam, tehat leosztottam 127.5-tel és
kivontam belGle 1-et, ezaltal -1 és 1 kozé szoritva a pixelek értékeit.

Adataugmentéciot is hasznaltam, pontosabban véletlenszerti tiikrozést és forgatast.
Ezzel a halok egy nehezebb tanulasi feladatot kaptak.

Abbdl a célbol, hogy a dataloaderbe tudjam tolteni a képeket és a maszkokat a ta-
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nitadshoz sajat osztalyt hoztam létre, ami a képeket és az elvart kimeneti maszkokat
tartalmazta. A tanitas soran ennek a metodusaival tortént meg a képek és maszkok le-
kérése, valamint a transzformaciok alkalmazasa. A teszt adathalmazhoz egy majdnem

ugyanilyen osztalyt hoztam létre, viszont abbdl kihagytam a transzformaciokat.

3.2. A halok tanitasi paramétereinek és jellemzGinek bealli-

tasa

A halok hatékonysaga nem csak a hasznalt architektiratol, hanem a tanitas soran
hasznalt egyéb paraméterektdl is erésen fiigg. Ezért, hogy a legjobb teljesitményti hé-
16kat alkalmazzam a feladat megoldasa soran, tobbféle optimalizalot, tanulasi ratat és
veszteségfiiggvényt is kiprobaltam.

Munkamat elsGsorban a Google Colaboratoryban [19] végeztem. Ez a Google egy
felh§ alapa szolgaltatésa, ami lehet&séget nyujt GPU-hoz valo csatlakozasra és ezéltal
képek gyorsabb feldolgozéaséisara. Kés6bb az egyetem Informéaciés Technologiai és Bionikai
Karjanak laborjat is igénybe vettem a tanitashoz.

Tobbféle architekturaval is kisérleteztem, végiil hdrom, méar korabban részletezett
felépitésd halot - egy U-Net, egy U-Net++ és egy DeepLabV3+ architekturajit - tani-

tottam.

3.2.1. U-Net

A munkam kezdetekor témavezetémtdl, dr. Horvath Andrastol kaptam meg a mar
annotaciéra hasznélt U-Net koédot, ami a tradicionélis U-Nettél eltér6en ReLU helyett
LeakyReLU fiiggvényt alkalmazott.

Az eredeti halo az 512 feature map-et elérve méar megkezdte a dekodolast, ezt én egy
szintet hozzédadva 1024-re néveltem, valamint a dekdéderben hasznalt Upsample fliggvényt
ConvTranspose2d fiiggvényre (ahogy azt a neve is sejteti, transzponalt konvoliciot valosit
meg, mig az upsampling csak a dimenzidé megkétszerezését végzi) cseréltem.

A kodolo részben a blokkok végén kétdimenzios konvolicio helyett max egyesitést
alkalmaztam, ezaltal kozelebb hozva a halo architekturajat a "hagyoméanyos" U-Net ar-
chitektturahoz.

Kétféle veszteségfiiggvényt is kiprobaltam, MSELosst és BCEWithLogitsLosst.

Az MSE - vagyis négyzetes hiba - minden adatpontra (pixelre) kiszamolja az elvart

kimenet és a halé kimenete kozti kiilonbséget, majd négyzetre emeli. Ezek az értékek a
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teljes képre vontakozoan aztéan atlagolasra keriilnek [20]:

n

MSE = % > (@i — ) (3.1)

i=1
A képletben n az adatpontok szamét, x az elvart, y pedig a halé kimenetének értékét
jeloli.

A BCEWithLogitsLoss a BCE-t (binaris kereszt-entropia) és a szigmoid aktivacios
fliggvényt kombinalja. Altalaban ez elgbbit szokés binaris szegmentacio esetén hasznélni,
ami itt is torténik minden maszk esetén [21].

A 3.1. tablazatban lathatoak a tanitas és a minden epoch utan, tiz képen tortént

tesztelés veszteség értékei.

3.1. tablazat. Veszteségértékek eltérs veszteségfiiggvények esetén

Tanitas (atlag) | Tanitas (min.) | Teszt (atlag) | Teszt (min.)

MSE 0.027 0.023 0.018 0.026

BCEWithLogits 0.086 0.075 0.093 0.059

Amint lathato, az MSELoss esetében az értékek 0.02-0.03 koérnyékére esnek, a BCE-
WithLogitsLoss esetén pedig 0.08-0.09 koré. Mivel ekkor még nem hasznaltam a veszte-
ségfiiggvényen kiviili metrikakat, a kimeneti maszkokat megvizsgaltam.

Tekintve, hogy eltérs veszteségfiiggvényekrsl volt sz6, amik eltérd modon és ezaltal
eltérs értékeket szamolnak ki, csak azért, mert az egyik kisebb értékii, nem feltétleniil

jelenti azt, hogy valéban jobban teljesit, mint a tobbi.
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3.1. abra. Teszthalmaz rizikoteriileteinek maszkjai

MSELoss

A 3.1. Aabran lathatoak a kiilonbozs veszteségfiiggvényt hasznalé halok kimeneti
maszkjai a rizikoteriilet esetében. Mint lathato, bar nem a BCEWithLogitsLoss rendel-

kezett kisebb értékekkel, a masik veszteségfliggvény esetében a hald rosszabb eredménnyel
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szolgalt. Ez jellemz& volt az Osszes teszthalmazbeli képre (az MSELosst hasznéalo hélo
csak a szivszeletek maszkjat talalta el), ezért a BCEWithLogitsLoss hasznéalata mellett
dontottem.

A kotegmeéretet 8-ra allitottam. Probaltam ennél nagyobbat is, de technikai limitaciok
miatt ez nem volt megvaldsithato.

Az optimalizalo esetében kiprobaltam a sztohasztikus gradiens siillyedést (SGD) és
Adam optimalizalot is. Utobbi esetében a tanulési rata adaptiv, tehat az SGD-vel ellen-
tétben valtozik a tanulas soran [22] .

Els6ként 0.001-es és 0.0001-es tanulasi rataval probaltam ki mind a sztohasztikus
gradiens siillyedést, mind az Adam optimalizalot. Elébbi esetén 0.9-es momentumot
hasznéaltam, amely modszer abban nytujt segitséget, hogy az optimalizaldé ne "ragadjon
be" egy lokalis minimumba.

Ahogy az a 3.2. tablazatban lathatd, az Adam optimalizalé a tanulés és a teszte-
lés soréan is jobb (kisebb) veszteségértékekkel rendelkezett mind atlagban, mind pedig a

legkisebb elért veszteségértéket tekintve, mindkét tanulési rdta esetén.

3.2. tablazat. Veszteség értékek 0.0001-es és 0.001-es tanulési rata esetén

Tanulasi rata 0.0001 0.001

Tanités Teszt Tanités Teszt

Atlag | Min. | Atlag | Min. Atlag | Min. | Atlag | Min.

Adam 0.158 | 0.075 | 0.146 | 0.068 0.092 | 0.075 | 0.093 | 0.061

SGD 0.320 | 0.210 | 0.299 | 0.198 0.151 | 0.105 | 0.135 | 0.095

Mivel a 0.001-es tanulasi rata esetén az eredmény jobbnak bizonyult, mint a 0.0001-es
esetén, tovabb noveltem az értékét 0.006-ra, azonban csak minimalis javulas volt meg-
figyelhetd (3.3. tablazat), igy ezt a tanulasi ratat hasznaltam a végleges halok tanitasa

soran.

3.3. tablazat. Veszteségértékek 0.006-os tanulédsi rata és Adam optimalizéld esetén

Tanitéas Teszt

Atlag | Min. | Atlag | Min.

0.086 | 0.075 | 0.093 | 0.059

3.2.2. U-Net++

A halo tanitasahoz a segmentation models.pytorch konyvtéarat [23] hasznaltam, ami

mar betanitott architekturakat tartalmaz. A kddoloban a gerinc ResNet34 architektura,
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a paraméterek pedig az ImageNet adathalmazon tanitott halé silyai voltak.

Mivel ez a halo kevesebb helyet foglalt a memoriaban, itt a Colaboratoryban vald
tanitas soran tudtam 32-es kbtegmeéretet alkalmazni, azonban az I'TK laborban nem fért el
nyolcnal tobb képet tartalmazo koteg a memoridban. Végiil a 8-as kotegmérettel tanitott
hélét hasznaltam a mélyrehatobb tesztelésnél.

Veszteségfiiggvényként a U-Nethez hasonloan BCEWithLogitsLosst hasznéaltunk, va-

lamint Adam optimalizalot 0.006-os tanulési rataval.

3.2.3. DeepLabV3-+

DeepLabV3-mal kezdtem a tanitast, utdna azonban &atvéltottam a jobb teljesitmé-
nyt, DeepLabV3-bol tovabbfejlesztett DeepLabV3+-ra. A kédoléban gerincként itt is
ResNet34 architektirat hasznaltam az ImageNet adathalmazon tanitott halé paraméte-
reivel. Kotegméretként szintén 32-t, majd a laborban 8-at hasznaltam. A halo veszteség-

fliggvénye, optimalizaldja és tanulasi ratdja megegyezett a korabbi két haloéval.

3.3. HAlok tanitasa és elGzetes tesztelése

Els6ként harminc epochon keresztiil tanitottam a haldkat, és amennyiben a veszteség
csOkkent, elmentettiik a paramétereket. Amennyiben a veszteség 6t epochon keresztiil
nem javult, befejeztem a tanitést, majd betoltéttem a halo legjobb paramétereit. Ezt
kovetGen teszteltem a halokat a tiz félretett képen, majd mivel a kirajzolt maszkok alap-
jdn Ggy gondoltuk, a tanitas eredményes volt, tovabb tanitottam a hélékat még kétszer
harminc epochon keresztiil. Bar sikeriilt javulast elérnem, a kirajzolt maszkok alapjan
az nem volt jelentds.

A neuralis halok tultanithatoak, ekkor nem a kiillénbo6z6 teriiletek altalanos tulajdon-
sagait tanuljadk meg, hanem a tanuléhalmaz képeit, ezért lattuk sziikségesnek a halok
el6zetes tesztelését. A tiz, tesztelésre félretett képet egyenként, transzformélas nélkiil ér-
tékeltettem ki az Osszes haloval, majd a halok kimeneteit atlagoltam és ennek min&ségét
is teszteltem, melyet kombinélt kimenetnek neveztiink el.

Mivel a halok kimenetei nem csak 0 és 1 értékeket tartalmaztak, hanem negativakat és
pozitivakat is, egy kiiszobérték-fiiggvényt alkalmaztam, ami az el§bbieket 0-ra, utébbiakat
pedig 1-re allitotta at. Mivel BCEWithLogitsLoss fiiggvényrél volt sz6, minél negativabb
volt az eredeti érték, annal biztosabb volt a halé abban, hogy héattéri pixelrél volt szo, és

minél pozitivabb, annél valészintibbnek tartotta, hogy a pixel a maszkhoz tartozott.
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Késébb az ITK laborjaban folytatott tanitas a U-Net esetében 180, a masik két hé-
16 esetében 380 epochon keresztiil folyt - az elére tanitott modellek esetében a tanitas
jelentGsen kevesebb id6t vett igénybe. A halok paramétereit ebben az esetben akkor
mentettem el, ha javult a teszt-veszteség értéke, amit minden tanitasi epoch utéan meg-
vizsgaltam.

A teszthalmaz valoszintiségi értékeit a 3.2. dbran lathato hétérképen is kirajzoltam,
hogy megnézziik, esetleg érdemes-e valtoztatni a kiiszob értékén. Ugy talaltuk, hogy az
esetek tobbségében a halok egész biztosak voltak abban, ha valami a maszkhoz tartozott,

igy a nullas hatarnal maradtunk.
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3.2. abra. Teszthalmaz maszkjainak hétérképe a laborban tanitott halok kombinalt ki-

N Y

r
A

menete esetén, az értékek valdszintiségben értendsk

A 3.3. abran lathatd, hogy a hosszabban tanitott hélok altal majdnem az Gsszes

szivszelet helyesen szegmentalasra kertilt, egynek az infarktus- és rizikéteriiletét azonban
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mindharom jelent&sen eltévesztette.
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3.3. abra. Tizelemi teszthalmaz riziko- és infarktusteriiletének maszkjai a laborban ta-

nitott halok esetén

Mindezek alapjan arra a konklaziéra jutottunk, hogy a halok valdsziniileg elfogad-

hatéan fognak teljesiteni 4j, nem ezen halmazba tartozd képeken is, igy belekezdtem a

hélézatok mélyrehatobb tesztelésébe.
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4. fejezet

A neuralis halok tesztelése nagy

méretd teszthalmazon

4.1. Tesztelés kiilonboz6é metrikakkal

Hogy a halok teljesitménye szamszertsithets legyen, és ezeket a teljesitményeket ké-
pesek legyiink Gsszehasonlitani, sziikségiink volt egy metrikara. Tobbet is kiprobéltam,
és azt is megvizsgéltam, milyen el6nyokkel és hatranyokkal jarna a hasznalatuk.

Annak céljabol, hogy a tul kevés kép hasznalata ne torzitsa az eredményeket, a halok
hatékony teszteléshez tjabb 82 tesztképet vontunk be a projektbe. Mivel a képeken
altalaban hat-hét szivszelet volt lathato, a képeket egy, a témevezetémtsl kapott kod
segitségével feldaraboltam és dtméreteztem 224 x 224-es méretre, hogy a haléink tudjanak
veliik dolgozni. Igy végiil 496 szeletképet kaptam.

Ezen képek esetében a szeleteket els6 1épésben a korabban tanitott neurélis halonk
elé-annotélta, majd ezeket a kiértékeléseket javitotta a kiértékels személy. A végleges
maszkokat .json formatumban exportaltuk, ami az eredeti, tobb szivszeletet tartalmazo
képenként tartalmazta a maszkok kérvonaldnak x és y koordinatait. Ezért a koordinata-
kat képenként kiolvastam a fajlbol, majd egy, az eredeti képpel megegyez6 fekete képet
hoztam létre, amin a koordinatadknak megfelels részeket fehérre szineztem. Ezeket végiil
ugyanigy feldaraboltam, mint az eredeti képeket.

Néhany kép kirajzolasa és a hélokon valo tesztelés utan azt figyeltem meg, hogy a
referenciamaszkok esetenként hibasnak ttintek, azonban ez elenyészé esetben fordult elg,
igy ennek hatéasat elhanyagolhatonak tekintettiik.

A halok 6sszehasonlitasahoz megvizsgaltam a Jaccard indexet (JI), mint felhasznalha-

t6 metrikat. Ehhez a tényleges kimenet és az elvart kimenet metszetének méretét, majd
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az uniojuk méretét kell kiszamolni, a JI pedig ezek hanyadosa [24]:

B |AN B|

JAB) =

(4.1)

Sajnos kisméretd maszkok esetén ez az index a hibat felnagyitja, hiszen ekkor mar
a gyakorlatban elhanyagolhaté eltérés mérete is a maszk méretének nagy hényadaval
egyezik meg, ezért egy méasik metrika hasznalatdnak gondolata is felmeriilt.

Kiszamoltam, a pixelek hany szazalékat sikeriilt sikeresen eltaldlnia a halénak, bele-
értve a hattérpixeleket is. Ezen metrikara a tovabbiakban WDP-ként, azaz well-defined
pixelsként fogok hivatkozni. Mivel a szeletet és a kamrét lefed§ maszkok kiilon-kiilon
nem, csak utobbit az elbbibdl kivonva (vagyis azt a részt megtartva, ahol tényleges sziv-
szovet talalhato a képen) hordoznak fontos informaciot, ezért ezen teriiletek esetében ezt
az értéket vizsgaltam.

Ezen metrika hatranya szintén a kisméreti maszkok esetében mutatkozik meg: még ha
a halok teljes mértékben el is vétették a maszk bejelolését vagy minden pixelt a hattérhez
soroltak, a nagy hattérteriilet miatt a WDP értéke igy is magas maradt.

A két metrika k6zotti eltérés idénként igen jelentSs volt. Elgfordult, hogy a JI mind-
Ossze 0.3 koriili értéket adott, mig a WDP 0.9 f6lott volt. A két metrika eltérése féként
a rizik6 és infarktus maszkok esetén volt jelentSs, hiszen ezek sokkal kisebb régiok, mint

a teljes szivszelet, és sokkal kevésbé kiilonboznek a szévet tobbi részétsl, mint a kamra

lyuka.
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4.1. dbra. JI és WDP eloszlasa kiilonb6z8 maszkok esetében a kombinalt kimenetnél
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Az értékek eltérését szemlélteti a 4.1. abra, melyen violin és box plotok segitségével
vizualizaltam a kombinélt kimenetnél kapott értékeket.

A violinpot esetében minél szélesebb a tengely egy adott pontjanal a plot, annal
gyakrabban van jelen az adott érték, igy megmutatja az adatok eloszlasat. A box plot
a minimum, maximum, medién, els§ és harmadik kvartiliseket tiinteti fel, valamint az
outlier értékeket [25].

Mivel a szivszeletek kiértékelése sordn a végsé eredményeket a teriiletek méretébdl
szamoljuk, igy kiemelkedGen fontos, hogy a halé milyen mértéki eltérést mutat ebben a
metrikdban a human kiértékel6hoz képest.

Ennek vizsgélatahoz grafikusan abrazoltam az elvéart és a kimeneti maszk méretét egy
koordinatatengelyen, majd linearis regresszioval egyenest illesztettem az adatokra. Ennek

soran a 224x224-re atméretezett képekre illesztett maszkok méretét vettem figyelembe.

Infarktusteriilet mérete Infarktus- és rizikoterilet méreteinek
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4.2. abra. Linearis regresszié a teriiletek maszkjainak méretére a kombinélt kimenet

esetén

A 4.2, &bran lathato R? érték a korrelacios egyiitthato, és amint latszik, a legtobb
esetben a tényleges és az elvart méretek kozott nagymértéki korrelacié all fenn. Az
egyiitthatdé maximum +1-es értéket vehet fel, ez utobbi esetben teljes korrelacié van a

két érték kozott.

A nagy teszthalmaz miatt voltak kilogo értékek. Ez f6leg az infarktus- és rizikoterii-
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letek hanyadosédnak esetében volt jelent6s, mely érték a vizsgalat elsGdleges végpontja.
Ebben az esetben, ahogy az a a 4.3. abran is latszik, minden haléonal az R? érték 0.6-0.7

koriili volt a tobbi maszktipus 4.2. abran lathato 0.9 koriili értékeivel ellentétben.
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4.3. abra. Linearis regresszio az infarktus- és rizikoteriiletének hanyadosara a kiilonb6zé

halok esetén

Ez valészintileg annak volt koszonhets, hogy csupan az egyik érték nagy eltérése a
varttol is elegends ahhoz, hogy az arany értéke is torzuljon. Az egyiitthaté értéke, mint
az adbran is lathato, kissé javult a kimenetek kombinalasa esetén, de még mindig nem
kozelitette meg a tobbi teriilet R? értékét.

Mindent Gsszevetve végiil arra a dontésre jutottunk, hogy mind a JI-t, mind a WDP-

t hasznalni fogjuk a tovabbi mérések soran, remélve, hogy kompenzalni fogjik egymas

hibait.

4.2. A tanitott halok hatékonysaganak osszehasonlitasa

Mivel tobb halo is a rendelkezésiinkre allt, a leghatékonyabbat kivantuk kivalasztani
és felhasznélni mind a jovébeni mérések, mind az esetleges Gj szeletek kiértékelése soran.
A harom halot és ezek kombinalt kimenetének hatékonysagat Osszehasonlitottam a

méar emlitett violin és box plotok segitségével. Az Gsszehasonlitashoz elGszér a WDP-t
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valasztottuk, mert tgy gondoltuk, hasznos, hogy ez nem csak a maszkhoz tartozé, hanem
a hattérpixeleket is figyelembe veszi, valamint a JI-vel ellentétben nem nagyitja fel a
kisebb hibakat.

A halok a 4.4. abréan is lathaté modon nagyon hasonldan teljesitettek minden terii-

leten, ahogy azt vartuk.
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4.4. abra. A tanitott halok hatékonysaganak Gsszehasonlitésa

Késsbb Kovacshazi Csenger témavezetém a Jaccard indexet is megvizsgalta. A kom-
binalt kimenet atlaga enyhén magasabb volt, mint az egyedi haloké. Emellett a minimi-
mum értékek is a legtobb esetben nagyobbak voltak a kombinalt kimenet esetében (4.1.
tablazat).

Emiatt gy dontottiink, hogy a tovabbiakban a kombinalt kimenetet hasznaljuk, de a
tény, hogy mind a harom halé elég hasonlé eredményeket szolgaltatott, azt mutatja, hogy
a szegmentécios feladatot megoldo halok tanitésa jol reprodukalhatd. Ebbdl feltételezziik,
hogy nagy eséllyel a halok paramétereinek értéke nem csak egyszeri véletlen miatt allt be
a hatékony szegmentélashoz sziikséges értékre, hanem a feladat valéban jol megoldhatd

szegmentéicios neuralis halok hasznalatéaval.
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4.1. tablazat. Halok Jaccard indexeinek atlaga és minimuma a kiilénb6z6 maszktipusokra

vonatkozoban
Maszktipus Architektira | Atlag+Szoras | Min.
Kombinalt 0.955+0.040 | 0.630
DeepLabV3+ | 0.952+0.042 | 0.593
Rizikoteriilet
U-Net++ 0.951£0.043 | 0.590
U-Net 0.946+£0.043 | 0.659
Kombinalt 0.963+£0.041 | 0.679
U-Net++ 0.962+0.041 | 0.675
Infarktusteriilet
U-Net 0.961+0.043 | 0.670
DeepLabV3+ | 0.956+0.047 | 0.677
Kombinalt 0.9744+0.017 | 0.726
U-Net++ 0.974+0.017 | 0.731
Szelet lyuk nélkiil
U-Net 0.972+0.017 | 0.717
DeepLabV3+ | 0.9724+0.018 | 0.711
4.3. Scoring mechanizmus a hal6 kiértékelésének minGségére

Annak érdekében, hogy a human kiértékels konnyedén megéllapithassa, hogy mely
szeletek esetében sziikséges manualis korrekcio, a kiértékelésre egy scoring mechanizmust
is beallitottunk, mely egyfajta minGségi értékként megmutatja, mely maszkok tartalmaz-
hatnak jelent&s hibat.

A score értéket szeletekre, teriiletenként szamoltam ki. Hasznalhatésaganak tesztelé-
se ROC gorbe illesztéssel, lineéris regresszioval és a korrelacios egyiitthatd vizsgalataval
tortént. Mivel az értékre azért van sziikség, hogy a programot hasznalé kutatd vissza-
jelzést kapjon arrdl, hogy az automatikusan annotélt szeletek koziil melyek esetén van
sziikség nagymértékd manudlis korrekciora, a score értéknek a kombinalt kimenet JI-jével
valoé korrelaciojat hataroztam meg.

A ROC (Receiver Operating Characteristic) gorbe alapvet&en arra hasznalatos, hogy
a klinikai szenzitivitas és specificitas kozti kapcsolatot bemutassa, ezéaltal egy adott di-
agnosztikai teszt hasznalhatosagarol szolgaltat informéciot. A gbérbén az 1-specificitas
fiiggvényében kell 4bréazolni a szenzitivitast. Elgbbi a fals pozitiv (olyan egészséges egyé-
nek, akiknél a teszt pozitiv lett) és az egészséges (beleértve a fals pozitiv teszteket is)

egyének szamanak hanyadosa. Utobbi pedig a valodi pozitiv (olyan betegek, akiknél a
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teszt ki is mutatta a betegséget) és beteg (beleértve a fals negativ teszteket is) egyének

szaménak hanyadosa [26]:

FP
1— spec. = ——+ 49
P = EP I TN (4.2)
TP
= 43
ST TP I FEN (43)

FP a fals pozitiv, TP a valodi pozitiv, TN a valoédi negativ, FN pedig a fals negativ
tesztek szama.

A gorbe elkészitése soran kiillonbozd hatarértékekre kell kiszdmolni az 1- specificitast
és a szenzitivitast (a hatarérték lehet példaul, hogy valakit akkor tekintiink betegnek, ha
az adott betegséget jelzd enzim koncentracioja egy adott érték alatt van), és a kiszamolt
értékeket kell abrazolni a koordinatarendszerben [26].

A teszt annal jobb, minél nagyobb a gorbe alatti teriilet, tehat akkor ideélis, ha mind
a specificitas, mint a szenzitivitas 1-es értéket vesz fel. A 4.5. abran lathato, hogy ekkor
minden betegnek pozitiv a tesztje, és minden egészségesnek negativ, tehit nincsenek

tévesen negativ vagy pozitiv tesztek.

0.8
0.6
0.4

Szenzitivitas

0.2

0 02 04 06 08 1
1-Specificitas

4.5. abra. Idealis ROC gorbe [26]

A teszt teljesen hasznalhatatlan, ha a gorbe a (0,0) és (1,0) pontokat Osszekots egye-
nesre esik [26].

A scoring kiértékelése soran a pozitiv jelz6t azon annotaciok kaptak, amiknél a JI
kisebb volt, mint 0.75. A teszt pedig az volt, hogy a vizsgélt score értéke hogyan tudja

megfelelen besorolni a vizsgalt szeleteket.
Munkam soréan a kombinalt kimenetekhez tartozo értékeket hasznaltam.
4.3.1. Atlagos kiilénbség

A score értéket elGszor a harom halo atlagos kiilonbségeként szamoltam ki. Ez azt

jelenti, hogy minden szelet esetében minden teriiletre megnéztem paronként a haldk altal
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szegmentalt teriiletek méretének kiilonbségét, majd az igy kapott harom értéket atlagol-
tam.

Feltételeztiik, hogy minél kisebb a score érték - és ezaltal az eltérés -, annal jobban
teljesit a halo. Tehat amennyiben s a score, n1, ng és n3 pedig rendre a U-Net, a U-Net+-+
és a DeepLabV3+ halok ugyanahhoz a szelethez tartoz6 ugyanazon teriilet maszkjanak

tertiletei:
o = [ —ma+ [ —na| + |ny — ny

. (4.4)

Mér a linearis regresszié is mutatja, hogy ez a score érték nem megfelel6 a maszkok
pontossaganak mérésére (4.6. dbra). Mivel itt a nagyobb Jaccard indexhez kisebb score
értéknek kellett tartoznia a korrelacié meglétéhez, a negativ korrelacios egyiitthaté nem
a korrelacio hidnyat, hanem ezt a forditott aranyossagot jelzi. Ez alapjan a korrelacios
egyiitthato az infarktusteriilet esetén volt a legrosszabb, a legjobb érték pedig csupén -
0.292 volt, tehat semmiféle korrelacié nem allt fenn a két érték kézott. Habar a score érték
normélasa, azaz nulla és egy kozotti értékké szoritasa javithatott volna a hatékonysagon,

az eredeti gyenge korrelacié miatt erre nem keriilt sor.
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4.6. abra. Atlagos kiilonbségek score és JI linearis regresszioja

4.3.2. Szoéras és atlag hanyadosa

Minden szelet minden teriiletéhez szordst szamoltam az egyes halok kimenetének

maszkteriiletének méretébdl, majd ezt az értéket elosztottam a teriiletméretek atlaga-
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val. Ezt az értéket varidcios egyiitthatonak nevezziik, ahol & a szoras, p pedig az atlag:

5
CcV =~ 4.5
. (4.5)

Az értéket korrelaltattam a JI-vel. Eredményeink gyenge korrelaciot mutattak (4.7.
abra). Mivel itt is forditott aranyossdgnak kellett fent allnia a JI és a score kozott,

a legrosszabb érték -0.127 volt a lyuk esetében, a legjobb egyiitthatd pedig -0.353 a

szivszeletnél.
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4.7. dbra. Variacios egyiitthatok score és JI linearis regresszidja

A ROC gorbék meg sem kozelitették az idedlis gorbét, ezért ezt kivetSen ugy is meg-
vizsgaltam Gket, hogy amennyiben a halok kombinalt kimenete egy iires maszk volt, tehat
a szoftver nem talalt adott teriiletet a képen, annak az értékét nem vettem figyelembe.
Igy a gorbék mar jelentésen jobban megkozelitették az idealis ROC gorbe alakjat, ahogy

azt a 4.8. abra is szemlélteti.

Rizikétertlet ROC Infarktusteriilet ROC Lyuk ROC
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4.8. abra. ROC gorbék iires maszkok kihagyasa és variacios index esetén

Figyelembe véve, hogy a szivszeletek esetében minden JI a 0.75-6s hatarérték feletti
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volt, igy nem rendelkeztiink "negativ tesztekkel", ezért tigy dontottiink, ezt a ROC gorbét
végiil nem vizsgaljuk.

Mivel a ROC gorbék megfeleldnek tiintek, a linearis regressziot is végrehajtottam (4.9.
abra). A korrelacios egyiitthatok értéke itt mar sokkal magasabb volt, mint a kordbban

kiprobélt scoring mechanizmusok esetében.
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4.9. dbra. Variacios egyiitthatok score és JI linearis regresszidja lires maszkok kihagya-

saval

4.3.3. Pixelek valosziniiségének atlaga

Mivel minden pixelhez tartozik egy valdszintiségi érték, ami megadja, a halé szerint
az adott pixel a maszkhoz tartozik-e, ezek atlaganak és a JI-nek a korrelaciojat is meg-
vizsgaltam.

A maszkhoz tartozo pixelek valoszintségi értékeit atlagoltam (tehat a 0.5-tel egyenld
vagy annal nagyobb értékeket), és ezt hasznaltam score értéknek. Abban az esetben,
amennyiben a halé nem talalt maszkot, nem szamoltam score értéket, helyette vagy egy
el6re meghatarozott értéket rendeltem hozza, vagy teljes mértékben kihagytam a linearis
regressziobol. Itt mar a nagyobb JI-hez nagyobb score értéknek kellett tartoznia, ezért
pozitiv korrelacios egyiitthatoéra szadmitottunk nagymértéki korrelacio esetén.

A korrelacios egyiitthato akkor vette fel a legnagyobb értéket, amikor az iires maszkok

score-jat kihagytam a linearis regressziobol (4.10. &bra). Példaul a legfontosabb teriilet
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- az infarktusteriilet - esetén a maszkok kihagyasanal 0.876 volt a korrelacios egyiitthato

értéke, nullas érték esetén - 0.062, egyes érték esetén pedig 0.779.
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4.10. abra. Score és JI linearis regresszié az lires maszkokhoz rendelt kiilonb6z6 score

értékek esetén

A szelet ROC gorbéje az iires maszkok kihagyésa és egyes érték esetén is kozel idedlis

volt (4.11. abra), a tobbi teriiletnél azonban méar ranézésre is sokkal nagyobb volt a gorbe

alatti teriilet, amennyiben az iires maszkok nem lettek figyelembe véve.
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4.11. abra. ROC gorbék az iires maszkokhoz rendelt kiilonb6z6 score értékek esetén



4.3.4. AUC értékek

Annak céljabol, hogy a scoring kiértékelését szamszertisitsiik, kiszamoltam az egyes
scoring modszerekhez tartoz6 AUC, azaz Area Under the Curve értéket is. Ez a gorbe
alatti teriilet nagysagat adja meg, és idealis esetben 1-es értéket vesz fel [26].

A valoszintiségek atlagolasa esetén egyértelmiien az lires maszkok kihagyésa szolgal-
tatta a legjobb eredményt. Példaul az infarktusteriilet esetén az AUC érték ezen score-ok
elhagyésa esetén 0.914, nullas érték esetén 0.673, egyes érték esetén pedig 0.641 volt.

A f6bb értékek a 4.2. tablazatban talalhatoak.

4.2. tablazat. AUC értékek kiillonb6z§ scoring modszerek esetén

Szivszelet | Lyuk | Riziko | Infarktus

Atlagos kiilonbség 0.875 |0.757| 0.711 | 0.683

Szorés és atlag hanyadosa (iires maszk nélkil) | 0.911 [0.863| 0.882 | 0.868

Valoszintiségek atlaga (iires maszk nélkiil) 0.998 ]0.872| 0.942 | 0.914

Ahogy mar a ROC gorbébdl is lathato volt, az iires maszk nélkiili valoszintiség-
atlagolas szolgaltatja a legjobb eredményt, ezért ezen scoring mechanizmus hasznalata

mellett dontottiink.

4.4. Tanitashoz hasznalt képek szaAmanak hatasa a halék ha-

tékonysagara

Végiil azt kivantuk megvizsgalni, hogy a halok hogyan teljesitenek, amennyiben ke-
vesebb képen keriilnek tanitasra. Ezt azért talaltuk fontos informéciénak, mert késébb
elképzelhets, hogy minden egyes felhasznalénak maganak kell tanitania az altalunk opti-
malizalt halét, azonban nem biztos, hogy mindenkinek rendelkezésére all tobbszéz vagy
tobbezer kép a tanitashoz.

Mind a harom tipust halét betanitottam kevesebb képpel is, majd elvégeztem veliik
az atfogobb tesztelést.

Mivel az infarktusteriilet a legfontosabb és egyben legbonyolultabb struktura, az ehhez
kapcsolodo értékekkel dolgoztam. Kiszamoltam a JI-t és a WDP-t. Ezek medianjat
abrazoltam a képek szamanak fiiggvényében minden egyes halo esetében. Azért mediant
hasznéltam, mert a halok hibaja nem normal eloszlast kovetett, ahogy azt kordbban

lathattuk.
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El6szor kett6tsl tiz képig végeztem a tanitast, egyesével novelve a képek szamat,
majd tizesével noveltem szézig, onnan pedig szaztol ezerig. A tanuléhalmaz méretének
novelésekor minden alkalommal az el6z6 tanitdshoz hasznalt halmazt b&vitettem ki 1]
képekkel, mert tgy gondoltam, realisabb lesz az eredmény, ha minél jobban toreksziink
arra, hogy a tanitasok koriillményei megegyezzenek.

Mindegyik halét harminc epochon keresztiil tanitottam minden tanuléhalmaz esetén.
Azért valasztottam ezt a szdmot, mert tiz kép esetén koriilbeliil ennyi utan mér nem
javult a veszteségérték egyik halé esetében sem, csak egyre rosszabb lett, a par széz
szamu képnél pedig méar belassul a javulas.

A 4.12. dbra mutatja, hogy a JI lathatdéan az Gsszes kép esetében is kisebb értéki,
mint az eredetileg tanitott haloké, azokat viszont par szdz epochon keresztiil tanitottam.

Emellett megfigyelhets egy nagyobb ugras tiz kép esetén mind a WDP, mind a JI esetén.
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4.12. abra. Halo-kimenetek infarktusteriileteinek metrikdinak valtozasa eltérs képszamok

esetén (median)

Megleps modon a U-Net maszkjainak JI-je mar két kép esetén is messze feliilmulta a
masik két haloét. Ennek az lehet az oka, hogy a maésik két halo elére tanitott volt, és az
ImageNet paraméterek talan nem voltak megfelelGek a szivszelet teriileteinek szegmenté-
lasdhoz. Ezen kiviil az is lehetséges, hogy mivel ez a két halé bonyolultabb architektaraval
és emiatt tobb paraméterrel rendelkezik, nekik tobb informaciora van sziikségiik ahhoz,
hogy minden paraméter helyesen beallitasra keriiljon.

Megvizsgaltam a halok kimeneti maszkjait kis méret tanitohalmaz esetén. Azt talal-

tam, hogy a maszkok altalaban teljesen feketék vagy fehérek voltak (esetenként néhéany
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véletlenszertinek ting ellenkezd szint pixellel). Mivel az infarktusteriilet mérete altalaban
a kép méretéhez képest kicsi, amennyiben minden pixel fekete, a WDP a mér korabban
leirt okokbol viszonylag j6 értéket fog felvenni.

Mindemellett a prezentalt eredmények azt mutatjik, hogy meglepSen kevés képre és
epochra van sziikség ahhoz, hogy a halok jol teljesitsenek, de a szegmentalas tiz-htsz kép
esetén még messze nem tokéletes.

Bar kis tanuléhalmaz esetén a szivszelet, az infarktus és a riziké teriilete viszonylag
konnyen megtalaldsra keriilnek, a kamralyuk maszkja altaldban még ekkor is teljesen
fekete, és csak par képen taldlhatdak egyaltalan olyan pixelek, amik a halok szerint a
lyukhoz tartoznak. Ennek az lehet az oka, hogy a lyuk altaldban nagyon hasonlé szint
a hattérhez vagy a szivszelet elSkészitése soran keletkezs artefaktokhoz (az arnyékok
miatt esetleg valamivel sotétebb), ezért szegmentalasa soran azt is figyelembe kell venni,
taldlhato-e korilotte szivszovet, mig a tobbi teriilet esetén méar a pixelek szinébdl is lehet
kovetkeztetni arra, milyen teriilethez tartozik az adott pixel.

Osszességében levonhato a kovetkeztetés, hogy az eredmények alapjan, a kiértékelés
hibai mellett, meglep&en kevés kép elengendd a hélok tanitdsdhoz, ami arra enged ko-
vetkezetni, hogy egy de novo tanitas esetén is elég egy kis tanitohalmaz egy elfogadhato

eredményhez.

4.4.1. Igazsagmatrix

Annak céljabol, hogy megvizsgaljuk, a kiilonbéz6 méretd tanitohalmazok esetében
a pixelek mekkora része keriilt helyesen vagy helyteleniil klasszifikilva, igazsagmatrixot
(confusion matrix) készitettem.

Mivel csak kiilonb6z8 modon klasszifikalt pixelek eloszlasnak tendencidjara voltunk
kivancsiak, gy dontottem, csak a 2, 5, 10, 50, 100, 500, 1000 és 1172 képbdl all6 tanu-
l6halmaz esetében végzem el a vizsgalatot.

Az igazsagmatrixok a ROC gorbénél méar emlitett négy értéket, a valodi negativ, va-
l6di pozitiv, fals negativ és fals pozitiv értékeket tartalmazzak [27]. Mivel esetemben
a pixelek klasszifikaciojarol volt sz, minden egyes teszthalmazbeli képhez készithettem
volna egy métrixot, de mivel majdnem 6tszaz képrél volt sz, ez a moddszer az atlatha-
tatlansaga miatt nem szolgalt volna hasznalhaté eredményekkel.

Ennél fogva inkdbb az Gsszes tesztképhez tartozd maszk pixeleit megvizsgéaltam, és
egyetlen, a teljes teszthalmazra vonatkozé méatrixot készitettem minden, ugyanazon a

tanulohalmazon tanitott halo és a kombinalt kimenetiik esetében. Mivel a korabbi méré-
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seket az infarktusteriilet maszkjain végeztem, itt is igy tettem.
Hogy a kiértékelés konnyebb legyen, a pixelek szamét elosztottam az Osszes pixel

szaméval, igy szazalékos értékeket kaptam.

4.3. tablazat. Igazsagméatrix kételemd tanulohalmaz (kombinalt kimenet infarktusteriile-

te) esetén

Maszk | Hattér | Osszesen

Maszkként klasszifikalt | 0.03 % | 0.04 % | 0.07 %

Hattérként klasszifikalt | 12.77 % | 87.16 % | 99.93 %
Osszesen 128 % | 87.2 %

Ahogy azt a 4.3. tablazat mutatja és ahogy mar fentebb emlitettem, kis tanul6halmaz
esetén a legtobb pixel hattérként kertil klasszifikalasra, ezaltal a kép fekete lesz. Bar csak
a pixelek kicsit tobb, mint 87 %-a hattér, 99.93 %-uk kapja ezt az osztalyt. A pixelek
maszkként torténd besorolasa pedig teljesen véletlenszertinek tiinik a mindossze 0.01 %-
os kiilonbség alapjan, ami a valoban maszkhoz és valojaban hattérhez tartozé maszkhoz
besorolt pixeleket illeti.

Megemlitendd, hogy a U-Net és U-Net++ hélok a pixelek sokkal nagyobb szézalé-
kat (U-Net++ esetében osszesen a pixelek 34.68 %-a keriilt maszkként klasszifikalasra)
rendelték a maszkhoz, mig a DeepLabV3-+ egy maszkpixelt sem volt képes helyesen a
maszkhoz sorolni (4.13. abra).

FEzek alapjan tgy gondolom, hogy a DeepLabV3-+ pixelvalészintiségi értékei nagyok
lehettek, a masik két héalo pedig valdszintleg elég bizonytalan lehetett a pixelek beso-
roldsédban, és csak véletleniil keriiltek a maszkhoz val6 tartozas valdszinitiségének értékei

kicsivel 0.5 folé.

U-Net U-Net++ DeeplabV3+
Maszk | Hattér | Osszesen Maszk | Hattér |Osszesen Maszk | Hattér | Osszesen
Maszkként | 12.38 % | 22.3 % | 34.68 % Maszkként | 1.07 % |10.47 % | 11.54 % Maszkként | 0.0 % |0.00001 % | 0.00001 %
Hattarként | 0.43 % | 64.89% | 65.32 % Hattérkent [ 11.73 % | 76.73% | 88.46 % Hattérkent | 12.8 % | 87.2 % 100 %
Osszesen | 128 % | 87.2 % Osszesen | 128 % | 872 % Osszesen | 128 % | 87.2 %

4.13. abra. Halok igazsdgmaétrixai kételemd tanuléhalmaz esetén

A kiilonboz6 értékek valtozasat a 4.14. diagram szemlélteti. Ot kép esetén a kom-
binalt kimenetnél az értékek nagyon hasonloak voltak, bar a maszkként klasszifikalt és
valoban maszkhoz tartozo pixelek szazaléka felemelkedett 0.87 %-ra. Tiz kép esetén ez

az érték 8.69 %-ra nétt, és a nagyobb tanulohalmazok esetén ezen érték koriil maradt.
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4.14. dbra. Igazsagmétrix értékeinek véltozasa kombinalt kimenet infarktusteriiletének

esetében a tanuléhalmaz méretének fiiggvényében

A maszkként klasszifikalt, de hattérhez tartozo pixelek szama is néni kezdett a tanulo-
halmaz méretének novelésével, mielStt Gjra csokkenni kezdett volna. Véleményem szerint
ez az atmeneti novekedés annak koszonhetd, hogy a halok addigra kaptak elegends maszk-
ként klasszifikalt pixelt ahhoz, hogy rendesen "érzékeljék" ennek a csoportnak a létezését
(és ezért nagyobb bizonyossaggal soroltak ide a pixeleket), de még nem rendelkeztek elég

informéacioval ahhoz, hogy a klasszifikaciot helyesen végezzék.

4.4. tablazat. Igazsdgmatrix 1172 elemi tanulohalmaz (kombinélt kimenet infarktuste-

riilete) esetén

Maszk | Hattér | Osszesen

Maszkként klasszifikalt | 8.77 % | 0.61 % | 9.38 %

Hattérként klasszifikalt | 4.03 % | 86.59 % | 90.62 %

Osszesen 12.8 % | 87.2 %

Végiil a helyteleniil klasszifikalt hattérpixelek szézaléka a 1172 képbdl 4ll6 tanuldhal-
maz esetén a 4.4. tablazatban lathato 0.61 %-ra allt be. Ennyi kép esetén mar mind
a harom hal6é nagyon hasonlé eredményeket hozott. Mindegyik esetén kevesebb, mint 1
%-os eltérés volt a négy, matrixban feltiintetett értékben a kombinalt kimenethez képest.

Eredményeink alatdmasztjak a fentebb kifejtett feltételezést, hogy nincs sziikség kife-
jezetten sok képre a halok betanitasahoz, azonban a kiértékelés mindésége par szaz képig

jelent&sen javul.
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5. fejezet

Osszefoglalas

5.1. Elvégzett munka

A munkank soran kiilonféle architekturaja - U-Net, U-Net++ és DeepLabV3-+ - ne-
uralis halokat tanitottam szivszeletek kiilonb6z6 teriileteinek felismerésére és szegmenta-
lasara, hogy ezek kiértékelését automatizaljuk. A harom halobol kettd elére tanitott halo
volt ImageNet adathalmazon tanitott paraméterekkel inicializalva, egy pedig egy altalam

felépitett U-Net architektura.

A munkam soran kiilonféle veszteségfiiggvényekkel és optimalizélokkal, kiilonb6zs ide-
ig tanitottam a harom, fent emlitett architektardja halot, hogy megtalaljam a legopti-
malisabb modjat a tanitasnak. A halokat Gsszehasonlitottam egyméssal a JI és WDP

metrikakkal.

A halok teljesitményét linearis regreszioval és korrelacids egyiitthatd szamitasaval,

valamint a vélasztott metrikak violin és box plotokon valé dbrazolasaval vizsgaltam.

Hogy a gyakorlatban megvalésitott automatizalt kiértékelést hatékonyabba tegyiik,
egy scoring rendszert is kidolgoztunk, ami arra hivatott, hogy jelezze, egy adott szelet

adott maszkja esetében sziikség lehet-e manualis korrekciora.

Ennek soran tobbféle scoring mechanizmust is kipréobéltam, a teriiletméretek atla-
gos eltérését, a variacios egyiitthatét és a maszkhoz tartozo pixelek valoszintiségét. A

mechanizmusok hatékonységat korrelacidoval és ROC gorbékkel vizsgaltam.

A halokat eltérd nagysagu tanuldhalmazon is betanitottam, annak céljabol, hogy las-

suk, hogyan hat a tanitasi képek szama a halok hatékonysigéra és pontossagara.

33



5.2. Eredmények

Az altalam tanitott halok esetében a BCEWithLogitsLoss fiiggvény és a 0.006-os
tanulasi ratas Adam optimalizalo hasznalata bizonyult a leghatékonyabbnak. A halokat
par széz epochon keresztiil kellett tanitani és a paramétereket csupén akkor elmenteni,
amennyiben a tesztelés veszteségértéke csckkent ahhoz, hogy a legjobb eredményt érjem
el.

Az 6sszes halo a violin és box plotok, ROC gorbék és a hasznélt metrikak alapjan kozel
azonos teljesitményt nytjtott. Bar a JI és a WDP hasznélata is jar hatranyokkal, dgy
itéltiik meg, egyiittes hasznélatukkal nagyjabol sikeriilt kompenzélni a metrikak jellegébsl
eredd torzitasokat.

A kiilonbo6z6 strukturaju halok hasonlé pontossiga véleményiink szerint azt mutatja,
hogy a szivszeletek automatikus annotalésa egy szegmentéciés neuralis halézatokhoz illg,
azokkal megoldhato feladat. Az itt leirt eredmények tehat (a véletlenszerten inicializalt
paraméterek altal szolgaltatott apro valtoztatasok keretein beliil) reprodukéalhatoak, nem
csak egy véletlen szerencsés paraméterinicializacidébol fakadnak.

A kimeneti maszkok mindségégének szamszertsitésére a legjobb score értéknek a
maszkpixelek valésziniiségének atlaga bizonyult. Ennek a JI-vel valé korrelécidja volt
a legnagyobb, és a ROC gorbe is megkozelitette az ideédlisat mind a négy maszktipus
esetében. Ehhez azonban arra volt sziikség, hogy az iires maszkokhoz ne rendeljek score
értéket.

A tény, hogy a halok maér tiz kép esetén is képesek megtanulni a maszkok f6bb jellem-
zGit, és nem csak véletlenszertien rendelnek valdszintiségi értékeket az egyes pixelekhez -
még ha nem is szolgaltatnak tokéletes eredményeket - azt mutatja, hogy a kapott szegmen-
tacios feladat nem jelent nagy kihivast a halok szamara, igy a jov6ben kisebb bemeneti

adathalmaz is elegend§ a tanitasukra.

5.3. JovGbeni tervek

Mivel az eddigi munkank bizonyitotta, hogy a kitizott feladat megoldhatd neuralis
héloval, és az eredmények reprodukalhatbak, realisnak gondoljuk a halok egy kiértékels
szoftverben vald hasznalatat.

A széleskort felhasznéalhatosag érdekében azonban sziikség van arra, hogy a hélok ne
csak a Semmelweis Egyetem Farmakologiai és Farmakoterapiai Intézetének laborjaban

kezelt szivszeleteket ismerjék fel. Kiilonb6z6 laborok kissé eltéré modon kezelhetik a
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szeleteket, igy azok kinézete eltérd lehet.

Emiatt domain adaptaciéra van sziikség, hogy a hélék kiilonbozé laborok képeit is
képes legyen helyesen annotalni. Jelenleg méar rendelkezésiinkre allnak képek 6t laborbdél,
amik segitségével az adapticiot elvégezni tervezziik, és bizunk abban hogy a halok eddigi
hatékonysagat tekintve jol fognak teljesiteni a domain adaptécio terén is. Igy akar kiilon
tanitas nélkiil széleskortien, tobb labor kozott is alkalmazhatd neurélis halézatokat tudunk

alkotni.
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