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Rezumé

A termografikus képrekonstrukcié egy gyors modszer kiilonbo6z6 anyagokbol késziilt
targyak, alkatrészek, kabelek stb. roncsoldasmentes vizsgalatara. Az eljaras soréan a
tesztelt anyagot valamilyen héforras pl. hélampak, vagy indukcio segitségével fel-
melegitik, mikozben egy infrakameréval mérik a felszini hémérséklet valtozasat. A
feladat az anyag belss szerkezetének rekonstrukcidja a felszini héképek alapjan. Sza-
mos direkt rekonstrukcios modszer 1étezik, melyek csak a hévezetés fizikai torvény-
szertiségeit modellezve végzik a rekonstrukciot. A TDK dolgozatban viszont egy 1j
modszer tovabbfejlesztésével foglalkozom, melyben a felszini héképeket el6bb egy line-
aris transzformacio segitségével tn. virtualis hullamokka konvertaljuk, amiket mar a
fotoakusztikus képrekonstrukcioban ismert modszerek segitségével lehet kezelni. Ma-
tematikailag a virtualis hullamok elallitasa egy rosszul kondicionalt lineéris inverz
problémaként formalizalhato, melybe kiillonb6z6 plusz feltételek is beépithetsk pl. rit-
kasag, nemnegativitas. A feladatot megoldé iterativ numerikus modszerek (ADMM,
FISTA stb.) alacsony jel/zaj ardny mellett nem adnak kielégité eredményt. Ezen a
modell alapu és az adatvezérelt rekonstrukcios eljarasokat kombinald hibrid neurélis
halok alkalmazasaval szeretnénk javitani. A dolgozatban a virtualis hullamok rekonst-
rudldsahoz a CT képfeldolgozasban mar sikerrel alkalmazott FISTA-Net hibrid archi-
tekturat alkalmazzuk, melyben a halo rétegeit a FISTA numerikus modszer iteracios
lépéseibdl konstrualjuk. Az ehhez hasonlé mélyhalok tanitasahoz nagyon sok adatra
van sziikség, a mérések megvaldsitasa azonban koltséges és idGigényes feladat. Ennek
kikiiszobolésére 1étrehoztunk egy adatgeneratort, amely képes kiilonb6z6 méretd és
alakt rendellenességeket tartalmazo fizikai fantom képek elGallitasara. Ennek segitsé-
gével a FISTA-Net tanitashoz 100 000 kiilénbo6z6 jel/zaj aranyu felszini hémérséklet
képet tartalmazo adathalmazt generaltunk. A betanitott modell teljesitményét a leg-
kisebb négyzetes eltérésben mértiik, melyben jelent&sen sikeriilt csokkenteni az eddig
alkalmazott numerikus megoldok (pl. ADMM) rekonstrukcios hibajat.



1. fejezet

Bevezetés

1.1. Roncsolasmentes anyagvizsgalati moédszerek

Az egyre csak fejl6dd ipari kornyezetben gyakran megjelenik a felhasznélt anyagok-
ban megtalalhato hibak észlelésének problémaja. A mechanikus eszkozok, elektromos
berendezések, hidraulikus rendszerek, kozlekedési mechanizmusok és hasonlok fejlesz-
tése, hasznélata soran mindenféle probléma és hiba felmeriil [1]. A legkézenfekvébb
példa erre a rohamosan fejlédé 3D nyomtatok helyzete, melyek akir nagyon egyedi,
fontos szerepet ellato alkatrészeket is rovid id6 alatt, hatékonyan el tudnak allitani,

az alkatrészek mindsége viszont nem garantalt [2].

Felhasznélasi teriilettsl fliggden, az alkatrészekben megjelené hiba olyan stilyos
kovetkezményekhez vezethet, mint kritikus rendszerek meghibasodéasa, vagy olyan
veszélyes balesetek, melyek akar emberek testi épségét is veszélyeztethetik. Az ipa-
ri anyagokban talalt hibak észlelése és elemzése tehat egy rendkiviil fontos feladat,

melynek megfelel§ megoldasaival elkeriilhet&ek akar életveszélyes helyzetek is.

Az anyagvizsgalat folyamataban sok esetben fontos az, hogy az elemzésre alkal-
mazott modszerek semmiféle strukturalis kart ne tegyenek a vizsgalt anyagban. Ez
elengedhetetlen olyan esetekben, amikor kritikus feladatot ellatod alkatrészek vizsgala-
tarol van sz6. Az anyagok, alkatrészek stb., sériilésmentes ellenérzését roncsolasmentes
vizsgalatnak (angolul nondestructive evaluation - NDE) nevezziik. A roncsolasmentes
anyagvizsgalati modszerek alkalmazéasaval meghatarozhatok az alkatrészek struktu-
ralis hibai az el6tt, hogy ezek kritikusak legyenek, id6ben megel6zve ezzel a komoly
karok kialakulasat [2]. Emiatt is alkalmazzék ezeket a modszereket a kiilonb6z6 ipar-
agak széles skalajan, torekedve ezaltal az altalanos biztonsag és meghizhatosag meg-

teremtésére. Ide tartoznak az olyan kihivasokkal teli teriiletek is, mint az épitGipar,
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1.1. abra. Az roncsolasmentes anyagvizsgalati moédszerek altalanos mikodése. A vizs-
galt anyag gerjesztés hatasara bekovetkezd éallapotvaltozasat mérik, majd a mérési
adatok alapjan rekonstrukcios algoritmusok segitségével becsiilik meg az anyag belsd
szerkezetét.

kozlekedési- és elektronikai ipar, de akéar az tripar is [3|. Ezek mellett gyakran alkal-
maznak NDE modszereket a feldolgozo- és gyartéiparban, és a nuklearis erémivek
esetén is 4], de biztonsagkritikus alkatrészek vizsgalatéara is felhasznalhato a repiilés-

technikaban [5], vagy akar kiilonboz6 egészségiigyi feladatok ellatéaséra is [6].

A roncsolasmentes vizsgalati modszerek széles skalaja all rendelkezésre ahhoz,
hogy a kiilonféle anyagokban megtalalhatoé problémakat és hibakat kiillonb6zé koril-
mények kozott elemezni tudjuk. Altalanosan nézve a roncsolasmentes anyagvizsgalati
megkozelitések alapelve ugyanaz, egy kiils§ energiaforras (pl. ultrahang, hg, elektro-
méagneses sugarzas) segitségével gerjesztett allapotba hozzuk a vizsgélt anyagot, majd
a gerjesztett allapot energiaszintjeit az anyag kiilsg feliiletén megmérjiik. Ezutan a fel-
szini mérések és a folyamatot leir6 fizikai modellek (héterjedés, hullamegyenletek stb.)
segitségével kovetkeztetiink az anyag belsd szerkezetére. Tehat a kiillonb6z6 roncso-
lasmentes anyagvizsgéalati modalitdsok tulajdonképpen csak a gerjesztés modjaban és
a mérések kivitelezésében térnek el egymastol [7]. A roncsolasmentes anyagvizsgalati

eljarasok altaldnos miikodését az 1.1-es abra illusztralja.

Az elektromagnetikus (EM) roncsolasmentes anyagvizsgalati modszerek elektro-
magneses jelatalakitok altal leadott energiaval végzik a vizsgalt anyag gerjesztését,
majd az igy eredményezett elektromagneses sugarzast erre alkalmas érzékelGkkel mé-
rik. Az anyag gerjesztésére hasznalt sugarak a teljes elektroméagneses spektrumot lefe-
dik, egyenaramtol (DC) kezdve olyan magas frekvenciaju sugarakig, mint a Rontgen-
és gamma-sugarak. A frekvenciatol fiiggéen, az elektromagneses érzékelGket és jelat-

alakitokat az NDE kiilonbo6z6 tertiletein alkalmazzak: eddy current imaging [8], mic-



rowave imaging [9], terahertz imaging [10]. Az elektromagneses modszerek kiilonosen
elényosek tobbrétegl anyagok vizsgélatara, mivel ezek képesek kisméret defektek
felismerésére akar mélyen elhelyezkeds anyagrétegekben is. Az EM anyagvizsgalati
modszerek nagy hatuliitGje a mérések elvégzésére hasznalt felszerelés bonyolultsaga
és koltsége [11].

Az elektromagneses modszerekkel szemben, az ultrahangos (US) roncsolédsmen-
tes anyagvizsgalatban a gerjesztést ultrahang hullamok segitségével valositjak meg.
Az ultrahang egy magas frekvenciaji mechanikus hullam, pontosabban egy 20000Hz
frekvenciat meghalad6 hanghullam, amely az emberi fiil 4ltal érzékelhetetlen. A hang-
hulldamok olyan gyenge mechanikus energiat fejtenek ki a vizsgalt anyagra, amely
kart nem okoz benne, viszont a kivaltott visszhang hasznos informéciot tartalmaz a
vizsgalt anyag belss szerkezetérsl [12]. Az EM anyagvizsgalati modszerekkel ellen-
tétben, az ultrahang kibocsatasara és a visszhang mérésére szolgalo fizikai eszkozok
nem szamitanak bonyolultnak, vagy koltségesnek. Ennek ellenére a preciz mérések
elvégzése érdekében koltséges lehet a megfelel§ kdrnyezet biztositasa a hanghullamok
nemkivant torzulasanak elkeriilése szempontjabol. A mérések megvalositésa kozben a
vizsgélt anyagot gyakran olyan kozegbe helyezik, ami segiti a hullamterjedést. Ilyen

kozeg lehet példaul a viz, vagy egyéb folyadékok.

Ha a termografia szemszogébdl tekintiink a roncsolasmentes anyagvizsgalat folya-
matéara, a bels6 szerkezet rekonstrukcidja a vizsgalt anyag hémérsékletének idébeli
valtozasai alapjan torténik. Az anyag egy adott energiaforras altal kivaltott héstimu-
lacion megy keresztiil, a strukturaja pedig a bels§ hévezetés jelenségének vizsgala-
taval becsiilhets. A hémérsékletviltozas elGidézése az anyag felhevitésével kezdddik,
amit valamilyen héforras hasznalataval végeznek. Héforrasnak hasznalhatok kiilonbo-
z6 hélampék, de akir egy indukcios folyamat altal is elérhets az elvart hémeérséklet
novekedés. A bels§ hivezetési folyamatot a felszini hGmérséklet idébeli valtozasaval
lehet leirni, melynek mérését altalaban infrakameréaval végzik [5]. Az elgbb emlitett
megkozelitésekkel Gsszehasonlitva, a termografikus (infravoros - IR) roncsolasmentes
anyagvizsgalati modszerek végrehajtésa a legegyszeriibb, és ennek koltsége is a legala-
csonyabb. Az IR moédszerek altal mért hévezetési folyamat zajmentessége is relative

egyszertien biztosithaté a tobbi moédszerhez képest.



1.2. Termografikus képrekonstrukcio

Az eddig emlitett szemléletmoédok csupan a roncsolasmentes anyagvizsgalat kétré-
szes folyamatanak elsé részérdl, a vizsgalt anyag szerkezetét leiré valamely informécio
begytjtésérsl szoltak. Az NDE modszerek matematikai szempontbol érdekes része a
folyamat masodik felében nyilvanul meg, mégpedig a mérési adatok megfelels feldolgo-
zasaban, és a belsd szerkezet meghatarozasaban. Legyen sz6 elektromagneses jelekrol,
visszhangként mért hanghullamokroél, vagy a hévezetést leiré héképekrdl, a vizsgalt
anyag belsd szerkezetének rekonstrukcidja nem egy trivialis feladat. A mérési fazisban
egy direkt folyamatot hajtottunk végre, amely soran a vizsgalt anyagbol kinyertiik a
megfelel§ informaciokat. A rekonstrukcios lépésben [7] viszont arra vagyunk kivancsi-
ak, hogy a gerjesztés 0. pillanatdban mi a vizsgalt anyag kezdeti allapota (esetiinkben
hémérseklet eloszlasa) ami a kés6bb mért adatokat eredményezi. Matematikaileg ez
egy linearis inverz problémaként formalizalhato, mely gyakran rosszul kondicionalt

numerikus feladatot eredményez [5].

A vizsgalt anyag belsé szerkezetének meghatarozasat, ami a termografikus NDE
folyamatok mésodik része, termografikus képrekonstrukcionak nevezziik. A gyakorlat-
ban a rosszul kondicionélt linearis inverz probléma megoldasara, vagyis a termografi-
kus képrekonstrukcié elvégzésére, tobb kiilonbozé megkozelités létezik. A termografi-
kus anyagvizsgalat alkalmazasi teriiletein legelterjedtebb képrekonstrukcids modsze-
rek a hévezetés fizikai torvényszertiségeit leird differencidlegyenletekre épiilnek, ame-
lyek a héképek javitasara és a vizsgalt anyagban taldlhato hibak mélységének koze-
litésre alkalmasak [13]. A modellek azonban pontatlanna valnak véges mérett hibak
rekonstrukcidja esetén, f6leg ha anizotrop hévezetést leird adatokra alkalmazzuk (pl.
otvozetek) [14].

A roncsoldsmentes anyagvizsgélat gyakorlati alkalmazéasanak egy tovabbi problé-
méja, hogy a vizsgalt alkatrészek sok esetben csak egy oldalrol latszanak. Emiatt a
fizikai modellek mellett, elterjedtek az tgynevezett "impulzus-visszhang" fototermi-
kus modszerek ("pulse-echo" photothermic imaging). Ezen megkozelitések soran egy
térben egyenletesen eloszl6 impulzus (pl. hlampak altal) difftizios hullamokat kelt az

anyagban, amelyek aztan az anyag feliiletére is tovabbterjednek [15].

Az anyag belss szerkezeti hibai (pl. torések, repedések) altal okozott visszaverd-
dések fontos informéciokat hordoznak magukban a hibak helyzete és fizikai jellemz&i
szempontjabol, mert befolyasoljék a felszini hémérséklet valtozasat. Ennek tudata-
ban alkalmazhatunk modell alapt inverzios technikakat a rekonstrukcié eredményé-

nek tisztitasara, azonban ehhez ismerniink kell a strukturélis hibak mélységét, azaz a



felszini mérés helyétsl valo tavolsagukat [16]. Egy mésik hasonld meggondolasbol szii-
letett megkozelitésben a felszini hémérsékletet a vizsgalt anyag mélyén elhelyezkedd
diszkrét rétegekben talalhato reflektorok héhozzajarulasainak linearis kombinécidja-
ként fogjuk fel [17]. Ezen megkozelitések kozos probléméja, hogy bonyolult lineéris
inverzion alapulnak, és a felhasznalt matrixok méretei miatt a haromdimenziéban

vizsgalt feliiletek szegmentalasat is megkovetelik [5].

Az eddig emlitett modszerekhez képest, 2017-ben Burgholzer, Thor és Gruber
kidolgoztak egy teljesen 1j kétlépéses modszert a termografikus képrekonstrukeié el-
végzésére. Ugyan a termografikus NDE modszerek tulnyomoé tébbsége egydimenzios
képrekonstrukciot enged meg, ez a modszer lehetévé teszi a két- és haromdimenzios
rekonstrukeiot is [18]. A szoban forgoé megkdzelités a virtualis hullam koncepcié nevet

kapta (virtual wave concept - VWC).

A VWC modszer elénye az eddig ismertetett termografikus eljarasokkal szemben
az, hogy az anyag bels6 kezdeti hémérséklet eloszldsanak direkt rekonstrukcidja he-
lyett egy lineéris transzformacié segitségével elébb "akusztikus hullamokka" konver-
talja a felszini h6képet. Tehat az eredeti problémat leiré héterjedés differencidlegyen-
leteit a csillapitatlan hanghulldmok terjedését leird hullamegyenletekké konvertaljuk.
E konverzi6 altal lényegében a fototermikus és fotoakusztikus képrekonstrukcios fo-

lyamatokat 6tvozziik. Ennek vizualis abrazolasat a 2.2 abran lathatjuk.

A virtualis hullam képek 1ényegében akusztikus hullamokat tartalmaznak, lehetévé
téve ezaltal az ultrahangos rekonstrukciés modszerek alkalmazasat a mésodik 1épés-
ben végzett képrekonstrukciora. Ennek el6nye a termografikus rekonstrukcios mod-
szerekkel szemben az, hogy a virtualis hullamok altal a transzforméalt kétdimenzios
képek mélységi informéciot is tartalmaznak. A héterjedés jelensége tengely- és oldal-
irdnyban is megjelenik akusztikus hiperbolaként, igy a virtualis hullimok mindkét
tengely menti informaciot tartalmazzadk. Emiatt a VWC transzformécié nagymérték-
ben hozzajarul a masodik 1épésben végzett képrekonstrukeié javitasahoz, f6leg magas
zajszintd mérési adatok esetén [5].

A kutatas a virtualis hullamok alkalmazéasarol a termografikus képrekonstrukeio-
ban nem ért végett a 2017-ben megjelent cikkel. A kezdeti VWC megkozelitést az évek
soran sikeriilt kiillonb6z6 numerikus és gépi tanulason alapulé modszerekkel kiegészi-
teni és pontossagat javitani. A kutatas kezdeti allapotaban az els6 lépésben végzett
linearis transzformécié pontossidga a mérési adatokban talalhaté zaj mennyiségével
nagymeértékben csokkent [18]. Ennek javitasara beépitettek olyan plusz feltételeket a
transzformécios lépésbe (ritkasag, nemnegativitas), amelyek segitségével nétt a mod-

szer pontossiga magas zajszinteknél is [19]. Ez a gyakorlati alkalmazasokban fontos
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szempont, hiszen az éles koriilmények kozott mért adatok altalaban zajosak. Példaul
a |20]-as cikkben elemzett valés mérési adatok jel/zaj aranya 20-27 dB kézott volt,
melynél mar jelentGs javulast sikeriilt elérni a TDK dolgozatban bemutatott rekonst-

rukcios eljarassal (1d. a 3-as fejezetet).

A mérési adatokban megjelend zaj a vizsgalt anyag maximalis felhevitési hémér-
sékletétdl és a méréshez hasznalt infrakamera NEDT (noise equivalent differential
temperature) tulajdonsagatol fiigg [5]. A NEDT az infrakamera hémérsékletvalto-
zasra valo érzékenységét irja le, igy kozvetleniil befolyasolja a mérések pontossagat
és zajszintjét is. Erthetd tehat, hogy a kamera piaci ara az egyéb paraméterek (pl.
felbontés) mellett, a NEDT értékétdl is erésen fiigg [21]. Igy az NDE modszerek
pontossaganak magas zajszintek mellett torténd javitasaval akar a mérések koltsége
is csokkenthetd, hiszen olcs6bb berendezéssel is pontos rekonstrukcios eredményeket

lehet elérni.

A VWC megkozelités bevezetésekor a rekonstrukcié masodik 1épését a frequency
domain synthetic aperture focusing technique (F-SAFT) [22| nevd ultrahangos és fo-
toakusztikus képrekonstrukcioban hasznéalt numerikus modszerrel végezték. Késébb
javitottak a modszer eredményein az F-SAFT algoritmus kiilonb6éz6 end-to-end és
hibrid gépi tanulé algoritmusokkal valo helyettesitésével [20]. A masodik lépést javito
gépi tanuld algoritmusok teljesitményét és a korabban alkalmazott numerikus algo-
ritmusok eredményeit szimulalt és valodi mérési adatokon is Gsszehasonlitottak. A
tesztek soran kideriilt, hogy a numerikus és gépi tanul6 algoritmusokat 6tvoz6 hibrid
modszerek segitségével a fizikai fantomokon végzett rekonstrukciéban is pontosabb
eredményt lehet elérni, mint a tisztan numerikus modszerekre épiils eljarasokkal [5].
Ezért a dolgozatban ezt az irdnyt kovetve folytatjuk a kutatast, melynek soran az

els6 konverzios 1épés javitasahoz is gépi tanuld algoritmusokat hasznalunk.

1.3. A rekonstrukcios probléma nehézségei

A virtualis hullamok alkalmazéasa a termo-tomografisban, de altaldnosan a roncsolas-
mentes anyagvizsgélat is szamos kiilonb6zd tudomanyteriiletet érintd kihivast rejt. Az
NDE feladatok nehézsége pontosan a felmeriils probléméak interdiszciplinaritdsaban
rejlik. A vizsgalt anyagok belsé rekonstrukcidjahoz sziikséges adatok elGallitédsa pél-
daul, vagyis a kordbban emlitett kiilonb6z6 mérések pontos elvégzése mérnoki szem-
pontbol sem egy trivialis feladat. A vizsgélt anyag mért tulajdonsagaitol fliggetleniil,

preciz és ezaltal bonyolult eszkozok alkalmazasa sziikséges az adatok begytijtésére.



Mindemellett, a bels6 szerkezet rekonstrukcidjara alkalmazott modellek implemen-
talasa, de a virtualis hullamok elgallitasa is, mély fizikai hattértudast feltételez. A
termografikus képrekonstrukcié megértéséhez példaul elengedhetetlenek a termodina-
mikai ismeretek, és a virtudlis hullamok bevezetésével az akusztika és hullamtan is

fontossa valik.

A roncsolasmentes anyagvizsgalat masodik lépése, vagyis a vizsgalt anyag belsé
szerkezetének rekonstrukcidja, numerikus szempontbél egy nehezen megoldhaté fel-
adat, ami jelentGsen korlatozza a képrekonstrukcios modszerek pontossagat. Az anyag
szerkezetének mérési adatokbol torténé meghatarozasa egy linearis egyenletrendsze-
rekkel leirhatd inverz probléma. Matematikailag ezen inverz probléma megoldasanak
nehézsége abban mutatkozik meg, hogy az ezt leir6 linearis egyenletrendszerek nagyon
rosszul kondicionéltak [5]. Ez a probléma a VWC megkdzelités esetében kétszeresen
jelent akadalyt, hiszen a virtualis hullamok elGallitasdéhoz hasznalt linearis transz-
formécio is nagyon rosszul kondicionalt [18]. Ezért a képrekonstrukeios 1épésben és a
virtuélis hullamok elgallitasadban regularizacios modszerek alkalmazasara van sziikség.
Fontos megjegyezni, hogy az egyenletrendszerek megoldasat az iterativ regularizacios
eljarasok csak hatarértékben allitjak els. Az iteraciok végrehajtasa szamitasigényes
feladat, amit tovabb nehezit a mérési adatok felbontasdnak névelése. A rekonstrukcio
minGségét erGsen befolyéasolja a mérési folyamat modellezése is, azaz a mérés és elnye-
lés kozott altalaban linearisnak feltételezett kapcsolat, ami csak kozeliti a valosagban

lezajlott mérési folyamatot [23].

Az iterativ numerikus regularizaciés modszerek roncsoldsmentes anyagvizsgalati
alkalmazasanak kihivasaira sok esetben megoldast jelenthetnek a gépi tanuld algo-
ritmusok. Az ilyen modellvezérelt modszerek képesek a felmeriil§ fizikai jelenségek
nemlinearis természetének modellezésére is, javitva ezaltal a rekonstrualt képeket és
a virtualis hullamokat. Emellett a koltséges tanitasi folyamatot kdvetGen, a betanitott
gépi tanuld modellek kiértékelése jelentGsen csokkentett szamitasi igénnyel rendelkez-
nek a numerikus modszerekkel szemben. A legtébb tanuld algoritmus végrehajtasa
GPU hasznalataval erGsen parhuzamosithato, ami jelentGsen felgyorsitja a tanitas és

a kiértékelés folyamatat, lehet6vé téve akar a valos ideji képrekonstrukeiot is [24].

Informatikai szempontbol a gépi tanuld algoritmusok hasznélata sem egyszert,
mivel a kell6 altalanositési képesség elérése végett nagyméretii adathalmazokon kell
ezeket tanitani. A tomografias alkalmazasi tertileteken (szamitogépes tomogréfia, ron-
csolasmentes anyagvizsgalat sth.) a mérési adatok begytijtése gy id6, mint anyagiak
szempontjabol nagyon koltséges lehet. A mérések preciz megvalositdsahoz sziikséges

bonyolult eszkozok, és a kell§ képzettséggel rendelkezé szakemberek jelenléte elenged-
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hetetlen a tomografiai adathalmazok elgallitasahoz, ez viszont nagymértékben nehe-
ziti a gépi tanulas és hasonlé adatvezérelt megkozelitések alkalmazasat e teriiletben.
A roncsoldsmentes anyagvizsgalatban a vizsgélt anyag bels6 szerkezetének adatve-
zérelt megkozelitésti meghatarozasat feliigyelt tanulési modszerekkel lehet leginkabb
elvégezni. A feliigyelt tanulési folyamathoz egyarant sziikség van bemeneti adatokra
és az algoritmus teljesitményének kiértékelésére hasznalt referencia adatokra. A ter-
mografikus képrekonstrukcié esetében a bemeneti adatok a vizsgélt anyag mért ho-
mérsékletvaltozasai, vagy az ezekbdl elGéllitott virtualis hullamok, a referencia adatok
pedig az elvart bels6 szerkezetet leird képek, amelyek a rekonstrukcios teljesitmény

kiértékeléséhez elengedhetetlenek.

A VWC modszer esetén termografikus képrekonstrukcioval foglalkozunk, tehat a
modszer bemeneti mérési adatai a vizsgalt anyag felszini hGmérsékletképei lesznek.
Mindamellett, hogy egy gépi tanuld algoritmus feliigyelt tanitdsdhoz rengeteg felszini
hémérsékletmérés elvégzése sziikséges, olyan referencia adatokra is sziikség van, ame-
lyek alapjan mérni lehet az algoritmus tényleges teljesitményét. Ezt a rekonstrukcio
esetében példaul az szabja meg, hogy az algoritmus kimenete mennyire van kozel a
becsiilni kivant mennyiséghez. Mivel a tomografiAban a vizsgalt anyag belsé szerke-
zetét szeretnénk meghatarozni, a becsiilni kivint mennyiség az anyagban talalhato
hibék helyzete. Emiatt az adatvezérelt algoritmusok tanitasdhoz tgynevezett fizikai
fantomokra van sziikség, melyekben a vizsgalt anyag pontos szerkezete, és ezaltal a
benne talalhato hibak pontos helyzete is elére ismert. A fizikai fantomok elGéllitasa
altalanosan egy lassi és koltséges folyamat, egy gépi tanuld algoritmus tanitasdhoz

viszont rengeteg valos mérési adatra lenne sziikség.

Az adatvezérelt megkozelitésének egy méasik informatikai nehézsége a felhasznélt
gépi tanuld algoritmusok architektirajanak megfelel6 megvalasztéasa. A megoldando
feladat részleteinek és az elgallithatd adat mennyiségének és mindségének fiiggvényé-
ben, kiilonbo6z6 gépi tanulasi megkozelitések valtozd eredményeket produkalhatnak.
Egy nemrég megjelent publikacioban [20] példaul a VWC modszer rekonstrukeios
lépését egy U-Net architekturaju neuralis haloval helyettesitették, javitva ezzel a kép-
rekonstrukcié eredményein. Az U-Net architektira képszegmentacios feladatok meg-
oldasara lett kidolgozva, és megnyerte az International Symposium on Biomedical
Imaging (ISBI) versenyt 2015-ben [25]. Ennek a héloarchitekturanak nagy elénye a
tomografiai feladatok megoldasaban az, hogy relativ kis mennyiségii tanulasi adat
esetén is jO eredményeket ér el. A megfelel6 architektira megvalasztasa mellett, az
algoritmus tanitasi paramétereinek meghatarozasa is fontos a betanitott modell tel-

jesitménye szempontjabol, és ez sem egy trivialis feladat.
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1.4. Elért eredmények

A VWC modszer kiindulépontként szolgal a TDK dolgozatban bemutatott kiegé-
szitések és tovabbfejlesztések szaméra, amelyek altal sikeriilt a VWC megkozelités
eredményeit tovabb javitani. Korabbi munkékban [5, 18, 20] a felszini hémérséklet
virtuélis hullamokka torténé atalakitasa az alternating direction method of multip-
liers (ADMM) [26] iterativ numerikus algoritmussal tortént. A tesztek soran azon-
ban kidertilt, hogy az ADMM algoritmus teljesitménye forditottan ardnyos a jel/zaj
arannyal (SNR), azaz a rekonstrukcios hiba gyorsan né az SNR cstkkenésével [20].
Ezért kiegészitettiik az els6 1épésben végzett linearis transzforméaciot egy gépi tanulod
modellel, ami a numerikus algoritmus altal produkalt virtuélis hullamok tisztitasara
szolgal.

Az els6 lépés kiegészitését egy 1j, FISTA-Net elnevezés neuralis halé modosi-
tasaval értiik el, amely a Fast Iterative Shrinkage-Thresholding Algorithm (FISTA)
[27] numerikus algoritmus lépéseit fejti rétegekbe [28]. A FISTA egy iterativ nume-
rikus modszer, amely az ADMM algoritmushoz hasonléan linearis inverz problémak
regularizacios megoldasara alkalmazhatd. Miikodésének egyszertisége miatt, ez akar
nagyméret stird matrixokkal leirt problémak megoldaséara is alkalmas. A FISTA-
NET lényegében egy hibrid neuralis halo architektira, amely a FISTA iterativ lé-
péseit hajtja végre a tanitas soran beallitott tanulhaté paraméterek alapjan. Ennek
nagy jelentGsége van a javitott képrekonstrukcios eredmények elérésében, mivel a halo
nem egy teljesen ismeretlen feladattal szembesiil, hiszen a hal6é architekturija eleve
tartalmazza a feladat megoldasahoz sziikséges numerikus heurisztikat. Ezaltal képes
a FISTA-Net hibrid modszer egy tiszta gépi tanul6 algoritmusnal gyorsabban tanulni,

és pontosabb eredményeket elérni.

A tanitashoz persze most is egy nagy adathalmazra lenne sziikség mely val6s méré-
sekbdl szarmazo felszini hGképeket tartalmaz. Ehelyett azonban a TDK dolgozatban
kidolgozunk egy adatgeneratort, mellyel bizonyos feltételek mellett szimulalni tudjuk
a méréseket, azaz egy elére rogzitett bels6 szerkezetd anyaghoz le tudjuk generalni
a méréskor keletkezd felszini h6képeket. Ennek implementécidja soran, a képrekonst-
rukcios lépésben hasznalt U-Net neuralis halo adatgeneratorat [20] modositottuk. Az
U-Net tanitasara olyan szintetikus adatokat hoztak létre, amelyek a fizikai fantomo-
kat és a felszini hémérsékletképeket egyarant helyettesitették. Az erre alkalmazott
adatgenerator olyan anyagok héterjedését volt képes szimulalni, melyek véletlenszeri
négyzet alakd hibakat tartalmaztak. Ebbdl kiindulva egészitettiik ki az adatgeneralési

folyamatot tgy, hogy a négyzet alakiitol eltérd formaja hibakat is fel tudjon ismerni a
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rendszer. Ezt kiilonb6z6 nagysagi kor-, sokszog- és repedés alakt hibak véletlenszert
elsallitasaval értiik el. A kiilonb6z6 formaja hibékat tartalmazé adathalmaz javitja
a VWC modszer altalanositd képességét és a vizsgalt anyag szerkezetében keresett

hibék alakjanak felismerését.

Az U-Net feliigyelt tanitasdhoz hasonléan, a FISTA-Net esetében is meg kell tud-
nunk hatarozni, hogy a hélé kimenete mennyire van kozel a becsiilni kivant mennyi-
séghez. Ehhez a méasodik képrekonstrukcios 1épésben fizikai fantomokra van sziikség,
az els6 lépésben a virtualis hullamok tisztitasa soran pedig ismerniink kell az anyaghi-
bak altal kivaltott akusztikus hiperbolak elvart helyzetét. Ha el6re tudjuk a generalt
mesterséges adatokban 1év6 anyaghibdk alakjat és pontos helyzetét, akkor az elvart
virtualis hullamok pontos konfiguracioja is meghatarozhato, amit kihasznalunk az

adatgenerator bévitéséhez.
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2. fejezet

Matematikal hattér

2.1. Hb6vezetés

A termografikus képrekonstrukciéban a belsG szerkezetet a vizsgalt anyag hevitését
kovets hémérsékletvaltozas megfigyelése altal hatarozzak meg. Az anyag felszini ho-
mérsékletének idébeli véltozasa olyan informéacié, amit annak fizikai szerkezetének
jellemzé6i befolyasolnak. A hémérsékletvaltozas jelenségét valojaban a felhevitett test
és annak kornyezete kozotti hGmeérséklet-kiillonbség valtja ki. A hémérséklet kiegyenli-
tésére torekvs hGenergia dramlasanak folyamataval a termodinamikédban a hévezetés
jelenségeként taldlkozhatunk. E fizikai folyamat szolgal minden termografias roncso-
lasmentes anyagvizsgalati modszer alapjaul, ugyanis ez altal irhato le pontosan a mért

adatok valtozasanak folyamata.

Mivel a hévezetés fizikai jelensége matematikailag modellezhets, ennek folyamata
beépithets a képrekonstrukeios eljarasokba is. A T(r,t) hémérséklet idébeli valtozasa

a hovezetés egyenletével irhato le [29):

(vz — l%) T(r,t) = —&To(r)é(t), (2.1)

ahol T(r,t) a t id6tdl és az r helytdl fiiggs hdmérsékletet jeloli, mint a t id6 és r hely-
zetvektor fiiggvénye, a V2 Laplace operator a masodrendii térbeli parcialis derivalta-
kat irja le, és az o hGvezetési tényezs. A hévezetést leird parcialis differencidlegyenlet
jobb oldala a t = 0 idépillanatban irja le az anyagban uralkodd Ty(r) kezdeti hémeér-
sékleteloszlast, amely egy 0(t) Dirac-delta eloszlasiu gerjesztési folyamat eredménye
[18]. A gyakorlatban a h&mérséklet idébeli megvaltozasat csak az anyag felszinén

tudjuk mérni.
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2.2. Virtualis hullamok elgallitasa

A fizikai mérések soran begytijtott felszini hémérsékleti adatok eredetileg a termog-
rafikus képrekonstrukcioban hasznalt szokvanyos héképek. Annak érdekében, hogy a
VWC megkozelités rekonstrukcios 1épésében az ultrahangos moédszereket is hasznél-
hassuk, a termografikus adatok akusztikus spektrumba torténé atalakitasa sziikséges.
Az erre hasznalt transzformacié miikodésének fizikai hatterét az anyagvizsgalat soran

felszabaduloé héenergia biztositja [18].

A fototermikus és fotoakusztikus képalkotés soran a vizsgalt anyagot valamilyen
féenyforras (pl. lézer vagy hélampa) segitségével kiviilrdl megvilagitjak. Az anyag altal
elnyelt fényenergia egy része hGenergiava alakul amit az anyag kezdeti hémérséklet
eloszlasa To(r) ir le az r helyvektor altal meghatarozott poziciéon. A melegités ha-
tasadra bekovetkezd hétagulas nyomasvaltozast hoz létre az anyag belsejében, az ezt
leir6 kezdeti po(r) nyomaseloszlas pedig egyenesen aranyos az elnyelt hGenergiaval. Az
anyag belsé szerkezetének feltérképezésére tehat egyarant hasznalhatjuk a gerjesztés
hatésara kialakult kezdeti To hémérséklet-, illetve poy nyomaéseloszlast, ettdl fiiggs-
en pedig fototermikus, vagy fotoakusztikus képrekonstrukciorol beszéliink. A kétféle
rekonstrukecios megkozelités kozotti kapesolatot a [18] publikécio irja le. Eszerint de-
finidlhato egy linearis transzformacio, melynek segitségével a kezdeti hémérséklet-
és nyoméseloszlas megfeleltetheté egymasnak. A konverzid soran a hévezetést leiro

differencialegyenletekrdl tériink 4t a nyomaéasvéltozast leird hullamegyenletekre.

A fototermikus mérések soran a vizsgalt anyagban lezajlo fizikai folyamatot a (2.1)
hévezetés differencidl egyenlettel lehet modellezni. Ezzel szemben a fotoakusztikus
képrekonstrukeio folyamatat az alabbi hullamegyenlet irja le:

c? ot? c2 ot

2
(vz = 16—) p(rt) = —— L po()s (1), (22)

ahol p(r,t) az anyag nyomaseloszlésa az r helyvektorral meghatarozott pontban és a
t iddpillanatban, ¢ pedig az anyagra jellemzd hullamterjedési sebesség. A (2.2) egyen-
let po(r) = To(r) helyettesitéssel kapott pyii(r,t) megoldasa egy idedlis, csillapitas
nélkiili akusztikus hullam nyoméaseloszlasdnak felel meg, mely a T,i¢(T, t)-el egyene-
sen aranyos. A valosagban persze mindig fellép valamilyen fajta csillapitas, ezért a
Pvirt-hez tartozo hullamokat "virtuélis hullamok"-nak nevezziik. A p,i¢ nyomasel-
oszlas egyenesen ardnyos a hémérsékleteloszlas Kelvinben kifejezett Ty értékével,
melyre virtuéalis h6hullamként fogunk hivatkozni. Megmutathato [18], hogy a valo-

di hémérsékleteloszlas T és a virtualis héhullamok T+ k6z6tti kapcesolat az alabbi
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integralegyenlettel irhato le:

Tl = [ Kt O Tan(ry e 23)
ahol a K kernel fiiggvény alakja
c Cztlz
K(t,t') = — Vt>0). 2.4
) = o (< 5op ) ¥E>0) (2.4

A képletbdl jol latszik, hogy K egy lokalis transzformacio, azaz fiiggetlen az r helyvek-
tortol. Tehat a (2.3) konverzi6 a mérési pontok helyétdl fiiggetleniil, parhuzamosan is
végrehajthato. Ha példaul a felszini hdmérsékletvaltozast infrakameraval mérjiik, ak-
kor a kamerakép pixeleihez tartozo hémérséklet idgsorokat egyszerre tudjuk konvertal-
ni virtuélis héhullamokka. A transzforméacié masik elénye, hogy a kezdeti h6mérséklet
eloszlas kozelitését mar a virtuélis hullamok terében végezhetjiik, azaz alkalmazhatok
akusztikus képrekonstrukciés modszerek is. Ezek nagy elénye a tisztan termografikus
modszerekkel szemben abban rejlik, hogy a hanghullamok az anyaghibak mélységi

jellemzéit is tartalmazzék. A transzformacié folyamatéat a 2.2 abra illusztrélja.

Megjegyezziik, hogy a gyakorlatban a felszini hémérsékletvaltozast csak bizonyos
t,t2, ..., ty id6pillanatokban ismerjik, illetve csak az infrakamera (i,j) pixeleiben
mérhetjiik. Ezért a gyakorlati alkalmazasokban a (2.3) és (2.4) egyenletek diszkrét
valtozataival kell dolgoznunk. A kapcsolodé rekonstrukeiés problémat linearis egyen-
letrendszerek segitségével lehet modellezni, melyek gyakran rosszul kondicionélt line-
aris inverz problémakhoz vezetnek. Ezek numerikus megoldasa nem egyszerti feladat,

melyet a kovetkezs fejezetben targyalunk.

2.3. Numerikus szempontok

A roncsolasmentes anyagvizsgalat masodik lépése, vagyis a vizsgélt anyag belsd szer-
kezetének megallapitasa az els§ lépésben mért adatok alapjan torténik. Az anyag
bels6 szerkezete a gerjesztés el6tti kezdeti hdmérséklet eloszlas ismeretében egyértel-
mien meghatarozhatd. A képrekonstrukcios lépésben e kezdeti éllapot becslése a cél,
melyet a gerjesztés eredményeként felléps hémérsékletvaltozas segitségével hataroz-

hatunk meg.

Az egyszertsités érdekében, az eredetileg haromdimenzios rekonstrukcios feladatot
visszavezetjik tobb 2D-s keresztmetszeti kép rekonstrukcidjara. A vizsgalt anyagot a

felszinére merdlegesen olyan vékony parhuzamos szeletekre osztjuk fel, melyek 1énye-
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vizsgalt 3D objektum

o felszin

mélység

2D szelet felszini hémérsékletvaltozas

2.1. abra. A 3D-s rekonstrukcios probléma visszavezetése tobb egyszertibb 2D-s fel-
adatra. A vizsgalt anyagot fiiggSleges iranya parhuzamos kétdimenzios szeletekre
bontjuk. A 2D képrekonstrukcios feladat megoldasahoz csak a keresztmetszet vonalan
mért felszini hémérséklet idGbeli valtozasait hasznalhatjuk.

gében kétdimenzios lapoknak tekintheték. A kezdeti hdmérsékleteloszlast szeletenként
rekonstrualjuk, ahogyan azt a 2.1-es abra is mutatja. A kiilonallo szeletek belsé szerke-
zetének ismeretében meghatarozhato az eredeti haromdimenzios objektum szerkezete
is. Emiatt az eredetileg 3D-s feladat helyett elegendd kétdimenzids rekonstrukciok

sorozatat elvégezni.

A 2D-s feladatban az X kezdeti hdmérséklet eloszlas és az Y felszini mérések ko-
zOtti Osszefiiggést egy f: X — Y operator segitségével lehet modellezni. Az f operator
a hovezetés direkt problémajat irja le, mely szerint a kezdeti allapot meghatarozza
a gerjesztés utan mért hémérséklet-valtozast. Mivel a termografidban a hémérséklet-
valtozast leird mérések diszkrét adatpontok térben és idében, az f operator X = R™
értelmezési tartomanya és Y = R™ értékkészlete is diszkrét. A képrekonstrukcios 1épés
célja a kezdeti X allapot meghatarozésa az Y mérési adatokbol, vagyis az f operator

altal leirt probléma inverzének meghatarozasa.

2.3.1. Rosszul kondicionalt inverz problémak

A képrekonstrukciot gyakran modellezik linearis inverz problémaként, a kévetkezd

alakban:
f(x) = Ax. (2.5)
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Fototermikus:

H6ldmpak/ < Hémérséklet- 4 . Infravoros 2D kép-
Lézerek IH Elnyeles IH emelkedés Hohullamok észlelés sorozat

L
Virtualis hullam: felszin_

felszin

________________________

Kernel komponensei:

K(tt') = ote

\
&
9
K3
O

&
0

£
Bs)
=
E

N
n

[0}
L

virtualis hulldm
konverzio

Fotoakusztikus:
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RF impulzus 'rl:% Elnyelés 'l]:# Hoterjedés % hulldamok 'l]:# észlelés terjesztés rekonstrukcié

2.2. abra. A fototermikus és fotoakusztikus NDE folyamatok Osszehasonlitasa. A vir-
tualis hullamok elgallitasa 2D-ben torténik a vizsgalt objektum szeleteire (1d. a 2.1
abrat). A VWC megkozelités elénye mas termografikus rekonstrukcios modszerekkel
szemben abbol szarmazik, hogy a héképekbdl elGallitott virtualis hullamok a vizsgalt
minta mélységi jellemzéit is tartalmazzak.

Esetiinkben A egy métrix, melynek n és m dimenzi6éi a mért hémérsékletképek id6

és térbeli felbontaséaval egyeznek meg.

Kozelebbrdl megfigyelve a (2.3) egyenlettel leirt h6valtozas és virtualis hullam kozti
transzforméaciot, észrevehetd, hogy ez diszkrét esetben a (2.5)-0s inverz problémahoz
hasonl6 alaku. A (2.3) egyenletben szerepld T,y hdmérsékleteloszlas diszkretizalasaval
egy kétdimenzids matrixot kapunk. Ezt a matrixot T, elemeinek oszlopfolytonos
felsorolasaval vektorizaljuk, amit x,ii-el jeloliink. Ekkor a Teqs mérésekbdl nyert

felszini hémeérsékletvaltozast a (2.3) egyenlet alapjan a kovetkezSképpen irhatjuk le:
Tmeas = vairt) (26)

ahol a K kernelméatrixot a K(t,t’) kernel egyenletes mintavételezésével allitjuk elG.
Igy lathatova valik, hogy a virtualis hullamok el6allitaséhoz is lényegében egy inverz
probléma megoldasa sziikséges. A VWC modszer transzformacios 1épését tehat egy in-
verz probléma megoldasaval végezhetjiik el, ami a virtuélis hullamok meghatarozasat

takarja a felszinen mért idébeli hémérsékletvaltozasokbol.

A felszini hémérsékletképek virtualis hullamokka torténd transzforméaciojanak els-
nyét a 2.2 abra illusztralja. A fototermikus és fotoakusztikus képrekonstrukcios folya-
matokat a virtuélis hullamokkal hidaljuk at, melyeket a (2.3) egyenlettel leirt transz-

forméacioval allitunk elg. A héképek és virtualis hullamok vizualis reprezentacioin jol
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lathato a lényeges kiilonbség, mégpedig az, hogy az elGbbivel ellentétben a virtualis
hullamok mélységi informéciot is tartalmaznak. Ezaltal 1ényegesen egyszertibbé valik

a vizsgalt anyag felszinétsl tavol elhelyezkeds defektek meghatéarozésa is.

Tekintsiik most azt az esetet, melyben a mérések idébeli felbontasa megegyezik a
meghatarozni kivant ismeretlenek szamaval, vagyis n = m és A € R™™™. Ebben az

esetben a megfelels inverz probléma perturbécios viselkedése a
K(A) = [|A]2- A7,

az A matrix kondicioszaméval irhato le. Geometriailag ez az x vektor A matrixszal
torténd legmagasabb és legalacsonyabb mértékd nyijtasanak aranyat hatarozza meg
[5]. Az A matrix magas kondicidszama, vagyis egy magas k > 1 érték, az inverz
probléma perturbaciés hibainak szamottevé névekedéséhez vezet. Ez a jelenség tgy
vizualizdlhato, hogy az f operator az m-dimenzios egységgémbot az R™ térben egy
excentrikus hiperellipszisre képez le, és a perturbéacié mértékét ennek lapossaga haté-

rozza meg.

Mivel a VWC modszer kivitelezésében felmeriil§ mindkét linearis inverz probléma
megoldasa soran a lehetd legkisebb perturbécié bevezetésére toreksziink, a megfelel
megoldasok elGallitdsanak nehézsége a k értéktsl, vagyis a problémat leiré egyenlet-
rendszer egytitthatomatrixanak kondicioszamatol fiigg. A hévezetést leird inverz prob-
léma megoldésara hasznalt modell alapt megkozelitések rosszul kondicionalt egyen-
letrendszerek megoldasédhoz vezetnek [5]. Ez alél a virtuélis hullamok elgallitasa sem
jelent kivételt, mivel az ennek soran felmeriil6 K kernelméatrixok kondiciészama gyak-
ran magas. Egy adott k(K) &~ 3.45 - 10% kondiciészami K € R¥®*2% matrix esetén
példaul log;, k(K) ~ 39 hasznos tizedesjegy veszhet el a Kx = y egyenletrendszer
megoldasa soran [30].

Egy magas kondiciészam onmagéban nem feltétleniil eredményez nagy perturbaci-
6s hibakat a rosszul kondicionalt inverz problémék megoldasa esetében, hiszen sokszor
le tudjuk vélasztani az egyenletrendszer méatrixabol a linearisan 6sszefliggd oszlopokat.
Emiatt feltételezhetjiik, hogy csupan a matrix linearisan fliggetlen elemeit hasznalva
egy olyan jol kondicionalt problémahoz jutunk, melynek megoldéasa hasonlit az erede-
ti probléma megoldésahoz. A VWC moédszerben megjelend inverz problémék esetén
bizonyitottan nem mikodik ez a megkozelités, ugyanis ezek esetében nem létezik jol
kondicionalt koézeli probléma. Ez annak koszonhets, hogy a (2.6) egyenletrendszert
un. Fredholm-integral egyenletbdl szarmaztattuk, ami nagyon rosszul kondicionalt,

az emlitett technikaval nem javithato egyenletrendszerekhez vezet [5].
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2.3.2. Regularizaciés modszerek

Egy rosszul kondicionalt probléma magas perturbaciés hibékat tartalmaz, vagyis a
mérési adatokban megjelend zaj nagymértékben befolyasolja az elGallitott megoldés
pontossagat. A képrekonstrukcié soran ez abban nyilvanul meg, hogy a mérési ada-
tokban megtalédlhaté zaj nagy hatéassal van a vizsgalt anyag belsé szerkezetének koze-
litésére. Mivel a roncsolasmentes anyagvizsgalatban a bemeneti adatok konkrét fizikai
mérések altal jonnek létre, egy bizonyos szinti zaj jelenléte, illetve mérési hiba ezekben
elkeriilhetetlen. A VWC modszer egyes lépéseiben fellépd torzitasok nem fiiggetlenek
egymastol, hiszen a két 1épésben megoldandé rosszul kondicionalt inverz probléméak
egymasra is hatnak. Valoban, a modszer képrekonstrukcios lépésének bemenetét a
virtuélis hullamok adjak, melyek onmagukban is egy rosszul kondicionélt probléma
eredményei. Ezaltal a vizsgéalt anyag idGbeli hévaltozasanak mérése soran keletkezs
zaj torzitd hatasa a képrekonstrukcios lépésben méar a virtualis hullamok elGallita-
sa soran feler6sodhet. Emiatt kifejezetten fontos az els6 1épésben elGallitott virtuélis
hulldmok mindgsége, hiszen a rosszul kondicionalt transzforméacios 1épés természeténél

fogva feler@siti a mérések soran keletkezd zajt.

Egy megfeleléen pontos eredmény eléréséhez a rosszul kondicionalt egyenletrend-
szer altalanositott megoldésaira tovabbi feltételek bevezetésével igyeksziink a megol-
dés zajjal szembeni érzékenységét csokkenteni. Ezt egy regularizicios folyamat segit-

ségével végezhetjiik el, amely felfoghato gy, mint a kovetkez6 optimalizacios feladat:
X\ = arg min{||g — AxHi + A2 Q(x)}, (2.7)

ahol x) a regularizalt megoldas, y = y + Ay a zajos mérési adatok, A az tgyneve-
zett sziirési tényezs (vagy regularizécios paraméter), és Q(-) az optimalizéacios feladat
biintetd fiiggvénye. A gyakorlatban sokszor Q(x) = [|x||,, amivel az alacsony normaja
megoldasokat részesitjiik elényben, a magas norméju megoldasokat pedig biintetjiik.
A biintet§ tag helyes megvélasztasa kritikus feladat a regularizécidos modszer haté-
konysaganak szempontjabol. Segitségével megfogalmazhatunk a megoldéassal szembe-
ni tovabbi elvarasokat, példéul, hogy eleget tegyenek bizonyos simasagi vagy ritkasagi
feltételeknek. Ezen plusz feltételek megszegését a A > 0 sziirési tényezs novelésével
tudjuk biintetni. A (2.7) feladat X, megoldasa erdsen fiigg a biintetStagtol, és igy a
A paraméter megvalasztasatol. A sziirési tényezd optimalis megvalasztasara hasznéal-
hatunk kiilonb6z6 heurisztikus megkozelitéseket, amelyek az optimalitas kritériumat
kiilonbo6z6képpen hatarozzék meg. Ezek kozott az egyik legintuitivabb megkdzelités

az L-curve modszer, amelyet a VWC transzformacios és képrekonstrukecios lépésében
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2.3. abra. Az L-curve algoritmus mtikodésének szemléltetése. A A regularizacios pa-
raméter optimalis értéke a gorbe sarokpontjaban becsiilhetd.

is felhasznaltak [5, 20].

Az L-curve algoritmus képes a megoldand6 probléméaban felmeriils alul- és tulil-
lesztés megfelels kiegyensulyozasara, ami a ||[§g—AX,||2 és Q(X,) kifejezésekben megje-
lené relativ valtozasok altal mérhets. Ezen mértékeket egy logaritmikus skalan szamos
A értékre kirajzolva, egy L-alaktu parametrikus gorbét kapunk, melynek szarai az alul-
és tulsimitott eredményeket tartalmazzak a A érték fiiggvényében. Az L-curve mod-
szer a két szar sarkanak azonositasa altal hatarozza meg a A optimalis értékét, ugyanis
ez allitja el6 a simitas szempontjabol legkiegyensulyozottabb eredményt. Az L-curve
algoritmusaban a sarokpont megtaldlasa az L-alaki gorbe maximalis gorbiiletének

meghatéarozasaval torténik [31, 32|. Ennek miikodését a 2.3-as dbra illusztralja.

2.3.3. Plusz feltételek figyelembevétele

Az NDE modszerek altal vizsgalt anyagok altalaban olyan hibakat tartalmaznak, mint
kiilonb6z6 repedések, porusok és delaminaciok, amelyek elkiilonitettek és kis méretti-
ek a vizsgalt objektum teljes térfogatahoz képest. Emiatt feltételezhetjiik az anyag
belsé szerkezetének térbeli abrazolasanak ritkasédgét, vagyis azt, hogy a rekonstru-
alt keresztmetszeti képeken a legtobb pixel nulla, vagy ahhoz kozeli értéket vesz fel.
Ezen abrazoldsokban a nem nulla elemeket a hibak helyzetét leird értékek és a zaj
jelenthetik.
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A vizsgalt anyag Xin; kezdeti h6mérsékleti allapotanak ritkasagat feltételezve, a
ritkasagot, mint plusz feltételt, bevezethetjiik a (2.7) egyenlettel leirt regularizacios
lépésbe. A legkézenfekvébb modszer erre az Q(x) = ||x||o biintetd fliggvény hasznéla-
ta lenne, vagyis a nem-nulla elemek szdma szerinti stulyozas, viszont ez egy NP-nehéz
kombinatorikai optimalizacios feladathoz vezet. Emiatt mas, lehetéleg konvex, ritka-
sdgot indukald biintets fiiggvény hasznalata ajanlott, amilyen példaul az x megoldas-
vektor {;-es norméaja [33|. Mivel a ritkasdgot a nullatol kiillonb6zd elemek szamaval
definialjuk, a mérési adatok eredeti dbrazolasa sok esetben nem lesz ritka. Ez kiillono-
sen igaz zajos mérések esetén, de akkor is el6fordulhat, ha a lehetséges megoldasok X
terében a rekonstrukcié x eredménye, egyaltalan nem, vagy nem elég ritka. Ezért az x
megoldasvektor ritkasagat gyakran nem az eredeti mérési térben vizsgaljuk, hanem a
z = Fx leképezéssel egy masik térbe transzformaljuk tgy, hogy a z vektorban a nulla-
tol kiilonb6z6 koordinatak szama mar joval kevesebb, mint x-ben. Ezt a megkozelitést
a képfeldolgozasban analitikus modellnek nevezziik. A virtuélis hullamok elGéllitasa

soran hasznalt regularizalt megoldast ezek alapjan felirhatjuk, mint
- . 2
X\ = arg mxln{Hy — KXH2 + A% 1 Fx|l, 1, (2.8)

ahol F egy olyan transzforméciot jelol, amely az x megoldast ritkava alakitja (pl.

Fourier, vagy Curvelet transzforméacio [34]) [5].

Az analitikus képfeldolgozasi modell mellett, amelyben az Q(x) hibatagot vizs-
galjuk egy maésik térben, létezik egy alternativ megkozelités, a szintetikus modell.
E szerint a teljes regularizaciés feladatot egy olyan térben oldjuk meg, ahol az x
megoldasvektor ritka. Egy x = Sc leképezés segitségével megfogalmazhatjuk a (2.7)
egyenletben leirt regularizacios feladatot egy olyan térben, amelyben a C, és a ¢ meg-

oldasvektor egyarant ritka:
~ ol 2
Ca :argrglé?{ny—KScHz—i—?\z- llcll4)- (2.9)

Ebben az esetben S = R™', ahol R egy olyan invertdlhat6 transzforméciot jelsl (pl.
Abel transzformacio [35]), amely az eredeti x megoldast ritkava alakitja [5]. Ennek
S inverzének segitségével a C) és ¢ vektorokat visszatranszformalhatjuk az eredeti X
térbe. A ritkasidg mellett, belefoglalhatjuk a nemnegativitas plusz feltételét is a regu-
larizacioba, ugyanis az R &altal eredményezett dbrazolasban az anyaghibak, defektek
helyét jelols értékeket pozitivnak feltételezhetjiik [14].

Az {; normara alapul6é heurisztikdk egy egyszeri ritkasagi mintat részesitenek
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elényben, amely minél alacsonyabb nem nulla elemszami adatokra illeszkedik. A ter-
mografikus képrekonstrukciéban vizsgélt adatok viszont nem csupan ritkak, hanem
egy bizonyos csoportosulasi tendenciat is mutatnak. Ez annak koszonhetd, hogy a
vizsgélt anyag szerkezetében talalhatd hibak, defektek diszkrét abrazolasai altaldban
tobb adatpont csoportjaként jelennek meg. A rekonstrukcios 1épésnek ezen klasztere-
zési tulajdonsaga még egy olyan plusz informécionak szamit, ami segit a hibak zajtol
vald megkiilonboztetésében. Annak érdekében, hogy ezt a csoportositési tulajdonsé-
got is formalizalni tudjuk a regularizacios 1épésben, hasznalhatunk dsszetett normakat
az Q(-) biintetd fliggvényében [36].

Tehat a VWC megkozelités rekonstrukcios 1épéseiben olyan rosszul kondicionalt
inverz problémak megoldésa a cél, melyekbe a feladatot leir¢ fizikai tulajdonsagokat
regularizacio segitségével beépithetjiik. Az olyan plusz informéciok, mint a nemne-
gativitas, ritkasdg és csoportos ritkasag bevezetése a rekonstrukcié pontossaganak

szamottevs javitasahoz vezet egy nem regularizalt megoldéassal szemben [5].

2.4. Hibrid tanulé algoritmusok alkalmazasa

Az olyan plusz feltételek bevezetése a roncsolasmentes anyagvizsgéilati megkozelité-
sek kiilonbozd lépéseibe, mint a nemnegativitas, vagy ritkasag javithatja az adott
lépésben elért eredményeket, viszont a regularizacié alkalmazasa noveli a megoldasi
modszerek komplexitasat. Mindemellett az inverz hévezetési problémakhoz altalaban
olyan nagyméret linearis egyenletrendszerek tartoznak, melyekben a felszini mérések
vektorai és a transzformécios matrixok méretei az infrakamerak érzékelGinek felbonta-
saval aranyosak. Ennek eredményeképp mar az L-curve megkozelités adatpontjainak
kiértékelése is példaul egy nehéz és idében koltséges feladatta valik. A tiszta modell
alapi megoldésokkal kapcsolatban egy masik probléma az, hogy a csoportos ritka-
sdghoz hasonlo feltételek esetén a regularizacidos megoldésok gyakran olyan elzetes
informéaciot igényelnek, amely a gyakorlatban nem all rendelkezésre, ilyen példaul a

nem nulla koordinata csoportok (pl. defektek) mérete és alakja.

A tisztan modell alapt NDE megkozelitések el6bb ismertetett hatranyai sok eset-
ben kikiiszobdlhetGek gépi tanuld alapulé modszerek alkalmazaséval. A mély neurélis
héalok hasznalata kiilonb6z6 inverz probléméak megoldasara egyre inkabb elterjedt a
szakirodalomban [37]. Ezen modszerek ugyan képesek az altalanositasra, de a kon-
vergenciajuk gyorsitasa és az eredményeik javitasa érdekében a megoldandé feladat

korabban emlitett tulajdonsagait (pl. ritkasidg, nemnegativitéas) is érdemes beépiteni
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a halo strukturajaba. Ezaltal olyan gépi tanulé algoritmusokat fejleszthetiink, melyek
felépitése koveti a megoldandé probléma fizikai modelljét. Példaul a tanitas soréan a
hélo struktirajaba beépithetjiik a kapcsolodé inverz problémat megoldé numerikus
modszerek egyes lépéseit is. A gépi tanulo algoritmusok és a szokvanyos modell ala-
pi megkozelitések kombinécidja viszont 1j kihivasokat is eredményez. A tanitéshoz
megfelel6 adathalmaz elGallitasa és el6feldolgozasa, a héaldarchitektirak és tanulasi
stratégidk megvalasztasa és a tanulasi paraméterek értelmezése mind olyan problé-
méak, amelyekre megoldast kell talalni egy sikeres hibrid algoritmus implementalésa
soran. A potencialis alkalmazhatosaguk ellenére, a jelenlegi szakirodalomban alig né-

hany adatvezérelt termografikus NDE megkozelitéssel talalkozhatunk [38].

A tényleges gyakorlati eredményességiik elréséhez a mély tanulason alapul6 ter-
mografikus NDE moédszerek tobb szempontnak is meg kell feleljenek. ElsGsorban re-
lative alacsony szamitasi komplexitéssal kell rendelkezzenek, ugyanis a gyakorlatban
altalaban korlatozott szamitasi kapacitasu rendszereken kell fussanak. Tovabba, a
betanitott modelleknek valédi fizikai mérési adatokon kell mtikodnie, akkor is ha a
tanitasuk soran csak szintetikus adatokkal taldlkoztak. Ez amiatt fontos, mert az
efféle algoritmusok tanitasahoz sziikséges valodi adathalmaz elGéllitasa bonyolult és
koltséges. Ennek kovetkeztében elengedhetetlen a kidolgozott modszerek olyan még

nem latott adatokon torténd tesztelése, melyek valodi fizikai mérésekbdl szarmaznak.

A VWC modszer eredményeit kisérletileg igazoltak két kiilonbozs adatvezérelt al-
goritmus Osszehasonlitaséval [20]. Az els6 neuralis halo kozvetleniil a hdmérsekletval-
tozasi mérésekkel lett betanitva end-to-end (e2e) modon, a masodik hibrid megoldas
bemenete viszont a (2.6) transzforméacios 1épés eredményeként elsallitott virtualis hul-
lamok voltak. Mas szoval az e2e neurélis halo feladata a teljes inverz hévezetési prob-
léma megoldasa volt, mig a hibrid algoritmusnak mar "csak" a virtualis hullamok és
a kezdeti hémérsékleteloszlas kozotti nemlinearis 0sszefiiggéseket kellett megtanulnia.
Mindemellett, a hibrid megkozelitésben a ritkasag és nemnegativitas plusz feltételeit
bevezets regularizaciot is alkalmaztak. A két megkozelitésben hasznalt neuralis halo
architektira az U-Net volt, amely eredetileg egészségiigyi felvételek szegmentalasara
lett kitalalva [25]. Az U-Net egyik nagy elénye az, hogy elfogadhaté eredmények eléré-
sére nem igényel sok tanulasi adatot, és kisebb méretii adathalmazokra is jol tanithato
[20].

A két neurdlis halo 6sszehasonlitasa altal kisérletileg kimutattdk a VWC modszer
el6nyosségét a szokvanyos direkt NDE modszerekkel szemben [20]. A virtuélis hulla-
mokkal torténd képrekonstrukceio elénye az, hogy amig az e2e modell egy olyan komp-

lex hévezetési mintat kell felismerjen, amit sok kiilonb6z6 tényezd befolyasol, a hibrid
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modell feladata a virtualis hullaimokat leir6 hiperbolék szorasanak felismerésében me-
riill ki, mely lényegesen egyszertibb az el6bbinél. A regularizacion keresztiil beépitett
plusz feltételek is nagyban hozzajarulnak a hibrid megkozelités eredményességéhez. A
szintetikus és valodi mérési adatokon elvégzett kisérletek azt mutatjak, hogy a VWC

modszer pontosabb rekonstrukciot tesz lehetévé, mint az end-to-end megkozelitések.
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3. fejezet

Eredmények

3.1. Adatgeneralas

3.1.1. El6zmények

A mély tanul6 algoritmusok tanitasahoz nagymeéret adatbazisokra van sziikség, hogy
a halo megfelel§ altalanosito képességgel rendelkezzen és a tanitd halmaztol fiiggetlen
teszt adatokon is j6 eredményeket adjon. Ez alél a termografiAban alkalmazott gépi
tanulé modszerek sem kivételek, mivel a bemeneti hmérsékleti adatok szamos kiilon-
b6z§ tényeztdl fiiggnek. A termografikus képrekonstrukecios feladat szabadsagi foka
nagyon magas, amit a vizsgalt anyag hévezetési tulajdonsagai, a bels szerkezetben
talalhato hibédk mérete, alakja és a mérésre hasznélt mtiszerek beéllitasai befolyasol-
nak. Egy kell6en nagyméret és valtozatos valos tanulasi adathalmaz elGallitasa a
gyakorlatban majdhogynem lehetetlen, hiszen ehhez a létezd 0sszes lehetGséget lefedd

fizikai fantomok alapjan késziilt mérésekre lenne sziikség.

Az e2e és hibrid modszerek tanitasahoz sziikséges termografikus adathalmaz gya-
korlati elGallitasanak nehézségei miatt, ezeket egy mesterségesen elGéllitott szimu-
lalt adathalmazon tanitottak be [20]. A tanitasra hasznalt adathalmaz elgallitasahoz
N, x Ny méretii binaris képeket generaltak, melyek a vizsgalt anyag hosszanti sikmet-
szeteit reprezentaltak. Az anyagban megtalalhaté hibak kiilonb6zé méretd négyzetek
voltak, amelyeket 1-es értékkel jeloltek a binaris képeken. A végs6é adathalmaz 10
000 kiilénb6z6 mintabol allt, melyek legfeljebb 6t darab kettd és hat pixel kozot-
ti szélességil négyzet alakt anyaghibat tartalmaztak. Ezeket felfoghatjuk tgy, mint
a 2.1-es dbréan illusztralt haromdimenzios vizsgalt objektum egyes szeletei, melyekre

kétdimenzios rekonstrukeiot alkalmazunk.
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A véletlen helyzetd, alaki és méretld defekteket tartalmazo binaris képek szol-
galtak a meghatarozando belsd szerkezetet leird célképekként. A termografikus képre-
konstrukcioban hasznalt bemeneti adatok elgallitasahoz a (2.2)-ben leirt hdegyenletet
felhasznalva allitottak els a célképeknek megfelels idébeli hémérsékletvaltozéast abra-

zolo képeket.

A hibrid neuréalis halo tanitdsahoz sziikséges virtualis hullamokat a felszini hékeé-
pekbdl hataroztak meg. Legelsd 1épésben alévetették ezen képeket egy inverz Abel
transzforméacios lépésnek, melynek segitségével a ritkasag mellett a mérések nem-
negativitasat is ki lehet hasznalni. Az Abel transzformacié alkalmazasa kisérletileg
igazoltan javitotta a késsbb elGallitott virtualis hullamok mindségét [39]. A virtua-
lis hullamok tényleges meghatarozasat az alternating direction method of multipliers
(ADMM) numerikus algoritmussal végezték, melyet a (2.9) egyenlettel leirt regulari-
zéacids probléma megoldasdnak numerikus kozelitésére hasznaltak, ahol ez esetben R

az Abel transzformacios matrixot jeloli.

A tanitashoz hasznalt adathalmaz mintanként harom 256x64-es felbontasu képbsl
allt: az id6beli h6mérsékletvaltozasok, a virtualis hullamok, és belst szerkezetet leird
kezdeti hémérsékleteloszlas célképek. A 10 000 generdlt mintahoz kiilonb6z6 intenzi-
tasa zajt tarsitottak, amely soran tiz kiillonbo6zd valtozat jott 1étre minden mintabol
-20 dB és 70 dB kozotti, 10 dB-enként valtozo jel/zaj (SNR) aranyokkal. A kiilénb6z6
szint zaj hozzarendelése a neuralis halok tanitasédra hasznalt adathalmazokhoz egy
olyan adat-augmentaciés modszer, amely a végsé betanitott halé robusztussagiahoz
jarul hozza. Ez azért fontos, hogy a betanitott modellt fliggetlenitsiik a gyakorlat-
ban hasznalt mérési eszkozok kiilonbo6z6 konfiguracioitol. Tovabbé, ugyanazon minta
kiilonb6z6 valtozatainak megléte a betanitott modellek részletesebb teljesitményelem-
zését teszi lehet6vé, hiszen igy kiilonbozd zajszintekre bontott vizsgélatok elvégzése

is lehetségessé valik.

A kiilonb6z6 zajszinteket tartalmazo adathalmaz végiil 100 000 képet tartalma-
zott, amely az e2e és hibrid moédszerek tanitasanak kiilonbozd stadiumai szerint ta-
nitasi, validacios és tesztelési adathalmazokra lett szétosztva. A két neuralis halo
tanitasara hasznalt adathalmaz 8 000 mintat tartalmazott, melynek mindegyikébdl
a tiz kiilonb6z6 SNR érték miatt tiz kiilonbozé zajszinti valtozat létezett. Igy a ta-
nitasra hasznalt adathalmaz 80 000 képbdl allt. A megmaradt 2 000 mintat fele-fele
aranyban validaciora, illetve tesztelésre hasznaltak. A kiilonb6z6 zajszintek miatt a
validacios és tesztelési adathalmazok 10 000 - 10 000 mintat tartalmaztak. A validéaci-
ora hasznalt adatokkal a gépi tanulé modellek a tanitasi folyamat kézben talalkoztak,

ugyanis ezeket a haléarchitektira finomitasara és a hiperparaméterek finomhangolé-
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sara hasznaltak. A teszthalmaz a tanitd és validaciés halmaztol kiillonbozs képeket
tartalmazott, és a teszteléshez hasznalt képeket a tanitas egyetlen fazisaban sem hasz-

naltak.

3.1.2. Sajat eredmények

Csupan négyzet alakua hibakat tartalmazé adathalmazon vald tanitas utan, az end-
to-end és hibrid adatvezérelt algoritmusok eredményei szamottevéen jobbak voltak,
mint a csak numerikus modszerekre tamaszkodo vetélytarsaiké. Mindkét megkdozelités
képes volt valodi mérési adatok esetén is egy megfelels képrekonstrukciot elvégezni
annak ellenére, hogy a halok csak mesterségesen szimulalt adatokon tudtak tanulni.
Ugyan ezek négyzet alaktu hibékat tartalmazo adatokra tanultak meg a roncsolasmen-
tes anyagvizsgalat feladatanak megoldasat, relative jol felismerték a valodi mérésekbsl
szarmazo6 kor alakt hibak helyzetét is [20]. Azonban a rekonstrukeié eredménye koran
sem volt tokéletes. Ezen modellek képesek voltak egy bizonyos szintd absztrakcios
intuici6 elsajatitasara a tanulas sorén, az eredmények kiértékelésében viszont egyér-
telmi volt, hogy van hova fejlgdniiik. A képrekonstrukcios képességeik korlatozottsaga
kiilondsen olyan esetekben volt egyértelmtd, amikor a vizsgalt objektum el volt for-
gatva a mérési tengelyhez képest. A defektek helyzetével ellentétben, azok alakjanak
pontos meghatarozésara egyik neuralis haloé sem volt képes, minden anyaghibat négy-
zet alaktnak feltételeztek.

A TDK dolgozatban az alakfelismerés pontositdasa érdekében noveltiik a tanitod
halmaz valtozatossagat. Ezt az adatgenerator kibévitésével probaltuk elérni, mely-
ben tobb kiilénb6z6 alaki anyaghiba szimulaldsat implementaltuk. Ezaltal képesek
vagyunk egy valtozatosabb mesterséges adathalmaz létrehozasara, amely a négyzet
alakt hibak mellett, kiillonb6z6 méretd kor- és sokszog alaki hibakat, illetve véletlen-
szerd repedéseket is tartalmaz. A kiilonb6z6 pontszerid defektek mellett, a vonalszerd
repedések is gyakran el6fordulnak a gyakorlatban [40]. Az eredeti és a kibovitett

adatgenerator altal elGallitott képeket a 3.1-es abran hasonlitjuk Gssze.

A dolgozatban bemutatott halok tanitdsahoz létrehozunk egy 1j adatbazist, mely-
ben nemcsak négyzetalaku anyaghibak, hanem tovabbi pontszert (kor, sokszog stb.)
és vonalszert (pl. szimulalt repedések) defektek is megtalalhatok. Az 0j adathalmaz
meérete és elGallitasi modja koveti a [20]-ban publikalt megkozelitéseket, azaz ahhoz
hasonléan 10 000 kiilonb6z6 képet generdltunk az eredeti 10 kiilonboz6 zajszinttel.
Az idébeli hémérsékletvaltozasok és virtualis hullamok az eredeti adatgeneratorban

hasznalt modszerekkel lettek meghatarozva az 1j képekre is. A TDK dolgozatom elsé
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Eredeti adatgenerator Bévitett adatgenerator

3.1. dbra. Az eredeti és kib6vitett adatgenerator altal elGallitott anyaghibakat tar-
talmazo képek Osszehasonlitédsa. Az eredetileg létrehozott képekben minden defekt
négyzet alaka volt, az adatgenerator bévitésével viszont mas pontszert (ellipszisek,
poligonok) és vonalszert (repedések) anyaghibak elGéllitasa is lehetséges.

6nallo eredménye egy, a [20]-ban bemutatott adathalmazhoz hasonlé 1j adatbézis ge-
neralasa, amely lényegesen valtozatosabb anyaghibékat tartalmaz. Ez felhasznalhato

az e2e és hibrid modellek Gjratanitasara is.

3.2. FISTA-Net

3.2.1. Hibrid tanitas

Az adatvezérelt gépi tanuld algoritmusok esetében, az idébeli hdmérsékletvaltozasok-
bol tanul6 end-to-end modszereknél jobb mingségi képrekonstrukeiot érnek el az olyan
hibrid megkozelitések, melyeknek bemenete a hémérsékletképekbdl elGallitott virtu-
alis hullamok [20]. Amint azt a 3.2 d4bra mutatja, a hibrid adatvezérelt megkozelités
lényegében két jol elkiilonithets 1épésbdl all: az els6 a virtualis hullamok elGéllitasa,
a masodik pedig a kezdeti h6mérséklet eloszlas rekonstrukcidja ezek segitségével. Az
els6 lépéshez [20]-ban egy numerikus regularizécios modszert, az ADMM-et hasznéal-
tak, amelynek kimenete a masodik lépésben alkalmazott algoritmusok bemente. Az
e2e algoritmus kozvetleniil a felszini h6képeken tanul, és nem tartalmazza a virtualis
hullamok el6allitasanak koztes 1épését. Emiatt, a hibrid megkozelitésnél egy bonyo-
lultabb problémat kell megoldania az e2e algoritmusnak. Fzért a dolgozat hatralévs

részében csak a VWC alapt hibrid megkozelitéssel foglalkozunk.

A hibrid moédszer masodik rekonstrukcios lépése egy rosszul kondicionalt inverz

probléma megoldésat takarja, amely kiillonosen kényes a bemeneti adatok pontosségé-
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felszini hémérséklet-valtozas virtualis hullamok kezdeti hémérsékleteloszlas
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3.2. abra. A hibrid VWC modszer két kiilonéllo 1épésének abrazolasa. Els 1épésben
a felszini hémérsékletbdl elGéllitja a virtualis hullamokat, majd ezek alapjan kovet-
keztet a kezdeti hGmérséklet eloszlasra, és ezaltal a vizsgalt anyag belsS szerkezetére.
Mindkét 1épés egy ritka rosszul kondicionélt inverz probléma megoldéasit takarja.
A masodik rekonstrukcios lépésben M a virtualis hullamok terjedését leir6 linearis
transzformécios méatrix, és xg a (2.2)-es hullamegyenletbe helyettesitett Ty kezdeti ho-
mérsékleteloszlas vektorizalt valtozata.

ra [5]. Akarcsak az elsg lépést, a keresztmetszeti képek rekonstrukeiojat is végezhetjiik
modell- és adatvezérelt modszerekkel. Ehhez a [20]-as cikkben a virtualis hullamok
frekvenciatérbeli sziirését /fokuszalasat (FKMIG) megvalosité numerikus algoritmu-
sokat hasznaltak. Azonban a kisérletek azt mutatjak, hogy az adatvezérelt megkoze-

litések teljesitménye messze meghaladja a modellvezéreltekét.

Az els6 1épésben meghatarozott virtuélis hullamok mindsége nagy hatéassal van a
mésodik lépésben végzett rekonstrukcié mindségére, és ezaltal a hibrid megkdzelités
végeredményére is. Mivel a virtualis hullamok elGallitdsanak transzformacios 1épé-
se is egy rosszul kondicionalt inverz probléma megoldasat takarja, ez is kifejezetten
perturbacioérzékeny. Emiatt viszonylag konnyen keletkeznek hibak a kiszamolt vir-
tuélis hullamokban, amik viszont a masodik rosszul kondicionalt feladat miatt még

hangsilyosabbak lesznek a végeredményben.

s stz

A hibrid médszer implementéciéjaban hasznalt ADMM algoritmus magas jel/zaj
arany esetén képes a virtualis hullamok pontos meghatarozasara. Alacsony SNR érté-
kek esetén viszont, az ADMM altal becsiilt virtualis hullamok pontossaga, és ezaltal a
képrekonstrukeié mingsége is erésen romlik [20]. Ezen probléma kikiiszobolése érdeké-
ben kezdtiink el a numerikusan kozelitett virtuélis hullamok tisztitasaval foglalkozni,
melyhez a FISTA-Net nevi adatvezérelt neurélis halot hasznaltuk. Ez egy 6j megkoze-

lités a témaban, melyet mar sikeresen alkalmaztak hasonlé feladatok megoldésara [28].
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3.2.2. Halo felépitése

A FISTA-Net egy modellvezérelt mély neuralis hélo, amely egy numerikus algorit-
mus iteracios 1épéseit fejti rétegekbe, egyidejtileg kihasznalva ezaltal a modellvezérelt
megkozelitések eredményeinek értelmezhetGségét és az adatvezérelt neurélis halok ha-
tékony regularizacios képességét. A FISTA-Net neuralis halo strukturaja a Fast Itera-
tive Shrinkage/ Thresholding Algorithm (FISTA) numerikus algoritmus [27] felépitését
koveti, amely az ADMM-hez hasonléan rosszul kondicionélt ritka inverz problémak
megoldasara hasznélhato. Ezt a viszonylag Gj megkozelitést mar sikeresen alkalmaztak
kiilonbo6z6 képfeldolgozasi feladatok megoldéasara példaul az elektromégneses tomog-
rafidban (EMT), vagy a Rontgen-sugaras komputertomografiaban (CT). A kedvez&bb
altalanositési képességeinek koszonhetGen, ezekben a feladatokban a FISTA-Net jobb

eredményt ért el, mint mast korszeri adatvezérelt megkozelitések [28].

Az ADMM és FISTA numerikus algoritmusokhoz hasonléan, a FISTA-Net is
a (2.5) egyenletben leirt inverz probléma megoldéaséara alkalmas modszer, mely a ritka-
sagra vonatkozo (2.7)-es regularizacios feltételeket is tartalmazza. A numerikus mod-
szerekben az adott feladat megoldasanak kozelitése iteracios 1épések sorozataként all
el6, a modszer paramétereit pedig a felhasznélonak kell beallitania, ami altalaban
tapasztalati uton torténik. Példaul a (2.8)-(2.9) egyenletek A regularizacios para-
méterét a zajszinttsl fiiggben kell megéllapitani, ami kisméretd egyiitthaté matrix
esetén automatizalhatd példaul a 2.3.2-ben emlitett L-curve modszerrel. Nagymére-
tl egylitthatoméatrix esetén a A paraméter optimalizalasa mar nehéz feladat, amire
megoldast nyujthatnak a FISTA-Net-hez hasonlé modellvezérelt neurdlis haldéarchi-
tekturak. Tovabbi elény, hogy a numerikus regularizacidos modszerekkel ellentétben A
nemcsak egyetlen értéket vehet fel, hanem rétegenként /iteracionként megtanulhato a
A paraméter optimalis értéke.

A [28]-as cikkhez hasonléan, a FISTA-Net bemeneteként a virtualis hullamok egy
kezdeti kozelitését adjuk meg, amelyet a [20] alapjan az ADMM algoritmussal alli-
tunk el. A virtuélis hullamok teljes elGéllitasa helyett, a FISTA-Net feladata igy a
kezdeti kozelitések javitasara korlatozodik, ami lényegesen egyszertibb az elbbinél.
Annak érdekében, hogy a FISTA-Net minél tobb informaciéval rendelkezzen, a kezde-
ti kozelités mellett a felszini hémérsékletvaltozast is megadjuk ennek bemeneteként.

A neuralis halo felépitését, bemenetét és elvart kimenetét szemlélteti a 3.3-as abra.

A FISTA-Net adatvezérelt modon tanulja meg az iteracios lépések feladat speci-
fikus optimalizalasat. Ennek elérése érdekében a numerikus 1épéseket kifejté neurélis

hél6 az optimalizicié paramétereit tanulja meg. A masodik rekonstrukciés lépéshez
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3.3. dbra. A virtualis hullamok elGallitdsara hasznalt FISTA-Net neuralis halo archi-
tekturaja Ny darab iteracios réteggel. A FISTA-Net iteracios rétegei harom részbgl
tevédnek Ossze: egy gradient descent modul, egy proximal mapping modul és végiil
egy kétlépcsGs sulyfrissités.

hasonloan, a virtuélis hullamok elGallitasa is egy regresszios illesztési feladat, azaz a
klasszifikdcioval ellentétben, a halo kimenete (a kép pixeleinek értéke) folytonos. A
FISTA-Net felépitését a 3.3-as abra illusztralja. A halo kiilénbozé gradient descent,
proximal mapping és momentum modulok sorozatabdl épiil fel, viszont az ezek para-
méterezésére szolgalo u® lépéskoz, 0% kiiszobolési érték és p® momentum skala is
tanulhaté paraméter, ahol k = 1,..., Ng. A manuélis beallitast igényl6 hiperparamé-
terek csupan a parhuzamosan egyszerre feldolgozhato tanulasi adatok szama (batch
size), a konvolucios lépésben felhasznalt filterek mérete és a neuralis héalo rétegeinek

szama, melyek a halé paramétereinek szamét hatarozzak meg.

Mas konvencionalis neuralis halokkal ellentétben, a FISTA-Net-ben egy Osszetett
loss fliggvényt minimalizalnak. A halo kimenetének hasonlosagét az elvart, tin. ground
truth adatokhoz a ketts kozotti atlagos négyzetes hibaval (mean squared error - MSE)
mérik. Emellett a loss érték a ritkasédgra vonatkozo regularizacios feltételét és a halo
kimenetének szimmetriajat is magaban foglalja. A teljes Liota loss érték igy e harom

komponens stlyozott 6sszegeként tevédik Gssze:
Etotal - Emse + }\Pcsym + }\Zﬁspav (31)

ahol L a kimenet és ground truth kozotti atlagos négyzetes hiba, Lgym és Lepa a

kimenet szimmetriajat, illetve ritkasagat jellemzs értékek, A; és A, pedig a megfelel§
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sulyértékek. A loss fiiggvény ezen megfogalmazésa a virtualis hullamok javitasanak
feladatéra is jol alkalmazhato, hiszen ezek akusztikus hullamokként szimmetrikusak,
és az Abel térben ritkak is.

Az Lioa teljes loss érték Ly, és Lgp, tagjait a kévetkezképpen definialjuk:

Lo =Y |FF ) [ (32)
k=1
Lon=)_|F ()], (33
k=1

ahol F és F a 3.3-as abran lathato konvoltciés blokkokat jelolik, ¥ pedig a k-adik
réteg részeredménye. Az Lg,, taggal a részeredmények nullatol kiilonbozé elemeinek
szamat biintetjiik az F konvolucios blokk képterében, ami a ritkasag plusz feltételének
felel meg. A tanitas soran tehat olyan F transzformacié megtalalasa a cél mely r(})-t
ritkava teszi. Ezen kiviil azt szeretnénk, ha az F transzformaci6 invertalhato lenne és
egytttal F~' ~ Fis teljesiilne. Ennek a feltételnek a megsértését a Lgy,, szimmetria

taggal biintetjiik.
Az F konvolucios blokk tulajdonképpen a (2.8) egyenletben leirt regresszios 1é-

pés F transzformaciojanak megfelelGje az adatvezérelt megkozelitésben. Mindkettének
szerepe a részeredmények olyan térbe torténd transzformacioja, melyben ezek ritka-
va valnak. A kett6 kozti lényeges kiilonbség abban rejlik meg, hogy amig az F egy
linearis transzforméciot ir le, az F egy nem linearis fliggvényként foghato fel. Ebben
mutatkozik meg az adatvezérelt megkozelitések egy nagy elénye a modellvezéreltekkel
szemben, mivel ezek teljesitménye nincs egyszert lineéaris transzformaciok hasznala-

tara korlatozva.

Ahogy azt az end-to-end és hibrid képrekonstrukciés modszerek Gsszehasonlitasa
is mutatta [20], a megoldand6 inverz probléma ujrafogalmazasa altal jobb eredmé-
nyeket érhetiink el a tisztan numerikus megoldasokkal szemben. A feladat megfelel$
ujrafogalmazasa altal a hibrid megkozelitésekben tanitott neurélis halok méar a tanitéa-
si folyamat kezdete el6tt rendelkeznek egy bizonyos tudassal a megoldandé probléma
szabalyrendszerét tekintve. Ez a tulajdonsig a FISTA-Net esetében is fennall, amely
a virtudlis hullamok elgallitasaban nem kizarélag a tanitd adatokra tamaszkodik, ha-
nem a rekonstrukciét modellezd lineéris inverzproblémat is beépiti a haloba azaltal,
hogy a FISTA numerikus algoritmus iterativ 1épéseit rétegekbe fejti, amik sajat ta-

nulhaté paraméterekkel rendelkeznek.
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3.2.3. Eredmények

A modellvezérelt numerikus kozelit6 algoritmusok és az adatvezérelt gépi tanulé algo-
ritmusok elényeit 6tvozd FISTA-Net igéretes modszernek tiinik a VWC roncsolédsmen-
tes anyagvizsgalati modszerben elGallitott virtuélis hullamok minéségének javitaséra.
Ugyan a FISTA-Net-et eredetileg orvosi képfeldolgozési feladatokra (pl. CT képre-
konstrukeio) dolgozték ki, érdemes megvizsgalni a hatékonysagat a termografikus

képalkotasban felmeriils inverz problémak megoldasaban is.

A modszer miikodésének megértését és az implementécioval torténd ismerkedést
kovetGen, a legels6 1épés a roncsolasmentes anyagvizsgalatban hasznalt termografi-
kus adatok generalésa volt, amelyet a FISTA-Net tanitasdra megfelelGen fel tudunk
hasznalni. Feliigyelt tanitast végziink, amihez sziikség volt az idébeli h6mérsékletké-
pekre és az ADMM altal elgallitott virtualis hullamokra is. Tovabbé, a betanitott halo
eredményeinek elemzéséhez, vagyis a loss érték kiszamitasahoz, a virtualis hullamok
elvart alakjat, a ground truth adatokat is generalnunk kellett. Az utobbi egyértelmien

meghatéarozhat6 az anyag belsd szerkezetének ismeretében [18].

A FISTA-Net-ben hasznalt Rectified Linear Unit (ReLU) aktivacios fiiggvény a
bemeneti képekben talalhato negativ értékeket eldobja, nullara éllitja. Emiatt a cél-
képeken sem fordulhatnak eld nullanal kisebb értékek. Ezért a halé kimenetének és
a célképeknek az Osszehasonlitasat is az Abel térben végeztiik, amihez a groundt-
ruth virtuélis hullam képeket a (2.9)-ben emlitett R Abel méatrixszal transzformaltuk.
Ezzel lehetoveé tettiik a FISTA-Net termografikus képrekonstrukeios alkalmazésat, és
egyuttal a ritkasag és nemnegativitas plusz feltételeit is kihasznalhatjuk a tanités

soran.

Egy mésik probléma, ami az adatok generaldsa soran felmeriilt, az a véletlensze-
rien generalt anyaghibak helyzetébdl adodott. Az adatgeneralds soran a hévezetési
probléma egyszertsitése érdekében a (2.1) egyenleteket adiabatikus peremfeltételek
mellett oldottuk meg, vagyis nem engedtiik meg a hd ki- és bedramlasat az anyaghol,
illetve anyagba. Az idébeli hévaltozas szimulalasa viszont nem mitikodott megfelels-
en olyan esetekben, amikor a szimulalt defektek a vizsgalt anyag felszinén jelennek
meg. Emiatt egy megkotés hozzdadéasaval egészitettiik ki a kiilonboz6 alaka adatok
generalasat, amely nem engedte meg a hibék felszinhez kozeli helyzetét. A FISTA-
Net tanitdsahoz megfelel6 méretii adathalmaz 1étrehozasa idében koltséges folyamat,
amely eredményeképp az adathalmaz generalasat tobb kiilonb6z6 szamitogépen kel-
lett elvégezniink, majd ezeket egységesiteniink is kellett. Mivel a végsé adathalmaz

tarhelyigénye a 100 gigabajtot is meghaladta, az utobbi 1épés sem volt trivialis.
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A tanitohalmaz elkészitése utdn a konkrét FISTA-Net implementacio atalakitésa-
val kezdtiink foglalkozni. Legelsé lépésben helyettesitentink kellett az eredeti egészség-
igyi inverz problémakban hasznalt egytitthatomatrixot a (2.6) egyenletben szerepld
K matrixszal. Az eredeti FISTA-Net implementécio inicializacios lépésében tobbek
kozott egy Laplace matrixszal torténd szorzast is hasznaltak a kezdeti kozelités elGalli-
tasara, ami az ADMM alkalmazasa miatt sziikségtelen volt a mi esetiinkben. Emellett
az egészségiigyi adatok feldolgozasahoz egy kor alaki maszk matrixot is alkalmaztak
az eredeti cikkben [28|, melynek segitségével a négyzet alaku képek széleit takartak
le. Ezekre a transzformaciokra a termografikus képrekonstrukcioban nem volt sziiksé-
glink, ezért ennek megfelelGen eltavolitottuk az eredeti implementaciobol. Tovabba, a
szimulalt termografikus adatokat is at kellett méretezniink, hogy ezek kompatibilisek

legyenek a rétegekben kifejtett iteracids lépések matrixszorzasaival.

A neuralis haloé megfelel§ tanitédsa érdekében implementalnunk kellett olyan funk-
cionalitasokat is, amelyek az eredeti kodbazisbol hidnyoztak. Mivel a halo tanitasara
a FISTA-Net eredeti implementéaciojanal [28] szamottevGen nagyobb méreti adat-
halmazt hasznaltunk, az eredeti implementacioval képtelenek voltunk elinditani a
tanitasi folyamatot. Ennek oka az volt, hogy a tanitési adatokat egyidében toltotték
be a memoriaba, ami az altalunk generalt adatmennyiség esetében nem volt megva-
l6sithato. Emiatt implementaltunk egy lusta adatbetoltési stratégiat, melynek soran
a tanftassal egyiitt haladva, dinamikusan olvassuk be az adatokat. Amint ez az 1j
funkcionalitas az elvart modon miikodott, képesek voltunk megfelelGen elinditani a

tanitasi folyamatot.

Megjegyezziik, hogy az eredeti [28] implementéacié nem tartalmazott validacios
fazist. A hiperparaméterek megfelel§ finomhangoléasa és a tanulasi folyamat feliilvizs-
galata érdekében viszont, ezt is kénytelenek voltunk megvalositani. Ennek koszonhe-
téen, a validacio ravilagitott a tanitasi folyamatnak egy masik stlyos hibajara, amely
a tanulasi rata gyors csokkentése altal teljesen lehetetlenné teszi a modell betanitasat
egy nagyméreti adathalmaz esetén. A modell tanulasi folyamatanak konvergencié-
ja elGsegithets a tanitasi rata csokkentésével. A FISTA-Net tanitasa soran felmeriilt
probléma az volt, hogy a tanitasi ratat nem egy vagy néhany tanitasi egységenként
(epoch), hanem kotegenként (batch) csokkentették. Mivel nagymeéretii adathalmazok
esetén sok batch feldolgozésa jelenti egy teljes epoch végrehajtasat, a tanulasi ratank
méar az els6 epoch utdn nagyon alacsony értéket vett fel, teljesen lehetetlenné téve
ezaltal a tovabbtanulast. Emiatt sziikségiink volt egy olyan rendszer implementalasé-
ra, melynek segitségével szabalyozni tudtuk a tanulasi rata csokkenésének mértékét

és idejét.
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A FISTA-Net tanitasat eredetileg négy NVIDIA GeForce RTX 2080Ti videokar-
tyan hajtottak végre. Mivel a virtualis hullamok javitasara valo tanitas soran szamita-
si kapacitasban és GPU memoria méretben szamottevéen korlatozottabb rendszerhez
fértliink hozza, és a tanitasra hasznalt adathalmazunk is jelentGsen nagyobb volt, a
tanitas végrehajtasa lényegesen tobb id6t vett volna igénybe. A tanitasi folyamat
gyorsitasa érdekében, tobb szempontbdl is sikeriilt optimalizalnunk az eredeti forras-
kodot. Ahhoz, hogy minél t6bb képet tudjunk egyszerre feldolgozni, csokkenteniink
kellett a videokartyara feltoltott matrixok méretét. Empirikus vizsgalataink sorén ki-
deriilt, hogy a K € RN*Nt matrix és az elvart virtualis hullamok teljes betoltésére
nincs sziikség, hiszen a virtuélis hullamok N, mélységi felbontasa a méatrixszorzasokat
a K els6 N, < Ny sorara korlatozza. Ezen kiviil csokkentettiik a generalt hémérséklet-
képek idébeli felbontédsanak Ny méretét, és ezaltal az ADMM altal szamolt virtuélis
hullamokét is. Ezek utan teszteltiik a tanitasi folyamatot kiilonb6z6 batch méret,
filter méret és rétegszam beallitdsokkal, ameddig sikeresen meg nem hataroztuk a

maximalisan tanithaté neuralis hald méretét.

A FISTA-Net tanitasahoz sziikséges adathalmaz létrehozaséhoz az 1j, tobb kiilon-
boz6 alaki és tipusu (pont és vonalszerti) anyaghibat elgallité adatgeneratort hasznéal-
tuk. Az adathalmaz mérete és felosztésa az e2e és hibrid képrekonstrukcios modszerek
[20] tanitasara hasznalt adathalmazéhoz hasonlo. A teljes adathalmaz 100 000 képbdl
all, amely 10 000 kiilonb6z6 mintat tartalmaz 10 kiilénbo6z6 szintd zaj mellett -20 dB
és 70 dB kozott. Az adathalmazboél 8 000 mintahoz tartozo 80 000 képet hasznaltunk
fel tanitasra, és a maradék 2 000 mintahoz tartozé 20 000 képet fele-fele aranyban

validaciéra és tesztelésre.

A neurélis halo végs6 kiegészitett és adaptalt valtozatat egyetlen egy NVIDIA Ge-
Force TITAN Xp videokartyan tanitottuk be. Az altalunk optimélisnak vélt halopara-
méterek ezen GPU maximalis kihasznalasara a kovetkezék: négy réteggel rendelkezd
halo, a batch-ek mérete 10, és a 2D-s konvolicios operatorok bemend/kimend csator-
nainak szdma 16. A tanulasi rata kezdeti értéke 0.1 volt. Ezt epochonként linearisan
csokkentettiik az els§ 25 epochban, majd ezutdn ugyanazt a csokkentést minden 6t6-
dik epochban hajtottuk végre. A modell tanitési teljesitményét mérs loss értéknek az
eredeti implementacioban hasznalt négyzetes hibat hasznaltuk, sulyozottan 6tvozve
ezt a ritkasag és szimmetria loss értékekkel. Amint azt a 3.4 abra bal oldala mutat-
ja, a tanitasi és validacios hibdk egyidejtileg csokkennek, 31 epoch utan viszont mar
relative kis mértékben valtoznak. Ezért a késébbi fejezetekben a tesztelés soran a 31.

epochban elGallt mélyhalé modell tulajdonsagait fogjuk elemezni.
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3.4. dbra. A modositott FISTA-Net neurélis héldé eredményei a VWC modszerben
szamolt virtudlis hullamok tisztitasaban. A bal oldali abran az atlagos tanitési és
validacios hibak lathatok epochokra lebontva. Az itt abrazolt loss értékek a (3.1)
egyenlettel lefrt Lioa stilyozott Osszetett loss értékeket takarjék. A jobb oldali dbra a
FISTA-Net és ADMM megkozelitések teszthalmazon kiértékelt eredményeinek Gssze-
hasonlitasat tartalmazza 31. tanitasi epoch utan. Az ADMM algoritmust Abel- és
Curvelet transzformaciokra is kiértékeltiik. Itt a virtualis hullamok atlagos négyzetes
hibajat jelenitettilk meg a generédlt adatokban hasznélt tiz kiilonb6z6 SNR értékre
lebontva.

3.3. Numerikus tesztek

3.3.1. Virtualis hullamok el6allitasa

A betanitott FISTA-Net neuralis halo képességeinek megfelel§ elemzése érdekében,
tobb szempontbol osszehasonlitottuk ennek teljesitményét az eddig hasznalt ADMM
numerikus algoritmus teljesitményével a virtuélis hullamok elGallitasaban. A vizsgala-
tok megfelels részletessége érdekében, az ADMM-et a (2.8)-(2.9) egyenletekben leirt
analitikus és szintetikus regularizacios modellek alapjan elemezziik. Ekkor a (2.8)
egyenletben F a Curvelet transzformaciot, mig (2.9)-ben S az Abel transzformécio in-
verzét jeloli. A FISTA-Net teljesitményét a kovetkezékben a Curvelet- és Abel transz-
forméacios ADMM numerikus algoritmus teljesitményével parhuzamosan vetjiik Gssze.
Az elemzés a generalt adathalmaz azon tizedére lett végrehajtva, amely tesztelés célja-
bol lett létrehozva, ezaltal olyan adatokra elemeztiik a megkozelitések teljesitményét,

amely a FISTA-Net neuralis halo szaméara ismeretlen volt.

A FISTA-Net tanitasa tobb héten keresztiil zajlott, mikozben folyamatosan fi-
gyelemmel tartottuk a tanitasi és validacios halmaz loss koltségfiiggvényét. Végiil 50

epoch utén leallitottuk a tanulasi folyamatot, mivel az ezt megel6z6 utols6 néhany
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3.5. abra. A Curvelet (F), illetve Abel (S) transzforméciés ADMM numerikus algo-
ritmus és az adatvezérelt FISTA-Net megkozelitések altal generalt virtuélis hullamok
Osszehasonlitasa az elvart virtudlis hulldimokkal kiilonbo6z6 zajszintek mellett 31 tani-
tasi epoch utan.
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epochban nem mutatkozott szdmottevs javulas az emlitett loss fliggvény értékeiben.
Amint azt a 3.4-es abran lathatjuk, az elsé néhény epochban jelentGsen javul a halo
teljesitménye gy a tanitasi, mint a validaciés adathalmazra. A tanulés folyamata 25
epoch utan kezd jelentGsen lassulni, 30 epoch utan pedig a validéciés és tanitéasi hibak
maér alig csokkenek. A fontosabb tényezé a tanitéasi folyamat leallitasanal a validacios
adathalmazon kiértékelt loss érték volt, hiszen ez az adathalmaz tartalmazta a halo
szamara ismeretlen adatokat. Ennek alapjén a 31-edik tanitési epoch utan kapott
FISTA-Net modellt hasznéltuk a kovetkezSkben bemutatott elemzések elvégzésére,
mivel a 30-adik epoch uténi hirtelen javulast kévetGen, a validacios loss értékek alig

valtoztak.

A FISTA-Net teljesitményét a kiilonb6zs (F és S) transzforméciokkal alkalmazott
ADMM algoritmussal szemben a 3.4-es abra bal oldala illusztralja kiilonb6z6 zajszint
adatokra nézve. Itt a kiilonboz6 megkozelitések altal elGallitott és az elvart (ground
truth) virtualis hullamok kozotti hasonlosagot vizsgaltuk, melyet a kettd kozti ab-
szolut eltéréssel abrazoltunk. A kiilonb6z4 zajszinti adatokra szamolt hibaértékeket
tekintve lathatjuk, hogy a FISTA-Net neuralis hal6 minden SNR értékre képes az
ADMM altal generalt virtualis hullamok mingségének javitasara. Ugyan van kiilonb-
ség a két megkozelités altal elért loss értékek kozott nagy SNR értékekre is, a jol lat-
hato kiilonbségek ezek kozott alacsonyabb jel/zaj arany mellett lesznek egyértelmiek.
A mérési adatokban 1év6 zaj novelésével az ADMM teljesitménye gyorsan romlik, a

FISTA-Net viszont képes magas zajszintek mellett is viszonylag jol teljesiteni.

A két megkozelités teljesitménye kozotti tényleges kiillonbség a 3.5-6s dbra elem-
zése soran valik vilagossa. Ezen az abran lathatjuk a két modszer altal elGallitott
virtualis hullamokat azok elvart alakjukkal 6sszehasonlitva. A 3.4-es abraban latotta-
kat igazolva, most egyértelmtien lathatjuk az elGallitott virtualis hullimokban lathato
kiilonbségeket. Magas SNR értékek esetén mindkét megkozelités az elvartakhoz hason-
16 virtualis hullamokat produkal, a jel/zaj arany csokkenésével viszont, egyértelmiien
latszik a FISTA-Net bevezetésének nagy elénye. Az ADMM magas zajszint mellett
egyaltalan nem képes a virtualis hullamok elGéllitdsara, az ez altal szolgaltatott ki-
menetben a hullaimok mintha fligg6leges vonalakra lennének bontva. Az adatvezérelt
FISTA-Net neurélis halo viszont képes az ADMM altal elGallitott virtualis hullamok
lathato javitasara, megtartva ezek tényleges alakjat magas zajszintek esetén is. Ez
azért van mert az ADMM és az ehhez hasonl6 numerikus megkozelitések a megol-
das kép (méatrix) oszlopait allitjak els. Az oszlopok kozotti Osszefiiggések ebben az
esetben nincsenek figyelembevéve, mig a FISTA-Net-es megkozelitésben a halo 2D-s

konvolucios rétegeinek koszonhetGen igen. Tovabba, ha a 40 és 70 SNR értékekhez
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tartozo virtualis hullam kozelitéseket tekintjiik a 3.5-0s abran, észrevehetjiik, hogy
az ADMM-mel ellentétben, a FISTA-Net képes az egyméshoz kozel, akar kozvetleniil
egymaés alatt elhelyezkedd virtualis hullamok kiilonvalasztésara is. Ez f6leg a (b) és
(d) mintakon latszik, ahol az ADMM még 70-es jel/zaj arany esetén sem képes az
egymas alatti virtualis hullamok elkiilonitésére. Ugyanezeken a képeken jol észrevehe-
t6 az is, hogy a FISTA-Net a mélyen elhelyezkeds hiperbolékat is rekonstruélja, mig

az ADMM-mel szamolt virtualis hullamok alakja csak nehezen kivehetd.

3.3.2. Kezdeti hémérsékleteloszlas rekonstrukciéja

A kiilonb6z6 modszerek altal elGallitott virtualis hullamok valodi haszna a VWC mod-
szer esetén abban rejlik, hogy a masodik rekonstrukcios 1épés javitasahoz megfelelGen
hozzajaruljanak. A virtualis hullamok elGallitasdra hasznalt modell-, illetve adatve-
zérelt megkozelitések kozti valos teljesitménykiilonbség a képrekonstrukeios 1épésben
valik vildgossa. Az el6bbiekben elemzett tesztadatokbol szamolt virtualis hullamokat,
melyeket rendre a Curvelet- és Abel transzformécios ADMM és FISTA-Net algorit-
musokkal allitottunk elg, felhasznaltuk a VWC masodik rekonstrukeios 1épésében is.
Az el6z6leg vizsgalt virtuélis hullamokhoz hasonléan, a célunk ebben az esetben is
a FISTA-Net teljesitményének elemzése volt a szokvanyos modellvezérelt numerikus

megkdzelitésekkel szemben.

Azért, hogy a vizsgélatok eredményeit minél jobban atlathassuk, a képrekonstruk-
ciot is két kiilonbozs algoritmussal hajtottuk végre. Ehhez a [20]-as cikkben ismer-
tetett modellvezérelt FKMIG és adatvezérelt hibrid U-Net-et hasznaltuk. A hibrid
neuralis haléval parhuzamosan elemzett end-to-end modellt nem hasznalhattuk a vir-
tualis hullamok Osszehasonlitdséara, hiszen ennek miikddési folyamata nem tartalmaz
virtuélis hullamokat. Ennek kiértékelését amiatt is hagyjuk teljesen ki ebben az elem-
zésben, mert a [20]-ban elemzett e2e U-Net teljesitménye latvanyosan gyengébb volt
a hibrid megkozelitésénél.

A kiilonb6zé modon elGallitott virtualis hullamok befolyasat a masodik lépésre
gy elemeztiik, hogy az ezekbdl rekonstrualt belsé szerkezeti becsléseket Gsszevetet-
tiik azok elvart (ground truth) alakjaival. A virtualis hullamok kézvetlen Gsszeha-
sonlitasdhoz hasonléan, ebben a lépésben is az atlagos négyzetes hibat hasznaltuk a
becsiilt és elvart képek kozotti hasonlosag mérésére. A két kiillonboz§ transzforméacios
ADMM és a FISTA-Net halo altal elgallitott virtuélis hullaimok alapjan végzett re-
konstrukcié eredményeit a 3.6-os abra mutatja kiilonb6z6 zajszintekre lebontva. Az

abra bal oldalan az FKMIG modellvezérelt numerikus algoritmus rekonstrukciéjanak
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3.6. abra. A Curvelet (F), illetve Abel (S) transzformécios ADMM numerikus algo-
ritmus és az adatvezérelt FISTA-Net megkozelitések teszthalmazon kiértékelt ered-
ményeinek dsszehasonlitésa a [20]-as cikkben ismertetett hibrid megkozelités méasodik
rekonstrukcios 1épésben. A FISTA-Net neurélis halo 31 tanitasi epoch utan lett ki-
értékelve. A kiilonbozé modon elallitott virtuélis hullamokat az FKMIG numerikus
algoritmussal (bal oldal) és a négyzet alaka anyaghibakra tanitott U-Net architekti-
raju neuralis haloval (jobb oldal) is feldolgoztuk. Mindkét abran a virtualis hullamok
atlagos négyzetes hibajat jelenitettiik meg a generalt adatokban hasznalt tiz kiilon-
b6z6 SNR. értékre lebontva.

eredményeit, mig az dbra jobb oldalan a négyzet alaka hibdkra tanitott adatvezérelt

U-Net rekonstrukci6 atlagos négyzetes hibait latjuk.

Elgszor tekintsiik az FKMIG numerikus moédszerrel végzett rekonstrukeié eredmeé-
nyeit abrazolo 3.6-os dbra bal oldalat. Ezen az els6 1épésben végzett 6sszehasonlitashoz
hasonl6 gorbéket latunk. Mivel a FISTA-Net 1ényegesen tisztabb, a ground truth-hoz
kozelibb virtualis hullamokat allit el6 mindkét ADMM-es numerikus megkozelités-
nél, ezért a rekonstrukcios lépésben is sokkal jobban teljesit. Az FKMIG rekonst-
rukcidjaban is egyértelmten latszik, hogy az ADMM teljesitménye a csokkend jel/zaj
arannyal parhuzamosan csokken. A tisztan modell alapt numerikus megkozelitések és
a FISTA-Net neurélis halo eredményei kozti kiilonbség alacsony SNR értékekre egyre
hangstulyosabba vélik az FKMIG rekonstrukcios 1épésben is.

Az els6 1épéshez hasonldoan, a FISTA-Net és ADMM teljesitményét mindkét re-
konstrukcios megkozelités esetén konkrét példakkal illusztraljuk. Az FKMIG numeri-
kus megkozelitéssel torténd rekonstrukeiot a 3.7-es abran, a hibrid U-Net rekonstruk-
ciojat pedig a 3.8-as dbran lathatjuk. Mindkét abra ugyanazon négy célkép kiilénbo-
z6 zajszintekhez tartozo rekonstrukciojat mutatja. Az (a) minta egy egyszerd példa,
amely két, a felszinhez kozel elhelyezkedd, négyzet alaka defektet tartalmaz. A (b)

mintaval a kiilénb6z6 pontszert, mélyebben elhelyezkedd anyaghibék beazonositasat
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(a) SNR 70 SNR 40 SNR 0 SNR -20
(b) SNR 70 SNR 40 SNR 0 SNR -20
(c) SNR 70 SNR 40 SNR 0 SNR -20
(d) SNR 70 SNR 40 SNR 0 SNR -20

3.7. abra. A Curvelet (F), illetve Abel (S) transzforméciés ADMM numerikus algo-
ritmus és az adatvezérelt FISTA-Net megkozelitések altal generalt virtuélis hullamok
Osszehasonlitasa a mésodik rekonstrukcios 1épésben hasznalt FKMIG numerikus algo-
ritmus altal becsiilt keresztmetszeti képekkel. A FISTA-Net neurélis halo 31 tanitési
epoch utan lett kiértékelve.
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demonstraljuk. Itt megfigyelhetjiik az eltéré megkozelitések teljesitményét abban az
esetben is, amikor a defektek a felszin fel6l nézve fedésben vannak, egymés alatt he-
lyezkednek el. A (¢) mintaval pont- és vonalszert hibak rekonstrukciojat szemléltetjiik
két kiilonboz felszinhez kozeli defekttel. A (d) mintéval egy kimondottan nehéz fel-
adat elé allitottuk a kiilonbozd algoritmusokat, hiszen itt egy a minta bal oldalan

talalhato komplex hibastruktura rekonstrukcioja a feladat.

Ha megvizsgaljuk a 3.7-es abrat, azt latjuk, hogy az FKMIG modellvezérelt al-
goritmus nem képes az agyag belss szerkezetének pontos rekonstrualasara, kiilondsen
alacsony SNR értékek és mélyen elhelyezkedd defektek esetén. Ennek ellenére, tisztan
lathatjuk a FISTA-Net alkalmazésanak elényeit a Curvelet- és Abel transzforméacios
ADMM-mel szemben. Ugyan t6bb esetben magas SNR értékeknél kevéshé észreve-
hetd a kiilonbség, a (d) mintan egyértelmiien latszik a FISTA-Net hatékonysaga. Az
adat- és modellvezérelt megkozelitések rekonstrukcios teljesitménye kozotti kiilonbség
a jel/zaj ardny csokkenésével egyre jobban latszik. Nulla és negativ SNR értékekre
az ADMM altal generalt virtualis hullamok alapjan az FKMIG még az (a) és (c)
mintakban szerepld egyszertibb defekteket sem képes pontosan rekonstrualni. Ezzel
ellentétben, a FISTA-Net neuralis halo altal elgallitott virtualis hullamok hasznalata

még ilyen alacsony SNR értékekre is egy jo rekonstrukcidhoz vezet.

A hibrid U-Net neuralis hélé eredményeit a harom kiilonb6z6 modon elGallitott
virtualis hullamokra a 3.6-os abra jobb oldalan lathatjuk. A Curvelet transzforma-
cios ADMM altal szamolt virtualis hullamokra az U-Net teljesitménye a masik két
megkozelitéshez képest gyenge. Ennek oka az, hogy a virtualis hullamok vizsgalata-
ra hasznalt U-Net eredetileg Abel transzforméalt adatokra volt betanitva, és emiatt
nem képes a Curvelet transzformélt adatok megfelels optimalizélasara. Ez a jelenség
kiilonosen alacsony SNR. értékek esetén egyértelmi, amikor az atlagos hibak nagysag-
rendekkel névekednek. A Curvelet transzformacié hatasa az U-Net-es rekonstrukciora
ebben az esetben a 3.8-as abra utolsd soraiban is jol lathato. A betanitott U-Net
-20-as SNR értéknél mar kozeliteni sem képes a vizsgalt anyag belsé szerkezetét a

Curvelet-ADMMe-es virtuélis hullamok segitségével.

Az Abel transzforméacios ADMM és a FISTA-Net algoritmusok atlagos négyzetes
hibait tekintve a 3.6-os abra jobb oldalan, azt lathatjuk, hogy a FISTA-Net a hib-
rid U-Net rekonstrukcidja esetén is jobb eredményt nyujt az ADMM-mel szemben.
Az FKMIG-es képrekonstrukcidohoz képest, itt alacsonyabb a FISTA-Net javitasanak
mértéke a modellvezérelt megkozelitésekkel 0sszehasonlitva, ez viszont két ténnyel is
magyarazhato. Els6 sorban, az U-Net halo, amelyet ezekben a vizsgélatokban hasznél-
tunk, az Abel transzformélt ADMM altal elGallitott virtuélis hullaimokra volt betanit-
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(a) SNR 70 SNR 40 SNR 0 SNR -20
(b) SNR 70 SNR 40 SNR 0 SNR -20
(c) SNR 70 SNR 40 SNR 0 SNR -20
(d) SNR 70 SNR 40 SNR 0 SNR -20

3.8. abra. A Curvelet (F), illetve Abel (S) transzforméciés ADMM numerikus algo-
ritmus és az adatvezérelt FISTA-Net megkozelitések altal generalt virtuélis hullamok
osszehasonlitasa a [20]-as cikkben hasznalt négyzet alaki anyaghibakra tanitott U-
Net architektiaraji adatvezérelt neuralis hélo altal becsiilt keresztmetszeti képekkel.
A FISTA-Net neurélis halo 31 tanitasi epoch utan lett kiértékelve.

43



va. Emiatt az itt hasznélt U-Net leginkdbb az Abel-ADMM-mel el6allitott adatokra
van optimalizalva. Mindemellett, ez az U-Net modell csak négyzet alakt defekteket
latott a tanitasa soran, mig a FISTA-Net a kiegészitett adathalmazon volt betanitva,
amely a kiillonb6z6 alakta pontszerd anyaghibak mellett, vonalszert repedéseket is tar-
talmazott. Mindezek ellenére, A FISTA-Net képes a masodik rekonstrukcios 1épésben

is jobb eredményt produkalni az Abel transzforméacios ADMM algoritmusnél.

A FISTA-Net hatasat a gyakorlatban is jol alkalmazhato hibrid U-Net-es rekonst-
rukciéra a 3.8-as abran figyelhetjiik meg igazan. Osszehasonlitva ezt a 3.7-es abraval,
jol lathato az adatvezérelt rekonstrukcios modszerek elénye a numerikus modellvezé-
reltekével szemben. Az U-Net sokkal pontosabb rekonstrukciora képes a numerikus
FKMIG algoritmusnal, a becsiilt anyaghibdk sokkal pontosabbak és tisztabbak az
elébbi esetében. Az egyetlen gyengepontja ennek az U-Net modellnek a vonalszert
defektek rekonstrukciojaban mutatkozik meg. Ha a 3.8-as dbran szerepls (c) mintét
tekintjiik, észrevehetjiik, hogy az U-Net a négyzettdl eltérs alaki pontszert hiba-
kat és a vonalszeri repedéseket is négyzeteknek becsiili meg. Ez a jelenség az U-Net
tanftasara hasznélt adathalmaznak koszonhets, ami csak négyzet alaki defekteket

tartalmazott.

Mindezek ellenére, a FISTA-Net elénye a 3.8-as abran jol lathat6. Az (a) min-
tan lathato egyszert rekonstrukei6 esetén a FISTA-Net kiemelked§ teljesitménye ala-
csony SNR értékeknél valik egyértelmiivé. Annak ellenére, hogy a vonalszerd defektet
is négyzetalaktunak latja, az U-Net a (c) mintén is sokkal pontosabb keresztmetszeti
képrekonstrukciot mutat a FISTA-Net altal elGallitott virtualis hullamok esetén, kii-
l6nésen alacsony jel/zaj aranyok mellett. A modellvezérelt FISTA-Net a (b) és (d)
komplex hibastruktirakat tartalmazoé mintak esetén is jobb eredményeket ér el az
ADMM numerikus modszernél, hiszen a FISTA-Net minden SNR értékre tisztabb és
pontosabb képet eredményez az ADMM-nél.
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4. fejezet

Osszefoglalas

4.1. A probléma attekintése

A roncsolasmentes anyagvizsgalat célja egy adott objektum belsd szerkezetének meg-
hatarozasa gy, hogy a megfigyelés ne rongalja meg a vizsgalt anyagot. Mivel a vizsgalt
anyag hévezetési képessége annak belsd szerkezetének kozvetlen kovetkezménye, e tu-
lajdonsag kihasznélaséaval feltérképezhetk az anyagban taldlhato defektek, repedések
stb. A vizsgalt anyag strukturélis osszetételének meghatarozasa annak hévezetési ké-
pességébdl egy olyan rosszul kondicionalt inverz probléma megoldasara vezet, mely
rendkiviil érzékeny a bemeneti/mérési adatokban talalhato zajra. A feladat rosszul
kondicionaltsdga altal okozott nehézségek miatt célszerd olyan plusz feltételek beve-
zetése, amelyek segitik a probléma pontos megoldésat. Az olyan el6feltevések, mint
a ritkasag, vagy a nemnegativitds ugyan segitik az inverz probléméak megoldasanak
pontossigat, bevezetésiik altal bonyolultabba valik a modellvezérelt algoritmusok al-

kalmazasa.

A plusz feltételek bevezetése altal eredményezett bonyolultsdg adatvezérelt gépi
tanulé algoritmusok alkalmazésa esetén nem okoz kiilénosebb hatranyt. Ezen mod-
szerek hasznalata viszont egy teljesen mas jellegii komplikaciot vet fel, mégpedig egy
megfeleléen nagy tanitési adathalmaz elGallitasat. Mivel a felligyelt tanitési folya-
mathoz a vizsgalt anyag pontos belsé szerkezetét, azaz a keresztmetszeti képet, is
ismerniink kell, ezért a valodi méréseket olyan fizikai fantomokon kell elvégezni, me-
lyekben az anyaghibdk pontos helyzete, mérete és alakja elére ismert kell legyen.
Mindemellett, az adatvezérelt algoritmusok tanitdsahoz egy nagymeéretd adathalmaz-
ra van sziikség, melynek elGallitasahoz szamos mérési konfiguraciora, és igy kiilonb6z6

fizikai fantomokra van sziikség.
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A termografikus képrekonstrukcios modszerek eredményeit a héképek virtuélis
hullamokka valo atalakitasan keresztiil javitani lehet. A virtualis hullamok elGéllitasa
a rekonstrukcios 1épéshez hasonléan egy rosszul kondicionalt inverz probléma megol-
désat jelenti. Ennek kovetkeztében az ezek elGallitasdra hasznalt numerikus kozelitési
algoritmusok is zajérzékenyek és magas zajszintd hdmérsékletképek esetén rossz telje-
sitményt produkalnak. A virtuélis hulliamok min&sége nagyban befolyésolja a masodik
képrekonstrukcios 1épés eredményét, hiszen ez egy olyan rosszul kondicionalt inverz
problémét takar, amely a virtualis hullamokban talalhaté perturbacidkra lesz érzé-

keny.

4.2. Tézisek

A valodi méréseken alapulé termo-tomogréafias adatbézisok 1étrehozasa koltséges fel-
adat, ami megneheziti a mély neurélis halok tanitasat, illetve alkalmazasat roncsolas-
mentes anyagvizsgalati feladatokban. Ezért az adatvezérelt NDE modszerek tanité-
sahoz létrehoztunk egy adatgeneratort, amely nagymennyiségi szintetikus termogra-
fikus adat elgallitdasara képes. A szimulalt termografikus felvételekben tetszés szerint
megvalaszthatok a mérés paraméterei (felbontas, hévezetési tényezs, zajszint stb.),
illetve a defektek pozicidja és alakja. Ennek segitségével létrehoztunk egy 100 000
mintabol allo szintetikus adathalmazt, mely konnyen és eredményesen hasznalhato a

mesterséges intelligencia alapit NDE modszerek tanitasara és tesztelésére.

A VWC megkozelités két lépésbdl all, a virtualis hullamok elGallitasabol és az
erre épuls kezdeti hmérsékleteloszlas rekonstrukciojabol. A dolgozatban az elsé 1épés
javitasahoz adaptaltuk a FISTA-Net modellvezérelt neuralis héloarchitektirat, melyet
az altalunk generalt szintetikus adathalmaz segitségével tanitottuk be. Megmutattuk,
hogy a FISTA-Net képes az ADMM numerikus algoritmus altal elGéllitott virtuélis
hullamok megfelels javitasara, a kettd kozti kiilonbség kiilonésen magas zajszinti
bemeneti adatok esetén szadmottevs. Az empirikus tesztek alapjan az latszik, hogy az
1j modszer nemcsak a virtualis hullamok, hanem a kezdeti hémérsékleteloszlés, azaz

a keresztmetszeti képek rekonstrukciojat is javitja.

4.3. Kitekintés

A ritka mintazatok heurisztikajat, és az ehhez tartozo regularizacios modszereket
(ADMM, SALSA, basis pursuit, FISTA stb.) szamos tudoményteriileten alkalmaz-
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zék [41]. Ezért a modell- és adatvezérelt megkozelitések 6tvozésén keresztiil a FISTA-
Net neurélis halo alkalmas lehet szamos kiilonb6z6 jellegii rosszul kondicionalt inverz

probléma megoldéasara is, pl. egészségiigyi felvételek (CT, MRI) feldolgozéasara.
A dolgozatban bemutatott kutatas folytatasara két irany tiinik igéretesnek. Egy-

részt érdekes lehet megvizsgalni a halo altalanositd képességét a hald felépitésének
fiiggvényében, hogyan valtozik a rekonstrukcié pontossaga széles, illetve mély FISTA-
Net halok esetén. A halok betanitasa ugyan koltséges feladat, de a kiértékelés gyorsan
elvégezhets. Erdekes kérdés az is, hogy lehet-e csokkenteni a betanitott halé méretét
(network compression, pruning) a teljesitmény jelentSs csokkenése nélkiil. A masik
irany a FISTA-Net teljesitményének valos adatokon torténd kiértékelése. Ehhez sziik-
ség lenne egy, az |5, 20]-as cikkekben hasznalt, valos fizikai fantom létrehozéaséra,
melynek bels6 szerkezetét a FISTA-Net altal elgéallitott virtualis hullaimok alapjan
3D-ben rekonstrualnank. Igy valos gyakorlati koriilmények mellett lehetne igazolni a

FISTA-Net hatékonységat kiillonbozd roncsoldsmentes anyagvizsgélati feladatokban.
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