TDK-dolgozat

Szerzo:

Varga Jozsef Mark



Debreceni Egyetem

Informatikai kar, Informécié Technologia Tanszék

Optikai lemez vizualis reprezentaciéjan
alapulé adatminoség meghatarozasa

Témavezetok: Készitette:
Dr. Jeszenszky Péter Varga Jozsef Mark
Adjunktus Programtervez6 informatikus MSc

1. évfolyam

Dr. Ispany Marton

Egyetemi tanar



Tartalomjegyzék

1. Bevezetés . . . . . . . 3
2. Felhasznalt szoftverek . . . . . . . . . .. .. .. 6
2.1. Integralt fejleszt6i kornyezet . . . . . . . oo 6
2.2. Anaconda . . . . ... 6
2.3. Python csomagok . . . . . . .. .. 6
24. QPxTool . . . . . . o 8
2.5. Tovabbi szoftverek . . . . . . . .. 8

3. Hardver . . . . . . . . . . e 9
4. Optikai lemezek adatminésége . . . . . . .. ... ... ... ... ..... 10
4.1. AdatminGségi metrikak . . . . .. ..o 10
4.2. Az adathalmaz megalkotdsa . . . . . . . .. .. ... ... ... ...... 11
4.2.1. Adatok begytjtése . . . . . ..o 11

4.2.2. Adathalmaz elékészitése . . . . . . . .. ... ... ... 12

4.2.3. Elozetes klaszterezés . . . . . . . ..o 14

4.3. Eredmények . . . . . .. 15

5. A lemezek vizualis reprezentacidja . . . . . . . . ... 18
5.1. Eszkozok és kornyezet leirdsa . . . . . . . ..o 18
5.2. Lemez fotdzas . . . . . . . . 19
5.2.1. Karcolasok kinyerése . . . . . . . .. ... L. 20

6. Augmentalas . . . . . . ... 24
6.1. Képi adatok augmentaldsa . . . . . . ... ... 24
6.2. AdatminGségi halmaz augmentalasa . . . . . . . . . ... ... . 26
6.3. Augmentalt adatok asszocidlasa és 1j adathalmaz megalkotasa . . . . . . . 28
6.4. A végso klaszterek megallapitasa . . . . . . . ..o 30

7. Osztalyozds . . . . . . . . . . 32
7.1. A modell felépitése és szerkezete . . . . . . . . . ... L. 32



7.2. Teljesitmény . . . . . . . .. 34

7.3, Példak . . . . .. 34
8. Osszefoglalds . . . . . . . . . .., 37
8.1. Adatmindségen alapuld kovetkeztetések . . . . . . ..o 37
8.2. Vizualizacién alapul6 kovetkeztetések . . . . . . . . . . ... ... 38
8.3. Eredmények értékelése . . . . . . ..o 40
8.4. Tovabbfejlesztési lehetoségek . . . . . . . . .. ..o 40
Irodalomjegyzék . . . . . . . . . . . 41
Koszonetnyilvanitasok . . . . . . .. ... L 42



1. Bevezetés

Az elmult id6szakban volt szerencsém részt venni tobb olyan egyetemi kurzuson, melyek
témai a gépi tanulas és a mélytanulas voltak. Ezek adtak szdmomra a motivaciot és az
érdeklodést a gépi tanulds és az adattudomany felé.

Emellett kozépiskolas korom 6ta jatszom konzolos jatékokkal, amik optikai lemezeken
vannak tarolva. Mivel tjonnan tilsagosan dréagak voltak ezek a lemezek, ezért a hasznalt
piac felé vettem az irdnyt. Ezzel viszont az volt a gond, hogy nagy volt a rizikdja annak,
hogy egy hasznalt lemez a karcolasok miatt hasznalhatatlan. Ez adta az otletet, hogy
készitsek egy olyan szoftvert, mely gépi tanulé modellek felhasznalasaval képes felismerni
a rossz lemezeket.

A {6 probléma az optikai lemezekkel az, hogy hamar tonkre tudnak menni. A dolgo-
zatban bemutatasra keriil6 lemez-sziir6 algoritmusommal meg lehet allapitani, hogy egy
lemez hasznalhato vagy hasznalhatatlan, mindehhez elegend6 néhany fénykép a lemez also
oldalarol.

Egy ilyen szoftvernek szamos kiilénb6z6 potencialis célkozonsége van. Egyrészt hasz-
nos lehet optikai lemezek adasvételével foglalkozé felhasznédlok (akar maganszemélyek,
akar kereskedOk) szamara. Mdsrészt haszonnal alkalmazhatjdk olyan intézmények is, me-
lyek napi rendszerességgel hasznélnak optikai lemezeket, mint példaul a konyvtarak és
egészségligyi intézmények (kérhézak, laborok).

Meg kell jegyezni, hogy a dolgozatban bemutatasra keriild6 munkahoz hasonld
eredményeket — melyekben a lemezek feliiletérol késziilt fényképeket vizsgdlnak — nem
talaltam a tudomanyos szakirodalomban.

A fentieket Osszefoglalva, a kutatasomban egy olyan modell keriil bemutatasra, mely
az optikai lemezeket abbdl a szempontbdl képes osztalyozni, hogy hasznalhatoak-e vagy
sem. Ezen gépi tanulé modell képes kozel 98% pontossiaggal megdllapitani, hogy az adott
lemez jé-e vagy rossz, amihez elegend6 a lemez feliileti sériiléseirdl egy atfogd képsorozat.
Sikertilt elérnem tovabba azt is, hogy a modell jol teljesitsen korabban nem latott, 1j
adatokon is.

A kutatdshoz a Debreceni Egyetem Egyetemi és Nemzeti Konyvtara biztositott

szamomra vizsgalhaté DVD lemezeket, a munkat ezek lefotdzasaval kezdtem. Mivel



rengeteg szempontnak kellett megfelelnie a képeknek, egy altalam egyedileg elkészitett
szerkezetet /kornyezetet hasznaltam, ami alkalmas volt megfelel§ képek készitéséhez.
A lemezeket egy forgd platformra helyeztem, amire egy elére meghatarozott szogben
bedontott kamera és fényforras nézett. Ennek koszonhetoen a lemezek feliiletérol késziilt
fotokon jol kivehetéen latszodnak a karcolasok.

A képeken fellelhetd karcoldsok (karctérképek) kinyerésére a HED?! élkinyerd kon-
volicidés neurdlist halot hasznaltam, mivel erre a célra ez bizonyult az optimalisnak.

A karctérképek kinyerése utan a lemezek adatminoségét nyertem ki, mégpedig a QPx-
Tool nevii nyilt forrasu szoftverrel. Ez lehetové tette kiilonbozo, a lemez adatmindségére
vonatkozo leiré statisztikdk kinyerését, mint példéul a Parity Inner Error (PIE).

Ezen 1épések elvégzése utan az adathalmazom a karctérképekbol és az adatmindségre
vonatkozo metrikak értékeibdl allt.

Ahhoz, hogy egy gépi tanulé modell optimalisan teljesitsen, elengedhetetlen, hogy az
adathalmaz megfelel6 mindségii legyen, illetve hogy elegendden sok adat alljon rendel-
kezésre. Esetemben csak 100 lemez allt rendelkezésemre, igy hat valamilyen mddon ki
kellett bovitenem az adathalmazomat. Ezt a bovitést célzott modon tettem meg, amit a
kovetkezo paragrafusokban fogok vazolni.

A lemezeket két csoportra osztottam, hogy ldssam az adatok egy kezdetleges eloszlasat.
Ehhez egy klaszterezé modellt valasztottam, mely a lemezek adatmindségét leiré metrikak
értékeit hasznalta bemenetként. Sajnos nem kaptam kielégité eredményt, hiszen a kez-
detleges kategdridk ardnya 20%-80% volt, amir6l mondanom sem kell, hogy kozel sem
optimaélis.

Mivel az el6zetes klaszterezés eredményeképpen rendelkezésemre allt a kategoriak
aranya, ezért 1ugy tudtam boviteni az adathalmazt, hogy kiegyenlitsem ezt az aranyt.
Az augmentalasra (bovitésre) egy tobb célvaltozos regresszids modellt hasznéltam, mely-
nek a bemenetei a karctérképek voltak, a kimenetei pedig az adatmindségi valtozok. fgy
ezt a modellt fel tudtam a késébbiekben hasznélni az adatmin6ségi adatok generalasara.

A kovetkez6 1épés a képi adathalmaz bovitése volt, amihez egy erre a célra kifejlesztett
generald alrogitmust hasznédltam, amely bizonyos transzforméacidkat elvégezve 1j képeket

generdalt. Az elébbiekben kifejtett elozetes csoportositast hasznaltam fel ahhoz, hogy az

! Holistically-Nested Edge Detection



adott kategéridk képeibol pontosan annyit generaltassak, hogy kiegyenlitédjenek a csopor-
tok. A szintetikus képek eldallitdasa utan a regressziés modell felhasznalasaval rendeltem
hozzajuk az adamindségi metrikak értékei.

Eredményiil rendelkezésemre allt egy kozel 500 elembdl &ll6 adathalmaz, amit szintén
két csoportra osztottam, amihez ismételten egy klaszterezé modellt hasznéltam fel. fgy
méar megvoltak a karctérképek és a hozzdjuk tartozé binéris kategdridk is (vagyis hogy
egy lemez az adamindséget tekintve jé vagy rossz).

Végezetiil ezen adathalmazt felhasznalva készitettem egy kompozit modellt, amely
tartalmazza magat az osztélyozé modellt illetve a jellemzé tanuldsra (feature learning)
hasznalt konvoluciés rétegeket. Ezeknek koszonhetden 1étrehoztam egy rendkiviil pontos
és altalanos modellt, amely kategorizalni tudja a lemezeket, vagyis meg tudja mondani,

hogy egy lemez j6 vagy rossz adamtinéségii.



2. Felhasznalt szoftverek

A dolgozatban bemutatasra keriilé munkahoz szamos szoftvert hasznaltam, melyek ebben

a fejezetben keriilnek részletesen felosorolasra.

2.1. Integralt fejleszt6i kornyezet

Integralt fejlesztoi kornyezetként a Visual Studio Code-ot véalasztottam, mely tamogatja

a Python programozasi nyelvet, melyben jelen munka kodjai irédtak.

2.2. Anaconda

A megfelel Python fejleszt6i kornyezetet kialakitdsaban az Anaconda? segitett, mely egy
tudomanyos céli Python és R disztribucié. Egy sajat csomagkezel6vel (conda) rendel-
kezik, mely révén tobb ezer szoftvercsomag telepitheté egyszertien. A conda egyben egy
kornyezetkezel6 szoftver is, mely lehet6vé teszi csomagok (beleértve magét a Python-t is)
kiilonb6z6 verzidinak telepitését és az ezek kozotti valtast. [7].

A munkamhoz sziikséges csomagokat egy olyan conda kornyezetbe telepitettem, mely-

be a Python 3.10.0 szamu verzidja keriilt.

2.3. Python csomagok

A kutatds soran az alabbi Python csomagokat hasznéltam:

e tensorflow/Keras (verziészdm: 2.11.0): FEzt a csomagot a lemezek bindris
osztalyozasandl hasznaltam, azon beliil is a konvolicids rétegek létrehozasanal.
Tovabba ezen csomag fel volt még hasznalva a képi adatok kiterjesztésénél,

generalasanal.

e scikit-learn (verzidészam: 1.2.1): A kutatds algoritmusainak javarésze ezen cso-
mag segitségével késziilt el. Eszkoztarabol felhasznaltam a kiilonb6zo modellek
tanitasara szant osztalyokat (regresszié, osztédlyozés), az el6feldolgozdsra hasznélt

részeit (tanito és validacids/teszt adatok szétvalasztasa), illetve a kiilonbozo leird

’https://www.anaconda.com/
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metrikdkat kiszamol6 fiiggvényeit (pontossag, loss érték, mint példaul MAE, binaris

keresztentrépia és egyebek).

opencv-python (verziészam: 4.7.0.68): Mivel képi adatokat hasznilnak a
modellek, ezért elengedhetetlen az ezek feldolgozasara és betoltésére szant csomag
hasznalata, ami esetemben az OpenCV. Azért esett erre a valasztdsom, mivel
rendkiviil széles képmanipuldlé eszkoztarral rendelkezik, mint példaul a képek

transzformaldsa vagy mas szintérbe torténd alakitasa.

pandas (verziészam: 1.5.3): Tekintve, hogy gépi tanulé modelleket hasznalok,
melyek bemenetei nem csak képek, hanem numerikus adatok is (itt a lemez adat-
minéségét leiré adatokra gondolok), azok kezelésére sziikségem volt a jol ismert
pandas csomagra. Ezt egyrészt a CSV fajlok elkészitéséhez, betoltésére és mani-
puldldsara (példaul az oszlopok moédositdsira és torlésére) hasznaltam, mésrészt
pedig leiré statisztikdk (példaul atlag, legkisebb és legnagyobb érték, percentilisek)

értékeinek meghatarozasasahoz.

pickle: Ez a Python egy szabvanyos modulja, melyet a scikit-learn csomagbe-
li, altalam létrehozott és felparaméterezett modellek objektumainak mentésére

hasznaltam.

matplotlib (verziészam: 3.7.0): A kiilénbozo leird dbrak létrehozasara keriilt fel-

hasznélasra.

seaborn (verziészam: 0.12.2): Bizonyos abrék (példdul pairplot-ok) létrehozdsara

volt hasznalva.

numpy (verziészam: 1.24.2): Bizonyos matematikai miiveletek (métrixmiiveletek,

vektor miiveletek és egyebek) elvégzésére alkalmaztam.

beautifulsoup4 (verzidészém: 4.11.2): Ennek a csomagnak a segitségével nyertem
ki az adatokat a nyilt forrasu, adatmindséget kinyer6 szoftver altal generalt HTML

f4ibél.

os, re: Telepitésiik szintén nem sziikséges, hiszen ezek standard modulok.



2.4. QPxTool

Az adatmindségre és integritasra vonatkoz6 adathalmaz megalkotédsahoz a szabad és nyilt
forrdsi QPxTool® szoftvert hasznaltam, mely lehetévé tette ezen mindségre vonatkozé

adatok kinyerését.

2.5. Tovabbi szoftverek

Mindezeken kiviil a felhasznalt szoftverek kozé tartozik még az operacids rendszer is,
amely a Windows 10 Pro volt. Ezenfeliil a programok elkészitéséhez Jupyter Notebook*
jegyzetfizeteket hasznaltam, melyek egy interaktiv kornyezetet biztositottak szdmomra,

egyben egy flexibilis interfészt is nytjtottak a fajlok rendezésére.

3https://qpxtool .sourceforge.io/
‘https://jupyter.org/
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3. Hardver

A munkéhoz a kovetkezo specifikdciokkal rendelkezé hardvereszkozoket hasznaltam:
e Processzor: Intel Core 19 10980XE @ 3.0GHz
e Memoria: 128GB DDR4 @ 1198MHz
e Videdkartya: NVIDIA GeForce RTX 3080

e Hattértar: 953GB Samsung SSD 970 PRO 1TB + HDD



4. Optikai lemezek adatminésége

A kutatas ezen részében az optikai lemezek adatmindségére és integritasara vontakozo
adatok kinyerését és feldolgozasat fogom részletezni. Szo6 fog esni a felhasznalt szoftve-
rekrol, dgymint a gépi tanulé modellek implementalasara szolgald segédszoftver és maga
az adatmindség-kinyero szoftver.

Tovabba be lesznek mutatva azok a moédszerek, amelyeket az adatok elofeldolgozasara
hasznaltam, hogy azok olyan allapotba kertiljenek, hogy atlathatoak és értelmezhetéek
legyenek. Ilyen mddszer példaul a kiugrd értékek eltavolitdsa, a dimenzidcsokkentés és a

skalazas.

4.1. Adatmindségi metrikak

A kutatasban DVD lemezeket vizsgaltam, melyek minéségének méréséhez tobbek kozott

a kovetkezo metrikakat hasznaljak:

e PIE (Parity Inner Error): Egy DVD lemezen az adatok egy kétdimenzids tomb-
ben vannak térolva, melyekhez igynevezett paritdsellenérzé bitek (parity check bits)
vannak flizve. Minden ilyen kétdimenzids tombot hibajavité kédblokknak (error cor-
rection code block) neveznek. A PIE metrika a kétdimenziés adattombben eléforduld
azon hibas sorokat szdmolja, melyeket javitani lehet. Ezek a hibak minden DVD le-
mezen jelen vannak. Normal esetben a meghajté hibajavité szoftvere javitani tudja

ezen hibakat. [1]

e PIF (Parity Inner Failure): A PIE-hoz hasonléan szamitott mennyiség, mely a
kétdimenzids adattombben el6fordulé azon hibas sorokat szamolja, melyeket nem

lehet javitani.

Ezen metrikdk mérésére tokéletesen alkalmas volt a QPxTool. Meg kell jegyezni,
hogy a dolgozatban bemutatasra kerild eljardsokat CD lemezekre is alkalmazni lehetne
mindossze annyi eltéréssel, hogy a PIE és PIF helyett CD-specifikus metrikdkat kellene
hasznalni, mint példdul a BLER (Block Error Rate).

Az 1. téblazatban lathatéak a QPxTool &ltal meghatarozott hozzavetéleges

hatarértékek, melyek alapjan alapjan meghatarozhaté a DVD lemezek adatmindsége.

10



| Minimum (PIE) | Maximum (PIE) | Kategdéria

0 20 tokéletes
21 99 nagyon jo
100 280 jo

281 1664 rossz

1. Tablazat. A QPxTool altal meghatarozott kategéria intervallumok

4.2. Az adathalmaz megalkotasa

4.2.1. Adatok begyiijtése

A QPxTool alkalmazéasban lehetéség van a lemez minéségét vizsgdlni egy kiillén mentipont-
ban. Az adatmindségi metrikdk (PIE és PIF) értékei egy alloményba exportélhatdk.

A szoftver exportalasi opcidi kozott szerepelnek a HTML, PDF illetve a szoftver
specifikus mentési modja, a QPX. Jémagam a HTML mentési mod mellett dontottem,
mégpedig az okbdl kifolyélag, mivel ez egy strukturalt dokumentum, melybdl egyszertien
ki lehet nyerni a szamomra érdekes és a kutatds szamara relevans informéciokat.

Az adatok kinyeréséhez a Beautiful Soup® Python csomagot haszniltam, mely adatok
kinyerésére szolgdl HTML illetve XML fajlokbdl. Lehetové tette szamomra az adatok
kinyerését és azok keresését is a QPxTool-bdl kiexportalt dokumentumokbdl.

A feldolgozéashoz egy fiiggvényt irtam, ami megkeresi a kinyerni kivant adatokat tar-
talmazé tablazatot, abbdl pedig kinyeri a kiilonb6z6 td elemekben taldlhatéd leird sta-
tisztikakat. Ennek koszonhetoen minden egyes lemezbdl sikeriilt kinyernem a kovetkezé

informaciokat:
e PIE (Osszes, maximum és atlag).
e PIF (Gsszes, maximum és dtlag).

A lemezek adatmindségébol kinyert statisztikai adatokat a 2. és a a 3. tablazatban lehet

megtekinteni.

Shttps://www.crummy.com/software/BeautifulSoup/
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\ H PIE _total PIE_max PIE_average
count 100.00 100.00 100.00
mean 657394.43 95.99 5.63
std 1127448.89 75.36 9.71
min 211.00 15.00 0.00
25% 127671.25 32.75 1.44
50% 310809.50 59.00 2.92
75% 695277.25 165.50 5.75
max 9220364.00 231.00 64.86
2. Tablazat. A PIE értékek leird statisztikai
’ H PIF _total \ PIF _max \ PIF _average
count 100.00 100.00 100.00
mean 99735.76 63.19 0.75
std 336446.44 78.05 2.37
min 0.00 0.00 0.00
25% 12938.75 21.00 0.11
50% 36835.00 26.00 0.30
75% 101910.75 49.50 0.82
max 3348419.00 230.00 23.56

3. Tablazat. A PIF értékek leird statisztikai

4.2.2. Adathalmaz el6készitése

Mivel a QPxTool szamos leird statisztikat készit az adott lemez alapjan, ezért dimen-
zidcsokkentésre van sziikség. Nem csupan egyszeriisitési okokbdl kifolyélag, hanem mert
nem feltétlentil relevans minden célvaltozé. Azt is figyelembe kell venni, hogy az ada-
tok megfeleloképpen legyenek elosztva, s mindezt optimalisan lehessen majd klaszterezni,
hogy a klaszterezés értékelése és teljesitménye a legjobb legyen (ezen értékelési médokrol
a késébbiekben fogok szot ejteni). Tovabba, mint az a QPxTool dokumentaciéjabdl is
kideriil, egy adott blokkban a maximélis hibaértékek a fontosak, mivel a PIE és PIF met-
rikak is blokkonként mérendoek. Ezen okbdl kifolydlag tartottam meg csak a PIE_max
és PIF _max oszlopokat, mivel ezek a blokkonkénti maximumokat mérik.

Amint azt az 1. dbran (ami egy pairplot) is lathatd, még a dimenziécsokkentett adat-

halmaz is, vagyis a PIE_max és PIF_max metrika-part tartalmazé adathalmaz, is rengeteg

12



oda nem ill6 kiugré értéket tartalmaz, amik megnehezitik a helyes klaszterezést.

Els6 1épésként a kiugré adatok eltavolitasa el6tt a teljes adathalmazt ugyanarra
az intervallumra skalaztam. A tablazatbdl illetve az 1. abrardl jol lathatd, hogy mig
a PIE max értékei a [15,231] intervallumon mozognak, addig a PIF _max értékek a
[0, 230] intervallumon. Ez okbdl kifolyélag hasznaltam az sklearn csomag altal biztositott

MinMaxScaler osztalyt, mellyel minden adatot a [0, 1] intervallumra skalaztam &t.
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1. abra. A nyers adathalmaz paronkénti kapcsolatai

Ezutan az adatokat meg kellett tisztitani ezektol a kiugrd értékektol. Ezen értékek
megtaldldsdhoz az igynevezett z-pontszamon (z-score) alapulé adatszilirést alkalmaz-
tam a teljes adathalmazon. A z-pontszam egy statisztikai mérészam, amely az adott érték
kapcsolatat irja le a csoportatlagahoz képest, melynek értéke lehet pozitiv vagy negativ
is. [2]

A z-pontszam altal elvart kiiszobérték megallapitasahoz az 1. dbrat hasznaltam

13



segitségiil.  Mindaddig csokkentettem ezt a kiiszobértéket, amig az dbra jobb felso
sarkdban 1év6e kiugro értékek el nem tintek. Ez az érték az 1,4 lett. A sziirés
eredményeként az adathalmaz mérete 100-r6l 79-re csokkent, és ezek az adatok méar
szinte tokéletes eloszlassal rendelkeztek egy klaszterezé modell szamara.

Mivel egy lemezhez nem csak annak mindségére vonatkozo adatai tartoznak, hanem
képi adatok is (ezekrdl késébb lesz sz6), torolni kellett a kiugré mindségi adatokkal rendel-
kez6 lemezek képi adatait is az azonositdik alapjan (minden lemez kapott egy azonositét

a digitalizalds soran).

4.2.3. Elozetes klaszterezés

Mivel nem allt rendelkezésemre elegendden sok adat, mindossze 79 darab, ezért az adat-
halmaz szintetikus bovitésére, augmentalasara volt sziikség. Viszont ehhez el6bb fontos
volt latni a mar meglévo 79 adat csoportosuldsat, tendencidjat, illetve azt, hogy mely
hiperparaméterekkel sikeriil kihozni a legnagyobb leir6 statisztikakat.

A klaszterez6 modell(ek) teljesitményének értékelésére a kovetkez6 értékelési modokat

hasznaltam:

e Silhouette pontszam: Mivel kevesebb mint 100 adat &llt rendelkezésemre, nem
lett volna boles dontés, ha mindezt még jobban lecsokkentettem volna példaul egy
tanito-validaciés halmazra valé bontassal. Itt jott képbe a Silhouette score, hiszen
mig a legtobb teljesitményt vizsgdld metdédusnak sziiksége van tanité adathalmazra,
addig ennek kiszamitasahoz nincs sziikség tanité adathalmazra a klaszterezé modell
eredményeinek értékeléséhez. [3] Tulajdonképpen minél magasabb ez a pontszam,

annal jobb az adott modell.

e Calinski-Harabasz pontszam: masnéven Variance Ratio Criterion, a klaszterek
kozotti széras és a belsd klaszter szords Osszegének az ardnya. [4] Irdnyaddsképpen,

minél nagyobb ez a pontszam, anndl jobb a klaszterez6 modell teljesitménye. [4]

e Davies-Bouldin pontszam: Ez az atlagos ,,hasonlésagot” jelzi a klaszterek kozott,
ahol a hasonldsdg a klaszterek kozotti kiilonbségben méretik. [4] Ezen értékeld

modszernél evidens, hogy minél kisebb a kapott szam, a modell annél jobban teljesit.
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A modell felépitése el6tt ismét a [0, 1] intervallumra skéldztam az adatokat. Alap-
vetéen az a probléma a tobbi klaszterezé modellel, amelyek a klaszterszam elére meg-
adasat igénylik, hogy — bar elére meg van hatarozva, hogy 2 csoportba osztom 6ket — hidba
rendelkeznek a legmagasabb leird statisztikdkkal, a kategoridk eloszldsa nagyon rossz (a
tesztelések sordn egy adott kategéria tilnyomé tébbségben volt, kozel 80% ardnyban).

Ez okbdl kifolydlag a csoportok kialakitasara a DBSCAN klaszterez6 modellt
valasztottam. Ennek koszonhetden egyenletesen tudtam felosztani az adathalmazt két

csoportra.

4.3. Eredmények

A megfelel6 hiperparaméterek kivalasztasakor prébaltam figyelembe venni mindharom
statisztikai valtozot, vagyis hogy a lehetd legjobb értékeket vegyék fel egyszerre. A
valasztasom az epsilon = 0,18 és min_samples = 30 paraméter-parra esett, mely
pontot szemléltetésképpen be is jeloltem egy piros csillaggal a 2., 3. és 4. abrakon. Mint
azt latni is lehet, a 30 az pont egy optimalis szam, hiszen 79 adatom van, s ezaltal a
lehet6 legaranyosabb eloszlast sikeriilt elérni. Ezeket az értékeket hasznalva a modell

teljesitménye (két tizedes pontossagot hasznalva) a kévetkezo:
e Silhouette pontszam: 0,61 (lasd a 2. dbrat)
e Calinski-Harabasz pontszém: 105,14 (ldsd a 3. dbrét)
e Davies-Bouldin pontszam: 0,74 (lasd a 4. abrét)

A fenti szdmok nem tiinhetnek optimalisnak és helytallonak, viszont pontosan ezért
lesznek az adatok célirdnyosan kiterjesztve, hogy az osztalyozd modell minél nagyobb
pontossagot érhessen el, illetve hogy a csoportok eloszlasa kiegyenlitett legyen. A model
altal kialakitott kategdridk eloszlasat az 5. dbran lehet megtekinteni.

A DBSCAN 4éltal kialakitott csoportok eloszlasat pedig a 6. abran lehet szemiigyre
venni, ahol a klaszterek kozéppontjait egy fekete csillaggal jeloltem.

Végezetiil a modell altal meghatarozott kategériakat hozzafliztem a letisztitott adat-

halmazhoz (ami 79 elemet tartalmaz), amit végil kimentettem egy CSV fdjlba.
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3. abra. A Calinski-Harabasz pontszam értéke az epsilon és min_samples paraméterek
fiiggvényében
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A célvaltozok paronkénti kapcsolata az elozetes klaszterezés eredményeként
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5. A lemezek vizualis reprezentacigja

A dolgozat ezen részében arrdl esik szd, hogy hogyan kertiltek létrehozasra karctérképek

a lemezek alsé oldalardl késziilt fényképek felhasznéalasaval.

5.1. Eszkozok és kornyezet leirasa

FORGO PLATFORM

7. abra. A digitalizdlasra hasznélt kornyezet és eszkozok

A lemezek feliiletének lefotézasdhoz a 7. abran lathato ,,szerkezetet” készitettem el. A

szerkezet a kovetkez6 komponenseket tartalmazza:

e Platform: egy 3 cm magassagu, kor alaku platform, melyet 360 fokban lehet korbe-

forgatni.
e Kamera allvany: egy hétkoznapi kamera allvany, melynek magassdga 14 cm.
e Lampa allvany: egy fényképezésre hasznédlt mini allvany, magassaga 24 cm.

e Kamera: erre a célra egy Honor 8X telefont hasznaltam az aldbbi kamera

beallitasokkal:

— Felbontas: 20MP (5120 x 3840)
— F-stop: 1,8

— Expoziciés id6: 1/33s
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— Erzékenység (ISO): ISO-200

— Foékusztavolsag: 4mm
A kamera szoge 50 fok volt, tavolsaga a lemez kozéppontjatol pedig 15 cm.

e Fényforras: fényforrasként egy ledes zseblampat hasznaltam, melynek szoge az
platformhoz képest 40 fokra volt bedllitva, illetve a lemez kozéppontjatdl szamitva

17 cm-re volt helyezve.

5.2. Lemez fotdzas

Tapasztalataim szerint nagyon nehéz a lemezek feliiletérdl olyan fotét késziteni, melyen
latszédnak a karcoldsok. A karcok lathatosagahoz a lemezek feliiletét egy bizonyos szogbol
kell megvilagitani, és a fotot is egy megfeleld szoghdl kell késziteni. A 8. abran lathato
egy olyan fotd, melyen jol kivehetok a karcok. Szembetiing, hogy a fotéon mindossze a
lemez egy kb. 45 foknyi része lathato. Ezért minden lemezrdl osszesen 8 darab képet
kellett készitenem (8 x 45° = 360°). A nyolc foté készitéséhez a platformot 45 fokonként

forgattam el.

8. dbra. Nyers lemezkép
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A fotok mindegyikébdl ki kellett vagnom a lemez egy 45 fokos szeletének megfeleld
részt, melyet a 8. abran egy fehér trapéz abréazol. fgy nyolc kisebb kép keletkezett, melyek
mindegyike a lemez karctérkép egy részleteként tekintheto. A nyolc képet egy nagy képpé

fliztem Ossze, ezaltal egy teljes karctérkép reprezentaciot kaptam (ldsd a 9. abrét).

9. dbra. Egy teljes lemezkép-panorama

5.2.1. Karcolasok kinyerése

A munka egy kovetkez6 fontos pontja az volt, hogy a karcolasokat teljes egésziikben, jol
kivehet6 médon tudjam kinyerni. A képfeldolgozasban szamos lehetoséget lehet taldlni
az élek kinyerésére, tobbek kozt az egyik leghiresebb a Canny moddszer, melyet John F.

Canny fejlesztett ki. Ezen elgoritmus a kovetkez 1épéseket foglalja magaba [5]:
e Zajcsokkentés: egy 5 x 5 méretli Gauss-sziirével torténik.

e A kép intenzitas gradiensének megkeresése: a képre egy Sobel-szlird keriil

alkalmazasra fliggélegesen és vizszintesen is.

¢ Nem-maximalis elnyomas: a pixeleken valé athaladast jelenti, mely eltavolitja a

nem kivant pixeleket, melyek nem szamitanak élnek.

e Hiszterézis kiiszobérték: ebben a fazisban lesz eldontve, hogy mely élek bizo-

nyulnak igazi élnek.

Elméletileg ez az algoritmus megfelel6 megoldast adthat a problémara, viszont ugy
taldltam, hogy egy maésik médszer (HED) sokkal tisztabb éleket tud kinyerni egy le-
mezképbol.

A Canny algoritmust alkalmazva egy képen a 10. abran lathaté eredményt kaptam.
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10. abra. Canny karctérkép

Mint az lathato is, a Canny algoritmus alkalmazasa egy nem tul részletgazdag képet
eredményezett, mely a HED altal készitett karctérképhez képest mindossze nagyjabol
tizedannyi informéciot tartalmaz, amely a modell pontatlansagahoz vezetne. Ennek bi-
zonyitasahoz betanitottam az osztalyozé modellt az eredeti, még nem kiterjesztett adat-

halmazzal, mely révén a 4. tablazatban lathato eredményeket kaptam.

Modell Binaris Fehér-fekete
pontossaga | kereszt-entropia | pixelek aranya
Canny mddszer 95% 0,19 0,8%
HED moédszer 100% 0,04 8,4%

4. Tablazat. Canny vs. HED moédszer

A téblazatban 1évé adatok alapjan kijelentheto, hogy bar a modell pontossagat nem
sokban javitja a HED hal6 hasznalata, viszont a modell altaldnosité képességét nagyban
javitja (ezt jelzi a bindris kereszt-entrépia). Minél kisebb a kereszt-entrdpia, annal kevéshé
fiigg a modell a tanité adathalmaztol, ezaltal jobban teljesit 1j bemeneti adatok esetén.
Végezetiil pedig az is lathaté, hogy a HED hél6 sokkal (a Canny algoritmushoz képest
nagyjabdl tizszer) t6bb részletet tudott kinyerni egy lemezképbél.

Ezen motivaciébol kiindulva dontéttem végill a holisztikusan beagyazott
(holistically-nested) élkinyer6 konvoliciés neurdlis halé mellett (réviden HED), mely
sokkal szebb és részletgazdagabb képet tudott generalni.

Mivel egy olyan neuralis halorél van szé, mely konvolicios rétegeket is tartalmaz, illet-
ve a bemenetként hasznélt képek is nagyok, azt gondolnd az ember, hogy nagy a modell
eroforrasigénye. Szerencsére ez egy elére definialt és betanitott modell, mely szabadon

elérhetd és hasznalhato.
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A HED modell célja, hogy olyan médon tanulja meg a jellemzoéket, hogy ennek alapjan
egy, a valdsaghoz kozeli éltérképet lehessen késziteni. [6] Tovabba, mint azt egyes munkédk
igazolték is, az elore betanitott neuralis halék finomhangolasa rendkiviil hasznosnak bizo-
nyult az alacsony szint{i élkinyer6 feladatokhoz is. [6] Eppen ezért a HED szerkezetének
szerves részét képzi a VGGNet architekturajanak egy része, a kovetkezo valtoztatasokkal:
a VGGNet minden fazisanak utolsé konvolicids rétegéhez van hozzakotve a fejlesztok
altal kifejlesztett egyedi kimenet, és igy alakul az élkinyert kép fazisrdl fazisra.[6] Ezt az

architekturdt a 11. abra szemlélteti.

Input image X

.-'. ' :I 9
Side-output 1

Side-output 2 |) '
1yl

Side-output 3

Receptive Field Size
Side-output 4

5 14| (40| | 92| |196 Side-output{5

A eeennnnee \Weighted-fusion layer Error Propagation Path \ '_ " 1l )
| Il ‘ground truth

"- ----= Side-output layer Error Propagation Path
11. dbra. A HED hélé architektirdja [6]
A modell hasznélatdhoz sziikség volt a deploy.prototxt® fijlra, mely tartalmazta a

hélé teljes szerkezetét, illetve egy elére betanitott caffee fajlra”. Ezek kombinaciéjaval,

illetve az OpenCV dnn csomagjaban 1évé readNetFromCaffe () metdédust hasznalva inici-

Shttps://github.com/s9xie/hed/blob/master/examples/hed/deploy.prototxt
"https://github.com/ashukid/hed-edge-detector/blob/master/hed_pretrained_bsds.
caffemodel
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alizaltam a hélot, majd némi el6feldolgozds utén (ez alatt a blobok elkészitését, a neuralis
hél6 bemenetének bedllitasat illetve a hald elére 1éptetését értem) kinyertem a karcoldsokat
a képekbol. Ennek a modellnek a segitségével a 12. abran lathato eredményt sikeriilt
elérnem.

Viszonyitasképpen ez ugyanannak a lemezképnek egy kivonata, amelyet a fentiekben
bemutatott Canny mddszernél is latni lehet. Tisztan lathaté, hogy ez a modszer sokkal

jobb eredményt produkalt, mint az elébbiekben vizsgédlt Canny algoritmus.

12. abra. HED karctérkép
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6. Augmentalas

A kutatas ezen pontjan rendelkezésemre allt egy 79 elembdl all6 adathalmaz, amely tartal-
mazta a minéségre vonatkozoé kettés célvéltozdkat (PIE és PIF), illetve a karctérképeket.
Az osztalyozo modell megfeleld miikodéséhez elengedhetetlen egy nagy adatallomany,
ezért ki kellett bévitenem az adathalmazt szintetikusan generalt adatokkal. A képeket
osztalyozé modelleknél ajanlott tovabba a képi adatallomany augmentélasa, hogy a mo-
dell minél tobb fajta képet lasson. Ennek koszonhetoen a modell elég jol fog tudni
altalanositani korabban még nem latott bemenetekre.

Az altalam készitett szerkezettel akar 15-30 percig is eltartott sajnos egy lemez digita-
lizalasa. Nyilvanvalo, hogy nem jarhato it ezzel a mdédszerrel nagyobb mennyiségii lemez
digitalizaldsa. Tovabba az sem elhanyagolandé szempont, hogy az egyik osztdly nagyobb
szamban volt reprezentalt.

Ezen probléma kikiiszobolésére két megoldast lehet alkalmazni: csokkenteni a tobbségi
osztalyban az adatok mennyiségét vagy novelni a kisebbségi osztalyban 1évok mennyiségét.
Az els6é opcid valasztasa nem lett volna boles dontés, mivel eleve kevés volt a rendel-
kezésemre all6 adatmennyiség, s ha ezekbol az adatokbol még toroltem volna, akkor még
rosszabb helyzetbe kertiltem volna adat-diverzitas tekintetében.

Ezen okokbdl kifolyodlag jott az az otlet, hogy aranyosan kiterjeszthetném mind a képi
adatokat, mind a mindségre vonatkozo adathalmazt, hogy minden kategéridji lemezbdl

ugyanannyi legyen.

6.1. Képi adatok augmentalasa

Mivel az elozetes klaszterezésnél az algoritmus altal meghatarozott binaris célvaltozot
egy kiilon oszlopként fliztem hozza a mindségi adatokhoz, ahol szerepeltek a lemezek
azonositoi is, be tudtam azonositani a lemezeket és a hozzajuk tartozo kategoriat. Tovabba
a generalt karctérképek fajlneveiben is szerepeltek az azonositék.

Miutan betoltottem az osszes adatot, vagyis a klasztert jelzo illetve a karctérkép ada-
tokat, elkezdtem augmentalni a képi adatokat.

Az algoritmus elinditédsa el6tt elore definidltam, hogy mennyi képet szeretnék generdlni

osztalyonként (erre gondoltam a célzott kiterjesztés fogalom alatt a fentiekben), hogy
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eredményiil minden kategériab6l ugyanannyi kép élljon rendelkezésemre (ez esetemben
300 kép volt osztalyonként, vagyis dsszesen 600 darab).

A képi adatok kiterjesztésére a Keras API preprocessing.image csomagjdban 1évo
ImageDataGenerator osztalyt hasznaltam fel. Noha ezt a mélytanulé modelleknél szoktak
alkalmazni, alkalmas képgeneralasra is.

A paraméterezés meghatarozasakor figyelemmel kévettem az algoritmus altal generalt
képek milyenségét, hogy azok redlisan nézzenek ki, tehat hogy minél kozelebb alljanak

egy valés karctérképhez. A paraméterek és értékeik az alabbi kédban lathatok:

from keras.preprocessing.image import ImageDataGenerator

datagen = ImageDataGenerator(
width_shift_range=0.05,
zoom_range=0.01,
shear_range=0.1,
height_shift_range=0.0,
vertical_flip=False,
horizontal_flip=True,
fill_mode="constant",
cval=0

)

Az els6é négy numerikus paraméter értéke a kovetkezoképpen értendd: mindegyik
egy [0,1] intervallumbeli érték, amely a teljes képhez val6 viszonyt jelzi. Tehat a
width_shift_range paraméter esetében egy +5%-os eltolast fog majd elvégezni a
generator.

Két masik fontos paraméter a £ill_mode és a c_val. Ezek az értékparok fogjak
meghatarozni, hogy az eltolas helyénél milyen értékkel és milyen mdédon legyenek kitoltve
az ires pixelek. A karctérképek binaris szincsatornaval rendelkeznek, ezért evidens volt,
hogy egy konstans kitoltésmédot (£111_mode="constant") vélasztok, s mindezt a fekete
szinnel (cval=0).

A fenti generator altal elééllitott képek egyike a 13. dbran lathato.
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13. abra. Szintetikus karctékép

6.2. Adatminsoségi halmaz augmentalasa

Az adatok mindségét tartalmazo adathalmaznal mar nem volt ilyen egyszerti dolgom,
mint az elébbiekben, ahol csak egy generdtort kellett alkalmaznom, hiszen itt nem volt
ilyenre lehet6ség. Lehetett volna valamilyen zajt adni az adatokhoz, és ezaltal novelni
azok mennyiségét, viszont mindez nem lenne redlis.

A problémat egy gépi tanulé modellel oldottam meg, melynél a bemenet az eredeti,
még nem kiterjesztett (79 elemet tartalmazd) képi adathalmaz volt | a kimenet pedig a
két célvaltozo, a PIE_max és a PIF _max.

Meg kell jegyezni, hogy nagy adathalmaz esetén a neurdlis hélék — akar konvolicids
rétegekkel, akar nélkiiliik — sokkal pontosabb eredményt tudnak adni egy olyan egyszeriibb
gépi tanulé algoritmushoz képest, mint példaul a logisztikus regresszié. Viszont esetem-
ben ez nem 4&llt fenn, mivel csupan 79 elembdl all az adathalmazom, ami til kevés egy
mélytanuld algoritmus hasznalatahoz. Ezért egy olyan koztes megoldast kellett alkalmaz-
nom, amely alkalmas volt erre a feladatra.

A regresszios modellhez 20%-o0s kicsinyitést alkalmazva toltottem be a képi adatokat
(mivel ez is béven elegendé volt a modell szaméra), betoltottem tovabba a célvaltozd
parokat is. Hogy meg tudjak bizonyosodni a modell teljesitményérol, az adathalmazt
ezutan egy tanité és egy validdcidés halmazra osztottam fel, melynek ardnya 80%—20%
volt. Majd ujraskaldztam a képi adatokat oly médon, hogy a pixel értékiiket elosztottam
255-tel, ezaltal atskaldzva ¢ket a [0,255] intervallumrdl a [0, 1] intervallumra. Azért volt
erre sziikség, mivel igy a modell pontosabb és gyorsabb is lett.

Mivel képi adatokrdl van szd, a neuralis haloknal alkalmazott konvolicios rétegek

jellemz6 tanuldst (feature learning) tesznek lehet6vé. Ennek koszonhetéen a képek jel-
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lemz6inek manudlis kinyerése nélkiil érhet6 el a jellemzo tanulas. Ezért alkalmaztam a
betoltott képeken az emlitett konvolicios rétegeket, melynek koszonhetoen tobb mint
kétszeres jellemzoszam novekedést sikeriilt elérnem, ami a lehetové tette egy elég pontos
regressziés modell felépitését és betanitasat.

Az alabbi rétegeket hasznaltam:

e Conv2D: paraméterei filters = 8, kernel_size = (3, 3), padding = 'same',
activation = 'relu' és input_shape = (180, 2100, 1) (utébbi a bemeneti

képek méretét hivatott jeldlni).
e MaxPooling2D: paraméterei pool_size = (2, 2) és strides = 6.

e Flatten: ez a réteg felel a 180 x 2100-as méretii képek egy dimenzids vektorra

torténd alakitasaért.

A modell kivalasztasandl tigyeltem arra, hogy gyorsasag tekintetében is optimalis le-
gyen, a pontossaga is aranylag jo legyen, illetve hogy a hiba értéke is a lehetd legki-
sebb legyen. Végiil az scikit-learn konyvtar MultiOutputRegressor osztdlyara esett
a valasztasom, tekintve hogy két célvaltozoval dolgoztam. Ezenkiviil sziikségem volt még
egy bels6 becslo objektumra is, amely a fentiek alapjan a LinearRegression osztély egy
példanya lett.

A legmegfelelobb hiperparaméterek meghatdarozasdhoz az sklearn csomag
GridSearchCV osztalyat hasznaltam, mely az adott modellt az Osszes paraméterparra
kiprobalta és értékelte. Az altalam hasznalt paraméter-racs illetve a GridSearchCV

paraméterei a kovetkezok voltak:

param_grid = {
'estimator__fit_intercept': [True, False],
'estimator__positive': [True, False]

}

estimator = LinearRegression()

grid_search = GridSearchCV(MultiOutputRegressor (estimator),
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param_grid=param_grid,

scoring='neg_mean_absolute_error')

Mint az lathato is, a pontozasra a negativ atlagolt abszolut hiba értékét hasznaltam
fel, mivel szerettem volna, hogy a modell minél jobban &dltalanositson, vagyis hogy jobb
eredményt adjon 1j, még nem latott adatok esetén is.

A fenti racskeresést lefuttatva a kovetkez6 paramétereket és pontszamot kaptam:

e Negativ MAE: —2256.

e Optimalis paraméterek: fit_intercept: True, positive: False.

Ezt a modellt hasznalva a fenti hiperparaméterekkel sikeriilt elérnem egy atlagolt,
kb. £34%-os hibakiiszobot, mely célvaltozdként a kovetkezdket jelentette: kb. +36%
hibakiiszob a PIE_max esetében és +32% kiiszobérték a PIF _max esetében. FEzek a
szamok a MAE (Mean Abolute Error) teljesitményt méré statisztikai valtozét hasznalva
lettek kiszamolva.

Mindazonaltal ezek magas értékeknek bizonyulhatnak, viszont (mint azt majd a
kés6bbiekben megmutatom) az adathalmaz eloszlasa nem valtozott sokat, s6t még jobban

el lettek osztva az adatok ezen augmentacionak koszonhetéen.

6.3. Augmentalt adatok asszocialasa és uj adathalmaz megal-

kotasa

A fenti cim alatt az augmentalt képi adatokon alapuld 1j adatmindségi adatok generaldsat
értem, mégpedig az el6zoleg bemutatott linearis regresszioval.

Az Osszes kép — beleértve az eredeti adathalmazt és az augmentaltat is — és az
elkészitett modell betoltése utan prediktaltam az adatintegritast leird két célvaltozé-par
értékét. Annak érdekében, hogy a végleges adathalmaz tartalmazza az eredeti adathal-
maz elemeit is, az augmentalt adathalmazhoz hozzafliztem az eredeti, 79 elembdl allo
adatallomanyt is. Ezaltal sikeriilt elérnem, hogy a kiterjesztett adathalmaz kb. 16%-a az

eredeti adathalmazbdl szarmazzon. Ezen adatelemek eloszlédsa a 14. abran 1athato.
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14. abra. A Kkiterjesztett adathalmaz paronkénti kapcsolatai

Ezek utdn mentettem az augmentélt adatokat, illetve azonositékat is fliztem hozzdjuk
és az aktualis képekhez a késobbi beazonositas megkonnyitésének érdekében.

A fenti 1épések utan rendelkezésemre allt egy 533 elembdl allo adathalmaz, mely tartal-
mazta a szintetikusan kialakitott adatokat is. Azért nem tartalmazott az adatallomany
pontosan 600 darab elemet, mivel a generalandé képmennyiség nem mindig volt egész
szam. Ha példaul az egyik kategoriabol 200 darab szintetikus képre volt sziikség és a hal-
mazban eredetileg 34 ilyen kategoriaju kép volt, akkor ezen szamokat elosztva 5,88 képet
kellene generalni elemenként, ami természetesen nem lehetséges. A nem egész szamokat

lefelé kerekitettem, tehat példaul 5,82 kép esetén az algoritmus 5 képet generalt.
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6.4. A végso klaszterek megallapitasa

Az augmentacio utolsé 1épése a végsd kategoridk kialakitdasa volt, ehhez szinte ugyanazok
a modszerek keriiltek alkalmazasra, mint az elozetes klaszterezésnél.

Mint azt a 14. abran is lehet latni, ismételten keletkeztek kiugrd értékek. Ezen értékek
kikiiszobolésére szintén a fentiekben is alkalmazott z-pontszamon alapuld sziirést alkal-
maztam, viszont most a kiiszobértéket 3-ra allitottam be, melyet a gyakorlatban altalaban
haszndlnak. Meg kell emliteni, hogy az adatokat a szlirés el6tt a [0, 1] intervallumra nor-
malizédltam, megkonnyitve ezzel az adathalmazzal kapcsolatos tovabbi teenddket.

A gépi tanul6 modell tekintetében szintén egy nem feliigyelt tanitdson alapulé mo-
dellt hasznéaltam, mégpedig a DBSCAN-t, ahol fel tudtam konfiguralni a fontos hiper-
paramétereket, a min_samples-t és az epsilon-t. Ebben az esetben is arra probaltam
figyelni, hogy a leiré statisztikak mellett a cimkék aranya is megfeleléen alakuljon.

Az epsilon paraméter értékeként a 0,05 értéket hasznédltam, a min_samples
értékeként pedig 250-et, mivel ez lefedi nagyjabdl a teljes adathalmaz felét.

Ezeket a paramétereket haszndlva végiil a kovetkezo teljesitmény-kiilonbségeket figyel-

tem meg:
e Silhouette pontszam: 0,54
e Calinski-Harabasz pontszam: 647,30
e Davies-Bouldin pontszam: 0,69

Bér a Silhouette pontszdm 13%-kal roszabb lett, addig a Calinski-Harabasz pontszam
kozel 600%-kal javult, a Davies-Bouldin pontszdm pedig 7%-kal nétt, nem beszélve a
kategoridk eloszldsardl, amely sokkal jobb lett, amint az a 15. abran is lathato.

A 16. dbra pontdiagramjan az ujonnan kiterjesztett adathalmaz pontjainak a cso-
portosulasat lehet megtekinteni. A csoportok kozéppontjait most is egy fekete csillaggal

jeloltem.
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7. Osztalyozas

Végezetiil szeretnék szot ejteni a kutatds f6 elemérdl, az osztdlyozé modellrdl. Elein-
te ugy gondoltam, hogy mivel képeket kell majd osztalyozni, jol johet egy konvolicios
neuralis halé, viszont ehhez til kevés a kozel 500 elem@i adathalmaz. A masik opcié sem
tul jo, vagyis hogy csak egyszeri logisztikus regresszié legyen hasznalva énmagaban. Hi-
szen éppen azért szokas konvolicids neuralis halokat hasznalni, mert azoknal nem kell
kinyerni a jellemzOket manudlisan, hanem a halé maga tanulja meg Oket (feature lear-
ning) eltéréen a logisztikus regressziotol, melynél kézzel sziikséges kinyerni a jellemzéket
(feature engineering).

Erre a problémara azt a megoldast taldltam ki, hogy miért is ne kombinaljam e kettot?
Vagyis hogy tartsam meg a jellemz6 tanulast biztosité konvoluciés rétegeket és a kevés
adattal is jol beér6 linearis modellt. Eppen ezért is készitettem egy olyan hibrid modellt,
amely e kettét 0tvozi, és amelynek a kévetkezo alfejezetben fogom leirni a szerkezetét és

felépitését.

7.1. A modell felépitése és szerkezete

Az osztalyozo modell felépitésénél fontos szempont volt a megfelel6 rétegek hasznalata és
azok optimalis felparaméterezése. Ezen szempontok azért voltak fontosak, mert nagyon
vékony a hatar egy modell tiltanitasa (overfitting) és alultanitdsa (underfitting) kozott.

A modellt egy sor — pontosabban harom — réteggel kezdtem felépiteni, melyek
segitségével a képekbol sokkal gordiilékenyebben ki lehetett nyerni a jellemzoket. A

harom konvolicids réteg:

e Conv2D: paraméterei filters = 8, kernel_size = (3, 3), padding = 'same',
activation = 'relu' és input_shape = (180, 2100, 1) (utébbi a bemeneti

képek méretét hivatott jeldlni).
e MaxPooling2D: paraméterei pool_size = (2, 2) és strides = 6.
e Flatten: ez a réteg felel a 180 x 2100-as méretii képek egy dimenzids vektorra

torténd alakitasaért.
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Ezeket koveti a logisztikus regresszié alkalmazasa, mivel ez adta a legjobb eredményt
az Osszes tObbi osztdlyozé modellel Osszehasonlitva. A tanitas el6tt a képek at lettek
méretezve eredeti méretitk 20%-dra, illetve a pixel értékek el lettek osztva 255-tel a [0, 1]
intervallumra valé skalazas céljabol.

A megfelel6 hiperparaméterek kivalasztdsahoz itt is a GridSearchCV osztélyt
hasznaltam, amely minden lehetséges paraméter kombinacioval betanitja és értékeli az

altalam kivalasztott modellt. A racs-keres6 algoritmus és annak paraméterei:

logistic_regression = LogisticRegression()
param_grid = {
'c': [0.01, 0.1, 1, 10],
'penalty': ['11', '12', 'elasticnet'],
'solver': ['liblinear', 'lbfgs'l],
'fit_intercept': [False, Truel,

'class_weight': [None, 'balanced']

grid_search = GridSearchCV(
logistic_regression,
param_grid,
cv=h,
error_score=-9999,
scoring=('f1', 'accuracy'),

refit=False

A fenti paramétereket gy prébaltam megvalasztani, hogy a lehetd legatfogébbak le-
gyenek, illetve hogy kompatibilisek legyenek a megoldandé problamaval. Mindazonaltal,
mivel igy is kialakultak inkompatibilis paraméter parositasok, a —9999 hiba pontszamot
allitottam be az eljaras szamara, vagyis ha nem kompatibilisek a paraméterek és emiatt
hibara futna, akkor a pontszamnak ezt az értéket allitja be.

Ennél a racskeresésnél nem csak egy pontozasi metrikat allitottam be, hanem kettot
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is, mégpedig az F1 illetve a pontossdg metrikakat. Azért esett erre a metrika-parra
a valasztdsom, mivel bindaris osztélyozasi feladatokndl ezek a leghelyénvalobbak, mivel
biztositjak a modell pontossagat és azt is, hogy jdl teljesitsen 1j, korabban nem latott

adatokon is. A récskereso algoritmus a kévetkezo paramétereket talalta optimalisaknak:

{'C': 0.1, 'class_weight': 'balanced', 'fit_intercept': True,

'penalty': '12', 'solver': 'lbfgs'}

SzélsOséges esetekben a két metrika két kiilonbozo paraméterhalmazt hataroz meg,
viszont esetemben mindkét pontozasi metrika a fenti paramétereket eredményezte
optimélis megoldasként, melyeket alkalmazva a kovetkezd pontszamokat produkalta:

mean_test_f1 = 0.94 és mean_test_accuracy = 0.93.

7.2. Teljesitmény

A modell teljesitményénél tobb tényezot is figyelembe vettem, mint példaul a pontossag,
a bindris kereszt-entrépia, a ROC gorbe® és az AUC? érték. A pontossdgra vonatkozé

eredményeket az 5. tablazatban lehet megvizsgalni.

Validaciés adathalmazon | Teljes adathalmazon
Pontossag 92% 98%
Binaris kereszt-entrépia 0,18 0,06
AUC 0,92 0,98

5. Tablazat. Az osztalyozé modell teljesitménye

Ebben az esetben is szétvalasztottam a teljes adathalmazt tanité és validaciés halma-
zokra, melyek ardnya ismételten 80%-20% volt, vagyis az adatok 80%-a a tanitasra volt
felhaszndlva, a maradék 20% pedig a modell teljesitményének mérésére.

Tévesztési matrixot is készitettem a validaciés adatok felhaszndlasaval, mely

a 17. abran lathato. A validacids adatokon alapulé ROC gorbe pedig a 18. abran lathato.

7.3. Példak

Ebben az alfejezetben par képpel szeretném illusztralni mindkét kategédriat, vagyis egy

adatmindségében jé lemezt és egy rosszat is, hogy oOsszevethetoek legyenek egymassal.

8 Receiver Operating Characteristic Curve
9 Area Under the ROC Curve
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18. abra. Az osztélyozé modell ROC gorbéje

A 19. abrén a j6 és rossz adatmindségl kategoridkba esé lemezek karctérképei lathatok
egymas mellett. Mint lathatd, a jé mindségii lemezen alig van karcolds, mig a rossz

mindségi tele van feliileti sériilésekkel.
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(a) Jé minéségli lemez (b) Rossz mindségii lemez

19. abra. Jo és rossz adatminGségli lemezek kartérképei
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8. Osszefoglalés

A kutatds zaré gondolataként szeretnék szot ejteni néhény érdekes és fontos kovetkez-
tetésrol, melyeket az aldbbiakban fogok targyalni. Ezen kovetkeztetések kialakitdsahoz a
teljes adathalmazt hasznaltam fel.

Két oldalrdl fogom tovabba vizsgalni az optikai lemezek és azok dllapota kozotti kap-
csolatot: az adatmindséget és a vizudlis reprezentaciot figyelembe véve.

Az adamindségre vonatkozd kovetkeztetések megalkotasahoz a kiterjesztett adathal-
mazt hasznaltam fel kiindulasként, s igy nyertem ki a 6. tdblazatban olvashaté megfi-
gyeléseket.

A vizualis kiilonbségek vizsgalatahoz pedig egy egyszerii eljaras-sorozatot imp-
lementaltam, amely az Osszes karctérkép feldolgozasaval a kovetkezo adatokat nyeri

ki:

Maximalis, minim4lis és atlagos karcteriilet(ek): a lemezeken taldlhaté egyes

karcolasok teriiletének maximuma, minimuma és atlaga.

Maximalis, minimdlis és atlagos karckeriilet(ek): a lemezeken taldlhaté egyes

karcolasok keriiletének maximuma, minimuma és atlaga.

Karcolasok szama: atlagosan hany darab karcolas van a lemezeken.

Karcolasok lefedettsége: egy [0,1] intervallumbeli szdm, amely a karcoldsok

Osszegzett teriiletének és a lemez teljes teriiletének aranyat jelenti.

Fontos hozzatennem, hogy ez csak metrikak kinyerésére lett elkészitve, az osztalyozd mo-
dellel nem hasznalhatd, mivel nagyon rossz eredményt produkalna. Ennek oka az, hogy
a jellemzok manudlis kinyerése kozel nem olyan optimélis, mint a konvoliciés rétegekkel

torténo kinyerés.

8.1. Adatminoségen alapulé kovetkeztetések

Osszefoglalasként eloszor szeretnék szot ejteni az adatmindségi halmaz intervallumairdl,

tehat hogy mely intervallumba tartoznak a jé illetve rossz lemezek. Intervallumok tekin-
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tetében mindkét célvaltozot figyelembe vettem, vagyis a PIE_max-ot és a PIF_max-ot

is. Ezen statisztikdk értékeit a 6. tablazat tartalmazza.

PIE max intervallum | PIF max intervallum
Rossz lemezek [4.06, 93.0] [3.02, 29.0]
J6 lemezek (0.1, 19.65] [0.04, 7.37]

6. Tablazat. Adatmindségi hatdarok

PIE_max PIF_max
30
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T 100 * x
Max % T Max
x T Max
¥ 6 25 1
15 80 1 %
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107 Q3 15
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5 | Q Q-I
i Q2
Q1 o 5 |
20 A
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0+ . 04
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Jo lemez Rossz lemez Jo lemez Rossz lemez

20. abra. A PIE_max és PIF _max dobozabréaja

A fenti értékeket hasznalva meg lehet allapitani, hogy egy lemez adatmindségét te-
kintve mennyire van jo avagy rossz allapotban. Fontos kiemelnem azt is, hogy ezen
értékek az altalam mért tendencidkat hivatottak reprezentalni, hiszen minden esetben

el6fordulhatnak szélséséges értékek.

8.2. Vizualizacion alapulé kovetkeztetések

A karcoldsok tulajdonsagai (példaul méret, keriilet) és a lemez minésége (jé vagy rossz)

kozotti kapcsolatot szemlélteti a 7. tablazat.
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Fontos megjegyezni, hogy a tablazatban lathatd értékek az utolsé sor kivételével pi-

xelben értendoek. Az utolsé el6tti sor értékei darabszamok, az utolso soréi pedig ardnyok

(0,6 = 6%).
J6 lemez | Rossz lemez Formula
Maximadlis karcteriilet | 96650,8 260806,32 max(Tf,..., Tk )
Minimalis karcteriilet 0,55 0,51 min(TF, ..., TF)
Atlagos karcteriilet | 2029,39 2789,42 LS T
Maximalis karckeriilet | 4367,09 10497,71 max(KY,..., KF )
Minimalis karckeriilet 3,61 3,45 min(KY, ..., KF )
Atlagos karckeriilet 181,09 207,27 o LS K
Karcolasok szama 291,22 473,13 Nk
Karcolasok lefedettsége 0,06 0,13 o TRy T

7. Tablazat. A karcoldsok statisztikai

Adott a jé lemezek halmaza, melyet jeloljon Dy, illetve a rossz elemek halmaza, melyet

pedig jeloljon Dy, legyenek tovabba ny = |D1| (a j6 lemezek szama) és ng = |Dg| (a rossz
lemezek szama).

A téblazat formuldiban TF és K¥ az i-edik j6

) (k = 1)/rossz (k = 0) lemezen 1évé

karcolasok teriiletének illetve keriiletének Osszegét jelentik, ahol k € {0,1} ési =1,...,ny,
T pedig egy lemez teljes teriilete.

Mint azt latni is lehet (ldsd a piros szdmokat a tabldzatban), a jé lemezek és rossz
lemezek kozott a tertiletnél, keriiletnél, a karcolasok szamanal és lefedettségénél vannak
nagyobb eltérések az adatokban. fgy azt a kovetkeztetést lehet levonni, hogy leginkabb

a karcolasok teriilete, keriilete, mennyisége és lefedettsége szamit az adatmindség

eldontésekor.
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8.3. Eredmények értékelése

Kijelenthetem, hogy a kutatést rendkiviili eredményekkel zarhattam, mivel az altalam
készitett kompozit modell kozel 98%-o0s pontossdggal képes meghatarozni egy adott le-
mezrél annak milyenségét (hasznalhaté vagy hasznalhatatlan). Tovébba sikeriilt azt is
elérnem, hogy a modell j6 eredményt adjon korabban nem latott adatokon is. Ezt a
teljesitményt hivatott illusztralni a binaris kereszt-entropia, melynek értéke a validacios

adathalmazon 0,18.

8.4. Tovabbfejlesztési lehetoségek

A tovabbfejlesztési lehetéségek kozott szerepel a nagyobb adathalmaz megalkotasa és a
modell Gjratanitasa. Mint azt emlitettem is, minnél nagyobb és dusabb az adathalmaz, a
modell annal pontosabb is. Az adathalmazt novelve lehetdség lenne konvolicids neurdlis
hélé hasznélatara is, mivel mar lenne elég adatom ahhoz, hogy ez jobb eredményt adjon
a dolgozatban bemutatott modellhez képest.

Véleményem szerint egy jéval nagyobb adathalmaz megalkotasdahoz elengedhetetlen
lenne egy olyan szerkezet, mely képes lenne gyorsabban digitalizalni (befotézni) a leme-
zeket, mint ahogy azt jelenleg manudalisan meg tudom csindlni. Ehhez lehetne hasznalni

3D nyomtatott és Arduino alkatrészeket (kamera, motor, mikro-kontroller).
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A kutatas létrejottében rengeteg ember segédkezett nekem, legyen az akar egy apré meg-
jegyzés, tandcs vagy sok dolgot atoleld segitségnytutjas.

El6szor is koszonetet szeretnék mondani a témavezeto tanaraimnak, Dr. Jeszensz-
ky Péter tanar urnak és Dr. Ispany Marton tanar trnak, akik nélkiil nem johetett
volna létre ez a kutatas. Elképesztoen sokat segitettek az otletelésben, a gondolatmenet
kialakitasdban és elinditasaban. Az sem elfelejtendd, hogy Ok illetve az Informacié Tech-
nolégia Tanszék egy rendkiviil erés szamitogépet is biztositottak a kutatdsi munkara, ami
nélkiil nem tudott volna megvaldsulni ez a dolgozat.

Szeretném megkdszonni tovabba a Debreceni Egyetem Egyetemi és Nemzeti
Konyvtaranak, hogy rendelkezésemre bocsatottak olyan DVD lemezeket, melyek a ku-
tatasban felhaszndalt adatallomanyok alapjaul szolgaltak. Személy szerint meg szeretném
koszonni Jeszenszky Zsuzsannanak a lemezek kolesonzése kapesan nyuijtott segitségét.

Végiil, de nem utolsésorban szeretnék koszonetet mondani a csaldadomnak és

barataimnak, hogy tamogattak a mindennapokban és segitették ezen munkamat is.
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