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Bevezetés

Napjaink egyik legismertebb informatikai témakore a mesterséges intelligencia. A témakor pontos
meghatarozasa viszont nem egy egyszerti feladat. Mar az se egyértelm{i, hogy mit tekintiink
intelligencianak, hiszen még errdl is vita folyik. Alan Turing kidolgozott egy tesztet [35] arra, hogy
megallapitsuk hogy a mesterséges intelligencia valdban intelligens-e. Ennek soran, ha egy ember
nem tudja megkiilonboztetni a “gépet” az embertdl egy parbeszédet kdvetben , akkor a gépet
intelligensnek tekinthetjiik. Ezzel a tesztel az a probléma, hogy ez a teszt is a valodi
intelligencidnak csak egy szeletét fedi le. Eppen ezért hasznosabb, ha gy tekintiink a mesterséges
intelligencidra, mint algoritmusok, modszerek, eszkdzok egyiittese, amely képes egy adathalmaz

segitségével tanulni és olyan problémakat megoldani, amihez emberi gondolkodas sziikséges. [1]

A mesterséges intelligenciak alkalmazasa elGsegitik és felgyorsitjadk bizonyos problémak
megoldasat. A vizsgalatok targya a regresszio és az osztalyozas mely tobbféle algoritmust dlel fel.
Az osztalyozas soran a meglévd attributumok alapjan osztalyokba soroljuk a kérdéses elemeket.
Regresszio soran pedig az attribitumok alapjan egy valds érték meghatarozasa a cél. Ezekre a

feladatokra tobbféle eszkozt is kidolgoztak, koztiik a dontési fakat. [5]

A dontési fak mar tobb elemzés alkalmaval bizonyitottdk hasznossagukat a val6s problémak

megoldasa soran.

A dontési fa modszert sikerrel alkalmaztak arra, hogy bizonyos teriiletekre mennyire jellemz6 az
arviz el6forduldsa egy év folyaman, és hogy melyek azok a tényezOk, amelyekbdl
kovetkeztethetiink az arviz el6fordulasara. A CART algoritmust alkalmaztak, amely 83%
pontossaggal teljesitett és ennek segitségével még egy térképet is 1étre hoztak melyen jol kivehet6,

hogy mely teriiletek érintettek nagyobb eséllyel arvizekben.[2]

Az energia szektorban azon beliil is a megujuléd energia kapcsan is nagy hasznat vették a dontési
faknak. Annak érdekében, hogy leroviditsék azt az id6t, amivel meghatarozzak egy széler6mii
elhelyezésének idedlis helyét (hosszadalmas méréssel) dontési fakat hasznéalva allitottak el az
ehhez sziikséges informacidkat. Az eredmények végiil jelent6sen megkozelitették a valos adatokat

95%-0s pontossaggal [3].

A dontési fakat alapvetden osztalyozasra talaltdk ki, és az irodalomban is dontéen erre latunk

példakat, viszont megfelel§ adaptéalassal képesek regresszids feladatot is ellatni. Két széles korben
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ismert és hasznalt dontési fa algoritmus az ID3, valamint a CART. Az el6bbit osztalyozasra még
az utébbi mind a kett6re hasznalhat6. Az ID3 algoritmust 1986-ban publikalta Quinlan, J. Ross
[4]. O kiemelte, hogy a mesterséges intelligencidnak tobb teriilete 1étezik. Vannak olyan
rendszerek, amelyek a sajat teljesitményiiket alapul véve bels6 paramétereik
allitasaval(finomhangolasaval) probalnak egyre jobb eredményeket elérni. Egy masik
megkdzelités pedig amikor a tanulads folyaman strukturdlt tudasra tesz szert. Viszont az akkori
modszerekkel ezeknek a rendszereknek megvoltak a hatarai mivel tobb szaz vagy akar tobb ezer
szabaly megtanitasara lenne sziikség. [4]. Az ID3 egy egyszer( tudasalapu rendszer, mely kénnyen
tanithaté. Ez osztalyozasra lett kitalalva, és azota mar 1étezik tobb tovabb fejlesztett valtozata is,
ebbdl az egyik legismertebb a C4.5. Erre azért volt sziikség, mert az ID3 érzékeny volt afelé az
attribitumok felé, amelyek relativan sok célértékkel rendelkeznek. [4] A val6 életben sok adat,
mint példaul a hdmérséklet vagy a tomeg folytonos értékek igy az osztalyozas nem egy megfeleld

modszer. Ilyenkor hasznalhatunk egy regresszids fat.

Feliigyelt és feliigyelet nélkiili tanitas

A feliigyelt tanitas soran az algoritmust egy olyan T tanit6 halmaz segitségével tanitjuk, amelyben
az objektumok két f6 részre bonthatoak. A fiigg6 és fiiggetlen valtozékra. A fiiggetlen valtozok
attribitumokbol allnak 6ssze a fiigg6 valtozok pedig azok az értékek, amelyeket meg szeretnénk
allapitani a fiiggd valtozok alapjan. Ez osztalyozas esetén diszkrét értékek, regresszios esetén pedig
valésak. A fiiggetlen valtozok alapjan az algoritmus megprobal kovetkeztetni a hozza tartozo
fligg6 valtozdékra. A pontossag alapjan pedig a megfelel6 valtoztatasokat hatjuk végre a modellben
annak érdekében, hogy a jovoben pontosabb eredményt adjon. Ilyen mdodon tanulnak példaul a
neuralis halok. Ez a modszer tovabbi két részre bonthatd. Osztdlyozasra és regressziora.
Osztalyozas soran egy el6re definialt osztalyokba sorolast hajtunk végre, még regresszid soran
pedig valos értékeket szeretnénk meghatdrozni az attribitumok alapjan minél nagyobb

pontossaggal.[5]

A feliigyelet néliili tanitas soran egy T/ adathalmazt alkalmazunk. A T7 egy felcimkézetlen
adathalmaz melyben nincsenek célértékek. A meglévd adatokbol, kiilonb6zé mddszerekkel egy
ember szamara is értelmezhet0 és hasznos adatokat probal kinyerni a modelliink. Egy ilyen
modszer példaul a klaszterezés mely soran az adatokat kiilonb6z6 csoportokba soroljuk és igy

elkiilonitjiik 6ket egymastol. [5]



Dontési fak
Az els6 dontési fa a szakirodalomban még 1963-ban jelent meg, az Automatic Interaction Detection
(AID) [6]. Ez a dontési fa regresszios feladatok megoldasara lett kitalalva. A fa gyokeér
csomoponttol kezdéd6en minden csomopontban bindrisan ketté osztja az adathalmazt. Az impurity
az a mérészam, amely meghatarozza hogy egy felosztas mennyire optimalis. Erre az atlagtél vald
négyzetes eltérést hasznaltdk. Ez alapjan hajtotta végre a felosztast az algoritmus, ott, ahol a
legkisebb volt ez az eltérés. Amennyiben elér egy bizonyos elére meghatarozott heterogenitast,
akkor nem folytatja a felosztasokat. A josolt érték pedig a végsé csomopontban 1év6 célértékek

atlaga.[7]

Egy késdbbi jelentds tovabbfejlesztés a CART algoritmus amelyet 1984-ben publikaltak, mely a
regresszié mellet mar osztalyozast is képes volt elvégezni.[8]. Hogy milyen feladatok elvégzésére
lett kitaldlva azt a neve is tiikrozi, amely a Classification and Regression tree roviditése. Egy nagy
Ujitadsa az algoritmusnak, hogy ahelyett, hogy valamilyen szabdly alapjan leallna a fa épiilése,
engedi hogy egy nagy méret( fat kiépitsen és utana vissza metszi. Ez megoldja az alul illeszkedés
és feliil illeszkedés problémat, amivel az AID kiizdott. Cserébe viszont tobb szamitasi kapacitast

igényel. Emelet képes kezelni a hidnyzo adatokat is.[7]

Az ID3(Quinlan, J. Ross 1986) egy osztalyozasra fejlesztett fa mely nem képes regresszios
feladatot megoldani. [7]. Ez egy jol mi{ik6dd algoritmus viszont vannak hibai. Amennyiben egy
attribitumhoz aranylag sok érték tartozik, afelé elfogult lesz, valamint a zajos adathalmazt sem
képes megfelel6en kezelni [9]. A C4.5(Quinlan, J. Ross 1993) [9] az ID3 tovabbfejlesztése, amely
az elébb felsorolt hibakat javitja valamint lehetGvé teszi a regresszios feladatok megoldasat is.
Hogy ne legyen elfogult egy tj modszert hasznal. Egy csomdpont impurity mérésére az
Information gain helyett a Gain ratio-t hasznalja, amely képes az adathalmazban torténd

elfogultsagokat kisz{irni.[9]

Ezek a modszerek alapjait képzik olyan mas kutatdsoknak, amelyek a jeleniinkre is kihatassal

vannak és egy atlagembert is érinthet, vagy a szakemberek munkajat segitik eld.

A kutatas és fejlesztés teriiletén is alkalmaztak dontési fakat annak érdekében, hogy elGsegitség a
mérnokok fejlesztéi munkajat. Olyan rendszereket terveztek amelyek ezt kiilonb6z6 modszerek

segitségével valésitjadk meg mint a KNN, SVM valamint déntési fa és regresszios fa. Ezen kutatas



soran két adathalmazon vizsgaltak a kiilonb6z6 maddszereket, algoritmusokat. Az egyik esetben
motorok még a masik esetben kompresszorok adatait hasznaltak és dolgoztak fel. A regresszids fa
az esetek tobbségében 90% koriili pontossagot ért el. A stator magassaganak megallapitasosakor
a Random forest 91%-o0s pontossagot ért el még az LS BOOST csak 84%-ot az SVM linear pedig
86-ot. A rotor magassaganak megallapitdsa esetén a regresszios fa 89%-os pontossaggal

rendelkezett még a KNN csak 84%-al. [10]

Az Onvezetés technolégia rohamosan fejlddik és egyre tobb autdoban elérhetd valamilyen
korlatozassal, mivel még vannak korlatai a technolégianak. A kamerak ,,latasi” viszonyait nagyban
befolyasolja az id6jaras, éppen ezért, hogy megallapitsak az ut allapotat radar szenzorok adatait
hasznaltak fel egy kutatas soran és egy CART dontési fat épitettek ki. Az esetek megkdzelitleg
95% -ban pontos eredményt adott [11].

A regresszios fa tovabba hasznosnak bizonyult az élelmiszeriparban is. Azt szerették volna
megallapitani, hogy hogyan 6rizzék meg az 4fonya minéségét addig még el nem jut a fogyasztoig.
Ebben tébbek kozott fontos szerepet jatszik a homérséklet és a paratartalom. Egy BRT modellt
hasznaltak, amely nagy pontossaggal meg tudta josolni az afonya suily csokkenését amely alapjan

ovintézkedéseket lehet bevezetni [12].

ID3

A T tanit6 halmaz attribitumokbol és célértékekbdl épiil fel. A az attribitumok halmaza, valamint

C a célvéltozok halmaza. A]- egy attributumhoz tartozo értékeke halmaza.
Xj; € dom(A;)

Melyben x; ;, A; i-ik eleme.

/j’
A dontési fa egy G = (V,E) graf ahol V a csucspontok halmaza, E pedig az élek halmaza. A veV
csucspont egy feltételt jelol, amely valamely attribitumra vonatkozik, és ez alapjan felosztjuk az
T adathalmazunkat. Az ecE él pedig a feltétel kiértékelését kovet6 eredmény. a(v) a dontések

kimenetelének halmaza, a C(v) pedig gyerekek halmaza. [13]

A dontési fa fel6lrdl lefelé épitkezik. A gydkércsomopontbol kiindulva meghatarozunk egy feltételt

ez meghatarozza az eldgazasokat, majd azt kévetden felosztjuk az adathalmazt. Ezaltal eljuthatunk



a kovetkezd szinten talalhaté csomopontokig. Ezt rekurzivan addig folytatjuk egy agon még el

nem ériink egy levélig. [14].

Maga a feltétel meghatarozasa, a felosztas, valamint, hogy mikor ériink el egy levelet
implementacié fiiggd. Az ID3 esetén addig folytatjuk a felosztast még fel nem hasznaltunk minden
attribitumot legfeljebb egyszer, hogy ne ragadjunk bele egy végtelen ciklusba, vagy amig homogén
nem lesz a célvaltozok halmaza. Azt, hogy melyik attribitum alapjan osztjuk fel az adathalmazt
azt az information gain fogja meghatarozni. Amelyik felosztasnal a legnagyobb volt az information

gain, aszerint az attribitum szerint osztjuk fel az adathalmazt.[15]

Ahhoz, hogy megallapitsuk az information gaint sziikségiink van az entrépidra. Az entrépiaval

meghatarozhatjuk egy csomdpont heterogenitasat.

Az entropiat a kovetkezo képlettel szamoljuk:

[

En :—Z pix logs p;
i

Ahol En az entropia, ¢ a cél kategériadk szama, p; pedig az i-edik kategoria el6fordulasi

valoszinlisége. Amennyiben az entrépia 0 az azt jelenti, hogy teljesen homogén a célvaltozok
halmaza, egyhez kozeledve pedig csokken a homogenitas (1-nél nagyobb nem lehet az

entropia).[15]
Példaul ha két kategériank van a és b valamint a halmazunk ugy nézz ki hogy {a,a,b,b} akkor az
entropiat a kovetkez6 képen szamoljuk ki:
1 1 1 1
En ——(2X10g22 + leogzz) =1

Ez messze van a homogenitastol. Azonban, ha példaul a halmazunk ugy nézz ki hogy {a,a} akkor

az entropiat a kovetkez6 képen szamoljuk ki:
En=-(1xlog,1)=0
Szdval teljesen homogén az adathalmazunk.

Az information gain az entrépia varhat6 csokkenése az adott attribuitum felosztas soran [14]. Ennek

segitségével pedig meg tudjuk hatdrozni, hogy melyik attriblitum szerint érdemes felosztani az



adathalmazt. Ilyenkor kiszamitjuk a sziil6 csomopont entrépidjat és kivonjuk bel6le a gyerek

csomopontok sulyozott entropiajat [14][15].

Az information gaint a kovetkez6 képlettel szamoljuk:

_p B (1 XE)
=, - 2L

Ahol E,, az a sziil6 csomopont célkategoriainak az entropidja, n; az i-edik gyerek csomopont

kategoridinak szamossaga, az entropy; pedig az i-edik gyerek csomodpont kategoridinak az

entropiaja. Az N pedig a bejoévo objektumok szamossaga.[15]

Amikor a fat felépitjiikk akkor rekurzivan felosztjuk az adathalmazt. Minden attribitummal
végrehajtjuk a felosztast majd kiszamitjuk a létrejott részhalmazok entrépidjat. Ezt kovet6en

meghatarozzuk az I -t és az Gsszes felosztast kovetOen azt valasztjuk amelyik esetén a legnagyobb

volt az Ig.[15]

Végiil miutan felhasznaltunk minden attribitumot, vagy teljesen homogén a célvaltozok halmaza
akkor az adott 4gon befejezziik a fa épitését. Az itt talalhaté kategoridk reprezentaljak a dontést.
[14][15]. Amennyiben meg szeretnénk hozni egy dontést akkor az attribitumokon végrehajtjuk a
korbabban meghatarozott teszteket mig el nem jutunk egy dontésig. Példaul, ha azt szeretném
eldonteni, hogy elmenjek-e kerékparozni, amelyet 0-val jel6lok, ha nem és 1-el ha igen, azt egy
attribitum fogja meghatarozni, az pedig az es6. Egy tesztet kovetGen erre két lehetséges valasz
lehet igen és nem. Amennyiben esik az es6 az igen feltételt teljesité agon haladok tovabb itt viszont
csak olyan értékek vannak, ahol a célvaltozdk a O értéket veszik fel. Ellenkez esetben pedig csak

olyan célvaltozdim lehetnek, amelyek értéke 1.

C4.5

A C4.5 az ID3 tovabbfejlesztése, amely annak hidnyossagait, hibait hivatott orvosolni. A legfébb
probléma, hogy amennyiben egy adott attribitumhoz relativan sok célérték tartozik akkor
tulsagosan nagy szerepet fog neki tulajdonitani. Ennek kovetkeztében konnyedén el6fordulhat,
hogy nem a legoptimalisabb felosztast fogja elvégezni [7]. A val életben tébb ilyen probléma is
felmertilt [7] és ennek kovetkeztében jott 1étre a C4.5 megoldasa, amely egy uj kritériumot fog

hasznalni egy megfelel6 felosztds megtaldlasdhoz. Egy ilyen probléma az volt, hogy egy



egészségiigyi feladat sordn a "beteg életkora’ attribuitumot valasztotta. Viszont a szakért6 szerint
ez nem birt olyan jelent6séggel, mint mas attributumok. Az ID3 algoritmus azért valasztotta

a ’beteg életkora’ attribuitumot mert relativan sok érték tartozott hozza [7].
Hogy jobban megértsiik a problémat képzeljiik el, hogy van egy olyan attribitumunk, amelynek
minden értéke kiilonbozo és véletlenszerii. Ennek az attributumnak maximalis lenne az [ < értéke

igy ezt valasztana a felosztashoz. Ez valéjaban semmilyen m6don nem hasznos szamunkra mivel
az attribitum minden értéke véletlenszerti volt.[7] A C4.5 algoritmus annak érdekében, hogy ezt

kikiiszobolje egy uj modszert alkalmaz. Az I, helyett a Gain ratio-t fogja hasznalni. Ahhoz, hogy

alkalmazni tudjuk a Gain ratio-t sziikségiink van egy masik fiiggvényre. Ez pedig a Split info. [7]

A Split infot-t a kdvetkezd képlettel szamitjuk ki:

n

S; = —Z ;% X log2;17

i
Ahol az ré az i-edik tesztben a célkategoriak aranya. Az S; -t felhasznalva kikiiszébolhetjiik az ID3

elfogultsasat. Az [ g helyett a Gain ratio-t fogjuk hasznalni. [7][16]

A Gain ratio-t kovetkez6 képlettel szamoljuk ki:

~

G =2

i
G, feladata, hogy normalizalja az I.-t igy egy valosabb keépet fog alkotni. Ezaltal elkeriilhet§ az

algoritmus elfogultsaga. [7][16]

A C4.5 tovabba képes kezelni valos értékekekel rendelkez6 attributumokat is [17]. Amennyiben
valos értékeket szeretnénk kezelni azt tigy tehetjiik meg hogy csoportokba tessziik 6ket. E16szor is
novekvd sorrendbe kell rendezni az attributum értékeket Aq,A,,.. , A, , majd azt kdvetben
besorolni 6ket csoportokba, amelyeket jel6ljon Cq,C,,... ,C,. Példaul, ha A; > A,, és A; < A,

akkor a Cj, csoportba soroljuk, ahol A,,,A, Cj alsé, illetve fels6 hatéra. [17]



Regresszio

Regresszios feladat soran folytonos vagy matematikailag értelmezve valos értékek meghatarozasa
a cél. Regresszi6s analizis soran rendelkezésiinkre allnak a fiigg6 és fiiggetlen valtozok. A
fliggetlen valtozokat felhasznalva prébalja a lehetd legnagyobb kozelitéssel megjosolni a
célértékeket. A feladat, hogy a modellben egy fiiggvény csalad legjobban illeszkedd tagjat
hasznaljuk. Erre kiillonb6z6 moddszerek léteznek ilyen példaul a linearis regresszié és a
polynomidlis regresszi6. A polynomialis regresszié visszavezethetd linearis regressziéra igy az

valojaban a linearis regresszio egy specialis esete.[5][18][19] [24][25]

Regresszios fa

A regressziés fa, mint az a nevébdl is adodig regresszios feladatokat képes megoldani. Ezt tigy
teszi meg hogy a tanit6 halmazt minden egyes mélységi szinten kettd részre bontja. Ahhoz, hogy
meghatarozza, hogy mely érték alapjan végezziik el a felosztast azt tessziik, hogy egy adott
attribitum alapjan sorba rendezziik az adathalmazunkat majd ezt kévetGen vessziik két szam
kozépértékét és ennél az értéknél végrehajtjuk a felbontast.[15]

7. = YitXin
! 2
Ahol az Z a hatarpontok halmazat jel6li az x; az i -ik érték az A; halmazban az x;,; pedig az x; utan

kovetkez6 attribatumot jeloli.

Ezt addig folytatjuk meg végig nem iteraltunk az A; 6sszes értékeén. Arra, hogy mely Z; értéket

valasszuk ki végiil azt ugy hatarozzuk meg, hogy a két keletkez6 halmaz szérasat dsszeadjuk, és

amely felosztasnal a legkisebb ez az érték ott fogjuk ketté bontani az adathalmazt.[15][21]

Ezzel a modszerrel rekurzivan addig épitjiik a fat még el nem ériink egy bizonyos mélységet,
amelyet el6re meghatarozunk vagy még minden attribitumot felnem hasznaltunk egy el6re
meghatarozott alkalommal. [15] Mivel itt nem fordulhat el6, hogy egy végtelen ciklusba
keverediink ezért egy attribitumot tébbszor is felhasznalhatunk. Azért nem keveredhetiink

végtelen ciklusba mert ha egy attribitum alapjan elég sokaig végziink felosztasokat akkor minden
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elem kiilon Csomopontba kertil és véget ér a fa épitése. Ez nem optimalis, mivel rengetek felesleges

felosztast végez, tovabba tulilleszkedik ekkor és nem fog altalanositani megfelelGen

Linearis regresszio

A linedris regresszid esetén egy olyan fiiggvényt, linearis modellt hozunk létre, amely egy
attributum ismeretében képes kovetkeztetni a célértékekre. A linearis modell hasznalatanak célja,

hogy kihasznaljuk az adathalmazunkban el6fordul6 linearis 6sszefiiggéseket. [19][22]
Az egyvaltozos linedris modell a kovetkez6 képen irhato fel:
Jy=ax+b
Ahol 7 a fiiggvény érték, az a a fiiggvény meredekségét adja meg, az x a bemeneti érték, és b pedig
az eltolas mértékét jelenti.
Tobbvaltozos linearis regresszio esetén pedig:
7= 0pxg+01x;+--+Db

Ahol 7 a fuggvény érték, az 0; az x; a bemeneti érték egyiitthatdja, és b pedig az eltolds mértékét

jelenti.[23]

Polinomialis regresszio

A polinomidlis regresszi6 esetén egy olyan fliggvényt, polinomidalis modellt hozunk létre, amely
attribuitumok ismeretében kovetkeztet a célértékre. A polinomialis regresszio a linearis regresszio
egy kiilénleges esete. Példaul, ha az x? -et nem tigy értelmezziik, mint az x négyzetre emelt értéke
hanem mint egy teljesen fiiggetlen valtoz6 akkor visszavezettiik egy tobbvaltozds linearis

regressziora. Az egyiitthatok és az eltolas mértéke tovabbra is linearis [24][25]
A polinomialis modell a kovetkez& képpen irhato fel:
g = QOXO + lel +---+ b

Ahol i a fiiggvény érték, az O; az x; a bemeneti érték egyiitthatéja, és b pedig az eltolas mértékét

jelenti.
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A lineéris modellt ugy alkotjuk meg hogy a lehetd legjobban illeszkedjen az adathalmazunkra.
Ahhoz, hogy ezt elérjiik egy hiba fiiggvényt hasznalhatunk. Tébb ilyen hiba fiiggvény is létezik,
ezek koziil gyakran hasznalt a Mean Squared Error.[25]

A Mean Squared Error-t a kdvetkezd képpen szamitjuk ki:

1 ~
MSE = + X Z @i - yi)
i=1
Ahol az N az adathalmaz szamossaga, i/; az i-edik eset josolt értéke y; pedig a val6s eredmény.

A cél az, hogy az MSE minimalis legyen, mert akkor talalhat6 a legkevesebb eltérés, vagyis ekkor
illeszkedik a legjobban a fiiggvényiink az adathalmazhoz. Ez akkor lesz minimalis, ha a fiiggvény
derivaltja 0, mivel ott a fiiggvénynek széls6értéke van. Amikor elértiik ezt a minimalis értéket

akkor az ott hasznalt fliggvényparamétereket fogjuk megtartani és hasznalni a jévében.[25]
Hogy eljussunk ezekhez a paraméterekhez ahhoz a Gradient Descent mddszert alkalmazhatjuk.

Annak érdekében, hogy elérjik az MSE fiiggvény minimumat egy iterativ megoldést
hasznalhatunk. A modell 1étrehozasakor tetszéleges paramétereket hasznalunk mivel nem tudjuk
melyek lesznek azok, amelyek a legjobb eredményt fogjak adni. Ezt kovet6en pedig a megfeleld

szamitasokkal elkezdiink kozeliteni az optimalis paraméterekhez.[25][26]

Egy egyvaltozoés linearis modell esetén:

n

JMSE

X L
da

a=a-—
i=1

~ 2 &MSE

Ahol az L a learning rate, amely a 1épések méretét hatarozza meg a MSE fiiggvény adott pontjanal

talalhatd6 meredekséggel egyiitt, amellyel a fiiggvény minimumat kozelitjiik. A folyamat soran
iteracionkként a teljes adathalmazra nézve kiszamitjuk a parcialis derivaltakat majd azt kbvetGen
azt megszorozzuk L-el amellyel megkapjuk a lépést. Végiil pedig kivonjuk a korabbi
paraméteriinkbdl és ezt ismételjiik mig el nem értiink egy maximalis iteracios szamot vagy mar tul

kicsi a 1épés mérete. [25][26]
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A regresszio egy fontos problémaja az alul és feliil illeszkedés. Ez azt jelenti, hogy a modelliink
nem volt képes megfelel6en éltalanositani az adathalmaz alapjan. Ez kovetkezhet a modell

hidnyossagaibol, nem megfelel6 paramétereibdl vagy nem megfeleld adathalmazbdl.[5]

Fiiggvényosztaly alapu regression tree.

A fiiggvényosztaly alapu regressziés fa abban kiilonbozik mds regresszios faktol, hogy a
csomopontok és a levelek nem csak értékekbdl allnak, hanem tébbvaltozos linearis modellekbdl.
Mint azt J. R. QUINLAN kutatasa is mutatja az M5 algoritmus kapcsan, egy nagy eldnye a
fiiggvényosztaly alapu regresszids fanak, hogy egy pontosabb dontési fat épithetiink fel.
Mindemellett még korabban nem latott eseteket is jol tud kezelni mivel a linearis modell
kiterjeszthet6 eddig nem latott értékekre. [27]

Hierarchical Agglomerative Clustering(HAC)

A HAC egy feliigyeletlen algoritmus. Ez egy alulr6l felfelé épitkezdé moddszer. Eleinte minden
egyes adatpont egy klasztert alkot. Ezt kdvet6en kiszamitjuk a klaszterek kozotti tavolsagokat és
a két legkozelebbit egy klaszterbe egyesitjiik. Mindezt addig folytatjuk amig el nem ériink egy
bizonyos kritériumot példaul egy el6re meghatarozott klaszter szamot. Ezt a modszert nem csak
arra hasznalhatjuk, hogy a végén létrejott klaszterekb6l informdaciét nyerjiink ki, hanem
dendrogramon val6 abrazolassal akar végig kovessiik hogy hogyan alakulnak ki a klaszterek
amelyek szintén értékes informacioval szolgalhatnak. A klaszterek kozotti tavolsag kiszamitasara

kiilonb6z6 mabdszereket lehet hasznalni. Ilyenek a ward, complete,single és avarage.[28]
Meglévo implementaciok
Manapsag szamos implementaci6 talalhat6 az interneten. Az altalam bemutatott implementaciok
a sckiti-learn python kényvtarban talalhatéak meg.
Dontési fa

Amennyiben a Dontési fat osztdlyozasra szeretnénk haszndlni, igénybe vehetjiik
DecisionTreeClassifier osztadyt. Bemenetként két tombot var. Az egyik az X, amely egy
kétdimenzids tdmb és a méretei az n_samples ami a példak szdma valamint az n_features amely
pedig tulajdonsadgok szama, ezekben taldlhatéak az attribtitumok, valamint a y témbét amiben

pedig az attributumokhoz tartozé osztalyok talalhatoak.[29][30]

13


https://scikit-learn.org/stable/modules/generated/sklearn.tree.DecisionTreeClassifier.html#sklearn.tree.DecisionTreeClassifier

Miutan létre hoztunk egy példanyt a DecisionTreeClassifier osztalybol azt kovet6en a fit()
metdduson keresztiil felépithetiink egy fat. Végiil a predict() metédust hasznalva az atadott
attributumok szerint vissza adja azt az osztalyt aminek a legnagyobb a valdszin{isége az adott agon.
Alternativaként hasznalhatjuk a predict_proba() metodust amely az egyes osztalyok valdszinliségét

adja meg az adott agon.[29][30]

Regresszios feladat esetén hasznédlhatjuk DecisionTreeRegressor osztalyt. Hasonléan az
osztalyozashoz itt is egy X és y tombdt kell at adni, annyi kiillonbséggel, hogy az y tombben egész

értékek helyett lebeg6pontos értékeket var. [29][30]

A fit() és predict() metddus a fentebb leirtaknak megfelel6en hasznalhat6ak. [29][30]

HAC

HAC esetén hasznalhatjuk a AgglomerativeClustering osztalyt. Amikor 1étrehozzuk a példanyt

megadhatunk tébbféle paramétert.

Az n_clusters megadja, hogy mennyi az a klaszter szam amelyet kvet6en ne folytassa tovabb az

egyesitéseket.

A linkage-el pedig kiilonb6z6 modszereket adhatunk meg arra, hogy hogyan szamitsuk ki két
klaszter kozott a tavolsagot. Ennek kiszamitasa tobbféle modon torténhet. A konyvtarban a

kovetkez6 modszerek talalhatoak meg: ward, complete, average és single. .[28][31]

A ward esetén azon két klasztert fogja egyesiteni amelyek varidcioja a legkevésbé tér el. Az average
esetén a tavolsag a pontok minden egyes masik klaszterben 1évd pontok tavolsaganak atlaga. A
complete a két klaszter kozotti legnagyobb tavolsagu pontokat hasznélja. A single pedig a két

klaszter kozotti legkdzelebbi pontokat veszi alapul.[28][31]

Linear regression/polynomial regression

Lineéris regresszio esetén hasznalhatjuk a LinearRegression osztalyt. Az osztaly egy linearis
modellt hozz létre olyan egyiitthatokkal, amelyek a legjobban minimalizaljdk a kiilonbség

négyzetek 6sszegét az adathalmazban megtalalhat6 célértékek és a josolt értékeke kozott. [32][33]

A fit() metddus egy linearis modellt fog létrehozni amely illeszkedik az adathalmazra. Az egyik

az X, amely egy kétdimenzios tomb és a méretei az n_samples ami a példak szama, n_features
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pedig tulajdonsagok szama, ezekben taldlhatéak az attribtitumok, valamint a y témbét amiben

pedig az attributumokhoz tartozé célértékek talalhatéak. [32][33]

A polynomialis regresszi6 valjaban egy specialis esete a linearis regresszionak ezért tovabbra is
hasznalhatjuk a LinearRegression osztalyt, viszont az adatokat mas formaban kell atadnunk. A
PolynomialFeatures osztaly fit_transform() metodusaval 4talakithatjuk megfelelé alakba az
adathalmazunkat. Fontos, hogy atadjuk hogy hanyad foku legyen. Ezt kovet6en egy matrixot fog
generalni, amiben az attribitumok polynomialis kombinaci6ja talalhat6 meg kevesebb vagy

ahanyad fokkal inicializaltunk. [32][33]

Sajat nem binaris regresszios fa modell

A regresszios fa felépitése soran, binarisan osztjuk fel az adathalmazt. Ez a médszer széleskérben
hasznalt mivel miikod6képesnek és megbizhatonak bizonyult. A binaris felosztasnak kdszénhet&en
viszont feltehet6leg tobb felosztast kell elvégezniink ahhoz, hogy felépitsiink egy fat mintha nem

binaris felosztasokat hajtanank végre.

Az ID3 algoritmus nem binaris modon hajtja végre az adathalmaz felosztasat, hanem aszerint, ami
a legjobban csokkenti az entrépiat.[4] Annak ellenére, hogy nem regresszios feladatok megoldasara
hasznalhat6 a modell egy kit(in6 példa szamunkra, hogy milyen a nem binaris felosztas. Ezaltal a
szamitasok mértéke is csokken, amely azt jelenti, hogy rovidebb id6 alatt végzi el az algoritmus a
ra kiszabott feladatot. Ezenfeliil a fa nem lesz annyira mély igy a szintek szama lecsokken. Ennek
koszonhet6en, mivel rekurzivan épitjiik fel a fat ezért, ha csokkentjiik a fa mélységét akkor
kevesebb memoriara is lesz sziikség és igy nem futunk bele olyan problémaba, hogy elfogy az

elérhet6 memoaria egy adott ag felépitése kdzben.

A nem bindris felosztas igy nem csak id6t sporol szamunkra, hanem energiat is, amely kifejezetten
draga manapsag. Tovabba a koérnyezetre gyakorolt hatas is csokken, amely egy rendkiviil fontos
szempont. A novekvé mennyiségli adathalmazok pedig tovabb hangsilyozzak a problémat, hogy

hatékonyabban és gyorsabban tanitsunk meg egy modellt.

A paraméterek pedig egy tijabb mélységgel bovitik a témakort. Sajnalatos médon nem tudjuk,
hogy egy bizonyos paraméter milyen hatassal lesz a végeredményre, igy kénytelenek vagyunk
kiilonb6z6 paramétereket kiprobdlni, tesztelni. Ez azt jelenti, hogy a folyamat soran egy modellt

tobb alkalommal meg kell tanitani.
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Mind ezeken feliil maga a feladat megoldasa miatt is sziikségiink lehet a modell t6bbszori
tanitasara. El6fordulhat, hogy arra van sziikségilink, hogy adaptiv legyen, vagy legaldbb is a
rendszeresen elérhet6 Gj vagy kibdvitett adathalmazbol képes legyen tanulni. Hogy a frissitett
modellt minél hamarabb hasznalhassuk és ezaltal akar a fejlesztés gyorsasagat is noveljiik,

sziikségiink van arra, hogy hatékonyabban és gyorsabban tanitsuk a modelliinket, mint korabban.

A regressziés fak, mint azt a fenti kutatasok is mutattdk, még a mai napig hasznalatban vannak és
relevansak. Raadasul mint azt lathattuk széleskorii problémakort tudunk vele megoldani. Ezen
okokbdl kifolydlag megalapozott, hogy fejlessziink olyan modszereket melyek gyorsitjak a modell

tanitasat.

A probléma, amit meg szeretnénk oldani az egy optimalizalasi, hibacsokkentési probléma. Annak
érdekében, hogy ezt sikeresen megtegyem egy Uj mddszert szeretnék javasolni, mégpedig a nem

binaris regresszids dontési fat.

Nem binaris regresszios fa

A hiba mérésére problématdl fiiggden kell egy fiiggvényt alkalmaznunk. Amennyiben egy szimpla

regresszios fat hasznalunk az alabbi fiiggvényt hasznalhatjuk a hiba mérésére:

n
_ 1 Y
MSE = < ;@/I )

Amennyiben egy fliggvényosztaly alapu dontési fat hasznalunk, akkor val6jaban nem az adott ecE
él halmazaban tal4lhat elemeket szeretnénk megvizsgalni, hanem az ahhoz rendelt fiiggvényt. Igy

a hiba fiiggvény a kovetkezd képen irhato:
H= ) [(ax+Db) -y’
i=1
Ahol az (ax + b) az ecE él-hez tartoz6 linedris fiiggvény y; pedig az i-edik adatelem.

Hogy gyorsitani tudjuk a tanitas folyamatat azt tobbféleképpen is elérhetjiik. Egy hatékonyan
megirt kod segithet ezen probléman, erre viszont alapvetéen is érdemes torekedni. A legjobb
eredményt viszont akkor érhetjiik el, ha magat a szamitasok mennyiségét csokkentjiik. Ezt

megtehetjiik azzal, hogy nem bindrisan osztjuk fel adathalmazunkat. Fontos viszont, hogy egy
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megfeleld mddszert alkalmazzunk. Mint azt az ID3 esetében is lathattuk, hidba volt egy mddszer
arra, hogy a megfeleld felosztast hajtsuk végre az adathalmazunk alapjan, bizonyos esetekben igy
is el6fordult, hogy tévesen hozott dontést. Emiatt pedig sziikség volt az algoritmus

tovabbfejlesztésére a C4.5 keretében [5].

Annak érdekében, hogy egy jol miikod6é modellt tudjunk 1étrehozni, sziikségiink van a megfelel6
paraméterekre, amelyek, nem csak a modell pontosagat hatarozhatjdk meg hanem lényeges

funkciok miikddését allithatjuk veliik.

Az egyik legfontosabb paraméteriink az az, hogy a binaris felosztas helyett hany részre szeretnénk
a felosztasokat elvégezni. Ez akar javithatja akar csokkentheti a modell pontossagat, valamint azt

is kdnnyedén befolyasolhatja, hogy mennyi id6 alatt végez az algoritmus a tanitassal.

Tovabba arra is sziikségiink van, hogy milyen lépésmérettel végezziik el a felosztast és hogy az
hogyan aranytljon az attribitum értékeihez. Nyilvanvaléan, ha az attributumok 1 és 10 kozott
vesznek fel értéket akkor mas lépésméretet kell hasznalni mintha 1 és 100 kozott vennének fel

értékeket.

Az is el6fordulhat, hogy hiaba értiik el a minimalis 1épésméretet, elképzelhetd, hogy van értelme
ugyanazzal a 1épésmérettel még néhany alkalommal elvégezni egy felosztast. Viszont, ha ez a

szam tal nagy akkor felesleges szamitasokat végezhetiink.

A binaris felosztas soran egy fix szam szerint osztjuk fel az adathalmazunkat még az ID3 esetén ez
a szam nincs lefixalva. Az, hogy egy adathalmaz esetén amely folytonos célértékekkel rendelkezik
nehéz megallapitani hogy melyik mélységi szinten mi lenne a megfelel szamu felosztasi szam.

Ezért célravezet6bb lehet hogyha ezt a szamot egy paraméterként kezeljiik.
A felosztasi szamot jelolje: F

A bindris felosztas azért kézenfekvd mivel egy értéket kell meghataroznunk arra, hogy hol osszuk
két részre az adathalmazunkat. A nem binaris felosztas esetén viszont ez egy komplikaltabb és
kevésbé egyértelmi{i feladat lesz, ami miatt extra szamitasokat kell majd elvégezniink, viszont

Osszességében még igy is szignifikansan le fog csokkeni a tanitasi id6.

A felosztasi hatarok meghatarozasara egy HAC alapti mddszert szeretnék bemutatni, amely szamot

pedig jelolje: F,
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A modszer lényege, hogy az adathalmazt egy adott attribituma alapjan felosztom
részhalmazokra(klaszterekre) majd a HAC -hez hasonl6an 6sszevonom a szomszédos klasztereket,

mely végiil megadja az adott szinten torténd felosztast az Fj,-it.

A modszer el6sz0r megvizsgalja az attributumokat. Sziikségiink van az intervallumra ahhoz, hogy
megtudjuk hatérozni az Fj-t. Ezt kovet6en kiszamitjuk az intervallum fels6 és alsé hataranak

kiilonbségét a kovetkezo6 képlettel:

K= MAaXinterval — MM interval

Ahol a max,;,,,, az intervallum felsd hatara a min;,;,,,; pedig az alsé hatara. Ezt kovet6en pedig

meg szeretnénk hatarozni azt, hogy mekkora 1épéskdzonként osszuk fel az adathalmazt. Itt fontos
odafigyelni, hogy ne legyen tul alacsony ez a 1épés szam kiilonben feleslegesen sok szamitast
végezhetiink. Ezért érdemes meghatarozni egy minimum 1épés méretet. Erre azért is van meég
sziikség mert ahogy felosztjuk az adathalmazunkat egyre kissebek lesznek az intervallumok és
vele egylitt a 1épés szam is. Egy bizonyos felosztas utan pedig nem vezetne eredményre, ha tovabb
osztanank fel az alapjan az attribitum alapjan (tovabba tobb iires halmaz johet létre). Igy a 1épés

méret egy remek indikatora lesz annak, hogy egy attributumot mikor ne hasznéljunk fel tébbet.

Ahhoz, hogy végre tudjuk hajtani a felosztast sziikségiink van arra hogy sorrendbe rendezziik az
adathalmazunkat igy konnyedén képesek lesziink felosztani azt szimplan végig iterdlva rajta a

lépésméretenként.

A 1épés méret meghatarozasa utan pedig végrehajthatjuk az adathalmaz klaszterekbe valo

felosztasat, amely a C halmaz elemeit fogja tartalmazni.
Ezen klasztereket jel6lje F

Egy klasztert pedig jel6ljon F K,

A 1épés méret meghatarozasara a K értéket hasznaljuk fel.

A 1épés méretet jelolése és kiszamitasa:

L =K/m
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Ahol L a lépésméret és m pedig egy paraméter, amit az adathalmazunk alapjan érdemes
megvalasztani. Lehet6ség szerint tovabb javithatja az algoritmus pontossagat, ha az m paramétert

minden attribitumhoz kiilén valasztjuk meg.
A minimalis 1épés méretet jeldlje: L,,,;,

Példaul: Az adathalmazunk A; részhalmaz elemei az alabbiak aq,a,,a5... a,_1,a,. Az A; elemei
novekvo sorrendben helyezkednek el ezt kovetéen pedig meghatarozzuk a K értékét. K = a,, —a;.
Ezt kovet6en pedig meghatarozzuk az L szamot. Végiil pedig végig iterdlva az A; részhalmazon

klaszterekbe osztjuk C halmaz elemeit

Miutan mindezt megtettilk készen allunk a kovetkezd lépésre. Ebben a pontban a pontossag
kiértékelésétdl fiiggben eltérhet az 6sszevonasok meghatarozasa. Amennyiben a szoérast hasznaljuk
a pontossag mérésére valamivel egyszeriibb a feladat. Szimplan annyit kell megtenniink, hogy a
szomszédos klaszterek koziil a két legkdzelebbit 6sszevonjuk. Mindezt annyiszor megismételjiik

mig el nem érjiik az el6re meghatarozott F szamu klaszter szamot.

Amennyiben pedig egy fiiggvény osztalyt, azon beliil is a linearis regressziot hasznaljuk a
pontossag mérésének alapjaul mar komplikaltabb a helyzet. Ahhoz, hogy megtudjuk hatarozni azt,
hogy mely klasztereket vonjuk &ssze el6bb a klaszterben 1évd adatokhoz hozza kell rendelni egy
linearis modellt majd annak az hiba fiiggvényébdl kiindulva meghatarozhatjuk azt hogy mely

klasztereket vonjuk 6ssze.

Az hiba fiiggvény, amit hasznalni fogunk az a négyzetes kiilonbség. El6szor is derivaljuk az hiba
fliggvényt. Ez azét sziikséges mert akkor lesz az hiba a legkisseb amikor a fiiggvény derivaltja
nulla. Igy a derivalt fiiggvény fontos szamunkra. Az egyvéltozos linearis fiiggvény a kovetkezd

képen nézz ki.
Jy=ax+Db

Az hiba fiiggvény pedig a kovetkezd képen irhato fel:

H= ) [(ax+b) -y,
i=1

Ezt felhasznalva a fiiggvényt derivalhatjuk az a valamint b paraméter szerint.
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A fiiggvény a szerinti derivaltja:

J
Y ; (2axl.2 +2x,;b - 2x;y;)

Ezt levezetve a kovetkezd eredményt kapjuk:
n
%
- Z (ax? + ;b = x;y;)
i=1
Ezt atrendezve pedig:
A fliggvény b szerinti derivaltja:

Ezt atrendezve pedig:

Kiemelve a kovetkez6 részeket:

Sz = Xl-z
i=1
n
S3= ) Xjy;
=1
n
54 = Yi



Végiil két klaszter kozotti ,,tavolsagot” megkapjuk az alabbi képlet alapjan:

— (51 510, (S2_S2p0, (S3_S3va, (Sa_Sap

Ahol D;;aziés j -ik klaszter kozotti tdvolsag az N pedig az adatok szama.
Azt, hogy egy fiiggvénynek hany minimuma van az viszont egy fontos tényez6. Amennyiben az
egyenletrendszeriinknek egy megoldasa van akkor az azt jelenti, hogy egy minimum van az pedig
a globalis minimum. Egy linearis egyenletrendszer kompatibilis, ha van megoldasa és hatarozott
ha csak egy megoldasa van. Ha felirjuk az egyiitthaté matrixot amelyet jel6ljon M, és a Mf -t
akkor ha

rang (M, ) = rang(My)
Akkor kompatibilis, és ha

rang (M, ) = rang (M?) =n

Ahol n az ismeretlenek szama akkor kompatibilis és hatarozott.

b _(a b 0 -1 0
M’f—(oozzoo)

_f(fa b 0 -1
Me_(OaZ O)

Mint lathatjuk

rang (M, ) =rang (ME) =n=2

Ezt kovetden, amely ket szomszédos klaszter kozott a legkisseb a D; ; értke azokat egyesitjiik egy

klaszterbe. Ezt kovet6en egy Uj linearis modellt hozzunk létre ennek a klaszternek az adatai alapjan.
Ezt kovet6en pedig megint végig vizsgaljuk addig a klasztereket mig el nem érjiik az F szamu

klaszter szamot. Végiil pedig ez lesz a felosztas maga, a kovetkezé mélységi szinten.

Mivel csokkentek az adatok mennyisége ezért az intervallumot Gjra meg kell allapitani és a 1épés

méretet is. Amennyiben elértilk a minimum 1épés méretet az adott attribtitum alapjan mar nem
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végziink el tobb felbontast. Miutan minden attribtitumot felhasznaltunk a maximalis alkalommal

azt kovet6en véget ér az adott agon a fa épitése.

Inkrementalis tanitas

Az inkrementdlis tanitdsnak az az el6nye, hogy ahelyett, hogy folyamatosan ujra kellene tanitani
a modellt amint jelentdsen megnovekedett az adathalmazunk mérete, inkabb részekre bontjuk az
adathalmazt és kisseb csomagok segitségével tanitjuk a modellt. Az internetnek és az
okosezkozoknek koszonhetdn jelentds mennyiségii adat keletkezik naprél napra, 6rarél éréara. Igy

sziikségiink van egy olyan médszerre, amely képes magat hozzd igazitani az (ij adathalmazhoz.[34]
A kovetkez0 részben egy modszert szeretnék javasolni a dontési fak inkrementalis tanitasara.

El6szor is fontos leszogezni, hogy hogyan nézz ki az adathalmazunk. Az inkrementdlis tanitas
soran meghatarozzuk, hogy a tanitasra hasznalt adathalmaz mekkora részét szeretnénk ténylegesen

tanitasra hasznalni majd azt felosztjuk egy az alltalunk helyesnek vélt elemszamra.
Ezen részhalmazokat jelolje: T¢,T5,... T},

Egy masik megoldas esetén szintén felbontjuk a T tanitéhalmazunkat viszont azzal a kiilonbséggel

hogy az egyes részhalmazok elemszama egy altalunk megvalasztott mértékben névekedik.

A T; halmaz szamossagat jelolje dom(T;). A névekedés mértékét pedig I. Ez azt jelenti, hogy a T

halmaz dom(T) -e az I-vel fog megegyezni. A T, halmaz dom(T,) pedig az 2I-lesz.

Az adathalmazunk mérete viszont lehet valtozé is, vagyis szabaly nélkiili. Ez azt jelenti hogy az
egyik alkalommal példaul a T; elemszama 2000 még a masik alkalommal csak 500. Ebbdl viszont
az kovetkezik hogy nem fognak megegyezni az adathalmazok stilya. Igy, ha megfelel6en nagy az
adathalmazunk akkor érdemes lehet a dontési fa egy agat tijra felépiteni, ellenkezd esetben viszont
ronthatja az eredményeinket. Ha egy nagyobb adathalmaz hasznalataval pontosabb eredményt

érhetiink el.

Ezt kovet6en az eddigi, altalunk hasznalt modszer szerint megtanitjuk a modellt a T; halmazt

hasznalva. Most mar rendelkezésiinkre all egy kész regresszios fa a probléma vele, hogy egy
lényegesen kisebb adathalmazon tanult, mint ami rendelkezésre 4llt. Eppen ezért a fa kiilonb6zd

szintjeit megvizsgaljuk a kovetkez6 elérhet6 adathalmaz segitségével.
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A kritérium, ami eldonti, hogy jra épitsiik-e egy agat a faban a kovetkezd. Az esetek egy részében
azonos szamu részhalmazokra bontjuk az 0j és a régi tanitd6 halmazunkat. Ez lehetové teszi

szamunkra, hogy 6sszehasonlitsunk két esetet.

Az adott szinthez tartozo e € E éleket kiértékeljiik, hogy mennyire ad pontos eredményt. Ezt ugy
tessziik meg hogy vessziik a mar 1étezd szinten talalhaté felosztast és a hozzajuk tartozé lineéaris
modelleket. Majd ugyan ezt megtessziik az ujonnan felosztott adathalmazzal. A kovetkezd
lépésben pedig az Fj klasztereket sorszamaik alapjan ¢sszehasonlitjuk igy hogy mind a kettd
klaszterre mind a kett6 pontossagat megmeérjiik. Amennyiben a régi felosztas 6sszeségében jobban
teljesitett mint a Uj akkor nem valtoztatunk semmin megyiink a kovetkezd szintre. Ellenkezd
esetben viszont tjraépitjiik a fa azon agat az 1ij adathalmaz alapjan hiszen mind az eddigi mind az
Uj adathalmazra nézve pontosabb eredményt adott 6sszeségében. Ezt a folyamatot addig folytatjuk

még el nem értiink a levélig.

Tesztek

Annak érdekében, hogy tesztelni tudjam ezt az 4j modszert valamint hogy 6ssze tudjam hasonlitani
a mar meglévo modszerekkel és implementacioval kiilonb6z6 adathalmazokat hasznaltam hogy a
lehetd legpontosabb ralatast kapjam arrdl hogy mennyire pontosak és gyorsak az eltérd

megoldasok.

Blob

Az els6 adathalmaz amit felhasznélok, az nem egy el6re 6sszerakott emberek altal 6sszegy(jtott
adatelemekbdl all6 halmaz hanem egy véletlenszeriien generalt. Ennek megvalositasara pedig a
sckiti-learn, make_blobs metodusat hasznalom. Ennek kdszonhet6en tudok generalni izotropikus
Gaussi cseppet(blob). Ez alapvet6en klaszterezésre lett kitalalva, viszont mivel az Gj médszer, amit
hasznalunk részben klaszterezésen alalpul ezért els6re azt varhatnank hogy ezen az adathalmazon
kifejezetten jol fog teljesiteni, a tobbi mddszerhez képest. Az adat generalas soran meg tudjuk adni,
hogy mennyi attributummal rendelkezzenek a célértékeke, valamint hogy mennyi kézéppontot

hozzon létre. Mindezen feliil még a széras mértékét is megadhatjuk.

En elem szamnak a 10000-et valasztottam, koézpontok szamanak az 5-6t, az attribitumok szamanak

pedig 4-et. A szorast pedig 1-nek valasztottam.
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Ezt az adathalmazt jelolje T},

Iris

A kovetkez6 tanité halmaz az iris. Ezt azért valasztottam mert annak ellenére hogy nem egy nagy
vagy bonyolult adathalmaz viszont kivaléan hasznalhaté tobb féle médszer és algoritmus altal.
Tovabba azok, akik elkezdenek mesterséges intelligenciaval foglalkozni nagy valosziniiséggel
bele fognak futni ebbe az adathalmazba, sz6val sokak altal ismert, tovabba az UCI oldalon

legtdbbet letoltott, széval ebbdl adéddan van relevanciaja ismertsége miatt.

Az adathalmaz 4 attribitumot a viragszirom és a csészelevél hosszat, valamint szélességét
tartalmazza centiméterben. Ezen attribtitumai valos értékeket vesznek fel. Viszont ez egy
osztalyozdasra haszndljak igy egy kis valtoztatast tettem a célértékekben. A harom osztalyt, amivel

rendelkezik lecseréltem szamokra és igy mar alkalmas regressziora. 150 tesztbdl épiil fel.

Ezen adathalmazt jelolje: T},

Wine quality-white

Ezen adathalmaz 12 atribitummal rendelkezik amelyek valds értékeekt vesznek fel. Tovabba
4898 tesztbol épiil fel. A leiras szerint az adathalmaz hasznalhaté mind osztalyozasra mind
regresszora, szoval szamunkra mefelel6. Tovabba mivel a tobbi adathalmazhoz képest
lényegesen tobb attribitummal rendelkezik igy lathatjuk hogy képes-e kezelni ezen eseteket.

Ezen adathalmazt is az UCI weboldalarél toltottem le.

House

Ezt a tanit6 halmazt én 4llitottam dssze és 10000 elemet tartalmaz. Osszesen 4 attriblitummal
rendelkezik és mindegyik attributumhoz random valasztottam értékeket a hozzajuk kitalalt
fliggvények segitségével. Az elsé attribitumhoz, ami a méret 0-t6l 100-ig véalasztok
véletlenszerlien egy értéket egy tizedesjegy pontossagig, majd ezt kvetden egy fliggvény
segitségével allapitom meg hogy miként befolyasolja a célértéket, amelyet jel6ljon P. A

fiiggvény a kovetkezd:

Py =+/méret +10 +O.3>+1—1geret
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A kovetkez6 attribtitum a ,,tavolsag”, amely értéke 30-t6l 100-ig tejed és egész értékeket vehet
fel. A P-t a kovetkez6 fiiggvénnyel befolyasolja

__1000 , .

2™ tavolsag

A harmadik attribitum, amely a ,,tdmogatas” amely 0-t6] 10-ig vehet fel egész értékeket. A P-t a

kovetkez6 fiiggvénnyel befolyasolja:

P53 = tamogatas

A negyedik attribtitumom, amely a ,,keresett” amely 3-t6l 8-ig vehet fel egész értékeket. A P-t a
kovetkez6 fliggvénnyel befolyésolja:

P, = keresett®
P= p1+ P2+ p3+ P4
Ezen fiiggvények egyiittesével egy nagy variacioval rendelkezd adathalmazt kapunk.

Az adathalmazokat a beolvasast kovet&en felosztottam két részre. Minden esetben a 80%-at
hasznaltam fel tanitasra és 20%-at pedig tesztelésre. Ezzel a modszerrel elkeriilhettem azt, hogy
azokon az adatokon teszteljek amelyeket mar ismer a modell sz6val a tesztelés egy valdsabb
képet fog adni. Ehhez a sckiti-learn sklearn.model_selection -bdl a train_test_split fiiggvényt
hasznaltam. Igy generéaltam négy darab tj halmazt mindegy egyes esetben. Két teszt, valamint két
tanité halmazt hoz igy létre a mar korabban emlitett 80-20 aranyban. Mind a két esetben egy

attribitum valamint egy célérték halmaz jon létre.

Implementacios kérnyezet

Ahhoz, hogy implementaljam eme (j médszert a python programozasi nyelvet valasztottam. Ennek
az az oka hogy tébb olyan konyvtar késziilt a nyelvhez, amit feltudtam hasznalni az
implementaciéom elkészitéséhez, tovabba a nyelv egyszer(ibb szintaktikaja is segitette a
gordiilékenyebb implementalast. A mar fentebb emlitett sckiti-learn pythonban implementalt

konyvtarait hasznaltam fel. A lineadris modellek elkészitéséhez szintén a sckiti-learn
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Linear_regression fiiggvényét hasznaltam. Az id6 mérésére a time konyvtarat, valamint a

szamitasok és tombok kezelésére a math és numpy konyvtarakat vettem igénybe.

A kod megirasahoz a python 3.7-es verzigjat hasznaltam. A jupyter nootbook-ban tortént az

implementalas és a tesztek lefuttatasa is.

Implementacioim

Minden implementaciéra elmondhatd, hogy el6szor beimportaltam az adathalmazokat elvégeztem
a tesz és tanité halmazokra bontdst a mar fentebb leirt médon. Az algoritmusnak egy-egy
attribuitum és egy célvaltozokbdl all6 halmazt adok at. Mindezek mellet meghatarozom a
maximalis mélységi szintet, valamint azt hogy mi az a halmaz szamossag amelyet ha elér azt
nyilvanitsa levélnek. Ezek mellet még azt vizsgalom, hogy mi az a hiba érték amelyet ha elér mar
ne folytassa a felosztasokat halmaz méretétdl fliggetleniil, mivel szamunkra az mar kielégit
eredményt ad. Végiil pedig teszt halmazomat felhasznalva megmérem, hogy mennyire pontos még
nem lattot adaton valdjaban a létrejétt modellem. Végiil a futdaskor mért id6t, amely a modell

tanitasanak ideje valamint a hiba mértékét eltarolom egy szimpla szoveges fajlban.

Els6nek egy egyszerii bindris regresszios fat implementaltam. Itt 1étre hozok egy osztalyt, amelyet
Node-nak nevetem el. Ebben az osztalyban tarolom az dsszes értéket, amely az adott csomopontra
jellemz6. Eltarolom, hogy melyik az az érték, amely alapjan ketté osztottam az adathalmazt
valamint hogy melyik az az érték mely attributumhoz tartozik. Az, hogy mely aghoz tartozik a
Node, azt a sorrend hatarozza meg. A koévetkezd két Node objektumot, amelyet képziink egy

tombben tarolom el ugy hogy sorrendben legyenek és igy nincs sziikség segédvaltozokra.

Ahhoz hogy meghatdrozzam hogy melyik az az attribitum amely alapjan érdemes a felosztast
elvégezni és hogy melyik az az érték ahhoz a find_best_split() fliggvényemet haszndlom. Ebben a
mar fentebb leirt technikaval végig iterdlok az attribitumhoz tartoté értékeken és a
calculate_split_std fiiggvény segitségével megallapitom, hogy mennyi lesz a hiba mértéke. Ahhoz
hogy kitudjam valasztani az adott attribtitumhoz tartoz6 értékeket az éaltalam irt get_features()
metddust hasznalom. Majd miutan megtalaltam a legkissebet azt kivalasztva elvégzem a felosztast,

és rekurzivan addig folytatom még a mar megfogalmazott kritériumokat teljesiti az adathalmaz.

Azok a dontési fakat, amelyek fiiggvényosztaly alapiak ott annyit valtoztattam a programon hogy

a hiba fiiggvény mar a linearis modellekre értend6ek.
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A HAC alapt felosztas soran pedig azt is meghatarozom, hogy mi legyen a felosztas szam

Paraméterek

Mindegyik implementacional meghatarozok egy értéket, amely megmondja, hogy mennyi az a
hiba mérték amelyet kévet6en mar nem végziink el tobb felbontast mivel szamunkra mar megfeleld
pontossagot add vissza. Tovabba meghatarozom azt a szamot is, amely egy fa levelének legkisseb
elemszamat adja meg. Ez azt jelenti, hogy ha egy csomoépont elemszama kisseb ennél az értéknél
akkor szintén nem folytatodik az az ag tovabb és azt a csomopontot levélnek nyilvanitjuk. Tovabba
meghataroztam egy maximum mélységet, amelyet ttillépve mar nem épiil tovabb a dontési fa és az
azon a mélységen talalhato csomopontokat levélnek nyilvanitjuk. Ilyen hatart viszont csak abban
az esetben hataroztam meg amikor sziikséges volt mivel mas kiilénben a rekurzié miatt a nem

megfeleld memadria mennyiség okan nem lett volna képes a szamitogép befejezni a modellt.

Mérések szervezés, méroszamok

Arra, hogy megmérjem a modellek pontossagat egy a MSE fliggvényt hasznalom. Ez a kdvetkez6

képen irhat¢ fel:

_ 1 N2
MSE = + x ;@1 )

Ahol N az elemszam, i/; a modell dltal jésolt érték, y; pedig a valos érték. Minden implementaci6

esetén

Minden algoritmus 5 alkalommal futtatam le ugyan azon az adathalmazon majd vettem a hiba és
az id6k altalaga. Tovabba a nem binaris megoldast hasznalé algoritmusok esetén tobb felosztas
szamot is megvizsgaltam. Ugyan, amely modszert bemutattam annak az volt a 1ényege hogy nem
bindrisan osztom fel az adathalmazt tigy gondoltam érdekes eredményekhez vezethet ha az 4j

modszer segitségével bindrisan is elvégzema felosztasokat.
Az id6t pedig masodpercekben mértem 15 tizedesjegy pontossaggal.

A kiilonb6z6 megoldasok jelolései

Modszer Felosztas szam Jelolés
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Blob eredményei

Mint azt az els6 abra is mutatja a kiilénb6z6 modszerek rendkiviil eltérnek idében. Az rt 1ényegesen
gyorsabban végezte el a tanulast, mint az rtl. Ez nem is annyira meglepd mivel az rtl-nek még
linedris modellek is létre kell hoznia igy ez megndveli mind a sziikséges szamitasok szamat mind
az id6t, ami alatt végez. Ami viszont egybdl feltiinik az olvasénak, hogy a nem binaris felosztasokat
hasznal6 modszerek rendkiviil gyorsak még abban az esetben is, amikor binarisan végzik el a
felosztds. Ami még egy fontos észrevétel, hogy azdltal, hogy megnoveltiik a felosztasok szamat
csokkent a tanitasi id6 is. Ez az rtn esetében sokkal jobban kijott az rtln-el szemben. Az rtlni is
rendkiviil gyorsan végzett Viszont hidba gyors a modell tanitasa, ha nem tud pontos eredményt

adni. fgy fontos, hogy azt is megvizsgaljuk.

Az masodik abra ami mutatja a hiba mértékét. Ezen azt lathatjuk, hogy az rtl amelynek a legtovabb
tartott a tanitasa teljesitett a legjobban. Viszont nem annyival jobb, mint amennyivel lassabb. Az
rtln esetén lathatjuk, hogy nem csak hogy rendkiviil gyors de még pontos is. Ugyan nem olyan
pontos, mint az rtl, de egy nagyobb adathalmaz esetén mar lehet ez a mutatd is a nem binaris
felosztas javara lenne. Mint latthatjuk egy kevés pontossagot veszitiink cserébe nagysagrendekkel

gyorsabban végez a dontési fa kiépitésével az algoritmus.

A blob adathalmaz esetén az uj modszer jol vizsgazott. Teljesitette az eldre kitlizott célt hogy nem

csak gyorsabb legyen de ezért ne veszitsiink a pontossagbol.
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3.dbra. Iris adathalmaz tanitdsi ideje mdsodpercben mérve



Iris eredményei

Az iris adathalmaz esetén fontos megjegyezni, hogy ez egy rendkiviil kicsi adathalmaz a tobbihez
képest. Ez nem probléma, hiszen, ha a modszer kevés adatbdl is viszonylag pontos eredményt tud
adni akkor ez azt jelenti hogy nem csak az adathalmaztdl, de mérettdl fiiggetleniil is jol tud
teljesiteni. A kevés elemszambdl adéddan abban az esetben amikor fiiggvény osztalyt is

hasznalunk az megnéveli a szamitasok szamat. A Blob adathalmaz esetén mégis a nem binaris
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felosztas esetén tudott kifejezetten gyors lenni. Ez az effektus azért nem tud teljesiilni mivel minél
tobb felosztas sziikséges a binaris modszernek, annal jobban fog teljesiteni id6ben a nem bindris

modszer és a pontossag miatt megéri nagy adathalmazokra nézve bevallalni ezt az extra szamitast.

Pontossag szempontjabol lathatjuk, hogy a szimpla nem binaris felosztas hiaba volt a leggyorsabb
rendkiviil pontatlan. A linearis modellt hasznal6 nem binéris felosztas ugyan lassabb volt cserébe
viszont pontosabb is, feltételezésem szerint mivel a kevés adatbdl adodott zajt valamennyire

ellensulyozta a linearis modell hasznalata.
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Wine eredméynei
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5.dbra. Wine adathalmaz tanitdsi ideje mdsodpercben mérve

A wine dataset rendkiviil érdekesen viselkedik. Szamitasi id6ében, a nem bindris felosztds megint
csak jeleskedett, amely tovabb erdsiti eme modszer hasznossagat. Itt lathatjuk, hogy 13 attribiitum
esetén is rendkiviil gyors viszont a linearis modell hasznalata ebben az esetben nem tlinik
kifizet6dének, valésziniileg ugyanabbdl az okbol. A legtobb szamitasi id6t veszi igénybe. Fontos

viszont, hogy milyen pontossagot értek el. Hiaba gyors az algoritmus, ha pontatlan.
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6.dbra. Wine adathalmaz hiba mértéke
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Meglep6 médon nincsenek kimagaslé kiilonbségek a pontossagban. Igy az id6, ami alatt kiépitjiik
a dontési fat, sokkal nagyobb sulyd. Ebbdl kifolyolag futasi id6 pontossag aranyaban a nem binaris
felosztds moddszere jeleskedett. Hasonldan jol teljesitett a szimpla linearis modellt hasznalé

algoritmus viszont, nem teljesit olyan konzisztensen jol, mint a nem binaris felosztas.

House eredményei
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7.dbra. House adathalmaz tanitdsi ideje mdsodpercben mérve
A futasi id6 megint sokat mondo6. Az eddig hasznalt sima bindris felosztas borzasztoan rosszul
teljesitett a nem bindris felosztas mdédszeréhez képest. A linearis modell hasznalata megint novelte
a futasi id6t a kérdés mar csak annyit, hogy cserébe mennyi pontossagot nyeriink. Eddig barmely

kategoriat is néztiik a nem bindris felosztds modszerének valamely varidcioja teljesitett a legjobban.
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8.dbra. House adathalmaz hiba mértéke

Ahogy eddig tapasztaltuk és varhat6 volt a linearis modell hasznalata ténylegesen novelte a
pontossagot. Ebben az esetben a felhasznal6 feladata eldonteni, hogy szamara megéri-e az extra
pontossag plusz tanitasi id6ért cserébe. Az rtlni viszont kiemelked6en rosszul teljesitett két esetben

kiilonosen.

A nem binaris felosztas minden adathalmazon jol teljesitett. Vagy id6ben vagy pontossagban vagy
akdr mind a kett6ben kiemelkedd teljesitménnyel rendelkezett. Adathalmaz méretétdl és
komplexitasatdl fliggéen lathatjuk az eredményeket, amelyek azt bizonyitjak, hogy a nem binaris

felosztas modszere igen is hasznos és jol is tud teljesiteni.

Osszefoglalé

A dontési fa a mesterséges intelligencia tertiletén hosszu torténelemmel rendelkezik, és igy egy
régota, de még mai is hasznalt modszer. Mint latthatuk annak ellenére, hogy a legelsd dontési farol
sz0l6 cikket mar 1963-ban publikaltak [7], még egy mai is hasznalt mddszer, mint azt a fenti
kutatdsok is mutatjdk, igy van létjogosultsaguk. A dontési fakat hasznalhatjuk osztalyozasi
probléma megoldéasara, amelyre az ID3 algoritmus add egy megoldast. Ezt tovabb fejlesztették és

igy a C45[4] mar nem rendelkezik az ID3 minden hibajaval. Amennyiben regresszios feladatot
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szeretnénk megoldani arra hasznalhat6 tobb algoritmus is koztiik a CART, amely binarisan
felosztasokat végez. Az adatelemzésben szamtalan mddszer létezik, mint példaul a linearis
regresszié valamint HAC. Ezen moédszerek segitségével amelyeknek tobb implementacioja is
létezik, példaul a sckiti-learn-t6l, segithetik mas algoritmusok tovabbfejlesztését optimalizalasat.
A fiiggvényosztaly alapi dontési fa példaul egy linearis modell hasznalataval szeretne pontosabb
eredményt elérni mely sikeriil is [27]. Az A&ltalam bemutatott modszer is egy hasonld

tovabbfejlesztés.

A nem bindris regresszids dontési fa médszerének célja, hogy tovabb optimalizalja a mar 1étez6
mobdszereket. Egy HAC alapi modszer segitségével végzem el a felosztasokat, amelynek
koszonhet6n gyorsabban végezhetiink a fa kiépitésével. Mint azt a tesztek is mutatjak a nem binaris
felosztasnak kdszonhet6en jelentGsen lecsokkent a tanitasi id6 gy, hogy az nem ment a pontossag
rovasara. Természetesen egy moddszer nem képes minden adathalmazra nézve a legjobban
teljesiteni. Viszont az egyértelmiien korvonalazodik a tesztek eredményeibdl, hogy a nem binaris
felosztast hasznalé algoritmusok valamelyike teljesitett mindig a legjobban. Igy elmondhaté, hogy

a nem bindris fa modszere sikeresen optimalizalta a mar meglév6 megoldasokat.
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Jelolesek

T - tanit6 halmaz

En — entrépia

I, — Information gain

S; — Split info

G, — Gain ratio

Z; — Hatarpontok

MSE — Mean Squared Error
H —hiba

F - Felosztasi szam

F}, - Felosztasi hatarok

K — Intervallum fels6 illetve also6 hatarainak kiilonbsége
F; — Lépésmeéret alapjan kialakitott klaszterek halmaza

F k- F} egy klasztere

L — Lépésméret

L,,i, — Minimalis 1épésméret
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