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Absztrakt

A dolgozat a mezdgazdasagi modellezés témakorén beliil a buzatermés idéjarasalapu eld-
rejelzését vizsgalja. A tanulmdny arra keresi a valaszt, hogy épithet6-e olyan hatékony
elérejelzési modell, amely az id6jarasi informacidk segitségével képes megbecsiilni a jovo-
beni buzatermés mértékét. A dolgozat hipotézise, hogy van kapcsolat az idGjarasi adatok és
a buzatermés mértéke kozott. Ennek igazolasahoz a dolgozat el6szor attekinti a f6bb szak-
irodalmi elemeket, valamint az aktudlis modellezési irdnyokat. Mddszertani szempontbdl a
faalapti modellek hatékonysagat vizsgélja a dolgozat, melyen beliil részletes dsszefoglalét ad
az XGBoost algoritmus hétterér6l. A modell segitségével az irds megallapitja, hogy RMSE
értéke az XGBoost modell esetén a hyperopt algoritmus éltal javasolt paraméter bedllitassal
0,86-ra csokkenthetd a mintadtlagtdl vett 3,78-as referencia értékrdl. Az elérejelzés kapcsan
a legjobb véltozok a februdri felhStakard, az augusztusi és a decemberi csapadék mennyisége.
A tanulmany tovabba arra az eredményre jut, hogy 6sszeségében tobb hénap esetén is fontos
szerepe van a csapadék mennyiségének, az esds napok szamanak, illetve a talajmenti fagynak

az termés becslése szempontjabol.
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1. Bevezetés

»A mijusi esd aranyat ér” - egy igen hires kozmondds, mely bizonyitja, hogy a bonyolult
elorejelzési rendszerek el6tt is a jézan paraszti ész segitségével a foldmiivel6k gyakorlatilag
egy trendet taldltak egy id6jarasi tényezd és a varhaté termésiik kozott. A mezdgazdasag és
az 1d6jaras mindig kéz a kézben jartak egymdssal. Egészen az 6kortdl napjainkig a termés
szempontjabol fontosnak tekinthetd, hogy milyen id6 van kildtdsban. Gyakran lehet hallani a
hirekben, hogy az 6ridsi h6hullamok, a sokdig hiz6d6 fagy mennyire lerontja a mez6gazdasagi
termékek volumenét. Persze a pozitiv hatdsokat is fontos megemliteni, példdul az esés napokat
vagy a jokor j6 helyen érkez6 csapadékot. Természetesen a buzatermésre szdmos tényezd
hatéssal van, ilyen példaul a novénybetegségek, a term6fold és a mezdgazdasagi szaktudds. A
dolgozatomban, viszont kizar6lag az id6jarasi tényezdket vizsgalom.

A dolgozatomban szeretnék mélyebbre dsni és az egyszer(i migfigyelések helyett az elérhetd
idGjaras és temrés adatok alapjan modellt javasolni a buzatermés elorejelzésére. A tanulméany
kutatdsi kérdése, hogy épithetd-e kis hidbval dolgozé eldrejelzési modell, amely az id§jardsadatok
segitségével meghatarozza az éves varhat6 termés mértékét az Eudpai Unids régidban. A
dolgozat hipotézise, hogy van kapcsolat az idGjards és a buzatermés mértéke kozott és az
1d§jarasi infromdcidkkal erds becslés adhato a termés mértékére. A buzdbdl késziild liszt
szamos €lelmiszer alapanyaga, mely a tdrsadalom szamara konnyen elérhetd, igy egy alapvetd
élelmezési cikk, ezért sem véletlen, hogy a torténelem sordn szdmos hdboru célja a mindségi
termofold volt. Az olyan mezdgazdasdgi termékek, mint a buza fontos szerepet jatszanak a
vildgkereskedelemben,igy az eldrejelzési modelleknek jelentds gazdasagi haszna is van.

Az eredmények tekintetében két XGBoost modell keriil 6sszehasonlitisra, melyek tiz id6ja-
rasi inform4ciot tartalmazoé adatsor alapjan végzik a becslést. A dolgozat megallapitja, hogy a
paraméter optimalizadlt XGBoost modell segitségével a hektaronkénti tonndban megadott termés
RMSE értéke 0,93-ra csokkenthetd, mely jelentds javuldst jelent a 3,78-as termésatlagtdl szamolt
értékhez képest. A dolgozat javaslatot tesz egy olyan paraméter bedllitasra, mellyel hatékony
becslés adhaté. A tanulméanybdl megallapitja, hogy a legfontosabb valtozok az es6s napok szdma,
illetve a csapadék mennyisége, melyek a janudri és a nyari hénapok soran jelentdsek.

A mostani bevezetd rész utan szeretném bemutatni, hogy az eddigiekben hogyan fejlédott
a terméseldrejelzés, illetve a médszertanban hasznalatos XGBoost technika felhasznaldsaval,
milyen eredményeket értek el az elérejelzEs tekintetében. A harmadik fejezetben kifejten az em-
litett modell mddszertani vonatkozasait, illetve a felhasznalt paraméter optimalizal6 csomagokat.
A tanulmany negyedik részében mutatom be a becslés eredményeit, végiil egy 0sszefoglaloval

zarom a dolgozatot.



2. Irodalomattekintés

Jelen fejezetben foglalom Ossze, hogy miként fejlédott a terméseldrejelzés egészen napjainkig.
Igyekeztem a technikai fejlodéssel parhuzamosan 6sszefoglalni a becslési médszerek alaku-
l14sat is id6rendi sorrendben. A fejezet mésodik részében kiilon mutatom be a frissebb gépi
tanulasi eldrejelzésen alapul6 kutatdsokat, melyek alkalmazzak az XGBoost modszert. A ta-
nulmanyok tekintetében is szeretném bebizonyitani, hogy a terméseldrejelzés szempontjabol

jelentds megbizhat6sdg novekedést nyujt a fejletteb becslési mdédszerek alkalmazasa.

2.1. A buzaelorejelzés fejlodése

Mar az 6kori Egyiptom vildgaban is fontos szerepet jatszott a termés eldrejelzése €s meghatéro-
zasa, hiszen az egyiptomi civiliz4ci6 kialakuldsdban jelent8s szempont volt a Nilus termékeny
volgye. A sivatagban aligha volt birmennyi csapadék 4m a természet korforgdsdnak koszonhetd-
en bizonyos eldre jelezhet6 id6kozonként a Nilus megéradt €s ez megvaltast jelentett az itt €16
népesség szamdara. Az aradds el6rejelzése igen fontossd vilt, igy ennek kalkuldlasaval tudtiak
tervezni a vetést. Az egyiptomi uralkoddk ennek érdekében csillagdszokat alkalmaztak, akik ha
mondhatjuk mar id6 szamitasunk el6tt 3000 évvel is foglalkoztak a témaval. (Borhegyi, 2020)

Természetesen a késébbiekben sokkal fejlettebb technikdk is megjelentek de a XXI. szazadi
technoldgiai fejlédés eldtt is tobb cikk sziiletett azzal kapcsolatosan, hogy az id6jaras segitségével
adhat6-e megfeleld eldrejelzés biizatermésre. Chipanshi, Ripley, és Lawford (1997) Saskatche-
wan kanadai tartomédny mintdit vizsgaltak 1960 és 1990 kozotti informacidkon. Modelljiikkben az
els6 harom negyedév idGjards adatai segitségével probaltdk meghatdrozni a termés mennyiségét.
Az alkalmazott regresszios technika segitségével bar még a ma hasznalatos modellekhez képest
kevésbé pontos becslést végeztek, dm kimutathatéan tudtdk magyardzni a termést.

De Wolf és Franel (1997) a problémat elsGsorban epidemioldgiai oldalrdl fogtdk. A mo-
delljiikben a novekedési idoszak soran hasznaltdk fel idjaras adatokat. Korrelaciot taldltak a
cserfoltossdgra a novény novekedési szakaszdra és a kovetkezd valtozok kozott: homérsékletet,
relativ paratartalmat, szélsebességet, sz€lirdnyt, napsugarzast. Az emlitett adatokat 24 6rds
Osszefoglaldsban haszndltak fel, azon honapok esetén, amelyekre jellemzd volt a bizat fert6z6
betegségek elterjedése. Modellént 6sszehasonlitottdk a neurdlis hdlok és a regresszids eszk6zok
hatékonysdgat a problémdn. Az eredményeik tekintetében a neurdlis halé6 (ANN) megbizhatébb
becslést adott a diszkriminancia analizisnél és a logisztikus regressziondl. Az emlitett tanul-
mdny is aldtdmasztja, hogy érdemes fejlettebb statisztikai mdédszerekkel megkdzeliteni a termés
elorejelzését.

Hasonl6 problémat fogalmazott meg egy ausztral cikk is, ahol ugyanigy neurélis halok

segitségével probdltak becsléseket késziteni. A tanulmdny, viszont mas teriileti mintat, Ausztrélia,



Brazilia és Columbia id§jaras és buzatermés adatait haszndlta fel. Chakraborty et al. (2004) is
bizonyitjak, hogy a gépi tanuldsi metddusok alkalmasak a termés és az 1ddjards adatok kozotti
Osszefliggések leirdsara.

Sajnos napjainkban egy igen erds éghajlat valtozdsnak lehetiink szemtanui, mivel egy folya-
matosan emelkedd homérsékletet tapasztalhatunk. Lobell, Schlenker, és Costa-Roberts (2011)
cikke is rogziti, hogy a hdmérsékleti trendek 1980 és 2008 kozott meghaladtdk a torténelmi éven-
kénti valtozékonysag atlagat és szorasat. Tanulmanydaban kitér arra, hogy csupdn a hdmérséklet
emelkedésével a buzatermés atlagosan 5,5 %-al esett vissza. A felmelegedés negativ hatdsaival
kapcsolatban Hatfield (2016) is hasonlé eredményekre jutottak, sét Prasad, Bheemanahalli, és
Jagadish (2017) a h6hulldamok eseményeit is kapcsolatba tudtdk hozni a termés mennyiségének
csokkenésével.

Kamir, Waldner, és Hochman (2020) tanulméanydban azt vizsgélja, hogy jelentds eltérés
figyelhet6 meg a hivatalos kozlésekben megjelend potencidlis buzatermés €s a valds hozamok
kozott. tanulmanyukban tobb gépi tanulési algoritmus hasznédlnak a termés el6rejelzéséhez. A
modellek magyardzé valtozoiként idGjards és miiholdas felvételek adatait hasznaltk fel. A
modszereik koziil a legjobb eldrejelzést a vektor tartdgép eljaras adta a vizsgalt modellek koziil.
Megfogalmazdsuk szerint a két leger6sebb véltozot a maximélis hdmérséklet és a csapadék jelen-
tette. Osszehasonlitottdk a hagyomanyos statisztikai eljardsokat is a gépi tanuldsi metédusokkal
és arra jutottak, hogy a buzatermés eldrejelzés témakorében érdemes alkalmazni a fejlettebb
modszereket, mivel ezek adhatnak jelentds javuldst az el6rejelzés pontossagdban.

A kutatdsom az Eurdpai Uni6 (tovabbiakban: EU) orszagait vizsgalja, igy tobb cikket is
szeretnék bemutatni, amely a térségben vizsgdlta a problémat. Szamomra sokat segitett a problé-
ma felkutatdsdban Cantelaube és Terres (2005) cikke, akik alapvetSen az id§jards elGrejelzések
hasznossagat vizsgédltdk meteoroldgiai szempontbdl a termés eldrejelzések hatékonysdgan. A
cikk is a téli periodus kezdetétSl nézve hasznalta fel az id6jards adatokat egészen augusztusig.
A kutatdsomban €n is ezt a logikat hasznéltam fel a modellezéshez. Az Eurdpai Uni6 egyik
szervezete a JRC (Joint Research Centre) minden évre végez specifikus terméseldrejelzést. Ezen
termés eldrejelzéseket egészitették ki a fellelhetd iddjards adatokkal és arra jutottak, hogy a
modell egy valdsziniiségi eloszlast felhasznal6 technikdval megbizhatobb becslést ad az EU
termésadatokra.

Az egyik legosszetetteb kutatast a témdban Van der Velde et al. (2018) végezték, mely végiil
a Nature szakmailapban is megjelent. Az emlitett tanulmany is a JRC adatairdl szdl, viszont
itt az eldrejelzések megbizhatosagat értékelik. A cikk dsszefoglalot is ad az EU altal hasznalt
modellezési folyamatrdl, melynek eredményeit a MARS (Monitoring Agricultural ResourceS)
nevii jelentésben teszik kozzé. A JRC kovetkezd hdrom adattipust hasznalja fel a predikciokhoz:

meteoroldgiai indikatorok, termésmodell indikatorok, vegetacios és tdvolsagi adatok. Az Eurdpai



Unié rendelkezik ehhez megfeleld adatmennyiséggel. Modellezési szempontbdl a JRC egy
komplex modellt haszndl, amelyben felhaszndlnak trendelemzést (linedris, logaritmikus), illetve
a regresszidelemzés mellett PCA klaszterezést is haszndlnak példaul évek kozotti hasonldsdgok
kereséséhez. A tanulminy megéllapitja, hogy a JRC elemzései a medidn években 2% alatti
hibdval adtak eldrejelzést, mig az alacsony és magashozamu évek sordn er6sebben alul becsiilték
a termelt mennyiséget (10% és 8%). A tanulmdny emellett rogziti, hogy a 2000 utdni extrém
években 10,4 és 70,8 szazalék kozotti alul becsléseket taldltak. A cikk az eredmények mellett
javaslatot tesz arra, hogy az EU fejlessze a megfigyel6 rendszereit a probléma elhéritasara.
Ugy gondolom az irodalomdttekintés is bizonyitja, hogy a terméselSrejelzés fontos eleme a
gazdasdgi folyamatoknak. A szakmai életben is egy aktudlis témanak szdmit, hiszen a bemutatott
tanulmdanyok tobbsége megemliti az egyre extrémebb id6jarasi koriilményeket, illetve neves

szaklapokban is téma a modellek hatékonységa.

2.2. Az XGBoost metodus alkalmazasai

Ahogy az el6z6 részben is részleteztem a gépi tanuldsi modszerek komoly hangstlyt kaptak az
elmult évtizedek sordn a buizatermés eldrejelzése szempontjabol. Ahogy bemutattam a dontési
fak, neurdlis halok, klaszterezési eljarasok és a trendelemzést is teret nyert a tudomény ezen
teriiletén. A dolgozatomat viszont egy manapsdg igen népszerd algoritmusra épitettem fel,
melyrdl tobb tanulmany is sziiletett a termés kérdéskorében. Az el6z6 alfejezetben bemutattam,
hogy miként fejlédott az eldrejelzés és milyen irdnyelveket taldlhatunk modszertani és szakmai
szempontbdl, viszont a mostani fejezetben szeretnék kifejezetten olyan tanulmanyokat bemutatni,
amelyek az XGBoost regresszids eljdrast alkalmazzdk. Az eljards pontos részleteit a modszertani
részben fogom kifejteni.

Egy friss tanulmdnyban indiai adatokon végeztek eldrejelzést az iddjards, a csapadék és az
ontozott teriilet magyardzo valtozok segitségével. A tanulményban is az XGBoost regresszids
eljarast alkalmazzdk, mely bizonyitja, hogy tobb keresztvalidicios eljards eredményeként is a
legjobb eredményt az emlitett eljards adja. A tanulmény azt is rogziti, hogy a Bayes-féle eljaras
segitségével jobb performancia €s robosztussag adhat6. Az 6sszehasonlithatésag érdekében
a modellezés sordn célvaltozonak a hektaronkénti becslést végeztek. A tanulmény ad egy
meghatarozott értéket a jovo évi varhatd buzatermés mértékére, illetve azt is rogziti, hogy az
extrém idGjarasi viszonyok miatt erds csokkend trend figyelheté meg az 6 mint4jukban is a
termés kapcsan (Gong, Huang, és Zhang, 2022).

Srivastava et al. (2022) az 6szi buiza eldrejelezhetéséget vizsgalta a novény genotipusa, az
id6jaras és a gazdalkoddsi formdk mentén. A kutatdsuk sordn Németorszag 271 megyéjében
végeztek vizsgalatokat 1999 és 2019 kozotti mintan. Megallapitasuk szerint a CNN (Konvolucios

neurdlis hdlok) médszer alkalmazdsa adja a leghatékonyabb eredményt, melyet 8 kiilonb6z6 gépi



tanuldsi mddszerrel hasonlitottak 6ssze. Fontos megallapitast tesznek azzal kapcsolatosan, hogy
a nem linedris modellek alkalmazésa jelent8s javulast ad a becslés pontossdga szempontjabol.
Hérom hatékonyan becsld modell keriil meghatarozasra, melyek koziil az egyik az XGBoost elja-
rds. A CNN modell alapjan a termés szempontjabdl a legkritikusabb informéciok a szélsebesség
a tizedik héten és a sugédrzas mennyisége a hetedik héten az idGjarasi valtozok tekintetében.

AZ XGBoost eljarasok alkalmazasa a buzatermés meghatdrozasakor nem csak az id6jaras
adatok kapcsolatdban lehet relevans. Yang et al. (2021) A talajnovény-elemzési fejlédési mérések
alapjan a buzalevelek klorofiltartalméat hasznaltdk fel az elérejelzéshez. A felhasznalt adataik
igen pontosak voltak, mivel drénokkal gyijtotték be az informaciot, melyet a kinai észak-
anhui nemzeti talajmegfigyeld és kisérleti dllomédson végezték el. A bizandvekedés €s termés
tekintetében Osszehasonlitottdk a dontési fak a random forest és a k-means eljarast is. Az emlitett
algoritmusok koziil a legjobb eredményt az XGBoost eljards adta. Megallapitjak, hogy a talaj
szervesanyag €s nitrogén tartalmanak informdcidja pozitivan befolyésolja a becslés pontossdgat.

Oikonomidis, Catal, és Kassahun (2022) cikke kielemi, hogy jelenleg még mindig sok a pon-
tatlan modell a termés elorejelzése kapcsan €s szeretnének alternativdkat bemutatni a kérdésben.
A tanulmdnyban Osszehasonlitjak az XGBoost gépi tanuldsi algoritmust, a konvolucids neurélis
halézatokok (CNN)-mély idegi héldzati tipusat (DNN), a CNN és XGBoost kombinaci6jabol
épitett modell, a CNN-ismétl6dd neurdlis hdl6zatok (RNN) és a CNN-hosszu tdvi memdoridra
épiild halozatok (LSTM) teljesitményét. Fontos megjegyezni, hogy a cikk szdjaba el6rejelzést
végez idbjarési és talajparaméter adatok segOtségével. Amiatt szeretném mégis bemutatni, mert
igen fejlett modszereket hasonlit dssze a termés tekintetében. A kombindlt hibrid modell adja a
legerdsebb elbrejelzést am ettdl nem marad el sokkal hatékonysdgban az XGBoost regresszids
eljaras sem. Nagyon alacsony RMSE értéket mutatnak be a szerz6k, melynek oka a hatékony
modellen tdl a nagy minta (25 345 darab).

A felsorolt cikkek vizsgalatdban véleményem szerint megallapithatd, hogy a gépi tanulasi
algoritmusok jelentds hatékonysdg novekedést adnak a buzatermés eldrejelzése kapcsan. A
linearis modellek hatékonysdga nem megfeleld a nem linedris metédusok koziil pedig a neurélis
halok és a fejlettebb dontési fa alapi modellek bizonyulnak a leghatékonyabbnak. Mivel a tanul-
manyom sordn kis mintét elemzek és a modellezés szempontjabodl az egyszerilibb paratméterezése
és a konnyebb érthet6ségre torekszem a fenti cikkek alapjan az XGBoost eljards szeretném

megvizsgélni eurépai mintén.

3. A modszertan és a felhasznalt adatok bemutatasa

A dolgozat kovetkez6 szekcidjdban szeretném bemutatni a projekthez felhasznalt médszertani

eszkozoket, illetve az elemzés sordn alkalmazott programcsomagokat €s azok statisztikai hatterét.



Az Osszes szamitdst, dtalakitast a python3 kornyezetében végeztem el (Van Rossum és Drake,
2009).

3.1. Az XGBoost modell felépitése

AZ XGBoost modszer alkalmazdsdhoz a python XGBoost csomagjat hasznalom, melynek
fejlesztoi egy részletes lefrdst készitettek az eljards modszertanarél. A moddszertani részben
errdl készitettem egy Osszefoglalét (xgboost developers, 2022). Az XGBoost az tgynevezett
feltigyelt tanulasi problémdk esetén haszndlatos, ahol x; magyardzo véaltozokat (t6bb funkcidval is
rendelkezhetnek) egy y; célvaltozo eldrejelzésére hasznéljuk. Ahhoz, hogy bemutassam a fakkal
valé lehetdségek tarhazat, eloszor kezdjiik a feliigyelt tanulds alapvetd elemeinek attekintésével.
A feliigylet tanulds sordn tobb magyarazé valtozot alkalmazunk egy célbecslés eléréséhez, ilyen
példaul egy linedris model y; = }_; 0;x;;, ahol becslés végpontja y; a bemeneti értékek stlyozott
linedris kombindcidja lesz. A predikcids érték, igy konnyen felirhat6é par paraméter megaddsdnak
segitségével, de a regresszi6 kis médositasokkal 4talakithaté osztalyozasi problémdra is. Am
egy feliigyelt tanuldsi médszer valdszinliségi paraméterértelmezéssé is atalakithaté példaul
egy logisztikus eljards alkalmazdsaval. Lathat6, hogy az adott bemeneti adatok adottsagként
kezelhetSk, melyeket bar atlehet alakitani az informacié gyokere ugyanaz marad. Amikor
egy modellezési eljarast végziink, amin moédosithatunk azok a paraméterek. Ahogy fentebb
is részleteztem a linedris esetben példaul a 0 paraméterek modositasdval adott becslés lehet a
modszertani mozgéstér. A paraméterek modositdsahoz a modellek tanitdsa az eszkoz, melyek
végeztével meg kell hatdrozni, hogy mennyire pontos az illeszkedés, hogy kivéalaszthassuk a
leghatékonyabb eljarast.

Az eljarasok sordn meg kell hatdrozni egy célfiiggvényt, melynek optimalizdldsa a feladat.
Az ilyen emlitett célfiiggvények két részbdl dllnak: egy tanité adaton mért becslési veszteségbdl

(training loss) és egy regularizacids tényezbdl:
obj (1)

ahol L a becslési veszteség €s  a regularizacids tényezdt. A becslési veszteség adja meg,
hogy mennyire ad er8s predikciot az dltalunk meghatdrozott modell. A regularizicios tényezd
pedig arra szolgdl, hogy a tanuldsi modell, hogy viszonyul a képzési adatokhoz, ennek akkor
lesz jelentOsége, hogy segit elkeriilni a tdlillesztést, illetve szabdlyozza a modell sszetettségét.
Gyakori vdlasztas az L felirdsdra az 4tlagos négyzetes hiba (RMSE), melye a kovetkez6ként

irhat¢ fel:

L(6) =Y (vi—5i)’ 2

A bemutatott modszerek értékeivel meghatdrozhatunk kiillonbségeket a performancia szempont-

jabdl példaul a dontési fak, a random forest, illetve a boosted forest eljardsok kapcsan, igy
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formaliz4lt médon tudunk allni a paraméterek médositdsahoz.

Az el6zbekben részletezett feliigyelt tanulds mellett az XGBoost eljards masik alapjat a
dontési fak egyiittese jelenti, melyek (akar klasszifikacids és regeresszids esetben) halmazbdl
optimalizacids eljaras segitségével modellt épithetiink (jelolése: CART). llyenre egy egyszert
példa lehet, hogy valakinek tetszene-e egy szamitogépes jaték vagy sem. A példaban vesziink egy
mintat egy csaldd tagjaitdl, akkor szdmos informécio rendelkezésiinkre 4ll: kor, nem, foglalkozas
és sok egyéb mds. Az adott informéciok mentén a csaldd tagjait kiilonboz6 levelekbe sorolhatjuk,
am a CART modellekben csak dontési értékeket hatarozunk meg. Az igy kapott levelek a
valés pontszam értékeket tartalmazzak, amely egy erds eszkoz az egységes optimalizalashoz
a modellezés sordn. Altaldban egy fa felépitése nem ad er8s informdciét, igy érdemes olyan
eljarast késziteni, ahol tobb fa egyiittese keriil kiértékelésre.

Ahhoz, hogy jobban értsiik a fak alkalmazasat irjunk fel egy két fabol all6 faegyiittest. Az
egyes fak eldrejelzési pontszdmait 6sszeadjuk, hogy megkapjuk a végsd pontszdmot. Itt fontos
tény, hogy a két fa igyekszik kiegésziteni egymdast. Matematikai szempontbol ez a kovetkezdképp

irhat¢ fel:

K
Ji= Y filxi), fu € F (3)
i=1

Ahol K a fak szdma, f; egy fiiggvény az F fiiggvénytérben, és F tartalmazza az adott CART
Osszes lehetséges kimenetét. Ahogy az el6z6ekben részleteztem meg kell keresni az adott kombi-
ndcidés halmazon a megfelel$ azaz a legpontosabb kimenetet, melyhez a kdvetkezd optimalizacids

célfiiggvényt lehet rendelni:

n K

obj(0) =Y 1(yi,9i)+ Y o(fi) (4)

i k=1
ahol w(f}) a fa sszetettségét jeloli az f; pedig az el6zGekben definidlt fiiggvényt. Az emlitett fa
egyiittesek képzése nagyon hasonlé a random forest eljarashoz, hiszen ezek is a faegyiittesek
értelmezésén alapulnak. A random forest és a boosted tree-k kozott a kiillonbség tanité adaton
torténd képzésbdl adodik, melybdl kovetkezik, hogy egy predikcids fliggvény felhaszndlhatéd
mindkét eljards esetében.

Természetesen adodik a kérdés, hogy milyen paraméterek mentén differencidlhatunk a
faegyiittesek képzése sordan. Azaz milyen stratégiat vesziink figyelembe akkor, amikor az f;
fliggvények tanulasat és kiértékelését végezziik egy algoritmussal, mely fiiggvények tartalmazzak
a fa szerkezetét €s a levél pontszdmait. A fak struktirdjanak tanuldsa sokkal dsszetettebb, mint
egy egyszeri optimalizaldsi probléma, ahol egyszeriien a gradiensek keriilnek figyelembevételre,
igy a technika sordn additiv jellegii stratégiat alkalmazunk. Gyakorlatban megnézziik, hogy

eddig mit tanultunk és az milyen irdnyba javithatd, mely képez egy Uj fat. Ennek értelmében

(1)

felirhatunk egy eldrejelzési (predikcios) értéket ¢ 1€pésenként, mint J, . Igy a kovetkezképp



adhaté meg a médositott predikcids érték:

(0)

)A’,‘ =0
3 = fixi) =3+ fi(xi)
57 = i)+ hl) =5+ Hx) 5)

ka x) =9+ filw)

Fontos kérdés az additiv eljarasndl, hogy melyik fat szeretnénk haszndlni az egyes 1épéseknél.

Ebben az esetben mindig hozzdadjuk azt amelyik optimalizal6 hatdssal van a célunkra:

obj* Zlyl,y, +waz

n (6)
Zl(yl,yl( + fi(xi)) + ©o(f;) + constant
i=1
Ic
obj = Y (i~ GV + () + Y o(f)
= i=1
(7

i=1
= i [2()7,(t_1) —yi)fi(xi) + ft(xi)z] + o(f;) + constant

Ebben az esetben most csak az RMSE fiiggvényt mutattam be, viszont tobb veszteségfiiggvény
kezelésére is képes az XGBoost eljaras.

Ahogy korédbban is kifejtésre keriilt az optimalizalé 1épések mellett a feliigyelt tanulds
tartalmaz egy regularizacids tényez6t is azaz meg kell hatarozni a @(f) fa osszetettségét. Ennek

érdekében elsGként mélyebben kell értelmezni a fa f(x) definicijat:
i) = wy,w e R g R = (1,2, T}. ®)

ahol w a levelek pontszdmainak vektora, g pedig egy olyan fiiggvény, amely minden adatpontot
hozzdrendel a megfelels levélhez, T pedig a levelek szamat jelsli. Igy az XGBoost esetén a

komplexitast a kovetkez6képp definidlhatjuk:

T
o(f) =T+ %A Y wi ©)
j=1

3.2. XGBoost fak struktiaralasa

A fék at strukturaldsanak segitésével kaphatunk egy pontszamot, melyet a szaknyelv struktu-

réalis pontszamként (Structure Score) tart szamon. A strukturdlis értéket roviditett formdban a
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kovetkezSképp kaphatjuk meg:

. Gj
WiT Hj—i—l
10)
b'*:__ J
o) 2;Hj+z+ﬂ

J

Az egyenletben w; értékek fiiggetlenek egymadstol és a legjobb értéke adja a legjobb g(x) struk-
tdrat, mely gyakorlatban azt adja meg, hogy egy adott fa mennyire jol teljesit. Alapvetden egy
adott fa struktira esetében a g; €s h; statisztikdkat a megfeleld levelekre toljuk, a statisztikakat
Osszegezzik, és a képlet segitségével kiszamitjuk, hogy mennyire j6 a fa. Ez a pontszdm gyakor-
latilag a dontési fa szennyezettségi mérdszama, mely figyelembe veszi a modell komplexitasat

1S.

Gai G? G (GL+ Gg)?
ain = — — _
2|HL+A Hgp+A Hp+Hp+A

A képletet értelmezhetjiik tigy, hogy az elso elem az 1) baloldali levél pontszdma, a masodik

(11)

elem az Uj jobb oldali levél pontszdma, a harmadik elem az eredeti levél pontszama, végiil pedig
a levélre vonatkozo regularizaciot lathatjuk. Itt fontos megdllapitani, hogy a novekedési érték,
amennyiben kisebb mint 7y, akkor nem érdemes hozzdadni a modellhez az adott dgat. Valos értéki
adatok esetén ennek segitségével kozelitjiik az optimélis felosztést, ahol gyakorlatilag balrél
jobbra haladva a metszési technikaval kikeressiik az optimalizalt modellt (xgboost developers,
2022).

3.3. Hyperopt algoritums

Azon modellezési problémdk esetén, melyek sordn Osszetett algoritmusokat alkalmazunk gyak-
ran lehet taldlkozni a paraméterek kérdéskorével. Egy-egy modell esetén szamos paramétert
ismerhetiink, melyek jelent6sen befolydsoljdk a tanuldsi folyamatot. Ilyen paraméter példaul a
fak szdma, a tanulds mélysége, vagy az elvégzett becslések szdma. Sok gépi tanuldsi médszer
hatékonysdga jelent6sen fiigg a paraméterek hatékony optimalizdldsatdl. A hangoldst a fejlesztok
gyakran kézzel, illetve probélgatassal végzik, mellyel probaljak elérni az adott becslési hatékony-
sdg mutatd legoptimalisabb mértékét. A probléma felolddsara Bergstra, Yamins, és Cox (2013)
fejlesztett egy metamodellezési megkozelitést mely sordn egy kinevezett mutatora optimalizaljak
a modell paramétereit. A teljesitmény mutat6 optimalizdldsaval szeretném csokkenteni a becslési
hibakat a modell épités soran, mellyel véleményem szerint jelentds hatékonysag novekedést

sikeriilt elérnem.



4. Eredmények

A kovetkez0 részben szeretném részletezni az adatbazisosszedllitasat a modellezés folyamatat és
az elért eredményeket. Ahogy a bevezetdben is bemutattam a dolgozat célja, hogy vizsgdlja az
id6jarasadatokkal val6 terméseldrejelzés lehetdségét és a gépi tanuldsi metddusok hatékonysagat
a kérdésben. A projekt hdrom f6 részbdl dllt. Az adatok letoltésébdl és dtalakitasabol, az
informdcidk vizsgélatibol és végiil az elbrejelzési modellek Osszehasonlitdsdbol. Az emlitett

részeket ebben a szekcidban mutatom be részletesen.

4.1. Az adatbazis eloallitasa

A modellezéshez haszndlt id6jards adatokat a Harris et al. (2020) 4ltal k6zolt weboldalrdl
toltottem le. Az idGjarasadatok havi bontdsban keriiltek publikdldsra a vilag 0sszes orszagéra
1901-t61 2021-ig. A weboldalon rendelkezésre all6 10 valtozot az 1. tdblazatban mutatom be. Az
adatbdzis lathatdan tartalmazza a fobb idGjards adatokat, melyek mindegyike folytonos véltozo.
Az adatbdzisban tobb esetben is volt hidnyz6 érték melyet a -999-es értékkel jeloltek. Az ilyen
értékeket tartalmazo adatsorokat kizartam a modellezés sordn, hogy ne zavarjdk a megbizhat6
becslést. Orszagonként és valtozonként kiilon fajlokban voltak kozolve az adatok, igy kiilon

programkodot kellett irni a végsd adatbazis kialakitasdhoz.

Jelolés Jelentés Mértékegység
cld felhdtakard szazalék
dtr napi homérséklet tartomany Celsius
frs talajmenti fagy nap
pet potencidlis evapotranspiracio mm/nap
pre csapadék mm/hénap
tmn minimum hémérséklet Celsius
tmp atlagos hdmérséklet Celsius
tmx maximum hémérséklet Celsius
vap légnyomas hPA
wet esOs napok szdma nap

1. tablazat. A CRU adatbazis valtozai.
forras: Harris et al. (2020)

Az eldrejelzések masik ldbat képezik a buzatermésre vonatkozé adatok, melyet a Food
and Agriculture Orgnaization of United Nations (2021) ndvénytermesztési €s allattenyésztési

adatok oldaldrdl kértem le. Az adatbézis 1961 és 2021 kozotti iddszakon orszdgos bontasban
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tartalmaz a buzatermésre tonndban kifejezett mennyiségeket. Az adatok orszdgonként igy
0sszesen 60 rekordot tartalmaznak, amely igen kevésnek tekinthetd modellezési szempontbol,
emiatt egy k6zos modellben kell vizsgélni az 6sszes termésadatot a megbizhatd becslés céljabal.
A termésadatok jelentdsen fiiggenek a bevetett teriilett6l, igy a kovetkezd médon hatdroztam
meg a célvaltozot: Y = termelés / bevetett teriilet. Az igy el6allt célvéltozd mar egységesen
leirhat6 egy k6z6s modellben.

Mivel nem rendelkeztem egységes adatbazissal a buza és az idGjarasadatok tekintetében,
két kiillonboz6 informacié 6sszekapcsolasara volt sziikséges. Az adatok feldolgozasahoz és
kezeléséhez kialakitasra keriilt a python kérnyezetben a Pandas nevid b&vitmény, melynek
segitségével konnyen elvégezhetok az adatatalakitasok (pandas development team, 2020). Az
id6jarasi adatok tekintetében orszdgonkénti kimutatds allt rendelkezésre szezondlis és havi
atlagolt értékekkel. Mivel a bizatermésre vonatkozé adatok éves bontdsban voltak elérhetdek
az id6jards adatok kimutatdsait at kellett alakitani id6soros kimutatdsra, majd egységesiteni egy
tablaban orszdgonkénti megjeloléssel. Az emlitett konverzio utdan Cantelaube és Terres (2005)
altal is alkalmazott mddszer alapjdn a kivalasztottam a janudr €s augusztus kozotti 1d6jarasi
adatokat és a havi dtlagos értékeket kiilon valtozoként deifindltam minden évhez. A modellezés
sordn ugy itéltem meg, hogy a decemberi informéci6 javitja az eldrejelzés hatékonysagat, illetve
az orszdg mint kategoria is ad tobblet informéaciét. Az emlitett véltozokat is eldallitottam a
modellezési adatbazisban. Igy el8dllt osszesen 12 véltozé esetén 9 idGszak, mely osszesen
108 magyarazé véltozot jelenetett minden évhez. Végiil az igy rendelkezésre orszdgonkénti
iddjardsadatokhoz hozzatudtam kapcsolni a célvéltozot is, melyel eldallt egy 1204 rekordbdl
allé modellezési adatbdzis. Az orszdgok tekintetében az adatbdzis az EU orszdgait tartalmazta,

viszont a becslések pontositasa érdekében Ukrajna adatait is hozzdadtam az adatbazishoz.

4.2. Az adatok leiré jellegii elemzése

Roviden szeretném bemutatni a magyarazé valtozok f6bb statisztikai mutatoéit, illetve a célvaltozé
felépitését, mielStt a modellezési részre térnék. Osszesen az éves aggregdlds és a sziirések el6tt
40656 darab idGjardsadatot tartalmazé rekordom volt. Itt nem szeretnék tilsagosan a részletekbe
bocsétkozni, igy inkdbb kiemelem az erés magyarazo erdvel bird véltozok f6bb jellemzbit. A
felhdtakard valtozo 2,1 és 99,9 szazalék kozott egy kozel normdlis eloszlast vesz fel, melynek
atlaga 64,66. A napi homérséklet tartomany minimuma 2,7 maximuma pedig 15,1. A csapadék
mennyisége balra ferde jobbra elnyulé eloszlast kovet, melynek minimuma 0, maximuma 365,1
mm/nap. A csapadék atlaga 62,17 mm/nap. Az atlag homérséklet minimuma -20,1 mig a
maximuma 30,5 az atlaga pedig 9,67. A hdmérséklet tekintetében egy novekvd trend figyelhetd
meg. Az esds napok szdma minimuma 0 a maximuma pedig 30,2 nap volt, mig az atlag 12,7.

Jellemzden jdl strukturdlt adatbdzissal dolgoztam, ahol a véltozdk esetén nem igazdn jelentkeztek
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kiugré értékek, illetve az eloszlas tekintetében is egészéges adatkészlet volt lathaté. Fontos
kiemelni, hogy a potencidlis evapotranspirdci6 esetén 1452 adatsor hidnyz6 értéket vett fel.

A célvaltoz6 tekintetében a maximum érték 10,7 a minimum pedig 0,61 az atlag pedig
4,23, mely leolvashat6 a dobozdbrardl is. Lathatéan jelentds outlier érték nem figyelheté meg
a célvéltozo tekintetében. A célvaltozo eloszldst és a dobozdbrit az 1. abrén tiintettem fel.
Az eloszlas tekintetében inkdbb egy balraferde jobbra elnyulé alak figyelhetd meg, melyrdl a
dobozdbra felsé vége is arulkodik. A célvéltozé interkvartilis terjedelme 2,64 tonna/hektar a

szoras pedig 2,02.

10 [ ]

] 10

tonna/hektar

1. abra. A célvaltoz6 eloszlasa és dobozdbrija

forras: sajat szerkesztés

4.3. Modellezési eredmények

Ahogy az adatbazis el6dllitdsa részben bemutattam létrehoztam egy modellezési tablat. A
modellezést megel6zden két részre osztottam az adatot, egy tanit6 adatra, amelyen a modelleket
betanitottam és egy teszt adatra, ahol a modellek performancidjat értékeltem ki. Az adatvagésnal
75%-ban definidltam a tanit6 adatot, mig a tesztadat 25%-ot tett ki. A felosztdashoz a Scikit learn
random kivdlasztdsat hasznaltam, tehat a vdgds nem idérendben tortént Pedregosa et al. (2011).
Els6 korben a dontési fak hatékonysdgat vizsgdltam meg. A hatékonysdg mérését a modszertani

részben részleteztem RMSE (root-mean-square error) segitségével hasonlitottam 0ssze. Mivel a
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kérdés egy regresszids probléma, igy a jobb dsszehasonlithatésdg érdekében a teljes id6szakon
vett egy hektarra jutd bizatermés dtlagdval szamolt RMSE értékét is vizsgaltam. Az atlagtol vett
RMSE értéke 3,78 volt egységesen.

Els6 korben a dontési fak hatékonysdgat vizsgaltam, ahol a tanité adaton elhanyagolhat6
mértéki volt az RMSE értéke, viszont a teszt adaton 1,69-es RMSE értéket kaptam. Lathatéan a
dontési modell az adatbazis segitségével jobban eldre tudott mar jelezni, viszont az eltérés igy
is nagynak mondhaté egy 3,8-as medidnnal és 2,6-os interkvartilis terjedelemmel rendelkez6
célvéltozonal, igy a hyperopt eljards alkalmazdasa el6tt indokoltnak tartottam egy fejlettebb

modszer alkalmazasat.

Paraméter Erték

colsample_bylevel | 0.7

colsample_bynode | 0.8

colsample_bytree | 0.7

eta 0.1
eval_metric rmse
learning_rate 0.25
max_depth 9
min_child_weight | 9
n_estimators 1600
random_state 42
seed 42
subsample 0.9

2. tablazat. A hyperopt éltal talalt legjobb paraméterek.

forras: sajat szerkesztés

Kovetkez6 1€pésként az XGBoost algoritmust hasznéltam a terméseldrejelzéshez. A tanitd
adat tekintetében ebben az esetben is elhanyagolhaté mértékti RMSE értéket kaptam, viszont a
teszt adat esetén jelentSs javuldssal 1,02-es értét kaptam eredményként. Mivel a javulast jelentos
am az algoritmus bemeneti paraméterein nem véltoztattam érdemesnek taldltam a hyperopt
algoritmus alkalmazdasat is, mellyel tovébb lehetett javitani a modell hatékonysagat. A hyperopt
algoritmussal bedllitott paraméterek mellett az RMSE értéke 0,86-ra csokkent, melyet a végsd
legjobb modellként definidltam a fa alapi modellek tekintetében. A hypertopt algoritmussal
meghatédrozott paramétereket a 2. tdblazatban mutatom be.

Az igy elddllt modell esetén persze fontos kérdés maradt még, hogy mely valtozok adtak a

legtobb inform4ciét. Ehhez a legalkalmasabbnak a feature importance (jellemzk fontossdga)
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csomagot taldltam, mivel dontési fakat vizsgdltam (Pedregosa et al., 2011). A legmagasabb 132-
es értéket az februdri felhdtakard adja, ezt koveti az augusztusi csapadék majd harmadik helyen
pedig a decemberi csapadék all. Lathat6an a legfontosabb jellemzd szorosan Osszefiiggenek a
csapadék mennyiségével, mivel 100 folotti értéket, kizardlag az esés napok szdma, felhStakard
és a csapadék mennyisége kapott. A fontossagi jellemzok tekintetében a 80 és 100 pont k6zotti
sdvban az el6bb emlitett két valtozé mellett erés magyardzo erével bir a téli hdnapok esetén a
talaj menti fagy mértéke, illetve a majusi hémérséklet tartomény. Az itt részletezett adatokat
vizudlisan is dbrazoltam a 100 fo6lotti értékkel rendelkezé valtozokat. Ezt a 2. dbran mutatom be,
ahol a véltozékhoz rendelt szimok a vonatkozdsi hénapot jelolik (Ahol nincs szdm az jeloli az

el6z6 évi decemberi honapot).

pre_4 pre_3 wet 6 wet 4 pre 7 wet 3 pre_6 pre_2 cld wet_7 pre_5 wet_2 wet 8 pre_l1 wet 5 cld

1

N

0

1

feature importance
B [} =<} o
o o o o

N
o

0

Valtozok

2. abra. Feature importance érték a valtozok esetén

forras: sajat szerkesztés

5. Osszefoglalas

A dolgozatban az id6jaréasi adatok alapjén készitettem eldrejelzést a buzatermésre. A modellezés
soran a faalapi modellezési technikdkat vizsgaltam meg a feldolgozott szakirodalmak javaslatai
alapjan. Osszeségében megdllapithatd, hogy érdemes kisérletezni a terméseldrejelzés kapcsan
gépi tanuldsi médszerekkel, mivel jelentds javulds adhaté a modellek hatékonysagat tekintve.
A modellezés sordn az 1204 rekordbdl all6 tabldban 75%-os tanité adaton készitett modelleket
egy 25%-os teszt mintdn értékeltem ki. A teszt adatbdzisban a teljes mintdn szamolt 4tlaggal
az RMSE értéke 3,78 volt. Az egyszeri dontési fa modellel ezt 1,69-re lehet javitani, mig az
XGBoost metddus 1,02-es értékig javult. A hyperopt algoritmussal elért paraméteroptimali-
zalas segitségével az XGBoost modell hatékonysaga 0,86-re javult, melyet a leghatékonyabb
modellnek jeloltem meg. Az igy kapott paraméterek bedllitasdval javaslatot ad a dolgozat egy

hatékony paraméter bedllitdsra a terméseldrejelzés tekintetében. A legjobb viltozok az eldrejel-
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z€s szempontjabol f6ként a csapadék mennyiségével fiiggenek ssze. A legjobb pontszdmot a
jellemzdk fontossdga tekintetében a februdri felhdtakard kapta, viszont erds valtozé a decemberi,
augusztusi, marciusi és 4prilisi csapadék mennyisége, tovdbba egységesen fontos az esds napok

szdma mind a nyéri mind a tavaszi id6szakokban.
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A. Fiiggelék

Az alabbi fiiggelék tartalmazza azokat a kddokat, amelyeket az elemzések sordn futtattam. Az
elsé kodrészlet bemutatja, hogy miként toltdttem le az online elérhet6é adatokat, amelyeket a
tovabbi elemzésekhez hasznédltam.

A masodik kodrészlet részletesen bemutatja, hogy az adatokat hogyan kellett dtalakitanom,
hogy a modellezési eljards megfelelen végrehajthat6 legyen. Az adatok tisztitdsa és el6készitése
kulcsfontossagu 1épés volt, hiszen az adatok hibdi, vagy az esetleges hidnyzo értékek komoly
hatdssal lehettek volna a modellezésre €s az eredményekre. A kédban az atalakitasok, példdul
a formatumok modositdsa, a hidnyzé adatok kezelése és az egyéb sziikséges transzformécidk
kertiltek bemutatasra.

A harmadik és egyben utolsé szekcioban az altalam épitett modelleket mutatom be. Itt
részletesen ismertetem a modellek felépitését, a kiilonbozdalgoritmusok alkalmazdsat €s az egyes
modellek teljesitményének kiértékelését. Végiil a hyper-opt algoritmus alkalmazdsaval bemuta-
tom, hogyan taldlhaté meg az XGBoost paraméterei koziil az a konfiguracid, amely a legjobb
teljesitményt nyujtja a terméseldrejelzésre. Az optimalizalds folyamata kulcsfontossdgu volt a
legjobb eredmények eléréséhez, és segitett abban, hogy a modellek a lehetd leghatékonyabban

végezzék az eldrejelzést.

Alkalmazott példa kédok

1. Listing. Adatok letoltéséhez hasznalt kéd

import pandas as pd

import numpy as np

from pandas.api.types import CategoricalDtype
from plotnine import *

from plotnine.data import mpg

%matplotlib inline

df = pd.read_csv(’wheat.csv’)

df = df [["Area_ Code  (M49)", "Area", "Year", "Value"]]

df .rename (columns={"Area  Code (M49)":’Area_code’}, inplace=True)
df .head ()

wheat_groupped = df.groupby([’Area’, ’Year’]) [[’Value’]].sum()

#type (wheat_groupped)
wheat_groupped.head (100)
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tmp = df.groupby ([’Area’, ’Year’], as_index=False) [[’Value’]].sum().

pivot (index=’Year’, columns=’Area’, values=’Value?)
tmp [>sum_production’] = tmp[’Ukraine’] / tmp[tmp.columns].T.sum()
tmp [?>Ukraine_ratio’] = tmp[’sum_production’] / tmp[’Ukraine’]

tmp.columns

def lekerdezes(variables, countries):

varl = variables [0]
cntl = countries [0]
data = pd.read_csv(’https://crudata.uea.ac.uk/cru/data/hrg/cru_ts_4
.06/crucy .2205251923.v4 .06/ countries/’+varl+’/crucy.v4
.06.01.1901.2021.+cntl+’.’+varl+’.per’,
delimiter=r"\s+",
skiprows= 3)
nn = cntl + ’_7 + varl

data = data.melt(id_vars=["YEAR"],

var_name="month",

value_name=nn)
data["Date"] = data["YEAR"].astype(str) + data["month"]
data = datal[["Date", nn]]

for varia in variables:
for country in countries:
if varia == "cld":
url = ’https://crudata.uea.ac.uk/cru/data/hrg/cru_ts_4
.06/crucy .2205251923.v4.06/countries/’+varia+’/crucy.
v4.06.01.1901.2021. >+country+’.’+varia+’.per’
else:
url = ’https://crudata.uea.ac.uk/cru/data/hrg/cru_ts_4
.06/crucy .2205251923.v4.06/countries/’+varia+’/crucy.
v4.06.1901.2021. >+country+’.’+varia+’.per’

print (url)

df = pd.read_csv(url, delimiter=r"\s+", skiprows= 3)
nn = country + ’_’ + varia
df = df .melt(id_vars=["YEAR"],

var_name="month",

value_name=nn)
df ["Date"] = df["YEAR"].astype(str) + df[’month’]
data [nn] = df[[nn]]

return data

countries = [’Austria’, ’Belgium’, ’Bulgaria’, ’Croatia’, ’Cyprus’ ’

-

Czech_Republic’, ’Denmark’,
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’Estonia’, ’Finland’, ’France’, ’Germany’, ’Greece’, °’
Hungary’, ’Ireland’,
’Italy’, ’Latvia’, ’Lithuania’, ’Luxembourg’, ’Malta’, ’
Netherlands’,
’Poland’, ’Portugal’, ’Romania’, ’Slovakia’, ’Slovenia’, °’
Spain’, ’Sweden’, ’Ukraine’, ’Russia’]
variables = ["cld", "dtr", "frs", "pet", "pre", "tmn", "tmp", "tmx", "

vap", "Wet"]

Weatherdata = lekerdezes(variables, countries)

Weatherdata.head ()

2. Listing. Adatok transzformaldsahoz hasznalt kéd

import pandas as pd
import numpy as np

from pandas.api.types import CategoricalDtype

weather = pd.read_csv(’Weatherdata.csv’)
countries = [’Austria’, ’Belgium’, ’Bulgaria’, ’Croatia’, ’Cyprus’, ’
Czech_Republic’, ’Denmark’,
’Estonia’, ’Finland’, ’France’, ’Germany’, ’Greece’, ’
Hungary’, ’Ireland’,
’Italy’, ’Latvia’, ’Lithuania’, ’Luxembourg’, ’Malta’, ’
Netherlands’,
’Poland’, ’Portugal’, ’Romania’, ’Slovakia’, ’Slovenia’, °’
Spain’, ’Sweden’, ’Ukraine’] # ’Russia’
variables = ["cld", "dtr", "frs", "pet", "pre", "tmn", "tmp", "tmx", "
vap", "wet"]

weather .head ()

weather = weather [“weather ["Date"].str.contains("DJF")]
weather = weather [“weather ["Date"].str.contains("MAM")]
weather = weather [“weather ["Date"].str.contains("JJA")]
weather = weather [“weather ["Date"].str.contains("SON")]
weather = weather [“weather ["Date"].str.contains ("ANN")]
weather["Year"] = weather["Date"].str[0:4]
weather ["Month"] = weather["Date"].str[4:7]
monthdict = {"JAN": "01", "FEB": "02",

'MAR>:"03", "APR": "04",

"MAY":705°, "JUN": "06",

"JUL": "O7", "AUG": "08",

"SEP": "09", "OCT": "10",
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weather = weather.replace ({"Month": monthdict})

weather ["Date"] = weather["Year"] + weather ["Month"]

#weather = weather.drop (columns=[’Month’, ’Year’])

weather ["Date"]= pd.to_datetime (weather ["Date"], format=’%Y%m’)
weather = weather.sort_values(by=[’Date’]) .reset_index(drop=True)
weather = weather.drop(’Unnamed: 0’, axis=1)

weather .head ()

wetvar = ["Date", ’country’] + variables
weather2 = pd.DataFrame (columns = wetvar)
for country in countries:
weathertech = pd.DataFrame ()
weathertech["Date"] = weather ["Date"]
weathertech.loc[:,’country’] = country

for var in variables:

name = country+"_"+var
weathertech[var] = weather [name]
#weather2 = weather2.append (weathertech, tgnore_indexz = True)

weather2 = pd.concat([weather2, weathertech])
weather2.head ()

weather2.to_csv("visual.csv", index=False)

dfs = []
for name, group in weather2.groupby(’country’):

for step in range(1l, 9):

for var in variables:
group [f’{var}_{step}’] = groupl[var].shift(step)

dfs.append (group)
weatherfinal = pd.concat (dfs)
weatherfinal ["Date"] = weatherfinal["Date"].shift (9)
#weatherfinal.head (12)

weatherfinal[’month’] = weatherfinal[’Date’].dt.month
weatherfinal= weatherfinal [(weatherfinal[’Date’] >= ’1961-08-017)]
weatherfinal= weatherfinal [(weatherfinal[’Date’] < ’2021-01-017)]
weatherfinal= weatherfinal.reset_index (drop=True)

weatherfinal = weatherfinal[weatherfinal[’month’] == 8]

df = pd.read_csv(’wheat.csv?’)

df = df [["Area Code ;(M49)", "Area", "Year", "Value"]]
df .rename (columns={"Area Code (M49)":’Area_code’}, inplace=True)
wheat_groupped = df.groupby([’Area’, ’Year’],as_index=False) [[’Value’]].
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sum ()
wheat_groupped.loc[wheat_groupped["Area"] == "Czechia", "Area"] = °
Czech_Republic’

wheat_groupped["key"] = wheat_groupped[’Area’] + +wheat_groupped [’
Year’].astype(str)

wheat_groupped

cl = wheat_groupped[’Area’].unique ()

df _ah = pd.read_csv(’area_harvested.csv’)

df _ah = df_ah[df_ah["Area"].isin(cl)]

df _ah = df_ah[["Area, Code, (M49)", "Area", "Year", "Value"]]

df _ah.rename (columns={"Area Code (M49)":’Area_code’}, inplace=True)

df _ah = df_ah.groupby([’Area’, ’Year’],as_index=False) [[’Value’]].sum()
df _ah.loc[df_ah["Area"] == "Czechia", "Area"] = ’Czech_Republic’

df _ah["key"] = df_ah[’Area’] + "_" +df_ah[’Year’].astype(str)

df _ah.rename (columns={’Value’:’area_harvested’}, inplace=True)

df_ah.head (100000)

joined_wheat = wheat_groupped.merge(df_ah[[ ’area_harvested’,’key’]],
how = ’left’,
left_on = ’key’, right_on = ’key?’)
joined_wheat["target"] = joined_wheat["Value"] / joined_wheat["
area_harvested"]

joined_wheat .head ()
weatherfinal ["key"] = weatherfinal["country"] + "_" +weatherfinal["Date"
].dt.year.astype(str)

weatherfinal

tablefinal = weatherfinal .merge(joined_wheat[[ ’target’,’key’]], how = ?

left?,
left_on = ’key’, right_on = ‘’key’)
tablefinal
tablefinal = tablefinal.drop([’Date’, ’month’, ’key’], axis=1)

print(len(tablefinal))

tablefinal = tablefinal.dropna()
print(len(tablefinal))

for var in tablefinal.columns:
tablefinal = tablefinal[tablefinall[var] != -999 ]
print(len(tablefinal))

tablefinal.to_csv("modeling_table.csv", index=False)
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3. Listing. Modellezési eljarasok kodjai

import pandas as pd

from sklearn.model_selection import train_test_split

from sklearn.tree import DecisionTreeRegressor

from xgboost import XGBRegressor

import =xgboost as xgb

from sklearn.metrics import mean_squared_error, r2_score

from xgboost import plot_tree

import matplotlib.pyplot as plt

import graphviz

import numpy as np

from functools import partial

from hyperopt import STATUS_OK, Trials, fmin, hp, tpe, space_eval
from sklearn.preprocessing import RobustScaler, StandardScaler
from sklearn.pipeline import Pipeline

from IPython.display import clear_output

from sklearn import preprocessing

table = pd.read_csv(’modeling_table.csv’)
le = preprocessing.LabelEncoder ()
le.fit(table["country"])

table ["country_encoded"]= le.transform(table["country"])

X = table.drop([’target’, ’country’],axis=1)
table[’target’]

<
I

X_train,X_test, y_train, y_test = train_test_split(X,y,random_state =0,
test_size=0.25)
len(table)

dt_model = DecisionTreeRegressor ()

dt_model.fit (X_train, y_train)
m = dt_model
pred_train = m.predict(X_train)

tr_rmse = mean_squared_error (y_train, pred_train)

predictions = m.predict(X_test)

ts_rmse = mean_squared_error (y_test, predictions)

y_mean= [table["target"].mean()] * len(y_test)

me = mean_squared_error (y_test, y_mean)
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print("train, rmse: " ,tr_rmse)
print("test, rmse: " ,ts_rmse)

print ("mean, rmse: " ,me)

xgb_model = XGBRegressor ()
xgb_model.fit(X_train, y_train)

m = xgb_model
pred_train = m.predict(X_train)

tr_rmse = mean_squared_error (y_train, pred_train)

predictions = m.predict(X_test)

ts_rmse = mean_squared_error (y_test, predictions)

y_mean= [table["target"].mean()] * len(y_test)

me = mean_squared_error (y_test, y_mean)

print("traing rmse: " ,tr_rmse)
print("test,rmse: " ,ts_rmse)

print ("mean_ rmse: " ,me)

def objective(space, data, optimizer_metrics):

X_train, _, y_train, _ = data

data_dmatrix = xgb.DMatrix(data=X_train, label=y_train)

xgb_cv = xgb.cv(dtrain=data_dmatrix, params=space, nfold=5, metricss=
optimizer_metrics)

metric = ’test-mae-mean’ if optimizer_metrics == ’mae’ else ’test-
rmse -mean’

score = np.min(xgb_cv[metricl) # ez lehet, hogy nem lesz j , mert
a metric n v nem tuti, csekkold le k 1 n , hogy mi lesz az xgb.

cv kiment ben!

return {’loss’: score, ’status’: STATUS_O0K}
space = {
’booster’: ’gbtree’,

’max_depth’: hp.choice(’max_depth’, np.arange(5, 12, 1, dtype=int)),

’n_estimators’: hp.choice(’n_estimators’, np.arange (700, 2000, 100,
dtype=int)),

>learning_rate’: hp.quniform(’learning_rate’, 0.05, 0.25, 0.05),

’colsample_bytree’: hp.quniform(’colsample_bytree’, 0.5, 0.9, 0.1),

’colsample_bynode’ : hp.quniform(’colsample_bynode’, 0.5,0.9, 0.1),

>colsample_bylevel’ : hp.quniform(’colsample_bylevel’, 0.5,0.9, 0.1)

B
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min_child_weight’: hp.choice(’min_child_weight’, np.arange (4,

1, dtype=int)),

>subsample’: hp.quniform(’subsample’, 0.5, 0.9, 0.1),

’eta’: hp.quniform(’eta’, 0.1, 0.3, 0.1),
eval_metric’: ’rmse’,
‘seed’: 42,

random_state’: 42

fmin_objective = partial(objective, data=(X_train,X_test,
y_test), optimizer_metrics=’rmse’)
best_hyper = fmin(fn=fmin_objective,
space=space,
algo=tpe.suggest,
max_evals=60,

trials=Trials ())

best = space_eval(space, best_hyper)
clear_output ()
print (best)

xgd_model_hpt = xgb.XGBRegressor (*¥*best)
xgd_model_hpt.fit(X_train, y_train,
eval_set=[(X_train, y_train), (X_test, y_test)],

eval_metric=’rmse’, verbose= 0)

m = xgd_model_hpt
pred_train = m.predict(X_train)

tr_rmse = mean_squared_error (y_train, pred_train)

predictions = m.predict(X_test)

ts_rmse = mean_squared_error (y_test, predictions)

y_mean= [table["target"].mean()] * len(y_test)

me = mean_squared_error (y_test, y_mean)

print("train_ rmse: " ,tr_rmse)
print("test rmse: " ,ts_rmse)

print ("mean, rmse: " ,me)

import plotly.express as px

import operator

y_train,

feature_importance = xgd_model_hpt.get_booster().get_score(

importance_type=’weight’)
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N = 200
feature_importance = dict(sorted(feature_importance.items (), key=

operator.itemgetter (1) ,reverse=True))

feature_importance = dict(list(feature_importance.items()) [0: NJ])
vars_imp = [x for x in feature_importance]

vals_imp = [feature_importance[x] for x in vars_imp]

the_dict = {’Valtozok’: vars_imp, ’feature,importance’: vals_imp}

fig = px.bar (the_dict, x=’Valtozok?’, y=’featureuimportance’)

fig.show ()
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