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Absztrakt

Napjainkban egyre tobbet hallhatunk a kvantuminformatikarél, amely a klasszikus
informatikatél teljesen eltérd, kvantummechanikai alapokon miikddve jelentds szamitési
elénydket biztosit a hagyomanyos architektirakkal szemben. Igy az elzetes varakozasok
alapjan szamos, jelenleg nehezen ¢és lassan megoldhatdé probléma valik teljesithetové a
kvantumalgoritmusok altal.

Mivel az elmult években hatalmas fejlddés ment végbe a kvantuminformatika teriiletén,
kiilonésen a hardverek oldalan, igy egyre tobb cég (pl. IBM, Microsoft, Google) lat potencialt
a kvantumszamitogépek épitésében, hozzaférhetové tételében. Egyes architektarak mar
kereskedelmi forgalomban is kaphatok, azonban szélesebb elterjedésiiket az ingyenes, felh6-
alapu szolgaltatas formajaban torténd elérésiik biztositja. Ezekhez a rendszerekhez szabvanyos
programozasi nyelveket és fejlesztoi kdrnyezeteket hoztak 1étre, igy biztositva barki szdmara,
hogy megismerkedhessen ezen 1ij informatikai paradigmaval és a benne rejld lehet6ségekkel.
A kvantumalgoritmusok fejlesztése tehat egy kiterjedtebb kor szdmara valt elérhetéveé, {6
fokuszukban pedig jelenleg olyan témak allnak, mint a gépi tanulasi és optimalizalasi feladatok
kutatésa.

Jelen kutatasban arra kerestem a valaszt, hogy a mindenki szamara elérhet6, Python
alapu szoftver-megoldasok esetén megfigyelhetd-e a technologiailag megjosolt kvantumf{dlény,
vagyis az eldzetes varakozasoknak megfeleléen valdéban jobban és gyorsabban teljesit-€ egy
kvantum megoldas a klasszikus megoldasokkal szemben. Ezt kvantum és klasszikus gépi tanulo
algoritmusok pontossaganak és teljesitményének Osszehasonlitdsdval vizsgaltam meg.
Publikusan elérheté adatbazisok felhasznalasaval binaris klasszifikaciés problémara
hasonlitottam 0Ossze egy, a szakirodalomban mar publikalt kvantum neurdlis hal6zatot
klasszikus Support Vector Machine és k-Nearest Neighbor algoritmusokkal, valamint egy
szintén klasszikus alapon miikddé automatizalt gépi tanulds segitségével Osszevalogatott
algoritmus-egyiittessel. Az dsszehasonlitaskor megvizsgaltam az osztalyozas olyan pontossagi
jellemzdit, mint az accuracy, precision, recall, F1, AUC, valamint a tanuldshoz ¢é&s
osztalyozashoz sziikséges idoket. A kapott eredményeim nem igazoltak a kvantum gépi tanulo
algoritmus folényét. A vizsgalat soran azt tapasztaltam, hogy a pontossagi jellemzdk esetén a
kvantum gépi tanuld algoritmus megkdzelitette a klasszikusokat, de a betanitds ideje
lényegesen hosszabb volt. Kutatdsom eredményei alatamasztjak a szakirodalombdl ismert
véleményt, hogy az 4ltalam is hasznalt hibrid megoldas - a kvantumossag hozziadasa a

klasszikus gépi tanulashoz - nem igazi megoldas. A valoban eredményes megoldasokhoz olyan



Uj algoritmusok kellenek, amelyek képesek a kvantumtulajdonsagok kihasznalasa mellett

hatékonyan elemezni az adatokat.



1. Bevezetés

A gépi tanulas jelenleg rendkiviil népszeri témakor mind az iizlet, mind pedig az
informatika vilagaban. Emellett az elmult években hatalmas fejlddés ment végbe a
kvantuminformatika teriiletén is, kiilonosképpen a hardverek oldalan, igy egyre tobb
oriasvallalat (pl. IBM, Microsoft, Google) lat jelent6s potencialt a kvantumszamitogépekben.
A klasszikus rendszereken alkalmazott gépi tanulas teriiletén pillanatnyilag az egyik
legjelentdsebb kihivast az egyre ndvekvd adatmennyiség gyors, pontos feldolgozasahoz
szlikséges szamitasi id6 és kapacitas korlat jelenti, amelyekre a kvantummechanikai elveket
kihasznald kvantum-architektirdk varhatéan jelentds szamitasi elonyoket kinalhatnak a
hagyomanyos megoldasokkal szemben. Ezen varakozds hatasara a jelenlegi
kvantumalgoritmus fejlesztéseknek meghatarozé kutatési iranyava valt a gépi tanulasi feladatok
kvantumos megvalositasa, valamint annak feltarasa, hogy a gépi tanulas ¢és a
kvantuminformatika keresztezése milyen lehetdségeket rejthet magéban.

A dolgozat célja a technologiailag megjosolt kvantumfolény megvalosulasanak
eldontése kvantum ¢és hagyomanyos gépi tanuld algoritmusok pontossdganak és
teljesitményének 0sszehasonlitasaval. Mindenki szamara szabadon hozzaférheté Python alapu
szoftver-megoldasok segitségével, publikusan elérheté adatbazisok felhasznalasaval binaris
klasszifikacidés problémara keriilt 6sszehasonlitdsra egy a szakirodalomban kordbban maér
publikalt kvantum neuralis halézat harom klasszikus gépi tanuldé megoldassal. Az
Osszehasonlitds szdmos pontossagi jellemzd, valamint a tanuldshoz és az osztalyozashoz
sziikséges 1dok figyelembevételével valosult meg.

A dolgozat elsd részében a kvantuminformatika, a gépi tanulds és a kvantum gépi
tanulas elméleti hattere keriil bemutatdsra. Mivel a kvantuminformatika a klasszikustol teljesen
eltéré informatikai paradigma, ezért eldszor a kvantuminformatika alapjai, néhany fontos
kvantumfizikai fogalom, logikai kapu bemutatasardl lesz szo, majd egy rovid kitérd kovetkezik
a kvantumszamitogépek aktualis helyzetére és a kvantuminformatika néhany alkalmazasi
teriiletére. Az ezutdbbi kapcsdn megemlitett gépi tanulds keriil a tovabbiakban bdvebb
kifejtésre, ide értve a gépi tanulas fajtait, valamint a kvantum gépi tanulést, amely attekintésekor
az egyes megkozelitések, a kvantumfolény, illetve a kvantum gépi tanulds néhany jelenlegi
kihivasa kertil ismertetésre.

Ezt kdvetden a dolgozat masodik felében egy kvantum és harom klasszikus gépi tanuld
algoritmus pontossaganak ¢€s teljesitményének 0sszehasonlitasara kertiil sor a gyakorlatban, két

kiilonb6zé meéretli, nyilvanosan elérhetd adatbazis, az Iris és a Pima Indians Diabetes



felhasznalasaval binaris klasszifikacios problémara. Ezen gyakorlati részben elszor a kvantum
¢és klasszikus gépi tanulas megvaldsitasahoz sziikséges eszkozok, a binaris klasszifikacios
probléma megoldasahoz alkalmazott algoritmusok, majd a felhasznalt adatok keriilnek
ismertetésre. Ezutan az dsszehasonlitashoz alkalmazott mérdszdmokrol €s az dsszehasonlitas
eredményeinek bemutatasardl lesz sz6 kvantum és klasszikus megolddsonként kiilon-kiilon,
majd Osszevetve, egyben is. Végiil az 6sszehasonlitasok eredménye alapjan megvalaszolasra
keriil a dolgozat 6 kérdése, hogy a jelen kutatas soran is alkalmazott, szabadon elérhetd Python
alapti hibrid megoldasok esetén valoban megfigyelhet6-e a technologiailag megjosolt

kvantumf6lény a gépi tanulas teriiletén.
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2. Kvantuminformatika bemutatasa

Az utobbi években egyre nagyobb figyelem keriilt a kvantuminformatika kutatasara €s
fejlesztésére, egyre tObb oOridsvallalat kezdett bele kvantumszamitogépek ¢Epitésébe,
felhasznalasaba, tette ezeket konnyen elérhet6vé mas fejleszték szamara, akar felhé-alapt
szolgaltatasok formajaban, akar szamos emulacios kornyezet kialakitasanak segitségével. Ezen
kutatasok ¢és fejlesztések -elterjedésének hatterében a kvantummegoldasokkal szemben
tdmasztott eldzetes varakozasok, a kvantumfolény eléréséhez fiizott remények allnak. A
kvantuminformatika ugyanis a klasszikustol teljesen eltéréen, kvantumfizikai alapokon
mikddik, amelynek koszonhetéen a kvantummechanikai elvek kihasznaldsaval jelentos
elényoket kinal a hagyomanyos megolddsokkal szemben. Ennek hatdsdra az informatika
szamos teriiletén varhatéan meg fog valdsulni a kvantumfolény, azaz sok jelenleg a klasszikus
megoldasok altal nem vagy csak nagyon nehezen, lassan megoldhat6 probléma valik
kivitelezhetové a kvantuminformatika algoritmusai €s architektarai altal. Potencialisan egyike
ezen terlileteknek a jelen dolgozatban is vizsgalt gépi tanulds teriilete. Mieldtt azonban
részletesebben bemutatasra keriilne a kvantuminformatika és a gépi tanulds metszetét jelentd
kvantum gépi tanulas, valamint a kvantum gépi tanuld algoritmusok pontossaganak és
teljesitményének 0sszehasonlitasa a klasszikus megoldasokkal, érdemes kitérni a klasszikustol
alapokban eltérdé kvantuminformatika rovid ismertetésére, a kvantumfolény megvalosulasahoz
elengedhetetlen kvantummechanikai tulajdonsagok bemutatasara ¢és a kvantumszamitogépek
jelenlegi helyzetére.

Ez a fejezet eldszor kitér roviden a kvantuminformatika fogalmara, az alapjait képzd
kvantum bitekre — masnéven qubit-ekre, valamint a klasszikus szamitogépekkel szemben elonyt
biztositd, a kvantumfolény elérésére varakozast keltdé néhany kvantummechanikai
tulajdonsagara, amelyek szintén kulcsfontossagtiak ahhoz, hogy pontosan érthet6 legyen miben
kiilonbozik egy kvantummegoldas a jelenleg elterjedt klasszikus megoldasoktol. Ezt kovetden
a kvantumszamitastechnikaban létezd fontosabb logikai kapukrol, a kvantumszamitégépek
jelenlegi helyzetérdl, valamint a fobb gyartokrol lesz szo. A fejezet végén pedig megvilagitasra
keriil, hogy mely (iizleti) teriileteken és hogyan alkalmazhatéak a kvantumszamitogépek,

valamint varhatéan hogyan alakithatjak at a jovot.

2.1. Kvantuminformatika alapjai

A kvantuminformatika az informatikanak azon része, amely a klasszikus informatikatol

eltéréen kvantummechanikai alapokon jott 1étre és ezen kvantummechanikai tulajdonsagok
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reményt nyUjtanak arra, hogy bizonyos pillanatnyilag kihivast jelent6 problémak megoldasara
— mint példaul az adattitkositas teriiletén fontos szerepet betdltd nagyszamok primfelbontasa —
a jelenleg 1étez6 megoldasoknal gyorsabb ¢s hatékonyabb algoritmusok késziilhessenek el. A
manapsag elterjedt szamitogépek — legyen sz6 asztali szamitogépekrol, laptopokrol, tabletekrol,
okostelefonokrdl és egyéb okoseszkdzokrol, vagy akar a felhd-alapu szamitastechnikarol —
alapja a determinisztikus bitek, amelyek két allapotot (0-at és 1-et) vehetnek fel, és egy adott
id6pillanatban a két allapot koziil pontosan az egyikben vannak. Az atomi vagy a szubatomi
részecskék esetén azonban nem a klasszikus, Newton altal felallitott fizika torvények
érvényesek, hanem a kvantumfizika, ahol a részecskéknek szamos 11j viselkedése figyelhetd
meg, mint példaul a szuperpozicid, a kvantum-osszefonddas és a kvantuminterferencia. A
kvantuminformatika ezeket az 0j viselkedéseket hasznalja ki, és ezeket alkalmazza a

szamitasok elvégzésénél (Dilmegani, 2022a; Williams, 2011).

Kvantuminformaci6 alapegysége: a qubit

Ahogy a klasszikus informatikdban az informaci6 alapegységét a binaris bit jelenti, ugy
a kvantuminformatikaban ez a kvantumbit, vagy qubit. Amig a klasszikus bitek két allapotot
vehetnek fel, 0-at vagy 1-et, és egy adott idépillanatban a két lehetséges allapot koziil pontosan
az egyikben vannak, addig a qubitek 0, 1, valamint 0 és 1 allapottal is jellemezhetok. Ennek az
az oka, hogy a kvantumbitek egyik kvantummechanikai tulajdonsagukat, a szuperpozicidt
kihasznalva a 0 és 1 allapotok egy tetszdleges linedris kombinaciojat képesek felvenni, azaz
allapotuk egy bizonyos valdsziniiséggel 0, egy bizonyos valosziniiséggel pedig 1 lesz. Ezt a
szuperpoziciot mindaddig képesek megtartani, amig nem keriilnek konkrét mérések elvégzésre
rajtuk (Knill, 2010; Microsoft, 2023a). Az 1. abra bemutatja, hogy miben kiilonbozik egy
klasszikus, binaris bit és egy kvantumbit egymastol. (Annak érdekében, hogy ranézésre meg
lehessen kiilonbdztetni a binaris és kvantumbiteket, a qubiteknél a 0, 1 allapotokat [0) és |1)

jeloléssel szoktak ellatni.):
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1. abra: A klasszikus bit és a qubit dsszehasonlitasa
(Forras: Hussain, Z. (2016). Classical Bit Vs Qubit [Image]. ResearchGate.
https://www.researchgate.net/figure/Figure-1-Classical-Bit-Vs-Qubit_fig2 308414229
sajat forditas)

A kvantumbitek tovabba még abban is kiilonboznek a klasszikus szamitogépek bitjeitdl, hogy
nem szilicium alapi chipekre épiilnek, hanem altaldban mesterséges vagy természetes
atomokbol, befogott ionokbol, fotonokbol, vagy kvazirészecskékbol késziilnek el (Knill, 2010;
Microsoft, 2023a).

2.2. Néhany fontos kvantumfizikai fogalom

A kvantumszamitogépek kvantumfizikai alapokon torténé miitkodésének koszonhetéen
a kvantumalgoritmusok olyan kvantummechanikai jelenségekre épithetnek, mint a
szuperpozicid, a kvantum-osszefonodas vagy az interferencia. Ezen képességiik pedig bizonyos
esetekben el6nyt biztosithat szamukra a klasszikus megoldasokkal szemben, hiszen a
szuperpozicid, a kvantum-osszefonodas és az interferencia harmasanak koszonhetéen a
kvantum megoldasok esetén olyan jelentds szamitasi kapacitas alakulhat ki, amely a klasszikus
szamitogépeknél exponencialisan gyorsabb problémamegoldasra képes (Knill, 2010;
Microsoft, 2023a). Ebben az alfejezetben ezen kvantumjelenségek — elészor a szuperpozicio,

majd a kvantum-osszefonddas, végiil az interferencia — keriilnek b6vebb kifejtésre.

Szuperpozicio

A kvantumfizikaban el6forduldé szuperpozicid jelenségét legkonnyebben talan
Schrodinger macskajanak példajan keresztiil lehet szemléltetni. A példa leegyszerisitve,
roviden a kovetkez6: egy macskat és egy méreggel teli liveget egy kiviilr6l nem belathato

dobozba zartak. A kérdés pedig az, hogy elpusztult-e a macska a méreggel teli tiveg eltdrésének
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hataséra, vagy még mindig ¢l, mivel a méreggel teli liveg sértetlen maradt. Ahhoz, hogy
kideriiljon, él-e még a macska, ki kell nyitni a dobozt, hiszen a doboz kinyitasat megel6zden a
még, ¢€s egy bizonyos valoszinliséggel elpusztult mar. A mérést, vagyis jelen esetben a doboz
kinyitasat kovetéen azonban megsziinik ez a szuperpozicid, hiszen ekkorra mar egyértelmiivé
valik, hogy a két allapot koziil (él6 és holt) végiil melyikbe keriilt a macska (Bala, 2020;
Monroe, Meekhof, King, - Wineland, 1996). Ez alapjan pedig amennyiben A és B két érvényes
kvantumallapotat jelentik egy kvantumrészecskének, tgy ezen allapotok barmely linearis

kombinacidja ugyanugy érvényes kvantumallapotnak szamit:
kvantumrészecske allapota = oA + BB

ahol a és B az A és B kvantumallapotok valosziniiségi amplitidoi és igaz rajuk, hogy |a|>+|B[>=1.
A kvantumbitek szuperpoziciora vald képessége nagy elonyt jelent a klasszikus bitek
determinisztikussagaval szemben, hiszen a szuperpozicionak koszonhetden a kvantumbiteken
alapul6 rendszerek informaciomennyiséget abrazold képessége exponencialisan ndvekszik. Ezt
a kovetkezO példa szemlélteti igazan: mig két klasszikus bit esetén Osszesen 2*2, azaz 4
lehetséges értékparos kertilhet abrazolasra (00, 01, 10, 11), de egyszerre a négy értékparos koziil
csak egy, addig két kvantumbit esetében mindakett6 felvehet 0-at, 1-et, valamint ezen allapotok
szuperpoziciojat is, amelynek eredményeképp a két qubit egymassal szimultan abrazolhatja a
korabbi példa 4 lehetséges értékparosat. Az dbrazolhatd informaciomennyiség szuperpozicid
hatasara torténé exponencialis novekedésével szemben az informacio feldolgozasa viszont
sokkal kevesebb id6 alatt torténik meg egy kvantumalgoritmus esetén, mint akarmelyik,
jelenleg leggyorsabbnak szamito klasszikus rendszer alkalmazasakor (Microsoft, 2022; Wittek,
2014).

Kvantum-osszefonodas

A kvantum-osszefonodas egy olyan kvantummechanikai jelenség, amely soran két vagy
tobb kvantumbit 6sszefonddik egymassal. Ez az 6sszefonodas tulajdonképpen egy kvantum
korrelacié a qubitek kozott. Ez azt jelenti, hogy egy, az 6sszefonddasban résztvevd qubit
allapota nem irhato le az dsszefonddasban résztvevd, egyéb qubitek allapotatol fiiggetleniil,
még akkor sem, ha nagy tavolsag valasztja el dket egymastdl. Ennek eredményeképp, ha
megvaltoztatasra vagy megmérésre keriil egy az dsszefonoddasban jelen 1€vé qubit allapota,
akkor a vele 6sszefonddott, més qubitek allapota is megvaltozik, illetve kozvetlen mérés nélkiil

is megismerheté lesz, még akkor is, ha egymastol végtelen tavolsagra vannak. Ez az
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Osszefonodas jelenség az egyik legnagyobb kiilonbség a klasszikus- és a kvantumfizika kozott,
hiszen mig az el6bbiben egyaltalan nem fordul el6, addig az utdbbinak az elsédleges jellemzo6i
kozott tarthaté szamon (Ganguly, 2021; Horodecki, Horodecki, Horodecki, - Horodecki, 2009;
Microsoft, 2022, 2023a).

Interferencia

Mivel a szuperpozicid alapjan mindegyik qubit allapotot egy, a hullamok
amplitaddjdhoz hasonld valdsziniiségi amplitudo ir le (o és ), ezért a kvantumbitek allapotai
interferenciat mutatnak egymassal, €s ez a kvantum-interferencia hat a qubitek allapotara oly
modon, hogy mérés soran befolyasolja egy bizonyos kimenet valdszintiségét. Tehat az
interferencia hatasara dol el, hogy méréskor, azaz a szuperpozicid megsziinésekor melyik

allapotba keriil a kvantumbit (|0) vagy |1) ) (Ganguly, 2021; Microsoft, 2022).

2.3. Logikai kapuk a kvantuminformatikéaban

Ahogy a klasszikus informatikaban is szamos logikai mivelet, ugynevezett logikai
kapuk talalhatok, és ezekbdl kiilonbozo korok épithetdk, ugy a kvantuminformatikaban is
rendelkezésre allnak kvantum logikai kapuk, amelyekbdl kvantumkordk (quantum circuit)
épitésére nyilik lehetéség. A kvantum logikai kapuk tehit egy vagy tobb kvantumbit
transzformaciojat jelentik, a legtobb klasszikus logikai kapuval szemben a kvantumvéaltozatok
azonban megfordithatok (Khan — Robles-Kelly, 2020). A tovabbiakban néhany kvantum

logikai kapu keriil roviden bemutatasra.

Identitas kapu

Az identitas kapu egyetlen kvantumbites kapu, amelynek segitségével megtarthatd a
qubit eredeti értéke. Leginkabb a klasszikus informatikaban talalhato pufferekhez hasonlithato,

amelyek egy bit értékének tarolasdra szolgdlnak abban az esetben, ha valami miatt késés

jelentkezik a korben (Bala, 2020; Ganguly, 2021).
0> > |0

11 > |1
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Negalt kapu (Pauli-féle X kapu)

Az identitas kapuhoz hasonloan a negélt kapu is egyetlen kvantumbites kapu. A negalt
kapu a bemeneti kvantumbit értékét az eredeti allapotanak az ellenkezdjére valtoztatja (Bala,

2020; Ganguly, 2021).
0> > |1
1) > |0)

Kontrollalt negalt kapu

A kontrollalt negalt kapu két qubites kapu, amely az egyik kvantumbit allapotaval
kontrolllja, irdnyitja a masik kvantumbit allapotat. Az irdnyitds a kdvetkezdképpen torténik:
amennyiben az iranyité qubit allapota [0) , akkor a bemeneti qubit allapota valtozatlanul
marad, azonban abban az esetben, amikor az irdnyito qubit allapota |1) , akkor a bemeneti qubit

allapota megforditasra keriil (Bala, 2020; Ganguly, 2021; Monroe, Meekhof, King, Itano, -
Wineland, 1995).

ha|0) az iranyito qubit értéke:  |0) , |1) > 10> , 1)
ha|1) az iranyité qubit értéke: 11> 1) > 11> , 10>

A kontrollalt negalt kaput a legtobb esetben a bemeneti kvantumbitek koziil a masodik

kvantumbit allapotanak mérésére hasznaljak fel (Khan — Robles-Kelly, 2020).

Hadamard kapu

crer

felel, azaz ez a kapu fiiggetleniil attol, hogy a bemeneti qubit eredeti allapota [0) vagy |1) volt,

a |0> és |1) allapotok egyenletes eloszlasu, azaz 0,5 valosziniiséggel [0) , és szintén 0,5

crer

bemeneti qubittel mitkodik (Bala, 2020; Ganguly, 2021; Salemian, - Mohammadne, 2008).

1
H:ﬁ[; —11]
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Egyéb kvantum logikai kapuk

A mar emlitett négy kvantumkapun kiviil még olyan mas kvantum logikai kapuk is
léteznek, mint példaul a Pauli-féle Y és Z kapuk, amelyek a kvantumbitek y és z tengelyei koriili
forgatasat végzik el, a Toffoli kapu, a SWAP kapu, a Deutsch kapu, és még szamos mas (Roell,
2018). A jelenlegi dolgozatnak azonban nem célja ezen egyéb kvantumkapuk bévebb kifejtése,

bemutatasa.

2.4. Kvantumszamitogépek helyzete jelenleg és a fobb gyartok

Kvantumszamitogépek épitésébe ¢és fejlesztésébe egyelore foleg csak néhany
nemzetkozi dOridsvallalat, valamint kiemelten magas szakértelemmel bird startup vallalkozas
kezdett. Ennek az a f6 oka, hogy a mostani kvantumszamitogépek még nem képesek a stabil
mikodésre, sok meghibasodas jelentkezik az tlizemeltetésiikk sordn, mivel a jelenleg
legelterjedtebb  technoldgidk  olyan  specidlis  koriilményeket — igényelnek a
kvantumszamitégépek mukodtetéséhez, mint a kifejezetten alacsony, abszolit nulla koriili
hémérséklet - hogy a tulmelegedés elkeriilhetd legyen - ez pedig specidlis berendezések
sziikségességét vonja maga utan. Ennek kovetkezményeként kiemelten korlatozottad valt a
kvantumszamitogépek szélesebb korben torténd elterjedése, valamint hozzaférhetévé tétele.
Ezért az utobbi években jelentds kezdeményezések indultak a kvantumszamitégépek
miikodtetésének olcsobbd, kevésbé infrastruktira-igényesebbé, ¢€s szélesebb korben
hozzaférhet6vé tételére, valamint arra, hogy szobahdmérsékleten is izemképessé valhassanak.
Ezutobbi igényre elsdként a kanadai Xanadu startup vallalkozas valaszolt, amikor megalkotta
az elsd, szupravezetOk helyett a fényt felhasznald, fotonika-alapti kvantumszamitogép
platformjat, amely mar lehetdvé teszi a kvantumszamitégépek szobahdmérsékleten torténd
mikodtetését (Ménard, Ostojic, Patel, - Volz, 2020; Partida, 2022).

Ami pedig a hozzaférhetdséget illeti, elséként az IBM vezette be 2016-ban a
kvantumszamitogépeihez hozzaférést biztosito felhd-alapu szolgéltatasat, amely barki szamara
lehetévé teszi virtualisan egy kvantumszamitogép hasznalatat. Ezaltal onkéntes fejleszték
sokasaga kezdett el kvantumszamitogépeken dolgozni, amely az egész technoldgia allando,
tovabbi fejlodését szolgalja. A felhé-alapu szolgaltatas igy azota dominans {izleti modellé valt
nemcsak az IBM, hanem mas cégek kvantumszamitogépei esetén is (Partida, 2022).

A kvantuminformatika teriiletén mindenképpen érdemes az olyan oriasok nevét is
megemliteni, mint a Google vagy a Microsoft, az elobbi foként 2019-ben ért el nagy attorést a
szakteriileten, amikor kvantumf6lényt jelentett be a szuperszamitogépek felett, mig az utobbi a

Microsoft Azure Quantum segitségével biztosit mindenki szdméara hozzaférést
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kvantumszamitogépeihez, ezen kiviil pedig kiterjedt dokumentacidval segiti a technoldgia
megismerését. A kevésbé ismert, de a kvantuminformatikéban élen jaro vallalatok kozé tartozo
D-Wave Systems, ¢s Quantum Computing Inc. (QCI) szintén jelentds szerepet toltenek be a
szakteriileten (Ménard, Ostojic, Patel, - Volz, 2020; Partida, 2022; Srivastava, Choi, Cook, -
Team, 2016).

2.5. Kvantuminformatika alkalmazasi teriiletei, jovO

A kvantuminformatika alkalmazasi teriiletei és jovoje kapcesan elsoként azt érdemes
kiemelni, hogy a kvantuminformatika, és ezen beliil a kvantumszamitogépek nem azért jottek
létre, és foglalkozik egyre tobb vallalat, valamint szakértd a fejlesztésiikkel, minél stabilabba
tételiikkel, hogy ezéltal a jelenlegi klasszikus szamitégépek kivaltasra keriiljenek. A jovot
sokkal inkabb ugy lehetne elképzelni, hogy a kvantum- és klasszikus alapokon miik6d6
szamitogépek parhuzamosan, sajat erdsségeiket kihaszndlva miikddnének egymas mellett
(Ménard, Ostojic, Patel, - Volz, 2020).

Ahogy a fejezeten beliil tobbszor is megvilagitasra keriilt mar, a kvantumszamitégépek
exponencialisan novekvd informacidmennyiség abrazolasra képesek, ennek eredményeképp
pedig olyan nagyméretli, komplex probléméak gyors megoldasara is lehetdséget nyujtanak,
amelyek a legjobb jelenlegi szuperszamitogépeknek szinte lehetetlenek, vagy legaldbbis
rengeteg 1dobe telnének. Ezt tdmasztotta ald a Google 2019-es bejelentése i1s, amelyben
kijelentették a kvantumfolényt, hiszen 2019 oktoberében a Google 54 kvantumbites Sycamore
processzora 200 masodperc alatt képes volt elvégezni olyan szamitast (ez magaba foglalta
példaul véletlenszamok generalasat is), amely a vilag leggyorsabb, klasszikus alapokon
miikodd szuperszamitogépeének a Google szerint koriilbeliil 10.000 évébe telt volna (Arute et
al., 2019). Ennek és egyéb fejlesztések hatasara az utobbi években élénkebb lett a figyelem a
kvantuminformatika témakore irant, ezt a 2. abra is mutatja, amely egy, a témakorre iranyuld

Google kereséseket szemléltetd Google Trends abra:
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2. abra: "Quantum Computing" kifejezésre valo keresések alakulasa az elmult 5 évben vilagszerte
(Forras: https://trends.google.com/trends/explore?date=today%5205-y&q=Quantum%20Computing

adatai alapjan sajat szerkesztés)

A grafikon azt abrazolja, hogy az elmult 5 évben, vilagszerte hogyan alakult Google-6n
a keresési érdeklédés a ,,Quantum Computing”, vagyis kvantuminformatika,
kvantumszamitastechnika kifejezés irant a grafikon 100-al jelolt, legmagasabb pontjahoz, azaz
2019.10.20-hoz képest. Lathato, hogy a Google 2019-es bejelentését kdvetden a témakdrre
keresések szama folyamatosan novekedett.

Az elmult néhany évben az lizleti vilag is kezd egyre nagyobb figyelmet forditani a
kvantuminformatika &ltal kinalt lehetdségekre, és egyre tobb olyan teriilet nevezhetd meg,
amelybe a kvantumszamitogépek jelentds eldnyoket, sikereket érhetnek el akar mar a
kozeljovoben is. Ilyen példaul az optimalizacid, legyen sz6 akar a logisztika teriiletén az ut- és
forgalom-, ellatasi lanc, és raktarkészlet optimalizalasrol, akar a pénziigyi teriileten beliil a
portfoliok optimalizalasarol, vagy a gyartdas soran kiilonb6zé modellek, design-ok
optimalizalasarol. A pénziigyi szektort azonban nemcsak a portfoliok optimalizalasaval
segitheti a kvantuminformatika, hanem még olyan egyéb esetekben is, mint a csalasfelderités,
a kockazatok elemzése, pénziigyi piacokhoz kapcsoloddan kiilonbozo eldrejelzések elkészitése,
valamint a szintén ezen a teriileten torténd kereskedés automatizalasa révén (Dilmegani, 2022b;

Me¢énard, Ostojic, Patel, - Volz, 2020).

19



A kvantuminformatika tovabba az energia szektor és a gyogyszeripar, orvostudomany
szdmara is jelentds potencidlokat rejthet, hiszen mig el6bbiben az energia kihasznalasokra
képes kiilonb6z6 predikciokat nyujtani, valamint pontosabb iddjaras-eldrejelzés érhetd el a
kvantumszamitdégépeknek koszonhetden, addig a gyogyszeripar €s orvoslds esetén olyan
attoréseket eredményezhet, mint a személyre szabott kezelések Iétrejotte a beteg
genomikajanak figyelembevételével és a kiilonféle gyogyszerkdlcsonhatasok eldrejelzése.
Ezen kivil a jovében a kvantumszamitogépeken végzett szimuldciok segitségével akar
szamottevd mértékben is kivalthatok lesznek a kutatasok soran a laboratoriumokban végzett
kémiai és bioldgiai kisérletek, ezzel jelentdsen lecsokkentve egy-egy 0j gyogyszer tesztelési
idejét és koltségeit. Emellett a kvantumszamitogépek miikodési alapjainak koszonhetden olyan
molekularis szintli szimuldciok elvégzésére is lehetdség nyilik, amelyek a klasszikus
szamitogépek szamadara lehetetlennek tlinnek. Ezen molekuléris szimulacidok pedig tovabbi
innovaciokhoz vezethetnek a biologia, fizika, kémia, a kiilonb6z6 anyagtudomanyok, és persze
az egészségiigy teriiletén is, amely a gyakorlatban példaul hosszt élettartammal rendelkez6
akkumulatorok, magas hdmérsékletet nem igényld katalizatorok, szobahdmérsékleten tizemeld
szupravezetOk megjelenését, illetve az orvoslds terén a kiilonbozd betegségek adott egyén
szervezetére gyakorolt konkrét hatasainak feltarasa soran alkalmazhat6é (Dilmegani, 2022b;
M¢nard, Ostojic, Patel, - Volz, 2020).

A kvantuminformatika alkalmazasi teriileteinél kiemelten fontos tovabba megemliteni
a kriptografiat és a kémkedést is. A kvantumszamitogépek mar bizonyitottan képesek lehetnek
a jovoben (példaul a Shor algoritmus alkalmazasaval) a jelenleg legelterjedtebb,
legbiztonsagosabbnak vélt titkositasi algoritmusok, koztiik az aszimmetrikus, nyilt-kulcsa RSA
eljaras a feltorésére is (Bhatia — Ramkumar, 2020), ezzel arra 0Osztondzve a vilag
legbefolyasosabb oriasvallalatait és kormanyait, hogy belekezdjenek kvantumkész titkositasi
eljarasok kifejlesztésébe, igy hozzdjarulva a kvantuminformatika tovabbi fejlédéséhez. Ezen
kiviil, a jelszo feltorések €s a kiilonbozo kibertdamadasok bekovetkezését is megkdnnyithetik a
kvantumszamitogépek (Mosca, 2018), hiszen a klasszikus szamitogépeknél sokkal
alkalmasabbnak bizonyulnak olyan keresési problémak megoldasdban, amelyeknél egy
alapvetéen nem kereshetd strukturdban torténik a keresés, vagy olyan esetekben, ahol legalabb
annyiféle megoldas sziilethet az adott problémara, amennyi bemenettel rendelkezett az
eredetileg (Dilmegani, 2022b).

Végiil pedig fontos megemliteni a jelen dolgozat fokuszaban 4ll6 gépi tanulést is, mint
a kvantuminformatika egyik jelentds alkalmazasi teriiletét, hiszen a kvantumszamitasi

kapacitas révén szignifikansan felgyorsulhat az osszetettebb, hatalmas szamitasok elvégzését
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igényl6é gépi tanulasi algoritmusok betanulasi folyamata (Dilmegani, 2022b). Azokat a gépi
tanuld algoritmusokat, amelyek kvantumszamitogépeken, vagy azok egy emulécios
kornyezetén futnak, a szakirodalom kvantum gépi tanuld algoritmusoknak nevezi, a teriiletet
pedig kvantum gépi tanulasnak, réviden QML-nek (Quantum Machine Learning). Ezekrol

bévebben a ,,3.2. Kvantum gépi tanulds” cimi fejezetben lesz szo.

3. A gépi tanulas bemutatasa

Az elmult néhany évben egyre népszeriibb lett a gépi tanulas témakore, az iizleti-,
kormanyzati- vagy akar az oktatasi szféra is egyre szélesebb korben kezdett bele ezen teriilet
kutatasaba, fejlesztésébe és felhasznaldsaba. Sokan azonban hajlamosak Osszekeverni a gépi
tanulast a mesterséges intelligencia fogalmaval, és tévesen azonosnak gondolni a két teriiletet,
pedig valdjaban a gépi tanulds a mesterséges intelligencian beliil egy teriilet, tehat a mesterséges
intelligencia részhalmaza, valamint erésen épit a statisztikdra is. Mar az 1950-es években
elkezdtek foglalkozni a gépi tanuldssal, ekkor sziiletett meg a teriilet talan legismertebb
definicioja Arthur Samuel megfogalmazéasidban, amely alapjan a gépi tanulds egy olyan
tudomanyteriilet, ami anélkiil biztositja a szamitégépek szdmara a tanulds képességét, hogy
kifejezetten erre programoztak volna 6ket (Schuld, Sinayskiy, — Petruccione, 2015). lgazan
jelentds eredményeket azonban csak az utdbbi idében kezdett el elérni a gépi tanulds, hiszen
eddigre sikeriilt olyan hardverelemeket 1étrehozni — eré6sebb CPU-kat és GPU-kat — amelyek
képesek a gépi tanuld algoritmusok sokszor kiemelten nagy szadmitasi kapacitasigényeinek
megfelelni, valamint annyi adatot gyijteni és tarolni, amely egy gépi tanuld algoritmus
megfeleld miikodéséhez sziikséges. A gépi tanuld algoritmusok ugyanis az adatokban mintakat
azonositanak, adatmodelleket, valamint jovébeni adatokra vonatkozodan elérejelzéseket
készitenek. Ahogy az emberek is a tanulasi folyamataik soran minél tobbet gyakorolnak, annal
ligyesebbek lesznek egy adott teriileten, ugy a gépi tanuld algoritmusok eredményei és
eldrejelzései is egyre pontosabba valnak a tanulds sordn a rendelkezésiikre allo adatok és
tapasztalatok mennyiségének novekedésével (Microsoft, 2023b).

A gépi tanulds esetében a tanulds harom f6 fajtaja kiilonboztethetd meg: a feliigyelt, a
feligyelet nélkiili, valamint a megerdsitéses tanulds. A fejezet tovabbi részében ezen tanulasi
fajtak rovid bemutatdsara keriil sor, végiil pedig a kvantum gépi tanulés, azaz a gépi tanulo
algoritmusok kvantumszamitogépeken torténd felhasznalasarol, illetve kvantumvaltozataikrol

lesz szo.
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3.1. Fajtai
Ebben az alfejezetben a gépi tanulas f6 fajtai keriilnek bemutatasra. El6szor a feliigyelt és a
feliigyelet nélkiili, majd a megerdsitéses tanulasrol lesz szd. Egyes tanuldsi fajtdk esetén
megemlitésre keriilnek az adott fajtan beliil legnépszeriibbnek szamité algoritmusok is,

valamint az egyes gépi tanulasi fajtak néhany jellemzo alkalmazasi teriiletei.

Feliigyelt tanulas

A felligyelt tanulas (supervised learning) esetén a gépi tanuld algoritmus olyan
adatkészleten tanul, amelyben az adatok cimkézettek, tehat a célvaltozojuk alapjan egy konkrét
kérdés megvalaszolhat6. A tanuld adatkészlet egyik attributuma tartalmazza minden egyed
esetén a keresett végeredményt példaul, hogy egy adott egyed beteg-e vagy sem, egy e-mail a
spam kategoriaba sorolhato-e stb. A gépi tanul6 algoritmus gy tud tanulni az adatokbol, hogy
minden egyednél az attributumok (inputok) és a célvaltozok (outputok) sorozatat latja, igy
megtanulva, hogy milyen attribitumokhoz altalaban a célvaltozonak mely értéke, vagyis
milyen output tartozik. A feliigyelt tanulasnak az a f6 célja, hogy a tanuld adatkészleten
megtanult Osszefiiggéseket felhasznalva a modell képes legyen megbecsiilni egy 1j, korabban
a tanulds soran altala még nem latott egyed esetén, hogy az adott egyednél a célvaltoz6 melyik
értéket veheti fel (Ganguly, 2021; Vas, 2020a).

A feliigyelt tanuldsnak két o tipusa van: az osztalyozas, masnéven klasszifikacio, és a
regresszid. Osztalyozasrol akkor lehet sz6, hogyha a célvaltozé kategorikus valtozo, példaul
lehet binaris: igen/nem dontés, a két osztalybol melyikbe sorolhat6 az adott egyed, de lehet
tobbosztalyos is a klasszifikacid ha tobb, mint két értéket vehet fel a célvaltozo. A masik 6
tipus, a regresszio akkor fordul elé, hogyha a célvaltozo folytonos valtozo, ilyen példaul a
jovedelmek becslése vagy a kiilonboz6 arfolyamok eldrejelzése. A regresszion beliil linedris €s
nem linearis regresszio kiilonithetd el. Azonban fontos megjegyezni, hogy a feliigyelt tanulas
ezen két fo tipusa nem mindig valaszthato el élesen egymastol, vannak olyan esetek, amikor a
két tipus keveredik egymassal. Ilyen eset példaul, ha klasszifikacid esetén az egyes osztalyokba
tartozas helyett az egyes osztalyokba vald tartozas valoszinliségének keresésére iranyul a
becslés, vagy ha regressziondl a folytonos valtozd értékének becslése helyett kategoriak
kialakitasa a cél, valamint arra becslést adni, hogy a folytonos véltozé a kialakitott kategoériak
melyikébe tartozik (példaul jovedelem kategoridk becslése). A feliigyelt gépi tanulasnal
klasszifikacio esetén olyan gépi tanuld algoritmusok a legelterjedtebbek, mint a Dontési fa, a
Naive-Bayes, a k-Nearest Neighbor (k-NN), a Support Vector Machine (SVM), regresszio
esetén pedig a Support Vector Regression (SVR), Stochastic Gradient Descent Regressor
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(SGDRegressor), regresszios dontési fak vagy a regresszios k-Nearest Neighbor (regresszios k-
NN) (Ganguly, 2021;Vas, 2020D).

A feliigyelt gépi tanuld algoritmus betanitasa eldtt érdemes szétvalasztani az
adatkészletet tanuld és teszt adatokra (ezt altalaban 70%-30%, 75%-25% vagy 80%-20%-0s
aranyban szoktdk megtenni), hogy megfelelden értékelhetok legyenek a betanitott gépi tanuld
modell eredményei, és elkeriilhetévé valjon a gépi tanulas soran egyik leggyakrabban
eléforduld hiba, a taltanulas. Tultanulaskor a modell nem képes megfelelden altalanositani,
hanem olyannyira ,bemagolja”, ,,ratanul” a betanulas soran kapott adatokra, hogy egy teljesen
uj, a modell altal kordbban még nem latott egyed esetén jelentésen lecsokken a modell
osztalyozoképességének, eldrejelzésének a mindsége a betanulaskor alkalmazott adatokra adott
becslésekhez képest (Vas, 2020Db).

A kutatasban felligyelt tanulds keriilt alkalmazasra. Az osztalyozasra alkalmas, a kutatas
soran felhasznalt kvantum ¢€s klasszikus gépi tanul6 algoritmusok, valamint néhany paraméter-
beallitasuk bévebben a ,4. Kutatasi kérdés és moddszertan bemutatasa” cimi fejezetben

keriilnek kifejtésre.

Feliigyelet nékiili tanulas

Feliigyelet nélkiili (unsupervised learning) esetén cimkékkel nem rendelkezd
adatkészleten tanul a gépi tanuld algoritmus, és a tanulds soran az a cél, hogy a gépi tanulo
algoritmus onalloan, mindenféle kiilso feliigyelet nélkiil megtalalja a természetes struktarat,
mintdzatokat az adatokban, valamint megtanulja egymashoz viszonyitani, szétvalogatni, illetve
Osszevetni a nem cimkézett célvaltozoval rendelkezd példakat. Feliigyelet nélkiili tanulas esetén
a gépi tanulo algoritmus a teljes adatkészlettel rendelkezik betanulaskor, tehat nincs sziikség az
adatkészlet tanulo és teszt adatokra valo szétbontasara. A feliigyelet nélkiili tanulas a kovetkezd
fo tipusokkal rendelkezik: klaszterezés, anomaliakeresés, illetve dimenzié csokkentés,
masnéven informaciotomorités (Ganguly, 2021; Ghahramani, 2004).

Klaszterezés esetén a gépi tanulo algoritmus az adatpontokat csoportositja, klaszterekbe
sorolja hasonlésaguk alapjan. A csoportositas sordn az a cél, hogy az egy klaszterbe tartozo
adatpontok a lehetd legjobban hasonlitsanak egymashoz, mig a kiilonb6z6 klaszterekben 1évo
adatpontok a lehet6 legkiilonb6zébbek legyenek. A klaszterezés leggyakrabban ligyfél- vagy
egyéb szegmentacios problémak megoldasara alkalmazott (Ganguly, 2021; Vas, 2020a).

Anomaliakeresés soran a gépi tanuld algoritmus azt keresi, hogy a tobbség altal
1étrehozott szerkezetbe mely adatok nem illeszkednek bele, melyek a jelentdsen kilogo adatok.

Az anomaliakeresésnek rendkiviil jelentds szerepe van a kiberbiztonsdg, valamint a
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csalasfelderités teriiletén (példaul bank- és hitelkartya csaldsok), ugyanis segitségével konnyen
¢s gyorsan kiszurhatok abnormalis tevékenységek, tranzakcidk a gépi tanuld algoritmus altal
mar ismert normalis tevékenységek, tranzakciok ko6zé be nem illeszkedésiik miatt (Ganguly,
2021; Vas, 2020a).

Dimenzi6é csokkentésre, vagy informaciotomoritésre akkor keriil sor, hogyha az
adatkészlet rengeteg (akar tobb szaz) input valtozot (attributumot) is tartalmaz €s az a cél, hogy
az adatkészlet dimenzidja (input valtozoinak a szama) lecsokkenjen. Ezen dimenzi6 csokkentés
az adatok variancidjanak nagyrészét megragado jellemzok kinyerésével torténik meg, ezaltal
kisziirve azokat az input valtozokat, amelyek a leginkabb leirjak az adatokat (Vas, 2020a).

Nem feliigyelt tanulasnal klaszterezés esetén olyan gépi tanul6 algoritmusok hasznalata
a legelterjedtebb, mint a hierarchikus klaszterezés vagy a k-mean algoritmus, dimenzid
csokkentés esetén pedig a fékomponens-analizis (Principal Component Analysis ) (Ganguly,
2021; Ghahramani, 2004). A feliigyelet nélkiili tanulast alkalmaz6 modszerek hasznalata olyan
kihivasokat rejthet magéban, mint az eredmények pontossdganak nehéz ellendrizhetsége,
hiszen nincsen cimkével ellatott, kitiintetett célvaltozd az adatkészletben, vagy a kijott

eredmények értelmezéséhez sok iizleti (domain) tudas sziikségessége (Vas, 2020a).

Megerdsitéses tanulas

A megerésitéses tanulas (reinforcement learning) a gépi tanulasi fajtak koziil a legjobban az
emberi tanuldsra és az emberek a tanulds folyamatdrdl alkotott elképzelésére hasonlitd
megkozelités. Megerdsitéses tanulas esetén ugyanis a gépi tanul6 algoritmus megtanulja, hogy
milyen cselekvéseket kell elvégeznie, hogyan sziikséges viselkednie egy adott szituacioban, ezt
pedig nem elére meghatarozott médon teszi, hanem gy, hogy folyamatosan kapcsolatban all a
kornyezetével, sorozatosan dontéseket hoz a cselekedeteirdl és ezért a kdrnyezetétdl jutalmat
vagy biintetést kap. A megerdsitéses gépi tanuld algoritmus {6 célja a kornyezetétdl hosszi
tavon Osszegyljtott jutalmak maximalizaldsa. A tanuld algoritmusnak tehat nem keriil elére
megadasra, hogy melyik cselekvéseket valassza, hanem helyette ¢ végez el tobb, kiilonbozo
cselekvést is és ezek koziil kivalasztja azt, amelyikre valaszul a kornyezetétdl a legnagyobb
jutalmat kapta. Mig mdas gépi tanuldsi fajta esetén nem jellemzd az idé dimenziora vald
kiterjedés, addig megerdsitéses tanulds esetén az adatok id6-dimenzioval is rendelkeznek, ez
pedig azt jelenti, hogy a tanul6 algoritmus altal hozott dontéseket a megel6zd iddpillanatban
hozott dontések és a kornyezet reakcidja ezen dontésekre is befolyasoljak. Masszoval egy adott
iddpillanatban hozott dontés nem csak az aktudlis szitudciot befolyasolhatja, de a kovetkezo

szituaciokat, ezaltal pedig a jovobeni dontéseket is. A megerdsitéses tanulasnak tehat a
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probalkozas-visszajelzés (trial-and-error) és a késleltetett, hosszatavu jutalom (delayed reward)
a két f6 megkiilonboztetd tulajdonsaga a tobbi gépi tanulési fajtaval szemben. Megerdsitéses
tanulas leggyakrabban az automatizalds, az dnvezetd jarmiivek és a robotika teriiletén kertil

alkalmazasra (Sutton — Barto, 2018).

3.2. Kvantum gépi tanulés

A kvantum gépi tanulas a jelenlegi kutatasok két izgalmas teriiletének, a gépi tanulasnak
¢s a kvantuminformatikdnak a metszetét jelenti. A kvantum gépi tanulds (QML) olyan
megkozelitéseket keres és alkalmaz, amelyek segitségével szinergia fedezhetd fel az emlitett
két teriilet k6zott. Ezen szinergia célja az, hogy az egyik teriilet problémaira a masik teriilet
megoldasokat kinaljon (Alchieri, Badalotti, Bonardi, - Bianco, 2021). Ennek értelmében a
kvantum gépi tanulas azt vizsgalja, hogy a kvantumos kutatasok ¢és a kvantuminformatika
tertiletén elért eredmények hogyan segithetnék el6 egyes gépi tanulassal kapcsolatos problémak
megoldasat, valamint azt, hogy hogyan hozhaté Iétre ¢és implementalhatd olyan
kvantumszoftver, amely lehetové teszi a klasszikus valtozatnal gyorsabb gépi tanulas 1étrejottét.
A kvantum gépi tanulds teriilete szamos jelentdés potenciallal rendelkezik, hiszen a
kvantumszamitogépek sokkal nagyobb szamitdsi kapacitdssal birnak, mint a klasszikus
valtozatok, emiatt pedig jonéhany, a klasszikus valtozatokkal nem vagy csak nagyon lassan
megoldhat6, hatalmas adatmennyiség feldolgozdsat igényld gépi tanuld probléma valik
kivitelezhetdveé. Amig a klasszikus gépi tanuléds soran az a cél, hogy mintazatok, 6sszefiiggések
keriiljenek feltarasra az adatokbol €s ezen megtanult Osszefiiggések alapjan becsléseket
lehessen tenni korabban még nem latott, ismeretlen adatokra vonatkozoan, addig a klasszikus
valtozatokkal szemben a kvantum rendszerek atipikus mintazatok hatékony eldallitasara,
felfedezeésére is képesek, ezzel azt a feltételezést erdsitve, hogy gépi tanulo feladatok esetében
a kvantumszamitogépek megelézhetik a hagyomanyosakat (Biamonte et al., 2017; Mishra et
al., 2021).

Jelen alfejezet eldszor kitér a kvantum gépi tanulas témakorében eléforduld fobb
megkozelitésekre, valamint ezek kategoriaira, azonban konkrét kvantum gépi tanulo
algoritmusok nem keriilnek bemutatisra, ezt kdvetden a nagy reményekkel kecsegtetd
kvantumf6lényrél €s annak leglényegesebb dimenzidirdl lesz szd, végiil pedig roviden
Osszefoglalasra kertil, hogy jelenleg mik okozzdk a legjelentdsebb kihivasokat a kvantum gépi

tanulas tertletén.
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Megkozelitések

A kvantum gépi tanuld algoritmusok kapcsadn alapvetéen harom kiilonb6zo
megkozelitést érdemes megemliteni: a tisztan klasszikus megoldasokat, a hibrid megoldéasokat
€s a tisztan kvantum megoldasokat. Ezen harom kiilonb6z6 megkdzelités azalapjan alakult ki,
hogy a gépi tanulas soran felhasznalt adatok hogyan jottek létre és keriiltek feldolgozasra: az
adatok kvantum vagy Kklasszikus rendszerek altal generaltak lehetnek, valamint a
feldolgozasukhoz hasznalt eszkoz szintén lehet klasszikus vagy kvantum alapokon mukdodo.
Mivel a tisztan klasszikus ¢és tisztan kvantum megoldasokon beliil egy-egy, a hibrid
megoldasokon beliil pedig két kategdria kiilonithetd el, ezért Osszesen négy kiillonbozo
kategoria emlitheté meg a gépi tanulas és kvantumossag egyesitésével kapcsolatban (Aimeur,
Brassard, - Gambs, 2006; Alchieri, Badalotti, Bonardi, - Bianco, 2021). A koévetkez6kben
elészor roviden szo lesz a tisztan klasszikus megoldasokrol, majd egy altalanos leiras
kovetkezik a hibrid megoldasokrol és az ezen megkozelitésen beliil elkiilonithetd két
kategoriarol, végiil pedig a tisztdn kvantum megoldasok keriilnek bemutatésra.

A tisztan klasszikus megoldasok esetén a hagyoményos gépi tanuldsi megkozelités
értendo, tehat az, amikor klasszikusan 1étrehozott adat klasszikus modon keriil feldolgozasra,
azonban kvantum kutatdsokbol atemelt modszerek segitségével. Ezt a megkozelitést a
szakirodalom kvantumszer(i gépi tanulasnak definialja, hiszen a modelleket ¢és
optimalizacidjukat gyakran olyan kvantumtulajdonsagok, jelenségek inspiraljak, mint a
szuperpozicié vagy a kvantum-osszefonddas (Alchieri, Badalotti, Bonardi, - Bianco, 2021,
Wittek, 2014).

Ahogy korabban emlitésre keriilt, a hibrid megoldasokon beliil két kategoria kiiloniil el.
Az elsd kategoOridban az adatokat eldallitd rendszer kvantum alapokon miikodik, azonban
klasszikus eszk6zok segitségével keriilnek az adatok feldolgozasara (QC eset). Ez az eset a
leggyakrabban annak a megvizsgalasara alkalmazhat6, hogy hogyan tud a klasszikus gépi
tanulds segiteni a kvantumszamitdsok javitasdban. Példdul ha az a cél, hogy a lehetd
legkevesebb mérés elvégzésével lehessen meghatarozni egy kvantumszamitogép bels6
allapotat, akkor ebben szamos gépi tanulé algoritmus nytjthat segitséget (Aaronson, 2007). A
segitségével keriilnek feldolgozasra (CQ eset). Ezen eset két tovabbi tipusra bonthato aszerint,
hogy egy mar meglévé modellt hasznalnak-e fel (translational approach) vagy egy teljesen 1ij
modellt hoznak Iétre (exploratory approach). Meglévé modell felhasznaldsa esetén egy
klasszikus gépi tanuld6 modell kvantum kornyezetbe torténd atvitele valosul meg. Ez azt jelenti,

hogy a klasszikus modellnek az altalanos logikdja nem modosul, azonban a modell legalabb
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egy része valamilyen célbdl - példaul gyorsabb megoldhatdsag - kvantumszamitdégépen kertil
végrehajtasra. Ezen mar meglévo modelleket felhasznalo tipusok altalaban klasszikus, elterjedt
algebrai algoritmusokon alapulnak, igy a kvantumszamitast féként csak felhasznaljak, de nem
eredményeznek teljesen 1j logikara €pitd megoldasokat. A teljesen j modellt 1étrehozo tipus
azonban sokkal szélesebb korben hasznalja ki a kvantuminformatika nyujtotta lehetéségeket.
Ezen tipus f6 célja, hogy egy adatokbdl tanulni képes modellt hozzon létre barmely a
kvantummechanika térvényeinek eleget tevo, ezaltal pedig a kvantumtulajdonsagok elényeinek
kihasznalasara képes rendszer alkalmazasaval. Ennek koszonhetéen a teljesen uj modellt
1étrehozo6 tipusok olyan 1j, innovativ megoldasok 1étrehozasat is tdimogatjak, amelyeknek nem
feltétleniil rendelkeznek klasszikus megfelelével (Alchieri, Badalotti, Bonardi, - Bianco, 2021).

A tisztan kvantum megolddsok esetén kvantumszamitdogépek segitségével kvantum
adatok keriilnek feldolgozasra. Ez kétféleképpen érhetd el. Az elsé lehetdség az, ha a
kvantumszamitogép egy kvantum rendszer dinamikajanak szimulalasara kertil felhasznalasra.
Ekkor a kvantum gépi tanulé modell bemenete maga az allapot is lehet, ezaltal lehetdvé téve a
kvantumszamitogép szdmara az informdacidkhoz torténd gyors hozzaférést. A madsodik
lehetdség pedig az, ha az adat mar eleve egy fizikai kisérlet soran eldallo kvantum rendszeren
végzett mérésekbdl szarmaztathat6, majd az igy kapott értékek egy teljesen kiilonallo kvantum

eszkoznek keriilnek atadasra (Alchieri, Badalotti, Bonardi, - Bianco, 2021).

Kvantumfélény

Ahogy az el6z6 fejezet ,,2.5. Kvantuminformatika alkalmazasi teriiletei, jové” cimii
alfejezetében olvashato, az elmult néhany évben egyre tobb oridsvallalat és néhany startup
kutatasi témajava valt a kvantumfolény vizsgalatanak témakore. Rengeteg varakozas
kapcsolodik a témakorhoz, ezért érdemes kitérni arra, hogy milyen tipusu eldnydk biztositasara
lehetnek képesek a kvantum gépi tanul6 algoritmusok a klasszikus gépi tanulo algoritmusokkal
szemben. A kvantumf6lény kapcsan legtobbszor csak a problémak gyorsabb megoldhatosaga
keriil fokuszba, azonban a kvantum gépi tanulasra vonatkoz6 kutatasok alapjan valgjdban négy
kiilonb6z6 dimenzidt is érdemes figyelembe venni, amikor annak a vizsgalatara kertil sor, hogy
milyen javulasok érhetdk el kvantum gépi tanulas alkalmazasaval klasszikus helyett. Ez a négy
dimenzi6 pedig a szamitasi komplexitds, a minta Osszetettsége, a zaj elleni robosztussag és a
modell Gsszetettsége. A kovetkezokben ez a négy dimenzid keriil részletesebben kifejtésre
(Alchieri, Badalotti, Bonardi, - Bianco, 2021).

A szamitéasi komplexitas, vagy masnéven futasidejii komplexitas a legszélesebb korben

ismert dimenzid, hiszen a mar emlitett gyorsabb megoldhatdsagot takarja. Azon algoritmusok,

27



amelyek ezen dimenzié mentén szeretnének eldényt elérni a klasszikus valtozatokkal szemben -
tehat f6 céljuk a szamitasok elvégzésének felgyorsitasa - altalaban a kordbban emlitett hibrid
megoldasok koziil keriilnek ki (Alchieri, Badalotti, Bonardi, - Bianco, 2021).

A minta Osszetettsége dimenzié azalapjan értékeli az egyes megoldasokat, hogy
mekkora minta (mennyi adat) sziikséges ahhoz, hogy a modell képes legyen az adatokbol
megfeleléen altalanositani. Tehat ebben a dimenzidban azon egyedek szama keriil
megvizsgalasra, amelyek az adatokban ,.elrejtett” sszefiiggések, mintazatok feltarasahoz, adott
szinten elfogadhato becsléséhez kellenek (Schuld és Petruccione, 2018). A szakirodalomban
nincs egyetértés azt illetden, hogy ezen dimenzidban a kvantum megoldéasok feliilmuljak-e a
klasszikus megoldasokat vagy sem. Egyes kutatasok szerint a minta dsszetettsége alapjan nem
varhaté elény a kvantumvaltozatok esetén, ugyanis bizonyitottan polinomialisan ekvivalensek
a klasszikus valtozatokkal. Ez pedig azt jelenti, hogy barmely gépi tanul6 probléma esetében
amennyiben van egy olyan kvantum gépi tanul6 algoritmus, amely polinomialis sok mintat
hasznal, akkor allithat6, hogy egy szintén polinomialis sok mintat hasznal6 klasszikus gépi
tanul6 algoritmusnak is Iéteznie kell (Alchieri, Badalotti, Bonardi, - Bianco, 2021; Servedio és
Gortler, 2004). Mas kutatasok alapjan (Aharonov, Cotler, - Qi, 2022; Chen, Cotler, Huang, -
Li, 2021; Cerezo, Verdon, Huang., Cincio, - Coles, 2022; Huang, Kueng, - Preskill, 2021;
Huang et al., 2022) azonban ezen dimenzidban is tapasztalhat6 lehet a kvantumf6lény, mivel
exponencialis kvantumfolény figyelhetd meg a minta Gsszetettségében abban az esetben, ha
kvantumszenzorok, kvantummemoria és kvantumszamitogépek keriilnek felhasznalasra egy-
egy kisérlet sordn el6allo kvantuminformaciok kinyerésére, tarolasara és feldolgozasara.

A zaj elleni robosztussag azt jelenti, hogy mennyire képes az adott algoritmus az
adatokban megjelend zajt kezelni, azonban ezen dimenzié kapcsdn érdemes elészor azt
tisztazni, hogy mit jelent a gépi tanulo algoritmusok esetén a zaj fogalma. Zajnak nevezhet6 az
adatokban talalhat6 minden, valamilyen modon sériilt egyed. Klasszifikacios probléma esetén
példaul sériilt egyednek, vagyis zajnak szamit az, ha az adott egyed célvaltozojanak az értéke
atallitasra keriil az eredeti osztalyarol egy masikra. Ebbdl kiindulva minden egyes egyed
célvaltozdjanak az értéke (cimkéje) p valosziniiséggel sériilt, és p valoszinliség novelésével
néhany probléma esetén nem lesznek képesek a klasszikus gépi tanul6 algoritmusok a tanuldsra,
mivel nem rendelkeznek kelléen erds robosztussaggal a jelentkezd zaj elviseléséhez, mig
néhany kvantumvaltozat a zaj ellenére tovabbra is képes lesz tanulni az adatokbol, csupéan tobb
adat felhasznalasara lesz sziikségiik a betanulas soran (Alchieri, Badalotti, Bonardi, - Bianco,
2021; Cross, Smith, - Smolin, 2015).
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A modell 6sszetettsége dimenzid azt vizsgalja, hogy mennyire komplex a modell. Minél
komplexebb egy modell, anndl tobb Osszefiiggés feltarasara képes az adatokban, azonban annal
nagyobb eséllyel van kitéve a gépi tanulds esetén egyik leggyakrabban el6fordulod hibanak, a
tultanulasnak. Ebbél kifolyolag a gépi tanulas soran jellemzden a keresett modell az, amelyik a
legalacsonyabb komplexitas mellett képes az adatokban rejlé mintazatokat felfedezni (Alchieri,
Badalotti, Bonardi, - Bianco, 2021).

Végiil a kvantumf6lény kapcsan érdemes kitérni arra is, hogy a szakirodalomban mely
alkalmazasi teriileteken varjak a kvantum gépi tanulé valtozatoktol a klasszikus valtozatokkal
szembeni el6ny megszerzését. Olyan esetben, amikor az adat valamilyen kvantummechanikai
folyamat soran jott létre, mint példaul kiilonbozé kémiai, biologiai, fizikai ¢és
anyagtudomanyokban elvégzett kisérletek, a kvantum gépi tanuld algoritmusok
exponencialisan jobban teljesithetnek a klasszikus algoritmusoknal. Azonban amikor az adatok
teljesen klasszikus eredetiieck -példaul egy természetes nyelv vagy képfeldolgozd, egy ajanlod
vagy optimalizal6 rendszerben hasznalt adatok esetén — nem rendelkeznek a kvantumvaltozatok
ismert exponencialis elénnyel a hagyomanyosakkal szemben (Cerezo, Verdon, Huang., Cincio,
- Coles, 2022). Amig a kvantumszamitogépek valdszintiségi eloszlasokbol is képesek mintat
venni, addig a klasszikus valtozatok szdmara exponencidlisan nehéznek szamit ugyanez. Ezzel
tehat a kvantum megoldasok tovabbi jelentds elényre tehetnének szert a klaszikusokkal
szemben, amennyiben ezen valoszinliségi eloszlasok valamilyen valos eloszlassal
megegyeznek (Arute et al., 2019; Boixo et al., 2018). A kvantumfolénnyel kapcsolatban
azonban fontos kiemelni, hogy igazan minddssze akkor fog tudni teljesiilni, ha a jelenlegieknél
hibatlir6bb kvantumszamitogépek keriilnek kialakitasra (Cerezo, Verdon, Huang., Cincio, -
Coles, 2022).

Jelenlegi kihivasok

Az elére nem, vagy csak nehezen lathat6 technologiai kihivasok miatt a kvantum gépi
tanulas fejlédése soran stagnald idészakok kovetkezhetnek be. Ezen stagnald idészakok
elkeriilése a kutatok egyik legfontosabb célja a kvantum gépi tanulds kapcsan, ehhez pedig
elengedhetetlen, hogy minél gyorsabban feltarasra keriiljenek ezen kihivasok és célzott
kutatasokkal kiilonb6z6 megoldasok keriilhessenek kidolgozasra rajuk (Cerezo, Verdon,
Huang., Cincio, - Coles, 2022). A tovabbiakban a teljesség igénye nélkiil roviden megemlitésre
kertil néhany jelenlegi kvantum gépi tanulast érintd legjelentdsebb kihivas.

Jelenleg az egyik legnagyobb kihivasat ezen a teriileten a klasszikus adatok, adatsémak

¢s informacié kvantum allapotokka torténd legmegfelelobb atkodoldsa jelenti. Ahogy a
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klasszikus gépi tanulas fejlédéséhez is rendkiviil nagymértékben hozzajarult a magas mindség,
szabvanyositott adatkészletek megjelenése, ugy a kvantum gépi tanuldsban is varhaton tovabbi
attorésekhez vezethetne, ha nem fOként klasszikus adatkészletekkel, hanem egyszeriien
eldallithato kvantumallapotokkal rendelkez0 szabvanyositott kvantum adatkészletekkel
dolgoznanak a kvantumvaltozatok (Cerezo, Verdon, Huang., Cincio, - Coles, 2022). Amint az
alfejezet el6zd, ,Kvantumfolény” részében is megemlitésre keriilt, a kvantumadatokat
felhasznalo kvantummodellek felé erG6sebb varakozasokat tamaszt a szakirodalom a
kvantumfolény elérésével kapcsolatban, mint a nem kvantum adatokat hasznalok felé (Chen,
Cotler, Huang, - Li, 2021, 2022; Cotler, Huang, - McClean, 2021; Huang et al., 2022). Ezen
kihivds megoldasara a szakirodalom szerint a kvantum gépi tanuld algoritmusok kiilonb6zo
interfész eszk6zok (példaul qRAM) integralasat igénylik a klasszikus informacidk
kvantummechanikai valtozatanak eléallitasa érdekében (Khan — Robles-Kelly, 2020).

A masodik kihivasként a kvantumzajok hatasait érdemes megemliteni. A hardverek
mikddése soran fellépd zajok torzithatjak az informaciot egy kvantum aramkorben torténd
aramléskor, ez a torzitas pedig felerésdodhet abban az esetben, ha mélyebb, Osszetettebb,
nagyobb futasi id6t igényld kvantumaramkorokon halad végig az informécio. Ezért kiemelten
fontos lenne a kvantumhardvereket praktikusabba, stabilabba tenni (Cerezo, Verdon, Huang.,
Cincio, - Coles, 2022).

Tovéabbi kihivast jelent még a kvantum gépi tanuld modellek paramétereinek az
optimalizéldsa, azaz olyan paraméterkészletek megtaldlasa, amelyekkel minimalizalhat6 egy
adott feladat megoldasakor a kvantum modell altal elkovetett hibak szama. A kvantum neuralis
halozatok kapcsan pedig a hatékony és eredményes felépités, architektira megtervezése jelent
kihivast. Ezutobbi kihivas megoldasa azért is olyan fontos a kvantum gépi tanulds szamara,
mert a klasszikus gépi tanulashoz hasonléan kvantum esetben is a neuralis haldzatok alapvetd
eszkozei lehetnek szamos feliigyelt, nem feliigyelt és megerdsitéses tanulasi probléma
megoldasanak is (Cerezo, Verdon, Huang., Cincio, - Coles, 2022). Szintén a kihivasok k6zé
sorolhato az is, hogy bar az adatok feldolgozasaban jelentdsen gyorsabb lehet egy
kvantumvaltozat a klasszikusnél, de az adatok beolvasasanidl mar nem allithatd6 ugyanez.
Néhany esetben ugyanis a kvantum megoldasok alkalmazasakor az adatok beolvasasanak
koltsége meghaladhatja az adatok feldolgozasanak gyorsasagaval jar6 elényoket (Mishra et al.,
2021).
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4, Kutatasi kérdés és modszertan bemutatasa

Jelen dolgozat arra a kérdésre keresi a valaszt, hogy a mindenki szamara ingyenesen,
szabadon elérhetd Python-alapu szoftver-megoldasok esetén valoban tapasztalhato-e a
technoldgiailag megjosolt kvantumfolény a gépi tanulds témakorében, azaz az eldzetes
varakozasoknak megfelelden ténylegesen jobb és gyorsabb teljesitmény figyelhetd-e meg egy
kvantumvaltozat alkalmazasakor a klasszikus valtozatokkal szemben. Ezen kérdés
megvizsgalasara kvantum és klasszikus gépi tanul6 algoritmusok pontossaga és teljesitménye
keriilt 0Osszehasonlitasra. Két kiilonbozé méretli, nyilvanosan elérheté adatbazis
felhasznalasaval a jelenleg legnépszeriibbnek szamitd gépi tanulasi problémak kozé tartozo
binaris klasszifikacids problémara keriilt 6sszehasonlitasra egy, a szakirodalomban korabban
mar publikalt kvantum neuralis halozat a klasszikus SVM (Support Vector Machine) és k-NN
(k-Nearest Neighbor) algoritmusokkal, valamint egy szintén klasszikus alapon mik6d6
automatizalt gépi tanulas segitségével Osszevalogatott algoritmusegyiittessel. Az
Osszehasonlitas soran megvizsgalasra keriiltek az osztalyozas olyan pontossagi jellemz6i, mint
az accuracy, precision, recall, F1, ROC gorbe alatti teriilet (AUC), valamint a tanulashoz és az
osztalyozashoz sziikséges idok.

Ebben a fejezetben eldszor a kutatas soran felhasznalt eszk6zok ismertetésérdl lesz szo,
majd részletesebben bemutatasra keriilnek az ezen eszkozok segitségével implementalt
kvantum- és a klasszikus algoritmusok, végiil pedig az algoritmusok szamara adatokat biztositd
két adatbazis, az Iris és a Pima Indians Diabetes adatkészletek bdvebb leirasa kovetkezik. A
modellek Osszehasonlitdsdhoz megvizsgalt pontossagi jellemzdkre, valamint a tanulashoz és
osztalyozashoz sziikséges idOkre részletesebben az ,,5.1. Az 0Osszehasonlitashoz hasznalt

mérészamok™ cimi alfejezet tér ki.

4.1. Eszkozok bemutatasa

Ebben az alfejezetben azok az eszk6zok keriilnek bemutatasra, amelyek a jelen kutatas
soran a kvantum és a klasszikus gépi tanul6 algoritmusok implementalasa, értékelése, valamint
Osszehasonlitdsakor felhasznaldsra kertiltek. El6szor roviden a Python programozasi nyelvrél
lesz sz, amelyben az egyes modellek implementalasra keriiltek, majd megemlitésre keriil
néhany a megoldasok soran alkalmazott, Python programozasi nyelvhez irt ingyenes kvantum
és klasszikus gépi tanulasi kdnyvtar: a PennyLane, a Scikit-learn €s az Auto-Sklearn. Végiil
pedig a Google Colaboratory-rdl lesz szo, amely platform fejlesztéi és futtatdo kdrnyezetként

szolgalt a kutatas soran, hiszen itt keriiltek megirasra és futtatasra a kvantum és klasszikus gépi
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tanuld algoritmusok implementalasara, értékelésére, valamint sszehasonlitasara megirt Python

kodok.

Python programozasi nyelv

A Python egy altalanos céla, magas szintii, interpreter programozasi nyelv. Az objektum
orientalt programozason kiviil més programozasi paradigmakat is timogat, mint a proceduralis
¢s a funkciondlis programozas. Ezen kiviil szamos modult, dinamikus tipusozast, nagyon magas
szintli dinamikus adattipusokat és osztalyokat tartalmaz, valamint tiszta, konnyen érthetd
szintaxist (Python, 2023a). Konnyen tanulhatdé nemcsak mas programozasi nyelveket mar
ismerd, tapasztalt programozok, de teljesen kezdd programozok szamaéra is. Tovabbi elonyei
kozé tartozik még a kiterjedt, egyszertien hozzaférheté dokumentécidja, valamint a széles ¢€s
aktiv fejlesztoi kozossége, a kozhaszni Python Software Foundation altal feliigyelt nyilt
forraskodu licence, amely lehetdvé teszi a programozasi nyelv ingyenes, szabad hasznalatat és
terjesztését, akar kereskedelmi célu felhasznalasra is (Python, 2023b). A programnyelv egyik
legnagyobb erdsségének azonban a széleskori interfész és kiegészitd konyvtargylijteményét
tartjak, amelynek koszonhetéen a Python olyan teriileteken hasznalhaté fel, mint a
webfejlesztés, (természet)tudomanyok, adatelemzés ¢és modellezés, gépi tanulds,
(programozas) oktatds, szoftverfejlesztés, asztali grafikus felhaszndloi feliiletek épitése,
kiilonbozé tizleti felhasznalasok (vezetdi dontéshozatal tamogatdsa, vallalatiranyitasi

rendszerek és e-kereskedelmi rendszerek) (Python, 2023c).

PennyLane konyvtar

A PennyLane egy Python nyilt forraskodu, a kvantum gépi tanulast lehetévé tevo
konyvtar, amely platformfliggetleniil képes kiilonboz6 backend-eken a differencialhato
programozasi paradigma segitségével kvantumprogramok végrehajtdsara és kvantum gépi
tanul6 algoritmusok betanitdsara, futtatasara. Ezen konyvtarat a kanadai Xanadu fejlesztette ki,
amely jelenleg az egyik legjelentésebb full-stack kvantum startup. A konyvtar olyan a gépi
tanulasban elterjedt keretrendszerekkel koti Ossze a kvantumszamitdsokat, mint a NumPy
autograd-ja, a JAX, a PyTorch és a TensorFlow, ezzel lehetdvé téve a kvantum gépi tanulast, a
kvantum aramkorok tanitdsat. A PennyLane tehat tdmogatja a hibrid kvantum ¢és klasszikus
modellek 1étrehozasat, alkalmazasat, segitségével kvantumszamitasok végezhetdk el, beleértve
a kvantum aramkorok értékelését és gradienseinek kiszamitdsat. Az igy kapott informaciot
pedig tovabbitja a konyvtar a klasszikus keretrendszer felé, ezzel egy miikodd kvantum-

Klasszikus pipeline-t Iétrehozva. A kvantum aramkorok gradienseinek kiszamitasat
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amennyiben van lehetdség ra, ugy paramétereltoldsi szabalyok alapjan (az aramkor futtatasa
kétszer vagy tobbszor torténik szdndékosan eltolt paraméterek alkalmazasaval) valositja meg,
egyébként pedig véges kiilonbség modszer alapjan torténd becsléssel. A PennyLane konyvtar
alkalmazasaval kiilonb6zo kvantumszamitogép szimulatorokon és valos
kvantumszamitogépeken is lehetséges a kvantum aramkordk futtatasa, hiszen a konyvtarba
alapértelmezetten néhany kvantum-szimuldtor beépitésre keriilt, ezen kiviil pedig plugin
rendszer segitségével, szamos kiilsé szoftver és hardver integralasaval - példaul az IBM Qiskit-
jével, a Google Cirg-jével, a Rigetti Forest-jével vagy a Xanadu Strawberry Field-jével -
lehetdség nyilik a kvantum dramkdorok valos kvantumszamitogépeken torténd futtatasara is. A
konyvtar tovabba lehetdvé teszi a kvantum dramkordk beépitett automatikus differencialasat és
szamos optimalizalast, valamint gépi tanulast tamogatd eszkoéz felhasznalasat. Mivel a
PennyLane a standard kvantum programozasi nyelvek szdmos funkcionalitdsanak
megvalositdsa mellett az imént emlitett kvantum aramkorok automatikus differencialéssal
torténd tanitasara is lehetdséget nyujt, ezért kiilonosen jol alkalmazhaté olyan teriileteken, mint
a kvantum gépi tanulas, a kvantum optimalizalas vagy a kvantum kémia (Bergholm et al., 2018;
Ganguly, 2021; PennyLane, 2023a; PennyLane, 2023b).

Scikit-learn konyvtar

A Scikit-learn szintén a Python programnyelv ingyenes, BSD licence-el rendelkez6
konyvtara, amely segitségével konnyen elérhetévé valik szamos jelen pillanatban
legelterjedtebb gépi tanuld algoritmus. A konyvtar feliigyelt és feliigyelet nélkiili tanulasi
problémak megoldasara alkalmas algoritmusokat is tartalmaz, segitségével pedig gyorsan,
egyszertien, kiterjedt dokumentdcido hasznalata mellett implementalhatdk, értékelhetok és
hasonlithatok 6ssze a kiilonb6z6 gépi tanuld algoritmusok segitségével megépitett modellek. A
Scikit-learn hasznalataval eldzetes tapasztalatok és komoly szakértelem nélkiil, kezd6ként is
lehet6ség nyilik szamos gépi tanuld algoritmus kiprobalasara, hiszen a konyvtar magas szinti

nyelven irodott, rendkiviil felhasznalobarat és konnyen hasznalhaté (Pedregosa et al., 2012).

Auto-Sklearn konyvtar

A Python ingyenes, nyilt forraskédu Auto-Sklearn konyvtara a Scikit-learn kdnyvtarra
¢épit, alkalmazésa soran pedig automatikusan megkeresi a szamara megadott, feliigyelt tanulasra
alkalmas adatkészleten a probléma megoldasara leginkdbb megfeleld tanuld algoritmus-
egylittest €s optimalizalja a tanulasi folyamat vezérlésére szolgald hiperparamétereket, ezzel

lehetdvé téve, hogy a felhasznaldja a helyes modell megtaldldsa és hiperparamétereinek
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optimalizéaldsa, hangolasa helyett a valos lizleti vagy egyéb problémdra fokuszalhasson. Az
Auto-Sklearn tehat az altalanos gépi tanuld keretrendszert kiegésziti egy globalis
optimalizalassal, és ahhoz, hogy az altala javasolt modell képes legyen kellen altalanositani, a
konyvtar 15 osztalyozo algoritmust és 14 a megadott adatkészletben talalhatod attributumok
(features) elofeldolgozasara alkalmas algoritmust tartalmaz, amelyek koziil a globalis
optimalizalas folyamata sordn az Osszeset teszteli, és ezen tesztelt algoritmusok koziil épit egy
altala  Osszevalogatott algoritmus-egylittest. Tovabba az optimalizacios folyamat
meggyorsitdsara az Auto-Sklearn tugynevezett meta-tanulast hasznal, hogy konnyen
azonosithasson egymashoz hasonld adatkészleteket, és ezaltal felhaszndlhassa a korabbi
adatkészleteken mar megszerzett ,,tudasat”. Ez a konyvtar lehetdové teszi az adatskalazast is,
illetve a kategorikus paraméterek és a hianyzo értékek kezelését (Feurer et al., 2015;
AutoML.org, 2023).

Egyéb felhasznalt Python konyvtarak

A kutatas soran a PennyLane, a Scikit-learn €s az Auto-Sklearn konyvtarakon kiviil még
olyan egyéb Python-hoz irt kdnyvtarak is felhasznalasra keriiltek, mint az adatvizualizaciéra
alkalmas Seaborn, Matplotlib, és Plotly konyvtarak, az adatok esztétikus, atlathaté kiiratasara
szolgalo Pprint konyvtar, az adatok feldolgozasat és elemzését lehetové tevé Pandas konyvtar,
a nagyméretli, akar tobbdimenzids tombok, valamint matrixok hasznalatat tamogatd NumPy
konyvtar, illetve az egyes modellek betanitasara és értékelésére szant idék kiszamitasahoz a
time modul. A nagyobb, Pima Indians Diabetes adatkészlet beimportalasa pedig a google.colab

konyvtar files modulja, valamint az io modul segitségével tortént meg.

Google Colaboratory

A Google Colaboratory, vagy roviden Colab, egy olyan eszkdz, interaktiv kdrnyezet,
amely segitségével a bongészdben irhatok és futtathatok kiilonbozd Python programozasi
nyelvben irt kodok, ezen kiviil lehetdség nyilik tovabba formazott szovegek, HTML kodok és
képek beszurasara is. A Colab-on jegyzetfiizetek hozhatok 1étre, amelyekbe szovegek és
kodcellak beszurasara van lehetdség, ezek a celldk pedig egymastol fliggetlentil, kiilon-kiilon,
de akar sorban, egymas utan is lefuttathatok, az eredmény pedig a futast kdvetden a cella alatt
kiiréasra is keriil. A Colab jegyzetfiizetek olyan Jupyter jegyzetfiizetek, amelyek a felhasznalo
sajat Google Drive-jan kertilnek tarolasra, igy tdmogatva a csoportos munkat, valamint az
egyszeri, gyors elérést, hiszen a jegyzetfiizetek nagyon konnyen megoszthatok masokkal ¢€s a

Google fiokba torténd bejelentkezés utdn barmilyen eszkozrdl elérheték. Azon felhasznélok,
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akikkel megosztasra keriilt egy adott Google Colab munkafiizet, a megfeleld jogosultsag
mellett szerkeszthetik a munkafiizet tartalmat, valamint megjegyzéseket is irhatnak. A Colab
tehat jelentdsen eldsegiti a kiilonb6zo adattudomanyos és gépi tanulasi projektek kivitelezését
¢és oktatasat, hiszen eldzetes konfiguracio nélkiil, a felhasznalo sajat, lokalis szamitdgépének
teljesitményétdl fiiggetleniil, a Google felhdszerverein, nagy teljesitményli hardvereken,
gyorsan ¢és kényelmesen futtathatova valnak a Python kodok a bongészon keresztiil (Google,
2023).

4.2. Felhasznalt algoritmusok

Ebben a fejezetben el6szor nagyvonalakban bemutatisra keriil a kutatds soran
felhasznalt, a szakirodalomban Santanu Ganguly 2021-es Quantum Machine Learning: An
Applied Approach cimii konyvében korabban mar publikalt kvantum neuralis hal6ézata, majd
ezt kdvetden ismertetésre keriil az sszehasonlitdshoz implementalt harom klasszikus megoldas

is: a Support Vector Machine, a k-Nearest Neighbors és az automatizalt gépi tanulas.

4.2.1. Kvantum neuralis halozat

A kvantum neuralis halézatok (QNN) kapcsan érdemes el6szor a fogalom jelentését
tisztazni. A kvantum neuralis halézat egy olyan mesterséges neuralis halozat, amely kvantum
informaci6 feldolgozasara alkalmas. Akarcsak a klasszikus neuralis halozatok, a kvantum
neuralis halozatok is az emberi agyhoz hasonléan miikddnek, viszont a klasszikus valtozatokkal
szemben képesek kihasznalni a kvantumtulajdonsagok nytjtotta elényoket is. Kvantum
neuralis halozatokat foként olyan problémak megoldasara alkalmaznak, amelyeket klasszikus
modszerekkel nem, vagy csak nagyon nehezen lehetne kivitelezni az exponencialisan novekvo
szamitasi €s memoria igényilk miatt. A kvantum gépi tanulas témakorében egyre tobbszor
utalnak a kvantum neurdlis hal6zatok a varidcids dramkorokre. Varidcios aramkordk alatt azon
kvantum algoritmusok értenddk, amelyek allithatdé paraméterekkel rendelkeznek, emiatt pedig
optimalizalhatok. Ehhez kapcsoloddan tovabba érdemes megemliteni a variacidés kvantum
osztalyozokat (VQC), vagyis az olyan feliigyelt gépi tanul6 algoritmusokat, amelyekben a
variacids aramkoroket klasszifikacios feladatok elvégzésére tanitottdk be. A kvantum neuralis
haldézatok kapcsan roviden érdemes még kitérni a kvantum konvolucids neuralis halozatokra és
az ugynevezett , kvanvolacios neuralis halozatokra” (quanvolutional neural networks) is. Az
elébbi fogalom olyan kvantum neuralis halozatokat takar, amelyek a klasszikus neuralis
halézatok szerkezetét tiikrozik. A kvantum konvolucios neurdlis halozatokat a kvantum
mérések hatasara 6sszevonasra keriilt rétegek €s valtakozo konvolucios rétegek jellemzik. Mig

az utobbi fogalom, az ugynevezett ,.kvanvolucios neuralis halozatok™ olyan hibrid klasszikus-
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kvantum modelleket jelentenek, amelyekben variacios kvantum aramkorok rétegei fokozzak a
klasszikus konvolucioés neuralis halozatokat (Ganguly, 2021).

A kvantum gépi tanulas teriiletének wjdonsaga ¢és kiforratlansaga miatt szamos
klasszikus gépi tanul6 algoritmusnak jelenleg még nem tették mindenki szamara elérhetové és
felhasznalhatova a kvantumos valtozatat. Azonban a jelen kutatdsban implementalt kvantum
neurdlis halozat, egy a szakirodalomban kordbban mar publikalt, szintén az Iris adatkészlet
modositott, binaris klasszifikaciora alkalmas valtozatara irt kvantum neuralis halozat. Mindkét
adatbazis, az Iris és a Pima Indians Diabetes esetén is Santanu Ganguly 2021-es Quantum
Machine Learning: An Applied Approach kdnyvének ,,Chapter 8: Deep Quantum Learning”
cimi fejezetének ,,Binary Classifier with PennyLane” részében leirt kvantum neuralis halozata
keriilt implementalasra. Ezen kvantum neuralis haldzat a binaris klasszifikaciora alkalmas Iris
adatkészletre irt forrdskodja barki szdmdara elérhetdé a konyv tobbi fejezetéhez tartozo
forraskddokkal egyiitt a konyv kiaddjanak, az Apress-nek a quantum-machine-learning nevii
GitHub repozitoriumaban.*

A kvantum neurdlis hélozat implementéalasakor els6ként a PennyLane telepitésére volt
sziikség, ahol ahhoz, hogy a kvantum neuralis haldzat forraskodjaban szerepld Osszes
PennyLane konyvtar beimportalhat6 lehessen, nem a legfrissebb, hanem a PennyLane egyik
korabbi, 0.14.1-es verziojanak telepitésére keriilt sor. A neuralis halozat rétegeinek megépitése
a StronglyEntanglingLayers, a halézat optimalizalasa pedig a GradientDescentOptimizer
segitségével valosult meg. A kvantum neuralis halozat a DefaultQubit fiiggvény alkalmazasaval
a PennyLane alapértelmezett, szabvanyos kvantumbit-alapu eszk6zén keriilt futtatasra, amely
nagyon egyszerl szimulaciojat valositja meg egy qubit-alapt kvantum 4ramkor
architektiirdnak. Tovabba a kvantum neuralis hal6zat implementalasaval kapcsolatban még azt
érdemes kiemelni, hogy a jelen kutatasban a binaris klasszifikciohoz sziikséges tanito és teszt
adathalmaz Ganguly eredeti kvantum neuralis halozataban talalhatd 80-20%-os aranya helyett
75-25%-0s aranyban kertilt felosztasra. Ez a kis valtoztatas pedig azért volt sziikséges, mert
korabban mar a kutatdsban implementalt klasszikus megoldasok esetén is a 75-25%-0s arany
keriilt alkalmazasra és a kvantum-klasszikus eredmények Osszehasonlitdsa szempontjabol

nagyon fontos, hogy a tanito-teszt aranyok a kvantum és a klasszikus megoldasok esetén

! GitHub repozitorium elérése: https://github.com/Apress/quantum-machine-learning

A repozitoriumon beliil a Chapter 8 codes mappan beliili qml iris pl.ipynb f4jl tartalmazza a jelen kutatas altal

is felhasznalt kvantum neuralis halozat forraskodjat. Fajl elérése: https://github.com/Apress/quantum-machine-

learning/blob/main/Chapter 8 codes/gml_iris_pl.ipynb
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megegyezzenek. Emellett a nagyobb adatkészlet, a Pima Indians Diabetes esetén az n_epochs
értékének megnovelésére is sziikség volt, ugyanis a Ganguly kvantum neuralis halézataban
talalhato 10 érték megadésa esetén a kvantum neuralis halozat nem tudta elvégezni a binéris
osztalyozast a Pima Indians Diabetes adatkészlet esetén, hiszen minden egyedet eleve abba az
osztalyba sorolt, amelybe az adatbazis egyedeinek tobbsége tartozott. Az n_epochs paraméter
azt allitja be, hogy hanyszor kell az egész tanuld adatkészleten a tanuld algoritmusnak
végigfutnia az Osszefliggések megfeleld feltarasdhoz, és mivel egy nagyobb méretli adatbazis
esetén ez tobbszor lehet sziikséges, mint egy kisebb adatkészletnél, ezért n_epochs novelésével
javithaté a kvantum neuralis halozat klasszifikacids képessége. Igy az eredeti n_epochs = 10
érték mellett 100, 200, 300, 400 és 500 értékek esetén is betanitasra és értékelésre kerilt a
kvantum neurdlis hélézat a Pima Indians Diabetes esetén, amelynek eredményeképp mar
n_epochs = 100 érték megadasa esetén is nemcsak a tobbségi, hanem a masik osztalyba is
keriiltek egyedek, tehat a kvantum neuralis hal6zat az n_epochs novelésével valoban képessé
valt az osztalyozasra. Ahhoz, hogy jelen kutatds konzisztens maradjon, az Iris adatbazisra
alkalmazott kvantum neurdlis héaldzat esetében is az eredetileg n_epochs = 10 paraméter-
beallitas mellett 100, 200, 300, 400 és 500 értékek esetén is betanitasra és értékelésre kerilt a
modell. Az Iris és Pima Indians Diabetes adatbazison futtatott kvantum neuralis halézatok
n_epochs paraméterének megvalasztasat bovebben a ,,5.2. Kvantum neuralis neuralis hal6zat

eredményei” cimii alfejezet mutatja be.

4.2.2. Klasszikus gépi tanul6 algoritmusok

Ebben az alfejezetben a kutatds soran az Osszehasonlitashoz kivalasztott harom
klasszikus gépi tanuld megoldds miikodése, valamint a hozzdjuk megadott paraméter-
beallitasok keriilnek roviden ismertetésre. A paraméter-beallitasok kapcsan bemutatasra keriil
az is, hogy milyen modszer segitségével tortént meg az optimalis paraméterek kivéalasztasa az

egyes modellek esetén.

Support Vector Machine (SVM)

A Support Vector Machine (SVM) a feliigyelt tanulasban alkalmazott legnépszeriibb
algoritmusok egyike. Az SVM-en mar az 1990-es évek oOta dolgoznak, matematikailag
robosztus, komplex megkozelités, amely viszonylag nagy szamitasi kapacitast igényel. Mégis
a Jelenleg legelterjedtebb gépi tanuld algoritmusok kozé tartozik, ugyanis kivaldoan
alkalmazhatd szamos Osszetett adatkészlet esetén klasszifikdcios problémak megoldéasara.
Segitségével viszonylag egyszertien lehet komplex, nagy dimenzidju, sok attribltummal

rendelkezd adatkészletek esetén is helyes becsléseket adni arra, hogy az adott egyed melyik
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osztalyba sorolhat6. Az SVM algoritmusnak az a f6 célja, hogy a tanulé adatokat kiilonboz6
osztalyokra vélassza sz¢t egy olyan hipersik segitségével, amely maximalizélja az elvalasztast,
elkiilonitést az egyes osztalyok kozott, ezen elvalasztasok kapcsan pedig linearis €s nem linearis
elvalasztofeliiletrdl is lehet sz6. Az SVM tovabba a modell altalanosito képességét is igyekszik
maximalizalni. A modell altalanosito képessége azt jelenti, hogy a modell mennyire képes a
tanuld adatokon feltart 6sszefiiggések alapjan helyes becslést adni egy altala korabban még nem
latott, ismeretlen egyed osztalyara. Egy modell akkor rendelkezik jo altalanositd képességgel,
hogyha nem jellemz6 ra sem az alul- sem pedig a taltanulas. Az SVM algoritmus kapcsan végiil
érdemes megemliteni, hogy szdmos elénye mellett felmeriilhet néhany korlatja, gyengesége is
a hasznalata soran. Ilyen példaul a hosszl betanulasi id6 az algoritmus komplex, nagy szamitasi
kapacitast igénylé természete miatt, a nehézkes paraméter megvalasztas, a tobb osztallyal
rendelkezd (nem binaris) klasszifikacios problémakra optimdlis SVM  osztilyozo
implementalasa, valamint az algoritmus rosszabb teljesitménye a kiegyensulyozatlan (az egyik
osztalyba jelentésen tobb egyed tartozik, mint a masikba) adatbazisokon torténd futtatas esetén
(Ganguly, 2021; Cervantes, Garcia-Lamont, Rodriguez-Mazahua, - Lopez, 2020).

Jelen kutatasban az SVM algoritmus a Scikit-learn konyvtar SVC (sklearn.svm.SVC)
figgvénye segitségével keriilt implementalasra. Az Iris és a Pima Indians Diabetes adatbazis
esetén is az SVC (C-Support Vector Classification) optimalis paramétereit el6zetesen szintén a
Scikit-learn konyvtar egyik modell szelekcios fiiggvényének, a GridSearchCV
(sklearn.model_selection.GridSearchCV) segitségével keriilt kivalasztasra. A GridSearchCV-
nek mindkét adatkészlet esetén olyan kiprobaland6 paraméter beallitasok keriiltek megadasra,
mint a C szabalyzasi paraméter (amely forditottan ardnyos a szabalyzas erdsségével) 1, 10, 100
és 1000-re torténd beallitasa, linearis és rbf kerneltipusok kiprobalasa, valamint ezutdbbi
kerneltipus esetén gamma kernel egyiitthato értékére 0,001 és 0,0001 értékek kiprobalasa. A
GridSearchCV segitségével igy kijott optimalis paraméter beéllitdisok mindkét adatkészlet
esetén linedris kernel beallitast, ebbdl kifolyolag a gamma kernel egyiitthato értékére pedig az
alapértelmezett ’scale’-t javasoltak. C szabalyzdsi paraméterre azonban az Iris adatkészlet
esetén 1, a Pima Indians Diabetes adatkészlet esetén pedig 100 értékek beallitasat ajanlottak.
Az SVC implementalasakor tehat az igy kapott optimalis paraméter beallitdsok keriiltek

megadasra mindkét adatbazison torténd alkalmazas soran.

k-Nearest Neighbors (k-NN)
A k-Nearest Neighbors (k-NN) algoritmus az egyik legkdnnyebben implementalhato

klasszikus gépi tanulo algoritmus. A k-NN algoritmus strukturalt, cimkézett, tehat feliigyelt
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gépi tanuldsra alkalmas adatokon dolgozik jol, és az egyes adatokat egymashoz viszonyitott
elhelyezkedésiik, szomszédjaiktol vett tavolsaguk alapjan sorolja csoportokba. A tavolsagok
kiszamolésara tobbféle megkdzelités is alkalmazhatd, példaul euklideszi vagy Mahalanobis
tavolsag kiszamolasa. A k-NN-nek sziiksége van egy cimkézett célvaltozoval rendelkezd tanulod
adathalmazra, amelyben ismert, hogy mely egyed a célvéltozo melyik osztalyaba tartozik. gy
egy ismeretlen, kordbban az algoritmus altal még nem latott egyed esetén az adott egyedhez
legkozelebb eso, bizonyos szamu szomszédok célvaltozoinak értéke alapjan becsli meg az
ismeretlen egyed osztalyat. Az ismeretlen egyedet ezéltal abba az osztalyba sorolja, amelybe
az egyed adott szdmu legkdzelebbi szomszédjainak a tobbsége is tartozik. Az algoritmus
nevében a ,,k” betli arra utal, hogy hany darab legk6zelebb es6 szomszéd keriil megfigyelésre
(k = 1 esetén csak a legkozelebb es6é, k = 2 esetén a két legkdzelebb esd sth.). A k-NN
alkalmazdsakor igy elsoként az a kérdés vetddik fel, hogy mely k a legoptiméalisabb valasztas.
Minél nagyobb szammal egyenld k (minél tobb szomszéd figyelembevételére keriil sor), annal
egyszerlibb lesz a modell €s az algoritmus altal alkalmazott, az egyes osztalyokat elvalaszto
vonal, méasnéven hipersik annal simabb lesz. Kisebb k megvélasztasa esetén (kevesebb
szomszéd figyelembevételekor) viszont komplexebb lesz a modell, az osztalyokat elvalaszto
vonal pedig ¢élesebb lesz, ez pedig tultanulashoz vezethet. Kis k megvalasztasakor tovabbi
veszélyt jelenthet az, hogyha az ismeretlen egyed — amely osztalyara a becslés iranyul — pont
egy masik osztalyba tartozo egyed egyik kilogo (outlier) értékéhez esik kdzvetlen kozel, hiszen
igy a modell kdnnyen rossz osztalyba sorolhatja az ismeretlen egyedet, amennyiben annak csak
nagyon kevés szomszédjat veszi figyelembe. A k-NN algoritmus tehat nagyon érzékeny az
adatokban talalhato hibakra, a jelentdsen kilogo értékek gyengébb osztalyozasi eredményekhez
vezethetnek. A legmegfeleldbb k kivalasztasara érdemes megnézni, hogy melyik k esetén lesz
megfigyelheté a modellnek a tanitd és a teszt adathalmazon torténd futtatasok soran elért
accuracy-jei kozott a legkisebb kiilonbség. Minél kisebb a modell tanito és teszt adatokra kijott
accuracy-jei kozotti kiilonbség, annal optimalisabb a modellre megvalasztott k szama (Fodor,
2022a; Ganguly, 2021; Mucherino, Papajorgji, - Pardalos, 2009).

A kutatas soran a k-NN algoritmust az Iris és a Pima Indians Diabetes adatkészlet esetén
IS a Scikit-learn konyvtarba beépitett KNeigborsClassifier
(sklearn.neighbors.KNeighborsClassifier) fiiggvény segitségével keriilt implementalasra. Az
optimalis k megtalalasahoz mindkét adatkészlet esetén egy for ciklus belsejében k-t 1-t61 8-ig
terjedd egész szamokkal behelyettesitve kiszamolasra keriilt minden egyes iterdcioban a modell
tanulo és teszt adatokon végzett osztalyozasaira kapott accuracy-jei, majd az el6z6 bekezdésben

emlitett modszert kdvetve az igy kijott eredmények alapjan a legmegfelelobb k, vagyis az az 1-
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tél 8-ig terjedd egész szam keriilt kivalasztdsra k értékére, amely alkalmazasakor a
legalacsonyabb kiilonbség volt megfigyelhetd a tanuld és teszt adathalmazokon torténd
futtataskor elért accuracy-k kozott. Nyolcnal nagyobb k behelyettesitésére a modell tilsagos
leegyszeriisitése, az alultanulas elkeriilése miatt nem keriilt sor. Az Iris adatkészlet esetén
minden k-ra azonosak voltak a tanulo és teszt adatokon torténd futtatasokkor kijott accuracy-K,
mig a Pima Indians Diabetes adatkészlet esetén k = 6-ra volt a legkisebb eltérés a tanulo és teszt
adatokra kijott accuracy-k kozott. Igy végil mindkét adatbazis esetén k = 6 keriilt

megvalasztasra k értékére a k-NN algoritmus alkalmazasakor.

Auto Machine Learning (AutoML)

A Kklasszikus megoldasok koziil implementalasra keriilt tovabba egy, az automatizalt
gépi tanulas segitségével Osszevalogatott algoritmus-egyiittes is. Az automatizalt gépi tanulas
egy uj megkozelités a klasszikus gépi tanulason beliil, amelynek az a {6 célja, hogy az egyes
gépi tanuld problémak megoldasara megkeresse a legalkalmasabb algoritmusokat, valamint
azok hiperparamétereinek optimalis megvalasztasat, viszonylag gyorsan ¢és teljesen
automatizaltan, komolyabb szakértelemmel rendelkezd felhaszndlot nem igényelve. Az
AutoML tehat az adott gépi tanuld probléma megoldasara az altala legmegfelelobbnek vélt
algoritmusokbol Gsszevalogat egy egyiittest, amely elemeit a végsé megoldasban az altala
meghatarozott sorrendben és stllyal hasznalja fel. Az automatizalt gépi tanulds szamos
elénnyel rendelkezik: konnyen elérhetdvé teszi, segiti a gépi tanulds megértését, javitja a
megoldasokat, a hatékonysagot, ezen kiviil id6t takarit meg, az optimalis hiperparaméterek
automatikus megkeresése lehetdve teszi, hogy tobb 1d6 jusson az emberek szamara érdekesebb
feladatokra, példaul a kijott eredmények értelmezésére, konklizid levonasara. Az autoML
hasznalata tovabba nem igényel magas szakértelmet, ez viszont bizonyos esetekben hatranyt
jelenthet, igy anélkiil is hasznalhatdva valik, hogy a felhaszndlo barmit is megértene beldle
(AutoML.org, 2023; Fodor, 2022b).

Jelen kutatasban az automatizalt gépi tanulas segitségével 1étrejott algoritmus egylittes
az Auto-sklearn konyvtar AutoSklearnClassifier megoldasaval kertilt 1étrehozasra
(autosklearn.classification.AutoSklearnClassifier). Ehhez elsé 1épésként a 0.15.0 verzidju
Auto-sklearn konyvtar telepitésére volt sziikség, ezt kovetden pedig importalhatova valtak a
konyvtarban talalhaté automatizalt gépi tanuldst Ilehetévé tevé megoldasok. Az
AutoSklearnClassifier alkalmazasakor az Iris €s a Pima Indians Diabetes adatbazisok esetén is
harom bemeneti paraméter keriilt megadasra: a feladat végrehajtasara szant id6, a modell

egyetlen hivasara fordithato maximum iddékorlat, valamint annak a mappanak az elérési
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utvonala, ahova a konfiguracids output és log fajlok keriilnek. A végrehajtasra szant idore
(time_left for this task) 120 masodperc keriilt beallitasra, amely azt jelenti, hogy maximum 2
perc fordithatd az adott adatkészlet szamara legmegfelelobb gépi tanuld modellek
megkeresésére. A végrehajtasra szant id6 novelésével egyébként nagyobb eséllyel talalhatok
jobb modellek, azonban a futasi id6 is hosszabb lesz. A modell egyetlen hivasara fordithato
maximum idékorlat (per_run_time limit) értékére 30 masodperc keriilt megvalasztasra, amely
hatasara a modell tanul6 adatokra torténd illesztése fél perc utdn megszakitasra keriil. Végiil a
harmadik bemeneti paraméterre, a konfiguracios output és log fajlok tarolasara szolgalé mappa
elérési ttvonalara (tmp_folder) a ,,tmp/autosklearn_classification_example_tmp” mappa keriilt
megadasra. Mindkét adatkészlet esetén az elébbiekben bemutatott értékek kertiltek beallitasra

az egyes paraméterekre.

4.3. Felhasznalt adatok

Ezen fejezetben a kutatas soran felhasznalt két adatkészlet, az Iris és a Pima Indians
Diabetes adatkészlet keriil részletes bemutatasra. EI6szor a két adatkészlet beimportalasanak,
valamint altalanos bemutatasanak leirasara keriil sor, végiil az adatkészleteken elvégzett
elozetes miveletekrl, adattisztitasrol, valamint az Iris adatkészlet esetén a binaris

klasszifikaciora alkalmas valtozat megalkotdsarol lesz szo.

Iris adatbazis

Az Iris adatbazis az egyik legismertebb és legelterjedtebb adatkészlet a gépi tanulas
tertiletén, amely kivalo adathalmazként szolgdl klasszifikdcios problémak megoldasara
betanitani kivant modellek szamara. Mivel az adatkészlet rendkiviil széles korben ismert és
gyakran alkalmazott, ezért a Python programnyelv egyik gépi tanuld konyvtarabol, a Scikit-
learn-bél is konnyen beimportalhato, hiszen az Iris is egyike a Scikit-learn-be beépitett népszeri
adatkészleteknek. Ezen kiviil az adatkészlet az interneten szdmos oldalon gyorsan megtalalhato
és let6lthetd, valamint a Python Pandas konyvtaraban talalhato csv fajlok beolvasasara alkalmas
fliggvény (read_csv()) segitségével URL megadasaval is egyszeriien beimportalhato.

Az Iris adatkészletet egyébként 1936-ban Ronald Fisher brit statisztikus és biologus
hozta létre. Az adatkészlet harom kiilonb6zd osztalyt tartalmaz, amelybdl mindegyik az irisz,
masnéven ndszirom virag valamelyik tipusaba sorolja az egyedeket: Iris setosa, Iris versicolor
vagy Iris virginica. Mindegyik osztalyba 50 egyed tartozik, igy 6sszesen 150 egyed talalhato az
egész adatkészletben. Az Iris négy numerikus attributumbol all: a csészelevél hossza

centiméterben, a csészelevél szélessége centiméterben, a sziromlevél hossza centiméterben, és
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a sziromlevél szélessége centiméterben. Az adatkészlet utolsd oszlopaban pedig kategorikus
valtozoként az adott egyed osztdlya szerepel, tehat az, hogy melyik irisz tipusba tartozik a
harom koziil. Fontos megjegyezni tovabba, hogy az adatkészletben nem szerepelnek hianyzo
adatok, valamint, hogy amig a csésze- ¢s sziromlevelek hosszaval és szélességével kapcsolatos
tulajdonsagok nem valaszthatok el linedrisan egymastol, addig egy irisz tipus osztalya
linedrisan elvalaszthaté a masik kettd osztalytol. Ezutobbi azért jelentds, mert a kutatds soran
binaris klasszifikacios problémara megoldast nyhjté kvantum és klasszikus modellek
implementalasara, értékelésére, és Osszehasonlitadsara kertiilt sor, tehat sziikség volt az eredeti
Iris adatkészlet atalakitdsara azért, hogy egy modositott, binaris klasszifikaciora alkalmas
valtozata keriilhessen felhaszndlasra a modellek betanitasahoz €s teszteléséhez. Ez az atalakitas
ugy valdsult meg, hogy a harom kiilonb6z6 irisz fajtabol csak kettére vonatkozo adatok kertiltek
megtartdsra, tehat a tipusokat jel6ld osztalyok koziil egy, az Iris virginica €s ennek értelmében
az 0sszes ezen osztalyba tartozo egyed eltavolitasra keriilt az adatkészletbol. Erre pedig azért
nyilt egyszeriien lehetéség, mert ahogy korabban mar emlitésre keriilt, egy irisz tipus osztalya
linearisan elvalaszthatdo a masik ketté osztalytol (UC Irvine Machine Learning Repository,
2023). Mivel mindharom osztalyba 50 egyed tartozott, ezért a modositott, binaris
klasszifikaciora alkalmas Iris adatkészlet 100 egyedbdl all, hiszen az eredeti 150 egyedbdl
kiesett az 50 Iris virginica osztalyba tartozo egyed, igy azt eredményezve, hogy 50 Iris setosa
¢és 50 Iris versicolor osztalyba tartozo egyed maradjon az adatok kozott. Az igy megkapott
modositott, bindris klasszifikaciora alkalmas Iris adatkészlet dsszefoglald statisztikdja az 1.

tablazatban lathato:

Csészelevél Sziromlevél Sziromlevél
Csészelevél hossza
szélessége hossza szélessége
centiméterben
centiméterben centiméterben centiméterben
Darabszam 100 100 100 100
Atlag 5,471 3,094 2,862 0,785
Szoras 0,642 0,4761 1,449 0,566
Minimum 4,300 2,000 1,000 0,100
25. percentilis 5,000 2,800 1,500 0,200
50. percentilis
., 5,400 3,050 2,450 0,800
(median)
75. percentilis 5,900 3,400 4,325 1,300
Maximum 7,000 4,400 5,100 1,800

1. tablazat: Az Iris adatkészlet modositott, binaris klasszifikaciora alkalmas valtozatanak ésszefoglalo
statisztikaja (Forrds: sajdt szerkesztés)
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Az Iris adatkészlet Osszefoglald statisztikajan kiviill még az is megvizsgalasra kertilt,
hogy az egyes attributumok milyen mértékben korrelalnak egymassal, ezt pedig a 3. dbran
lathato Python nyelv Matplotlib és Seaborn konyvtarainak segitségével létrehozott korrelacios

hédiagram szemlélteti:

1.0
Csészelevél hossza cm-ben 0.8
0.6
Csészelevél szélessége cm-ben -
- 0.4
. , - 0.2
Sziromlevél hossza cm-ben
- 0.0
Sziromlevél szélessége cm-ben - 0.2
--0.4
Irisz osztaly 0.7
--0.6

Irisz osztaly

Csészelevél hossza cm-ben -
Csészelevél szélessége cm-ben -

Sziromlevél hossza cm-ben -
Sziromlevél szélessége cm-ben

3. abra: Korrelacio a médositott, binaris klasszifikaciora alkalmas Iris adatkészletben
(Forras: sajat szerkesztés)

A 3. abran talalhatd Korrelacios hddiagram alapjan lathatd, hogy szamos attributum
erdsen korreldl egymassal, mégsem érdemes redukalni a szamukat, hiszen ahogy mar korabban
emlitésre keriilt, a csésze- ¢€s sziromlevelek hosszaval ¢és szélességével kapcsolatos
tulajdonsdgok nem valaszthatok el linedrisan egymastdl, valamint a kiinduld adatkészletben
eleve kevés attribiitum talalhatd, igy a dimenzid csokkentés nem jelentene eldnyt a kutats soran

alkalmazott gépi tanul6 algoritmusok betanitasanal.

Pima Indians Diabetes adatbazis

A masik, nagyobb adatkészlet, amely jelen kutatas soran felhasznalasra keriilt, a 768
egyedet tartalmaz6 Pima Indians Diabetes nevii adatkészlet, amely az adattudomannyal és gépi
tanulassal foglalkozo szakemberek korében szélesen elterjedt Kaggle weboldalarol kerdilt
letoltésre csv formatumban. Az adatkészlet eredetileg az Orszadgos Diabétesz €s Emészto- €s

Vesebetegségek Intézetétol (National Institute of Diabetes and Digestive and Kidney Diseases)
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szarmazik, amely az Amerikai Egyesiilt Allamok Nemzeti Egészségiigyi Intézetének a része. A
Pima Indians Diabetes f6 célja, hogy a benne tarolt tulajdonsdgok, diagnosztikai mérések
alapjan eldre lehessen jelezni egy adott egyedrdl, hogy cukorbetegségben szenved-e vagy sem.
Az adatkészlet binaris klasszifikéaciora alkalmas, ugyanis célvaltozodja csak a korabban emlitett
két értéket veheti fel: cukorbeteg-e az adott egyed vagy egészséges (Kaggle, 2023).

A Pima Indians Diabetes az Iris-hez hasonldan szintén egy ismert, széles korben
elterjedt adatkészlet, amelyet gyakran hasznalnak benchmark adatkészletként kiilonb6zo gépi
tanulasi projektekben. Az adatkészletben pima indian 6rokségii 21 éves vagy annal iddsebb
nokre vonatkoz6 adatok talalhatok. A pima indianok egy amerikai ¢slakos indidn csoport, akik
jellemzdéen Arizona allamban és Mexikoban élnek, koriikben pedig magas aranyban fordul eld
a diabetes mellitus, vagyis a cukorbetegség (Chang, Bailey, Xu, - Sun, 2022). A Pima Indians
Diabetes nyolc attriblitumbdl 4ll: a terhességek szdmabol (amennyiben nem volt varandds az
adott egyed, ugy ez az érték nulla), a plazma gliikkoz koncentraciobol, amely egy két o6ran at
tartd oralis gliikoz tolerancia teszt eredményeképp keriilt eldallitasra (a 2. tablazatban
Gliikozként keriilt feltiintetésre ez az attribltum), a diasztolés vérnyomas értékébdl (Hgmm-
ben mérve), a tricepsz borredd vastagsdgabol (mm-ben mérve, a 2. tabldzatban Borredd
vastagsaga (mm) névvel feltlintetve), a két oras inzulin vizsgalat eredményébdl (mu U/ml-ben
mérve a 2. tablazatban Inzulin (mu U/ml) névvel feltiintetve), a testtomegindexbol
(kilogrammban megadott testtomeg osztva a méterben mért testmagassag négyzetével, a lenti
tablazatban BMI-ként feltiintetve), az igynevezett Diabetes Pedigree Function-bdl, amely a
csaladi kortorténet alapjan szdmolja ki a cukorbetegség megjelenésének valdszinliségét (a 2.
tablazatban Hajlamként feltlintetve), valamint az €letkorbdl (években mérve). Az adatkészlet
utolso oszlopaban pedig maga a diagnézis, tehat a célvaltozo talalhato, vagyis az, hogy az adott
egyed a cukorbeteg vagy az egészséges osztalyba keriilt-e. Az adatkészletben 268 cukorbeteg,
¢és 500 egészséges osztalyba sorolt egyed talalhato, igy Osszességében elmondhatd, hogy nem
egyenléen oszlik el a beteg és az egészséges egyedek szama (Kaggle, 2023). Mivel az
adatkészletben nem szerepelnek hidnyz6 adatok, ezért az Osszes egyed felhasznalhaté a
kvantum- és a klasszikus gépi tanulé modellek betanitasara €s értékelésére. A 2. tablazatban

lathaté a Pima Indians Diabetes adatkészlet 6sszefoglald statisztikaja:
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Bérredé Inzulin
Terhességek Vérnyomas ]
Gliikéz vastagsaga (mu BMI | Hajlam | Kor
szama (Hgmm)
(mm) U/ml)

Darabszam 768 768 768 768 768 768 768 768
Atlag 3,845 120,895 69,105 20,536 79,799 | 31,993 | 0,472 | 33,241
Széras 3,369 31,973 19,356 15,952 115,244 | 7,884 | 0,331 | 11,760

Minimum 0 0 0 0 0 0 0,078 21
25.
. 1 99 62 0 0 27,300 | 0,244 24
percentilis
50.
percentilis 3 117 72 23 30,500 32 0,373 29
(median)
75.
o 6 140,250 80 32 127,250 | 36,600 | 0,626 41
percentilis
Maximum 17 199 122 99 846 | 67,100 | 2,420 81

2. tabldzat: a Pima Indians Diabetes adatkészlet 6sszefoglalo statisztikdja (Forrds: sajdt szerkesztés)

A Pima Indians Diabetes adatkészlet esetében is az 6sszefoglal6 statisztika mellett még
az egyes attriblitumok kozotti korrelaciok is megvizsgalasra kertiltek a Python nyelv Matplotlib
¢és Seaborn konyvtarainak segitségével. Az attribitumok kozotti korrelaciot a 4. dbran lathato

korrelaciés hédiagram szemlélteti:

1.0
Terhességek szama 01 -01 -01 0.0 -0.0 m 0.2
Glukoz - 01 /03 02 01 03 m | 0.8
Vérnyomas (Hgmm) - 0.1 0.2 02 01
% - > 0.6
Borred6 vastagsaga (mm) - -0.1 0.1 0.1 0.1
Inzulin (mu U/ml) - -0.1 = 0.3 0.0 0.1
-0.4
BMI- 0.0 0.2 0.0 | 03
Hajlam - -0.0 0.1 0.0 -0.2
Kor H Saanes -0.1 -0.0 0.0
-0.0
Cukorbeteg - 0.2 01 01 01 03 ; b
| | ' I 1 I 1 1
© N b~ - = - b [=]
e £ EEE & 5 ¢ ¢
N = o - = ‘T g
u © E © 3 T 5
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S 3
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= © (=
5 § 2 °
= > 0
2
s
0
[+0]

4. abra: Korrelacio a Pima Indians Diabetes adatkészletben (Forras: sajat szerkesztés)
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A 4. abran talalhato korrelacios hddiagramrol leolvashato, hogy az egyes attributumok
onmagukon kiviil semelyik mésik attributummal sem korrelalnak jelentds mértékben, hiszen
legfeljebb 0,5 és legalabb -0,1 a korrelacio, amelyek koziil egyik sem szamit sem a pozitiv, sSem
pedig a negativ iranyt kapcsolatok koziil erésnek. Igy tehat a Pima Indians Diabetes adatkészlet
esetében sincs sziikség dimenzidcsokkentésre a kutatds sordn alkalmazott gépi tanuld

algoritmusok betanitasanak megkonnyitésére.

5. Eredmények bemutatasa

A kvantum neuralis halozat és a kivalasztott klasszikus Support Vector Machine, k-
Nearest Neighbors algoritmusok, valamint az automatizalt gépi tanulds segitségével
Osszevalogatott algoritmus-egyiittes bindris klasszifikacids probléma megoldasara kijott
eredményeire a kisebb méretii Iris, és a nagyobb méretii Pima Indians Diabetes adatkészlet
esetén is megvizsgalasra keriilt az osztalyozas szamos pontossagi jellemzdje, illetve a
tanulashoz és osztalyozéashoz sziikséges idok. Mindkét adatbazis esetén a kutatasban felhasznalt
Osszes gépi tanuld algoritmusra (mind a kvantum, mind pedig a klasszikus valtozatokra) kiilon-
kiilon, az adott modell betanitdsa és a betanitott modell értékelése Osszesen husszor keriilt
elvégzésre a tanitds sordn a tanulo, az értékelés sordn pedig a tesztadatok felhasznalasaval.
Mindegyik iteracio soran 0-t0l 19-ig mas szam keriilt megvalasztasra a tanito és teszt adatok
felosztéasa eldtt az adatok 0sszekeverését vezerld paraméter (random_state) értékére (a tanito és
teszt adatok szétvalasztasa mindegyik modell esetén 75%-25%-0s aranyban tortént meg). Ezt
kovetden minden iteracid soran betanitasra keriilt az adott modell a tanit6é adatok segitségével,
majd értékelésre a tesztadatok felhasznalasaval, végiil pedig a pontossagi jellemzdk, valamint
a tanulashoz és az osztalyozashoz sziikséges idok keriiltek kiszamolasra. gy minden modell
esetén adatbazisonként husz kiilonbozd értek allt rendelkezésre a pontossagi jellemzOkre,
valamint a tanulashoz és az osztalyozashoz sziikséges idOkre vonatkozdan. A modellek
mérészamonkénti husz kiilonbozo értékeinek atlagai modellenként és mérészamonként kiilon-
kiilon kiszdmolasra keriiltek, majd a kvantum és klasszikus megoldéasok 6sszehasonlitasakor az
egyes modellek igy kijott atlagos pontossagi jellemzdi, valamint tlagos tanulasi €s osztalyozasi
id6i kertiltek Osszehasonlitasra egymassal, hogy megvalaszolhatova valjon jelen kutatas
els6szamu kérdése, mely szerint valoban megfigyelhetd-e a kvantumfolény a mindenki szamara
szabadon elérhetd Python alapt, a klasszikus gépi tanulast a kvantumossaggal 6tvozd szofver-
megoldasok esetén.

A fejezetben el6szor roviden bemutatasra keriilnek az dsszehasonlitaskor felhasznalt

pontossagi jellemzdk, valamint a betanuldshoz és az osztilyozashoz sziikséges idok. Ezt
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kovetden a kvantum neurdlis haldzat, majd a kivalasztott klasszikus megoldasok eredményei
keriilnek ismertetésre az Iris és a Pima Indians Diabetes adatkészletek esetén kiilon-kiilon.
Végiil adatbazisonként 6sszehasonlitasra és kiértékelésre keriilnek a kvantum ¢€s a klasszikus
megoldasok atlagos mérészamai, valamint megvilagitasra keriil, hogy jelen kutatas alapjan
mennyire figyelheté meg a kvantumfélény hibrid megoldasok alkalmazasakor, mennyire tud

igazi megoldas lenni a kvantumossag hozzéadésa a klasszikus gépi tanulashoz.

5.1. Az 6sszehasonlitdshoz hasznalt mérdszamok

A kvantum neuralis haldzat és a kivalasztott klasszikus megoldasok 6sszehasonlitasakor
olyan pontossagi jellemzdk keriiltek megvizsgalasra, mint az accuracy, a precision, a recall, az
F1-érték, valamint a ROC gorbe alatti teriilet (AUC). A kdvetkezdkben a pontossagi jellemzok,
valamint a tanuldshoz és az osztalyozashoz sziikséges idOk bemutatasardl lesz szo. A
felhasznalt mérdszamok bemutatdsdhoz azonban érdemes elszor roviden kitérni a
klasszifikaciés modelleknél rendkiviil gyakran hasznalt konfiizidos maétrixra. A konfuzids
matrixban feltlintetettek alapjan kertiltek kiszamolasra a tovabbiakban bemutatott, a kutatas

soran felhasznalt pontossagi jellemzdk. Az 5. dbra a konfizids matrixot szemlélteti:

Modell érték
pozitiv negativ
pozitiv TP FN
Tényleges érték
negativ FP TN

5. dbra: Konfiiziés matrix (Forrds: sajat szerkesztés)

Az 5. abran lathato konfiiziés matrixban a pozitiv értékek a célosztalyba valo tartozast jelentik,
mig a negativak a nem a célosztalyba tartozo egyedeket képviselik. A True Positive (TP) a
modell altal sikeresen a célosztalyba sorolt egyedek szdmat, mig a True Negative (TN) a modell
altal sikeresen nem a célosztalyba sorolt egyedek szamat jelenti. Ennek megfeleléen a False
Positive (FP) a modell altal hibasan a célosztalyba sorolt egyedek szamat, a False Negative
(FN) pedig a modell altal hibasan nem a célosztalyba sorolt egyedek szamat takarja (Czakon,
2023; Ganguly, 2021; Handelman et al., 2019).

Accuracy

Az accuracy azt méri, hogy a teszt adatkészlet egyedei koziil (mind a pozitiv, mind pedig
a negativ osztalyba soroltakat is figyelembe véve) hanyat sikeriilt a modellnek helyesen

osztalyoznia, vagyis valéban abba az osztalyba sorolnia, amelybe az egyed a célvaltozojanak
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cimkéje alapjan ténylegesen tartozik. Az accuracy kiszamolasahoz a helyes osztalyba sorolt

teszt egyedek szama keriil elosztasra az dsszes teszt egyed szamaval.

(TP+TN)
(TP+FP+TN+FN)

Accuracy =

Minél kozelebb esik a modell accuracy-je a 100%-hoz, vélhetéen annal pontosabb osztalyzas
elvégzésére lesz képes kiegyensulyozott adatkészlet esetén. Az accuracy kapcsan fontos
azonban megjegyezni, hogy amennyiben erdsen kiegyensulyozatlan az adatkészlet - tehat az
egyik osztalyba tartozik az adatok jelentds tobbsége, mig a masik osztalyba alig sorolhaté egyed
- példéaul egy rendkiviil ritka betegség esetén, ahol 1:999 a beteg és az egészséges egyedek
aranya, ott nem érdemes az accuracy-ra hagyatkozni a modell pontossaganak vizsgalatakor,
hiszen ebben az esetben ha nem is végez osztilyozast a modell, hanem minden egyedet
egészségesnek sorol, akkor is 99,9 %-os accuracy allapithaté meg. igy tehat hiaba esik nagyon
kozel a modell 99,9%-0s accuracy-je a 100%-hoz, akkor is haszontalan a modell, hiszen
valojaban nem végez klasszifikaciot. Kiegyensulyozatlan adatkészlet esetén ezért mas
pontossagi mérdszamok eredményeit érdemes figyelembe venni, viszont kiegyenlitett
adatkészlet esetén, valamint abban az esetben, amikor az adatkészlet célvaltozojanak dsszes
osztalya egyforman fontos, érdemes az accuracy-t is kiszamolni és felhaszndlni a modell

pontossaganak meghatarozasara (Czakon, 2023; Ganguly, 2021).

Precision

A precision azt mutatja meg, hogy a valoban pozitiv egyedeket mennyire sorolja be
helyesen a modell a célosztalyba, vagyis mennyire helyesen végzi el az osztalyozést, milyen a
modell valds pozitiv eldrejelzési képessége. A precision kiszamolasahoz a modell altal helyesen
a pozitiv osztalyba sorolt egyedek szama kertiil elosztasra a modell altal a pozitiv osztalyba

sorolt 0sszes egyed szamaval.

TP

Precision = m

Minél nagyobb értéke lesz az igy kiszamolt precision-nek, annal helyesebben képes a modell a
pozitiv osztalyba sorolni egyedeket. Minél alacsonyabb viszont a precision, annal tobbszor
sorolt a modell hibasan a pozitiv osztalyba egyedet. Internetes keresés esetén a precision az
Osszes relevans taldlat aranya a keresOmotor altal a beirt kulcsszavakra visszaadott teljes talalati

halmazban (Czakon, 2023; Ganguly, 2021; Handelman et al., 2019).
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Recall

A recall vagy szenzitivitas azt mutatja meg, hogy az Gsszes pozitiv osztalyba tartozo

egyed koziil hanyat sorolt be a modell helyesen a pozitiv osztalyba.

TP

Recall = ————
e T (TP+FN)

Ha recall értéke magas, akkor a modell sok, a pozitiv osztalyba tartoz6 elemet helyesen sorol
be. Az elobbi, internetes keresés példdjanal maradva, a recall a keresdmotor altal kiadott,
relevans taldlatok aranya az Osszes 1étez0 (amit a keresdmotor feldobott €s az is, amit nem)
relevans talalat szamahoz képest, vagyis az eredmény teljességének a mértéke (Czakon, 2023;

Ganguly, 2021; Handelman et al., 2019).

F1-érték
Az F1-érték a precision és recall mérdszamokat egyesiti egyetlen mérészamma, hiszen

F1-érték ezen két mérészam harmonikus atlaga.

. (Precision * Recall)
(Precision + Recall)

F1=2

Ha F1 értéke 1, akkor a modell tokéletesen osztilyoz, ha F1 értéke 0, akkor pedig nem
osztalyoz, tehat a modell hasznalhatatlan. Az F1-érték kiszdmoldsa hasznos lehet minden
binaris klasszifikacios feladatnal, foként azoknal, ahol inkdbb a pozitiv osztalyra keriil a fokusz

(Czakon, 2023; Ganguly, 2021).

ROC gorbe alatti teriilet (AUC)

A ROC (Reciever Operating Charchteristics) gorbe alatti teriilet, vagyis az Area Under
the Curve (AUC) azt mutatja meg, hogy a modell mennyire képes szétvalogatni a pozitiv és
negativ egyedeket az osztalyozas elvégzése soran. A ROC gérbe minden pontja ugyanis egy
lehetséges kiiszObhoz tartozo szenzitivitas — fals pozitiv arany (TPR — FPR) értékpart abrazol.
Minél magasabban emelkedik, minél inkabb a bal felsé sarokhoz illeszkedik, azaz nagyobb
teriiletet zar be az igy abrazolt gorbe, annal jobb a modell, hiszen annal tobb kiiszob esetén
magas a szenzitivitds és alacsony a fals pozitiv arany. A kovetkezd oldalon talalhaté 6. abran a

ROC gorbe és az AUC abrazolasa lathato:
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Tokéletes modell

1 ® ————
ROC gorbe
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6. abra: ROC gérbe és AUC abrazoldsa (Forrds: sajdt szerkesztés)

A gorbe alatti teriilet (AUC) segitségével tehat egyetlen szamma tomoritheté a modell josaga
anélkiil, hogy kiiszobértéket kellene valasztani. Az AUC pedig a kovetkezOképpen
értelmezhetd: egy tetszdleges pozitiv €s negativ esetet valasztva a modell az esetek hanyad
részében pontozza magasabbra a pozitiv esetet, mint a negativat. Ha az AUC értéke 1, akkor
tokéletes a modell, ha viszont 0,5 az értéke, akkor a véletlenszer(i talalgatasok hatékonysagaval
mikodik a modell, tehat nem j6. Tovabba érdemes kiemelni, hogy ezen mérészdm sem
alkalmazhat6 erdsen kiegyenlitetlen adatkészleteknél, hiszen ezen adatkészletek esetén a fals
pozitiv arany rendkiviil alacsony lenne a valéban a negativ osztalyba tartozé egyedek nagy

szama miatt (Czakon, 2023; Handelman et al., 2019).

Tanulashoz és osztalyozashoz sziikséges idok

A tanulashoz (illesztéshez) sziikséges id6 alatt azt az idot értjiik, amelyre a modellnek
sziiksége van ahhoz, hogy a tanito adatbazisban olyan mintazatokat, 0sszefliggéseket tarjon fel,
amelyek alapjan késébb, egy altala ismeretlen egyedet képes lesz a célvaltozdé megteleld
osztalyaba besorolni. Az osztalyozashoz sziikséges 1d6 pedig a korabban mar a tanité adatokon

betanitott modell teszt adatokra torténd illesztésének idejét takarja (Ganguly, 2021).
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5.2. Kvantum neuralis hal6zat eredményei

A kvantum neuralis hal6zat eredményeinek bemutatasa elott fontos kiemelni, hogy
Santanu Ganguly 2021-es Quantum Machine Learning: An Applied Approach kdnyvének
,»Chapter 8: Deep Quantum Learning” cimi fejezetének ,,Binary Classifier with PennyLane”
részében szereplé kvantum neuralis haldzat esetén az n_epochs nevii paraméter - amely azt
allitja be, hogy hanyszor sziikséges az egész tanuld adatkészleten a tanuld algoritmusnak
végigfutnia az Osszefiiggések megfeleld feltarasahoz — értéke 10 volt, amely a binaris
klasszifikaciora alkalmas Iris adatkészlet esetén erds osztalyozoképességgel rendelkezd
modellt eredményezett, hiszen ahogy a 3. tablazat is mutatja a modell pontossadgi mutatoéi mind
0,9 (azaz 90%) felettiek voltak. A nagyobb méreti Pima Indians Diabetes adatkészlet esetén
azonban mar nem allithaté ugyanez, ugyanis ahogyan mar korabban a ,,4.2.1. Kvantum neuralis
haldzat” cimii alfejezetben is emlitésre keriilt, a Pima Indians Diabetes esetén a(z) n_epochs =
10 beallitds mellett a kvantum neuralis hal6zat nem tudta elvégezni a bindris osztalyozast,
minden egyedet eleve abba az osztilyba sorolt, amelybe az adatbazis egyedeinek tobbsége
(egészséges) tartozott. Ezt a 4. tablazat elsé sora is szemlélteti. Mivel a Pima Indians Diabetes
adatbazis a binaris klasszifikaciora alkalmas Iris adatbazisnal tobb mint hétszer nagyobb
egyedszammal rendelkezik, ezért érdemes n_epochs szamanak megnovelése mellett betanitani
a kvantum neuralis halézatot a Pima Indians Diabetes esetén, hiszen egy nagyobb méretii
adatbazis felhasznéalasakor eléfordulhat, hogy tobbszor sziikséges a tanuld algoritmusnak
végigfutnia az Osszefliggések megfeleld feltarasahoz az egész tanuld adatkészleten. fgy az
eredeti n_epochs = 10 beallitas mellett 100, 200, 300, 400 és 500 értékek beallitasa esetén is
betanitasra és értékelésre kertiilt a kvantum neuralis halozat, n_epochs bedallitdsonként egyetlen
alkalommal, a betanulast és értékelést megel6zden a tanitd és teszt adatok felosztasakor az
adatok Osszekeverését vezérld paraméter (random_state) O-ra allitasa mellett. Ahhoz, hogy a
kutatas konzisztens maradjon, ugyanezen beallitasok mellett az Iris adatkészleten is betanitasra
és értékelésre keriilt a kvantum neuralis halozat kiillonb6z6 n_epochs bealltasok mellett. A 3.
tablazat az Iris adatkészletet felhasznald kvantum neurdlis halézat pontossagi jellemzdinek,
valamint a tanulashoz és osztalyozashoz sziikséges iddinek alakuldsat mutatja kiilonb6zo
n_epochs paraméter-beallitaisok mellett. A modell betanitasa és értékelése n_epochs
beallitasonként egyszer, a tanul6 és teszt adatok felosztasakor random_state = O paraméter-

beallitas mellett tortént meg.
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n_epochs i];ﬁ,i"(“;la;)' Oiflzglil{;gm Accuracy | Precision | Recall F1 AUC

10 14,135 0,205 0,96 1 0,933 | 0,966 | 0,967
100 174,179 0,410 1 1 1 1 1
200 294,446 0,277 1 1 1 1 1
300 540,884 0,252 1 1 1 1 1
400 679,039 0,249 1 1 1 1 1
500 686,737 0,254 1 1 1 1 1

3. tabldazat: Az Iris adatbadzison futtatott kvantum neurdlis hdlézat betanuldsi ideje, osztdlyozdsi ideje és
pontossagi jellemzdi kiilonbozé n_epochs paraméter-beallitasok mellett (Forrds: sajat szerkesztés)

A 3. tablazatrol leolvashato, hogy n_epochs = 100 vagy az anndl nagyobb kivalasztott
értékek bedllitasa mellett a pontossagi jellemzdok értékeiben nincs kiilonbség, az Gsszes a
maximalisan elérhetd 1 értéket veszi fel, vagyis n_epochs = 10 paraméter-beallitas kivételével
az Osszes tobbi kivalasztott n_epochs paraméter-beallitas mellett tokéletes a modell. A 100 vagy
annal nagyobb kiilonb6zé n_epochs paraméter megvalasztasok esetén minddssze a tanulashoz
¢és az osztalyozashoz sziikséges idok kiilonboznek egymastdl, ez a kiilonbség azonban csak a
tanulashoz sziikséges id0 esetén jelentds. Ebben az esetben ugyanis egyenes ardnyossag
figyelhetd meg azn_epochs paraméterre megadott érték és a tanulashoz sziikséges id6 alakulasa
kozott. Ez nem meglepd, hiszen minél nagyobb érték keriil megadasra n_epochs paraméterre,
anndal tobbszor fut végig a tanuld algoritmus az egész tanulod adatkészleten az Osszefiiggések
feltarasahoz, ezaltal pedig annal tobb idore lesz sziiksége a modellnek a betanulashoz. Mivel
n_epochs = 100 vagy az anndl nagyobb kivalasztott értékek bedllitisa mellett az Iris adatbazison
implementalt kvantum neuralis halozat tokéletes modellt eredményez, ezért az Iris adatbazis
szempontjabol teljesen 1ényegtelen, hogy a 100, 200, 300, 400 ¢és 500 értekek kozil a kutatas
soran a tovabbiakban melyik érték keriil az n_epochs paraméter értékének megvalasztasara.

A 4. tdblazat a Pima Indians Diabetes adatkészletet felhasznalé kvantum neuralis
halozat pontossagi jellemzdinek, valamint a tanuldshoz és osztalyozashoz sziikséges 1ddinek
alakulasat mutatja kiilonb6z0 n_epochs paraméter-bedllitasok mellett. Az Iris adatkészlethez
hasonloan, a Pima Indians Diabetes esetén is a modell betanitdsa és értékelése n_epochs
beallitasonként egyszer, a tanuld és teszt adatok felosztasakor random_state = 0 paraméter-

beallitas mellett tortént meg.
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Tanulasi | Osztalyozasi

n_epochs idé (mp) | idék (mp) Accuracy | Precision | Recall F1 AUC
10 312,248 4,554 0,645833 0 0 0 0,5
100 2789,613 4,840 0,708 0,658 0,368 | 0,472 | 0,631
200 5327,371 3,615 0,7083 0,667 0,353 | 0,462 | 0,628
300 8744,847 4,159 0,7083 0,667 0,353 | 0,462 | 0,628

400 | 10022,98 0,7083 | 0,667 | 0353 | 0,462 | 0,628

6 4.240
500 | 1337156
5 3,587 07083 | 0,667 | 0353 | 0462 | 0,628

4. tablazat: A Pima Indians Diabetes adatbdzison futtatott kvantum neurdlis halozat betanuldsi ideje,
osztalyozasi ideje és pontossagi jellemzoi kiilonbozo n_epoch paraméter-bedllitasok mellett (Forrds: sajat
szerkesztés)

A 4. tablazat mutatja, hogy n_epochs = 10 paraméter-beallitds mellett még nem volt
képes a teszt adatok osztalyozasara a Pima Indians Diabetes esetén a kvantum neuralis haldzat,
hiszen az egyszeri, a tanul6 és teszt adatok felosztasakor random_state = 0 paraméter-beallitas
melletti betanulast kdvetden a modell kiértékelésekor koriilbeliil 0,65 (65%) jott ki az accuracy-
re, ez pedig megegyezik az adatbazisban az egészséges osztalyba tartozd egyedek aranyaval
(500 egyed egészséges az Osszes 768-bol), tovabba 0,5 lett a ROC gorbe alatti teriilet (AUC),
amely a véletlenszerli taldlgatisok hatékonysagaval egyenld. Ezalapjan, valamint az igy
betanitott modell a teszt adatok osztdlyba soroldsakor elvégzett predikcidinak kiiratdsat,
megvizsgalasat kovetden megallapithatova valt, hogy n_epochs = 10 beallitas esetén a modell
minden egyedet az egészséges osztalyba sorolt, nem tudta az osztilyozast elvégezni. Az
n_epochs paraméterre megadott érték novelésével azonban javithatd volt a modell osztalyozasi
képessége, a 4. tablazat alapjan lathatd, hogy mar n_epochs = 100 paraméter-beallitas esetén is
javultak a modell pontossagi jellemzdi, ugyanakkor ezen javulas a tanulashoz sziikséges 1d6
jelentds megnovekedésével jart. Ahogy az Iris adatkészlet esetén is megfigyelhetd volt, tigy a
Pima Indians Diabetes-nél is latszik, hogy n_epochs novelésével a tanulashoz sziikséges idok
is novekednek, hiszen ezen paraméter felelds annak meghatarozéaséaért, hogy a tanulds soran az
Osszefiiggések feltdrasdhoz héanyszor fusson végig a tanuld algoritmus az egész tanulo
adatkészleten, a tobbszori futds pedig hosszabb tanulasi idot eredményez, kiillondsen nagyobb
méretli adatbazisok esetén. Amennyiben n_epochs paraméterre nagyobb értékek keriiltek
megadasra, a kvantum neuralis hal6zat tanulashoz sziikséges ideje tobb orat (akar 5-6 orat) is
igénybe vett egyszeri betanitas esetén is (ezt kivaldan szemléltetik példaul a 4. tablazat utolso
¢és utolsoeldtti sorai), viszont a pontossagi jellemzok terén nem volt megfigyelhetd javulés
n_epochs novelésével n_epochs = 100 paraméter-beallitashoz képest a Pima Indians Diabetes
esetén. Ennek egyik oka az lehet, hogy nagyobb adatbazis esetén az eredeti, Ganguly Quantum

Machine Learning: An Applied Approach konyvében publikalt kvantum neuralis halozatanak
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paraméter-beallitasai koziil nem csak az n_epochs paraméter megvaltoztatasa lehet sziikséges,
hanem példaul a kvantum neuralis halé rétegeinek szamat beallité n_layers nevli paraméter
megnovelése is javithat a pontossagi mutatok alakulasan. Jelen kutatas fokusza azonban nem a
felhasznalt kvantum neuralis halézat nagyobb adatkészletekre tOrténd paraméter-
optimalizéldsdra iranyult, igy a kutatds sordn az n_layers paraméter eredeti 3-ra torténd
bedllitdsan nem tortént valtozés, csupan a kordbban mar emlitett n_epochs paraméter értéke
valtozott meg az eredeti 10-r6l 100-ra. A kutatas kovetkezd 1épésében a megfeleld n _epochs
paraméter-beallitas mellett egy husz iteracids ciklusban keriil a kvantum neuralis halozat
iteracionként kiilonbozo - a tanitd és teszt adatok felosztdsa eldtt az adatok Osszekeverését
vezérld - random_state paraméterek megadasa mellett betanitasra, illetve értékelésre az Iris és
a Pima Indians Diabetes adatkészletek esetén is, ezért nem érdemes olyan értéket megvalasztani
n_epochs-ra, amely hatasara a modell a pontossagi jellemzok terén nem érne el javulasokat,
viszont iteracionként tobb oran at végezné el a betanulast. Ennek hatasara a kutatas soran az
Iris és a Pima Indians Diabetes esetén is n_epochs = 100 paraméter-beallitas kertilt alkalmazasra
a kvantum neuralis halozatban a jelen ,,5.2. Kvantum neuralis halozat eredményei” alfejezet

folytatasaban bemutatott tovabbi betanulasok ¢és értékelések elvégzésekor.

Eredmények az Iris adatbazisra vonatkozdéan

Az 5. tablazat az n_epochs = 100 paraméter-beallitas mellett mutatja, hogy hogyan
alakultak a husz iteracios cikluson beliil random_state paraméterre iteracionként mas érték
beallitasa mellett a kvantum neuralis halozat betanulashoz €s osztalyozashoz sziikséges 1ddi,

valamint a pontossagi jellemzdi az Iris adatbazis esetén.

random_state '.l“ann ulasi O§Zt,,a lyozasi Accuracy | Precision | Recall | F1 | AUC
ido (mp) ido (mp)
0 174,180 0,410 1 1 1 1 1
1 175,493 0,243 1 1 1 1 1
2 175,086 0,283 1 1 1 1 1
3 174,876 0,253 1 1 1 1 1
4 174,250 0,239 1 1 1 1 1
5 174,598 0,236 1 1 1 1 1
6 174,978 0,243 1 1 1 1 1
7 174,979 0,404 1 1 1 1 1
8 173,927 0,257 1 1 1 1 1
9 175,091 0,245 1 1 1 1 1
10 174,772 0,273 1 1 1 1 1
11 175,182 0,244 1 1 1 1 1
12 174,139 0,247 1 1 1 1 1
13 174,828 0,242 1 1 1 1 1
14 172,413 0,246 1 1 1 1 1
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15 172,976 0,242 1 1 1 1 1
16 172,499 0,243 1 1 1 1 1
17 173,318 0,236 1 1 1 1 1
18 172,096 0,395 1 1 1 1 1
19 172,361 0,265 1 1 1 1 1

5. tablazat: Az Iris adatbazison futtatott kvantum neurdlis halozat betanuldsi ideje, osztalyozasi ideje és
pontossagi jellemzoi n_epoch = 100 paraméter-bedllitas mellett (Forrds: sajat szerkesztés)

Az 5. tablazatban lathatd, hogy az Iris adatbazis esetén a kvantum neuralis halozat
pontossagi jellemz6i mindahusz, kiilonb6zo — a betanulést és értékelést megeldzden a tanitd €s
teszt adatok felosztasakor az adatok osszekeverését vezérlé — random_state paraméter-beallitas
melletti modell betanitas és értékelés esetén ugyaniigy a maximalisan elérhetd 1-et érik el, tehat
a modell minden random_state paraméter-beallitas mellett tokéletesnek mondhat6 a pontossagi
jellemzdk alapjan. A tanulési idok pedig iterdcionként koriilbeliil 2, majdnem 3 percet vettek
igénybe. Igy a kvantum neuralis halézat tanulashoz sziikséges ideje mar a kisebb méretii Iris
adatkészlet esetén is lényegesen hosszabbnak bizonyult a klasszikus SVM és k-NN
modellekhez képest, Osszehasonlitasukra részletesebben azonban a ,,5.4. Kiértékelés —

Kvantum ¢és klasszikus véltozatok dsszehasonlitdsa” cimii alfejezetben keriil sor.

Eredmények a Pima Indians Diabetes adatbazisra vonatkozoan

A 6. tablazat azt abrazolja, hogy az n_epochs = 100 paraméter-beallitas mellett, hogyan
alakultak a husz iteracios cikluson beliil random_state paraméterre iteracionként mas érték
beallitdsa mellett a kvantum neurdlis halozat betanulashoz és osztalyozashoz sziikséges 1d61

valamint a pontossagi jellemzdi a Pima Indians Diabetes adatbazis esetén.

random_state .Ta,,n ulasi szt?lyoza“ Accuracy | Precision | Recall | F1 | AUC
ido (mp) ido (mp)
0 2789,613 4,840 0,708 0,658 0,368 | 0,472 | 0,631
1 2817,366 3,732 0,714 0,705 0,425 | 0,530 | 0,658
2 2796,469 3,764 0,708 0,588 0,462 | 0,517 | 0,648
3 2793,310 4,880 0,745 0,783 0,480 | 0,595 | 0,697
4 2791,611 3,834 0,740 0,656 0,350 | 0,457 | 0,633
5 2797,285 3,716 0,823 0,717 0,611 | 0,660 | 0,758
6 2783,149 3,696 0,703 0,809 0,442 | 0,571 | 0,678
7 2298,605 3,193 0,760 0,757 0,431 | 0,549 | 0,680
8 2315,471 3,396 0,750 0,784 0,420 | 0,547 | 0,678
9 2245,589 3,179 0,786 0,745 0,547 | 0,631 | 0,727
10 2241,728 3,128 0,797 0,795 0,500 | 0,614 | 0,719
11 2242,130 3,577 0,745 0,667 0,419 | 0,515 | 0,660
12 2243,103 3,142 0,776 0,833 0,493 | 0,619 | 0,718
13 2241,013 3,327 0,724 0,767 0,434 | 0,555 | 0,674
14 2248,164 3,172 0,740 0,657 0,377 | 0,479 | 0,643
15 2245,363 3,112 0,719 0,542 0,448 | 0,491 | 0,642
16 2240,404 3,121 0,750 0,604 0,500 | 0,547 | 0,679
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17 3007,787 4,288 0,766 0,667 0,448 | 0,536 | 0,676

18 3012,633 4,100 0,688 0,667 0,442 | 0,531 | 0,647

19 3027,768 4,039 0,750 0,791 0,466 | 0,586 | 0,695

6. tablazat: A Pima Indians Diabetes adatbazison futtatott kvantum neurdlis halozat betanulasi ideje,
osztalyozasi ideje és pontossagi jellemzoi n_epoch = 100 paraméter-bedllitasok mellett (Forras: sajat
szerkesztés)

A 6. tablazatrol leolvashatd, hogy a kvantum neurdlis hdlozat az Iris-nél jelentdsen
nagyobb, tobb egyedet ¢és attribitumot tartalmazo Pima Indians Diabetes adatbazis esetén
n_epochs = 100 paraméter-beallitas mellett husszor, kiilonb6zé random state paraméter-
értekek beallitasaval torténd betanitas és értékelés sordn nem eredményez tokéletes modelleket,
hiszen az egyes accuracy-k jellemzéen 0,7 — 0,8 (70-80%) kozott, a precision-ok 0,6 - 0,8 (60-
80%), a recall-ok 0,3- 0,5, az F1-értékek 0,4-0,6, a AUC pedig 0,6 és 0,7 kozott alakulnak. Az
igy kijott pontossagi jellemzOk bar az Iris adatbazis felhasznaldséval betanitott és értékelt
kvantum neuralis hal6zat pontossagi jellemzdihez képest gyengébbek, a Pima Indians Diabetes
adatbazison betanitott és értékelt klasszikus megoldasokkal szemben azonban nem marad le,
sOt bizonyos pontossagi jellemzdk esetén meg is eléz néhany klasszikus modellt. Errdl
b6évebben a ,,5.4. Kiértékelés — Kvantum és klasszikus valtozatok Osszehasonlitasa” cimi
alfejezetben lesz sz6. Ami a Pima Indians Diabetes-en futtatott kvantum neuralis haldzat
tanulashoz és osztalyozashoz sziikséges idoinek alakuldsat illeti, iteracionként kortilbeliil 35-
50 percet vett igénybe a modell betanuldsa és 3-4 masodpercet az értékelése. Mindkét id6 esetén
jelentdsen alulmarad a kvantum neuralis halézat a Pima Indians Diabetes-en alkalmazott
klasszikus SVM, k-NN és automatizalt gépi tanulas segitségével 0sszevalogatott algoritmus-
egyiittes tanulashoz és osztalyozashoz sziikséges id6ivel szemben. Kiilondsen a tanulashoz
sziikséges 1dOk esetén teljesit jelentdsen gyengébben a kvantum neurélis haldzat a klasszikus
megoldasokkal szemben, ugyanis 1ényegesen hosszabb idébe telik a kvantummodell betanulasa
mindahtsz megvizsgalt esetben a klasszikus modellekénél. Ez szintén a ,,5.4. Kiértékelés —

Kvantum ¢és klasszikus valtozatok dsszehasonlitdsa” cimii alfejezetben kertil részletezésre.

5.3. Kivalasztott klasszikus gépi tanul6 algoritmusok eredményei

Ebben az alfejezetben a jelen kutatas soran kivalasztott és implementalt klasszikus
SVM, k-NN és az automatizalt gépi tanulas segitségével dsszevalogatott algoritmus-egyiittes
pontossagi jellemzdire, valamint a tanuldshoz és az osztilyozashoz sziikséges iddire kijott
eredmények keriilnek bemutatasra, el0szor az Iris adatbazis, majd a Pima Indians Diabetes

esetén.
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Eredmények az Iris adatbazisra vonatkozoan

A 7. tdblazat az Iris adatbdzisra felhasznalt Support Vector Machine algoritmus
Osszesen husz alkalommal, kiilonb6z6 random_state paraméter-beallitasok mellett torténd
betanitdsa ¢és értékelése soran kijott pontossagi jellemzodinek, valamint a tanulashoz és
osztalyozashoz sziikséges 1ddinek alakulasat szemlélteti. A modell mindahtuisz betanulasa és
értekelése soran linedris kernel beallitas keriilt alkalmazéasra, ebbdl kifolyolag gamma
egyiitthato értékére pedig az alapértelmezett ’scale’ keriilt megvalasztasa. C szabalyzasi

paraméter-beallitas minden esetben 1 volt.

random_state .Ta,,n ulast O§Zt,,alyozm Accuracy | Precision | Recall | F1 | AUC
id6 (mp) id6 (mp)
0 0,003 0,002 1 1 1 1 1
1 0,002 0,001 1 1 1 1 1
2 0,002 0,001 1 1 1 1 1
3 0,002 0,001 1 1 1 1 1
4 0,002 0,001 1 1 1 1 1
5 0,002 0,001 1 1 1 1 1
6 0,002 0,001 1 1 1 1 1
7 0,002 0,001 1 1 1 1 1
8 0,002 0,001 1 1 1 1 1
9 0,002 0,001 1 1 1 1 1
10 0,002 0,001 1 1 1 1 1
11 0,002 0,001 1 1 1 1 1
12 0,002 0,002 1 1 1 1 1
13 0,003 0,001 1 1 1 1 1
14 0,002 0,002 1 1 1 1 1
15 0,002 0,001 1 1 1 1 1
16 0,002 0,001 1 1 1 1 1
17 0,003 0,001 1 1 1 1 1
18 0,002 0,001 1 1 1 1 1
19 0,002 0,001 1 1 1 1 1

7. tablazat: A klasszikus SVM pontossagi jellemzoi, valamint a tanuldshoz és az osztalyozashoz sziikséges idok az
Iris adatbdzis esetén (Forrds: sajdt szerkesztés)

A 7. tablazaton lathat6, hogy az Iris adatbazis esetén az SVM mindahusz betanitott és
kiértékelt modellje a pontossagi jellemzdk alapjan tokéletesnek mondhato, hiszen az accuracy,
a precision, arecall, az F1-érték és az AUC is a maximalisan elérheté 1 értéket veszi fel minden
alkalommal. Tovabba leolvashat6 az is, hogy az SVM tanulashoz és osztalyozashoz sziikséges
1d61 ezen 100 egyeddel rendelkezd Iris adatkészlet esetén rendkiviil alacsonyak, az egy
masodperc toredékét érik el csupan.

A 8. tablazat az Iris adatbazisra alkalmazott k-Nearest Neighbors algoritmus husz
alkalommal torténd betanuldsa és értékelése sordn megfigyelhetd pontossagi jellemzoket,

illetve a tanulashoz és osztalyozashoz sziikséges id6ket mutatja be. A k-NN algoritmus
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implementalasakor az optimalis k paraméter-érték megkeresése utan, mindahusz esetben k

értékére 6 kerlilt megvalasztasra, igy mindig az adott egyedhez 6 legkdzelebb esé szomszéd

osztalyai alapjan tortént meg az egyed valamelyik osztalyba sorolésa.

random_state Tan ulasi O?Zt,:“lyozaﬂ Accuracy | Precision | Recall | F1 | AUC
id6 (mp) id6 (mp)
0 0,006 0,006 1 1 1 1 1
1 0,002 0,004 1 1 1 1 1
2 0,002 0,004 1 1 1 1 1
3 0,001 0,006 1 1 1 1 1
4 0,002 0,003 1 1 1 1 1
5 0,002 0,003 1 1 1 1 1
6 0,002 0,003 1 1 1 1 1
7 0,002 0,003 1 1 1 1 1
8 0,002 0,006 1 1 1 1 1
9 0,002 0,003 1 1 1 1 1
10 0,002 0,003 1 1 1 1 1
11 0,004 0,005 1 1 1 1 1
12 0,002 0,003 1 1 1 1 1
13 0,002 0,003 1 1 1 1 1
14 0,002 0,004 1 1 1 1 1
15 0,002 0,004 1 1 1 1 1
16 0,002 0,003 1 1 1 1 1
17 0,002 0,004 1 1 1 1 1
18 0,002 0,005 1 1 1 1 1
19 0,002 0,003 1 1 1 1 1

8. tablazat: A klasszikus k-NN pontossagi jellemzdi, valamint a tanuldshoz és az osztalyozashoz sziikséges idok
az Iris adatbdzis esetén (Forrds: sajdt szerkesztés)

A 8. tablazat szemlélteti, hogy az Iris adatbazis esetén az SVM-hez hasonldan, a k-NN

mindahtsz betanitott és kiértékelt modellje is a pontossagi jellemzdk alapjan tokéletesnek

mondhato, hiszen minden esetben mindegyik pontossagi jellemzd 1 értéket vett fel. Az Iris

adatbazis esetén az SVM-hez hasonloan, a k-NN algoritmus alkalmazasakor is rendkiviil rovid

1d6 szilikséges a modell tanulédsara és értékelésére mindahusz alkalommal.

A 9. tablazaton az Iris adatbazis felhasznalasa mellett husz alkalommal betanitott és

értékelt automatizalt gépi tanulas segitségével Osszevalogatott algoritmus-egyiittes pontossagi

jellemzodinek, valamint tanuldshoz és osztalyozashoz sziikséges iddinek alakulasa lathat6. Az

automatizalt gépi tanulas segitségével Osszevalogatott gépi tanulo-algoritmus egyiittes

mindahusz esetben a ,,4.2.2. Klasszikus gépi tanuld algoritmusok™ cimii alfejezet ,,Auto

Machine Learning (AutoML)” részében bemutatott paraméter-beallitisok megadasa mellett

keriilt implementalasra.
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random_state .Ta,,n ulas| OSth,,alyozaﬂ Accuracy | Precision | Recall | F1 | AUC
id6 (mp) id6 (mp)
0 127,159 0,717 1 1 1 1 1
1 118,551 0,625 1 1 1 1 1
2 115,703 3,729 1 1 1 1 1
3 114,723 0,807 1 1 1 1 1
4 116,923 0,935 1 1 1 1 1
5 118,708 0,696 1 1 1 1 1
6 116,794 0,679 1 1 1 1 1
7 119,536 0,626 1 1 1 1 1
8 115,949 0,788 1 1 1 1 1
9 116,930 0,619 1 1 1 1 1
10 114,523 0,814 1 1 1 1 1
11 118,797 0,574 1 1 1 1 1
12 115,347 0,710 1 1 1 1 1
13 122,118 1,006 1 1 1 1 1
14 116,043 0,715 1 1 1 1 1
15 124,702 0,800 1 1 1 1 1
16 120,853 2,854 1 1 1 1 1
17 116,152 1,509 1 1 1 1 1
18 116,361 0,979 1 1 1 1 1
19 117,831 0,661 1 1 1 1 1

9. tabldzat: Az automatikus gépi tanulds segitségével létrehozott algoritmus-egyiittes pontossagi jellemzdi,
valamint a tanuldshoz és az osztalyozdshoz sziikséges iddk az Iris adatbdzis esetén (Forrds: sajdt szerkesztés)

A 9. tdblazat bemutatja, hogy az Iris adatbazis esetén az SVM és k-NN megoldasokhoz
hasonldéan az automatizalt gépi tanulds segitségével Osszevalogatott algoritmus-egyiittes
(AutoML) is tokéletes osztalyzasra képes modelleket eredményez mindahtisz esetben a
pontossagi jellemzdkre kijott értékek alapjan. Eszrevehetd azonban, hogy a tanulashoz és az
osztalyozashoz tobb iddre volt sziiksége az automatizalt gépi tanulas segitségével
Osszevalogatott algoritmus-egylittesnek az SVM ¢és k-NN modellekhez képest. Kiilondsen
hosszabb id6 volt sziikséges a betanulashoz, ennek pedig az az oka, hogy az AutoML
paraméter-beallitaisok megadasakor a végrehajtasra szant idOre (time left for this task) 120
masodperc keriilt beallitdsra, amely azt jelenti, hogy maximum 2 perc fordithaté az Iris
adatbazis felhasznalasa esetén a legmegfelelobb gépi tanulo algoritmus-egyiittes megkeresésére
mindahtsz betanulds soran. Az AutoML esetén tehat nincs értelme figyelembe venni a
tanulashoz sziikséges idokre kijott eredményeket, €s ezen mérdszam mentén sszehasonlitani
az AutoML teljesitményét akar a klasszikus SVM ¢€s k-NN megoldasokéval, akar a kvantum
neuralis halozatéval, hiszen az AutoML esetén szinte elére beallitasra keriilt, hogy mennyi id6

sziikséges a betanulashoz.
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Eredmények a Pima Indians Diabetes adatbazisra vonatkozoan

A 10. tabladzat a Pima Indians Diabetes adatbazis felhasznalasa mellett implemetalt
Support Vector Machine algoritmus Osszesen husz alkalommal, kiillonb6zé random_state
paraméter-beallitasok mellett torténd betanitasa ¢és értékelése soran kijott pontossagi
jellemzodinek, valamint a tanuldshoz és osztalyozashoz szilikséges iddinek alakulasat szemlélteti.
Akéarcsak az Iris adatbazis esetén, a Pima Indians Diabetes felhasznaldsakor is a modell
mindahusz betanulasa és értékelése soran linearis kernel beallitas keriilt alkalmazasra, ebb6l
kifolyolag gamma egyiitthato értékére pedig az alapértelmezett *scale’ keriilt megvalasztasra.

C szabalyzasi paraméter-beallitas minden esetben 100 volt.

random_state .Ta,,n ulasi O§Zt,,alyozam Accuracy | Precision | Recall | F1 | AUC
idé (mp) idé (mp)
0 102,256 0,004 0,781 0,685 0,597 | 0,638 | 0,733
1 81,389 0,008 0,771 0,719 0,594 | 0,651 | 0,732
2 140,474 0,004 0,766 0,644 0,500 | 0,563 | 0,690
3 98,646 0,006 0,734 0,738 0,563 | 0,638 | 0,710
4 81,303 0,006 0,823 0,767 0,697 | 0,730 | 0,793
5 199,709 0,005 0,745 0,575 0,700 | 0,632 | 0,733
6 54,911 0,004 0,771 0,691 0,585 | 0,633 | 0,725
7 59,764 0,003 0,786 0,738 0,643 | 0,687 | 0,756
8 134,721 0,004 0,781 0,741 0,614 | 0,672 | 0,746
9 125,452 0,004 0,750 0,662 0,623 | 0,642 | 0,722
10 70,366 0,005 0,719 0,660 0,493 | 0,565 | 0,672
11 173,084 0,004 0,750 0,714 0,455 | 0,556 | 0,680
12 76,656 0,004 0,781 0,746 0,620 | 0,677 | 0,748
13 76,101 0,004 0,755 0,725 0,529 | 0,612 | 0,707
14 71,496 0,003 0,734 0,643 0,429 | 0,514 | 0,656
15 97,241 0,004 0,724 0,593 0,508 | 0,547 | 0,669
16 103,168 0,006 0,797 0,759 0,612 | 0,678 | 0,754
17 204,742 0,004 0,776 0,750 0,592 | 0,661 | 0,738
18 78,468 0,003 0,719 0,667 0,457 | 0,542 | 0,663
19 56,674 0,004 0,786 0,704 0,603 | 0,650 | 0,740

10. tablazat: A klasszikus SVM pontossagi jellemzdi, valamint a tanulashoz és az osztalyozdshoz sziikséges idok
a Pima Indians Diabetes adatbdzis esetén (FOrrds: sajdt szerkesztés)

Ahogy a 10. tablazat is abrazolja, a Pima Indians Diabetes adatbazis felhasznalasakor
az SVM husz betanitott és kiértékelt modelljeire kijott pontossagi jellemzoi alapjan egyszer
sem figyelheté meg tokéletes modell, hiszen az accuracy 0,7-0,8 (70-80%) kozott, a precision
0,6-0,7 (60-70%) kozott, a recall tobbnyire 0,5-0,7 kozott (néhany kivétellel), az F1-érték 0,5-
0,7 kozott, az AUC pedig 0,65-0,8 kozott alakult. Ezen kiviil a 10. tablazatrol leolvashato az is,
hogy az SVM tanulashoz sziikséges id6i ezen 768 egyeddel és 8 attributummal rendelkez6 Pima
Indians Diabetes adatkészlet esetén lényegesen hosszabbak voltak, mint az Iris adatbazis (7.

tablazat) esetén. Nagyobb méretli adatbazis felhasznaldsakor tehat gyengébb pontossagi
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jellemzok és Iényegesen hosszabb tanulashoz sziikséges idék voltak megfigyelhetok a
klasszikus SVM esetén.

A 11. tablazat a Pima Indians Diabetes adatbazisra alkalmazott k-Nearest Neighbors
algoritmus hasz alkalommal torténd betanuldsa és értékelése soran megfigyelhetd pontossagi
jellemzoket, illetve a tanulashoz és osztalyozashoz sziikséges idoket mutatja be. Ugyanugy
ahogy az Iris adatbazisnal is, a Pima Indians Diabetes esetén is a k-NN algoritmus
implementalasakor az optimalis k paraméter-érték megkeresése utan, mindahtsz esetben k
értékére 6 keriilt megvalasztasra, igy mindig az adott egyedhez 6 legkdzelebb es6é szomszéd

osztalyai alapjan tortént meg az egyed valamelyik osztalyba soroldsa.

random_state Tan ulasi szt?lyoza‘“ Accuracy | Precision | Recall | F1 | AUC
idé (mp) | idé6 (mp)
0 0,003 0,009 0,760 0,667 0,516 | 0,582 | 0,697
1 0,002 0,012 0,760 0,745 0,507 | 0,603 | 0,705
2 0,002 0,010 0,771 0,684 0,448 | 0,542 | 0,679
3 0,002 0,008 0,651 0,667 0,325 | 0,437 | 0,604
4 0,002 0,008 0,760 0,692 0,545 | 0,610 | 0,709
5 0,002 0,009 0,734 0,596 0,467 | 0,523 | 0,661
6 0,002 0,011 0,760 0,702 0,508 | 0,589 | 0,699
7 0,003 0,008 0,724 0,707 0,414 | 0,523 | 0,658
8 0,002 0,008 0,729 0,705 0,443 | 0,544 | 0,668
9 0,002 0,007 0,698 0,622 0,406 | 0,491 | 0,634
10 0,002 0,014 0,703 0,652 0,423 | 0,513 | 0,645
11 0,002 0,008 0,729 0,675 0,409 | 0,509 | 0,653
12 0,002 0,008 0,682 0,600 0,423 | 0,496 | 0,629
13 0,002 0,008 0,724 0,681 0,457 | 0,547 | 0,667
14 0,002 0,013 0,729 0,690 0,317 | 0,435 | 0,624
15 0,002 0,012 0,745 0,667 0,444 | 0,533 | 0,668
16 0,002 0,007 0,755 0,778 0,418 | 0,544 | 0,677
17 0,002 0,013 0,745 0,789 0,423 | 0,550 | 0,678
18 0,002 0,008 0,734 0,744 0,414 | 0,532 | 0,666
19 0,002 0,008 0,776 0,717 0,524 | 0,606 | 0,712

11. tablazat: A klasszikus k-NN pontossagi jellemzdi, valamint a tanuldshoz és az osztdlyozdshoz sziikséges idék
a Pima Indians Diabetes adatbazis esetén (Forrds: sajdt szerkesztés)

A 11. tablazatban lathatd pontossagi jellemzdk alapjan megallapithatd, hogy a Pima
Indians Diabetes adatbazis esetén a k-NN algoritmus sem tudott tokéletes modellt 1étrehozni a
hisz megvizsgalt eset koziil egyszer sem. Pontossagi jellemzo6i hasonldéan alakultak a 10.
tablazatban bemutatott SVM pontossagi jellemzdihez, a tanuldshoz sziikséges 1d6i azonban
jelentdsen rovidebbek voltak, mint az SVM-¢. Megallapithato tehat, hogy az Iris adatkészlethez
képest sokkal tobb egyeddel és attributummal rendelkezé Pima Indians Diabetes esetén a k-NN
algoritmus a pontossagi jellemzOk terén jelentdsen gyengébben teljesit, mint a kisebb Iris

felhasznalasakor, a tanulashoz sziikséges 1d6k esetén azonban nem allithatd ugyanez.
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A 12. tdblazat a Pima Indians Diabetes adatbazis felhasznalasa mellett husz alkalommal
betanitott és értékelt automatizalt gépi tanulas segitségével dsszevalogatott algoritmus-egylittes
pontossagi jellemzdinek, valamint tanulashoz €s osztalyozashoz sziikséges iddinek alakulasat
abrazolja. Az automatizalt gépi tanulas segitségével Gsszevalogatott gépi tanulo-algoritmus
egyiittes a Pima Inidans Diabetes felhasznalasakor is mindahusz esetben a ,,4.2.2. Klasszikus
gépi tanulod algoritmusok” cimii alfejezet ,,Auto Machine Learning (AutoML)” részében

bemutatott paraméter-beallitasok megadasa mellett keriilt implementalasra.

random_state '.I‘a"n ulas| O§Zt,,alyozm Accuracy | Precision | Recall | F1 | AUC
id6 (mp) id6 (mp)
0 114,956 0,854 0,781 0,700 0,565 | 0,625 | 0,725
1 114,646 1,054 0,786 0,741 0,623 | 0,677 | 0,751
2 119,549 1,143 0,776 0,667 0,517 | 0,583 | 0,703
3 119,636 0,714 0,740 0,734 0,588 | 0,653 | 0,718
4 117,939 0,193 0,802 0,726 0,682 | 0,703 | 0,773
5 117,965 0,523 0,734 0,571 0,600 | 0,585 | 0,698
6 115,021 0,561 0,766 0,679 0,585 | 0,628 | 0,721
7 118,651 0,743 0,802 0,786 0,629 | 0,698 | 0,765
8 116,030 0,610 0,734 0,661 0,557 | 0,605 | 0,697
9 117,517 0,892 0,724 0,633 0,551 | 0,589 | 0,686
10 114,518 0,869 0,734 0,708 0,479 | 0,571 | 0,682
11 115,697 0,443 0,766 0,706 0,545 | 0,615 | 0,713
12 119,269 0,816 0,760 0,778 0,493 | 0,603 | 0,705
13 114,414 0,612 0,766 0,705 0,614 | 0,656 | 0,733
14 118,613 0,629 0,755 0,690 0,460 | 0,552 | 0,680
15 118,267 0,631 0,776 0,679 0,603 | 0,639 | 0,732
16 115,464 0,391 0,766 0,720 0,537 | 0,615 | 0,713
17 117,306 0,824 0,766 0,750 0,549 | 0,634 | 0,721
18 123,955 0,634 0,750 0,789 0,429 | 0,556 | 0,681
19 115,608 0,844 0,792 0,756 0,540 | 0,630 | 0,727

12. tablazat: Az automatikus gépi tanulas segitségével létrehozott algoritmus-egyiittes pontossdagi jellemzdi,
valamint a tanuldshoz és az osztalyozdshoz sziikséges idék a Pima Indians Diabetes adatbazis esetén (Forrads:
sajat szerkesztés)

A 12. tablazat alapjan lathatd, hogy a Pima Indians Diabetes adatbézis esetén az SVM
¢s k-NN megoldasokhoz hasonlé értékeket eredményez az egyes pontossagi jellemzOkre az
automatizalt gépi tanulas segitségével Osszevalogatott algoritmus-egylittes (AutoML) is. A
tanulashoz sziikséges idokben azonban a Pima Indians Diabetes esetén is 1ényegesen hosszabb
idore volt sziiksége az AutoML-nek az SVM és k-NN algoritmusokkal szemben. Ennek oka az
AutoML betanulasakor megadott, korabban mar emlitett ,,time left for this task™ paraméter-
beallitas, amely a végrehajtasra szant idore 120 masodpercet allit be mindahusz esetben, ezaltal
biztositva, hogy maximum 2 perc legyen a Pima Indians Diabetes adatbazis felhasznalasa

esetén IS a legmegfelelobb gépi tanuld algoritmus-egyiittes megkeresésére fordithato id6. Az
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AutoML esetén tehat a Pima Indians Diabetes adatbazis felhasznaldsakor sincs értelme
figyelembe venni a tanulashoz sziikséges idokre kijott eredményeket, és ezen mérészam mentén
elvégezni az egyéb megoldasokkal torténd Osszehasonlitasokat, hiszen ahogy korabban mar
kiemelésre keriilt az Iris adatbazis kapcsan is, az AutoML esetén szinte elOre beallitasra kertilt,

hogy mennyi id6 sziikséges a betanulashoz.

5.4. Kiértékelés - Kvantum és klasszikus valtozatok 0sszehasonlitasa
Ez az alfejezet az el6z6ekben bemutatott kvantum neuralis haldzat és a klasszikus SVM,

k-NN, valamint az automatizalt gépi tanulas segitségével 0sszevalogatott algoritmus-egylittes
husz alkalommal torténd betanulésa és értékelése soran kiszamolt pontossagi jellemzok, illetve
a tanulashoz ¢és az osztalyozashoz sziikséges idOk atlagos értékei alapjan hasonlitja Gssze a
kvantum ¢és klasszikus megolddsok pontossagat, valamint teljesitményét az Iris és a Pima

Indians Diabetes adatbazisokra kiillon-kilon.

Eredmények osszehasonlitasa az Iris adatbazisra vonatkozdan
A 13. tablazaton a kvantum ¢és a klasszikus modellek huisz betanulas és értékelés soran
kiszamolt tanuldshoz és osztalyozashoz sziikséges iddinek, valamint pontossagi jellemzdinek

az atlaga lathatdo mindegyik modellre kiilon bemutatva, az Iris adatbazis felhaszndlasa mellett.

Modell Tan ulas O?“f'lyozm Accuracy | Precision | Recall | F1 | AUC
idé (mp) idé (mp)
Kvantum
neuralis 174,102 0,272 1 1 1 1 1
halozat
Klasszikus
SVM 0,002 0,001 1 1 1 1 1
Klasszikus
K-NN 0,002 0,004 1 1 1 1 1
Klasszikus
AUtoML 118,185 1,042 1 1 1 1 1

13. tablazat: Az Iris adatbazisra vonatkozoan az egyes modellek datlagos tanulasi és osztalyozasi id6i, valamint
pontossagi jellemzdi (Forras: sajat szerkesztés)

A 13. tablazatrdl leolvashato, hogy az atlagos pontossagi jellemzok alapjan a kvantum
neuralis halozat egyaltalan nem maradt le a klasszikus modellekkel szemben, ugyanugy
tokéletes osztalyzasra képes modellt eredményezett a binaris klasszifikacidos probléma
megoldasara az Iris adatbazis esetén, mint a klasszikus SVM, k-NN és AutoML modellek. A
kvantum neuralis haldzat atlagos tanulashoz sziikséges ideje azonban 1ényegesen hosszabb volt
mar ezen kisebb, 100 egyeddel rendelkez6 Iris adatbazis esetén is, mint a klasszikus SVM és

K-NN modelleké. Az ,,5.3. Kivalasztott klasszikus gépi tanuld algoritmusok eredményei” cimi
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fejezet AutoML részében kifejtett okok miatt a modellek atlagos tanulashoz sziikséges iddinek
Osszehasonlitdsakor az automatizalt gépi tanulas segitségével 1étrejott algoritmus-egyiittes
atlagos tanulashoz sziikséges idejét nem érdemes figyelembe venni. Mig a klasszikus SVM és
k-NN modellek atlagosan egy masodpercnél is joval kevesebb id6t igényeltek a betanulashoz,
addig a kvantum neuralis halézatnak atlagosan tobb mint 2, majdnem 3 perc volt sziikséges
ugyanehhez.

gy mar a kisebb méret(i Iris adatbazis esetén is megallapithato, hogy a jelen kutatas
soran alkalmazott kvantum neuralis halozat, amely egy hibrid megoldas — hiszen
implementalasakor a klasszikus gépi tanulashoz keriilt hozzadadasra a kvantumossag — nem
figyelheté meg a technolodgiailag megjosolt kvantumf{olény. Bar a pontossagi jellemzok terén
az Iris adatbazis esetén elérte a kvantum neuralis halozat a klasszikus megoldasok pontossagait,

a betanitasi ideje azonban jelentdsen hosszabb volt, mint a klasszikusoké.

Eredmények osszehasonlitasa a Pima Indians Diabetes adatbazisra vonatkozéan

A 14. tdblazat a nagyobb méretli, Pima Indians Diabetes adatbazis felhasznalasakor a
kvantum ¢és klasszikus modellek htisz betanulds és értékelés soran kiszamolt tanulashoz és
osztalyozashoz sziikséges iddinek, valamint pontossagi jellemzdinek atlagait mutatja,

mindegyik modellre kiilon-kiilon.

Modell | Lanulasl | Osztalyozasi | »co o0y | precision | Recall | F1 | AUC
idé (mp) id6 (mp)
Kvantum
neurilis | 2558,928 | 3,662 0,745 0,709 | 0453 | 0,550 | 0,677
halozat
losseks | 104,331 | 0,004 0763 | 0696 | 0571 | 0,624 | 0718
Klis-f\lzll\ll(us 0,002 0,009 0,734 0,689 0,442 | 0,535 | 0,667
Klasszikus | 117 559 0,699 0,764 0,709 | 0557 | 0,621 | 0,716
AutoML

14. tablazat:A Pima Indians Diabetes adatbdzisra vonatkozoan az egyes modellek atlagos tanulasi és
osztdlyozasi id6i, valamint pontossagi jellemzoi (Forrds: sajat szerkesztés)

A 14. tablazat alapjan megallapithatd, hogy az atlagos pontossagi jellemzdk terén a
kvantum neuralis hal6zat megkozelitette a klasszikus modelleket a Pima Indians Diabetes
esetén is, sOt a klasszikus k-NN-nél erésebb pontossagi jellemzéket eredményezett. A kvantum
neuralis halozat atlagos tanulashoz sziikséges ideje azonban lényegesen hosszabb volt a Pima
Indians Diabetes adatbazis esetén is, mint a klasszikus SVM és k-NN modelleké. Itt is fontos
kiemelni, hogy az ,,5.3. Kivalasztott klasszikus gépi tanuld algoritmusok eredményei” cimii

fejezet AutoML részében kifejtett okok miatt a modellek atlagos tanulashoz sziikséges id6inek
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Osszehasonlitdsakor az automatizalt gépi tanulas segitségével létrejott algoritmus-egyiittes
atlagos tanulashoz sziikséges idejét nem érdemes figyelembe venni. A Pima Indians Diabetes
esetén az atlagos tanulashoz sziikséges iddoket vizsgalva megallapithatd, hogy a k-NN
algoritmusnak jelent6sen rovidebb volt a betanitasi ideje, mint a klasszikus SVM-¢ vagy a
kvantum neuralis halozaté. A kvantum neuralis halozat pedig ezen nagyobb méretii, az Iris
adatbazisnal tobb egyeddel és attribitummal rendelkez6 Pima Indians Diabetes adatbazis
esetén lényegesen, tobb mint husszor hosszabb idot igényelt a tanuldshoz, mint a klasszikus
SVM, hiszen mig a klasszikus SVM-nek atlagosan koriilbeliil 104 méasodpercre (kevesebb, mint
2 percre) volt sziiksége a tanuldshoz, addig a kvantum neuralis hal6zatnak atlagosan kortilbeliil
2559 masodperc, azaz 42-43 perc volt sziikséges ugyanehhez.

A modellek a nagyobb méretli, Pima Indians Diabetes adatbazisra torténd
felhasznaldsakor kiszamolt 4tlagos pontossagi jellemzdéi, valamint tanuldshoz és
osztalyozashoz szilikséges 1d0i alapjan -ahogy korabban mar a kisebb méretii Iris adatbazis
esetén is megallapithatd volt, gy nagyobb adatbazis felhasznalasa mellett - még erdsebben
alatamaszthatova valt, hogy a jelen kutatas soran alkalmazott kvantum neuralis halozat, amely
egy hibrid megoldas (implementalasakor a klasszikus gépi tanulashoz keriilt hozzaadasra a
kvantumossag) nem tud igazi megoldas lenni a technoldgiailag megjosolt kvantumfolény
eléréséhez a gépi tanulas teriiletén. Bar a pontossagi jellemzok terén az Iris és a Pima Indians
Diabetes adatbazisok esetén is megkdozelitette vagy néhol el is érte a kvantum neuralis halozat
a klasszikus megoldasok pontossagait, a tanulashoz sziikséges 1d6 terén — kiilondsen nagyobb
adatbazison torténd alkalmazaskor — azonban lényegesen gyengébben teljesitett, mint a
klasszikus algoritmusok.

A jelen Kkutatas soran kapott eredmények nem tamasztjadk ald a gépi tanulod
kvantumalgoritmus f{6lényét a klasszikusokkal szemben, helyette azonban aldhtzzdk a
szakirodalombol ismert véleményt, miszerint a kutatasban is vizsgalt hibrid megoldas nem lehet
valodi megoldas a kvantumfolény eléréséhez a gépi tanulés teriiletén. A valéban eredményes,
a kvantumfolény elérésére képes megoldasokhoz olyan 1) algoritmusok fejlesztése sziikséges,
amelyek képesek a kvantumtulajdonsagok biztositotta eldnydk kihasznalasa mellett hatékonyan

elemezni is az adatokat.
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6. Konkluzio

Jelen dolgozat arra a kérdésre kereste a valaszt, hogy valoban megfigyelhetok-e a
Python alapu szoftver-megoldasok esetén a kvantum gépi tanulas elényei a klasszikussal
szemben, azaz mi mondhatd el a kvantum és a hagyomanyos gépi tanuld algoritmusok
pontossagarol és teljesitményérdl. Ezen kérdés megvalaszolasara két kiilonbozé méreti,
publikusan elérhetd adatbazis felhasznaldsaval, binaris klasszifikaciés problémara kertilt
Osszehasonlitasra egy klasszikus Support Vector Machine (SVM), k-Nearest Neighbors (k-NN)
algoritmus, valamint egy automatizalt gépi tanulas segitségével O0sszevalogatott algoritmus-
egyiittes, egy a szakirodalomban Santanu Ganguly 2021-es Quantum Machine Learning: An
Applied Approach cimii konyvében publikalt kvantum neuralis hélozattal. Az dsszehasonlitds
olyan pontossagi jellemzOk alapjan tortént, mint az accuracy, a precision, a recall, az F1-érték,
valamint a ROC gorbe alatti teriilet (AUC), ezeken kivill tovabbd a tanuldshoz és az
osztalyozashoz sziikséges id6k is megvizsgalasra keriiltek.? A vizsgalatok eredményei nem
igazoltak a gépi tanuld kvantumalgoritmus folényét. Sem a pontossagi jellemzokben, sem pedig
a tanuldshoz vagy osztalyozashoz sziikséges idokben nem multa feliil a kvantum neuralis
halézat a klasszikus megoldasokat, sét a kvantum modell betanitasanak ideje — kiilondsen a
nagyobb méretli adatbazis esetén - 1ényegesen hosszabb volt, mint a klasszikusoké.

A dolgozat eredményei aldtdmasztjak a szakirodalombdl ismert véleményt, hogy a jelen
kutatds soran is felhasznalt nem tisztan kvantum, hanem hibrid megoldasok -vagyis a
kvantumossag hozzdadasa a klasszikus gépi tanuldshoz - nem tud igazi megoldas lenni a
technologiailag megjosolt kvantumfolény eléréséhez. A valdban célravezetd és eredményes
megoldasokhoz olyan 1 algoritmusok megalkotasa sziikséges, amelyek hatékonyan elemzik az
adatokat, mikozben kihasznaljak a kvantumtulajdonsagok biztositotta elonyoket.

A jelen kutatasban is felhasznalt, a kvantumossag klasszikus gépi tanuldshoz valo
hozzéadasaval 1étrejott hibrid megoldasok bar a kvantumfdlény elérésére nem képesek, mégis
kutatasuk és alkalmazasuk fontos szerepet tolthet be a kvantum gépi tanuldsban, hiszen
segitségiikkel barki szdmdara egyszeriien elérhetéve, kiprobalhatova, megérthetoveé ¢és
fejleszthetévé valhat a technologia, ezzel tovabbi elérelépésekhez vezetve a kvantum gépi
tanulas teriiletén.

Végiil az ezen dolgozat f6 céljat képzd kvantum és klasszikus gépi tanulo algoritmusok

pontossadganak és teljesitményének Osszehasonlitasaval, a kvantumfélény megvaldsuldsaval

2 A kutatas soran az egyes modellek betanitasahoz, értékeléséhez és az dsszehasonlitishoz sziikséges

mérdszamok kiszamolasahoz irt forraskodokat igény esetén a szerzd szivesen megosztja.
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kapcsolatban érdemes lehet olyan egyéb kutatasokat elvégezni, mint a tisztan kvantumos, azaz
nem Kkvantum-szimulatoron, hanem valés kvantumszamitogépen, kvantumfejlesztoi
kornyezetben irt, kvantumadatokon futtatott megoldasok pontossaganak és teljesitményének
Osszehasonlitasa a klasszikus megoldasokkal. Illetve szintén érdekes lehet megvizsgalni azt is,
hogy hogyan teljesitenck a klasszikus és a jelen kutatasban is felhasznalt hibrid megoldasok
olyan adatkészlet esetén, amelyben az adatok valamilyen kvantummechanikai folyamat soran

jottek létre (pl. kémiai, biologiai kisérletek).
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