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Osszefoglalé

A jarmidetektalas az elmult években a modern forgalomiranyitési és -felligyeleti
rendszerek fontos alapkdve, amely a biztonsagi intézkedéseket, a forgalom
optimalizalasat és az autondm jarmiivek irdnyitasat segiti. A valds idejti analitikara vald
egyre nagyobb tdmaszkodas és az edge eszk0zok jelentds térnyerése miatt a jarmiivek
gyors €s pontos észlelése a legkiilonfélébb helyzetekben kiemelkedd fontossaguva valik.
A hagyomanyos kepfeldolgozasi modszereket félrevezethetik a kornyezet dinamikus
valtozasai, a jarmiivek kiilonbozé megjelenési formai, valamint a tdjolds vagy a
méretaranyok eltérései, igy valds kdrnyezetben nem megbizhatéak. A mélytanulas, mivel
képes tanulni és altalanositani szdmtalan helyzetben, megoldasként szolgalhat ezekre a
kihivasokra. A legtobb mélytanulés-alapt detektor azonban anchor-boxokra - elére
meghatarozott  térbeli  sziir6kre -  tdmaszkodik, amelyek  korlatozhatjak
alkalmazkoddképesseégiket és sebességiiket. Emellett idOkritikus és  helyszini
rendszerekben gyakran nincs lehetdség a kiterjedt szamitasi eréforrasokra, kevésbé
toleransak a késleltetésre. Ezen nehézségek megoldasara dolgozatom elsésorban az
anchor-free detektalas vilagaban meril el, mely egy olyan paradigma, amely megkertli
az eléredefinidltsag miatt keletkezett korlatokat, rugalmasabb és potencialisan gyorsabb
detektalast tesz lehetévé. Az anchor-free architektdrak szamos benchmark-on state-of-
the-art teljesitményt érték el mean Average Precision (MAP) tekintetében. Ezek a
modszerek azonban jellemzden tobbfejes architekturat alkalmaznak, ami a paraméterek
szdmanak jelentds ndvekedését eredményezi. Kovetkezésképpen kihivast jelent alacsony

késleltetésti kornyezetben valo alkalmazasuk.

Kutatasom soran kidolgoztam egy egy-fejes, alacsony paraméter szamu, anchor-
free architektirat, amely Ilehetové teszi a szigort iddékorlatokkal ¢és korlatozott
eréforrasokkal rendelkezd rendszerekben vald alkalmazasat. Ezt az architektirat egy
példanykddolasi technika egésziti ki, melyben egy asszociativ embedding réteg és a
kontrasztiv tanulas kombinalasaval a modell képes megkiilonbdztetni és elvetni az azonos
objektumot detektald, egymast atfedd dobozokat. Ez a technika felfoghat6 tgy, mint egy
tanulhatd, Non-Maxima Supression (NMS) mechanizmus. Az implementalt eljaras
teljesitményét a népszerl jarmiidetektalasra hasznalt KITTI adathalmazon értékeltem ki.
Az eredményeket részletekbe menden 0sszevetettem a korabbi megoldasokkal sebesség

és pontossag tekintetében, hogy teljes képet alkothassak az 1ij eljaras teljesitményérol.



Abstract

Vehicle detection has long been an important cornerstone of modern traffic
management and surveillance systems, aiding safety measures, traffic optimization and
autonomous vehicle management. With the increasing reliance on real-time analytics and
the significant proliferation of edge devices, fast and accurate detection of vehicles in a
wide variety of situations is becoming paramount. Traditional image processing methods
can be misled by dynamic changes in the environment, different vehicle appearances, and
differences in orientation or scale, making them unreliable in real-world environments.
Deep learning, with its ability to learn and generalise in a myriad of situations, can provide
a solution to these challenges. However, most deep learning-based detectors rely on
anchor-boxes - predefined spatial filters - which can limit their adaptability and speed. In
addition, time-critical and on-site systems often lack extensive computational resources

and are less tolerant to latency.

To address these difficulties, this thesis primarily dives into the world of anchor-
free detection, a paradigm that circumvents the limitations due to predefinition of anchor-
boxes, enabling more flexible and potentially faster detection. Anchor-free architectures
have achieved state-of-the-art performance in terms of mean Average Precision (mAP)
on several benchmarks. However, these methods typically use a multi-head architecture,
which results in a significant increase in the number of parameters. Consequently, their

application in low latency environments is challenging.

In this thesis, | have developed a single-head, low parameter count, anchor-free
architecture suitable for use in systems with strict time constraints and limited resources.
This architecture is complemented by an instance coding technique, in which, by
combining an associative embedding layer and contrastive learning, the model is able to
discriminate and discard overlapping boxes that detect the same object. This technique

can be conceived as a learnable Non-Maxima Supression (NMS) mechanism.

The performance of the implemented technique was evaluated on the KITTI
dataset used for popular vehicle detection. I compared the results in detail with previous
solutions in terms of speed and accuracy to get a complete picture of the performance of

the new technique.



1 Bevezetés

A szamitdgépes latas tertletén az elmult években a mély neurélis haldzatok
jelentds attoréseket értek el, igy radikalisan atalakitva a “latas" ¢€s "értelmezés"
paradigmatikus kereteit. Mivel hatalmas adathalmazokban bonyolult mintak és finom
kilonbségek felismerésére alkalmasak, szamos gyakorlati alkalmazas soran kiemelkedd
modszernek tekinthetéek. A modern GPU-k megjelenésével jelentdsen megnétt e
haldzatok komputacios komplexitasa. A legUjabb architektirak (DETR [1], DETA [2],
YOLONAS [3]) a kivalo teljesitményre torekedve gyakran a pontossagot helyezik
elétérbe, néha a hatékonysag rovéasara. Azonban, mint minden technologiai fejlesztés
esetében, a pontossag ¢és a szamitasi kapacitas kozott is fennall egy alapvetd
kompromisszum. Olyan teruleteken, ahol a val6s idejii analitika kiemelked6 fontossagu,
a nagy bonyolult modern architektiirakkal halozatok altal igényelt szamitasi er6forrasok

jelentOs sziik keresztmetszetet jelenthetnek.

Az egyre népszerliibb okos-varos infrastruktira erdteljesen tendal az intelligens
rendszerek hasznélata felé, melyek kdzéppontjaban a helyszini (on-site) mas néven edge
computing all. Ahelyett, hogy a nyers adatokat (kamerafelvételeket) egy kozponti
szerverre tovabbitanak, az edge eszkdzok helyben dolgozzék fel azokat. Ez a helyi
feldolgozas megkerili a sdvszélesség korlatait, amelyek egyébként akadalyoznak a nyers
adatok tovabbitasat. Ugyanakkor ez a lokalizalt technoldgia szamitasi szempontbol
hatékony, alacsony futasi idejli neuralis halozatok kialakitasat is megkoveteli, biztositva,
hogy a valds idejii feldolgozas akadalytalan maradjon. Az anchor nélkili (anchor-free)
(CornerNet [4], CenterNet [5], FSAF [6], FCOS [7]) detektorok alkalmazasa lehetGséget
ad a gyorsasagot eldtérbe helyez6 objektumdetektalasi modszerek felfedezésére. Ezek az
architekturak nem tdmaszkodnak eldre definialt térbeli szlirOkre vagy anchor boxokra, a
hagyomanyos konvolucidés modellekkel ellentétben (YOLO [8], RCNN [9]). Az anchor
boxok kotottségei és bonyolultsaga nélkiil az észlelési mechanizmus egyszeriibb lesz, ami
gyorsabb eldrejelzéseket tesz lehetdvé, mely kiilondsen eldnyds az edge computing

esetén.

Dolgozatomban egy tjszerii architektirdt mutatok be, amely kihasznalja az
anchor nélkiili észlelés erdsségeit. Az egy-fejii (single-head) és alacsony paraméterszamu
megoldas szigort id6beli korlatokkal és korlatozott szamitasi eréforrasokkal rendelkezd
kornyezetre van szabva. Ez az architektira a Fully Convolutional One-Stage Object

Detection (FCOS [7]) modell elvein alapul és kiegészitem Centernet [5], és a Cornernet
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[4], két kiemelked6 anchor-free halozat koncepcioival, hogy robusztus és hatékony

jarmiiérzékelési mechanizmust kinaljon.

Bar az anchormentes architektirdk Non-Maxima Suppression (NMS)
mentességet is igérnek, a gyakorlatban ezek a megoldasok gyakran esnek aldozatul dupla
detekcionak. Bar a hagyomanyos NMS-technika potencidlisan enyhitheti ezeket a
probléméakat, szdmitési igénye miatt nem idealis idOkritikus helyzetekben. Az elmult
években egyre nagyobb figyelem Ovezte a tanulhat6 NMS-modszerek detektald
rendszerekbe valo beépitését. Ami azonban megkilonbozteti ezt a munkat a korébbi
kutatasoktol, hogy kontrasztiv tanulds segitségével valtja ki az NMS hasznalatat. Ez a
modszer Onfeliigyelt médon hasznélja ki a kontrasztiv tanulds erdsségeit az azonos
objektumhoz tartozé detekciok hatékony és eredményes megkulonboztetése és
kikliszobolése érdekében. Ezaltal a javasolt architektira nem csak az NMS-mentes
miikodés igéretét valositja meg, hanem mindezt szamitas szempontjabol hatékony médon

teszi.

A munkam eredményei:
e Létrehoztam egy Uj er6sen optimalizalt anchor-free halot, mely id6kritikus

koérnyezetben is képes magas teljesitményre, pontossagra.

e Egy Uj kernel-alapl dekddolasi modszert alkottam, amely képes kiszlirni
a legmagabiztosabb predikcidkat és kihasznalja azok kozvetlen
kornyezetében, szomszeédos celldk altal eltarolt informaciokat is a

pontosabb elérejelzés érdekében.

e Egy ujszerii kontrasztivan tanulhat6 NMS maodszert hoztam létre, mely
képes az azonos objektumot kddold dobozok (dupla detekciok) sziirésére,

és elhanyagolhatd szamitasi tobblettel jar.
A dolgozat felépitése:

A leirast az elméleti hattér, azon belill a fontosabb alapfogalmak, mint a neuralis
haldzatok, anchoralapi és anchor-mentes objektumdetektalds, edge computing
bemutatasaval kezdem. A vonatkozo szakirodalom attekintéseként bemutatom a munkam
soran relevans korabbi kutatasokat, modszereket. Ezt kovetden részletesen bemutatom az
altalam javasolt megoldasokat, a kernel-alapl dekodolast, illetve a kontrasztivan
tanulhato NMS modszeret. A modelltanitas leirasa utan az eredményeket értelmezem,

majd egy 0sszefoglaldval zarom a sort.



2 Elméleti hattér

2.1 Neuralis hal6zatok

A neurdlis hal6zatok szamitasi paradigmaja az agy biologiai felépitésén alapul.
Legkisebb egységei a neuronok, melyek egy matematikai fuggvényt valositanak meg a
bemenetik és kimenetik kdz6tt. A neuronok minden egyes bemenetéhez tartozik egy suly
érték, melyek linearis kombinécidjan valamilyen nem-lineéris, Ugynevezett aktivacios
fuggveny hivadik. A neuronok rétegekbe rendezédnek. A legelsé réteget nevezziik
bemeneti rétegnek, az utols6 réteget kimeneti rétegnek, mig a kozottiik elhelyezkedd
rétegeket rejtett rétegeknek hivjuk. A neuralis haldzatok kiilonboz6 felépitésiiek lehetnek
attol fiiggden, hogy a rétegek milyen kombinacioban helyezkednek el. Két dominans
rétegtipust is megkuldnboztetiink: a lineéris, illetve a konvolucios réteget. A linearis, méas
néven 0sszekotott rétegekben az 6sszes neuron kapcsolatban all egymassal, mig a
konvolucios rétegeknél a kimeneti neuronok csak kozvetlen szomszédaikkal
kapcsolddnak [10] [11].

A neuralis héal6zatok tanitdsanak egyik maédja a feligyelt tanitas. A felligyelt
tanitas soran az adatok cimkeézettek, tehat minden bemeneti tanitéadathoz meg van adva
az elvart kimenet. Minden adatra a halo predikciot ad, majd veszteség fuggvény
segitségével megvizsgalja, hogy a kiszamitott kimenet mennyire tér el az elvart
kimenett6l. A tanitas soran a cél a veszteség minimalizalasa, igy a halé pontosabb
eredményt tud adni. A veszteség Kiszdmitasa utdn a halé maodositja a sulyokat a hiba
visszaterjesztésével (back propagation). A validicié soran a sulyokat fixaljuk, nem
torténik visszaterjesztés, és azt vizsgaljuk, hogy a rendszer, hogy teljesit olyan adatokkal,
amiken még nem tanult, ezzel szimuldlva a mikddését valos adatokon. A neuralis

haldzatok hasznalhatdak regresszids és osztalyozasi feladatokra egyarant.

A szadmitdgépes képfeldolgozasban jellemzéen konvolucids neurélis hal6zatokat
(Convolutional Neural Network, réviden CNN) alkalmaznak, melyek konvollcios
rétegekbdl épiilnek fel, mert ezek kevesebb paraméterrel dolgoznak az 6sszekotott
haldzatoknal [12], illetve hatékonyan kezelik a képek térbeli jellemzoit. A bemeneti kép
haromdimenzios forméban jelenik meg, a képelemek a neuronokhoz kéthetéek. Az olyan
alapvetd képi jelenségeket, mint a kontarok és sarkak, az elsé rétegek jelolik ki, az
Osszetettebb tulajdonsdgok azonositasaért mar mélyebb rétegek felelések [11]. A

konvoldcio soran egy kernel (altalaban 3x3-as matrix), csuszdablakszeriien végigmozog



a kép felett. A réteg feladata valamilyen absztrakt tulajdonsdg megtanuldsa. Az egyes
tulajdonséagokat reprezental6 térkép (activation map) egy Uj eleme az eredeti kép és a
kernel pontonként vett szorzatanak 6sszegébdl hatarozhaté meg. A konvolucids neurdlis
haldzatokba le- és felskalazd (pooling) rétegek is beépithetéek. A MaxPooling réteg célja
a bemeneti réteg mintavételezése, csokkentve annak dimenzionalitasat. Itt is egy kernel
segitségével hatdrozzuk meg az adott tertilet legnagyobb értékét, ezt fogjuk a kovetkezo
rétegben reprezentalni. A MaxPooling csokkenti a szamitasi koltségeket, illetve

magasabb szintli absztrakciora van lehetdségiink 4ltala.

2.2 Objektum detektalas

Az objektumdetektalas a szamitogépes latas egyik kulcsfontossagu terilete,
amely a képen vagy videdn belil az egyes objektumok helyének meghatarozasat és
azonositasat jelenti. Ez talmuta a felismerésen, meghatarozza az objektumok
elhelyezkedését és hatarait a képkockan belil. Az objektumdetektalast szdmos terlleten
sz¢éleskortien alkalmazzak. Hasznaljak tobbek kozott autondom jarmiivekben a gyalogosok
és az akadalyok felismerésére, biztonsagi rendszerekben megfigyelésre, betdrések
felismerésére, a kiskereskedelemben leltarkezelesre, az egészsegiigyben pedig orvos

diagnosztikai eszk6zokben is.

A targydetektalas tertiletén alkalmazott neurdlis haldzatok kilonféle architektdrak
széles skalajat olelik fel, melyek specifikus elonyokkel rendelkeznek. A konvolicios
neuralis halézatok (CNN) kivételes képességiikkel tiinnek ki pixel-alapd adatok
feldolgozasaban és komplex képi jellemzok extrakciojaban. A régidalapt CNN modellek
(R-CNN [9]) és annak evolucios variansai, mint a Fast R-CNN[13] és a Faster R-
CNN[14], a régidjavaslati modszerek integralasaval bévitenek az alap CNN

architekturékon, igy novelve a detektalasi hatékonysagot.

A Single Shot MultiBox Detector (SSD) [15] és a You Only Look Once (YOLO)
[8] tovabbi népszerli neuralis halézatok, amelyeket objektumfelismerésre hasznalnak.
Ezeket a modelleket valos idejii objektumdetektalasra tervezték, mivel céljuk, hogy a kép
egyetlen atfutdsaval detektaljak az objektumokat, ami gyorsabbéa és alkalmasabbé teszi

Oket valos idejti alkalmazasra.



2.2.1 Anchorok

Az anchor boxok, mas néven prior boxok, az objektum detektalé algoritmusok
szerves részét képezik. Ezek eldre meghatarozott alakzatokat biztositanak, amelyeket a
modell alapul hasznal a képen 1év6 objektumok helyének €s méretének eldrejelzéséhez.
Ezeket az anchor dobozokat kiindulasi pontként haszndlva a modell azt tanulja meg
hatékonyan, hogy hogy igazitsa ¢ket a valodi objektumhatarokhoz. Az "anchor boxok™
koncepcidja eredetileg a Faster R-CNN publikacidban [14] ker(lt bemutatasra, mint egy
eszkoz a diverz méretii és formaju objektumok effektiv kezelésére. Az anchor boxok
alkalmazasanak elsddleges motivacidja a targydetektald algoritmusok detektalasi
teljesitményének javitasa volt. Az optimalis anchor boxok megtalélésa a végeredmény
szempontjabol kritikus feladat. Ez magaban foglalja a helyes szdmu, méretti €s arany
anchor box kivalasztasat, amelyek meghatarozasa erdsen Osszefiigg az adott alkalmazasi
teriilet jellemzdivel. Az anchor boxok idealis paramétereinek meghatarozasara gyakran
alkalmaznak klaszterezési technikakat, példaul a K-means mddszert [16], annak
érdekében, hogy olyan anchorokat azonositsanak, melyek a leheté legpontosabban

illeszkednek az adathalmazban szerepld dobozok eloszlasahoz.

Az objektumdetekcios modellek regresszios technikakat hasznalnak az anchor
boxok finomitasara, hogy azok minél kbzelebb illeszkedjenek a val6sagos, un. ground
truth boxokhoz. Azaltal, hogy a neurélis halézat tanulasi folyamat soran képes
adaptalodni ezekhez az eltolasokhoz, javitja annak képességét, hogy kiilonbozé méretii

és formaju objektumok pozicidjat pontosabban becsiilje meg.

Az anchor boxok alkalmazasanak el6nyeivel és korlataival kapcsolatosan szamos
megfontolas mertil fel. Egyik fontos elonyiik, hogy strukturalt keretet nyajtanak a valtozé
méretli és aranyl objektumok lokalizacids problémainak kezelésére. A modell ezen
inicializacios pontok segitségével kepes novelni a detektalési teljesitményt. Azonban az
anchor boxok hasznalataval szdmos technikai kihivassal is szembe kell nézni. Egy
kiemelked6é probléma az optimalis anchor paraméterek — mint a mennyiség, méret és
képarany — meghatarozasanak komplexitdsa. Egy nem optimalisan valasztott anchor
konfigurécié degradalhatja a detektalasi teljesitmenyt. Tovabba, a tébb anchor hasznalata
noveli a szamitasi igényeket, és priori informaciot injektal a modellbe. Radadasul, azokban
az esetekben, amikor a valosaghti (ground truth) bounding boxok jelentdsen eltérnek az
elére definialt anchor boxoktol, az anchor-alapd modellek pontossaga és lokalizacios

képessége kompromitalddhat [5].
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2.3 Anchor-free objektum detektalas

Az anchor-mentes objektumdetektalas jelentés valtozast jelent a hagyomanyos
anchor-alapi modszerektdl. Az elére meghatarozott anchorok- elhagyaséaval az anchor-
free techniké&k termeészetesebb megkdzelitést alkalmaznak, eés kdzvetlenil detektaljak az
objektumokat. Az anchor-free detektorok két csoportra bonthatok: a siirii predikcios
(dense predict) és a kulcspont-alapt médszerek (key-point based) [17]. Mig az el6bbi a
kép diszkrét cellakra bontasaval minden egyes cellara predikciot készit, az utdbbi
specifikus karakterisztikus pontokra, mint az objektum kozéppontja vagy annak
sarokpontjai, koncentrdl. Az anchor-mentes stratégiak szamos elénnyel rendelkeznek,
tobbek kozott adaptiv képességekkel a diverz méretii objektumok preciz azonositasara.
Az elére meghatarozott anchorok hianya ésszeriibb €s gyorsabb észlelési folyamatokat is
eredmeényezhet, csokkentve a szamitasi raforditast. Ugyanakkor ezek a médszerek sajat
specifikus kihivasokkal is rendelkeznek, mint példaul a redundans detekciok, ami tovabbi

post-processzalési 1épések bevezetését teszi szilkségessé.

2.4 Non-maxima suppression

A Non-Maxima Suppression (NMS) az objektumdetektalas egyik alaptechnikdja,
amelyet a felesleges, egymast atfed6 dobozok kikiiszobolésére alkalmaznak. Az
Intersection Over Union (I0U) metrika felhasznélasaval az NMS ertékeli a dobozok
kozotti atfedest, megtartva a legnagyobb detektalasi megbizhatésagi dobozokat és
kizarva a kisebbeket. Bar a pontossag eléréséhez elengedhetetlen, az NMS természeténél
fogva szamitési idOveszteséget okoz. Ez a késedelem elsdsorban abbol adodik, hogy az
NMS alkalmazasa el6tt dekodolni kell a dobozokat, igy az eljaras iterativ jellegii.
Tovabbéa, ha GPU-n hajtjak végre, a folyamat parhuzamositasanak nehézsége miatt még

keveshé lesz hatékony.

1. dbra: Az NMS miikodése [ 18]
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2.5 Onfeltgyelt tanulas

Az dnfellgyelt tanulas (self-supervised learning [19] egy olyan paradigma a gepi
tanulason belul, ahol a modellt explicit kézi cimkék nélkil tanitjak, kihasznalva az adatok
inherens struktarajat. A szamitdgépes latas teriiletén az onfelligyelt tanulas egyre
nagyobb teret nyert [20], mivel hatalmas mennyiségli cimkézetlen vizualis adat all
rendelkezésre, €s lehetdség van arra, hogy ezeket az adatokat érté¢kes modelltanitdshoz
hasznaljuk fel. A manualis annotacidkra alapozott mddszerek helyett a képfeldolgozéasban
alkalmazott onfelugyelt tanulasi technikék képesek térbeli kontextus, szininforméacié és
iddbeli szekvencia alapjan tanitani a modelleket. Az egyik legkiemelkeddbb modszer a
kontrasztiv tanuléds [21]. A kontrasztiv tanulas soran a modellt ugy képezzik ki, hogy
kiilonbséget tegyen a hasonldo ¢és a kiilonb6z0 adatmintdk kozott, a hasonlo
reprezentaciokat osszehuzza, a kiilonbozoket pedig szétvalasztja a latens térben. Ez a
megkuldnboztetés, amelyet gyakran pozitiv parok (hasonld mintdk) és negativ parok
(eltérd mintak) osszehasonlitdsaval érnek el, gazdag képzési jelet biztosit, amely lehetové
teszi a modell szdmaéra, hogy cimkeézetlen adatokbdl robusztus reprezentaciokat tanuljon

meg.

2.6 Edge computing

Az edge computing [22] egy szamitési paradigma, melyben a szamitasokat a
kdzpontositott adatkdzpontoktdl a haldzat perifériajara, az adatgeneralas helyszinéhez és
a felhasznalok kozvetlen kozelébe mozgatja. Ezt a paradigmavaltast a valés ideji
feldolgozés, a késleltetés minimalizalasa és a savszélesség hatékony kihasznalasanak
szlikségessége motivalja. Az alkalmazédsok gyorsasagat és reszponzivitasat is javitja, igy
az edge computing elengedhetetlen az olyan helyzetekben, ahol azonnali visszajelzésre
van szlkség, anélkiil, hogy hatalmas mennyiségli nyers adatt kiildjenck a halozaton

keresztill a kbzponti szerverekre.
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3 Korabbi munkak

Jelen fejezetben a korabban publikalt, a ttma szempontjabdl fontos publikécidkat

mutatom be.

3.1 Anchor-free objektum detektalok

3.1.1 Cornernet és Centernet

A CornerNet [4] egy egylépéses, end-to-end, anchor-mentes objektumdetektalo
modell, mely a dobozok definidlasat azok bal fels0 és jobb alsé sarkainak prediktiv
helyzetével valdsitja meg. E célbol a neurdlis architektira minden objektumosztaly
szamara két prediktiv stiriségi térképet hoz létre: egyiket a bal felsd, a masikat a jobb
als6 sarkok azonositasara. Ezek a térképek kifejezik a sarkok jelenlétének valoszinliségét
az egyes pixel poziciokban, az adott kategoriak kontextusaban. Tovabba, a rendszer
minden egyes sarokhoz egy embedding vektort is hozzérendel, amely segiti az azonos
objektumhoz tartozo sarkok dsszeparositasat. Azok a sarkok tartoznak 6ssze, melyeknek

az embedding-jeik kdzotti tavolsag minimalis.

A CornerNet alkotoi Newell és munkatarsainak mintajara (2017) [23] 1 dimenzids
embeddingeket hasznaltak. Az embedding teret kialakité veszteségfiiggvény két
komponensbdl allt: egy huzdtényezobdl (pull) és egy tolotényezO6bdl (push): A "hazo”
hibafliggvényt a sarkok csoportositasara alkalmaztak, a "tol6" hibafliggvényt pedig a
sarkok megkullonboztetésére [23]. A CornerNet 42,2 \% AP-t ért el az objektum
detektalas kiéertékelésére gyakran hasznalt MSCOCO [24] adatset-en.

Z:Zmax(ﬂ A — ek — e])

k=1j=1

N
2] L ush —
pul!*ﬁé [En—ek Eb;—ﬂk)} push ’\(‘\—1
k=1 J#k

A Centernet alapétlete hasonlé a Cornernet-hez, de két pont helyett egyetlen
ké')zépponttal irja le az objekturnot ¢és ennek a pontnak a segitségével jelzi elére a targy
szlikséges parameterek szdmat, igy a modell hatékonyabban és gyorsabban tanithatd és
tesztelhetd. A modell két predikcios fejet alkalmaz. Az egyiket a konfidencia
valdszinliségi térkép becslésére hasznaljak, a masik fejet pedig - mas detektorokhoz
hasonloan - a box koordinatainak és offszetjeinek eldrejelzésére tanitjak be, melyek az

els6 fej altal prediktalt box kdzépponthoz tartoznak.
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3.1.2 Az FSAF modszer

Az FSAF [6], avagy Feature Selective Anchor-Free, egy olyan komponens,
amelyet a feature-pyramid network-kel (FPN) [25] rendelkezd, egylépéses
objektumdetektorokban hasznalnak. Az FSAF modul a tanitds soran dinamikusan
kivélasztja a legmegfeleldbb piramis szintet minden egyes példanyhoz. Minden egyes
példany minden egyes szinten szamitason esik at. Ez a szamitas magaban foglalja az
osztalyozasi (focal) hibafliggvény és a regresszids (loU) hibafuiggvény kiértékelését. Ezt
kovetden a két veszteség minimalis 0sszegét mutatd szint keril kivalasztasra az adott
példany feletti feliigyeletre. A megfeleld piramis szint dinamikus kivalasztisa, amely a
méreten til a példany tartalmatol is fiigg, lehetové teszi a pontos és hatékony

objektumfelismerést kiilonboz6 méretaranyok és képaranyok eseten.

anchor-
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anchor-free
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9
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2. Abra: Az FSAF koncepcitja

Az abra az FSAF altalanos koncepciojat szemlélteti, ahol egy anchor-free agat
helyeziink el a piramis minden szintjén, amely egy osztalyozési és egy regresszios
alhalozatbdl all. Amelyik szint a legkisebb hibat adja, arra lesz visszapropagalva a
veszteség. Az FSAF modul dolgozhat fuggetlenil vagy parhuzamosan az anchor-alapu

agakkal.

3.1.3 Az FCOS modszer
Az FCOS (Fully Convolutional One-stage Object Detection) [7] egy anchor-

mentes objektumdetektalasi architektira, amely a stirli predikciora (dense prediction)
tdmaszkodik, tehat minden kimeneti gridcella egy lehetseges dobozt hataroz meg. Feature
Pyramid Network-6t (FPN) hasznal, kompatibilis ismertebb alternativaival is, mint
példaul a PANnet [26], a NAS-FPN [27] vagy a BiFPN [28]. Az FCOS architektdra két
elkilonitett 4ggal rendelkezik a fej moduljaban: az egyiket a lokalizacids feladatokra, mig
a masikat az osztdlyozasi miiveletek végzésére hasznilja. Az eredeti FCOS
publikacioban [7] tovabbi konvolicids sziirbket épitettek be a fejbe, lehetévé téve az

osztalyok és a lokalizacié kulon tanulasat. Tobb fejet is alkalmaztak, és a dobozokat
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kiilonboz6é fejméretekre kodoltak, hatékonyan felosztva a kiillonbdzd méretli dobozok

felismerésének feleldsségét.

Az FCOS egyik legfontosabb (jitasa a center-ness score bevezetése, amely a
lokalizacios fejbdl ered, és célja, hogy megoldja az objektum kozéppontjatol tavol eso,
gyenge eldrejelzések problémajat. Megfigyelték ugyanis, hogy a célpont hatarold
boxénak kozéppontjahoz kozelebbi helyek altalaban megbizhatobb eldrejelzéseket
eredményeznek. A centerness scoret arra hasznaljak, hogy a targy kdzéppontjatol
tavolodo elorejelzéseket kevésbé vegyek figyelembe, és igy javitsak a felismerési
teljesitményt. A center-ness score elénye abban nyilvanul meg, hogy a felismerési

eredmények jelentésen javulnak, mikdzben a szamitési raforditas csak kis mértékben
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3.2 Tanulhaté NMS

Az elmult években szdmos megkozelités alapjan probalkoztak egy tanulhaté NMS

novekszik.
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3. Abra: FCOS felépitése

kifejlesztésére az objektumdetektalas javitasa erdekében.

A Soft-NMS [29] a hagyomanyos NMS-technika tovabbfejlesztése, amely
megtartja az eredeti NMS érdemeit, de bevezet egy soft supression-t a fals pozitiv
eredmények csokkentése érdekében, javitva ezzel a detektalasi teljesitményt. A modellik
adaptiv mechanizmust vezet be, amely felilmuljak a tradicionalis NMS stratégiat, ezaltal
jobb Aaltalanos észlelési pontossagot eredményez. A GossipNet [30] kollektiv
objektumkészlet-feldolgozast alkalmaz a duplikatumok kikiiszobolésére, lehet6vé téve az
észlelések kozotti kommunikécidt, a reprezentaciok finomitasa érdekében. Béar a
pontossaga az NMS-ével vetekszik, bonyolult halozati felépitése magas szamitasi
igényeket eredményez futdsidében, ellentétben a mi egyszeriisitett megkozelitésiinkel. A

RelationNet [31] attention [32] mechanizmust hasznél az objektumok kdzétti kapcsolatok
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megértésére a megjelenési és geometriai jellemzOk kollektiv feldolgozasaval. Bar
innovativ, a felépitése jelentésen komplex. Az én megolddsom ezzel szemben

egyszeriibb, amely a pontossag felaldozéasa nélkiil biztositja a hatékony feldolgozast.
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4 Javasolt megoldasok bemutatasa

4.1 A feladat megfogalmazasa

A kutatas célja egy olyan detektald haldzat kifejlesztése volt, amely alacsony
késleltetésti kornyezetben is megbizhatéan teljesit, és jobb eredményeket képes
produkalni, mint a sokszor hasznalt YOLO. Ehhez az kell, hogy a haldzatban csdékkentsik
a sulyszorzasokon kiviili plusz szamitasokat ugy, hogy azok minél kevesebb id6t
vegyenek el. A tudomanyos munka fokuszaban tehat olyan univerzalis megoldasok
kidolgozasa all, melyek a backbone-t6l fliggetlenil, altalanosan képesek fokozni a haldzat

teljesitményeét.

Osszességében a dolgozat bemutat egy Uj, anchor-free FCOS alapl haldzatot,
amely modifikalt fejjel, Uj dekddolasi madszerrel és teljesen neurdlis alapon tanulhato
NMS-el rendelkezik, igérve gyors és pontos jarmudetektalast alacsony késleltetésti

kornyezetekben.

4.2 Megoldasok

A fejezetben a kovetkezOk sordn bemutatom az alacsony futdskornyezetre
tervezett halot, annak tervezési dontéseit, és az altalam javasolt megoldasokat, a munka

sorén felmerult nehézségeket.

A feladat megoldasara az ‘anchor-free' hal6zatok kinalnak igéretes megoldast,
hiszen ezek mentesek az anchorok plusz szamitésaitol. Ezen beliil az FCOS architekturara
esett a valasztas, mivel ez siirii predikciot hasznal, ennek koszonhetéen tobb cella is
tartalmazza az informéaciokat ugyanazon objektumrol. Jelentds lehet6ségeket lattam a

haldzat predikcids idejének javitasara a modosithatdsaga miatt.

Az els6 célkitlizés egy olyan dekodold kialakitasa volt, amely minimalizalja a
haldzat terhelését és sziirni enged a boxok kozott. Ennek keretei kozott egy mésik, anchor-

free eljarasok sordn mar bevalt dekodolasi modszert probalok ki az FCOS-on.

Masodik célom egy tanulhaté NMS kialakitasa, mely szintén csokkenti a halozat
futas idejét. A dolgozatomban els6ként sikeriilt kontrasztiv tanulasi megkozelitéssel egy
tanulhatd6 NMS megoldast kifejleszteni. Ennek lényege, hogy a grid teret szeparalni
kivanja, és tanulhatdva teszi, hogy egyetlen objektumot tébb box is detektalhasson. A
dolgozat bemutatja az 0j hal6zatokat, és elemzi azokat sebességilk, pontossaguk, a

parameterszdmuk szempontjabol, valamint vizsgalja 6sszefliggéseiket.
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4.3 Halozat felépitése

Az objektumdetektadld konvolucidés neuralis haldzatok altalaban harom {6
komponensbdl épiilnek fel: a feature extractor-bol (més néven "backbone™), a nyakbdl

(neck) és a predikcios fejbol (head).

Backbone: A backbone a bemeneti képbdl kivonja a legfontosabb jellemzoket.
Fontos, hogy elegendd szamitasi kapacitassal rendelkezzen a feladathoz, de ne legyen
tulsagosan nagyméretii, hogy ne ndvelje tulzottan a szamitasi koltségeket és az iddigényt.
Ebben az esetben egy kb. 500000 paraméteres tisztdn konvolicids rétegekbdl és max

pooling rétegekbdl allo architektarat valasztottam.

Nyak: A nyak a backbone altal kinyert jellemz6ket dolgozza fel és tovabbitja a
predikcios fejnek. Hierarchikusan Osszekapcsolja a kiilonbozé mélységii jellemzoket,
lehetévé téve a halozat szamara, hogy aggregélja az informéciét a kiilonboz6 méretli €s
tulajdonsagu objektumokrol. Szamos valtozata létezik, mint példaul az FPN (Feature
Pyramid Network), vagy BiFPN vagy a PanNET. Ezek kozl a sima FPN-t valasztottam,

mivel gyors és viszonylag egyszeriien megvaldsithat. A modellben dsszesen négy szintii

p;— y > predict
—.—/ . predict
7 4 / Y- #— predict

? &

5. Abra: Az FPN felépitése. Két agaval hierarchikusan dsszekapcsolja a
jellemzoket [33]

FPN-t alkalmaztam.

Fej (Head): A predikcids fej a halozat azon része, amely kozvetleniil eléallitja a
kivant kimenetet. Az eredeti FCOS architektiraban toébb predikcids fejet alkalmaznak,
mindegyiket egy kilon FPN kimenethez kotve, ahogy a 3. abrén lathatd. Amikor ezt a
megkozelitést teszteltem, azt tapasztaltam, hogy a halozat jelentdsen lelassul, mivel a
kiilonb6z6 szintii detekciok kezelése tobbletmunkat jelent mind a tanitds, mind
kiértékelés soran. Az FCOS fejében talalhatd sulyok szintén hozzajarulnak a lassulashoz,
ezért a sajat modellben csokkentettem a fejparaméterek szamat: a 4x64x64 mérett6l a
kompaktabb 2x32x32 méretre valtottam. Ezzel a valtoztatassal a halézat jelentdsen

gyorsabb lett, mikdzben tovabbra is képes volt hatékonyan detektalni az objektumokat.
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6. Abra: Az altalam hasznalt atparaméterezett fej struktdraja
A fej miikodési elve: A predikcios fej grides kimenetet hasznal, amely a képet
48x48 részre osztja. Minden cella egy objektumot reprezentéld dobozt prediktal. Ha egy
cella egy doboz teriiletére esik, az adott cella felelds lesz az objektum detektalasaért.
Mivel egy objektumot tébb cella is kodol (one-to-many), tobbféle predikcio késziilhet
ugyanarra az objektumra, viszont ezzel egydtt jar a kihivas is: a sok készult predikcid

kozul ki kell valasztani a legmegfeleldbbet.

4.3.1 Bemenet elofeldolgozasa

Mig az eredeti megkozelités tobb fej hasznalatan alapult, én csak egyetlen fejet
alkalmazok, ezért modositottam az adatok eldkészitési modszerét. Minden cellanak
kodolnia kell a sajat dobozahoz tartozé négy koordinatat. Az FCOS-ban ez a tavolsagot
jelenti a cella kozepétdl a doboz négy oldalaig (ezek az ugynevezett Itrb értékek, melyek
a left, top, right, bottom koordinatakat jelentik). Emellett a cellaknak az objektum
osztalyat is kodolniuk kell, ami one-hot kddolassal torténik. Tovabba az ugynevezett

"centerness” értéket taroljak még, mely a kovetkezd képlettel szamolhato ki:

" min(l*,7*)  min(t*,b*)
centerness” = X s
max(l*,r*) = max(t*,b*)

Vizualizalva ez azt jelenti, hogy egy cella annal magasabb "centerness™ értékkel

rendelkezik, minél kdzelebb helyezkedik el az objektum kdzéppontjahoz.
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7. Abra: Elkédolt értékek vizualizacija. Balra az eredeti doboz lathat6, kozépen a
centerness érték, jobbra a Itrb érték vizualizaciodja.

A stirti predikcio hasznalatabol fakadd kihivas, hogy az atfedé6 dobozoknal
melyikre kodoljuk a celladt. Az eredeti publikdcid szerint atfedés esetén a kisebb
objektumot preferaltak, ez viszont problémakat vet fel. Ha egy kisebb doboz példaul
elfedi egy nagyobb doboz kézepét, akkor a nagyobb dobozt elveszitjik a dekédolas soran.
Ezt a problemat orvosolja az altalam bemutatott modszer: a cella mindig azt a dobozt
kodolja, amelyiknél a "centerness" értéke a legmagasabb. A "centerness" érték
megmutatja, mennyire jatszik kézponti szerepet egy cella egy adott objektumon belil. Az
ilyen modon torténé kodolassal nemcsak precizebb predikcidkat érhetiink el, hanem

minimalizaljuk az objektumok elvesztésének kockazatat is.
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8. Abra: Atfedé objektumok kédolasa centerness-szel

4.4 Kerneles lokalis maximum keresés

Az FCOS kimenetén minden egyes grid cella tartalmaz egy-egy predikciot,
amelyek az objektumok koordinataira, osztalyara, és centerness értékére vonatkoznak. A
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dekddolas soran azt szeretnénk elérni, hogy mindegyik objekumhoz pontosan egyetlen
cellat bontsunk ki. Amennyiben tobb cellabdl dekddolunk bounding boxokat ugyanarra
az objektumra, redundans és pontatlan eredmények keletkeznek, ami az NMS szamara
tovabbi miiveleteket igényel. Az objektumdetektald rendszerekben - ahogyan az FCOS
eredeti tanulmanyaban is - konfidencia-kuszobértékeket alkalmaznak a nem kivant
predikciok kisziirésére. Ez a mddszer nem megbizhat6, mivel nincs olyan univerzalis
kliszoberték, ami minden modell esetében optimalis lenne, hisz ez az érték a modell
architektirajatol, a tanitasi folyamattol, sot, akar az azonos modell kiilonb6z6 tanulasi
fazisaitdl is fugghet. Tovabba, még egy gondosan kivalasztott limit sem garantalja, hogy
egy adott objektumhoz csak egyetlen grid cella kerul dekodolésra, a dobozok valtozo
mérete miatt.

9. Abra: Dekddoléas 0-as, 0.5-6s, 0.7-es és 0.9-es threshold-al.
Minden esetben tébb cella marad egyetlen objektumhoz.

Erre a probléméara nyujt megoldast az altalam implementalt kernel-alapu lokélis
maximum keresé algoritmus. A Centernet publikaciojabol [5] atemelt metddust
elsésorban a keypoint-alap detekcids haldzatoknal hasznaljak, mivel azok pixel-pontos
predikcidkat kinalnak, igy sziikséges a kimenetek sziirése, ugyanakkor ez a megkozelités

a grid alapt modellekre is kiterjesztheto.
Az algoritmus 6t 1épésbdl all:

1. Egy (k x k)-&s (Centernet esetén k = 3) maxpool mivelet Kerl
alkalmazasra a grid kimeneten. Ennek eredményeképpen minden cella
értéke, amely nem reprezental lokalis maximumot, atalakul a kdzvetlen
kornyezetében 1évé maximumértékre, mikdzben a lokalis maximum

értéke valtozatlan marad.

2. A maxpool miivelet bemenete és kimenete kozotti elemenkénti
Osszehasonlitasra kerul sor. Amennyiben egy cella értéke véaltozatlan

marad, az 0sszehasonlitas kimeneti értéke 1, ellenkezo esetben 0. Ezen

21



Iépéssel létrejon egy bool maszk, amely kiemeli a lokalis maximumok

helyeit.
3. A bool maszk segitségével maszkolasra kertl a grid.

4. A maszkolt adatokon konfidencia-kliszobertéket alkalmazunk, mivel a
lokalis maximumok kozott is eléfordulhatnak kevésbé magabiztos

predikciok.

5. A megmaradt cellak értékei kertilnek dekddolasra, igy alkotva
detekciokat.

10. Abra: A kerneles lokalis maximum keresés segitségével pontosan annyi doboz

jon létre, ahany objektum kddolasra kertilt.

A TensorFlow lehet6vé teszi az algoritmus effektiv és parhuzamos
modszer hozadékait a késobbi elemzések szempontjabol. A kernel méretének
megvalasztasa a detektalasi pontossag szempontjabol kulcsfontossagu. Amennyiben a
kernel mérete tal nagyra van éllitva, az atfedé vagy egymashoz kozeli detekciokat
elveszithetjuk. Esetiinkben ez azt jelenti, hogy 382 x 382 bemeneti képméret, 48 x 48-as
kimeneti grid és 3 x 3 -as kernel méret alkalmazadsakor a modell nem képes
megkulonboztetni azokat az objektumokat, melyek kdzéppontjai kozdtti tavolsag
kevesebb, mint 12 pixel. Gyakorlati szempontbol ez foként tavoli és egymashoz nagyon

kozel esé objektumoknal okoz problémat, am az Osszteljesitményre csak elenyészo
, , . . , . . k , , roo
hatassal van. Tul kis kernel méret alkalmazasa esetén a min (E+ 1) tavolsagra 1évo,

ugyanazt az objektumot reprezentald6 magas konfidencidju cellak nem keriilnek
kiszlirésre, ami duplikalt detekciot eredményez. Elméletileg egy idedlis modellben ez
nem fordulna el6, igy NMS-re se lenne szilkség, de a gyakorlati tapasztalatok ezzel

ellentétesek (lasd 6.2 alfejezet).
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4.4.1 Osztaly konfidencia tamogatésa kernellel

Bar a regresszios érték a detektalt bounding boxok kdzepe felé a legpontosabb, ez
nem mondhato el minden esetben az osztaly konfidenciakrdl. Kiléndsen akkor merilhet
fel probléma, mikor a predikciés modell két osztaly kozott nehezen tud donteni, az
osztalyok valoszinlisége hasonléan magas. Ilyen esetekben értékes informaciot
tartalmazhat a cella kozvetlen kornyezete, mely segithet a helyes osztaly
meghatdrozasaban. Felmeriil az egyszeri tobbségi szavazds Otlete, de ez nem veszi
figyelembe az osztalyok kozotti eloszlast, értékes informéaciot dob el. Az &ltalam javasolt
modszer kifinomultabb megoldast javasol: a kozépsd cella osztily valdszinliségi

eloszlasat a szomszédos cellak kumulalt valosziniiségi eloszlasa felé 1épteti.

o | | FERNE (W

11. Abra: Kozépso cella osztily konfidencia eloszlasanak léptetése

a szomszédos cellak eloszlasa felé

A modszer leirasa a kovetkez6: Legyen P(C;) annak a valdsziniisége, hogy a
kozépsd cella i osztalyba tartozik, legyen N a szomszédos celldk halmaza és legyen P, (C;)
annak a valdsziniisége, hogy az n szomszedos cella osztaly i osztalyhoz tartozik. Ekkor a

szomszédos cellak osztalyonkénti atlaga és szorasa felirhato a kovetkezéképpen:

 Tnen Ba(C) [ Znen(Pu(C) — n(c)’
n(cy) = N o(C;) —\/ IN]

Ekkor a kozépso cella frissitett értékei a sajat és szomszédos cellak eloszlasabdl a

a kovetkezOkppen irhatoak fel:
Pypaatea(Ci) = aP(C;) + (1 — o)u(Cy)
Ahol « a stlyozasi tényez6, mely a szorasbol szamolodik:
o= e o)

Ez garantalja, hogyha az atlagtdl valé atlagos eltérés nagy, akkor ez az egyitthatd

1S nagy, igy tobb feleldsséget kap a kozépso cella az oszaly meghatarozasaban, mivel
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szomszédai nem hatarozottak. Ha a szoOrés kicsi, akkor jobban bizhat a szomszédos

értékekben, azok kapnak nagyobb felel6sséget az osztaly meghatarozasaban.

Végl, annak érdekében, hogy az osztalyonkénti valoszintiségek 6sszege 1 legyen

a frisitett értékeket normalizalni kell:

Pupdated (Ci)

;(:1 Pupdated (Cj)

Pnormalized(Ci) = Z

A modszer eredményeképp magabiztosabb osztaly meghatarozast kapunk. A
miiveletek effektiven elvégezhetdek és jol parhuzamosithatéak, a korabban bemutatott
kernel toloablakszerii futtatasaval a griden. A mddszernél jelenesetben is kritikus a
megfeleld kernelméret valasztasa, hisz negativ hatast tud gyakorolni a predikciora, ha tul
tavoli, méas osztalyd objektumhoz tartoz6 cellak is beleszélhatnak az osztaly
meghatarozasdba. A kernel méretének helyes megvalasztasa az objektumok méretétol,

atfedettségétdl és a kimeneti grid nagysagatol is fiigg.

4.5 Kontrasztiv NMS

Bar a centerness koncepciojat annak érdekében vezették be, hogy noévelje az
objektum kozepéhez kozelebb esé gridcellak konfidenciajat, és a kernel-alapu dekodol6
mivelet is azt célozza, hogy szlirje a dupla detekciokat, mégis eléfordulhat, hogy a
halézat bizonytalannd valik az objektum kdzepének azonositasaban. Emiatt tovabbra is

szlikség van egy Non-Maximum Suppression alkalmazasara.

12. Abra: Tobbszoros detekcié ugyanazon objektumra, centerness és kerneles

dekodolas esetén is
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Ennek megoldasara egy tanulhaté NMS eljarast javaslok, amelynek segitsegével
a neurdlis hal6zat képes megtanulni mely grid celldk tartoznak egy adott objektumhoz.
Az igy szerzett informdci6 alapjan a dekodolas soran ezek a cellak sziirhetdvé valnak. A

maodszert a tovabbiakban asszociativ (ANMS) vagy kontrasztiv NMS-ként emlitem.

Ahhoz, hogy a neuralis hal6zatnak megtanitsuk, mely cellak tartoznak egy
objektumhoz, valamilyen maszkolasi stratégiat kell alkalmaznunk. Kulcsfontossagu,
hogy a kddolas sorrendfiiggetlen legyen: nem célszerli egyszerli szamokkal azonositani a
grid cellakat, mivel ez nem kindl optimalis tanulasi lehetdséget. Ehelyett a cellak kozotti
relacidra kell 6sszpontositanunk. Ezt a megkozelitést az dnfeliigyelt tanulas paradigmajan
keresztil is értelmezhetjuk, ahol a hal6zat az adatok kozotti kapcsolatokat tanulja meg,

anélkul, hogy explicit cimkézésre lenne sziikseg.

Kodolaskor rogzitjik azt az informaciot, hogy mely grid cellakat mely
objektumokhoz rendeltiik. Azok a cellak, melyek nem tartoznak egy adott objektumhoz,
kapcsolddjanak egy un. "hattér objektumhoz". Ennek eredményeképpen minden cellarél
eldonthetd, hogy mely maés cellakkal alkot egy k6z6s objektumot, illetve melyekkel nem

0szt meg hasonlé dsszetartozast.

A A Z Z 1,12 | 1,02 | 3,12 | 3,20 ® ¢
A A z Z 1,08 | 098 | 2,98 | 3,00 hd e
z z z B 2881|2971 291|198 ‘ f [
Z Z z B 3,04 | 3,13 | 3,09 | 2,05 o ®

14. Abra: Az egybe tartoz6 cellak

miikédésére a grid Kimeneten. ) o )
nem 0sszetartozok tavolabb keriilnek.

1D Embedding Space Visualization

& Embedding Values

15. Abra: A prediktalt értékek kiteritése egy dimenzidba
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Az altalam kidolgozott kontrasztiv hibafliggvényt (loss) alkalmazd mddszer pont
erre az elképzelésre épll, amit specifikusan a grid strukturara adaptaltam. Ezt a
kontrasztiv veszteségfajtat korabban els@sorban pontparositasi problémakra alkalmazték,
példaul a Cornernet [4] megkozelitésben. A veszteség két komponensbdl all: a pull és

push loss-okbol.

A pull loss ceélja, hogy minimalizalja az adott cella kimeneti értékének és a
hozzatartozd klasszter kozéppontjanak (amelyet a klasszter atlagaként hatarozunk meg)

kozotti tavolsagot. Matematikailag a pull loss a kdvetkezoképpen irhato le.
N Zhx 2
pull_loss = 3., || =% - xill3

ahol x; az i-edik cella kimeneti értéke, K az objektumhoz tartozo cellak szama, a
szumma pedig az azonos objektumhoz tartozé cellak kimeneti értékeinek dsszegét irja le.
Ennek a veszteségnek az a célja, hogy elésegiti az azonos klaszterbe tartozo cellak kozotti
kohéziot. Viszont 6nmagaban nem elegendd, mivel nem garantélja, hogy a kiilonb6z6

klasszterek megfeleléen elkilonllnek egymastol. Ezt a problémat oldja meg a push loss.

A push loss célja, hogy maximalizalja a kiilonb6z6 klasszterekhez tartozo celldk

kozotti tavolsagot. Matematikailag a push loss a kovetkezéképpen irhato le:

N K
push_loss = Y;2, 37, . max(0,m — [|x; — x;ll3)

Ahol N az dsszes cella, K; azon cellak szama, melyek nem tartoznak az i cellaval
egy objektumhoz. Az m a margin-t jel6li, ami garantalja, hogy a kiillonb6z6 klasszterek
kdzéppontjai kdzotti tavolsdg egy minimalis értéknél nagyobb legyen. Bar elsére ugy
tlinhet, hogy ez a modszer nehezen tanulhato, a valésagban hatékonyan miikddik. Ennek
az az oka, hogy a térben egymashoz kozeli cellak gyakran azonos objektumhoz tartoznak
a poziciojukbol adédéan. Raadasul kimenetiik is erdsen Osszefiigg, mivel gyakran

ugyanazt a dobozt kodoljék le.

A pull loss tehat a szomszédsagi matrixban dsszetartozo cellak kimeneti értékeit
hozza kdzelebb egyméashoz, mig a push loss célja, hogy a nem 0Osszetartozd cellak
kimeneti értékei legaldbb egy elére meghatarozott kiszObérték (margin) tavolsagra
kerliljenek egymastdl. A tanitasi folyamat lényege igy az, hogy a kimeneti értékek
(esetlinkben egy 48x48-as lebegépontos matrixon), melyek egydimenziés embedding
teret alkotnak, szeparalhatoak legyenek. Az optimalisan betanitott modell kimenetén jol

elkiilonitheté klasszterek jelennek meg, pont annyi klaszterkdzépponttal, ahany
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objektumot azonositunk (ideértve a hattérobjektumot is). A valdsagban gyakran
eléfordulnak atfedések az objektumok kozott, igy a hataron 1évé cellak klaszterbe
sorolasa kihivast jelenthet. Ugyanakkor ez a kihivas nem relevans a mi esetlinkben, mivel
a "centerness" értékek biztositjak, hogy az objektumok kozéppontjahoz tartoz6 cellak
kerlljenek kiemelésre, ezekr6l kell eldonteni, hogy egy klaszterbe tartoznak-e. Dekodolas
sorén tehat csak azt kell vizsgalni, hogy a lokalis maximum értékek embedding-jei a

tanitas soran hasznalt kiiszobértéken belil esnek-e.

1D Embedding Space Visualization

Embedding Values
@ Cluster Centers

o ——EEEEm————m — e mm — —e - — - - s ——— = o — - o — PR = = = == == —m e — e

0 1 2 3 4 5 6 7
Embedding Value

16. Abra: Embedding tér vizualizacié 48x48-as grid esetén.
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5 Modellek tanitasa

5.1 A kdrnyezet bemutatasa

A futtatasi kornyezetben a TensorFlow keretrendszert hasznaltam, a modelleket
NVIDIA RTX 3060 GPU-n tanitottam, mely 12 GB GDDR6 memoridjaval rendelkezik,
lehetévé téve a kod gyors és hatékony futtatasat. A konzisztens futtatasi kornyezet
biztositasa érdekében minden modellt ugyanebben a koérnyezetben futtattam, a
kilonbségek csak a modell architektaralis specifikacioiban mutatkoztak meg. A KITTI
[34] adatbazis a kdzlekedésben alkalmazott detektorok tanitasara jott Iétre. Az adatbazis
9 kiilonbozo6 kategoriat foglal magaban (‘car’, 'van', 'truck’, 'pedestrian’, 'person_sitting’,
‘cyclist’, 'tram’, 'misc' és 'dontcare’.), 6sszesen mintegy 7500 képpel. Az adatbazist Ugy
osztottam fel, hogy a teljes adatkészlet 60%-a tanitd, 20%-a validacios es tovabbi 20%-a
teszt adatokbol alljon. Ezt az elosztast az egyes osztalyokon bell is aranyosan végeztem

el, igy biztositva az adatkészlet egyensulyat a kiilonb6z6 kategoriak kozott.

5.1.1 A valasztott hiperparaméterek indokoltsaga

A valasztott hiperparaméterek kulcsfontossagiak a melytanulasi modellek
hatékonysaganak és pontossaganak novelésében. A képméret (384x384) optimalis
valasztasnak bizonyult: kisebb méretnél mar az objektumok is nehezen kiilonithetdek el,
mig a novelés nem javitott jelentdsen az eredményeken, csak a futasi idét novelte. A
csatorna szempontjabol a sziirkedrnyalatos képek haszndlata lehetOséget teremtett a
modell egyszeriisitésére, a szines képek haromszoros bemeneti adatot igényelnek, ezért a
futasi id6 jelentdsen nd. A gyakorlatban az Adam optimizer a legtdbbszor valasztott
megoldas a mély tanulasi modellekben, a kiprobalt optimizalé (RMSprop és SGD) kdzil
ennél a problémanal is ez bizonyult a leghatékonyabbnak. A batch méret kivalasztasa (32)
az aktualis képméret mellett a GPU memdrijanak hatékony kihasznaldsa miatt volt
fontos. Az epoch szam tekintetében a 400 epochos tanitds végére a tanulasi gorbe

kilaposodott, jelezve, hogy a modell optimalis teljesitményre tanult ra.

Size Channels Optimizer | Batch Size | Epochs
384x384 1 Adam 32 400

17. Abra: Vélasztott hiperparaméterek
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5.1.2 Tanitasi rata iitemezo

18. Abra: A tanitasokhoz hasznalt learning rate

A warmup cosine annealing learning rate scheduler [35] egy kifinomult stratégia
a neuralis halozatok tanitasi folyamatanak optimalizalasara. A modszer lényege a
kétfazisi megkdzelitésben rejlik: a bemelegitési (warmup) fazist cosinus-os lagyitéas
kovet. A bemelegitési fazis alatt, amely esettinkbe 10 epochot élel fel, a tanulasi sebesség
linedrisan ndvekszik, elkeriilve a rendkivil nagy gradiensfrissitéseket a tanitas kezdetén,
amikor a sulyok még véletlenszerlieck. Egy ilyen stratégia megakadalyozhatja a

divergenciat, és segithet a modellnek gyorsabban elérni a hibafelszin egy megfelel6

sebességet egy fél-cosinusos ciklus szerint modulélja. Ez biztositja, hogy a tanulasi rata
egy maximalis értékr6l indul, id6vel egyenletesen csokken, ami a cosinus fuggvény
viselkedését idézi.

Kutatdsomban ez azért fontos, mert a veszteség sok kompenst, foleg a tanulhato
NMS esetén, egy ilyen bemelegitéssel rendelkezd tanuldsi rata megkonnyiti a “loss
landscape” feltarasat. A 400 epoch-0s teljes tanulasi intervallumot figyelembe véve ez az
utemezd dinamikusan allitja be a tanulasi sebességet, és kihasznalja mind a kezdeti

szakaszok gyors feltarasanak, mind a késébbi szakaszok célzott finomitasanak eldnyeit.

5.1.3 Tanitas menete

Tanitas soran azt tapasztaltam, hogy az anchor-free modelleknek tobb idére volt
szukségik a tanulashoz, mint a YOLO modellnek megegyez6é epoch szam mellet. Mig a
YOLO tanitasi ideje kortlbelil 2.5 ora volt, addig az FCOS véltozatok tanitasi ideje

meghaladta a 6 6rat. Ezt a jelent6s idokiilonbséget a komplex veszteségfiiggvény okozza.
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Ezzel egy kompromisszumot kotiink: a hosszabb tanitasi id6ért cserébe rovidebb

inferencia id6t kapunk.

A tanitasi folyamat legnagyobb kihivasa a veszteségek dsszehangolasa volt. A
lokaliz&cidés négyzetes hiba (Mean Squared Error), a klasszifikacios fokalis [36]
veszteseg, a centerness binaris keresztentropia vesztesége és a kontrasztiv NMS két
komponense kdzétti egyensulyt megtalalni killéndsen nagy kihivast jelentett. Fontos volt,
hogy minden komponens megfelelden betanuljon, anélkiill, hogy az egyik
veszteségkomponens tulsagosan elnyomna a masikat. Osszességében tébb mint 150

kiilonbozd tanitasi iteraciora kertlt sor.
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0.0 20.0
20.0
10.0
10.0
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19. Abra: FCOS tanitasi gérbe 20. Abra: YOLO tanitéasi gérbe
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21. Abra: FCOS veszteséggorbe 22. Abra: YOLO veszteséggorbe
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6 Eredmények

A kovetkezd részben a tesztek sordn kapott eredményeket és az értékelési
kriteriumokat mutatom be. Emellett felfedem a fejlesztés alatt adddott problémakat,

azokra adott valaszokat és levont kovetkeztetéseket is.

6.1 Mérési szempontok és metrikak

A kritikus rendszerekben alkalmazott neurdlis halézatok tervezésekor és
finomitasakor kiemelt fontossagt, hogy az architektirdk gyorsan, minimalis
késleltetéssel mitkodjenek, ugyanakkor minél pontosabbak legyenek. Ebben a
kontextusban a haldzat reakcidideje és a pontossag kozvetlenul hatassal lehet a rendszer
teljesitményére és a biztonsagra, ami kritikus alkalmazasok esetén Iétfontossagu. Ennek
megfeleléen az értékeléshez a fenti kritériumok figyelembevételével hatarozzuk meg a

metrikakat.

Munkam keretében egy detektor idOkritikus jellemzdit vizsgalom, ezért eldszor is
fontos attekinteni a detektorok teljesitményének mérésére alkalmazott kulcsfontossagu

mértékegységeket:

1. Precision [%]: A halo altal helyesen detektalt objektumok szazalékos aranyat jelzi

az 0sszes detektalt objektumhoz képest.

2. Recall [%]: Azt mutatja, hogy az 6sszes tényleges objektum kozul hany szazalékot
ismert fel a halozat. Mas szavakkal, mennyire képes az 6sszes lehetséges pozitiv

mintat detektalni.

3. F1 score: A precision és a recall harmonikus atlagaként adodik. A tokéletes F1
score értéke 1 (vagy 100%), mig a legrosszabb érték 0. Ez egy olyan metrika, amely
mind a precisiont, mind a recallt figyelembe veszi, és azok egyensulyéat probalja

megtalalni.

4. mAP (mean Average Precision): Az 0sszes osztalyra vonatkozo éatlagos precizio
értéket adja meg. A mAP gyakran hasznalt metrika az objektum-detektal6
rendszerek teljesitményének értékelésére, mivel egyetlen szammal keépes kifejezni

a rendszer teljesitmenyeét.

5. Paraméter szam: A neurdlis haldzatban talalhatdé paraméterek (sulyok és biasok)
Osszessége. Egy kisebb paraméterszam gyakran kevesebb memoriat és rovidebb

futasiddt jelent, de a halozat komplexitésa és teljesitménye is csokkenhet.
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6. Futasido [FPS]: Frames Per Second. A hal6 masodpercenkénti képkocka-
feldolgozasi képességét mutatja. Magasabb FPS gyorsabb valaszidét és
Kisebb késleltetést jelent.

6.2 Eredmények értelmezése

Jelen fejezetben az FCOS detektor kiilonbozd valtozatai és alkalmazott modszerei
kerllnek 6sszehasonlitdsra a baseline YOLO detektorral. Azért a YOLO detektort
valasztottam viszonyitasi alapnak, mert széleskdrben hasznaljak az objektum detektéalas
vildgaban, jol teljesit alacsony futasidejii rendszerekben, igy erds kihivo. Mindegyik
modell esetén a backbone és nyak azonos, annak érdekében, hogy igazsagos
Osszehasonlitast végezzink. Elséként kvantitativ szempontbdl vizsgdlom az
eredményeket: a korabban ismertetett metrikdk alapjan bemutatasra keriil a modellek
teljesitménye, valamint sebessége. Ezt kovetéen kvalitativ elemzésre keriil sor, hogy

képek segitségével vizudlisan is szemléltetve legyenek az egyes modszerek eredmenyei.

6.2.1 Kvantitativ eredmények

Jelen alfejezetben részletesen targyaljuk a kvantitativ eredményeket, amelyek a

kutatas soran kiilonbozo6 kisérleti beallitasok és mérések alapjan jottek létre.

6.2.1.1 Pontossag

| MODEL || F1 SCORE RECALL | PRECISION mAP
YOLO+NMS 61,23 61,81 60,66 60,92
FCOS (limit 0.05) || 58,63 53,41 65,02 59,27
FCOS 3x3 (ours) 66,98 71,91 63,46 67,21
FCOS 5x5 (ours) 69,2 65,16 73,77 69,12
FCOS 7x7 (ours) 67,29 58,74 78,76 68,18
FCOS+NMS 3x3 || 72,7 69,01 76,8 72,32
(ours)
FCOS+NMS 5x5 || 71,03 64,35 79,27 71,45
(ours)
FCOS+NMS 7x7 || 67,95 58,33 81,37 68,41
(ours)
FCOS+ANMS 3x3 || 70,3 68,65 75,41 70,12
(ours)
FCOS+ANMS 5x5 || 70,6 63,28 78,97 70,32
(ours)
FCOS+ANMS 7x7 || 67,05 57,31 80,21 67,13
(ours)

23. Abra: Modellek teljesitménye
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A tablazat az FCOS detektor kiillonboz0 valtozatainak és a baseline YOLO
detektorral valé 6sszehasonlitasat prezentalja.

A baseline YOLO modell, amely NMS alkalmazasaval futott, 61,23% F1 score-t
ért el. NMS nélkali futtatdas soran a modell értelmezhetetlen eredményeket produkalt,
tulzottan sok bounding box detektalasaval. A baseline FCOS modell, az eredeti
publikacioban meghatarozott 0.05-0s konfidencia limit alkalmazéaséaval, kevésbé
teljesitett jol (58,63% F1), ami arra enged kdvetkeztetni, hogy az osztalykonfidencia és a

centerness értékek onmagéaban nem elegenddek a pontos dekddolashoz.

Az altalam javasolt maxima search metddus jelentésen novelte a modell
teljesitményét, kilondsen az 5x5-0s kernel alkalmazéaséaval, amelynél az F1 pontszam
69,2%-ra noétt. A tablazatban lathato, hogy a kernel méretének csokkentésével a modell
tobb dupléan detektalt bounding boxot eredményez, azaz azonos objektumokat tobbszor is
kodol. Ennek kdvetkeztében csokken a pontossag (Precision) és n6 a Recall érteke. A
kernel méretének novekedésével ezek a dupla detekciok megsziinnek, ugyanakkor a
modell a griden belll egymashoz kozeli, nagy mértékben atfedd, de eltéré objektumokat
kodold bounding boxokat is eldob. Az 5x5-6s kernel méret ezen viselkedések kdzotti jo
kompromisszumot kinal, egyensulyozva a precizido és recall kozotti hatast, igy

minimalizalva az esetleges hibakat és javitva a teljesitményt.

A hagyomadnyos NMS alkalmazésa a kernelek mogott szintén jelentds javuldst
eredményezett, a modell F1 score-ja 72,7%-ra emelkedett 3x3-as kernel alkalmazasaval.
Ez szignifikans majdnem 10 %-os emelkedést jelent a baseline YOLO-hoz képest. Ez azt
mutatja, hogy a 3x3-as kernel hasznalatdval még mindig maradnak dupla detekciok,
azonban az NMS képes ezt orvosolni és javitani a modell teljesitményén. Nagyobb kernel
meretek alkalmazésa esetén ugyanakkor objektumvesztés figyelheté meg, az NMS nem

képes teljes mértékben kompenzalni a nagyobb kernel méret hozta negativ hatasokat.

A dolgozatban javasolt asszociativ NMS bar nem érte el a hagyomanyos NMS
teljesitményét, mégis megkozelitette azt. Kuléndsen az NMS nélkili véaltozatokhoz
képest mutatott jelentds javulast, 3x3-as kernel alkalmazasaval az F1 pontszam 70,3%-ot

ért el.

Az elemzés ramutat arra, hogy az anchor-free megoldasok sajat magukban nem
mentesek az NMS-tdl. A hagyomanyos NMS és a tanulhaté NMS egyarant szignifikans

teljesitményndvekedést indukaltak a vizsgalt modellekben.
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6.2.1.2 Futasidé

Runtimes (FPS)
Model Batchsize
1 2 4 8 16
YOLO+NMS 84,01 | 87,63 | 9529 | 129,21 | 158,70
FCOS 96,43 | 106,18 | 113,41| 122,37| 190,49
FCOS+NMS 92,74 | 103,21 | 106,32 | 114,61 | 184,37
FCOS+ANMS 96,24 | 106,67| 112,48 | 122,12 | 189,04

24. Abra: A modellek sebessége a batch mérettél fiiggoen

A YOLO modellel elért sebesség a legalacsonyabb (84,01 FPS), ami
magyarazhat6 az anchor-ok dekddolasi folyamataval és az NMS dsszetettségével. Az
FCOS a leggyorsabb, mert nem haszndl NMS-t. A dekddold kernel mérete és a
kiiszobérték nem befolyasolja érdemben a futdsidot, mivel ezek a miveletek nagy
hatékonysaggal hajthatok végre tensor miiveletekkel. Az NMS alkalmazasa az FCOS
modell esetében lassulast eredményez, ahol batch mérettdl fiiggden atlagosan 5-tel
csokkennek az FPS értékek. A batch-enkénti eltérések a GPU és CPU kdzotti parhuzamos
miikodés variabilitasabdl adddhatnak. A tanulhaté NMS hasznalatakor a futasidé nagyon
hasonlo a kiindulasi FCOS modellhez, 2-es batch esetén még javit is rajta. Ez azzal
indokolhatd, hogy elhanyagolhatéan kevés hozzdadott szdmitassal jar, felépitésik az

utolsé reteget leszamitva azonos, parameéterszamukban minimalis az eltérés.

F1 Score vs. FPS for Different Models F1 Score vs. FPS for Different Models
FCOS+NMS 3x3 FCOS+NMS 3x3
72 4 72
FCOS+ANMS 5x7 FCOS+ANMS 5x%
70 1 70
FCOS 5k FCOS 5xiy
68 68
v ©
S 66 S 66
w w
- p
z e
64 1 64
62 62
YOLO +NMy YOLO+NMg
60 60
FCOS s
58 58

84 86 B8 90 92 94 E 160 165 170 175 180 185 190
FPS (batch size 1) FPS (batch size 16)

25. Abra: Legjobban teljesité modellek pontossaganak és sebességének
vizualizacidja
Megfigyelhetd, hogy az FCOS + NMS 3x3 modell mutatja a legjobb F1 score
értéket, ami a pontossagot tiikrozi. Ekdzben az FCOS 5x5 a leggyorsabb FPS értékkel
rendelkezik, azonban pontossaga alacsonyabb. Ugyanakkor az FCOS + ANMS 5x5

egyensulyt teremt a sebesség és a pontossag kdzott, ami azt jelenti, hogy viszonylag
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magas F1 Score értéket ér el, mikdzben a sebessége is elfogadhatd szinten marad. Az
eredeti baseline YOLO modell lassabb miikddésii, azonban magasabb pontossaggal
rendelkezik a méréseim alapjan, mint az FCOS, mely gyorsabban fut, de a teljesitménye
Kicsit elmarad az YOLO-tol.

6.2.1.3 Paraméterszam

A 26. abran lathatd diagram a modellek futasi idejét abrazolja kiilonb6zo
paraméterszdm( feature extractorok hasznalataval (Mobilenet[38], Efficientnet[39],
Densenet[40], Custom: az altalam javasolt alacsony paraméterszamu varians). A YOLO
és FCOS kozotti eltérés foként a dekddolassal eltoltott tobblet idobol adodik, mely a
GPU-n nem jol parhuzamosithato miivelet. Mivel ez az idébeli tobblet konstans, a
paraméterszam novekedésével egyre kevésbé érvényesiil a teljes futdsi idoben, és igy a
nagyobb parameéterszdmi modellek esetén egyre kevésbé érzékelhetd. Kiilondsen gyors
valaszid6t igényld alkalmazasok esetén ez jelentds hatdssal lehet a modell
teljesitményére. Ezen tilmenden az is megfigyelhetd, hogy nem csak a paraméterszam,
hanem az architekturalis sajatossagok is befolyasoljak a modell futasi idejét, igy a vizsgalt
modellek kozott tapasztalt futasi id6 és a paraméterszam kozotti Gsszefliggés nem mutat
linearis trendet. Ez alatdmasztja az allitast, hogy az anchor-free modszerek alacsony futasi

id6 igényl kornyezetekben elényds valasztasnak bizonyulnak.

FPS vs Number of Parameters for Different Backbones

QETO
550 1

500 4

45 UBTON

FPS
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26. Abra: Modellek futasideje kiilonbozé méretii backbone esetén
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6.2.2 Kvalitativ eredmények

Az aldbbi abrak részletesen szemléltetik a halo altal elért eredményeket, kiilonféle

korilmények és feltételek mellett.

27. és 28. Abra: Szabad szemmel nehezen észreveheté és atfed6 objektumok
esetén is jol teljesit az FCOS+ANMS

29. Abra: ANMS nélkiil dupla detekcio kapott kép, ANMS-sel jol miikédik
30. Abra: A tavoli apré objektumok nehézséget jelentenek a modelinek
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31. és 32. Abra: Zsufolt utcan is eredményes, a tavoli aprok jelentik a nehézséget.
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7 Osszefoglalo

A modern forgalomiranyitasi és -felugyeleti rendszerek alapkdve a
jarmutdetektalas, hiszen a kiilonboz6 biztonsagi intezkedéseket, a forgalom
optimalizalasat és az autonom jarmiivek iranyitasat segiti. Manapsag egyre inkabb a valds
idejii analitikdra tdmaszkodik az ipar, a jarmiivek gyors és pontos észlelése a
legkiilonfélébb helyzetekben kiemelked6en fontos. A legtobb mélytanulés-alapu detektor
azonban anchor-boxokra - e¢lére meghatarozott térbeli sziirékre — és bonyolult
architektaralis elemekre tamaszkodik, amelyek korlatozhatjak
alkalmazkodoképességiiket ¢€s sebességiiket. Emellett iddkritikus €s helyszini
rendszerekben gyakran nincs lehetdség kiterjedt szamitdsi erdforrasokra, kevésbé

toleransak a késleltetésre.

Kutatasom célja egy olyan detektalé hal6zat kifejlesztése volt, amely alacsony
késleltetésti kornyezetben is megbizhatéoan teljesit, és jobb eredményeket képes
produkalni, mint a sokszor hasznalt YOLO. A halozatban csokkentettem a
sulyszorzasokon kiviili plusz szamitasokat Gigy, hogy azok minél kevesebb id6t vegyenek
el. A tudomanyos munka fokuszaban tehat olyan univerzalis megoldasok kidolgozasa allt,

melyek a backbone-tol fuggetlentl, altalanosan képesek fokozni a halozat teljesitményeét.

Az implementalt eljaras teljesitményét a népszeri jarmiidetektalasra hasznalt
KITTI adathalmazon értékeltem ki. Az eredményeket részletekbe menden Osszevetettem
a korabbi megoldasokkal sebesség és pontossag tekintetében, hogy teljes képet

alkothassak az (j eljaras teljesitményérol.

Osszességében a dolgozat bemutat egy Uj, anchor-free FCOS alapl halézatot,
amely modifikalt fejjel, Uj dekodolasi modszerrel és teljesen neuralis alapon tanulhato
NMS-el rendelkezik, igérve gyors és pontos jarmiidetektalast alacsony késleltetésii
kornyezetekben. A javasolt modell mind futasid6, mind pontossag tekintetében jelentésen
feliilmalja a baseline YOLO modellt. A kerneles dekodolasi metddus tobb mint 10 %-os
javulast eredményez Fl-score tekintetében, mikozben a futds id6t nem valtoztaja a
baseline FCOS-hoz képest. Az eredmények alapjan lathatd, hogy az anchor-free
megoldasok dnmagukban nem NMS mentesek. Erre a problémara fejlesztettem ki a
kontrasztivan tanulhatdé NMS eljarast, melynek pontossaga megkdzeliti a hagyomanyos
NMS-ét, mikdzben atlagosan 5 FPS-el gyorsabb lesz a modell, ami kritikus futas ideji

kornyezetben jelentds.
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Az eredmények biztatdoak az alacsony szadmitasi kapacitassal rendelkezd, edge
computingban hasznélt halézatok szdméra és 0Osztdnzi az anchor-free modellek

felhasznalasat a jol bevalt anchorosokkal szemben.

Az eredmények azt mutatjak, hogy az anchor-mentes modellek potenciélisan
elénydsek lehetnek alacsony szamitdsi kapacitasti rendszerekben, kiilondsen az edge
computing teriiletén. Ezen munka 6sztdnzi a tovabbi kutatdsokat folytatasat az anchor-
mentes architektirak irdnyaban, 6sszehasonlitva azokat az évek soran jol teljesitd anchor-

alapi megoldasokkal.
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