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1. BEVEZETES

A digitalizacionak koszonhetden 1 fogyasztéi modell jelent meg, a vasarlok szokésai €s
igényei is megvaltoztak. A mai fogyaszt6 aktivan részt vesz a vasarlas folyamataban, kdzosen alkot
(co-creation) a cégekkel, élményekkel veszi koriil magat, és jo szinben szeretne feltlinni a digitalis
tarsadalomban. Azonban a digitalis térben jelentds a kommunikécids zaj és nagyon sok az impulzus,
ezért nehéz megszerezni ezt az Ujfajta fogyasztdt, a megtartasuk, aktiv vasarloként tartasuk pedig
kiilonosen nagy kihivast jelent a vallalatok szdmara. Ezért is sziikséges a mesterséges intelligencia
alkalmazasa a vallalkozdsok szamara, amely a klasszikus 4P, valamint az ujabban megjelent 4E
(élmény alapti) marketing-mix eszkdzok minden teriiletét jelentdsen alakitja. A személyre-szabott
tartalom segiti a cégeket abban, hogy ki tudjanak tlinni a zajbol és meg tudjak szoélitani kdzvetleniil
is ezt az uj fogyasztot, élményekkel, relevans tartalommal toltsék meg az értékcsere folyamat soran
atadott termékeket, szolgaltatdsokat. Ez a fajta személyre-szabds azonban nehezen kivitelezhetd,
hiszen nagyon jol kell ismerni a fogyasztot és gyors reakciot is igényel az ilyen szintii kapcsolatépités.
Mindebben tud segiteni a mesterséges intelligencia alkalmazasa. Ez segiti azt, hogy a vallalatok
hatékonyabban tudjak az értékteremtési folyamatot menedzselni, példaul jobb ardnnyal tudjak
megtaldlni a termékekre nyitott fogyasztokat az adatbazisaikban, vagy pontosabb termékdsszeallitast
tudjanak nyujtani a fizikai és a virtualis tizleteikben is. A kutatds sordn célom, a témaban elérhetd
tudomanyos cikkek, korabbi kutatasok feldolgozasaval, tobb olyan modell azonositdsa, amely a
kiilonbozd vezetdi dontési helyzetekben megmutatja, hogy bizonyos fogyasztoi adatok birtokédban
milyen viselkedés varhatd egy 0j fogyasztotdl, illetve, azt, hogy milyen modellezési lehetdségek
vannak a kiilonféle fogyasztoi szegmensek jellemzésére, és hogyan lehet 6ket alkalmazni a stratégiai
marketing kiilonboz0 teriiletén, példaul a szegmentacidban, a targetalas soran, vagy az értékesitési,
valamint kommunikacids csatornak menedzselésében. Célom tovabba az is, hogy egy példa rendszert
hozzak létre, amely egy altalam kialakitott adatbazis alapjan segiti a mintdk elemzését, a dontés
tamogatast. A mesterséges intelligencia is igen széleskdrli spektrumban értelmezheté még a
marketing teriiletén is, igy els6dleges célomnak azt tartom, hogy ennek a jelenségnek az éltalanos
vizsgalatat megvaldsitsam, de emellett az is fontos szamomra, hogy az emlitett konkrét példat is
kialakitsam, amelyet kisebb vallalkozasok is tudnak hasznositani. Mindezzel ra tudok arra is
vilagitani, hogy a mesterséges intelligencia, a tanul6 algoritmusok hasznalata lehetséges és nem
feltétleniil bonyolult egy kisvallalkozas szamadra is. Mindezekhez kapcsolodva az is a céljaim kozé
tartozik a TDK kutatds soran, hogy egy olyan szoftver, a KNIME analitikai platform miikddését is
bemutassam, amelyek komolyabb programozasi tudas nélkiil is tudja segiteni ezeknek az

algoritmusoknak a hasznalatat. A dolgozatban bemutatott modszereket kisebb atalakitdsokkal szamos
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KKYV is hasznositani tudja, s6t akar 01j innovativ vallalkozasok is ra tudnak a kutatdsaim eredményeire

épiilni.

A dolgozatom ennek megfeleléen két o részbdl épiil fel. Az elsé felében a mesterséges
intelligencia lehetséges alkalmazasait vizsgalom elméleti modellek ¢és példak segitségével a
marketing kiilonboz6 teriiletein, mig a masodik felében egy konkrét iparagra, a tarsasjatékozésra
fokuszalok egy primer kutatds keretében, amely esettanulményként és kovethetd példaként tud
szolgalni a KKV-k szamara. Ebben a részben az eredmények értékelése mellett fontos volt szdmomra
az is, hogy a kutatas, a modellalkotas és a modellek elemzésének az egyes 1épéseit részletesen is

bemutassam, hogy az masok szamadra is részben, vagy egészben reprodukalhato legyen.



2. A MARKETING ES A MESTERSEGES INTELLIGENCIA TOBBRETU
KAPCSOLATA

A technoldgia fejlodésével mind a szamitasi kapacitds terén, mind pedig a mesterséges
intelligencia (MI) eszkozeivel 0j lehetdségek nyiltak a marketinges szakemberek szamara. Ezek olyan
kapukat nyitottak meg, amelyek régebben még elképzelhetetlenek voltak. Az 1) eszkozok és
lehetdségek magukba foglaljdk az olyan megoldasokat, amelyek segitségével egy sokkal
hatékonyabb ¢és fogyasztd centrikusabb marketingkampanyt tudunk felallitani, valamint a
marketingstratégiank részévé is tudnak ezek valni. Mindez segithet a vallalatoknak abban, hogy

jobban ki tudnak tlinni az internet zajos kdzegébdl.

A mai marketingkdrnyezet rendkiviil komplex, szdmos elemet lehet vizsgdlni, szdmos
befolyasold tényezdvel taldlkozhatunk és a fogyasztot nagy mennyiségben érik a marketing
impulzusok. Ebben az dsszetett kornyezetben nehéz elérni a fogyasztot és nagy sziikség van azokra a
megoldasok a marketingszakemberek szamara, amelyeken keresztiil a termék vagy szolgaltatas ki tud
emelkedni, el tudja érni a fogyasztd ingerkiiszobét, valamint a fogyasztéhoz kozel allo értéket tud
bemutatni. Talalhatunk még olyan ipardgakat, amelyek ez egyelére még nem olyan mérvado, de
felismerhetd egy olyan tendencia is, ahol az érzelmi elkodtelezddés, a fogyasztdi involvement ndvelése
sokkal nagyobb szerepet kapott az elmult években. Az ilyen, magasabb elkotelezddést kivalto, vagy
akar szeretetmarkdkat kialakitd értékteremtés soran fontos szerepet kap a mesterséges intelligencia.
Ebben a fejezetben bemutatom, hogy az MI meglatdsom szerint egy olyan 0j perspektivat épithet bele
a cégek marketingtevékenységébe, ami segitségével az érzelmek komplex strukturdjat at tudjuk
vezetni egy erOs érteket generdlo folyamatta, mindezt pedig 0gy teszi, hogy a fogyasztot, mint egy

érz6 és gondolkod6 komplex Iényt helyezi a kozéppontba, kdvetve ezzel a marketing filozofiajat.

A mesterséges intelligencia eszkozeirdl €s kapcsolodd gyakorlati megoldasokrdl mutat be egy
Osszefoglalast Huang ¢s Rust (2021). A szerzOparos az eszkozoket a marketingtevékenység
szempontjabol csoportositja és egy ciklikus folyamatként irja le a marketingben val6 alkalmazasat a
mesterséges intelligencianak. A ciklust az 1. dbran lathatjuk, amelynek hdrom f6 elemét tudjuk
beazonositani: marketingkutatas, marketing stratégia (amely alapvetden az alapstratégidk koziil az
STP folyamatra fokuszal), valamint a marketing akciot (amely a mix-stratégiakat vizsgalja). Ami a
ciklus mind a hdrom elemében k6zos az a mechanikus, gondolkodoé és érzd mesterséges intelligencia
jelenléte, am ezek jelenléte a harom elemben még nem jelenti azt, hogy a folyamat dsszes részében
azonos feladatokat latnak el, ahogy ez az 1. abrabol is lathato. A kovetkezd alfejezetekben is ezen

modellezés mentén fogjuk vizsgalni az MI jelentdségét a marketing egyes teriiletein!
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Marketing funkcidk

(részstratégisk) Z Marketingkutatds
Standardizdcio (mechanikus M.1.}) «  Adatgyiijtés (mechanikus M.1.})
+ Személyreszabds (gondolkodd M.L.) « Piacelemzés (gondolkodd M.L.)
Kapcsolatteremtés (érzd M.1.) « Fogyasztok megértése (érzé M.1.)

Marketing stratégia é

+ Szegmentalds (mechanikus M.1.))
Targetdlds (gondolkodd M.L.)
Poziciondlas (érzé M.IL.}

1. abra: ML.I. és stratégiaimarketing dontések
Forréas: Huang és Rust (2021) alapjan sajat szerkesztés

Huang és Rust (2021) altalanosan a mechanikus mesterséges intelligencidt 01gy irjak le, hogy
annak feladata a repetitiv cselekedetek automatizalasa, ilyenre jo példa a standardizéicio, az
adatgylijtés, vagy a fogyasztok kiilonbozdé szegmensekbe sorolésa, illetve példaul az osztalyozasi
(klasszifikacios) feladatok lebonyolitasa. Lényegében ide tartoznak az olyan mesterséges
intelligenciaval megvalosithatd események, amelyek nem igényelnek kiilondsebb intelligens emberi

tevékenységet, a monoton munkavégzést helyettesitik, azt gyorsitjak.

A gondolkodo mesterséges intelligencia célja az, hogy 1j mélyebb betekintést kapjunk a
fogyasztoinkrol és 1) kovetkeztetéseket alkothassunk veliik kapcsolatban. Ezek a kovetkeztetések egy
adatbazis komplex elemzésével kaphatoak, a hagyomanyos statisztikai modszereken tilmutatnak.
Lathat6 az 1. abran, hogy az ide besorolt tipikus marketingtevékenységek (targetalas, piacelemzés,
személyre-szabas) sokkal komplexebbek és nehezebben automatizalhatoak, és itt nem csak a
mesterséges intelligencia jelenléte sziikséges, hanem egy kiilsd szakértd is fontos szerepet tud
betdlteni. Ide sorolhatok azok a mesterséges intelligenciaval lebonyolitott folyamatok, amelyek
strukturélatlan adatok, nagy adatbazisok (big data) feldolgozasat és értelmezését segitik, valamint az
olyan folyamatok is, amelyek a fogyasztokra vonatkozdan fognak eldrejelzéseket adni (Huff &

Bonde, 2022).



Az érzo mesterséges intelligencia feladata viszont az érzelmi kapcsolat elmélyitése a
fogyasztokkal, ez is egy rendkiviil komplex folyamat, nehezen automatizalhatd, azaz itt is nagy
sziikség van egy a mesterséges intelligencia mellett 1év0 szakértdi atlatasra. A tovabbiakban is lathato
lesz, hogy a marketing folyamatok fontos elemévé fog valni, az érzelmi elmélyités. Ez azért is lesz
majd fontos, hiszen mint ahogyan mar emlitettem a mai vallalati kérnyezet sokkal komplexebb,
nagyon sok impulzus éri a fogyasztokat, és az egyszerli mindennapi szimbdlumokkal nehéz
hosszatava benyomast kelteni, meg kell ismerni a fogyasztokat és mint egy jo barat timogatni dket
¢s értéket kell teremteni szdmukra. Ehhez szdmos esetben az érzelmekre kell hatni és olyan tartalmat

kell 1étrehozni, amely érzelmi szinten is kapcsolodik a fogyasztohoz.

A kovetkezd alfejezetekben az 1. dbran lathat6 ciklus elemeit fogjuk részletesen is targyalni.

2.1 MARKETINGKUTATAS ES A MESTERSEGES INTELLIGENCIA KAPCSOLATA

A marketingkutatas soran fel szeretnék térképezni a piacot, amely sordn egyik fontos célunk
az, hogy modellezni tudjuk a fogyasztokat, a varhaté magatartasukat és megprobaljuk oket megérteni
(Gyulavari et al.,2017). A fogyasztok modellezése nem egy egyszerli folyamat, a hagyomanyos
statisztikai eszk0zok ezt limitdltan tudjak csak segiteni, azonban a mesterséges intelligencia itt is
szdmos teriileten tud biztositani szamunkra mélyebb elemzési lehetdségeket, ezen eszkoz
segitségevel egy sokkal pontosabb ¢€s fogyaszto-orientaltabb képet tudunk alkotni, ami altal a vallalat
marketing stratégiaja ¢és majd a késObbiekben annak megvaldsitdsa (ami a marketing mix

alkalmazaséaban fejezddik ki) sokkal hatasosabb lehet.

A mesterséges intelligencia egyik alapkove a pontos €s jo mindségli adat, vannak olyan
technikdk, amelyek akar kisebb mennyiségli adattal is jol mitkddnek ilyenek a tradicionalis gépi
tanulas eszkoze, de legtobb esetben hiivelykujj szabalyként azt szoktdk mondani, hogy minél tobb
adat van a fogyasztokrdl annal jobb (Qi & Luo, 2020). Az adatgytijtésben segithet a mechanikus
mesterséges intelligencia azzal, hogy az adatgytijtési folyamatokat automatizalja és ezaltal mindig
naprakész ¢€s pontos adataink tudnak lenni a fogyasztokkal kapcsolatban, ami elkeriilhetetlen lehet
egy sikeres marketing kampiny megtervezésében ¢és levezénylésében. Az automatizalt
adatgytijtésnek koszonhetden Ezéltal most mar nemcsak egy multbéli képet tudunk alkotni a
fogyasztokrol, hanem akar valos iddben tudjuk megvizsgalni a fogyaszto viselkedését, attitiidjét és
érzelmeit, €s igy valds idOben tudunk reagalni is ezekre a komplex folyamatokra. Errdl a folyamatrol
szamol be példaul Andrejevic (2019), aki szerint egy olyan tarsadalom felé haladunk, ahol a kényelem

nagyon fontos és ezért a vallalatok szdmara egyre szamottevébb a sokoldalu adatgylijtés, hogy a
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fogyasztok szdmara a lehetd leginkdbb optimalizalt élményt lehessen biztositani. Ezt a jelenséget
Andrejevic (2019) egy ugynevezett megfigyeld gazdasagként jellemzi, ami magaba foglalja a

folyamatos €s sokoldala, szdmos csatornara kiterjedé adatgytijtést.

De nem elég az adatokat csak gytijteni, azokat elemezni és értelmezni is kell. Ebben tud segiteni
a gondolkodo mesterséges intelligencia, példaul klaszterezés keretein beliil képet tudunk alkotni,
arrol, hogy milyen szegmentacids felosztassal tudnank legjobban lefedni a piacot és hogyan tudnank
novelni a személyre szabhatdsagot (Ricotta & Costabile, 2007).  Ezeket az algoritmusokat a 3.

fejezetben részletesen is fogom majd targyalni.

Az érzo mesterséges intelligencia segitségével értelmezhetiink olyan folyamatokat, amik a
fogyasztokon belill jatszodnak le és nehezebben szamszeriisithetok, vagy egyszerlien nem
szamszerUsithetok. Ilyen kvalitativ elemzési feladat lehet a Natural Language Processing (NLP),
amely sordn megprobaljuk az emberi nyelvet leforditani a gépek altal értelmezhetd strukturara. Ezek
utan kiilonféle - a mesterséges intelligencidra ¢épiild - algoritmusok segitségével probalunk
kovetkeztetéseket adni a fogyasztok érzéseire azaltal, hogy az altaluk megfogalmazott gondolatokat
(példaul internetes hozzéaszolasokat) elemezziik, és egy képet probalunk kapni arrél, hogy milyen
belsd folyamatok jatszodnak le a fagyasztdinkban (Luisa, Mariangela, & Pierluigi, 2004). Tegyiik fel
példaul, hogy van egy termékiink, amit az amazon.com-on keresztiil forgalmazunk. Egy ideje mar
jelen van a piacon €s az Amazon platformjan szamos értékelés érkezett be a termékkel kapcsolatban.
Ezeket az értékeléseket kiilonbdzd csoportokba lehet sorolni (1-5 csillag, ahol 5 csillag a legjobb
értekelés, 1 pedig a legrosszabb, illetve az értékelés mellé megjegyzést lehet flizni). Azt szeretnénk
megtudni, hogy példdul az 1-es értékelésre milyen szavak jellemzdek, milyen érzések alakultak ki a
fogyasztokban. Ezt gépi tanulas segitségével el lehet érni és elemezhetévé lehet tenni a széveges
adatot. Az NLP-s moddszereken keresztul szofelhSket tudunk alkotni a kilonb6zd értékelési
kategéridkhoz. Példaul képesek lesziink alkotni egy széfelh6t, ami jellemzi az 1 csillagos
értékeléseket, ezaltal tudunk kapni egy képet arrdl, hogy milyen problémaba (tkozhettek a
fogyasztok, és késGbb nagyobb fokuszt adhatunk ezeknek a problémaknak. Am nem csak ez az egy
teriilet, ahol kiemelked6 lehetdségeket biztosit az ugynevezett social listening. Ha jobban meg
szeretnénk ismerni fogyasztdinkat, esetlegesen azt, hogy milyen problémakkal kizdenek, miket
szeretnek, nem szeretnek, mi az, amit értéknek taldlnak, abban mind segiteni tudnak szdmunkra az
NLP alapu algoritmusok: ramutatnak arra, hogy milyen kontextusban emlitik a fogyasztéink a

markankat, termékeinket, vagy milyen érzelmek jellemzik az értékeléseiket (Piris & Gay, 2021).



2.2 STP ES A MESTERSEGES INTELLIGENCIA KAPCSOLATA

A mai vilagban a szegmensmarketing mar Onmagaban nem elegendd, a klasszikus
szegmentacios folyamatot sziikséges finomhangolni, ezért is emeli ki Hunag és Rust (2021) azt, hogy
a fent emlitett mechanikus, gondolkodo és érzé mesterséges intelligenciat a stratégiaalkotasba is
sziikséges beépiteni a mar jol bevalt STP folyamat 10j szintre emelésével. Az STP harom
kulcsfontossagu dontést hordoz magaban a szegmentalast, a célcsoport meghatarozasat, és a
pozicionalast. Ez egy jo keretrendszert tud adni a kiilonb6z6 mesterséges intelligenciara alapozott

algoritmusok besoroldsara.

A szegmentdlds sordn a célunk az, hogy kiilonbozé fogyasztdi csoportokat tudjunk
elkiiloniteni egymastol, hogy a késdbbiekben ezen fogyasztoi csoportok némelyikére kiillonbozd
stratégiat tudjunk kidolgozni. A mechanikus mesterséges intelligencia megfeleld tud lenni erre a
feladatra, ugyanis képes arra, hogy mintazatok és szegmenseket, csoportokat beazonositson.
Megfeleld adatmennyiséggel akar olyan kis méretli halmazokat is 1étre tudunk hozni, hogy bizonyos
fogyasztok szdmara az egyedi és személyre szabott élmény latszatat tudjuk biztositani, amely
segitségével egy sokkal erdsebb érzelmi reakcidt tud kivaltani a fogyasztobol a vallalat, amely példaul
hosszutavu elkotelezodéshez és lojalitashoz is tud vezetni. Erre j6 példa lehet a biztositasi piac, ahol
a finom szegmentaci6é hatdsdra sokkal jobb ajanlatokat tudunk biztositani a fogyasztd igényeire
Osszpontositva (Yum, Yoo, & Lee, 2022). P¢ldaul ilyen lehet az utas biztositas személyre szabasa,
olyan szegmentalt lehetéségek mentén, amin keresztiil a fogyasztd meg tudja taldlni szdmdara az

optimalis utas biztositast.

A pozicionalas soran el akarjuk helyezni a termékiinket a fogyasztod fejében. A mesterséges
intelligencia ebben is tud segiteni. Itt akar Hunag és Rust (2021) altal felallitott modell alapjan egy
olyan fajta megkdzelitést is meg lehet emliteni az egyik ilyen megkdzelités a gondolkodo mesterséges
intelligencia, ennek segitségével elemezni tudjuk a fogyasztoi szegmenseket mélyebben, példaul és
egy diverzebb pozicionalasi stratégiat is tudunk alkotni (Hassan & Tabassum, 2018). Ezt a folyamatot
az érz0 mesterséges intelligencia segitségével fel lehet erdsiteni, azzal, hogy ezekhez a

szegmensekhez érzelmi elemeket is tarsitunk ezt esetleg szentiment analizissel lehet elérni.

2.3 A 4P, VALAMINT A 4E KAPCSOLATA A MESTERSEGES INTELLIGENCIAVAL

Az STP stratégidk mellett Hunag €s Rust (2021) a 4P teriiletére, vagyis a marketing mixbe is
belehelyezi a mar fent emlitett hirom mesterséges intelligencia tipust. A marketing mix mind a négy
- atermék (product), ar (price), értékesitési csatorna (place), €s a prom6ciobdl (promotion) - teriiletére

szamos példat mutatnak, hogy a mesterséges intelligencia hogyan tudja segiteni a kiilonb6zo
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marketing eszkdzok hasznalatat. Ne felejtsiik el azonban, hogy a digitalis tér 1étrejottével a fogyaszto
egy uj mddon jelenik meg, egy tigynevezett mesterséges imazst hoz létre onmagarol, €s sokkal jobban
képes szabalyozni a koriilotte mozgd digitalis vildgot. Tulajdonképpen egy 0j egyén, 0j személy, 0]
énképpel valik beldle, aki szabadon formalja azt a vilagot, amit 6 alkot maganak az online térben.
Elményekkel veszi koriil magat, és jo szinben szeretne feltiinni a digitalis tarsadalomban, ezért is
formalja a vilagat (Freedman, 2019). A digitalis térben jobban ki tudja fejezni 6nmagat, mint a
fizikalis térben, és szabadabba valik. Am ennek az 4j fogyasztonak éra is van, mivel a digitélis térben
hatalmas a zaj és nagyon sok az impulzus, ezért nehéz megszerezni ezt az Ujfajta fogyasztot. A
digitalis térben az egyszerlibb, klasszikus 4P marketing mix felfogas mar kevésnek bizonyul (product,
price, place, promotion), és egy tigy mix stratégia veszi at a helyét, hogy jobban biztositva legyen a
zajbol valdo kiemelkedés. Ez a marketing mix modell a 4E (experience, exchange,
everywhere/everyplace, engagement/evangelism). A modellt Brian Featherstonehaugh, az Ogilvy
One Worldwide elndke ¢és vezérigazgatdja mutatta be, és célja az ujkori, digitalis fogyasztd jobb
megértése és hatékonyabb kiszolgalasa (Aditya, 2020). Mindezek miatt a kdvetkezdekben kitérek
arra is, hogy hogyan lehet alkalmazni a mechanikus, a gondolkodd és az érzé mesterséges
intelligenciat a 4P mixben, majd elemzem azt is, hogy esetlegesen ezt a keretrendszert hogyan lehet

athelyezni az a modern fogyasztora jobban il16 4E marketing mixbe.

2.3.1. Termékpolitikai megoldasok (Product — Experience)
Product:

A terméket Hunag ¢€s Rust (2021) keretrendszere alapjan a mesterséges intelligencia tobb
modon is tudja fejleszteni. A mechanikus mesterséges intelligencia tud segiteni a terméktervezési
folyamatokban, ilyen lehet az, hogy egy-egy cég esetlegesen a fogyasztéi igények alapjan
automatizalva késziti el a termék logdjat vagy a csomagolés dizdjnjat. Erre emlithetjiik példanak a
Nutella altal alkalmazott termékpolitikai dontést, amin keresztiil a termékiik csomagolasat
mesterséges intelligencia segitségével a fogyasztoi igényeknek megfelelden szines és kreativ

csomagolasba oltoztették (Aouf, 2017).

A gondolkodo mesterséges intelligencia segitségével kiilonboz0 elemzéseket €s piaci
trendeket értelmezhetiink, amiket bele tudunk épiteni termékstratégiankban. Ilyen lehet példaul az az
eset, amikor egy autdgyarto vallalat gondolkod6 mesterséges intelligencidt hasznal a termék tervezés
soran, aminek kovetkezményeként be tudja épiteni azokat a célpiaci trendeket és igényeket, amiket a
fogyasztok tdmasztanak a termeékfejlesztések soran ezaltal jobban kiszolgdlva és eldzetesen

megtippelve a fogyasztok igényeit (Griithn et al., 2019). Az érzo mesterséges intelligencia egy hidat



tud képezni az tigyfelek és a termék kozott. Ez a hid ugy jelenhet meg, hogy iddével beleépitjiik a
fogyasztdi bazis érzelmi profiljat a termékiinkbe €s igy a termékiink asszociacioba tud keriilni azokkal
az értékekkel, amiket a fogyaszto preferal. Erre nagyon sok jo példa van, egy ilyen példa tud lenni az
IKEA altal inditott kampany, ami a ndk elleni erdszakra (domestic violence) prébalta felhivni a
figyelmet, mivel vésarloik nagy részét csaladok teszik ki ezért is zsenialis egy kampany, ami képes
érteket adni és érzelmeket megszolitani. Az érzd mesterséges intelligencia segitségével ehhez,

hasonl6 érzelmi dimenzidkat konnyebb felfedezni megkonnyitve ezzel az épitkezési folyamatot.
Experience:

A 4E modellben a termék (product) atvaltozik ¢élményre, a fogyasztok egyre kevésbé
kiilonboztetik meg a terméket és a szolgaltatast. Az egyszerli hatar a termékek és a szolgaltatasok
kozott lebomlott és a fogyaszté komplex élményekre vagyik, hogy jobban ki tudjon teljesiilni,
onjutalmazni, Onkifejezni. Egy terméknek valamilyen szolgéltatast kell nyujtania, és minden
terméknek valamilyen kulcsfontossagu észlelhetd elénnyel kell rendelkeznie, ilyen példaul Johnson's
Baby, amely ugyan fizikai termékeket kinal, de mellette tamogatést is nyujt az anyanak arra, hogy
hogyan fejlessze a gyermek érzékeit (Aditya, 2020). Lathato, hogy igy a Johnson’s Baby nem csak
egyszerlien egy terméket ad a piacra, hanem a gyermekneveléssel kapcsolatos €lményt, és biztonsagot
is hozza épiti a termékéhez igy megfeleld élményt és értéket biztositva az anyukdk szadmara. Az ilyen
élményeket relativ nehéz megteremteni, ezért is fontos a mesterséges intelligencia, és azon beliil a
fogyasztoi preferenciakkal kapcsolatos adatok gyljtése, elemzése, hogy egyediilalld és a
fogyasztohoz kozeldllo élményt tudjunk biztositani. MI-t hasznalé megoldas lehet példaul egy
repjegyeket arusité weboldal szempontjabdl, ha a jegy mellé ttiterveket és programokat generalni az
adott uticéllal kapcsolatban ezzel javitva a fogyasztd élményét. ilyen példaul a KAYAK, ami segit a
felhasznalonak repjegyek vasarlasaban, hotelek foglalasdban, teljes, komplex dutitervek
elkészitésében (Manhas, 2023). A gondolkodo mesterséges intelligencia tud segiteni a kiilonféle
repjegy csomagok Osszedllitisaban a fogyasztoi igényekre reflektalva. Az érzéd mesterséges
intelligencia pedig abban tud segiteni példaul, hogy egy online vasarlasi folyamat soran megfigyeli
a fogyaszto viselkedését és hogyha ugy érzékeli, hogy a fogyasztd frusztralttd valt vagy elakadt a
vasarlasi folyamat soran, akkor egy chatbotot kiild a véasarld segitségére, hogy tovabb Iéptesse a

fogyasztot a vasarlasi folyamatban.

2.3.2 Arpolitika (Price - Exchange)

Price:



Az érazasban a mesterséges intelligencia is kiilonb6zé modon is tud segiteni a kordbban
emlitett harmas struktirat is figyelembe véve. A mechanikus mesterséges intelligencia az arképzési
feladatok ellatadsaban kap szerepet azaltal, hogy segit a kiilonbozd fizetési modszerek
automatizalasaban. Ilyen lehet példaul a TESLA altal hasznalt arképzési stratégia, amiben a
mechanikus mesterséges intelligencia segit reagalni a piaci valtozasokra €s a versenytarsak arazasi
vasarlok szamdara is (Candelon et al., 2022). Ez a fajta arképzés a dinamikus arazas, amely
folyamatosan fligg a kereslettdl és a kinalattol, idoben valtozik és egy mechanikus algoritmus alakitja
ki ezeket a valtozasokat (Danyi, Rekettye, & Veres, 2020). A gondolkodo mesterséges intelligencia
az arak dinamikus beallitasan til a személyre-szabasaban is tud segiteni, ilyen megoldas lehet példaul
egy repiildjegy foglalasi platformon 1évo dinamikus arazas, ahol a mesterséges intelligencia elemzi a
repiiléjegy arak valtozésait, valamint a felhasznalok preferenciait és ezéltal egy a véasarlo szdmara
optimalis arat tud szabni. Ez azt is jelentheti példaul, hogy az algoritmus eldrejelzi, hogy kik lehetnek
a potencialis tigyfelek, akik tobbet is hajlandoak fizetni egy jegyért, és kik lehetnek azok, akik
szdmara érdemes inkabb kedvezményesebb arakon nyujtani a szolgaltatast. Az érzd mesterséges
intelligencia a kiilonféle aralkuk kezelésére lehet optimélis megoldas, ahol nagyon jelentds szerepet
tud jatszani az érzelem, a fogyasztok érzései és a megfelel6 kommunikacié is. Ezen esetekben a
vasarlasi folyamatot erdsen befolyasold tényezoként tekinthetiink arra, hogy a fogyasztd is
megelégedve legyen az arral és ne érje Ot érzelmi csalodas mert ez hosszatavon a fogyaszto lojalitasat

is képes befolyasolni a markékkal és termékiinkkel kapcsolatban.

Exchange:

A 4E modellben a termék ara (price) atalakul és egy cserefolyamatként (exchange) jelenik
meg. Sok marka ma mar nem csak az ar alapjan kell, hogy értéket nyljtson a fogyasztoinak. Ki kell
emelkedniiik az erds zajbol és olyan, akar tarsadalmi értékeket kell képviselniiik, amik a fogyasztoi
szamara elengedhetetlenek. Ezért is sokkal komplexebb ez a tényezd, mint egy egyszerii 4r, amivel
felhivjuk a figyelmet. Sokkal kétoldalibba valik ez a folyamat és a fogyasztd még inkabb a
kozéppontba keriil, azzal, hogy az 6 figyelme, érzelmei, értékei is beépiilnek ebbe a cserefolyamatba.
Szamos esetben megfigyelhetd az, hogy a nagyobb vallalatok aktiv szerepet vesznek fel a
tarsadalomban, és kozosségi értékeket képviselnek, példaul a globalis felmelegedéssel €s hasonlo
fenntarthatosagi kérdésekkel foglalkoznak. A klasszikus arpolitika helyetti értékcserek-folyamatra jo
példa lehet a Zomato szolgaltatasa, amely fogyaszt6 szamara nem keriil semmibe, csak a személyes
¢telpreferencidkkal (kedvelések €s nemkedvelések) kapcsolatos informacidkat kéri el. Ebben az

esetben a fogyasztok nagy értékii személyes informécidikat cserélik el olyan szolgéltatasokeért,
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amelyek szamukra teremtenek értéket, a cég szamara pedig a mesterséges intelligencia bemenetét
tudjak nyujtani (Bye bye 4Ps, hello 4Es, 2015). Az érték csere- folyamatnak a megtervezésében is
tobb ponton tud segiteni a mesterséges intelligencia. A mechanikus mesterséges intelligencia a
rutinszerl tranzakciok ¢és az ligyfélkozi interakciok felgyorsitdsara €s automatizalasara alkalmas. A
chatbotok hasznalata tdimogathatja a rendelés feldolgozast €s az iigyfelek egyéni kéréseinek kezelését,
arazasat, a nyujtott arajanlat személyre-szabasat, ami javithatja az értékcsere-folyamat hatékonysagat.
A gondolkodo mesterséges intelligenciat fel tudjuk hasznalni az ligyfél adatok és viselkedés
elemzésére, ezzel akar a kommunikacios folyamatunkat személyre tudjuk szabni és egyértelmiibbé
tenni az értékcsere folyamatot. Az érzd mesterséges intelligencia ugyancsak tobb lehetdséget ad az

érzelmek beépitésére az értékcsere-folyamatba.

2.3.3 Ertékesitési politika (Place- Everywhere/Everyplace)

Place:

A harmadik P az a place, vagyis az értékesitési csatorna. Ez is egy nagyon fontos és kritikus
pont, hiszen a 4P-nek ez az a pontja, ahol dontés sziiletik arrdl, hogy a termék hogyan és milyen
modon jut el a fogyasztohoz. Ennek nem optimalis megvalasztdsa, a késdbbiekben olyan problémakat
is tud okozni, hogy a fogyasztd nem képes hozzaférni a termékhez, csak olyan moédokon tud
hozzéajutni, ami kényelmetlen szamara. Ezek alapjan hosszi tdvon akar el is partolhat
termékiinkrdl/szolgaltatasoktol, és olyan mas markékat valaszthat, amiknél a hozzéaférés sokkal
kényelmesebb és kevésbé leterheld szdmara. Ezért is nagyon fontos az optimalis dontések
meghozatala az értékesitési csatorndkat illetden. Ebben is nagyon sokat tud segiteni a mesterséges
intelligencia. A mechanikus mesterséges intelligencia példaul segithet egy e-commerce cégnek a
rendelések ¢és szallitasok optimalizalasaban, megfeleld utvonaltervezésben ezaltal a szallitdsok
hatékonyabb véghezvitelében, erre jo példa az Amazon, aki mesterséges intelligencia segitségével
ujra gondolta az értékesitési csatorna jelentdségét ezzel elnyerve magéanak egy nagy piaci részesedést
(Anh, 2019). A gondolkodo mesterséges intelligencia sok mddon hozzajarulhat a vasarlasi procedura
kényelmessé tételében, esetlegesen ilyen megoldas lehet az AmazonGO altal alkalmazott teljesen
automatizalt boltok, amelyek példaul képesek segiteni a fogyasztoknak a termékek megtalalasaval
ezaltal gordiloképesebbé tudjak tenni a fogyasztasi folyamatot (Wankhede, Wukkadada, & Nadar,
2018).

Everywhere/Everyplace:

Az értékesitési csatorna (place) atalakul, és a vallalatnak, nem csak bizonyos értékesitési

csatornakon kell jelen lennie, hanem fel kell térképeznie az Osszes értékesitési csatornat és minden a
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fogyasztoi szamara jelentOs helyen ott kell lennie, hogy el tudja érni 6ket ebben a zajos kérnyezetben.
Ez maga egy nehéz folyamat hiszen mint mindennapi emberek mi is tudjuk, hogy az internet az
emberi érzékeket sok esetben tiltdlti, hiszen mindenhonnan jon az impulzus és az Gj informacio. “A
vasarlok vasarlasi utia mar nem diktalhato, és tobb tényezo, mint a kényelem és a személyes
preferencia alapjan valasztiak meg *“ (Aditya, 2020). Ezért nagyon fontos az, hogy maga a stratégia
¢s a kommunikacié is optimalis legyen. Ebben is segitséget nyujthat a mesterséges intelligencia,
hiszen kiilonb6z6 technikékkal, mint példaul a szentiment analizis, sokkal pontosabb képet tudunk
adni arrdl, ami a fogyaszto fejében jarhat, vagy még ilyen technika a reach (elérés) és reakciok
figyelése tartalmainkkal kapcsolatban. Ezek alapjan probalunk kialakitani egy képet arrdl, hogy hol
¢s mikor, mivel, és hogy tudjuk elérni a célkdzonségiinket. Fontos még azt is kiemelni, hogy ez az
ujszerl fogyaszt6 nem feltétleniil a megszokott modon fogyasztja az interneten fellelhetd informaciot.
Megjelenik egy ugynevezett olyan jelenség, aminek a neve az, hogy multi-screening. Ez a jelenség
azt foglalja magaba, hogy ez az ujszerli fogyasztd egyszerre tobb képernydn is fogyaszt tartalmat
legyen az akar 2-3 is egyszerre. Erre egy remek példa az, hogy példaul a fogyasztd telefonon néz
hirdetéseket, és ha talal valamit, ami a szdmara tetszetds, akkor atvalt egy masik eszkozre és ott
folytatja tovabb az informacid gylijtést, vagy kiegésziti az informécio gyiijtési folyamatot egy masik
eszk6z bevondsaval. Ezért kiemelkedd szerepet kap ebben az ujszerli marketing megkozelitésben az
omni channel marketing. Az omni channel marketing 1ényegében online és offline marketing
technikékat 6tvoz egybe, azért, hogy a fogyasztd szamara egy konzisztens €lményt €s jelenlétet tudjon
biztositani. Fontos kiemelni azt is, hogy egy j6 omni channel stratégia lényege az, hogy egyszerti és
konnyl atvaltast biztositson a online és offline tér kozott. Egy kiemelkedd stratégia ezen a teriileten
képes konnyedén €s invitaldan végig vezetni a fogyasztot a fogyasztas kiillonbozo tazisain, ugy, hogy
az ¢lmény folyamatos marad szamara. Az Asian Paints nagyon jo példa erre. “A4 vallalat tudta, hogy
csak a kiskereskedelmi szegmensben valo jelenlétével nem tud jelentos novekedést elérni. Kiilonbozo
sikeres marketing technikakat vezettek be, és eljutottak a vasarlokhoz olyan csatorndkon keresztiil,
mint hirdetések, mobilalkalmazasok, TV reklamok és YouTube hirességek videdi. Ennek
eredményeként az Asian Paints most az indiai piaci aréndaban vezeti a versenyt* (Aditya, 2020). A
gondolkodo mesterséges intelligencidt itt gy tudjuk felhasznalni, hogy ezen keresztiil megprobaljuk
megérteni a vasarlok viselkedését és preferenciait kiilonb6zd érintési pontokkal kapcsolatban, igy
akar jobban személyre tudjuk szabni a vallalattal kapcsolatos interakcid folyamatat és akéar a
fogyasztok egy sokkal személyre szabottabb titon vehetnek részt a fogyasztas folyamataban (Walsh,
2018). Ez azért lehet fontos mert igy a vallalat egy sokkal személyre sz6l6bb élményt tud biztositani
a fogyasztonak. Ilyen megoldds lehet példaul egy weboldal tartalmanak optimalizélasa,
mobilapplikacié funkcidinak moddositasa vagy esetleg a vallalat kozosségi média tartalmainak a

fogyasztoi igényekre vald atformalasa (Abi, Zakraoui, & Benahmed, 2021). Az érzé mesterséges
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intelligencia képes lehet arra, hogy fokozza az érzelmi kapcsolatot kiillonb6zd érintési pontokon.
Ilyen lehet egy olyan mesterséges intelligencia alkalmazésa, ami képes igazodni a fogyaszto érzelmi
allapotahoz, és ahhoz megfeleld kommunikacioés stilust 61t magara, igy kiszolgalva a fogyaszto

érzelmi dimenziojat.

2.3.4 Reklampolitika (Promotion- Engagement/Evangelism)

Promotion:

A 4P legutolsé eleme a promdcio, ami azokat a tettleges folyamatokat foglalja magaba amik
soran a piaci jelenlétiinket sugdrozzuk a fogyaszté felé. A modern vildgban a promdcionak
kiemelkedd szerepe van, hiszen ezen keresztil tudjak megismerni a fogyasztok
termékiinket/szolgaltatdsunkat. A nem megfeleld promodcio kovetkezménye, akar az is lehet, hogy a
fogyasztd szamdra nem elég személyre sz610, igy nem tudja megmutatni a termék/szolgaltatas értékét
ezért nem marad meg benne, ilyen probléma lehet még az hogyha nincsenek meg azok az érzelmi
elemek és az a komplexitds, amit a fogyasztdé megigényel, hogy értékként kezelje
termékiinket/szolgaltatdsunkat. Ezeknek kovetkezménye akdr mas terméket/szolgéltatast valasztasa
lehet. Emellett a promoécios tevékenység nagyon magas koltségekkel is tud jarni ezért nem elég
véletlenszertien promotalni termékiinket/szolgaltatasunkat, hanem a promotalasnak egy jol kitervelt
Osszecsengl tevékenységnek kell lennie, ami képes értéket kommunikdlni a fogyasztod felé,
megszolitani 6t érzelmi szinten €s optimalis valasztasként kitlinni a tomegbdl. Mint ahogy lathato ez
egy nagyon Osszetett folyamat, aminek optimalis véghezviteléhez mély ismeret kell a fogyasztokrol.
A mesterséges intelligencia ebben is szdmos lehetdséget tud adni. A mechanikus mesterséges
intelligencia, akéar olyan modon is tud segiteni, hogy a marketing kampéanyon beliil bizonyos
paraméterek alapjan a tartalom generdlasi folyamatok automatizalhatok vele, ami segitségével
rendszeresen optimalis tartalmat tudunk biztositani fogyasztdink szamara ezzel hosszl tdvon lekotve
figyelmiiket (Reisenbichler, Reutterer, Schweidel, & Dan, 2022). Ezen relevans tartalmakon keresztiil
meg tudjuk szolitani az ¢érzelmi dimenzidjukat is. A gondolkodo mesterséges intelligencia
segitségével esetlegesen elemezhetiink piaci trendeket és ezeket beépitve az elézdben leirt
megkozelitési modba folyamatosan generalhatunk tartalmakat, amik igy dinamikusak maradnak a
fogyasztoink igényei szamara. Az érzo mesterséges intelligencia figyelemmel tarthatja a fogyaszto

reakcioit €s viselkedését ez alapjan modosithatja a tartalmakat.

Engagement/Evangelism:

Ez nagyrészt a marka iranti szeretet eldsegitésérdl és a relevanciardl szol. “Egy olyan

fogyaszto, aki szereti a markadat, sokkal értékesebb, mint egy teljes kampany, amely promdtalja a
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markadat, ez a fogyaszto beszélni fog a markadrol sok mas, hasonlo gondolkoddsu potencidlis
fogyasztonak, és még meg is gyozheti oket arrol, hogy a te fogyasztoid legyenek, olyan modon, amit
te sosem tudnal megtenni” (Bye bye 4Ps, hello 4Es, 2015). Itt is nagyon fontos felhozni azt, hogy
ebben mit is tud segiteni a Big Data. Social listeningen, és kiilonféle tartalmak teljesitményének a
monitorozasan keresztiil (like szdmok, reakciok, kommentek, megosztasok figyelése), optimalizalni
tudjuk a tartalmakat, és olyanra szabni dket, amilyennek a fogyasztoink szeretik, ezzel nagyobb
elkotelezOdést elérve, folyamatosan relevansak tudunk maradni szdmukra és kapcsolatot tudunk
épiteni veliik. Itt is nagyon sok lehetdséget tud biztositani a mesterséges intelligencia mind a 3
dimenzion keresztiil. [lyen megoldas lehet egy mechanikus mesterséges intelligencia szempontjabol
az a megoldas, hogy bizonyos tartalom orientélt tevékenységeket automatizalunk. Ilyen megoldas
lehet kiilonféle e-mail marketing kampanyok automatizalt lebonyolitasa (Babet, 2020). Erre egy jo
példa a tipikus hirlevél, ami folyamatosan t4jékoztatja a fogyasztot az ujdonsadgokkal kapcsolatban és
igy nem marad le és ezaltal nem érzi magat lemaradva és vagy kihagyva az ujdonsagokbol. A
gondolkodo mesterséges intelligencia itt esetlegesen olyan segitséget tud nytjtani, ami segit a
fogyasztéi preferencidk mélyebb megértésében ezaltal a vallalat képes lesz tartalmat jobban
személyre szabni és ezaltal folyamatosan relevans maradni a fogyasztd szamara (Khan, 2023). Az
érzd mesterséges intelligencia itt olyan segitséget tud nyujtani, hogy fokozza a fogyaszté érzelmi
elkotelezettségét a vallalattal kapcsolatban. Ilyen megoldés lehet a kiilonb6z6 koézosségi média

platformokon keresztiil valo fogyaszto-vallalat interakciok figyelése.

2.4 HOGYAN EPUL BE A GEPI TANULAS A VALLALATI DONTESBE?

A mesterséges intelligencidn beliil fontos kiemelni a gépi tanulast, mint intelligens megoldést
a marketing feladatok ellatasara. Maga a gépi tanulas egy eszkdztarat takar, aminek a célja az, hogy
adatok modellezésével, belatast tudjon biztositani komplexebb folyamatokba, és képesek legyiink ez
altal predikcidkat késziteni a jovovel kapcsolatban. A gépi tanulds a statisztika €s a programozas
eszkoztarabol épiil fel, és feladata az, hogy ne kelljen 1€pésrdl 1épésre utasitani magat a programot,
hanem képes legyen felismerni mintékat az elérhetd adatokbdl, és konkluziot tudjon levonni beldliik,
ami alapjan egy 0j adathalmazon kdvetkeztetéseket tudjon formalni és predikciok alapjan segiteni
magat az elemzést. Amikor gépi tanulasrdl beszéliink akkor modellekre gondolunk, amik a valos
vilagban torténd folyamatokat, probaljak reprezentalni a modelleken keresztiil, nagy mennyiségii adat
segitségével. A gépi tanulds segitségével, olyan komplex Big Data-val kapcsolatos feladatokat is el
tudunk latni, amit tradiciondlis elemzési metodusokkal képtelenek lennénk, maga az adathalmaz
komplexitasa és mérete végett. Gépi tanulést koriiloleld dontési folyamat az iizleti életben 1ényegében

3 16 1épésbal all, az iizleti problémabdl, az lizleti lehetdség felismerésébdl a megfogalmazodott
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helyzetben, és maga a tettleges akciobol, amit a vallalat produkal az el6z6 2 pont ismeretében. Ennek
implementalasaban a mesterséges intelligencia sziikségleteinek piramisa segit a piramis maga a
maslowi sziikséglet piramis alapjan épiil fel, ahol a felsobb szintek nem tudnak megjelenni anélkiil,
hogy az alsobb szintek ki lennének szolgaltatva maximalisan, tehat a vallalat csak gy tud
mesterséges intelligenciat alkalmazni effektiven, ha minden szintet ki tud szolgalni. Ezt a folyamatot

fogom bemutatni az 2. abran keresztiil.

MESTERSEGES INTELLIGENCIA SZUKSEGLETEINEK PIRAMISA

A Q MONITORING
- M.I. MODELL
ALKALMAZASA

KEZDETLEC

04 | UZLETI INTELLIGENCIA
KINYERESE

03 | ADATOK TISZTITASA

02 | ADATOK TAROLASANAK
TERVEZESE

o1 ADATOK GYUJTESE

()
oY nannyML
G

2. abra: MLL. alkalmazasahoz sziikséges lépések
Forras: Cools (2021) alapjan sajat szerkesztés

A legalso szinten az adatok gytijtése talalhato. Lényegében ez az 1. szint a Big Data vallalati
dontésekbe vald beépitésében. Ez a szint azzal foglalkozik, hogy hogyan tudunk kiilonb6z6
forrasokbol kinyerni adatokat, amiket majd késébb a vallalat fel tud hasznélni. Mivel nem elég csak
Osszegyljteni az adatokat, tarolni is kell 6ket, ezért a 2. szint azzal foglalkozik, hogy az 6sszegylijtott
adatokat hogyan lehet megfeleld és megbizhaté formaban tarolni a késdbbi felhasznalas végett. Egy
példa elejéig tegylik fel, hogy egy zenemegoszto szolgaltatdsunk van. Ez egy freemium (a hasznélat
ingyenes, de reklamokkal van tele, a prémium verzid mentesiti a felhasznalot a reklamoktol, és mas
elonyokkel is ellatja 6t példaul korai hozzaférés ij albumokhoz) alapon miik6do vallalkozas, aminek
van applikacids és webes verzidja is. Ebbdl a két forrasbol gyiijtiink adatokat a fogyasztokkal

crer

ideje, eldfizetés kezdete, Gjra véasarlasok szdma, haszndlat intenzitasa, lemondta-e az eldfizetését,
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platformon eltoltott id6, kedvelt zenék, kovetett zenei eldadok stb. Ezeket a gytijtott adatokat kell

majd tarolnunk és rendszerezniink egy adatbazisban.

A piramisnak a 3. szintje magéval az adatok el0készitésével foglalkozik, mivel az adatok jelen
pillanatban csak tarolt és nem tisztitott formaban vannak, ezért ennek a szintnek az a feleldssége,
hogy eldkészitse az adatokat a 4. szint sziikségleteinek megfelelden. Itt a példankkal élve vegyiik azt
a feladatot, hogy a gytijtott adatokat kell az elemzésnek megfeleléen el0készitenlink, hogy majd a
késObbi elemzeEs soran értékes a vallalat szamara hasznos informaciot kinyerjiink. A 4. szint maga az
adatok elemzésével foglalkozik és azzal, hogy az adatok vizsgélataval értékes trendeket egyéb
problémakat, ¢s iizleti lehetdségeket tarjon fel, amiket majd kés6bb gépi tanulassal értékesiteni lehet.
Ez az a pont, ahol maga az iizleti probléma felfedi magat és az, ahol az {izleti lehetdséget is fel lehet
mérni. Példankat folytatva tegyiik fel, hogy az adatokbdl megdllapitottuk, hogy egyre tobben
lemondjék a feliratkozasukat a zenemegoszto szolgaltatasunkon. Ez lenne maga az iizleti probléma.
Az iizleti lehet6ség viszont az lenne, hogyha csokkentjiik a leiratkozasok szamat X%-al, akkor a
vallalatunknak Y%-al n6 a bevétele. Nem elég csak ennek a két ténynek az ismerete, kell egy
megoldast is talalni, amivel magat az iizleti lehetdséget értékesiteni tudjuk. A példa vetiiletében most
ez a tettlegesség (megoldas), vagyis az iizleti lehetdség értékesitése, hipotetikusan egy olyan modell
kidolgozasat igényelné, ami bizonyos inputok alapjan képes beazonositani azokat a fogyasztokat,
akik valoszintileg le fognak iratkozni. Ezeknek a fogyasztoknak ismeretében majd a késébbiekben
egy a fogyasztok megtartdsara iranyuld stratégia keretében képesek lennénk 6sztonzoket kiildeni,

kedvezményt a kdvetkezd havi dijra, vagy e-mailen keresztiil biztatni dket a tovabbi hasznalatra.

Az 5. szint az, ahol maga a gépi tanulds el6szor szoba jon. Ez a szint az, ahol maga az
adattudomany igazan megmutatja mire is képes, hiszen ez az a szint, ahol maga a vallalat elindul a
tettleges megoldas kidolgozasa és késObbiekben a modell implementalasa felé. Itt jon szoba maga a
fent emlitett modell prototipus megalkotasa, a prototipussal valo A/B tesztek. A példaval €élve ezen a
szinten elkezdddik az a prediktiv modell megtervezése, ami képes a fogyasztok leiratkozasi
valoszinliségének meghatarozasara, majd a modell prototipus megalkotasa és tesztelése A/B tesztek
keretében, végiil a konkluzié alkotas. Ha a modell sikeresen kiéllta a probat, akkor jon szoba csak a
6. szint. Ez a szint maga a modell alkalmazasa. El6szor kis fogyasztoi kdrnyezetben, és ha élesben is
jol miukodik akkor majd a késObbiekben vald felskdlazdsa. A 7. szint a modell folyamatos

megfigyelése, kontrollja, és csiszolasa.
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3. GEPI TANULASI TECHNIKAK

A mesterséges intelligencia egy gylijté fogalom, ami olyan programokat és gépeket takar,
amik képesek az ember altal definialt intelligens viselkedésre. A mesterséges intelligencia egyik
valfaja az a gépi tanulds. A lent 3. abrabol is jol latszik az az allitas, hogy minden gépi tanulés
mesterséges intelligencia, de nem minden mesterséges intelligencia gépi tanulds, és ez az kifejezés

atvihetd a mélytanulasra is.

MI — mesterséges intelligencia
(angolul: Al, artificial intelligence)

GT — gépi tanulas
(angolul: ML, machine learning)

MT — mélytanulas
(angolul: DL, deep learning)

AT — adattudomany
(angolul: DS, data science)

3. abra: MLI. és stratégiai marketing dontések
Forras: Kenczler (2020)

A gépi tanulason beliil elkiilonithetiink tradicionalis gépi tanulasi megoldasokat, illetve mély
tanuldsi megoldasokat. A tradiciondlis gépi tanuldsi problémak legtobbszor egyszeriibb
algoritmusokat hasznalnak és akkor optimalisabbak hogyha kevesebb adat all rendelkezésiinkre,
illetve, ha nagy hangsulyt akarunk helyezni a modell értelmezhetdségére ennek az arnyoldala pont
az, hogy modelljeink kevésbé lehetnek pontosak, mint egy mély tanulasi modell. A tradicionalis gépi
tanuldsi modszereket a legtobb esetben strukturalt adatra lehet alkalmazni. Ezzel ellentétben a mély
tanulas akkor lehet optimalis hogyha nagy mennyiségli adat all rendelkezésre, az adat strukturalatlan

¢s nagyon szeretnénk arra fokuszalni, hogy a modelliink minél pontosabb predikciot alkosson. A mély
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tanulasi modok sokkal komplexebbek és interpretalasuk sokkal nehezebb, mint a tradicionalis gépi
tanuldsi modelleknek &m mint ahogy emlitettem sokkal pontosabbak tudnak lenni kell6 mennyiségii

adat mellett.

Logisztikus
regresszié

Linearis regresszié

Klasszifikacié

Supervised learning

Random
forest

Déntési fa
Klaszterezés

e A Unsupervised learning Anomalia detekcié
Gépi Tanulas

Asszociacié keresés

\' Reinforcement learning

Natural Language
Processing (NLP)

Mélytanulas (Deep Learning)

Computer Vision

4. abra: Gépi tanulasi médszerek osztilyozasa
Forras: sajat szerkesztés

A kovetkezdekben célom az, hogy bemutassam a legnépszeriibb gépi tanuldsi technikékat,
roviden jellemezzem azokat és a marketing vonatkozasaban torténd alkalmazasuknak lehetdségeit
bemutassam hipotetikus példakon keresztiil, viszont a matematikai jellemzéstdl és a reinforcement

learning-tdl eltekintek, illetve az unsupervised learning-en beliil csak a klaszterezésrdl ejtek szot.

3.1 TRADICIONALIS GEPI TANULAS

A tradiciondlis gépi tanulds segitségével a mar a 2. fejezetben emlitett mechanikus
mesterséges intelligencia feladatai tudjuk elvégezni ezek az algoritmusok segitenek az olyan
problémak megoldasaban, mint példaul a klasszifikacio a klaszterezés vagy a regresszids feladatok
ellatasa. Ezek a megoldasok kdnnyen automatizalhatok és nem igényelnek komplexebb gondolkodo,

vagy érz6 mesterséges intelligencia feladatot.

3.1.1 Supervised learning

A supervised learning a gépi tanulds egyik mddszere, 1ényegében a modelleknek a célja az,

hogy a modellekhez hasznalt adathalmaz jellemei alapjan segitsenek megbecsiilni egy célvaltozot.
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Ezeket a modelleket sok esetben prediktiv modelleknek is szokas hivni, céljuk az, hogy minél
pontosabban meg tudjak becsiilni a célvaltozd értékét. Két népszerti fajtaja van az egyik a

klasszifikacid, a masik a linedris regresszio.

3.1.1.1 Linedris regresszio a marketing vonatkozdsaban

A linearis regresszid egy olyan gyakran hasznalt technika, amelynek segitségével egy
folytonos célvaltozé értékének elorejelzése torténik egy input (jellem) kombinacioé alapjan. Ebben a
modszerben a célvaltozo, fligg az inputoktdl, mig az input valtozok fiiggetlen valtozok. A folyamat
sordn egy olyan egyenes vagy feliilet illesztése torténik, amely minimalizdlja az eldérejelzett és a
tényleges kimeneti értékek kozotti kiilonbségeket, az egyszerli linearis regresszid kalkuldtorok
"legkisebb négyzetek" moddszerét alkalmazzdk a legjobban illeszkedd vonal vagy feliilet

meghatarozasdhoz (IBM, What is linear regression?, 2023).

Vegylink egy példat a marketing vonatkozasdban, mondjuk legyen egy adathalmazunk,
aminek segitségével, majd azt szeretnénk késdbb megbecsiilni, hogy egy 0j fogyasztd6 mennyit fog
kolteni az ittléte soran, tehat becslést szeretnénk adni a CLV-re (customer lifetime value), ami az adott
fogyasztohoz illik. Ebben az esetben a célvaltozonk a fogyaszté CLV értéke lesz. Ahhoz, hogy ezt az
értéket meg tudjuk becsiili a modell felhasznalja a mi input tényezd szelekcionkat az adathalmazbol
¢s azokat inkorpordlja a linearis regresszid modelljébe, tehat sulyokat ad nekik és felallit egy
regresszids egyenest. A regresszios egyenes alapjan, ha van 0j input csomagunk, tehat j fogyaszto,
meg tudjuk becsiilni, hogy mennyi lesz annak az 0j fogyasztonak a CLV-je, akihez az az adatsor illik.
Ez azért nagyon fontos, mert igy tudjuk latni, hogy bizonyos fogyasztok koriilbeliil mennyit fognak
kolteni, és ez alapjan optimalizalni tudjuk a kommunikacidt, esetlegesen 0sztondzni a fogyasztokat,
arra, hogy magasabb CLV-t érjenek el, vagy kiemelkeddbb szolgéltatast biztositani a magas CLV-vel

rendelkezd tehat prémium fogyasztok szadmara.

3.1.1.2. Klasszifikdcio a marketingben

A klasszifikaciés modellek az adat jellemek alapjan segitenek nekiink megbecsiilni egy
diszkrét valtozot, tehat megbecsiilni egy kategériat. Ilyen klasszifikaciés modellt igényel, példaul a
marketing néz6épontjabol a churn modellezés, ami alapjan az a célunk, hogy megbecsiiljiik, vajon egy
fogyasztd tovabb fogja-e hasznalni szolgaltatasunk, vagy elpartol téliink. Az ehhez hasonl6 feladatok
binaris klasszifikaciot igényelnek tehat a célvaltozo, amit megszeretnénk becsiilni az két értek lehet,
legtobbszor, 0 vagy 1. Vannak olyan klasszifikacios modellek is, amik képesek tobb osztalyba sorolni,

tehat akar a célvaltozo tobb értéket is felvehet ezeket multinomidlis klasszifikacionak hivjuk.
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Logisztikus regresszio

Ez a supervised learning modell tipus (amelyet logit modellnek is neveznek) gyakran
hasznalatos klasszifikacidra. A logisztikus regresszido becslést ad egy esemény el6fordulasanak
valdszinliségérol, példaul szavazott vagy nem szavazott, egy adott input valtozokra vonatkozo
adatkészlet alapjan, mivel az eredmény egy valoszinliség, a célvaltozo 0 és 1 kozotti értéket vehet fel

(IBM, What is logistic regression?, 2023).

Dontési fa

A dontési fa egy hierarchikus, fa szerkezetii algoritmus, amely klasszifikdcios és regresszios
feladatokra hasznalhato. Az algoritmus egy gyokér csomopontbol indul, és az agak segitségével
eljutunk a belsé dontési csomoépontokhoz, ezek a belsé csomdpontok kiértékelik a rendelkezésre allo
jellemzoket, hogy homogén részhalmazokat hatdrozzanak meg, ezeket a részhalmazokat levél
csomopontoknak vagy terminalis csomoOpontoknak nevezziik, amelyek a végsd kimeneteket

reprezentaljak az adathalmazban. (IBM, What is a decision tree?, 2023).

Random forest

A random algoritmus tobb véletlenszerii dontési fat kombinal azok végkimeneteleit atlagolja.
Ez klasszifikacio esetében ugy valosul meg hogy a random forest algoritmus végsé kimenetele az az
osztaly lesz amely a random forest algoritmus véletlenszerli dontési fainak végkimenetele kozott a
legtobbszor szerepel (Biau & Scornet, 2016). A random forest algoritmus jo lehet olyan
adathalmazokon valo prediktalasra, ahol a valtozok szama esetlegesen nagyobb mint a megfigyelések

szama.

3.1.2 Unsupervised learning

A supervised learning mellett egy masik nagyon népszeri gépi tanuldsi modszer az

unsupervied learning.

“Az unsupervised learning, gépi tanulasi algoritmusokat hasznal fel a cimkézetlen
adathalmazok (nem tartalmaz megbecsiilendd célvaltozot) elemzéséhez és csoportositasahoz. Ezek az
algoritmusok felfedezik a rejtett mintazatokat vagy adatcsoportositasokat. Az informdcio
hasonlosagainak és kiilonbségeinek felfedezése miatt idedlis megoldast jelent az adatelemzési
kutatasokhoz, keresztezett értékesitési stratégiakhoz, tigyfél szegmentaldshoz és képfelismeréshez”

(IBM, What is unsupervied learning?, 2023).
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3.1.2.1 Klaszterezés a marketingben

“Klaszterezés soran csoportokba, osztdalyokba soroljuk az elemeket, tehat osztalyozast
veégziink. Az eredeti osztalyozasi feladattol [klasszifikacio] (lasd elozo fejezet) az kiilonbozteti meg a
klaszterezést, hogy nincs megadva, hogy melyik elem melyik osztalyba tartozik (tehat nincs egy tanito,

aki helyes példakkal segiti a tanuldsunkat), ezt nekiink kell meghataroznunk *

(Bodon, 2009, 159).

Marketing szempontbol olyan téren relevans a klaszterezés, hogy ezzel a metddussal, nagy
mennyiségli input szdm alapjan tudunk fogyasztoéi szegmenseket képezni. Ezeket a fogyasztoi
szegmenseket fel tudjuk hasznélni, arra hogy sokkal jobban megértsik markankat, és azt a
folyamatot, ahogyan a véllalat képes értéket teremteni kiilonb6zé embercsoportok szaméra. A
klaszterezést f6 3 csoportba lehet sorolni. Vannak a hierarchikus moddszerek, a nem hierarchikus
modszerek, és az egyéb modszerek, ide tartozik példaul a 2 1épcsos klaszterezés (Naresh K. Malhotra

& Simon Judit, 2017).

3.2 MELY TANULAS

A mély tanulds egy olyan gépi tanulasi technika, amely lehetdvé teszi, hogy komplex
strukturalatlan adatokat is tudjunk értelmezni, ezt a feladatot a mély tanulds neuralis halok
segitségével probalja véghez vinni (Vargas, Mosavi, & Ruiz, 2017). A neurdlis halok az emberi agy
mitkddését probaljak replikalni és probalnak segiteni a szdmitogépnek abban, hogy olyan komplex

feladatokat el tudjon latni, mint a nyelvi feldolgozés vagy a latas.

Esetlegesen mély tanuléssal ellathaté feladatok kozé tartozik:

1. Képfelismerés: Arc és objektum felismerés
2. Hangfeldolgozas: Beszédfelismerés

3. Nyelvfeldolgozas: Automatikus forditas, szoveg generalas, nyelvi értelmezés

A fent emlitett példak mind a gondolkodé és mind az érz0 mesterséges intelligencia feladatait jol el
tudjak latni ezzel élénkitve a fogyasztd élményét. Esetlegesen ilyen lehet egy olyan megoldés, ami
képes egy vallalat weboldalat kiilonb6zd nyelvekre forditani az olvas6 igénye szerint (Perkovitz &
Etzioni, 1997). Ezenkiviil esetlegesen még ilyen megoldas lehet a fogyasztéi élmény fokozésara a
marketing szempontjabol a kiilonbozd kiilsd tényezdk beépitése az élmény folyamatba, ebben tud
segiteni a kép felismerés vagy a hang feldolgozas. Ilyen megoldas lehet példaul egy applikacid, ami

hangvezérlést alkalmaz (Zhu & Wu, 2020).
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4. PRIMER KUTATAS

A primer kutatas olyan tevékenység, amely sordn kozvetleniil gytijt a kutato 0j és az adott
problémahoz kapcsolddo eredeti adatokat egy adott témaval vagy kérdéssel kapcsolatban (Naresh K.
Malhotra & Simon Judit, 2017). A kovetkezo alfejezetekben a dolgozatom primer kutatasat, mint egy
esettanulmanyt fogom bemutatni, amely sordn egy iparagra fokuszalva vizsgadlom a gépi tanuldsi

lehetdségeket a KKV-k szamara.

4.1 MODSZERTANI BEMUTATAS

4.1.1 Vezetoi dontési probléma bemutatasa

A kutatas vezetdi dontési problémdja az, hogy megéri-e egy KKV szempontjabol alkalmazni
mesterséges intelligenciat és ha igen, akkor hogyan tudjak ezt megvalositani? Ez parhuzamba hozhat6
harom vallalati szemponttal is: Képes-e a vallalat felismerni kiilonb6z6 tizleti problémakat? Ezekre
képes-e a vallalt realizalni egy iizleti lehetéséget M.I. alkalmazéasa soran? Valamint milyen véalasz
reakciot képes kidolgozni? Ennek megvalaszoldsa végett szamos olyan rész kérdést vizsgalok,
amelyek egy esettanulmany keretében igyekeznek tAmpontokat adni. A részkérdések vizsgalata soran
kitérek a modellépités részelemeire és hogy mi miért fontos annak megvalaszolasaban, hogy milyen

kortiilmények kellenek egy KKV szamdara ahhoz, hogy predikciés modelleket tudjon felallitani.

Mar a primer kutatds elején azonban ki kell hangstlyozni, hogy egy prediktiv modell
megalkotasa nem feltétleniil egyszerti feladat, a vallalatnak sziikséges a 2. abrdban emlitett M.I.
sziikséglet piramisban jol teljesiteni ahhoz, hogy effektiven tudja alkalmazni a mesterséges
intelligenciat. Ehhez nem feltétleniil sziikséges programozoéi tudas, am fontos lehet egy adatorientalt
gondolkodas, illetve sziikséges hozza egy mélyebb statisztikai tudas is. Ha azonban képes a vallalat
teljesiteni ezen kritériumokat, akkor hosszutavon a jobb predikciok kovetkeztében egy erdsebb piaci
poziciot tud betdlteni, jobb fejlddési lehetdseégekkel. A kdvetkezd oldalakon az el6zéekben felsoroltak
meglétét feltételezve igyekszem végigvezetni az olvasot a programozasi tudas nélkiili modellezés
lehetdségein és néhany optimalizalasi kérdést is feszegetve, amely egyuttal segithet egy KKV-nak

példaul abban is, hogy mire érdemes odafigyelni és melyek a kevésbé relevans tényezok.

4.1.2 Iparag kivalasztasanak indoklasa

A vezetdi dontési probléma megvalaszolasahoz az esettanulmanyomban egy ipardgra fogok
fokuszalni, amely a magyar tarsasjatékok piaca lesz, ezen beliil is a gépi tanulasi eldrejelzéseket a

tarsasjaték kavézokra fogom majd elkésziteni. Mindez az iparagi szikités a kutatas feltar6 jellege
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miatt elfogadhat6, azonban fontos felhivni a figyelmet arra, hogy a kapott eredmények kevésbé
altalanosithatéak. Ez a kutatas ezen fazisdgan azért nem okoz kiilonsebb problémat, mert a cél
inkabb a mddszer hasznélatdnak a bemutatasa és a hasznalat jelentéségének az aldtdmasztisa, nem
pedig a konkrét eredményekbdl vald javaslatok megfogalmazéasa, ezéltal a kapott eredmények
altalanosithatésagara kevesebb hangsuly helyezddik. Bar az iparag kevésbé jelentds, de fontosnak

érzem megindokolni, hogy miért érdemes példaul a hazai tarsasjatékok élménytérrel foglalkozni.

A magyar tarsasjaték piac rendkiviil élénk ¢és fejlodo teriilet, ahol a szdrakozads és

kozOsségépités egyre népszeriibb. A piac ndvekedésének okai kozott talalhatjuk a kovetkezdket:

A magyar tarsasjaték piac az utobbi években jelentds ndvekedést mutatott. Azt is lehet
mondani, hogy a covid utani idészaknak kdszonhetden, egy Uj reneszanszba Iépett. A lockdown altali
bezartsag altal egyre tobb ember fedezett fel 6romet és kdzosséget a tarsasjatékokban, és a fiatalabb
generaciok is egyre inkabb vonzodnak hozzajuk. A piacon sok hazai tarsasjatékgyartdé miikodik, akik
sajat tervezésii jatékokat kinalnak a vasarloknak, ilyen példaul a GémKlub vagy a Piatnik (Balla,
2018). Emellett a nemzetkozi, kiilfoldi gyartok is széles valasztékot kinalnak a magyar vasarlok
szamdra, igy a jatékosok szamara hatalmas valaszték all rendelkezésre. A masodlagos (hasznalt
tarsasjaték) piac is egész sokoldalu. Ez a paic legfébbképpen Facebook csoportokbdl és facebook
marketpalce hirdetésekbdl tevddik dssze. A magyar tarsasjaték piac rendkiviil sokoldalu. Az elérhetd
jatékok kozott megtalalhatdak a kiilonbozd jatékstilusok, beleértve a stratégiai, csaladi, kviz, kértya
¢s kooperativ jatékokat is. Ez lehetdvé teszi, hogy az 6sszes korosztaly €s jatékstilus szdmara talaljunk
megfeleld jatékot. A tarsasjatékok beszerzése szamos tlizletben lehetséges, ugyanakkor az online
vasarlas is népszerli. Az internetes piacterek széles valasztékot kinalnak, és lehetdvé teszik a vasarlok
szamara, hogy konnyen hozzaférjenek a legujabb tarsasjatékokhoz. A magyar tarsasjaték kozosség
rendkiviil aktiv €s €lénk. Szamos rendezvény ¢€s taladlkozé szervezddik, ahol jatékosok talalkozhatnak,
uj jatekokat probalhatnak ki, és baratsagokat kothetnek a szenvedélyliket osztd6 emberekkel. Ezen
kiviil az online térben szdmos tarsasjatékkal foglalkoz6 blog és Facebook csoport talalhato, ahol a
felhasznalok meg tudjak osztani tarsasjatékos élményeiket, és tarsasjatékokkal kapcsolatos

tapasztalataikat, ezen kiviil tudnak segiteni kezdd tarsasjatékozoknak.

Ezen szereplok és tényezOk egyiittesen formaljak a magyar tarsasjaték piacot, és lehetdvé
teszik a jatékosok szamara, hogy egyiitt szorakozzanak, tanuljanak és élvezhessék az egyre szélesedd
jatékkinalat elényeit. Az interakcio és kozosségteremtés hatalmas szerepet jatszik ezen a dinamikusan

fej16d6 piacon.
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A népszerisodés hatasdra Magyarorszagon foleg Budapesten megjelentek a tarsasjaték
kavézok is. A tarsasjatékos kavézok olyan kavézok/barok, ahol a rendes barokban és kavézokban
megtalalhato szolgaltatasok (alkoholos italok, ragcsalni valok, kavék, tiditok) fogyasztasa mellett
szabadon kiprobalhatod a kavézo készletében megtalalhato tarsasjatékokat. Altalaban két felmeriild
kiadas van az asztalfoglalas dija és maga az ételfogyasztas értéke. Szamos ilyen kavézo talalhato
Budapesten, ilyen példaul a Board Game Café, a Game Up PUB ¢és a game UP 2, A jatszma tarsasjaték
kavézo, a Playstation Budapest, illetve a BarCraft (Ko61td, 2023). Ezek inkdbb egy élmény orientaltabb
modot adnak a tarsasjatékok fogyasztasara, és mint, ahogy latszik keverednek benne a kavézoi

szolgaltatasok ¢és a tarsasjaték kultura elemei is.

4.1.3 Sziiken vett kutatasi kérdések bemutatasa

A vezet6i dontési probléma értelmezéséhez és mélyebb megvizsgaldsdhoz a primer kutatdson
beliil ketté dimenzidt vizsgaltam. A kovetkezokben szeretném bemutatni ezen dimenziokat, valamint
azt, hogy milyen kérdésekre kerestem a vélaszokat. Vizsgdlataim fokuszaban a kivalaszthatd
adathalmaz (minta és hozzdkapcsoldddan a mintavételi keret), a lehetséges modellek valasztéasa,
valamint a modellek teljesitményét értékeld mérdszam meghatirozasa allt. Ezutobbinal tobbféle
modszer is lehetséges (a pontossag, a felidézés és a talalati ardny vizsgalata) , azonban jelen
kutatasban én csak a taldlati ardnyra optimalizalt verzidt fogom bemutatni, mert a vizsgalataim és az
elemzések soran az deriilt ki a szamomra, hogy a masik kettd esetében a modellekbe bevont
dimenziok szaman és dsszetételén is sziikséges lehet valtoztatni ahhoz, hogy konzisztens eredményt
kapjunk, igy az egyes mutatoszamok Osszehasonlitasat egy késobbi kutatasi fazisra halasztottam,

amely soran tobb valtozoval €s tobb adattal is tudok majd remélhetdleg dolgozni (Farkas, 2023).

A modellek értékelése a gépi tanulas esetén a sokszor hasznalt és jol bevalt, ugynevezett
konflizids, vagy tévesztési matrix segitségével megy végbe. A mérdszdm, amit a dolgozatban
vizsgélok az a taldalati ardny (accuracy), ez ugyancsak ebbdl a matrixbol vezethetd le. Ezt mutatja az

5. 4bra is.
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Valés osztaly

Positive  Negative

True False Y TP
CLEG- Positive | Positive Pontossdg = o——
(TP) ) > TP + FP
Prediktalt osztaly folie =
Negative NCIEIEINNTEOTC
(FN) (TN)
Y. TP Y TP+ TN

Felidézés Talalati arany =

~3TP + FN TP + FP + FN + TN

5. abra: A konfuizios matrix és az abbdl szarmaztathato méroszamok
Forras: Ma et al (2020) alapjan sajat szerkesztés

Az 5. abrén lathatjuk, hogy a tévesztési matrixb6l mind a hdrom emlitett mérészamot meg
lehet hatarozni, az alapjan, hogy a valdsadgban mit tudunk az egyes esetekrdl és ez hogyan viszonyul
az elorejelzett, prediktalt értékhez. Példaul TP, azaz true positive esetrdl akkor beszélhetiink, ha a
valosagban is pozitiv az adott valtozo €s az eldrejelzés is pozitiv eredményt adott szamunkra. A
késdbbiekben ilyen lesz a vizsgalataimban példaul az, amikor egy fogyasztordl tudjuk, hogy elmenne
egy tarsasjatékos kavézoba és az algoritmus is azt jelzi eldre, hogy el fog menni a fogyaszt6. A TN
ehhez hasonldan ugyancsak azt mutatja, hogy jol tippelt az algoritmus, azt az értéket kaptuk, amit el
is vartunk. A harom mérdszam tulajdonképpen az egyes celldkba keriild értékek viszonyat, aranyat
mutatja meg. Amig a pontossag ¢és a felidézés tulajdonképpen csak a pozitiv jo tippelésekkel
foglalkozik és azokat aranyositja az dsszes valdban pozitiv esethez vagy az dsszes pozitivnak jelolt
esethez, addig a talalati ardny azt nézi meg, hogy az algoritmus hény esetben tippelt jol az sszes
esethez képest, ezutdbbi tehat egy sokkal atfogobb képet ad. Ezért is valasztottam ezt a mutatdt a
vizsgélataimra. Természetesen, ahogy emlitettem az optimalizalast a késdbbi kutatdsaimban érdemes

lesz a tobbi mutatoszamra fokuszalva is elkésziteni és az dsszevetést ilyen iranybol is megtenni.

Az elso vizsgalt dimenzio - valasztas a lehetséges modellek koziil

Az elsé dimenzid célja, hogy a mar fent emlitett mérészamot kiilonb6zé modell fajtadban
hasonlitsam 6ssze. Ebben a dimenzidban 2 modellt hasonlitok 0ssze a logisztikus regressziot, illetve
a random forest algoritmust. (A két modszer rovid leirasat a 3.1. fejezetben olvashatjuk részletesen.)
Ezt a 2 algoritmust vizsgalom a talalati arany vetiiletében €s probalom 6sszehasonlitani, hogy az adott
optimalizalt mérészam mellett melyik lehet az idedlis valasztas egy KKV szamara, melyik tud jobb

eredményt hozni az elérejelzésekben.

A Kkutatasi kérdés:
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Adott méroszam és adathalmaz mellett melyik lehet az optimdlis valasztas 2 modell koziil a

predikciok megvalositasara?
Maisodik dimenzié - a kiilonb6z6 adathalmazok vegyes hasznalatiara vonatkozoan

A masodik dimenzidban arra fokuszalok, hogy a fixen meghatarozott modell és a mérdszam
mellett milyen eltéréseket tudunk tapasztalni, ha kiilonboz6 adatgytijtési modszereket alkalmazunk.
A vizsgaélat Iényege az lesz, hogy a tanul6 algoritmusokat egyik verzidoban ugyanazon az adatbazison
(annak egy részén) tanitom be, mint amin tesztelem is, a masik verzidban pedig eltéré tanulo és
teszteld adatbazist hasznalok (ez kiilonbdzd mintavételi modszert és mintavételi keretet jelent az én
esetemben). Az adatgylijtés folyamatat és a kétféle adatbazis kialakitasat a kovetkezd fejezetekben

fogom részletesen is bemutatni.

A kutatasi kérdés:

Tapasztalhatunk-e szamottevo eltérést a kiilonbozé adatbazisok haszndlata esetén? Mennyire
fontos egy KKV szamdra, hogy a megfelelé mintavételi modszert és mintavételi keretet alkalmazza

a predikciok megvalositisahoz?

Kutatdomunkam sorén ezekre a kérdésekre probalok reflektalni a tarsasjaték piacon belill egy
predikcios helyzetre vonatkozdan, amely sordn a tarsasjatékos kavézokba vald elmeneteli

hajlandosagot probalom eldre jelezni.
4.1.4 Tradicionalis vs. modern marketingkutatas

A kutatdsom soran a trandiciondlis €s modern marketingkutatasi eszkozoket vegyesen
alkalmazom. Az adatgyiijtéshez mar régota hasznalt, klasszikus modszerekkel dolgozom, mig az
adatfeldolgozas sordn fogom a mesterséges intelligencidt, a tanuld algoritmusokat hasznositani.
Természetesen az adatgytijtésben is lehetséges a mesterséges intelligencia alkalmazéasa példaul
weboldalakrol, kozosségi oldalakrdl valo szisztematikus adatgy(jtés keretében. A jelen kutatdsban
azonban az volt a célom, hogy egy konnyen elkészithetd adatbazison tudjak példat mutatni a modern

adatfeldolgozas hasznalatara.

4.1.4.1 Tradiciondlis marketingkutatds

A kvalitativ kutatas egy strukturdlatlan feltar6 moddszer, amelynek f6 célja egy probléma
megértése, ezzel parhuzamosan a kvalitativ kutatasok nem nagyon foglalkoznak hipotézisek vagy

eldzetes feltételezések megfogalmazéasaval és tesztelésével, hanem a problémat a kutatasi feltevések
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szintjén probaljak megérteni (Kiss, 2016). A kvalitativ kutatasok nem a szamszerisithetd kérdésekre
fokuszalnak, hanem inkabb a miért, hogyan és hanyféle tipusu kérdésekre keresnek valaszt. A
kvalitativ kutatas {6 célja a mélyebb okok feltarasa viselkedési mintdzatok kimenetek és motivaciok
megértése. Dolgozatomban a tarsasjaték piacanak ilyen iranyu felmérésével nem foglalkoztam, de
természetesen lehetséges ennek is a beépitése a folyamatba. Az adatbazis kialakitdsahoz, a modellbe
bevonni kivan valtozok kivalasztasdhoz az ilyen jellegli kutatasok is fontos inputként tudnak

szolgalni.

Ezzel ellentétben a kvantitativ kutatdsok sordn szadmszerisiteni prébaljuk a kiillonbozo
viselkedési, motivacids, és mas attitlidot jellemzd tényezdket, aminek végsd célja az, hogy statisztikai
kovetkeztetéseket tudjunk levonni. Hagyomanyosan ebben az esetben leiro statisztikai elemeket és

ok-okozati sszefiiggéseket tudunk vizsgalni (Gyulavari et al., 2017).

4.1.4.2 Modern marketingkutatds

Az elmult évtized technologiai fejlédése szamos formdaban hatassal volt a fogyasztoi
viselkedésre, illetve a piackutatas fejléddésére is. llyen valtozas példaul az IoT megjelenése. Az okos
eszk6zok halozata lehetdséget ad a tomeges adatgyljtésre a felhasznalokrol, amiket késobb az
adatelemzés sordn prediktiv analitika keretében is fel tudunk hasznalni, ami képes segiteni kiilonféle

marketing folyamatok automatizalasaban (Szics et al., 2023).

Egy masik er6s motorja a marketingkutatas rohamos atalakulasdnak az a mesterséges
intelligencia. A mesterséges intelligencia szdmos marketing folyamatot képes automatizalni, igy
felgyorsitva a marketing tevékenységet €s a pontos és relevans informaciok kinyerését. Az dntanuld
algoritmusok lehetdséget biztositanak a személyre szabasara is. A belsd adatforrasok szerepe is ezaltal
megndtt a kutatasokban, amelyek a vallalaton beliil Osszegyllt jelentés mennyiségli adatot
tartalmazzadk a fogyasztokrol. Az adatbanyészat kulcsfontossagu szerepet Olt magara ezen nagy
mennyiségli adatok elemzésében és értelmezésében. A mesterséges intelligencia, bar kvantitativ
alapokon nyugszik, de szdmos kvalitativ mddszert is képes tdmogatni. A gondolkod6d mesterséges
intelligencia segithet a kvalitativ €s strukturalatlan informacidk szamszerlsitésében, igy egy

atmenetet és koztes allapotot biztositva a kvalitativ és kvantitativ kutatasok kozott (Wulff et al., 2022).

4.1.5 Adatgyiijtés

Kutatasomban a tradicionalis és a modern marketingkutatast vegyitettem. A tradicionalis
marketingkutatds folyamata az az adatgytijtésben nyilvanult meg, mig a modern marketingkutatas az

adatfeldolgozasban, a prediktiv modell készitésében. Az adatbazis dsszeallitasa kettd modon zajlott.
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Az A adatbazist ugy allitottuk fol, hogy megkérdeztiink szamos hallgatot a BME-n beliil, akik
onkényesen tudtak kitolteni a kérddivet, tehat sajat maguk tudtdk eldonteni, hogy kitoltik-e vagy sem
(Gyulavari et al., 2017). A B adatbazis felallitasa ugy zajlott, hogy a kérddiv meg lett osztva tobb
kozosségi média platformon (Facebook, Instagram), ezen beliil tarsasjatékkal foglalkozo
csoportokban, illetve barati kozosségekben tehat egy holabda elv alapjan épitettem fel a B adatbazist
(Malhotra - Simon, 2017).

Az adatbazisban 1év6 valtozokat a TorSesik, M. (2016). ,,FOGYASZTOI MAGATARTAS
(Insight, trendek, vasarlok)” altal leirt szcéna modell alapjan allitottam Gssze. A szcénak olyan
kozosségek vagy csoportok, amelyek kiilonb6z6 élményekben vagy értékekben taldlnak kozos alapot
(Tordesik, 2016). Igy szamos olyan tarsasjatékkal kapcsolatos kérdést tettem fol, ami bele élhet a
tarsasjatékos szcéndba, ilyen lehet példaul az egyén tarsasjatékozas kozegére iranyuld kérdések, mint
példaul az, hogy kivel szokott tarsasozni, milyen gyakran tarsasozik, vagy hogyan és milyen modon
koveti tarsasjatékhoz kothetd tartalmakat a kozosségi média platformjain. A masik nagyobb tomb,
ami a tarsasjatékos szcénara iranyult az a tarsasjatékokkal kapcsolatos preferencidk, az erre iranyuld
kérdések magukba foglaltdk példaul azt, hogy mi az, ami fontos az egyénnek egy tarsasjatékkal
kapcsolatban, milyen tarsasjaték zsdnereket szeret, milyen tarsasjaték stilusokat szeret és ezekhez
hasonl6 tovabbi kérdések. A kérddiv soran a tarsasjatékozassal kapcsolatos kérdéseken kiviil feltettem
az egyén kozosségi média hasznalatara, illetve altalanos tarsas kdozegben valo viselkedésére iranyuld
kérdéseket. A kdzosségi média hasznalatra iranyuld kérdések magukba foglaltak azt, hogy az egyén
milyen gyakran hasznal milyen kozosségi média szolgéltatdsokat, hol osztja meg élményeit és
hogyan, illetve milyen k6zosségi média forrasokat hasznal fel programjai megtervezésére. A tarsas
kozegben valo viselkedésre iranyuld kérdésre magukba foglaltdk azt, hogy az egyén hogyan
viselkedik a barati kdzosségen beliil lesz az erre iranyuld kérdések magukba foglaltak azt, hogy Az
egyén hogyan is oszt meg szdmara fontos dolgokat a barati kdzegben, milyen gyakran teszi ezt,
hogyan érzi magét abban barati kdzegében, mennyire befogado a barati kozege és ehhez hasonlo

kérdések.
A kérdoivekkel felallitott adatbazis dsszedllitadsdhoz a limesurvey feliiletét hasznaltam.

4.1.6 Modellépitési folyamat

Ebben az alfejezetben szeretnék kitérni arra, hogy gépi tanulds szempontjabol pontosan
hogyan is kozelithetd meg a modellalkotasi folyamat a mar 2.4-es alfejezetben bemutatott sziikséglet

piramis segitségével. A 6. dbra segitségével szeretném bemutatni a modellalkotési folyamatot, illetve
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megmutatni azt, hogy milyen parhuzamok htizhatok a modell alkotasi folyamat és az adatsziikséglet

piramis kozott.

Tisztitas Nyers adat Adatgyujtés/Tarolas

Uzleti =
problémak/lehetésé LEO ] 1-4. szint

gek feltarasa I glomzsse

5-7. szint

Model
prototipus

Ertékelés:
Eléri-e a perf
tresholdot?

Kész a model

[AIBT telé ]——-.[ AlK a ’M.gfigy.lés]

6. abra: Gépi tanulisi modell alkotasi folyamat jellemzése
Forras: sajat szerkesztés

| (e

(Hiperparaméterek
6dositasa, input
tényezdk
moédositasa)

Mint ahogy az 6. abrabdl is lathatd 2 kiilonbozd részre tudjuk osztani a modell alkotasi
folyamatot. Az 1. rész, ami az adatsziikséglet piramis 1-4. szintig tart6 részeit foglalja magaba ez még
nem teljesen a modell alkotassal foglalkozik. Ebben a folyamatrészben kell kialakitani azokat a
valtozokat €s teljesitménymutatokat, amik az adatelemzéséhez sziikségesek. Az adatelemzés soran,
mint ahogy mar az adatsziikséglet piramisban is emlitettem, fontos feltarni az adott {izleti problémakat
¢és azokhoz tizleti lehetdséget tarsitani. Ilyen lizleti lehetdség lehet akar egy altalanos klasszifikacios
probléma, ahol el szeretnénk kiiloniteni a szdmunkra értékes fogyasztokat az olyan fogyasztoktol,
akik nem hoznak akkora értéket a vallalat szdmara. Az el6bbi egy mechanikus mesterséges
intelligencia folyamat lenne, de akar olyan gondolkod6 és €érzé mesterséges intelligencia folyamatok

integralasa is szoba keriilhet, amik mély tanulast igényelnek.

fgy jutunk 4t az 5. szintre, ahol elindulhat a modell kivélasztisa és majd az iizleti lehetéség
vallalati mechanizmusokba val6 integralasa. Fontos az adathalmaz 2 részre valasztasa. Az 1. adatrész
a 6. abrabol is latszik az a modell tanittatdsara van, ebbdl az adatrészbdl fogja megtanulni a modell
az adathalmazban 1évd logikai dsszefiiggéseket. Miutan a modell megtanulta az adathalmazban 1év6
logikai 0sszefliggéseket azutdn hasznéljuk a kettévalasztott adathalmaz masik részét, vagyis a teszt

adatrészt, ami a modell teljesitményének értékelésére szolgal. A teszt adatrész azért fontos mert ez
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egy olyan adatrész, amit a modell még nem latott és igy egy szimulalt, de a valosdghoz hasonlo
kornyezetben tudjuk tesztelni a modell teljesitményét. Miutan a modell tesztelése megtortént, azutan
jon a modell teljesitményének értékelése, ha modell eléri az altalunk kiszabott teljesitmény hatart
akkor elfogadjuk a modellt, mint egy valid és alkalmas modell, ha pedig nem, mint ahogy az abra is
mutatja kiilonbozo technikdkkal modositjuk modelliinket, hogy jobb teljesitményt tudjon elérni.
Miutan elfogadtuk modelliinket elkezdhetjiik el6szor kis kornyezetben, de valds fogyasztdi csoporton
alkalmazni. A modell teljesitményét ebben az 0j valoés kornyezetben A/B teszteken keresztiil
értékeljiik. Ha modell tényleg jelentds kiilonbséget tud elérni abban a feladatban, amit az iizleti
lehetdség formajaban realizaltunk akkor 1ép életbe a modell folyamatos alkalmazasra. Viszont hidba
1ép életbe a modell folyamatos alkalmazasra, folyamatosan meg kell figyelniink azt és korrigalni

hibait hosszatavon.

4.1.7 KNIME analytics rovid bemutatasa

A kutatdshoz a KNIME Analytics Platformot hasznaltam. A KNIME Analytics Platform egy
ingyenes, teljeskorti adatelemzési és gépi tanulési eszk6z, amely egy konnyedén hasznalhato vizualis
munkafeliilettel rendelkezik (Gulyas & Illés, 2019). A platform konnyen értelmezhetd és jol atlathatod
vizualis feliilete végett j6 megoldas lehet marketingkutatasi feladatok ellatasara és akar gépi tanulasi,
¢s prediktiv elemzési projektek eldallitasara. A platformon a 1épések konnyedén tervezhetdek €s egy
ugynevezett Drag&Drop modszerrel lehet 6sszedllitani a kiilonféle adattisztitassal, gépi tanulassal és
prediktiv elemzéssel kapcsolatos rendszereket. A tervezési folyamatot node-ok vagyis kisebb
feladatokat ellato egységeken keresztiil tudjuk iranyitani, moderalni. A platform lehetdvé teszi kis €s
nagy méretli adatok konnyed importaldsat és elokészitését, és eszkozei sok segitséget nyujtanak az
adatok gyors és preciz forméazasaban, igy ez akar tudja javitani a marketingkutatasok teljesitményét
¢és gyorsasagat, ami a mai vilagban elengedhetetlen, ha versenyben szeretnénk maradni. Nem csak az
adatfeldolgozasban nyujt nagy segitséget, hanem az adatok vizualizdlasdban, statisztikai
interpretalasaban, jelentések készitésében, és eredmények értelmezésében is szamos lehetdséget
biztosit. Ezek mellett a KNIME kivalo lehetdséget ad a gépi tanulasi modellek 0sszeallitasaban és
ezek prediktiv elemzésre vald felhasznaldsaban, ilyen lehetdség lehet példaul egy olyan modell
készitése, ami segit a fogyasztéi magatartds eldrejelzésében vagy kiilonbozd szegmentéacids
megoldasok véghezvitele. Ezenfeliil a KNIME egy nagy ¢€s aktiv kozosséggel rendelkezik, ahol a
felhasznalok megosztjak tapasztalataikat, akdr mas felhasznaloktol segitséget is tudnak kérni
bizonyos problémék megoldasaban. A KNIME azért lehet sok marketing kutatd szamara jobb
megoldas, mint a tradiciondlis programozasi nyelvek, amiket a gépi tanuldsra hasznélnak, ilyen

példaul a Python vagy az R, mivel ezek a nyelvek a KNIME-hoz képest jelentdsen magasabb szintii
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programozasi tudast igényelnek és a marketing kutatoknak szilard alapokkal kell rendelkezniiik, hogy
effektiven fel tudjak hasznalni az adott programozasi nyelv adta lehetdségeket. Meglatasom szerint a
KNIME idealis valasztas a marketingkutatési célokra, modell épitésre és prediktiv elemzésre, mivel
lehetové teszi a marketing kutatok szamara az adatok hatékony feldolgozasat és elemzését egy
vizualis kdrnyezetben, mikdzben a programozasi igényeket minimalizalja és csokkenti a szaktudassal

rendelkezOk belépési korlatjat. Ezaltal idot és erdforrasokat lehet megtakaritani.

4.2 ADATTISZTITASI ES ELEMZESI FOLYAMAT

Az adattisztitasi és elemzési folyamat egy nagyon kritikus pontja a gépi tanulasi folyamatnak.
Nem megfeleld adattisztitassal, és pontatlan adatelemzéssel rossz konkluzidkhoz érhetiink az
adathalmazzal kapcsolatban. Ezért kutatasomban én is megprobaltam kelld odafigyeléssel és
szakmaisaggal elvégezni ezt a folyamatot. Mivel kutatdsomban egy prediktiv elemzési folyamatot
szerettem volna bemutatni ezért az adatokelemzésétol a késObbiekben eltekintek mivel az tizleti
kérdés, és az adott tizleti lehetdség mar elére meg van fogalmazva. A késdbbiekben az adattisztitasi
¢s elemzési folyamatot a 7. dbra segitségével szeretném leirni, illetve a KNIME munkafeliileten beliil

eléallitott node folyamat segitségével, ami a 8. abran lathato.

Bar Chart
L]

ool

Node 3441

Outser Removal Parti

> A £ >
"o
Node 2953 Nod
Ruse-based
CSV Reader Row Fitter Missing Value RulsEngine NumberTo String  Metanode  Number To String Column Fiiter
»
E » > > »?. u > -D > > Y »
2 ° e ¢ o Node 2307 ° B
Node 2882 Node 2335 Node 2333 Node 2918 Node 2905 Node 2321 Node 2902

7. abra: Adattisztitasi és elemzési folyamat
Forras: KNIME szoftver, sajat eredmények

Az adattisztitasi folyamat minden elkészitett modellben hasonld formaban jelenik majd meg
ezaltal is garantalva a modellek Osszehasonlithatosagat. 1. 1épésként importaltam az adatokat a
kérddivbol, és a kérddivben szerepld felesleges értékeket eltavolitottam, ilyen volt példaul az, hogy

adott oldalon milyen gyorsan haladt végig a kitolto.

4.2.1 Tényleges kitoltok Kisziirése
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A kérdoiv altal generalt lastpage, tehat utolsé oldal valtozot azért hagytam bent, hogy a
késébbiekben ki tudjam sziirni azont a kérddiv kitoltdit, akik befejezték a kérddivet. Erre a feladatra

szolgalt a 8. abran lathato Rule-Based Filtering.

Dialog - 3:2378 - Rule-based Row Filter = O X
File

Column List Category Description
ROWID A | Tan o =
ROWINDEX
ROWCOUNT Function
[1] lestoage T
| | egyenisM[fbsM] ) <m?
| | egyenisM[twsM] ) =2
[ I | egyenisM[mssM] 252
[ 1] eqyenismiinssm] =3
| | egyenisM[tksM] 2 AND ?
| | egyenisM[vibsM] JIN?
| I | egyenisMwhatsM] 2 LIKE ?
[ | | egyenisM[redsMm] 2 MATCHES ?
| I | egyenism[ytsm] 20R?
| | egyenisM[brealsM] 2XOR ?
| I | egyenisM[snapsm] v | lease
— MISSING ?
Flow Variable List NOT 2 it v
s"| knime.workspace Expression
// enter ordered set of rules, e.g.: "
// $double column name$ > 5.0 => FALSE
// $string column name$ LIKE "*blue*" => FALSE
// TRUE => TRUE
$lastpage$ = 5 => TRUE
v

(® Include TRUE matches () Exclude TRUE matches

oK Apply Cancel

8. abra: Tényleges kitoltok Kkisziirése
Forras: KNIME szoftver, sajat eredmények
A 8. abran lathato, hogy probaltam azokat a személyeket kisziirni, akik eljutottak a kérddiv 5.
oldaldra, igy eltdvolitva azokat, akik elkezdték a kérddivet, de nem fejezték be. A lastpage értéke,
csak akkor lehetett 5 ha a kitoltd befejezte a legutolso oldal kitdltését is. Ezutan, mivel a kérddiv
tartalmazott feltételes kérdéseket, ezért néhany kitoltd bizonyos valtozdval kapcsolatos oszlopaban
missing value, azaz hidnyz6 érték volt talalhato. Ez a szlirés csokkentette az adatbazis méretét, hiszen
kiestek beldle azok a kitoltdk, akik nem fejezték be a kérddivet, azonban ez sokat segitett késobb a
hidnyz6 adatok poétlasdban, amely rendkiviil fontos a modell szempontjabol. A késébbiekben

lehetségesnek tartom azonban azt, hogy a részleges kitoltésekkel egytitt is vizsgaljunk modelleket.
4.2.2 Hianyz6 értékek korrigalasa

A hidnyz6 értékek korrigalasara hasznéltam a Missing Value node-ot. Mivel feltételes kérdés
volt kérddivekben és azok szamara, akik egy bizonyos kozdsségi média szolgaltatas nem hasznalnak
elég gyakran azoknak ez a kérdés nem meriilt fel a kérd6iv sordn, igy a kérddiv a kérdéses oszlopokba

bekeriild értékiiket missing value, azaz hianyz6 értékként tiintette fel. Ennek korrigalasara az érintett
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oszlopokban a minimalis értéket tiintettem fol ezeknél a kitoltoknél. Ez a beallitas a 9. dbrabol is

lathato.

MNumber (integer) ’ Minimum v

9. abra: Hianyz6 értékek kezelése
Forras: KNIME szoftver, sajat eredmények

”r

4.2.3 Klasszifikacios célvaltozo eloallitasa

A Kklasszifikéacios célvaltozot a boardELMEGY valtozo tjrakddolasaval hoztam 1étre. Az
eredeti valtozo, arra a kérdésre adott valaszt, hogy ,,Mennyire valdszinli, hogy az elkdvetkezd
félévben ellatogatsz egy tarsasjatékos kavézoba?”. A valaszlehetdségek 5 kategoriat tartalmaztak
(Nem tudom eldonteni, Egyaltalan nem valdszinii, Nem valoszinii, Kicsit valoszinii, Nagyon
valdszinii). A kitolté szamara a kérdés a 10. abran lathat6é formédban volt bemutatva, illetve a tablazat

eredeti (nem atkodolt boardELMEGY) értékei a 11. abran lathatdak.

Mennyire valészin( hogy az elkévetkezé félévben elldtogatsz egy tarsasjatékos kavézoba?

Nagyon valészin(

Kicsit valoszin(

Nem valészinti
Egyaltalan nem valészint

Nem tudom eldonteni

10. abra: Célvaltozot elokészito kérdés
Forras: KNIME szoftver, sajat eredmények
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Mennyire valdszini hogy az elkdvetkez6 félévben ellatogatsz egy tarsasjatékos kavézoba?

Valaszlehetdségek

Kod Valaszlehetéségek @ Mdveletek
= 5 Nagyon valoszinii (+]
= 4 Kicsit valészini ]
= 3 Nem valészinii (4]
= 2 Egyaltalan nem valoszini 4]
= 1 Nem tudom eldénteni (4]

11. abra: Célvaltozot el6készitd kérdés tablazatba atvitt értékei
Forras: KNIME szoftver, sajat eredmények

o

A klasszifikacios valtozo eldallitasanal, azt a szempontot tartottam szem el6tt, hogy egy
tarsasjatékos kavézo tulajdonosanak a szemszogébdl nézve ki szeretném sziirni a késObbiekben
azokat a potencidlis fogyasztokat, akikre érdemes eréforrast forditani, mivel nagy valdszinliséggel

fogyasztokka valnak. A valtozo eldallitasat a 12. dbra mutatja be.
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Dialog - 3:2918 - Rule Engine

File

Flow Variables Job Manager Selection Memory Policy

Column List Category Description
ROWID A |la
ROWINDEX
ROWCOUNT Function
(1] astpage o
| | | egyenisM[fbsM] 2 <=2
| | | egyenisM[twSM] F
| I | eqyenisM[mssM] , 55
| | | egyeniSM[insSM] 2 >=?
|| | egyenisM[tiksm] 2 AND ?
| | | egyenisM[vibSM] YIN?
| | | egyenisM[whatsM] ILIKE ?
| | | egyenisM[redsmM] 2 MATCHES ?
| | | egyenisM[ytsM] J0R ?
| | | egyenisM[brealSM] 2XOR ?
|| | egyeniSM[snapSM] v | iFaLse
e MISSING ?
Flow Variable List T 2
| knime. workspace Erreedn
[?] 1 // enter ordered set of rules, e.g.:
? // $double column name$ > 5.0 => "large”
? // $string column name$ LIKE "*blue*” => “small and blue”
2| 4 // TRUE => "default outcome”
| ($boardELMEGY$ < 2 OR $boardELMEGYS >= 4) => 1
| TRUE => ©
(O Append Column: | prediction [1]
(® Replace Column: | | | boardELMEGY v

oK Apply Cancel

12. abra: célvaltozo eloallitasa
Forras: KNIME szoftver, sajat eredmények

Az j valtozo érték (1-es), a 2 nél kisebb tehat a ,,Nem tudom eldonteni”, illetve a 4 vagy annal
nagyobb értékekbdl lett dsszeallitva igy a ,,Kicsit valdszinli” és a ,,Nagyon valdszinii” is ide tartozik.
Vallalati szempontbdl ezek azok a fogyasztok, akiknek értékiik van ezért dket kell kisziirni. A t6bbi
értéket 0-ra kodoltam. Majd az igy kapott valtozot atvaltottam string formaba, ami a KNIME

rendszerén beliil a kategorikus valtozo funkcidjaval ér fel.
4.2.4 Valtozo képzés

A meglévd valtozok mellett én is 1étrehoztam szamos egyéb valtozot, ami segiteni képes az
algoritmusoknak a predikcido képzésben. Ahogyan a 7. abrabol is latszik ezt a folyamatot egy
ugynevezett meta node segitségével oldottam meg, ami Iényegében annyit tesz, hogy szamos node

Osszevonasaval segit egyszeriisiteni a folyamat vizualizalasat. A folyamatot a 13. dbra segitségével

fogom bemutatni, amely a meta node kibontasaként jott 1étre.
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13. abra: Uj valtozok 1étrehozasa a prediktiv elemzés elosegitése végett
Forras: KNIME szoftver, sajat eredmények

Az 1j valtozok eldallitaisdhoz a KNIME math formula node-jait hasznaltam, ezek a node-ok
segitenek abban, hogy kiilonb6z0 valtozokon elvégzett matematikai miveletek segitségével Uj
valtozokat tudjunk létrehozni. Az 0j valtozokat azonos struktiura alapjan allitottam Ossze, mivel

felépitésiik hasonlo volt, dm motivaciom az eldallitdsuk mogott kiillonbozo.
Eldallitott valtozok:

infoCAFE
kozosAKTIV
nyitott TEMA
0sszPROGRAMTERV
0SszFAJTA
elmegybMOTIV

2 L A

Az infoCAFE el6allitasi mogott a motivaciom az volt, hogy Osszegezzem azt, hogy hany fajta
informéci6 forrasbol hajlando az adott illetd tajékozodni. Ezt a mellékletben talalhatd ,,Az alabbi
opciok koziil melyek azok a csatorndk, amelyeken keresztiil tajékozodnal a tarsasjatékos kavézoval

kapcsolatos ujdonsagokrol? ” bejelolt négyzetek 0sszegzésével tettem meg egyénenként.

A kozosAKTIV valtozo mogott az volt a motivacidom, hogy az egyén milyen aktivan osztja meg
¢lményeit. A valtozd Osszedllitasat a ,,Melyik platformokat szoktad hasznalni élmenyeid

megosztasara? ” bejelolt négyzetek Gsszegzésével tettem meg egyénenként.

A nyitottTEMA arra probal reflektalni, hogy a kit61td mennyire nyitott 0 tarsasjaték tematikak
kiprobalasara, nyilvanvaléan magasabb ¢érték nagyobb nyitottsdgot eredményez. A valtozo
Osszedllitasat ,Jelold be azokat a tarsasjatek tematikdkat, amik érdekesek szamodra és szivesen

Jjatszanal veliik!” bejelolt négyzetek 0sszegzésével tettem meg egyénenként.

36



Az 0sszZPROGRAMTERYV valtozé eldallitaisa mogott azt vizsgaltam, hogy amikor az egyén
valamiféle programot tervez, hany fajta informécios forrast hasznal fel. A valtozé osszeallitasat ,,4z
alabbi informacioforrasok koziil, melyek azok, amelyeket rendszeresen hasznalsz szabadidos

programok tervezésere, kitalalasra” bejelolt négyzetek Osszegzésével tettem meg egyénenként.

Az 0sszFAJTA viltozé eléallitdsa mogott a motivaciom az volt, hogy meg akartam vizsgélni azt,
hogy az egyén milyen nyitott Uj tarsasjaték fajtak kiprobalasara. A valtozo Osszeallitasat ,,4z alabbi

tarsasjaték kategoriak koziil jelold be azokat, amelyeket preferalsz!”

Az elmegybMOTIV vialtozé eldallitdsanal az volt a célom, hogy egy motivacids szamértéket
allitsak eld, az alapjan, hogy az egyénnek hany féle motivacidja van arra, hogy elmenjen egy
tarsasjatékos kavézoba. Ezt a valtozot végiil nem hasznaltam fel inkabb lebontott (eredeti) értékekkel

dolgoztam.

4.2.5 Kiugro értékek eltavolitasa

Az adattisztitasi ¢és elemzési folyamat legutolsé fazisa elemzésemben a kiugrd, azaz outlier
értékek eltavolitasa. Ezen értékek eltavolitasahoz a KNIME-on beliil az Outlier Removal node-ot
hasznaltam fel. A kiugré értékek elvtavolitasa abban segit a modell épitési folyamaton beliil, hogy a
tilzottan eltér6 értékek, amik torzitani tudjak a modell paramétereinek beallitasat, eltavolitodnak, igy

garantalva egy precizebb modellt.

4.2.6 Célvaltozo értékének megfigyelése

A kiugro értékek kisziirése utan, fontos megfigyelniink azt, hogy a célvaltozonk milyen
aranyban oszlik meg. Az elemzés soran ebben fog segiteni az oszlopdiagram ¢€s ennek segitségével
késObb diagnosztikat tudunk felallitani az esetleges adateltérésekkel vald problémak esetén. A 14.
abrabol lathato, hogy sokkal tobb (189) 1-es megfigyelésiink van mint 0-as (70). Ez késdbb majd a
tanitasi folyamatban olyan a modellen beliili anomalidkra vezethet, hogy a modell nem lesz képes
felismerni a negativ eseteket tehdt nem tud majd ténylegesen prediktalni 0-ds eseteket. Ennek
orvoslasara majd a modell alkotasi folyamatban fogok kitérni, hogy hogyan lehet ezt a problémat
megoldani, és igy a modell tanitasi folyamatot javitani. Masik javitasi modszer lehet még a mintavétel
sordn az, ha a célvaltoz6 szempontjabol diverzebb mintat készitlink, azonban ez jelen esetben nem

volt megoldhato.
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boardELMEGY (célvaltozo) értékeinek megoszlasa =[S

@ Occurrence Count
189

150

100

darab

50

Reset Apply ¥ Close v

14. abra: boardELMEGY valtozé értékeinek megoszlasa, Partitioning és SMOTE elott
Forras: KNIME szoftver, sajat eredmények

4.3 PREDIKCIOS MODELLEK ELEMZESE ES ERTEKELESE

Ebben az alfejezetben szeretném bemutatni a KNIME-on beliili predikciés modellalkotasi
folyamatot, €s jellemezni az algoritmusok altal alkotott modelleket a mar emlitett kettd dimenzid
keretein beliil. El6szor bemutatom a tanuldsi modell kialakitdsdnak a folyamatat, majd ezutan

értelmezem a kapott eredményeket az adott dimenzidkon beliil.

4.3.1 A predikcios modell épitése és optimalizalasa

A kovetkezokben a modellalkotasi folyamat predikcios modellezési részét fogom jellemezni

mind a logisztikus regresszi6, mind pedig a random forest algoritmusok esetében.

4.3.1.1 Logisztikus regresszios modell

Mieldtt a hasznalni kivant valtozok kivalasztasarol tudnank beszélni eldszor az adathalmazt
kettd részre kell valasztanunk. Ennek segitségére egy Partitioning node-ot hasznaltam fel, ami az
adathalmazt 80% tréning adatbézisra, tehat a modell tanittatasara és kiértékelésére, és 20% teszt
adatbazisra a modell tesztelésére hasznalok fel. Ez a 1épés azért fontos, hogy el tudjunk kiiloniteni
egy olyan adathalmazt, amin elfogulatlanul tudjuk értékelni modelliinket, olyan adaton, amit az adott
algoritmus még nem latott, igy nincs benne a paraméter szamitasi folyamatban. A mintavétel soran

random seed megoldast hasznaltam a folyamat reprodukalhatdsaga végett, illetve a modellek
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késObbiekben vald Gsszehasonlithatésagat illetden is fontos, mert csokkenteni szerettem volna a
mintavételezési proceduraval jaré elfogultsdgdt az algoritmusoknak. A mintavétel rétegzett
mintavétellel megy végbe, €s a rétegzddést a klasszifikacios problémaban kittizott célvaltozé alapjan
torténik. A rétegzett mintavétel azért Iényeges, mivel a célvaltozok osztalyai nincsenek egyenstlyban

(16. abra). A Partitioning node beallitasa a 15. abran lathato.

Dialog - 3:2937 - Partitioning - O X

File

Fl 0” Flow Variables Job Manager Selection Memory Policy

Choose size of first partition

(O Absolute 100 5
(® Relative[%)] 80 -5
() Take from top

(O Linear sampling

(7) Draw randomly

(@) Stratified sampling | S| boardeLMEGY v

Use random seed 1698400974885
oK Apply Cancel @

15. abra: Partitioning node beallitasai
Forras: KNIME szoftver, sajat eredmények

Mivel — ahogy azt a kordbbi fejezetben is emlitettem - a c€lvaltozd osztalyai nincsenek
egyensulyban a tréning (tanuld) adatrészben, ezért majd a tanitdsi folyamat sordn problémak
meriilhetnek fel, az algoritmus majd nem lesz képes effektiven észrevenni a nullas (esetiinkben
negativ) értékeket. Ezért ezt még a valtozok kivélasztasa el6tt orvosolni kell, erre szolgal a KNIME-
ban taldlhat6 SMOTE (Sythethic Minority Over-sampling Technique) node. Ennek segitségével
mesterségesen létrehozhatunk egy algoritmus segitségével olyan nullds megfigyeléseket, amivel a 2
osztaly egyenld ardnyban lesz megtalalhatd, ezt a technikat oversampling-nek hivjdk. Ennek a

folyamatnak az eredménye a 17. abran lathato.
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boardELMEGY valtozé megoszlasa a tréning adathalmazban axE
SMOTE eldtt

@ Occurrence Count
151

100

darab

Reset Apply ¥ Close v

16. abra: boardELMEGY valtozé megoszlasa a tréning adatrészben SMOTE elétt
Forras: KNIME szoftver, sajat eredmények

1! Grouped Bar Chart

= O X
boardELMEGY valtozé megoszlasa a tréning adathalmazban gx3
SMOTE utén

@ Occurrence Count
151
100
§
50
0
0
1
|ngt Apply v Close v

17. abra: boardELMEGY valtozé megoszlasa a tréning adatrészen SMOTE utan
Forras: KNIME szoftver, sajat eredmények
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18. abra: tényez6k kivalasztasanak elsé fazisa
Forras: KNIME szoftver, sajat eredmények

Alogisztikus regresszids modell 6sszeallitasa 4 fazisbol allt. Az elso 3 fazis azzal foglalkozott,
hogy hogyan lehet kivélasztani a valtozok koziil az optimalisakat a modell szdmara. A
kovetkezdekben a 18. dbra segitségével szeretném leirni a tényezd kivalasztas elsd fazisat. A valtozok
kivalasztasanak els@ fazisadban legel0szor normalizdlom az Osszes olyan valtozot, ami nem
kategorikus. Ez a késObbiekben azért lesz lényeges, mert ez gyorsitja a logisztikus regresszionak az
optimalizalasi folyamatat, illetve a normalizalt adatokat kdnnyebben Gssze tudja hasonlitani. A
valtozok kivalasztasat egy loop folyamat segitségével oldottam meg. A Feature Selection Loop egy
start és end node-bol 4ll, illetve all meég egy filterbdl, ami segit kisziirni az optimalis valtozokat. A
loop-on beliil backward feature selection-t alkalmaztam, aminek 1ényege az, hogy a loop folyamat
ugy indul el, hogy a modellben szerepel az 0Osszes valtozd és mindig a modell szamira a
legirrelevansabb valtozot kiszliri igy csokkentve a modell dimenzidjat. A loop enged egy altalam
kijelolt, a konfizidés matrixban feltiintetett mutatora optimalizalni, igy képes voltam kivélasztani,
hogy a loop példaul minél nagyobb talalati ardny (Accuracy) alapjan vélassza ki a valtozokat,
ahogyan ezt a modszertani leirasban is emlitettem. A Logistic Regression Learner node segit a
logisztikus regresszidos modell feldllitasdban (a Learner node ezen beallitdsai minden fazisban
azonosak, a bedllitasokat a 19. dbra mutatja), és a Logistic Regression Predictor node pedig a modell
alapjan tett predikciok megalkotasaban. A tanulasi folyamat soran, regularizaciot is alkalmaztam, ez
egy ugynevezett hiperparaméter, amely a tanulasi folyamatot segiti. A KNIME logisztikus regresszi

esetében 2 fajta regularizaciot engedélyez. Az els6 a Laplace regularizacio, ami az L1 regularizacios
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megoldas KNIME-beli interpretacidja (Melcher, 2018). Az optimalis valtozok kivalasztasa soran a
regularizacid azért is fontos, mert segit felgyorsitani a folyamatot, illetve segit abban, hogy ki tudjuk
sziirni azokat a valtozokat, amik nem segitenek a modellnek a predikcio alkotds folyamataban. A

folyamat megalkotasahoz hasznalt hiperparaméterek a 20. abran lathatéak.

Settings| Advanced Fiow Variables Job Manager Selection Memory Policy
Target
Target column: (S| boardELMEGY
Reference category: 0 v

[[] use order from target column domain (only relevant for output representation)

Solver

Select solver: ' Stochastic average gradient v

19. abra: Logistic Regression Learner node beallitasai
Forras: KNIME szoftver, sajat eredmények

Settings Ed Flow Variables Job Manager Selection Memory Policy
Solver options
Perform calculations lazily (more memory expensive but often faster)

Calculate statistics for coeffidents

Termination conditions

Maximal number of epachs: 100 (5
Epsilon: 1.0E-5
Learning rate / step size
Learning rate strategy: | Fixed v
Step size: 0.1
Regularization
Prior: Laplace -
Variance: 0,15
Data handling

Hold data in memory
Chunk size: 10 000 &
[Juse seed

Seed: 1698657376079 Ne:

oK Apply Cancel (2)

20. abra: tényez6k kivalasztasanak elsé fazisaban hasznalt hiperparaméter beallitasok
Forras: KNIME szoftver, sajat eredmények

A modelleket k-fold cross validation segitségével értékeltem ki. Ebben a folyamatban segitett
az X-partitioner és X-aggregator node. A folyamat lényege az, hogy csokkenteni szeretnénk az

onkényes tanuld és validacids adathalmaz kijeldlésében 1évo elfogultsagot, ezért a tanuld adrészt 10

42



egyenld részre osztjuk, és mindig 9 részt hasznalunk tanittatdsra és 1 részt kiértékelésre, ezt a
folyamat 10x megismételjiilk és az igy kapott eredmények a tréning (tanuld) adatrészen vett
teljesitmény atlagat reflektaljak, csokkentve a mintavétellel kapcsolatos elfogultsagot (Brownlee,
2023). Ebben a folyamatban is rétegzett mintavételt hasznaltam, mert a tanulasi folyamat soran biztos
akartam lenni abban, hogy minden esetben 50-50% ardnyban jelenik meg a két célvaltozobeli osztaly.
A reprodukalhatosag végett random seed-et is alkalmaztam, illetve ez is segitett abban, hogy a
kovetkez6 fazisokban a mintavételezés azonos koriilmények kozott tudjon zajlani, ezt a folyamat
elemet a 21. abra demonstralja. A random seed értéke minden fazisban és modellben ugyanannyi igy

garantalva azt, hogy a mintazasi forma hasonl6 marad.

Standardsettmgs Flow Variables Job Manager Selection Memory Policy

Number of validations 10 -2
Linear sampling @)

Random sampling @)

Stratified sampling @)
Class column [ﬁ boardELMEGY v
Random seed 1001
Leave-one-out O)
oK Apply Cancel Q2

21. abra: k-fold cross validaciohoz sziikséges beallitasok
Forras: KNIME szoftver, sajat eredmények

A kiértekelésben (22. dbra) a Scorer node segit, ami a prediktalt és a tényleges értékek

segitségével 1étrehoz egy konfiizids matrix-ot.
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Control Options Flow Variables X Job Manager Selection Memory Policy

Scorer Options Statistics Options
Titles
Title: Scorer View
Subtitle
Columns
Actual column
E] boardELMEGY v
Predicted column
[S] Prediction (boardELMEGY) v
General settings
Sorting strategy: | exical v~ [JReverse Order
Ignore missing values
Color settings
Header color: Change... Diagonal color: | [ Change...
Display settings
[[] Display number of rows [] Display float values as percentages
[ Display confusion matrix rates [] Display full screen button
[4] Show warnings in view [V Display table headers

[V Display dass nature (Actual or Predicted)

OK Apply Cancel ©)

22. abra: konfuzios matrix létrehozasa
Forras: KNIME szoftver, sajat eredmények

Végiil a fazisban kapott optimalis modell kivalasztasdban a Feature Selection Filter node fog

segiteni. Az optimalis tényezdket a 23. dbra demonstralja.
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Dialog - 3:2947 - Feature Selection Filter == O X
File

Flow Variables Job Manager Selection Memory Policy

| (] Indude static columns

| (@ Select features manually

| O Select best score

| O select features automatically by score threshold
Prediction score threshold 0,86 <

| Optimization Criterion: 7he score is being maximized.

Overall Accuracy Nr. of features D | egyeniSM[fbsM] A
D | egyeniSM[twSM]
AR .
0,837 32|12 egvmlM[m]
0,887 Eil L2 eavenisMlinsSh] egyeniSMtwSM]
0'887 o D | egyeniSM[tikSM]
: [»] egyeniSM[vibSM]
0,837 29
D | egyeniSM[whatSM]
0,887 w2 :
D egyeniSM[redsM]
0,887 27 4 -
0,887 % D | egyeniSM[ytsM]
: D | egyeniSM[brealsM]
0,887 22 = :
D | egyeniSM[snapSM]
0,884 7 2
D | egyenVIS[baratVis]
0,884 5 12
D egyenVIS[egyuttVis]
0,884 gy L
0,834 20 D, egyenVIS[kezdvis]
0.884 %5 [Dlegyenvisiujorvis]
0'334 T [3] eqyenviS[mervavis]
: D | egyenVIS[osztVIS]
0,881 56 =
0,831 55 | D | egyenVIS[szerwVIs]
: D | egyenVIS[progkiVIS]
0,881 51 =~
D | egyenVIS[felvIS]
0,881 44 =
D | egyenVIS[infVIS]
0,881 42
0,881 m [»] egyenVIS[vidVIS]
0,681 Sl ] tarsFONTOS [szorakozFONTOS]
YT = |D] tarsFONTOS[ivFONTOS]
o 881 D] tersFonTosszocFonTOS]
>.661 > |] tarsFonTOs[streFoNTOS)
o | |D] tarsFoNTOS[ekugFoNTOS)
0.861 & D] tersFoNTOS keimbrFONTOS]
0877 5| v [ D] tarsFONTOS[eimFONTOS] 9

(o]'¢ Apply Cancel ®

23. abra: Elsé fazis optimalis tényezo osszetételének a kivalasztasa
Forras: KNIME szoftver, sajat eredmények

A modellek koziil természetesen azt valasztjuk ki, ami a legjobban teljesitett. A kordbban
bemutatott 18. &bran a Column Filter és a Joiner node csak arra szolgal, hogy egyesiteni tudjam a mar
szlrt tényezOk mellé a tényleges értékeket (célvaltozot) Gjra és tovabb tudjam vinni dket a kdvetketd

fazisba.

Masodik fazis

A masodik fazis hasonlé formaban tortént, mint az elsé fazis. Az eltérés, viszont abban van,
hogy a Logistic Regression Learner node esetében az epoch szdmot ndveltem, igy mar jobban
Osszpontositva, arra, hogy méginkabb optimalis valtozokat talaljak, illetve itt mar a tanulasi folyamat
a csokkentett dimenziok végett sokkal gyorsabb volt ezért kivettem a lazy calculation beallitast, igy
a pontosabb szamitasokra Osszpontositottam. A masodik fazis tanuldsanak beallitasat a 24. arba

mutatja.
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Settings Ad Ed Flow Variables Job Manager Selection Memory Policy

Solver options
[] Perform calculations lazily (more memory expensive but often faster)

[~ Calculate statistics for coeffidents

Termination conditions

Maximal number of epachs: 100 000 -5
Epsilon: 1.0E-5
Learning rate / step size
Learning rate strategy: | Fixed ~
Step size: 0.1
Regularization
Prior: Laplace
Variance: 0,1t
Data handiing
[] Hold data in memory
Chunk size: 10000
[ Use seed
Seed: Mew

OK Apply Cancel @

24. abra: Masodik fazisban 1évé Logistic Regression Learner hiperparaméterei
Forras: KNIME szoftver, sajat eredmények

Itt is a loop folyamat végén a Feature Selection Filter segitségével véalasztottam ki az

optimalisnak tekinthetd modellt. A kivalasztott modellt a 25. abra mutatja.

46



Dialog - 3:2926 - Feature Selection Filter == O X
File

Flow Variables Job Manager Selection Memory Policy

[ Indude static columns
(®) Select features manually
(O Select best score
(O Select features automatically by score threshold
Prediction score threshold 03
Optimization Criterion: 7he score & being maximized.
Overall Accuracy Nr. of features g
0,887 2 g g Y
e d
0,884 20
(8] tarsFONTO 0 0
0,884 19
(8] tarsFONTO ONTO
0,884 18
8] tarskO 0
0,881 21
D EEE 0
0,881 17} - g
0,831 16 7 2
[»] tarsTENY[dbozTH
0,868/ 15 D 3
0,861 14 '
K] tarsIDO[porgosIDO
0,851 s 5 ;
0,841 2fs = :
0,838 11 5] b o
0,333 i = 4
0,825 8 E
i bo O apMO
0,821 9
[} bo 0 asMO
0,805 7]
1 b 0 0
0,778 6 D
0,772 5 D
0,765 3 D
0,758 hi I} A
0,738 2
0.6% i S | boardELMEGY

25. abra: Masodik fazis optimalis tényez6 osszetétele
Forras: KNIME szoftver, sajat eredmények

Harmadik fazis

A 3. fazis abban kiilonbozik az el6z6 kettdtdl, hogy itt mas regularizaciot alkalmaztam, egy mar
a végleges modell felallitasa végett, illetve csokkentettem az epoch szadmot és megint beallitottam a
lazy calculation opciot, hogy gyorsabban tudjak eredményeket kapni. Itt a Laplace regularizacios
megoldas helyett Gauss regularizaciot alkalmaztam, ami az L2-es regularizacioval hozhato
parhuzamba. Ebben a fazisban mar nem feltétleniil az a célom, hogy eltlintessem a valtozokat, hanem
az, hogy megnézzem a maradék valtozok koziil melyek miikodnek legjobban, illetve erds célom az,
hogy el tudjam keriilni az overfitting problémajat is. Az overfitting egy olyan gépi tanuldssal
kapcsolatos probléma, ami akkor meriil fel, ha a modell memorizalja a tréning adatrészt és nem tud
altalanositani a teszt adatrészen. Az itt hasznalt Logistic Regression Learner node beéllitasai a 26.
abran tekinthet6k meg. A harmadik fazis soran kinyert optimalis tényez0 Osszetétel a 27. abran

tekintheté meg.

47



Flow Variables Job Manager Selection Memory Policy

Settings
Solver options
[] Perform calculations lazily (more memory expensive but often faster)
[+] Calculate statistics for coeffidents
Termination conditions
Maximal number of epochs: 1000 (=
Epsilon: | 1.0E-5

~Learning rate [ step size
W

Learning rate strategy: Fixed

Step size: 0.1

~Regularization
Prior:  |Gauss

Variance: | 0,1}%

Data handling
[] Hold data in memary

Chunk size: 10000 5

[ Use seed
Seed: [1698662717252 New

Cancel @

oK Apply

26. abra: Harmadik fazisban 1évé Logistic Regression Learner hiperparaméterei
Forras: KNIME szoftver, sajat eredmények
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O|0|0|0|0|»|®n|0|0|0|0|»|0|0|0|0|0|0|0|0|0|0|0|®n

boardELMEGY
S
egyeniSM[vibSM]

OS[szorako 0
ONTOS[vezetFONTO
= Ofa
tarsTENY [dbozTENY]
O[porgosIDO
boardLATO barLA
boardLATO d
boardTENY [mestBTENY]
board ap
oardMO arsasMO
boardMO 0
kozosAKTIV
osszFAITA

27. abra: Harmadik fazis optimalis tényez6 Osszetétele
Forras: KNIME szoftver, sajat eredmények

Dialog - 3:2892 - Feature Selection Filter
File
Flow Variables Job Manager Selection Memory Policy

[[] indude static columns

(@) Select features manually

(O Select best score

(O Select features automatically by score threshold

Prediction score threshold 0Fs

Optimization Criterion: 7he score is being maximized.

Overall Accuracy Nr. of features
0,868 17
0,864 22
0,864 21
0,864 20
0,864 19
0,861 16
0,851 15
0,848 23
0,841 14
0,838 13
0,828 12
0,828 10
0,825 11

. r .
Negyedik fazis

A negyedik fazis a harmadik fazis optimalis modelljét hasznalja fel, és fejleszti tovabb
hiperparaméterek szempontjabdl. Itt mar feltélezem, hogy optimalis valtozo allomanyom van, viszont
a modellt fejleszteni lehet a hiperparaméterek modositasaval, vagy késébb a dontési kritérium

modositasaval. A negyedik fazis a kutatds szempontjabol 3 kiillonbozd részre oszthatd. A harom

kiilonbozo részt a 28-32. abrak segitségével fogom jellemezni.
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28. abra: Negyedik fazis abrazolasa
Forras: KNIME szoftver, sajat eredmények

Also rész (Nem diak adathalmazon valo tesztelés)

Az als6 rész a nem didk hallgatokon gyiijtott adathalmazzal foglalkozik és a didkokon

felépitett modellt haszndlja a kiértékeléshez. Az alsé rész folyamatat a 29. dbra mutatja be

-a [l 4 er .
=

2 ¢
Node 2875 Node 2876 Node 2653
Featurs Selsction Logistic Regression
Fitter Joiner Normalizer Column Fitter Predictor
1 > >
o> b“‘i g g ‘
® 9 e [ °
Node 2900 Node 2887 Node 2314 Node 2898 Node 2899
Scorer (Javascript)
r23
T
Node 3203

29. abra: Nem diak adathalmazon torténé prediktalas
Forras: KNIME szoftver, sajat eredmények
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A Feature Selection Filter-en keresztiil kivalasztom azokat a valtozokat, amik a didk
adathalmazon j6 prediktiv képességet mutattak, és normalizalom a folytonos valtozokat. A Logistic
Regression Predikctor segitségével pedig implementalom a didk adathalmazon tanittatott modellt és
a Scorer segitségével kiértékelem azt. A Rule Engine node majd a késdbbiekben segit a tréning adaton

megvizsgalt, optimalisabb dontési kritérium implementalasaban.

Ko6zépso rész (Modell véglegesités)

A kozépso rész az, ahol maga a modell 1étrejon. Ezt a modellt implementalom a teszt

adatrészen ¢€s a nem didk adathalmazon. A modell véglegesitését a 30. abra segitségével szeretném

bemutatni.
Feature Sslaction Logestic
Fiter Regression Leamer Scorer (Javascript)  RuleEngine  Number To Stringcorer (Javascript)
'mp »th r[&E G »nip »[}E
o 1. ° 3 ° @
Node 2892 Node 2912 Node 2325 Node 2333 Node 2881 Node 2324
Logistic Regression
Joiner X-Partiioner Pragictor X-Aggregator Scorer (Java Script)
> > > »
Tk >t n >}>:’? >[§=
° ° 3 . ¢
Node 2898 Node 2917 Node 2885 Noxde 2320 Node 2322
Binary Ciassification
Inspactor
< ¢
o
Node 2952

30. abra: Modell véglegesitése
Forras: KNIME szoftver, sajat eredmények

A Feature Selection Filter segitségével kivalasztottam az optimalis modellt és egy tjabb mar
a korabban leirtakhoz hasonl6 loop segitségével tanittattam a modellt. A modell hasonl6an a Guassian
regularizaciot alkalmazza, viszont sokkal nagyobb epoch szdmmal mivel csak 1 kalkulaciot kell végig

vinni a k- fold crossvalidation loop-on.
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Settings f\dVﬂ“Ced Flow Variables Job Manager Selection Memory Policy
Solver options
Perform calculations lazily (more memory expensive but often faster)

Calculate statistics for coeffidents

Termination conditions

Maximal number of epochs: 1000 000 5
Epsilon: 1,0E-5
Learning rate / step size
Learning rate strategy:  Fixed v
Step size: 0.1
Regularization
Prior: Gauss v
Variance: 0,15
Data handiing

Hold data in memory
Chunk size: 10 v
[[] use seed

Seed: 1698680959452

oK Apply Cancel Q@

31. abra: Modell hiperparamétereinek véglegesitése
Forras: KNIME szoftver, sajat eredmények

A Scorer segitségével értékelem ki a tanitott modellt. Ami viszont jelentds eltérés az a Binary
Classification Inspector node. Ez a node segitséget nyujt abban, hogy egy jobb dontési kritériumot
tudjunk feléllitani a modellen beliil erre majd az elsé dimenzioban fogok jobban kitérni. A dontési
kritérium modositasa abban segit, hogy meg tudjuk valtoztatni azt a kritériumot, ami alapjan
eldontjiik milyen valdszintiségi érték mellett tartozik valaki az egyik osztadlyba vagy a masikba. A
modositott osztaly kritériumot ugyanugy egy Scorer segitségével értékelem. A Rule Engine itt is a

dontési kritérium feliilirasdban segit majd.

Felso rész (Diakhalmazon valo tesztelés)

A fels6 rész a mar a Partitioning node segitségével szétvalasztott adatrészen értékeli ki a
modellt véglegesen. Itt is majd a Rule Engine a dontési kritérium modositasaban fog segiteni. A teszt
halmaz adatait is normalizaltam. A Logistic Regression Predictor a koz€épso részben alkotott modellt

implementalja a teszt adatrészen A felsd részt a 32. dbra mutatja be.
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Logistic Regression
Pradictor Rule Engine  Number To Stringcorer (Java Script)

B 3 - B

° o
Node 2919 Node 2945 Node 2548 Node 2857
o Scorer (Javascript) Rule Engine  Number To Stringcorer (Java Script)
>[§E ’u >nip DI}E
e © 3 ©
Node 2925 Node 2933 Node 2681 Node 2924

32. abra: Modell tesztelése a diak adathalmaz teszt részén
Forras: KNIME szoftver, sajat eredmények

4.3.1.2 Random forest modell

A random forest modell, a node-ok sorrendjének aspektusdban minden szempontbol
megegyezik a logisztikus regresszids modell felépitésével, csak a Logistic Regression Learner node-
ok helyett Random Forest Learner node-okat hasznéltam, illetve a Logistic Regression Predictor
node-ot is lecseréltem a random forest megfeleldjére. A legnagyobb kiilonbség, hogy a 4 fazis helyett,
viszont csak 3 van. Ennél a modellnél elég volt 2 valtozo-szelekcids loop, hogy regularizacié mellett
egy kezelhetd és jol teljesitd dimenzidé szamot kapjunk. Ami még nagy kiilonbség, hogy ennél a
modellnél sehol sem alkalmaztam normalizéciot. A random forest modell épitési folyamatat a 33. abra
mutatja be. A folyamat soran mindenhol ugyanazt a random forest modell beallitast hasznaltam fel
ezt a 34. abra demonstralja. A modellben alkalmaztam regularizaciot, a fa mélységek kontrollalasan

keresztiil. A 34. dbran az include oszlopban feltiing értékek lényegtelenek.
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Elso fazis

33. abra: Random forest modell felépitése
Forras: KNIME szoftver, sajat eredmények

Dialog - 3:3366 - Random Forest Learner

a X
File
Flow Variables Job Manager Selection Memory Policy
Target Column [S] boardELMEGY 7 [
Attribute Selection
Use fingerprint attribute Ellil <no valid fingerprint input>
(® Use column attributes
(® Manual Selection () Wildcard/Regex Selection
r Exclude r Indude
Y FAter Y rAter
No columns in thes st > | D] egyeniSM[insSM]
D | egyenisM[vibSM]
5 | D| tarsPSZICHO[megyPSZ1]
<
« |
(®) Enforce exdusion (O Enforce inclusion
Misc Options
[] Enable Hilighting (#patterns to store) 2000 3
[] Save target distribution in tree nodes (memory expensive - only important for tree view and PMML export)
Tree Options
Split Criterion Information Gain Ratio N,
[~ Limit number of levels (tree depth) 10 5
[[] Minimum node size 155
Forest Options

1 OK Apply

Cancel

©)

34. abra: Random Forest Learner node beallitasai
Forras: KNIME szoftver, sajat eredmények
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Az els6 fazisban 6sszedllitott valtozd csomagot a 35. abra mutatja be. Mint ahogyan lathato a
35. abrabol a lehetd legkisebb valtozd Osszetétel mellett dontottem. Ennek a miértje Occam
borotvéjanak principiumabdl ered. Occam azt mondja ki, hogy ha egy jelenségre tobb magyarazat is
lehetséges, akkor az egyszeriibbet fogadjuk el. Ez a gépi tanuldsban azért jo hiivelykujj szabaly, mert
segit az overfitting elkeriilésében, azzal, hogy a modelleket egyszerii formaban tartja, illetve 1atszodik

is a 35. abran, hogy a nagyobb komplexitds nem segit a prediktalasban, hiszem megegyeznek a

taldlati ardny értékek.

Dialog - 3:3302 - Feature Selection Filter
File

Flow Variables Job Manager Selection Memory Policy

[J Indude static columns
| (@) Select features manually
(O Select best score
(O Select features automatically by score threshold
Prediction score threshold 0,86 2
Optimization Criterion: 7he score is being maximized.
Overall Accuracy Nr. of features D | egyeniSM[fbsM]
0,887 26|~ D | egyeniSM[twsM]
D | egyeniSM[msSM]
0,887 21
o887 u
ey
: 3] egyeniSM[vibsM]
0,854 24
D eayeniSM[whatSM]
0,884 2 |2 :
0,884 » | D | egyenisM[redsM]
0.854 %2 [D] eayensmiytsv]
¢ D | egyeniSM[brealsM]
0,884 1 =
0,381 25| |D egyenisMsnapSM]
0‘551 31 | D | egyenVIS(baratvis]
0,881 S| | eayenVISegyuttvis]
; D | egyenVIS[kezdVIS]
0,881 B 12 ;
0,881 6 D egyenVIS[ujotvis]
0l881 1 | D | egyenvIS[mervaVis]
; D | egyenVIS[osztVIS]
0,881 = 12
0,881 7 | D | egyenVIS[szervVIs]
; D | egyenVIS[progkiVIS]
0,877, i L
D | egyenVIS[felvIS]
0,877 = L
D | egyenVIS[infVIS]
0,877 = 12
0,877 ES | D | egyenVIS[vidVIs]
0'877 33 | D | tarsFONTOS(szorakozFONTOS]
0.677 35| D] tarsFONTOS[kinivFONTOS]
0'377 27 D | tarsFONTOS([s20cFONTOS]
0.877 55| [B] tarsFoNTOSstreFONTOS]
0’877 23 | D | tarsFONTOS[elrugFONTOS]
0,877 19| |D tarsFONTOS[keimbFONTOS]
0877 =} v [D] tarsFonTOS[eimFoNTOS)

oK Apply Cancel ©)

35. abra: Els6 fazis optimalis tényez6 osszetételének a kivalasztiasa random forest esetében
Forras: KNIME szoftver, sajat eredmények

Masodik fazis

A masodik fazisban a random forest altal elért optimalis valtozo dsszetételt a 36. dbra mutatja.

Mint, ahogy lathaté nem nagyon valtozott semmi a teljesitményben és igy marad a 8 valtozo.
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Dialog - 3:3352 - Feature Selection Filter
File

Flow Variables Job Manager Selection Memory Policy

[ Indude static columns

(@) Select features manually

() select best score

() Select features automatically by score threshold
Prediction score threshold L

Optimization Criterion: The score is being maximized.

Overall Acauracy Nr. of features [3] eavenisminss)

3 eavenism[vibsm]
tarsFONTOS[csapmFONTOS)
tarsKOVET [insKOVET]
tarsPSZICHO [megyPSZI]
tarsTENY[er tTENY]
boardLATOGAT [hirdLAT]
boardMOTIV[emlekMOTIV]
boardELMEGY

ARSI SR o

36. abra: Masodik fazis optimalis tényez6 osszetételének a kivalasztiasa random forest
esetében
Forras: KNIME szoftver, sajat eredmények

Harmadik fazis

A random forest modellnek a harmadik f4zis minden elemében megegyezik a logisztikus
regresszioé 4 fazisaban leirtakkal. Egyetlen eltérés taldlhato, hogy az adatok nincsenek normalizalva

mert az algoritmus nem kivanja meg.

4.3.2 Els6 kutatasi kérdés

Az elsé dimenzioban a mar a 5.1.3-as alfejezetben feltett kutatasi kérdés mellett probalom
kiértékelni a modelleket és javaslatot tenni abban, hogy a kettd (logisztikus regresszid vagy random
forest) modell koziil melyik lehet a jobb, amennyiben a diak adathalmaz 20%-an, mint teszt
adatrészen probalunk prediktalni.
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4.3.2.1 Logisztikus regresszio esetében optimdlis modell

Coefficients and Statistics - 3:2912 - Logistic Regression Learner

File Edit Hilite Navigation View
Table "Coeffidents and Statistics™ -Rows: 19 Spec - Columns: 6 Properties Flow Variables

ow ID S | Logit [S] variable [D] Coeff. [D]|std. Err. |[D] z-score [D]P>iz1
egyeniSM[insSM] -0.585 0.146 -4.005 (]
egyenVIS[mervaVis] 0.323 0.143 2.258 0.024
egyenVIS[vidVIS] -0.349 0.145 -2.4902 0.016
tarsFONTOS [szorakozFONTOS] -0.277 0.153 -1.811 0.07
tarsFONTOS [vezetFONTOS] -0.223 0.146 -1.519 0.129
tarsKOVET [fbKOVET] 0.617 0.213 2.899 0.004
tarsKOVET [insKOVET] 0.725 0.194 3.735 0
11 ltarsPSZICHO [ajiPSZI] 0.309 0.146 2.116 0.034
& tarsTENY[idoTENY] -0.377 0.146 -2.588 0.01
1 tarsIDO[porgosIDO] =1 0.254 0.22 1.155 0.248
1 ‘boardLATOGAT [barLAT] -0.196 0.145 -1.357 0.175
1 ‘boardL ATOGAT [hirdLAT] 0.414 0.151 2.746 0.006
F S ‘boardTENY [kornyBTENY] 0.465 0.166 2.797 0.005
% ‘boardMOTIV [kikapMOTIV]=1 0.567 0.228 2.495 0.013
1 ‘boardMOTIV[tarsasMOTIV]=1 0.39 0.227 1.499 0.134
1 ‘boardMOTIV[emiekMOTIV] =1 0.493 0.231 2.132 0.033
p & infoCAFE 0.203 0.149 1.411 0.158
1 nyitottTEMA 0.3 0.14 -2.145 0.032
& Constant -0.865 0.299 -2.891 0.004

37. abra: Optimalis Logisztikus regresszio egyiitthatéi
Forras: KNIME szoftver, sajat eredmények
A 37. abra mutatja azt az optimalis valtozo sszetételt és stlyozast, ami segitségével a modell
a tréning adatrészen predikciokat alkotott az értékelés soran, illetve majd ez a modell fog a teszt
adatrészen prediktalni a Logistic Regression Predictor node segitségével a Variable oszlop alatt
talalhato a valtozo neve, és a Coeff. alatt a stllya. El0szor viszont szeretnék kitérni a tréning adatrészen

elért teljesitményre, amit k-fold cross validacio keretében értékeltem ki.

|W ! Confusion Matrix - O
Scorer View =
Confusion Matrix

0 (Predicted) 1 (Predicted)
0 (Actual) 134 17 88.74%
1 (Actual) 22 129 85.43%
85.90% 88.36%

Class Statistics

Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me:

0 134 22 129 17 88.74% | 85.90% 88.74% 85.43% 87.3

1 129 17 134 22 85.43% | 88.36% 85.43% 88.74% 86.8

] 13
Overall Statistics

Overall Accuracy | Overall Error | Cohen's kappa (x) | Correctly Classified | Incorrectly Classified

87.09% 12.91% 0742 263 39

38. abra: Logisztikus regresszios modell teljesitménye a cross validacio soran dontési
kritérium modositasa nélkiil
Forras: KNIME szoftver, sajat eredmények

57



Mint ahogy a 38. abran lathaté nagyon szép teljesitményt ért el a modell a taldlati arany
(87,09%) szempontjabol a cross validacié keretein beliil, de ez sajnos nem hasznalhato fel arra, hogy
amodell valds teljesitményérdl tudjunk allitani valamit. Ez még csak arra j6, hogy hiperparamétereket
optimalizaljunk jobb teljesitmény elérése végett, vagy modositsuk a dontési kritériumot. En az utobbi
megoldast valasztottam. Mint ahogyan a modell épités 4. fazisaban felvazoltam ebben a feladatban a
Binary Classification Inspector fog segiteni. A node segitségével optimalizalhatjuk a dontési

kritériumot, hogy maximalis teljesitményt tudjunk elérni a talalati arany terén.

|m ! Binary Classification Inspector = m} X
Stats ~ Scoring Metrics ROC Curves
1.0000
1
0.8000
0.8}
QP.SOOC g 0.6
= =)
o (%]
2.4000 S o4f — — A
(0]
0.2
0.2000
0
0.0000 -
AuC Accuracy 0 0.2 0.4 0.6 0.8 1
Metric by Model 1 - Specificity
® P (boardELMEGY=1) @ P (boardELMEGY=C(
Max Accuracy ¥ Max Accuracy >
Threshold: 0.4705346692835906
Confusion Matrix (302 displayed rows) Dist Chart ~
- o Distribution of Positive Class Probabilities

(Predicted) (Predicted) Actus: 0100

Sensitivity 8 t t t
0.860927 A
G ‘
4 - 4
Specificity |
0.880795 .
\ |

Precision NPV 0 ' A
0.878378  0.863636 - i = v 5 3
Predicted Probability

1
(Actual)

Frequency

0
(Actual)

’Reset Apply ¥ Close ~

39. abra: Optimalis dontési kritérium a logisztikus regressziés modellen beliil maximalis talalati arany elérése
végett
Forras: KNIME szoftver, sajat eredmények

Mint ahogy lathat6 a 39. abran a node a treshold, tehat a dontési kritérium modositasat kéri. Ezt

az értéket hasznalom fel a Rule Engine segitségével a prediktalt valtozo tjra koédoldsara.
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Dialog - 3:2933 - Rule Engine = m] X
File

ROWID ) Al & N
ROWINDEX
ROWCOUNT Function
D] egyenisMlinsSM] 7<2 ~
|D| egyenvIS[mervaVIs] ) <=2
|D | egyenVIS[vidVIS] 2 =2
|D | tarsFONTOS|[szorakozFONTOS] )
D] tarsFONTOS [vezetFONTOS] S s
D] tarsKOVET[fbKOVET] > AND ?
D] tarsKOVET[insKOVET] bIN?
2 tarsPSZICHO[ajiPSZI] 2 LIKE ?
D tans TENY fdoTENY) ? MATCHES ?
| S| tarsIDO[porgosIDO] YO0R ?
(D] boardLATOGAT[barLAT] oR 3
|D | boardLATOGAT [hirdLAT] v | FaLsE
e MISSING ?
Flow Variable List o 2 Y K
[s*] knime. workspace oy cosion
?| 1 // enter ordered set of rules, e.g.: "
?| 2 // $double column name$ > 5.0 => "large”
? // $string column name$ LIKE “*blue*” => "small and blue”
?| ¢ // TRUE => "default outcome”
|| 5 $P (boardELMEGY=1)$ > ©.4705346692835906 => 1
Il € TRUE=>8
v

(O Append Column: | prediction E

(® Replace Column: [:S_‘ Prediction (boardELMEGY) v

oK Apply Cancel ©)

40. abra: Predikciok ujra definialasa uj dontési kritérium mellett a tréning adatrészen
logisztikus regresszio esetében
Forras: KNIME szoftver, sajat eredmények

1.1 Confusion Matrix =2 O X
Scorer View =
Confusion Matrix

0 (Predicted) 1 (Predicted)
0 (Actual) 133 18 88.08%
1 (Actual) 21 130 86.09%
86.36% 87.84%

Class Statistics

Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me:

0 133 21 130 18 88.08% | 86.36% 88.08% 86.09% 87.2

1 130 18 133 21 86.09% | 87.84% 86.09% 88.08% 86.9

] »

Overall Statistics

Overall Accuracy | Overall Error | Cohen's kappa (x) | Correctly Classified | Incorrectly Classified

87.09% 12.91% 0742 263 39

41. abra: Logisztikus regresszios modell teljesitménye a tréning adatrészen dontési kritérium
modositasaval
Forras: KNIME szoftver, sajat eredmények
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Modellben a dontési kritérium modositasa esetében (az alap 0,5-r6l modosult az optimalis
0,47053-ra) nem tortént semmi a taldlati aranyt illetéen, viszont a felidézés (recall) esetében igen. A
1-es eset (boardELMEGY=1) felidézése megnétt (85,43%-r61 86,09%-ra) viszont a 0-s eseté
csokkent (87,74-r61 88,08%-ra).

Logisztikus regresszio teljesitményének értékelése a teszt adatrészen:

A teljesitmény értékelése a teszt adatrészen beliil is két féle modon zajlott. Ez az, ami igazan
képet is ad a modelliink teljesitményérdl. Az elsd kiértékelés a sima modell teljesitményét mutatja
optimalis dontési kritérium nélkiil. A masodik a tréning részen elért optimalis dontési kritérium

mellett tlinteti fel a modell eredményét.

B | Confusion Matrix = O X
Scorer View
Confusion Matrix
0 (Predicted) 1 (Predicted)
0 (Actual) 14 0 100.00%
1 (Actual) 14 24 63.16%
50.00% 100.00%

Class Statistics

Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me

0 14 14 24 0 100.00% | 50.00% 100.00% 63.16% 66

1 24 0 14 14 63.16% | 100.00% 63.16% 100.00% 77

Overall Statistics

Overall Accuracy | Overall Error | Cohen's kappa (x) | Correctly Classified | Incorrectly Classified

73.08% 26.92% 0480 38 14

42. abra: Logisztikus regressziés modell teljesitménye a teszt halmazon dontési kritérium
modositasa nélkiil
Forras: KNIME szoftver, sajat eredmények

A modell taldlati aranydban megfigyelhet6 egy erds csokkenés a tréning adatrészhez képest a
taldlati ardany 87,09%-161 csokkent le 73,06%-ra. Ez sok esetben overfitting-re tud utalni, ezt viszont
lehet mérsékelni hiperparaméterek, vagy dontési kritérium modositasaval is. Mint ahogyan lathato a
42. abrabol a modell képes megtalalni az Gsszes 0-as esetet, de nagyon szigor néhany 1-es esettel
szemben és 1-es helyett, 0-nak prediktalja. A modellt ebben az esetben ugy lehet javitani, hogy a
dontési kritériumot lejjebb vissziik. Esetiinkben ez a tréning adatrészen elért optimalis dontési

kritériumot jelenti. A 42. abra mutatja be a dontési kritérium modositasat.
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Dialog - 3:2945 - Rule Engine s ] X
File

Rule Ed:tor Flow Variables Job Manager Selection Memory Policy

Column List Category Description
ROWID A |la % =
ROWINDEX
ROWCOUNT Function
[2 egyeniSM[fbsM] be2: N
1'2 egyeniSM[twSM] 9 <=2
[E egyeniSM[msSM] b
|D| egyenisM[inssM] -
| D | egyenism[tiksM] b a9
i_g_ egyeniSM[vibSM] 2 AND ?
[B egyeniSM[whatsM] YIN?
|D | egyenisM[redsm] I LIKE ?
|D| egyenisM[ytsm] 7 MATCHES ?
1.2 egyeniSM[brealsM] J0R?
|D| egyenisM[snapsi] 2XOR ?
| D] egyenviS[baratvis] v | Fase
s IMISSING ?
Flow Variable List AT 2 v v
i*| maxiterations et
E I——— ? // enter ordered set of rules, e.g.: N
g 1 1 1 =
= Mcnlmemorkspace ? // $double column nameJS > 5.0 => "large”
? // $string column name§ LIKE "*blue*” => “"small and blue"
?| 4 // TRUE => “"default outcome"
] $P (boardELMEGY=1)$ > ©.4705346692835906 => 1
1 TRUE=>0
v

(O Append Column: |prediction I

@ Replace Column: || S| Prediction (boardELMEGY) v

OK Apply Cancel ©)

43. abra: Predikciok ujra definialasa ij dontési kritérium mellett a teszt adatrészen
logisztikus regresszional
Forras: KNIME szoftver, sajat eredmények

A tréning adatrészen végzett k-fold cross validacidé keretében megtalalt optimalis dontési
kritériumot alkalmaztam itt (0,47053), ez azért fontos, mert példaul megcsinalhattam volna azt is,
hogy a teszt adatrészen is keresek egy optimalis dontési kritériumot, de ez torzitana a modellezést,
mivel ekkor a teszt adatrészre kezdeném atszabni a modellt, tehat a modell elkezdene a teszt
adatrészben talalhato adatoktol is fiiggeni. A modell teljesitményét 0j dontési kritérium mellett

értékeld konflzids matrixot a 44. abra mutatja be.
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| Confusion Matrix

Scorer View
Confusion Matrix
0 (Predicted) 1 (Predicted)
0 (Actual) 14 0 100.00%
1 (Actual) 10 28 73.68%
58.33% 100.00%
Class Statistics
Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me
0 14 10 28 0 100.00% | 58.33% 100.00% 73.68% 73
1 28 0 14 10 73.68% 100.00% 73.68% 100.00% 84.

Overall Statistics

Overall Accuracy

Overall Error

Cohen's kappa ()

Correctly Classified

Incorrectly Classified

80.77%

19.23%

0.601

42

10

44, abra: Logisztikus regresszios modell teljesitménye a teszt adatrészen dontési kritérium
modositasaval
Forras: KNIME szoftver, sajat eredmények

Mint, ahogy lathat6 a dontési kritérium moédositasara a modell jobb teljesitmény ért el a taldlati

ardny 73,06%-ro61 80,77%-ra nott, tehat jo volt az a feltételezés, hogy a modellnek til konzervativan

értekeli a 0-s értéket €s jobb teljesitményt tudunk elérni a dontési kritérium moédositasaval.

Konkluzio a logiszikus regresszios modellrol:

Ezek alapjan logisztikus regresszid esetében a dontési kritériummal modositott modell lesz az,

amit Ossze kell hasonlitanunk a random forest modellnél talalhat6 optimalis megoldassal.

4.3.2.2 Random forest esetében optimdlis modell:

A random forest modellnél is eldszor szeretném bemutatni a tréning adatrészen elért

eredményeket majd kitérni a teszt adatrészen elért ereményekre. A 44. dbra mutatja be a tréning

adatrészen elért eredményeket dontési korlat modositasa nélkiil.
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|m ! Confusion Matrix = [} X

Scorer View
Confusion Matrix
0 (Predicted) 1 (Predicted)
0 (Actual) 136 15 90.07%
1 (Actual) 23 128 84.77%
85.53% 89.51%

Class Statistics

Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me:

0 136 23 128 15 90.07% | 85.53% 90.07% 84.77% 87.7

1 128 15 136 23 84.77% | 89.51% 84.77% 90.07% 870

Overall Statistics

Overall Accuracy | Overall Error | Cohen's kappa (x) | Correctly Classified | Incorrectly Classified

87.42% 12.58% 0.748 264 38

45. abra: Random forest modell teljesitménye a cross validacio soran dontési kritérium
mddositasa nélkiil
Forras: KNIME szoftver, sajat eredmények

A 44. abran is jol lathaté az, hogy modell a k-fold cross validacio keretein beliil nagyon jol
teljesit (a taldlati arany 87,42%), de mint ahogy a logisztikus regresszional megallapitottam ez sajnos
nem hasznalhato fel a modell értékelésére, viszont segiteni tud a dontési kritérium esetleges
modositasaban. Az optimalis dontési kritériumot a 46. dbra demonstralja, illetve az optimalis dontési

kritérium implementalasat a 47. 4bra.
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|W ! Binary Classification Inspector — [m] X

Stats ~ Scoring Metrics ROC Curves %=
1.0000 o
1
0.8000f ! |
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n
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Metric by Model 1 - Specificity
@ P (boardELMEGY=1) @ P (boardELMEGY=0
Max Accuracy ¥ Max Accuracy >
Threshold: 0.46000000834465027
Confusion Matrix (302 disuplayed rows) UstChan
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46. abra: Optimalis dontési kritérium a random forest modellen beliil maximalis talalati
arany elérése végett
Forras: KNIME szoftver, sajat eredmények

Dialog - 3:3294 - Rule Engine = O X
File

Flow Variables Job Manager Selection Memory Policy

Column List Category Description
ROWID A |l = =
ROWINDEX
ROWCOUNT Function
[D] egyenisMinssM] PF) 7
D] egyenisM[vibs] ) <=2
|D | tarsFONTOS[csapmFONTOS] iad
D] tarsKOVET{insKOVET] b2
E tarsPSZICHO[megyPSZI] 2>m?
| D | tarsTENY[ertTENY] > AND ?
| D | boardLATOGAT [hirdLAT] SING?
| S | boardMOTIV [emlekMOTIV] 3 LIKE ?
|S | boardELMEGY 2 MATCHES ?
|D|P (boardELMEGY=1) J0R?
|D|P (boardELMEGY=0) 3 XOR ?
| S| Prediction (boardELMEGY) v | Fase
oo MISSING ?
Flow Variable List v N,
] knime . workspace By
?| 1 // enter ordered set of rules, e.g.: "
?| 2 // $double column name$ > 5.0 => "large”
?| 3 // $string column name$ LIKE "*blue*” => "small and blue”
?| 4 // TRUE => “"default outcome™
|| 5 $P (boardELMEGY=1)$ > ©.46200000834465027 => 1
Il € TRUE=>@
v
(O Append Column: |prediction [1]
(@ Replace Column: [ S| Prediction (boardELMEGY) v

OK Apply . Cancel @
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47. abra: Predikciok djra definialasa uj dontési kritérium mellett a tréning adatrészen
random forest esetében
Forras: KNIME szoftver, sajat eredmények

Ezt kovetden a 48. abraban latszik, hogy a taldlati ardny ennek hatasara javul (87,42%-r6l

88,74-ra nd), és a modell jobban képes felismerni az 1-es értékeket.

B ! Confusion Matrix - [m] X
Scorer View
Confusion Matrix
0 (Predicted) 1 (Predicted)
0 (Actual) 136 15 90.07%
1 (Actual) 19 132 87.42%
87.74% 89.80%
Class Statistics
Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me:
0 136 19 132 15 90.07% | 87.74% 90.07% 87.42% 88.8
1 132 15 136 19 87.42% | 89.80% 87.42% 90.07% 88.5

Overall Statistics

Overall Accuracy

Overall Error

Cohen's kappa (x)

Correctly Classified

Incorrectly Classified

88.74%

11.26%

0.775

268

34

48. abra: Random forest modell teljesitménye a tréning adatrészen dontési kritérium
modositasaval
Forras: KNIME szoftver, sajat eredmények

Random forest teljesitményének értékelése a teszt adatrészen:

Mint ahogy a logisztikus regresszid esetében a random forest modell teljesitményét is csak a
teszt adatrészen tudjuk igazan értékelni. A logisztikus regresszidhoz hasonloan itt is megvizsgaltam,
mi torténik akkor, ha a modell dontési kritériumat valtoztatjuk. A 48. dbra a modell teljesitményét

mutatja be.
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8 ! Confusion Matrix

Scorer View
Confusion Matrix
0 (Predicted) 1 (Predicted)
0 (Actual) 7 7 50.00%
1 (Actual) 3 35 92.11%
70.00% 83.33%

Class Statistics

Class | True Positives | False Positives | True Negatives | False Negati R

o

Sensitivity | Specificity | F-me:

0 i 3 35 7/ 50.00% | 70.00% 50.00% 92.11% 58.3

1 35 7 7 3 92.11% | 83.33% 92.11% 50.00% 875

Qverall Statistics

Overall Accuracy | Overall Error | Cohen's kappa (x) | Correctly Classified | Incorrectly Classified

80.77% 19.23% 0.463 42 10

49. abra: Random forest modell teljesitménye a teszt halmazon dontési kritérium maédositasa
nélkiil
Forras: KNIME szoftver, sajat eredmények
A taldlati arany béli csokkenés itt is jelen van (88,74-r6l, 80,77%-ra) mint a logisztikus
regresszid esetében, de nem olyan szdmottevo elsére. Ezt leszamitva a modell elég szépen tudott
altalanositani (prediktalni a teszt adatrészen). A 50. abra mutatja a dontési korlat modositasat. Az 51.

abra mutatja a dontési kritérium modositasaval elért eredményt.
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Dialog - 3:3294 - Rule Engine = a X
File

{Rule Editor | Flow Variables Job Manager Selection Memory Policy
Column List Category Desapbon
ROWID P il RS
ROWINDEX
ROWCOUNT Function
D | egyenisM(insSM] b<? ~
D | egyeniSM[vibSM] Y <=7
D | tarsFONTOS[csapmFONTOS] r o)
D | tarsKOVET[InsKOVET] i3
D! tarsPSZICHO[megyPSZI] B
D | tarsTENY [ertTENY] 2 AND ?
D | boardLATOGAT hirdLAT] JIN?
S | boardMOTIV[emiekMOTIV] 2 LIE ?
S| boardELMEGY S NATOHES
D | P (boardELMEGY=1) b OR 2
D | P (boardELMEGY =0) 3XOR 2
$ | Prediction (boardELMEGY) v | ease
P IMISSING ?
Flow Variable List hoT 2 ) v
8" knime.workspace Brpreslon

?| 1 // enter ordered set of rules, e.g.: "~

? // $double column name$ > 5.8 => "large™

2?1 // $string column nome§ LIKE "*blue*™ => “"small and blue”

?| ¢ // TRUE => “default outcome"

| $P (boardELMEGY=1)$ > 0.46000000834465027 => 1

1| ¢ TRUE=>@

v
(O Append Column: | prediction [1]
(@ Replace Column: | S| Prediction (boardELMEGY) v
oK Apply Cancel )

50. abra: Predikciok ujra definialasa uj dontési kritérium mellett a teszt adatrészen random
forest modellnél
Forras: KNIME szoftver, sajat eredmények

B ! Confusion Matrix = a X
Scorer View =
Confusion Matrix

0 (Predicted) 1 (Predicted)
0 (Actual) 5 9 35.71%
1 (Actual) 2 36 94.74%
71.43% 80.00%
Class Statistics
Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me:
0 5 2 36 9 35.71% 71.43% 35.71% 94.74% 476
1 36 9 5 2 94.74% 80.00% 94.74% 35.71% 86.7
1 »
Overall Statistics
Overall Accuracy | Overall Error | Cohen's kappa (x) | Correctly Classified | Incorrectly Classified
78.85% 21.15% 0.362 41 1"

51. abra: Random forest modell teljesitménye a teszt adatrészen dontési kritérium

modositasaval

Forras: KNIME szoftver, sajat eredmények
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Az 51. 4brabdl lathato, hogy a dontési kritérium modositasaval a modell taldlati arany csokken

(80,77%-r6l, 78,85%-ra).

Konkluzié a random forest modellrél:

Ezek alapjan a random forest esetében nem a dontési kritériummal modositott modell lesz az,
amit 0ssze kell hasonlitanunk a logisztikus regresszios modellel, hanem itt a dontési kritérium

modositasat elvetjiik és az eredeti dontési kritériumot hasznaljuk.

4.3.2.3 Konkluzio az elso dimenziorol

Ebben az alfejezetben 0sszehasonlitom az optimalis logisztikus regresszios modellt, illetve az
optimalis random forest modellt és javaslatot teszek arra, hogy melyik esetben, melyik modellt éri

meg jobban hasznalni.

Mint ahogy lathatd 37. abrabol a logisztikus regresszié 18 paramétert hasznal fel ezzel
ellentétben a 36. abrabol megfigyelhetd, hogy a random forest viszont csak 8-at. A logisztikus
regresszid esetében a 18 valtozod egy nagyon komplex modellt eredményez. A 44. és a 49. dbra
Osszevetése soran lathatd, hogy a két modell azonos teljesitményt ért el taldlati ardny (accuracy)

szempontjabol, mindkét modell taldlati aranya 80,77%.

Ha az a fontos szdmunkra, hogy a modell minél kevésbe legyen komplex, akkor a random forest

alkalmazasat javasolndm a mar emlitett Occam borotvaja principium végett.

Viszont, ha a modellbdl kinyert valtozok hatasat akarjuk implementalni és az alapjan marketing
dontéséket alkotni, akkor a logisztikus regresszios modell lesz, amit valasztanunk kell. A logisztikus
regresszio hiaba tartalmaz 18 valtozot, interpretalhatosaga konnyebb és egyszertiibb, igy a marketing

folyamatokban val6é implementalasa is konnyebb.

4.3.3 Masodik kutatasi kérdés vizsgalata

A masodik kutatasi kérdés az optimalis mintagytijtés kérdésével foglalkozik. Ebben a részben
a fokusz a két adathalmaz 6sszehasonlitasara 0sszpontosul és célom kihangsulyozni a megfeleld és

koriiltekintden elvégzett mintavétel fontossagat.
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4.3.3.1 Logisztikus regresszio esetében a mintak kozotti eltérés

Logisztikus regresszio esetében a 44. abraban szerepld taldlati ardny (accuracy) értekéhez

(80,77%) képes jelentésen csokken e modelliink prediktiv kapacitasa a nem diak adathalmazon. A

nem didk adathalmazon elért prediktiv teljesitményt az 52. dbra mutatja be.

B | Confusion Matrix = O
Scorer View
Confusion Matrix
0 (Predicted) 1 (Predicted)
0 (Actual) 17 9 65.38%
1 (Actual) 12 21 63.64%
58.62% 70.00%
Class Statistics
Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me:
0 17 12 21 9 65.38% 58.62% 65.38% 63.64% 61.8
1 21 9 17 12 63.64% 70.00% 63.64% 65.38% 66.6

Overall Statistics

Overall Accuracy | Overall Error | Cohen's kappa (x) | Correctly Classified | Incorrectly Classified

64.41% 35.59% 0.287 38 21

52. abra: Logisztikus regresszios modell teljesitménye a nem diak adathalmazon
Forras: KNIME szoftver, sajat eredmények

Mint ahogyan az 51. ébrabdl is latszik a modell prediktiv képessége teljesen Osszeomlik
80,77%-r6l lecsokken 64,41%-re és a modell elvesziti prediktiv erejét. Ez abbol kovetkezhet, hogy a
didk adathalmazon megtanitott modell nem képes altalanositani a nem didk adathalmazon. Ez a
probléma abbdl eredhet, hogy esetlegesen a logisztikus regresszio nem a optimalis modell ezen
feladat ellatasara, vagy a modellben szerepld valtozok eloszlasa radikalisan eltér egymastol. Mivel a
modell a didk adathalmazon aranylagosan jo prediktiv képességgel birt ezért az utobbit tudnam

feltételezni.

4.3.3.2 Random forest esetében a mintak kozotti eltérés

Ahogyan a logisztikus regresszio esetében, ugy a random forest modellnél is megfigyelhetiink
erés valtozasokat, ha a nem didk adathalmazon probalunk prediktalni. A 49. abraban vett talalati

ardany (80,77%) itt is 6sszeomlik. A nem didk adathalmazon vett teljesitményt az 53. abra mutatja be.
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| ' Confusion Matrix - O

Scorer View
Confusion Matrix
0 (Predicted) 1 (Predicted)
0 (Actual) 0 26 0.00%
1 (Actual) 0 33 100.00%
undefined 55.93%

Class Statistics

Class | True Positives | False Positives | True Negatives | False Negatives | Recall | Precision | Sensitivity | Specificity | F-me¢

0 0 0 33 26 0.00% 0.00% 0.00% 100.00% 0.

1 33 26 0 0 100.00% | 55.93% 100.00% 0.00% .

Overall Statistics

Overall Accuracy | Overall Error | Cohen's kappa (x) | Correctly Classified | Incorrectly Classified

55.93% 44.07% 0.000 33 26

53. abra: Random forest modell teljesitménye a nem didak adathalmazon
Forras: KNIME szoftver, sajat eredmények

Itt is lathato egy radikalis valtozas teljesitmény terén. A 80,77%-0s taldlati ardany lecsokken

minddssze 55,93%-ra.

4.3.3.3 Konkluzio a masodik dimenziorol

o

Mint ahogyan lathat6 a dimenzion beliili el6z6 két alfejezetbdl, a modell alkotasnal kritikus az,
hogy mennyire reprezentativ az adatunk a fogyasztoi bazisrol. Ha a didkokon beliil szeretnénk
prediktalni, akkor modelljeink egész jol mikodnek, viszont, ha a masik adathalmazon akarunk
predikciokat tenni, akkor osszeomlik és prediktiv kapacitasaikat elveszitik. E mogott a jelenség
mogott lehet az, hogy a didk adatbazis nem feltétleniil reprezentalja a nem didk adathalmazt, vagy

esetlegesen a mintavételezesi technika (onkényes lefedés vs. holadba) okozhatta ezt az eltérést.
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5. A KUTATASI EREDMENYEK OSSZEFOGLALASA

Kutatdsom sordn arra probaltam valaszt adni, hogy egy KKV szemszdgébol megéri-e a
mesterséges intelligencia alkalmazasa. Ennek a probléméanak a megvalaszolasat egy elméleti

irodalom attekintés és egy gyakorlatias esettanulmany keretein beliil vizsgaltam meg.

El6szor ezt az irodalomkutatds szemszogébol kozelitettem meg. Az irodalomkutatasban egy
uj szemléletmddot alkalmazva vizsgaltam a mesterséges intelligencia marketingtudomanyban
betoltott szerepét €s potencialjat. Bemutattam az ehhez kapcsolodod fogalmakat és trendeket elméleti
Osszefliggések ¢és gyakorlati példak segitségével. Foglalkoztam azzal, hogy a mesterséges
intelligencia, hogy tud beépiilni a vallalati dontésekbe az adatsziikséglet piramis hasznélataval.
Jellemeztem a gépi tanuldst, mint mesterséges intelligencia megoldast és bemutattam a tradicionalis
gépi tanuldsi eszkozoket, illetve a mély tanuldst, valamint ezeket pAirhuzamba hoztam a 2. fejezetben
1év6 fogalmakkal. Irodalomkutatidsbol lathatd, hogy szamos olyan teriilet van, ahol a mesterséges
intelligenciat fel lehet haszndlni a marketing tevékenység fejlesztésére, am ezek a megoldasok
nehezek lehetnek egy limitalt tokével rendelkez6 KKV szamara. Levonhatdé tovabbd az a
kovetkeztetés is, hogy a mesterséges intelligencidt nem csak atfogo stratégiai eszkdzként, de egy-egy
részfeladat megvaldsitasara is lehet alkalmazni, amely viszont a KKV-k szdmara is megoldast tud
nytjtani. igy lehetésége van a kisebb vallalkozasoknak is arra, hogy belekostoljanak a mesterséges
intelligencia altal megvalosithato feladatokba és egy-egy konkrét eszkozt hasznalva, adaptalva

bizonyos teriileteken fejleszteni tudjak a marketingtevékenységiiket.

A 4.1.1-es alfejezetben jellemeztem a primer kutatdsom és bemutattam a kutatishoz
kapcsolddd definiciokat. Bemutattam a vezetdi dontési problémat, miszerint lehetséges-e az
elméletben bemutatott szdmos stratégiai 1épés koziil valamilyen kisebb feladatot a KK'V-k szdmara
adaptalni és ezaltal bevezetni a mesterséges intelligencia hasznalatat? Ennek vizsgalatara egy iparagat
valasztottam ki, a tarsasjatékozasra fokuszaltam az esettanulmanyomban. A vezetdi dontési probléma
megvalaszolasat segitd két dimenzidt is definidltam, amelyek mentén az esettanulmanyomat értékelni
tudtam. Vizsgaltam azt, hogy mennyire relevans a tanuldalgoritmus kivalasztdsa, valamint a
mintavétel, a mintavételi keret kialakitasa a KKV-k szamara. Az elobbi azért is fontos, mert nem
biztos, hogy egy KKV-ndl rendelkeznek a munkatarsak megfeleld tudassal az alogritmusok
kivalasztasa szempontjabol, az utdbbi vizsgalata pedig azért jelentds, mert altalaban egy KKV

kevesebb forrassal rendelkezik nagyméretii adatbazisok kiépitésére!
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Fontos volt szamomra, hogy példat mutassak a modellépités folyamatara altaldnosan ¢€s a
gyakorlatba atiiltetve is! A dolgozat egyik fontos eredménye az a folyamatleiras, amelyen
végighaladva az olvas6 maga is meg tud valositani egy egyszertibb predikciot. A modellalkotasban a
KNIME szoftver volt a segitségem, amely elérhetd a KK'V-k szdmara is €s kis gyakorlas utan konnyen
tudjak hasznalni a programozashoz nem értd munkatarsak is. A folyamat bemutatisa soran kiilon
kitértem az adattisztitas 1épéseire, amelyek kiilonosen fontosak a jo predikciok eldallitasahoz. A
modellalkotds masik fontos pontja az optimalizalas, erre is tobb alfejezetben mutatok kovetendd

példakat a kisérletezni kivand szakemberek szdmara.

4.3.2-es alfejezet az elsd dimenzion beliili modellértékelést mutatja be. Ebben a részben a
diakok adathalmazéanak tesztel6 részében értékeltem ki az optimalis modelleket, ezen kiviil kitértem
arra, hogy hogyan lehet ndvelni a modell teljesitményét overfitting esetén a dontési kritérium
modositasaval. A logisztikus regresszid a dontési kritérium modositasa eldtt 73,06% talalati aranyt
ért el, a dontési kritérium modositasaval viszont 80,77%-ra nétt a talalati aranya. Itt kitértem arra is,
hogy ebben az esetben az optimalis modellt a dontési kritérium moddositasaval tudjuk elérni. Ezt
kovetden a random forest modellt értékeltem hasonld koriilmények kozott. A random forest modell a
dontési kritérium modositasa nélkiil 80,77%-os taldlati aranyt ért el, mig a dontési kritérium
mobdositasaval 78,85%-ra csokkent a talalati arany. Ebben az esetben nem volt érdemes modositani a
dontési korlatot. Ezt kovetden Osszevetettem az optimalis logisztikus regresszios modellt és az
optimalis random forest modellt. Itt megallapitottam két modszert, ami alapjan ki lehet valasztani a
szamunkra optimalis modellt. A két algoritmus, megfeleld optimalizalds utan tulajdonképpen
azonosan jo talalati ardnyt adott, igy a feltar6 kutatasi fazisban azt tudjuk mondani, hogy varhatéan
kevésbé relevans a KKV-k szamara, hogy melyik algoritmust ismerik meg. Erdemes azonban azt is
megjegyezni, hogy az azonos taldlati ardnyt a két algoritmus mads valtozoszdmmal tudta

megvalositani, amely a modellek interpretalhatosagat befolyésolja.

Fontos kiemelni azt, hogy mas adathalmazra nem biztos, hogy optimalis ezen modellek
hasznalata. A modell vélasztas erdsen fligghet az adathalmaz tulajdonsagaitol, igy ezen limitacid
mentén mindenképpen érdemes tovabbi ipardgakat, vagy egy adott iparagra vonatkozoan tobb
kiilonbozd kérddivet €s adatbazist is Osszevetni. Ezeket, mint jovObeli kutatasi lehetdségeket is

javaslom.

A 4.3.3-as alfejezetben pedig a masodik kutatasi kérdést vizsgaltam, vagyis azt, hogy a 4.1.5-
Os alfejezetben 1évo adatgytijtési technikdk mennyire validak és mennyire lehet rajtuk prediktalni. Itt

a 4.3.2-es alfejezetben kialakitott modellek teljesitményét vetettem 0ssze a nem didk adathalmazon
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elért modell teljesitménnyel. A logisztikus regresszid esetében a prediktiv teljesitmény jelentdsen
csOkkent a didk adathalmazon vald prediktalashoz képest. A talalati arany 80,77%-r6l lecsokkent
64,41%-ra. Ebbol azt allapitottam meg, hogy a modell nem volt képes altalanositani erre az
adathalmazra. A random forest esetében is hasonlo helyzet allt el. Ebben az esetben sem volt képes
a modell egy nem didk adathalmazon alkalmazni a tanultakat. A random forest esetében a 80,77%-o0s
talalati arany 55,93%-ra csokkent, ami mar majdnem egyenértékli azzal, hogy véletlenszeriien
tippeljiik meg a fogyasztok viselkedését. Ennek az alfejezetnek az eredményébdl latszodott az, hogy
mennyire fontos a megfeleld adatgyiijtés és mintavételi keret kivalasztasa. Kisméretli adatbazisok
esetében jellegzetes eltérések lehetnek példaul egy konnyen “beszerezhetd” diak adatbazis és a valodi

fogyasztok viselkedéseit tiikroz6 adatbazis kozott.

Az els6 dimenzi6 eredményeibdl latszik, hogy megfeleld adatok mellett igenis lehetséges egy
jol miikddé prediktiv modell épitése, akar kisebb mennyiségili adat esetén is, illetve a KNIME kivalo
lehetdséget biztosit prediktiv modellek alkotasara. A masodik dimenzié vizsgalatinak viszont a
kovetkezménye, hogy ki kell hangsulyozni a megfeleld adatgytijtési modszerek hasznalatat a
fogyasztoi viselkedéssel kapcsolatban. Ha az adatgytijtés a masodik dimenzid kdvetkezményének
megfelel tehat a véllalkozas szempontjabol nézve reprezentativ fogyasztodi bazisrdl beszélhetiink,
akkor az elsé dimenzié kdvetkezménye alapjan, viszont képesek lesziink a bazison beliil prediktalni

a fogyasztokkal kapcsolatban.

Ami a gyakorlati hasznositast illeti, elképzelhetd példaul az, hogy egy KKV hasonld
teljesitményt tud megvalositani egy logisztikus regresszio alkalmazaséaval, akar hasonld valtozo
Osszetétel mellett, akar mas a vallalat 4ltal folyamatosan gy(ijtott valtozokkal. Ezutan megvaldsithato
a potencialis fogyasztok kiszlirése és a logisztikus regresszid valtozoi alapjan szegmentalhatjak is
Oket. Ezeket a szegmenseket nagyobb elkotelezodésre tudjdk birni azéltal, hogy az algoritmus
valtozoinak egylitthatoi alapjan az igényeket pontosabban tudjak kielégiteni. Ez példaul tgy tud
megvaldsulni, hogy egy szegmens bizonyos valtozokat nagyobbra értékel, mint mas szegmens, ezek
alapjan szegmens specifikus kommunikéciot is el tudunk kezdeni alkalmazni, illetve
megfigyelhetjiik, hogy az adott valtozo érték hogyan jelenik meg a logisztikus regresszio egyiitthatoi
kozott, és akar ez alapjan megerdsithetjiik, vagy gyengithetjiik az adott témakoérre vonatkozo

kommunikécios tizeneteket, novelve az erdsebb elkotelezddés valoszinlis€égét.

A korabban emlitett limitaciok mentén a feltard kutatas folyatasat javaslom tobb teriileten is.
Egyrészt szeretném megvizsgalni tovabbi iparagak esetében is a mar kialakitott modelleket, valamint

a modelleket tovabbi algoritmusok bevezetésével szeretném bdviteni. Emellett fontos lehet az
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interpretalhatosadg €s a taldlati arany mellett mas mérdszamok vizsgélata is az egyes modellekhez

kotdédben.
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Melléklet
Tarsasjatékozasi szokasok 2023 - BME-GTK

Kedves kitolto eldre is koszondm, hogy résztveszel a kutatasban ¢és kitdltéseddel hozzéjarulsz a
kutatés sikeré¢hez! A kit6tltés kb. 5-10 percet igényel majd.

A kérdoéiv célja az, hogy egy mélyebb betekintést tudjunk kapni az emberek tarsasjatékozasi
szokasaiba, majd ezek alapjan prediktiv elemzést tudjunk késziteni a kérdéiv adataibol. Az
eredmények névteleniil, Gsszesitetten keriilnek feldolgozasra a TDK munkamban, illetve az UNKP
kutatomunkdm sorén.

Koszonettel,

Pal Bertold

(alapképzéses hallgato)

30 kérdés talalhatd ebben a kérddivben.
Egyéni viselkedés

Ebben a részben egyéni viselkedésedre vagyunk kivancsi a tarsas kozegedben, illetve a kozosségi
feliileteken.

Milyen intenzitassal hasznalod az alabbi kozosségi média szolgaltatasokat heti szinten? *
Kérem, az 6sszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Facebook, (fbSM)
Twitter (X), (twSM)
Messenger, (msSM)
Instagram, (insSM)
TikTok, (tikSM)
Viber, (vibSM)
WhatsApp, (whatSM)
Reddit, (redSM)
YouTube, (ytSM)
BeReal., (brealSM)
Snapchat (snapSM)
Valaszlehetoségek:

Nagyon gyakran (5-nél tobb 6ra hetente), Relativ gyakran (3-5 6ra hetente), [dordl idére (1-2 ora
hetente), Ritkan (1 6ranal kevesebb), Egyaltalan nem hasznalom

Melyik platformokat szoktad hasznalni élmenyeid megosztasara? *

Kérem, véalasszon ki egyet vagy tobbet az alabbiak koziil

Kérem, valassza ki az 6sszes ideill6t:
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Facebook poszt (fbpELM)

Facebook story (fbsELM)

Facebook LIVE (fbIELM)

Twitter (X) tweet (twELM)

Reddit poszt (redELM)

Instagram reel (instfELM)

Instagram kép (inskELM)

Instagram story (insstELM)

Instagram LIVE (insIELM)

BeReal. kép (brealELM)

TikTok vide6 (tikvELM)

Google értékelések (csillagok adasa a helyre) (ggcsELM)

Google értékelések (vélemény irasa az élményrdl) (ggcsELM)

Privat lizenetben osztom meg barataimmal (pl Messengeren, Instagramon, Viberen) (privELMI1)
Snapchat (snapELM)

Ezek koziil egyiket se haszndlom élménymegosztasra / Nem szoktam az élményeimet online
megosztani (nemELM)

Az alabbi allitasok koziil, melyek milyen mértékben igazak rad? *

Kérem, az 6sszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Ugy gondolom, hogy kiterjedt barati korrel rendelkezem. (baratVIS)

Igyeksziink minden lehetdséget megragadni a barataimmal, hogy sok 1d6t legylink egyiitt.
(egyuttVIS)

A barataim kozott altalaban én vagyok az, aki a programokat kezdeményezi. (kezdVIS)

Ha a barataimmal nem tudunk j6 programot talalni, én lelkesen probalok 1 otletekkel eléallni.
(ujotVIS)

A barataimmal, ha valamirdl donteni kell, az én véleményem altaldban mérvadd. (mervaVIS)

A koz0sségi médiaban (példaul a profilomon) sokszor megosztom a barataimmal to1tott k6zos
pillanataim. (osztVIS)

A barati tarsasagomban sokszor vallalom a programok szervezését. (szervVIS)

Ha latok egy szdmomra érdekes programot szivesen megosztom a barataimmal, biztatva Oket is a
program kiprébalasara. (progkiVIS)

Tartok attél, hogyha megosztok egy szdmomra érdekes Gtletet a barataimmal, akkor nem fognak
rajongani érte. (felVIS)

Volt mér olyan, hogy egy programot azért probaltam ki mert egy altalam kovetett influencer, vagy
kozszereplonek pozitiv élménye volt a programmal kapcsolatban. (infVIS)

Szadmomra fontos az, hogy egy program vided formajaban is be legyen mutatva azért, hogy egy
jobb képet kapjak az adott élményrdl. (vidVIS)

Valaszlehetoségek:

Teljesen igaz (7), 6, 5, 4, 3, 2, Egyaltalan nem igaz (1)

Az alabbi informacioforrasok koziil, melyek azok amelyeket rendszeresen hasznalsz
szabadidés programok tervezésére, kitalalasra? *

Kérem, valasszon ki egyet vagy tobbet az alabbiak koziil
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Kérem, valassza ki az 6sszes ideillot:

Facebook hirdetések (fbhPROG)

TikTok hirdetések (tikhPROG)

Csaladtagok ajanlasai (csalPROG)

Instagram hirdetések (inshPROG)

Youtube hirdetések (ythPROG)

Ismerdsi ajanlasok (ismaPROG)

Blog vagy programajanlé oldalak (blogPROG)

Google értékelések (vélemények, csillagok) (gogePROG)

Altalam kévetett influencerek, vagy kozszereplSk ajanlasa (infPROG)
Ismerds kozosségi média oldalan megosztott élménye (ismkPROG)
Instagram reel az adott programrol (insTPROG)

TikTok vide6 az adott programrol (tikvPROG)

Youtube short az adott programrol (ytsPROG)

Egyéb (egyebPROG)

Az alabbi forrasok koziil egyiket se hasznadlom rendszeresen programok tervezésé¢hez (nemPROG)
Tarsasjatékozas

Ebben a részben célunk az, hogy egy kicsit tobbet megtudjunk arrél, hogy milyenenek a
tarsasjatékozasi szokasaid mind egyénként és mind a tarsas kornyezetedben.
Milyen gyakran jatszol tarsasjatékokkal? * (tarsEGYENI)

Kérem, vélasszon egyet az alabbiak koziil

Kérem, csak egyet valasszon az alabbiak koziil:

Hetente tobb alkalommal
Hetente egy alkalommal
Havonta néhany alkalommal
Néhany alkalommal évente
Ennél is ritkdbban

Hogyan szeretsz tarsasozni?

*

Kérem, valasszon ki egyet vagy tobbet az alabbiak koziil

Kérem, valassza ki az 6sszes ideill6t:

Egyediil (egySZEMELY)

Kettesben (ketSZEMELY)

3-4 jatékossal (kozZSZEMELY)

5 vagy tobb jatékossal (sokSZEMELY)

Az alabbi tényezok koziil melyik tényezoé milyen fontos szamodra tarsasjatékozas kozben?

*
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Kérem, az 6sszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Szorakozas €s szérakoztatas (szorakozFONTOS)

Kihivas és gydzelem érzése (kihivFONTOS)

Szocialis kapcsolatok erdsitése (szocFONTOS)

Stressz levezetése (streFONTOS)

Elrugaszkodas a mindennapoktél (elrugFONTOS)

K06z06s élmény a baratokkal (kelmbFONTOS)

Kiilonbozo karakterek borében megismerni és atélni a jaték vilagat (elmFONTOS)
Gydzelem, masok legy6zése (gyozFONTOS)

Onmagam, stratégiam fejlesztése (fejIFONTOS)

Csapatmunka gyakorlasa, fejlesztése, k6zos cél elérése (csapmFONTOS)
Moderalas, jaték vezetése (modFONTOS)

Masok vezetése, iranyitas a csapaton beliil (vezetFONTOS)

Kihivasokkal valé szembesiilés (kihFONTOS)

Izgalom (izgFONTOS)

Valaszlehetoségek: Nagyon fontos (7),6,5,4, 3,2, Egyaltalan nem fontos (1)

Az alabbi platformokon milyen gyakran nézel tarsasjatékkal foglalkozo oldalakat,
tartalmakat vagy tartalomgyartokat? *

Kérem, az dsszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Facebook (ftbKOVET)
Instagram (insKOVET)
TikTok (tikKOVET)
YouTube (ytKOVET)
Twitter (X) (twKOVET)
Reddit (redKOVET)
Valaszlehetoségek:

Nagyon gyakran (Hetente 5 alkalommal vagy t6bbszor) , Gyakran (Hetente 3-4 alkalommal), Néha
(Hetente 1-2 alkalommal), I[donként (Havonta néhany alkalommal) , Ennél is ritkabban

Az alabbi személyekkel milyen gyakran szoktal tarsasjatékozni? *
Kérem, az 6sszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkéredések:

Baratok (barBARAT)
Csalad (csalBARAT)
Idegenek (ideBARAT)
Valaszlehetoségek:

Nagyon gyakran (hetente tobbszor), Gyakran (kb. hetente), Néha (havonta néhany alkalommal),
Idénként (évente néhany alkalommal), Ennél is ritkabban
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Milyen gyakran csinalod az alabbi tevékenységeket? *
Kérem, az 6sszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Online tarsasjatékozas (onlELMEGY)

Tarsasjaték klubbokba jaras (klubELMEGY)

Tarsasjaték versenyre jaras (versELMEGY)

Baratokkal val6 0sszeiilés tarsasozassal tarsitva (barELEMEGY)

Tarsasjatékos kavézokba jaras tarsELMEGY[(boardELMEGY)] !! a modellben

Mis tarsasjatékos eseményeken vald részvétel (pl Tarsasjatékok Unnepe) (esemenyELMEGY 1)
Valaszlehetoségek:

Nagyon gyakran (hetente tobbszor), Gyakran (kb. hetente), Néha (havonta néhany alkalommal),
Idonként (évente néhany alkalommal), Ennél is ritkdbban

Az alabbi allitasok koziil melyik milyen mértékben igaz rad? *

Kérem, az 6sszes felsorolt elemnél jeldlje be a megfeleld valaszt:

Alkérdések:

Szivesen kotok 0j baratsagokat tarsasjatékozas kozben. (ujbPSZI)

Szeretek 10 tarsasjatékokat megismerni. (ujtPSZI)

Gyakran érzem, hogy javit a tarsas kapcsolataimon a kdzos tarsasjatékozas. (tarskPSZI)
Térsasozas kdzben sokszor érzem, hogy ki tudok kapcsolddni. (kikapcsPSZI)

A tarsasjatékozas segiti a problémamegoldo készségeim fejlesztését. (problmPSZI)

A tarsasjatékozas fejleszti a stratégiai gondolkodasomat. (stratPSZI)

A tarsasjatékozas javitja a kommunikacios készségeimet. (komPSZI)

A tarsasjatékozas segiti a baratokkal valo egytittmiikodés fejlesztést (begyuttPSZI)

A tarsasjatékozas csokkenti a bennem 1€v0 stresszt. (stresszPSZI)

A tarsasjatékozas szorakoztato €s €élvezetes szamomra. (szorPSZI)

Szivesen véasarolok ajandékba is tarsasjatékot csaladtagjaimnak, barataimnak (példaul
szliletésnapra). (ajiPSZI)

Ha tarsasjatékozni hivnak, akkor mindig szivesen megyek. (megyPSZI)

En magam is lelkesen kezdeményezek tarsasjatékos programokat. (kezdPSZI)

Ugy gondolom, hogy a tarsasjatékozas nem csak kikapcsol, de fejleszt is. (fejPSZI)

Valaszlehetoségek:
Teljesen igaz (7), 6, 5, 4, 3, 2, Egyaltalan nem igaz (1)
Tarsasjaték preferenciak

Ebben a részben célunk, az, hogy egy kicsit tobbet megtudjunk tarsasjatékokkal kapcsolatos
preferencididrol.
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Melyik arkategoriabol milyen gyakran szoktal tarsast vasarolni? *
Kérem, az dsszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Kevesebb, mint 5 000 forint (alsoVAS)
5000 - 10 000 forint kdzott (kozep2 VAS)
10 000 - 20 000 forint k6zott (kozepVAS)
Tobb, mint 20 000 forint (felsoVAS)

Valaszlehetoségek:

Szinte mindig ilyet veszek, Gyakran vasarolok ilyet, Idénként vasarolok ilyet, Sose vasarolok ilyet

Az alabbi jatékokat a Gémklub weboldalan taldlhaté topS0 tarsasjaték koziil valasztottuk ki,
illetve még a BoardGameGeek toplistajarol is tettiink bele parat, jelold be azt az opciot, ami
szamodra az adott tarsasjatékhoz kapcsolodik! *

Kérem, az 6sszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések (minden tarsasjaték mellett egy kis kép is volt a kérddivben):

7 csoda (7csodaINT)

Pandemic (pandINT)

Cascadia Vadvilaga (cascINT)
Kartografusok (kartINT)

Concordia Sestertiusszal kikdvezett utak (concINT)
Carcassonne (carcalNT)

Ticket to Ride Europa (tick2reuINT)
Arnak elveszett romjai (arnINT)
Bang! (bangINT)

Dobble (dobblINT)

Dixit (dixitINT)

Cica, pizza, taco, gida, sajt (cicalNT)
Concept (conceINT)

Fedoénevek (fedINT)

Froces (froccsINT)

Az elvardzsolt labirintus (elvlINT)
Azul (azulINT)

The Mind - Erezz ra! (mindINT)
Biiniigyi kronikak (bunINT)

A Mars terraformaldsa (marsINT)
Everdell- Az Orokfa arnyékaban (everdINT)
Catan telepesei (catanINT)
Honfoglal6 (honfINT)

UNO (unoINT)

Monopoly (monINT)

Ark nova (arkINT)
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A Rettegés Ejszakaja- Vérfarkas (verfINT)

Valaszlehetoségek:

Jatszottam vele és tetszett, Jatszottam vele, de nem tetszett, Hallottam réla, és szivesen
kiprobalnam, Hallottam ro6la, de nem jatszanék vele, Nem hallottam réla

A felsoroltak koziil mik azok, amik fontosak szamodra egy tarsasjaték vasarlasa
(kivalasztasa) esetén? *

Kérem, az dsszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Doboz kinézete (dbozTENY)

Torténet (tortTENY)

Idébeli hossza (idoTENY)

Hany jatékos jatszhatja (jszamTENY)

Webes értékelések (ertTENY)

Konnyen tanulhat6 szabalyok (tanulTENY)

Jatékmenet komplexitasa (menetTENY)

Elérhetd hozza bemutat6 vide6 is (videoTENY)

A kiilonbozo jatékelemek valtozatossaga (pl. tokenek, figurdk...) (elemek TENY)

Vilaszlehetdségek:

Nagyon fontos (7); 6; 5; 4; 3; 2; Egyaltalan nem fontos (1)

Jelold be azokat a tarsasjaték tematikakat, amik érdekesek szamodra és szivesen jatszanal
veliik! *

Kérem, valasszon ki egyet vagy tobbet az alabbiak koziil

Kérem, valassza ki az 6sszes ideillot:

Fantasy ¢és szerepjaték: Ezek a jatékok altaldban varazslatos vagy mesebeli vildgokban jatszodnak,
¢s a jatekosoknak kiilonféle karaktereket kell iranyitaniuk. Példak: Dungeons & Dragons,
Gloomhaven, Descent: Journeys in the Dark. (fanTEMA)

Torténelmi: Torténelmi témaju jatékok lehetdvé teszik a jatékosok szdmara, hogy visszatekintsék a
mult eseményeire €s korszakaira. Példak: Twilight Struggle, Through the Ages. (tortTEMA)

Horror és tulélés: Ezek a jatékok gyakran sotét, borzongatd torténetekre €piilnek, és a jatékosoknak
tul kell €élniiik vagy meg kell védenilik magukat a fenyegetésekkel szemben. Példak: Betrayal at
Baldur's Gate, Dead of Winter, Mansions of Madness. (horrTEMA)
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Gytijtogetds: Ebben a kategoriaban a jatékok a mezdgazdasagot €s a vidéki életet allitjak
kozéppontba, és a jatékosoknak gyakran gazdalkodassal, termeléssel és eréforras-kezeléssel kell
foglalkozniuk. Példak: Agricola, Catan, Viticulture. (gyujtTEMA)

Krimi és nyomozas: Ezek a jatékok krimi események és nyomozasok koré €piilnek, és a
jatékosoknak rejtélyeket kell megfejteniiik vagy biindzoket kell elkapniuk. Példak: Sherlock
Holmes: Consulting Detective, Detective: A Modern Crime Board Game, Chronicles of Crime.
(nyomTEMA)

Varos- és épitdjatékok: Ezekben a jatékokban a jatékosoknak varosokat vagy épiileteket kell
tervezniiik és épitenilik. Példak: Suburbia, Quadropolis, Carcassonne. (epitTEMA)

Az elézbéek koziil egyik sem (egyebTEMA)
Az alabbi tarsasjaték kategoriak koziil jelold be azokat amelyeket preferalsz! *
Kérem, valasszon ki egyet vagy tobbet az alabbiak koziil

Kérem, valassza ki az 6sszes ideillot:

Gémer stratégiai jatékok: Ezek a jatékok a stratégiai gondolkodast €s a tervezést teszik probara,
azzal hogy egy komplexebb ¢és hosszabb jatékmenetet biztositanak tapasztaltabb jatékosok szdmara.
Ilyen példaul a Catan, a Carcassonne vagy a Mars Terraformaléasa. (gemFAJTA)

Csaladi stratégiai jatékok: Stratégiai jatékok, amiknek konnyedebb jatékos hangulata van és inkabb
kortdl fiiggetlen, nem kivan nagy jatékos multat. Ilyen példaul: Kartografusok, Sushi Go.
(csaladiFAJTA)

Kooperativ jatékok: A kooperativ jatékokban a jatékosok egylittmiitkddnek, hogy k6zos célokat
érjenek el és gydzzenek. Ilyen példaul a Pandemic vagy a Forbidden Island. (koopFAJTA)

Szerepjatékok: A szerepjatékokban a jatékosok karaktereket alakitanak €s torténeteket jatszanak el.
Ezek lehetnek asztali szerepjatékok (pl. Dungeons & Dragons) vagy kartyajaték-alapt
szerepjatékok (pl. Magic: The Gathering). (szerFAJTA)

Party jatékok: A party jatékok célja a szérakoztatas €s a humor, €s tobb jatékos szdmara ideélisak.
Ilyen példaul a Cards Against Humanity vagy a Dixit. (partyFAJTA)

Kartyajatékok: A kartyajatékok sokféle témaban és stilusban l1éteznek, példaul a Poker, a Bridge,
vagy az Uno. (kartyFAJTA)

Dedukcios jatekok: A dedukcios jatékokban a jatékosoknak logikai kovetkeztetéseket kell
levonniuk, hogy megfejtsék a rejtélyeket vagy az ellenfelek cselekedeteit. Ilyen példaul a Clue vagy
a Hanabi. (dedFAJTA)

Az el6zdek koziil egyik sem (egyebFAJTA)
Ha tarsasjatékot vasarolnal, honnan szereznéd be azt? *
Kérem, valasszon ki egyet vagy tobbet az alabbiak koziil

Kérem, valassza ki az 6sszes ideill6t:
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Helyi altalanos jatékiizletek (pl. Régio, Jatéksziget ...) (helyiBESZ)

Online altalanos jatékiizletek (onlineBESZ)

Helyi tarsasjatékokkal foglalkozo iizlet (pl. Gémklub, Reflexshop, Delta Vision, Metagames...)
(helyiszBESZ)

Online tarsasjatékokkal foglalkozo iizlet (onlineszBESZ)

Hasznalt jatékok piaca (facebook csoport, marketplace, tarsasjaték specifikus weboldalak (pl a
boardgamegeek, vagy tarsasjatekok.com) (hasznBESZ)

Baratoktol/Ismerdsok (baratBESZ)

Egyéb (egyebBESZ)

Nem szoktam tarsasjatékot vasarolni (nemBESZ)

Ha tarsasoznal leginkabb milyen jatékideji tarsasokkal jatszanal? *

Kérem, valasszon ki egyet vagy tobbet az alabbiak koziil
Kérem, valassza ki az 6sszes ideillot:

Nagyon gyors (15 perc vagy kevesebb) (villamIDO)

Po6rgds (15-30 perc) (porgosIDO)

Kozepes (30-60 perc) (kozIDO)

Hosszu (tobb mint 60 perc) (hosszulDOido)

Tarsasjaték kavézo

A tarsasjatékos kavézok olyan kavézok/barok, ahol a rendes barokban ¢s kavézokban megtalalhatod
szolgaltatasok (alkoholos italok, ragcsalnivalok, kavék, iiditok) fogyasztasa mellett szabadon
kiprobalhatod a kavézo készletében megtalalhato tarsasjatékokat. Altaldban két felmeriild kiadas
van az asztalfoglalas dija és maga az ételfogyasztas értéke.

Az alabbi informacios forrasok koziil melyek lennének szamodra mérvadoak, abban hogy
ellatogatsz -e egy tarsasjatékos kavézoba? *

Kérem, az 6sszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Google értékelések (csillagok szama) (gcsLAT)

Google értékelések (vélemények) (gvLAT)

Instagram profil (inspLAT)

Facebook profil (fbpLAT)

Baratok véleménye, megosztott élménye a hellyel kapcsolatban (barLAT)
Sziilok/Csaladtagok véleménye (szulLAT)

Altalam kovetett influencer, vagy kozszerepl6 ajanlasa, élmény beszamoldja (infLAT)
Youtube video a heylrdl, ami részletesen bemutatja azt (ytLAT)

Hangulatos kozdsségi média hirdetés (Youtube, Facebook, TikTok, Instagram) (hirdLAT)
TikTok vied6, ami hangulatosan bemutatja a helyet (tikLAT)

Valaszlehetosgek:

Nagyon fontos (7); 6; 5; 4; 3; 2; Egyaltalan nem fontos (1)
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Az alabbi szolgaltatasok koziil melyik milyen fontos lenne sziamodra egy tarsasjatékos kavézo
kivalasztasaban? *

Kérem, az dsszes felsorolt elemnél jeldlje be a megfeleld valaszt:
Alkérdések:

Széles jatékvalaszték (valBTENY)

Baratsagos és befogado kornyezet (kornyBTENY)
Profi jatékmesterek (mestBTENY)

Etel-ital nagy valasztéka (etelvVBTENY)

Etel-ital j6 mindsége (etelmBTENY)

Valaszlehetoségek:

Nagyon fontos (7); 6; 5; 4; 3; 2; Egyaltalan nem fontos (1)

Az alabbi opciok koziil jelold be azokat, amelyek motivalé hatassal lennének szamodra, hogy
elmenj egy tarsasjatékos kavézéoba! *

Kérem, valasszon ki egyet vagy tobbet az alabbiak koziil

Kérem, valassza ki az 6sszes ideillot:

Lehetdség 1) emberek megismerésére (ujembMOTIV)
Kikapcsolodés a mindennapi életbdl (kikapMOTIV)

Erdekes szorakozasi lehetSség a baratokkal (szorMOTIV)
Lehetdség 1j tarsasok megismerésére (tarsasMOTIV)

Sok 1j impulzus érhet (impuMOTIV)

Lehetdség 1j k6zos emlékek alkotdsara baratokkal (emlekMOTIV)
Tanulés és fejlodés lehetdsége (tanuIMOTIV)

Jo randi lehetdség (randiMOTIV)

Lehetdség a barati kapcsolatok mélyitésére (melyMOTIV)

A felsoroltak egyike sem motivalna (egyebMOTIV)

Az alabbi opciok koziil melyek azok a csatornak amelyeken keresztiil tajékozodnal a
tarsasjatékos kavézoval kapcsolatos ujdonsagokrol? *

Kérem, valasszon ki egyet vagy tobbet az alabbiak koziil

Kérem, valassza ki az 6sszes ideill6t:

A tarsasjatékos kavézo Facebook oldala (fbTAJ)

A tarsasjatékos kavézo Instagram oldala (insTAJ)

A tarsasjatékos kavézo hirlevele (hirlTAJ)

A tarsasjatékos kavézo weboldala (webTAJ)

A tarsasjatékos kavézo TikTok oldala (tikTAJ)

A tarsasjatékos kavézo YouTube csatorndja (ytTAJ)
Nem t4jékozddnék egyik csatornan sem (egyebTAJ)
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Mennyire valdészinii hogy az elkovetkezo félévben ellatogatsz egy tarsasjatékos kavézoba? *
(CELVALTOZO) (boardELMEGY)

Kérem, vélasszon egyet az aldbbiak koziil

Kérem, csak egyet valasszon az alabbiak koziil:

Nagyon val6szini

Kicsit valoszini

Nem valoszini
Egyaltalan nem valdszinii
Nem tudom eldonteni

Demografiai adatok

Végezetiil az adatok feldolgozéasahoz kérlek, hogy add meg néhany demografiai adatodat!
Nemed: *

Kérem, vélasszon egyet az alabbiak koziil

Kérem, csak egyet valasszon az alabbiak koziil:

Férfi (ferfi)

N6 (no)

Egyik sem (egyik)

Nem szeretnék valaszolni (nemv)
Eletkorod: *

A valasznak 17 és 99 kozé kell esnie.
Csak egész szam irhat6 ebbe a mezdbe.
Kérem, ide irja a valaszat:

Jelenleg: *

Kérem, csak egyet valasszon az alabbiak koziil:

Felséoktatési tanuld vagyok (egyet)

Kozépiskolai tanuléd vagyok (kozep)

Fdéallasban dolgozom (végeztem tanulmanyaimmal) (foall)

Nem féallasban dolgozom, de munkaviszonnyal rendelkezem (végeztem tanulmanyaimmal)
(nemfo)

Nem dolgozom jelenleg és végeztem egyeldre tanulmanyaimmal (nemd)

Lakhelyed: *

Kérem, csak egyet valasszon az alabbiak koziil:

Févaros (fov)
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Megyei jogl varos (megye)

Varos (varos)

Kozség (falu)

Melyik felsooktatasi intézménybe jarsz: *

Ha a(z) 'Egyéb:' lehetdséget valasztja, kérjiik toltse ki a szovegmezot is.

Kérem, csak egyet valasszon az alabbiak koziil:

BME (bme)

BCE (bce)

BGE (bge)

ELTE (elte)

Obudai Egyetem (oe)

Egyéb

Ha van barmi megjegyzésed a kérdéivvel kapcsolatban, kérlek ide ird meg!

Kérem, ide irja a valaszat:

Kérdoéiv elkiildése.
Koszonjiik, hogy kitdltotte a kérddivet.
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