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Kivonat

A patoldgia vagy kértan az orvostudomdny azon dga, amely kiilonboz6 sejtek
és szovetek tanulmdnyozdasaval betegségek diagnosztikdjaval foglalkozik. Digitalis
patolégiardl akkor besz€liink, ha ezek a szovetmintdk, egy erre a célra kifejlesztett
szkennel$ berendezés segitségével, digitalizaldsra keriilnek. A digitdlis patologi-
nak szdmos elénye van a hagyomanyos megkozelitéssel szemben. A mintdk haté-
konyabban tdrolhatdk, konnyebb kezelhet6séget és egyszer(ibb hozzaférést biztosit,
mindemellett az igy kapott nagy felbontdst képek kiilonbdz6 deep learning modellek
tanitdsdra is felhaszndlhatéak. Rengeteg kordbban archivalt szovettani minta viszont
még nincs digitalizdlva és a rendelkezésre all6 mintdk szdm4t figyelembe véve ez a
folyamat igen hosszadalmas €s er6forras igényes, mivel a mintakat egyesével emberi
beavatkozas altal sziikséges feldolgozni. Ezen folyamat automatizalasa nem egyér-
telm{ a rengeteg valtozé kornyezeti tényezd miatt. Ilyen példaul a mintdkat tarold
dobozok tipusa, mérete, a benne 1évé mintdk szdma €s elhelyezkedése, valamint a
kornyezeti megvilagitds. A dolgozat ennek a feladatnak az automatizaldsira egy
deep learning alapti megoldast kindl, amit a nagy mennyiségi valtozo tényezd indo-
kol. A tarolé dobozban 1év6 minta liveglemezeket egy deep learning modell detek-
tdlja. Ezt kovetSen a detektalt iiveglemezeket egy robot a szkennel6 berendezésbe
helyezi. Megfelel6 er6forrdsok hidnydban a deep learning modell tanitdsdra szin-
tetikus adathalmaz késziilt a Blender 3D modellezd alkalmazas segitségével, ami
lehetdvé teszi fotérealisztikus képek renderelését. Ezzel a megkozelitéssel késziilt
képek képesek szimuldlni a viltozatos kornyezeti faktorokat. A Blender Annotati-
on Tool alkalmazdsdval a fotérealisztikus képekhez annotédciés maszkok késziiltek
a deep learning modell tanitdsdhoz. Az igy 1étrejové adathalmazon egy mddositott
Keypoint R-CNN tanult fel az iiveglemezek detektalasara. A megkozelités eredmé-
nyessége valés mintdk detektalasaval keriilt kiértékelésre.



Abstract

Pathology, or the study of diseases, is the branch of medicine that focuses on
diagnosing diseases through the study of various cells and tissues. Digital pathology
refers to the digitization of these tissue samples using a specialized scanning device
developed for this purpose. Digital pathology offers numerous advantages over tradi-
tional methods. Samples can be stored more efficiently, provide easier handling and
simpler access, and the resulting high-resolution images can be used to train various
deep learning models. However, many previously archived histological samples have
not yet been digitized, and considering the number of available samples, this process
is quite lengthy and resource-intensive since the samples need to be processed indi-
vidually through human intervention. Automating this process is not straightforward
due to numerous variable environmental factors. These include the type and size
of the storage boxes, the number and arrangement of samples within them, and the
ambient lighting conditions. This thesis proposes a deep learning-based solution to
automate this task, justified by the large number of variable factors. A deep lear-
ning model detects the glass slides containing the samples within the storage box.
Following this, an industrial robot places the detected glass slides into the scanning
device. Due to the lack of adequate resources, a synthetic dataset was created for
training the deep learning model using the Blender 3D modeling application, which
allows the rendering of photorealistic images. This approach can simulate various
environmental factors in the generated images. Annotation masks were created for
these photorealistic images using the Blender Annotation Tool to train the deep lear-
ning model. A modified Keypoint R-CNN was trained on the resulting dataset to
detect the glass slides. The effectiveness of this approach was evaluated by detecting

real samples.



1 BEVEZETES

Az utébbi évek eredményei deep learning (tovdbbiakban DL) terén alapjaiban véltoztat-
tdk meg az informatikét és formaltak 4t a mindennapjainkat. A gépi tanulds a mesterséges
intelligencia azon 4ga, mely az emberi tanuldsi folyamatot algoritmusok segitésével imi-
talja. Ezen teriilet ald tartozik a DL, mely 3, vagy tobb réteget tartalmazé neuralis halokat
jelent. A neurdlis halok a felépitésiikben és miikodésiikben az emberi agy miikodését ve-
szik alapul €s a tanitdsukhoz nagy mennyiségili adatra van sziikség. Felépitésiik szerint
egy bemeneti, egy kimeneti és tobb rejtett réteggel rendelkeznek. A rétegeket alkotd neu-
ronokat stllyal rendelkez6 élek kotik Ossze. A neuron a bemeneteinek silyozott 6sszegét
szamitja ki és hozz4a adja az eltoldst. A tobb rejtett réteg haszndlata az adatok mélyebb
megértésben segit [1]. Egyre tobb €s tobb teriileten hasznositjdk ezen technoldgia altal
nyujtott széleskori lehet6ségeket.

Néhany példa:

— Autonom vezetés: kulcsfontossagu szerepet jatszanak a DL modellek a jarmi navi-
gacidjdban, tdjékozodédsdaban és a forgalmi helyzetek értelmezésében [2]

— Robotika: DL modellek hasznalatdaval képes sok robot objektumok felismerésére,
navigdciora, intelligens interakcidkra a kornyezetiikkel [3]

— Orvosi diagnosztika: nagy segitséggel vannak az orvosldsban dolgoz6 szakemberek
szdmara, megkonnyitik a kiilonboz6 vizsgalatok folyamatat [4]

— Nyelvi feldolgozés: DL modellek lehetdvé teszik az emberi nyelv értelmezését és
ez alapjdn a kérdések, vdlaszok generdldsat [5]

— Tudomdényos kutatdsok: a kutatok ezen modellek hasznalatdval képesek nagy adat-
halmazok elemzésére, és ezek alapjan elorejelzések készitésére [6]

Az egyik legjelent8sebb teriilet a gépi latds, ahol az utébbi idékben jelentds fejlo-
dést figyelhettiink meg. A gépi latds tobb problémadra bonthatd, ilyen példaul a képek
osztalyozdsa, objektumok, keypointok detektaldsa, szemantikus és instance szegmentdlds
[7]. Ezen feladatok megolddsara az egyik legnépszerlibb megkozelités a konvolicids ne-
urdlis halok haszndlata [8]. Ezen hélok az egyik legnépszeriibb és legtobbszor hasznélt
modellek k6z¢ sorolhatok. Bemenetiikként tobb dimenzids métrixokban érkezd adatokat
dolgoznak fel, mint példaul képek, amik altalaban 3 darab 2D matrixb6l allnak, melyek
elemei pixel intenzitdsokat jelolnek. Az ilyen adatstruktirdkat DL viszonylatban tenzo-
roknak is szokds nevezni. A konvolucids hdlok (réviden CovNet, vagy CNN) altalanosan
tobb rétegbdl tevédnek ossze. Ilyen példaul a konvoldicids réteg, ami a kritikus képi jel-
lemzdk kinyeréséért felelGs, vagy példdul a pooling réteg, ami pedig a paraméterek sza-
manak csokkentését végzi. A konvolicié sordn kiilonb6z6 méretd filterek hasznalataval
(3x3, 5x5) cstiszoablakszertien haladnak végig a bemeneti tenzoron és hoznak létre fea-
ture map-eket. A modellekbe aktivacios fliggvények (példaul ReLLU) segitségével vezetik



be a nem linedris viselkedést. Tobb rétegnyi konvolicid, pooling és aktivacids fliiggvény
koveti egymadst egy ilyen modellben. Végiil egy flatten réteg, ami a bemeneti tébbdimen-
zi0s adatokat egy 1D vektorra alakitja. Az igy 1étrejové vektort egy teljesen 6sszekotott
réteg dolgozza fel, ami a kimenetein a kiillonbozé osztdlyokhoz tartozds valdszintségét
adja eredményiil. Ezen modelleket széles korben alkalmazzdk és tobb eltérd feladatban is
kiemelkeds sikereket érnek el [8].
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(5 x 5 kernel Max-Pooling (5x5) kernel  pjay pooling (with
valid padding (2x2) valid padding (zx2) dropeiit]

e X\
e

INPUT nl channels nl channels n2 channels n2 channels E '. 9
(28x28x1) {24 %24 xnl) (12x12xnl) (8xBxn2) {4x4xn2) @ OUTPUT

n3 units

1.1. dbra: Atlagos konvoliicids hdld felépitése'
1.1 Motivacio és célkitiizés

A patoldgia az orvostudomdny azon dga, amely a betegségek tanulméanyozasaval és di-
agnosztikdjdval foglalkozik. Segitségével a szakemberek képesek a betegségek mélyre-
hatobb megértésére, ami megkonnyiti a diagndzis elkészitését. A patoldgia egyarant fog-
lalkozik a sebészeti beavatkozasok eldtti, utdni szovettani vizsgdlatokkal. Mindemellett
kulcsfontossagu szerepet jatszik az epidemioldgiai kutatdsokban, a betegségek terjedé-
sének feltérképezésében és megértésében. Ez a tudomdnyag rendkiviil fontos szerepet
jatszik a modern orvoslés terén.

A laboratériumok tobbsége mar minden djonnan készitett szovetmintét digitalizal, vi-
szont rendkiviil sok minta all rendelkezésre mely a technoldgia megjelenése el6tt késziilt
€s melyre ezen folyamat még var. A szovettani mintdk digitalizdldsa egy hosszadalmas
€s manudlis beavatkozast igényld feladat. A mintdk feldolgozdsahoz emberi beavatkozds

'https://medium.com/@mitchhuang777/image-recognition-with-cnns—impro
ving—accuracy—-and-efficiency-dd347b636e0c
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sziikséges. Ezen feliil kompatibilitasi problémadk, szkenner és képalkotési hibak is el6for-
dulhatnak. A folyamat automatizdldsa sem egyértelmi, mivel rengeteg valtoz6 tényezd
van jelen, ilyen példdul a hasznélt tdrol6 doboz tipusa, mérete, mintdk szdma, elhelyezke-
dése, a kornyezet €s a megvilagitas [9].

A digitalis patologidnak szamos elénye van a hagyoményossal szemben [9].

— Lehet6ség nyilik szakemberek kozotti tadvoli konzultacidkra, masodvélemények ki-
kérésére, példaul online. Mindemellett a diagn6zis el6allitdsanak idejét is leroviditi.

Ko6nnyebb hozzaférést biztosit a szovettani mintdkhoz.

Digitalis szovettani mintdk konnyebben és tartésabban archivélhatok és tdroldsuk
is egyszertbb.

Lehet6vé teszi az egyszeriibb keresést a mintdk kozt.

Az adatok konnyebben és pontosabban elemezhetéek és hasznalhatok fel példaul
DL modelleknél.

A patoldgiai laborok kiilonb6z6 problémakat tapasztaltak a digitdlis munkafolyamat-
ra valo attérés soran. Lars Ole Schwen et al. [9] ezeket a nehézségeket térképezte fel
kutatdsa sordn. Az analég mikroszképok haszndlatardl a digitdlis mintdk olvasasara tor-
ténd attérés sok kihivast tartogat. A mintdk szkennelése megvaltoztathatja az el6készités
kovetelményeit is. Ehhez mas hardverekre is sziikség lehet a hasznalt eszk6zok kozotti
inkompatibilitas elkeriilése érdekében. Ezenkiviil el6fordulhat, hogy a berendezéseket at
kell helyezni, hogy a munkafolyamatokhoz sziikséges id6 ne n$jon meg ugrdsszer(ien.
Ezen valtozasok novelhetik a koltségeket, az elvégzendd munka mennyiségét és az eld-
készitéssel toltott idot is. Ahhoz, hogy a laboratériumok effektiven tudjanak feldolgozni
szovetmintdkat megfeleld6 mennyiségli szkennerre van sziikségiik, esetleges meghibdso-
dés esetén pedig tartalékra. Emellett mds problémadk is akadhatnak a mintdk el6készitése
sordn. A szkennelési hibdk ratajat 2%-ra becslik, ami sokszor a 7%-ot is elérheti [10]. Pél-
ddul, a kiilsd laboratériumokban hasznalt vonalkédok zavardak lehetnek a szakemberek
szamdra, mivel sokszor relevdns informacidkat takarnak ki igy megnehezitve a szkenne-
l1ést. Mindemellett a mintak beakadhatnak a szkennerbe ezzel 0sszetorve azokat. Ha a
mintdk nincsenek megfeleléen széritva, akkor a szkennelésre hasznélt 4llvianyhoz tapad-
hatnak. Ezen kiviil el6fordulhat a szovettani mintdkat leejtése is [11]. Ezt az is okozhatja,
ha a cimkék nem megfelel6en vannak felragasztva igy azok tillégnak. Mindezek ellenére
Osszeségében a digitalis munkafolyamatra torténd attérés tobb elénnyel rendelkezik, mint
hatrannyal [12], [13]. A digitdlis patoldgiat alkalmazé laboratériumok és szakemberek
kezdetben sokszor szkeptikusak, de végs6 soron elégedettek a technolégianak kdszonhe-
t6 eredményekkel. A valtids nagy er6forrds befektetésnek tiinik, viszont az ezzel nyert
hatékonysagot figyelembe véve kifizetddd. Ezen teljesitmény novekedés sziikséges is az
egyre csak novekvd diagnosztikai igények miatt és mivel lehetévé teszi kiillonbozd gépi
tanuldsi modszerek alkalmazdsat.
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1.2. dbra: Digitdlis patoldgiai munkafolyamat [9]

A dolgozat, a korabban készitett, még be nem szkennelt szovetmintdk digitalizalasanak
az automatizéldsra egy deep learning alapi megoldést nyujt, mellyel a folyamat hossza
nagysagrendekkel lerdvidithet6 és az emberi beavatkozds minimalizdlhat6. A javasolt
megoldds sordn a tarolé dobozban 1évd szdvettani mintdk egy ipari robotra szerelt kame-
ra képeinek segitségével detektdldsra és lokalizdl4sara keriilnek. Ezt kdvetSen a robot a
mintdkat automatikusan a digitalizdl4dsra hasznélt szkennerbe helyezi. A deep learning
alapu megkozelitést a rengeteg valtozo tényezd indokolja. Ilyen példaul a mintakat tarold
dobozok tipusa, mérete, a benne 1évd mintdk szdma, elhelyezkedése, és a megvilagitas,
melyek mind valtozhatnak. A deep learning modellek tanitdsa rendkiviil sok adatot igé-
nyel, melyeket még annotdlni is sziikséges. Megfelel6 erSforrdsok hidnydban, a deep

7z

learning modell szintetikusan eldallitott adathalmazon tanult fel, a mintdkat tarol6 tiveg-



lemezek detekcidjara. A szintetikus adatok el6allitdsa a Blender [14] 3D szamitogépes
grafikai szoftver dltal tortént. A szovettani mintdkrol, az azokat tarold eszkozokrdl és
a kornyezetrél melyben a robot dolgozni fog, 3D modellek késziiltek. Az igy 1étrejovd
3D koérnyezet képes szimuldlni a véltozatos kornyezeti faktorokat. A Blender lehet6vé
teszi az elkészitett 3D kornyezetrdl fotdrealisztikus renderelt képek készitését. Ezekhez
a képekhez a Blender Annotation Tool [15] alkalmazédsdaval annotdciés maszkok késziil-
tek a deep learning modell tanitdsdhoz. A deep learning modell egy médositott Keypoint
R-CNN, ami az iiveglemezek sarokpontjainak detektaldsdra tanult fel.

1.2 Kapcsolédé munkak

Az objektumdetekcié kulcsfontossdgu eljardas a képfeldolgozds és gépi latas teriiletén,
ami el6re meghatdrozott osztdlyba tartozé objektumok el6forduldsanak észlelésével, vagy
helyzetének meghatarozdsaval foglalkozik. Ez a technoldgia az elmult években rohamos
fejlédésen ment keresztiil és mara mar szamos fontos teriileten alkalmazzdk, példaul az
onvezet6d autdkban, video megfigyel6 rendszerekben, orvosi képfeldolgozasban és a ro-
botikdban. Az objektumdetekcidra egyarant alkalmaznak klasszikus algoritmusokat és
gépi, vagy a mély tanuldasi modszereket is. Klasszikus algoritmusok koz¢€ tartozik példaul
a hisztogram orientalt gradiens médszer (HOG) [16] vagy példdul a SIFT [17], habér az
ezeken alapulé objektumdetekcids eljarasok méra mar a konvoldcids haloknak kdszon-
hetSen hattérbe szorultak. Az 1990-es évek sordn a konvoluciés haldkat széles kdrben
alkalmaztak, viszont a support vector machine modellek (SVM) [18] megjelenésével ki-
mentek a divatbdl. 2012-ben Krizhevsky et al. [19] az ImageNet [20] Large Scale Visual
Recognition kihivédson elért kiemelkedd eredményeikkel mutattdk meg a konvoluicids hé-
l6kban rejlo kiaknazatlan potencidlt.

Ross Girshick et al. [21] konvolicids halok alkalmazasidval nagyobb objektum detek-
cids pontossdgot értek el a Pascal VOC adathalmazon, az addig alkalmazott klasszikus
eljarasokkal szemben. Ezen eredmény eléréséhez két {6 problémadra fokuszaltak. Az
objektumok lokalizaldsa mély neurdlis hdlé alkalmazasaval és nagy kapacitdsi modell
tanitdsa kis méretd adathalmazzal. Ezen feladatok megolddsara egy régié alapd konvo-
luciés hélot javasolnak, a Region Based Convolutional Neural Network modellt, réviden
R-CNN. A modell els6ként a bemeneti képbdl 2000 egymadstdl fiiggetlen régidt készit.
Ezek a régiok kiilonbozd objektum jelolteket tartalmaznak a detektor szdmadra. Ezt kdve-
téen egy nagy konvolicids neurdlis hédlé képi jellemzd vektorok kinyerését végzi ezekbdl
kiilonboz6 régidokbol. Végiil SVM modellek haszndlatdval a kinyert jellemzdket kiilonbo-
z6 osztalyokba sorolja. A modell teljesitményét az ILSVRC2013 detekcids adathalmazon
és a mar emlitett PASCAL VOC adathalmazon mérték ki. Az elsén 31.4-os mAP-t ért el,
ami szignifikdnsan magasabb a masodik legmagasabb értéket (24.3) elér6 OverFeat-nél
[22]. A PASCAL VOC-on [23] is javulds figyelhetd meg az SVM modellekkel szemben.



R-CNN: Regions with CNN features
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1.3. dbra: R-CNN [21]

Az R-CNN [21] tobb jelent6s hibdjara, hitranyédra a Fast R-CNN [24] mutatott rd és
kiiszobolte ki. Ilyen hiba példdul, hogy a modell tanitdsa egy tobblépcsds folyamat, ami
sok 1d6t és er6forrdst vesz igénybe. Minden bemeneti kép esetén az el6allitott régidkbol
képi jellemzdket nyer ki. Nagyon mély neurdlis hdlok (példaul VGG16) tanitdasa 5000
képen akar 2.5 napot is igénybe vehet. Emellett az igy kinyert jellemzdket tarolni is sziik-
séges, ami akdr tobb szaz GB tarhelyet is igényelhet. Mindazondltal az objektumokat 47
masodperc alatt képes detektdlni képenként, ami lassinak mondhat6. Az R-CNN ezen
lassisdgat elsd sorban az okozza, hogy a CovNet minden régi6 feldolgozasa esetén vég-
rehajtja a foward pass-t anélkiil, hogy a a mar elvégzett szdmitdsokat megosztand. A
Spatial pyramid pooling hdlé (SSPnet) [25] ezen lehet&séget haszndlja ki. A modell a
bemeneti képbdl konvolicids jellemzbtérképet készit, majd ezt felhasznalva osztalyozza
az 0sszes régio javaslatot. SSPnet teszt sordn 10 akar 100 szoros gyorsuldst is képes elér-
ni, az R-CNN-el szemben. Mindemellett a tanitasi id6 a harmadara csokkent, viszont az
R-CNN-hez hasonléan a tanitds egy tobblépcsds folyamat és a kinyert képi jellemzdket ki
kell menteni, amelynek jelents tarhely igénye van. A Fast R-CNN egy uj tanitdsi algorit-
must alkalmazasdval képes az R-CNN és az SPPnet-nél jelentkez6 sziik keresztmetszetek
elkeriilésére. Ezenfeliil a Fast R-CNN magasabb detekcids pontossagot képes elérni az
emlitett a modellekkel szemben. Ennél a modellnél a tanitds egy egylépcsds folyamat,
ami tobbfunkcids veszteség fiiggvényt alkalmaz. Tanitds sordn lehetGség van a halo ér-
tékeinek frissitésére és ezenfeliil nem sziikséges eltarolni a kinyert képi jellemzoket. A
modell bemenete egy kép, amelyet tobb konvolicids és max pooling réteg dolgoz fel
és tobb konvolucids jellemzd térképet dllit elS. Ezt kovetéen minden objektum javaslati
régidra a Rol pooling réteg kinyer fix hosszisdgu vektorokat. Az igy kapott jellemzd vek-
torokat teljesen Osszekotott rétegek sorozata kapja meg, ami végiil két dgra bomlik. Az
objektum osztdlyokhoz. A masik dg pedig megadja a bounding-box koordinatdit minden
osztaly esetén. Az igy létre jott halo state-of-the-art mAP-t ért el a VOC2007, VOC2010,
VOC2012 [23] adathalmazokon. A tanitds gyorsasdga €és hatékonysdga nagysigrendekkel
ndtt az R-CNN és SPP-net-hez képest.
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1.4. dbra: Fast R-CNN [24]

A Faster R-CNN [26] a Fast R-CNN-t veszi alapul és fejleszti tovabb. A modell ké-
szit61 azt a megfigyelést tették, hogy a konvolicids jellemzd térképek nem csak az ob-
jektum detektdldsndl haszndlhat6ak hanem a régiok meghatdrozdsandl is. Kordbban a
régiok megallapitdsa egy a hédlézattdl kiilondlld régié becsld modszer és a max pooling
réteg alkalmazdsaval tortént. A modell két részbdl tevdik 6ssze. Az elsé modul Region
Proposal Network (RPN) ami egy mély, teljesen konvolicids hilé, ez felelds a régid ajan-
lasokért. A masik része pedig az el6z8 bekezdésben emlitett Fast R-CNN, ami az ajanlott
régiok alapjan végzi a detekcidt. Az utbbi idében gyakran el6forduld attention mecha-
nizmust haszndlva az RPN megmondja a Fast R-CNN-nek merre nézzen. Az RPN réteg
egy képet kap bemenetként €s téglalap alaku objektum ajanlasokat ad kimenetiil "object-
ness" értékkel elldtva. Az objectness érték megmondja az objektum osztdlyokhoz val6
hozzétartozas mértékét, a hattérrel szemben. Az RPN dltal hatékonyan 1étrehozott régi
javaslatok mérete és képardnya széles skalan mozog. Korabbi modellekkel ellentétben itt
anchor boxokat alkalmaznak, mint referencia minden mérethez és képaranyhoz. A Faster
R-CNN magasabb mAP értéket ér el a [0.5-0.95] IoU tartomanyban, mint az alapjat kép-
z6 modell. Ebbdl azt a kdvetkeztetést lehet levonni, hogy az RPN réteg nagyban noveli a
lokalizéacids pontossdgot magasabb IoU tartomanyokban. Az MS COCO [27] adathalma-
zon a Faster R-CNN nagysdgrendekkel nagyobb mAP értékeket ér el, mint az elddje és
lehet&vé teszi, hogy a rendszer kozel valdsidében miikddhessen.

A képfeldolgozas teriiletén az objektum detekcié mellett, a szemantikus szegmenta-
ci6 a masik alapvetd feladat. Célja, az adott képen minden pixelhez hozzirendelni egy
osztalycimkét, ezzel meghatarozva és elkiilonitve a kiilonbozé objektumokat. Rendkiviil
fontos szerepet jatszik a gépi latds teriiletén, hiszen alapvetd része lehet olyan alkalma-
zasoknak, mint az Onvezetd jarmivek, a képfelismerés vagy az orvosi képfeldolgozis.
Ezzel szemben az instance szegmenticié otvozi a két alapvetd képfeldolgozési felada-
tot. Sziikséges a képen taldlhatd 6sszes objektum megfeleld detekcidja és emellett az
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1.5. dbra: Faster R-CNN?

objektumok preciz szegmenticiéja minden instance esetén. Ezen feladat megoldédsara ad
valaszt a Mask R-CNN [28], ami a nagy sikereket elérd Fast és Faster R-CNN [24] [26]
modelleket veszi alapul és boviti ki egy Uj dggal. Ennek feladata szegmentédciés maszk
készitése minden Region of Interest (Rol) esetén. Ezzel parhuzamosan torténik a bound-
ing box regresszi6 €s az osztilyozds a Faster R-CNN alkalmazasdval. A halé maszkot
készitd 4dga egy teljesen konvoliciés neurdlis hdlé. A Mask R-CNN koénnyen implemen-
talhat6 és tanithatd, ami az alapot képz6 Faster R-CNN-nek koszonhet6. Mindemelett
a modell megtartja elédje hatékonysédgat, mivel az 0j 4g csak kevés szdmitdsi tobbletet
jelent. Mivel a Faster R-CNN nem pixel a pixelhez igazitisra tervezték kiilonbozd hélod
kimenetek és bemenetek kozt ezért apré6 modositdsokra volt sziikség. A RolPool térbeli
kvantalast alkalmaz képi jellemzdk kinyerésére, ezzel elveszitve azok hely informéacidjat.
Ezt a problémat a RolAlign kiiszoboli ki, ami egy kvantalds mentes réteg. Ezen réteg al-
kalmazasa 10% -t6l egészen 50% -ig képes novelni a maszk pontossdgéit. A modell altal
alkalmazott masik fontos mddszer, hogy kiilon kezeli a maszkokat és az osztédly predikci-
okat. Minden osztdly szamara egymastol fiiggetleniil binaris maszkot prediktal osztalyok

’https://towardsdatascience.com/faster-r-cnn-for-object-detection-a
—technical-summary-474c5b857b46
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kozotti versengés nélkiil, emellett a hdlézat Rol osztalyoz6 dgéra tdmaszkodik a kategoria
meghatdrozdsahoz. A Mask R-CNN tilszarnyalja az 0sszes state-of-the-art modellt a CO-
CO [27] intance szegmentacids adathalmazon és jeleskedik a COCO objektum detekcids
adathalmazdn is. A Mask R-CNN képenkénti 200ms-os teljesitményre képes egy GPU-n.
A COCO-n val¢ tanitas egy-két napot vesz igénybe egy 8 GPU-s gép haszndlataval.
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1.6. dbra: Mask R-CNN?

A Mask R-CNN gyorsasédga flexibilitdsa és magas detekcids pontossdga mellett, az al-
talanositasa is rendkiviili. Ezt a COCO keypoint detekcids adathalmazon elért kiemelkedd
eredmények is bizonyitjdk. A kulcspontok olyan jellegzetes pontok a képeken, amelyek
fontosak lehetnek az objektumok azonositdsdhoz, kovetéséhez, vagy éppen azok térbe-
li viszonyainak megértéséhez. Ezek a kulcspontok lehetnek, példaul sarokpontok, élek,
vagy mas jellegzetes pontok. A kulcspont felismerd deep learning mddszerek fejlédése je-
lentds eldrelépést hozott szamos teriileten, beleértve az objektumfelismerést, a pontfelhdk
regisztracidjat, az emberi gesztusok vagy arcfelismerést, valamint a strukturdlis elemzést.
A Mask R-CNN egy aprobb médositdson atesett valtozata tilszarnyalta a 2016-0s nyertes
modell eredményeit COCO keypoint detekcids adathalmazéan 5 fps-es futdsi idovel [28].
A modell a keypointokat egy one-hot bindris maszkként reprezentdlja. Igy a Mask R-
CNN nem csak egy feladat specifikus modellnek, hanem egy édltaldanos keretrendszernek
is tekinthetd.

https://aws.amazon.com/blogs/machine-learning/distributed-mask-rcn

n-training-with—-amazon-sagemakercv/
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1.7. dbra: Keypoint R-CNN*

“https://www.researchgate.net/figure/The-architecture-of-keypoint-R
—CNN-The-architecture-of-keypoint-RCNN-resembles-the_figl 367582888
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s 2

Ezen dolgozat patoldgiai teriileten torténd keypoint detekcids problémara kindl meg-
oldast, ahol a feladat mintdkat tarol6 iiveglemezek sarkainak lokalizdldsa, ami az emlitett
modositott Mask R-CNN modell hasznélatdval torténik. A patolégidban mér kordbban
is alkalmaztak deep learning modelleket. Egyik {6 célja a szakemberek altal végzett
diagnosztikai feladatok segitése. Minden rdkos szovetmintit egy képzett patolégusnak
kell megvizsgalnia és kijelentenie a tumor jelenlétét. Az ehhez hasonlé alapvetd repe-
titiv feladatok elvégzésében a DL modellek alkalmazdsa hatalmas segitséget nyujthat a
szakemberek szdmdra. Ilyen modelleket alkalmaztak mar rdkos elvéltozdsok elGrejelzé-
sére prosztata szovetekben [29]-[31], vagy éppen tumor geon tipusanak meghatarozasara
[32], [33] is. Az onkoldgia teriiletén a dontéshozdst jelentdsen neheziti az ugrasszeriien
megndtt biomarkerek szama, ami alapjan az orvosok meghatarozzédk a sziikséges kezelést.
A rengeteg biomarker bonyolult dontési fadkhoz vezethetnek ezzel bonyolitva a szakembe-
rek munk4jat. Ebben az esetben is a deep leraning alkalmazdsa megkonnyiti az egyébként
rejtett informdciok kinyerését [34]. A daganatos betegek kezelése sordn biopszidval, vagy
sebészeti beavatkozdssal rdkos szoveteket nyernek ki, prepardljak, majd digitalizaljak azo-
kat. Ennek koszonhetéen, a patoldgidban rengeteg informaciddis €s konnyen elérhetd
adat all rendelkezésre melyek felhaszndlhatéak a DL modellek tanitdsdra. Ezen adatok
mérete dltaldban nagy €s a jelentds részén nem rékos szovetek vannak, ezért intenziv
eléfeldolgozdsra van sziikség. Az igy 1étrejovd adathalmazon kiilonb6z6 deep learning
modellek tanithatdk fel és tesztelhetSk [34]. Ezen modellek képesek eldonteni a bemene-
ti szovetrdl, hogy az daganatos vagy sem. Tobb a MEDLINE adatbazisban megtaldlhat6
tanulmdny is bizonyitja a DL alapu tumor detektdlok robusztussagat [34]. Ezen osztélyo-
z6 modelleknek teljesitményét egy ugy nevezett AUROC gorbével mérik [35]. A ROC
egy valoszintiségi gorbe, az AUC pedig az elvélaszthatdsag fokat, vagy mértékét jelenti,
ami megmondja, hogy a modell mennyire képes az osztdlyok megkiilonboztetésére. Mi-
nél magasabb az AUC anndl jobban képes a modell az osztidly meghatdrozasara. A deep
leraning alapu tumor detektdlok 0.99-nél nagyobb AUROC értéket érnek el, ami azt jel-
zi, hogy a patolégusok és a DL-hédl6zatok eredményei szinte teljes 0sszhangban vannak
[34]. A megkozelités hatdsossdgat az is jelzi, hogy mar tobbszor is sikeresen detektdltak
agyi tumort deep leraning modellek alkalmazdsaval [36]. A javasolt megoldés elGsegi-
ti az ilyen tipust megkozelitések megvaldsitasat azaltal, hogy a tanitdsukhoz sziikséges
digitalizalt szovetmintdk digitalizalasi folyamatit automatizalja.

Patoldgiai mintak szkennelésre mar késziilt tobb olyan berendezés is melyek hasznala-
taval ezen folyamat tobbnyire automatizdlhatd. Ilyen példaul a Modular Devices cég éltal
fejlesztett GenePix SL50 is, mely egy robotikai megkozelités. Ezeknél a berendezéseknél
a patoldgiai tarolokbdl az iiveglemezeket az eszkoz taroldjdba kell athelyezni. A patologi-
ai laborokban az iiveglemezeket tobbféle €s fajta dobozban, mappdkban taroljadk sokszor
rendezetleniil. Ezeknél az eszk6zoknél sziikséges egy személy, aki a mintdkat egyesével a
gép taroldjdba helyezi ezzel az automatizacio lényegét meghiusitva. Ezen probléma meg-
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oldasdra deep learning alapu megkozelitést NEM publikdltak még, f6leg nem olyat mely
szintetikus adatokat hasznalt volna. Igy a kisérleti 6sszehasonlitds mds relevans megko-
zelitésekkel, relevans publikdciok hidnydban elmarad. A manudlis rendezéssel szemben
egy egyszerl becslés adahat6 a sziikséges manudlis beavatkozds idejének csokkentésére,
ami akdr 30-60-szoros is lehet, ami a teljes tarold tartalmanak manudlis 4thelyezéséhez
sziikséges 1dobo] (~60s) és a tarold altalunk javasolt rendszerben vald elhelyezéséhez
sziikséges (~ 1-2 s) id6bdl adddik. Ez a kiilonbség az évek alatt gyijtott nagy archi-
vumok digitalizdldsa sorédn jelentds mértékben csokkentheti a sziikséges manudlis munka
mértékét (példaul csupan 1000 tirold esetén 2 munkanap helyett nagyjabol 15-20 perc-
nyi manudlis munka sziikséges). A szintetikus adatok alkalmazésdval egy olyan konnyen
bdvithetd rendszer jon 1étre melyhez egyszeriien és gyorsan adhat6 hozza j tarold eszkoz
melyet a megoldas képes kezelni, ezzel biztositva a megoldas altalanossagéat. A dolgozat
altal javasolt megkozelitéshez nem sziikséges egy személy, aki a mintdkat egyik tdrol6bdl
a masikba helyezné. A rendszer képes kezelni a rendeztleniil tdrolt mintdkat, igy csak a
tarolot sziikséges az ipari robot elé helyezni.

Deep learning modellek szintetikus adatokon valé tanitdsa mar egy kordbban is kuta-
tott teriilet. Ezen célbdl tobb szintetikusan generalt adathalmaz is 1€trejott, mint példdul
a Flying Chairs [37], FlyingThings3D [38], MPI Sintel [39], UnrealStereo [40], Scene-
Net [41], SceneNet RGB-D [42], SYNTHIA [43], GTA V [44], Sim4CV [45] és Virtual
KITTTI [46]. Ezen adathalmazok f6ként geometriai problémak megoldasara jottek 1ét-
re, ilyen példaul optikai dramlds, jelenet dramlds, kamera helyzetének meghatdrozasa.
Habar, k6zoliik néhdny adathalmaz tartalmaz annotéciét objektum detekcidhoz vagy sze-
mantikus szegmentdcidhoz, csak néhdany modell késziilt ezen feladatok elvégzésére. A
Hinterstoisser et al. [47] altal készitett modell tisztan szintetikus adatokon tanult fel ob-
jektum detekcidra. A publikdcidjukban azt vizsgéltak, hogy a kiilonb6z6 képi jellemzdket
kinyerd rétegek lefagyasztdsa tanitds sordn mennyire lehet elonyds a detekcié pontossé-
gara. Johnson-Roberson et al. [48] munkdjuk sordn egy autdk detektdldsara alkalmas
modellt készitettek mely fotérealisztikus adatokon tanult fel. A hdl6 eredményességét a
KITTT adathalmazon tesztelték le. A kisérleteikbdl azt konkluziét vontdk le, hogy a szin-
tetikus adatokon tanitott deep learning modellek magas teljesitményt érnek el, mely akér
vetekszik a hagyomdnyosan tanitott modellekével. Mindezt anélkiil, hogy valds adato-
kat kevertek volna a tanit6 adatok koz¢é. Ezzel ellentétben, Jonathan Tremblay et al. [49]
eredményei azt mutatjdk, hogy a valds adatokkal val6 finom hangolds el6nyos és a modell
pontossaganak novelését eredményezheti. A publikacié f6ként a domain randomizécidval
[50] foglalkozik szintetikus adatokon. Ez technika véletlenszeriien zavarja a kornyezetet,
nem fotorealisztikus médokon, példaul véletlenszert textirak hozzdadasaval. Ezzel kény-
szeritve a haldzatot, hogy csak a kép 1ényeges tulajdonsdgainak megtanuldsara dsszpon-
tositson. A technika eredményességét 3 state-of-the-art objektum detektorral értékelték ki
melyek el6szor a Virtual KITTI, masodszor a domain randomizaci6 technikdval készitett
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adathalmazon tanultak fel. Az eredmények azt mutatjak, hogy a technika képes a mo-
dell pontossadgdnak novelésére. Késdbbiekben ezen technika alkalmazdsa a dolgozat 4ltal
javasolt megolddsban egy j6 lehet6ség lehet a teljesitmény novelésére.

——

BenePix® SL50 Slide Loader

1.8. dbra: GenePix SL50°

Shttps://trends.medicalexpo.com/molecular-devices/project-84611-413
189.html
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2 FELHASZNALT ESZKOZOK ES MODSZEREK

2.1 Blender

A Blender egy ingyenes, nyilt forrdskddu haromdimenzios grafikai szoftver [14]. Alkal-
mas animdciok, vizudlis effektek, motion graphics, interaktiv 3D applikaciok, virtudlis
valésdg és akar még videdjatékok készitésére is. Az alkalmazds széleskord felhaszndl-
hatésdga miatt igen népszerd €s rengetegen haszndljak tobbek kozt, mlivészek, tervezok,
animdtorok, jatékfejlesztok és még tudomanyos kutatok is. Az alkalmazassal 3D objek-
tumokat hozhatunk létre, szerkeszthetjiik azokat. Lehetdség van karakterek, objektumok
és a kornyezet keyframe alapu animdcidjara is. Az alkalmazds éltal hasznalt képkocka
alapd animdlds rengeteg mozgdsi format és effektus haszndlatat teszi lehetévé. Emellett
létrehozhatéak, més néven renderelhetdk fotorealisztikus képek és videdk a felhasznélo
altal 1étrehozott 3D kornyezetbdl. A Python szkript nyelven készitett kiilonbozd bovit-
mények készitését és haszndlatét is timogatja. Mindemelett akar szamitogépes jatékok
megalkotdsdra is alkalmas, az integralt Game Engine altal.

2.1. dbra: Blender szoftver feliilete
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2.1.1 Blender fobb funkciéi

— Modellezés: A szoftver lehetdséget ad fejlett poligon alapi modellezésre.

— Modifiers: Kiilonbozé médosité hatdsd effektek dllnak a felhaszndlék rendelke-
z€sére, amelyek renderelés vagy exportalds sordn alkalmazhatok, mint példaul a
feliiletek felosztasa.

— Sculpting: A szoftver tobbfelbontdsu digitalis szobrédszati funkcidkkal is rendelke-
zik, amelyek magdban foglaljak a dinamikus topoldgiat, az Gjrahdlézast, az djra-
szimmetrizaciot és a tizedelést.

— Geometry nodes: Ezen funkci6 lehetdvé teszi kiilonb6zo objektumok proceduralis
manipuldcigjat.

— Szimuléacié: Az alkalmazéssal szimuldlhatunk kiilonféle fizikailag is pontos inter-
akciot példaul: fiist, por, esd, ruha, haj és még sok mas.

— Animécié: Objektumok €s a kornyezet keyframe alapti animécidja.

— Rendering: Az alkalmazdsba tobb rendeld motor is be van épitve: Cycles, Work-
bench, Eevee. A Cycles egy fizikai alapt path tracing rendermotor ami timogatja a
CPU és a GPU alapu renderelést is. Az Eevee egy fizikai alapd valés-idejii render-
el6 motor. Workbench pedig egy valds-idejli renderelé motor, ami gyors renderek
elkészitésére hivatott modellezés és animdciok készitése soran.

— Anyag modellek: Meghatarozzak a poligon halok és az objektumok megjelenését.

— Utémunka: Renderelés sordn lehetdség van utdmunkdra a node alapti compositor
hasznalataval.

— Plugin/Addon és szkriptek: Blender timogatja a kiilonb6z6 python szkripteket amik
lehetdvé teszik kiilonbozd feladatok automatizalasit példaul import/export, proto-
tipusok készitése.

— File formdtum: A szoftver egy belsd file rendszerrel rendelkezik, amik ssze cso-
magolhatdak egyetlen .blend f4jlba.

— Blender Game Engine: Egy beépitett valos-idejli grafikus és logikai motor.

2.1.2 Blender workflow

Az alkalmazdsban egy 3D kornyezet 4ll a felhasznal6 rendelkezésére, ahol 1étrehozhat ob-
jektumokat, médosithatja azok geometridjat, meghatarozhatja mozgisukat. Az anyag mo-
dellek haszndalatdval tudjuk kontroldlni az objektumok megjelenését ezzel fokozva azok
realisztikussagét. Tovabba 2D képekkel (texturdkkal) szimuldlhatjuk az anyag szinét, ér-
dességét, gorongyosségét. Az alkalmazdsban megtaldlhaté egy kamera objektum, ami
egy fundamentdlis eleme a 3D kornyezetnek. Ez hatdrozza meg a néz&pontot és a pers-
pektivat, amibdl késziil a 3D kornyezet renderelése. Tovabba lehetdségiink van az érkezd
megvildgitds véltoztatdsara is, ezt pedig a light objektumok médositasdval érhetjiik el.
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2.1.3 Suzanne

2002-ben vildgossag valt a Blendert fejlesztd NaN szoftver fejleszt cég bezardsa, viszont
el6tte még egy utolsé kiadast jelentettek meg amibe egy Ggy nevezett easter egg-ként egy
csimpanz fej 3D modelljét csempészték a fejlesztdk és a miivészek, egy fajta személyes
emléket hagyva maguk utdn. Az alkotdja Suzannenak keresztelte a Kevin Smith féle Jay
¢s néma Bob cimi film ordngutdnja utdn. Suzanne egy alacsony poligon szdmu modell,

s

pontosan 500 poligonbdl dll. Késdbbiekben ez a 3D objektum egy széleskorben elterjedt
gyors €s egyszerl tesztelésére. A Blendert haszndlok korében ennek az egyediilallé 3D
modellnek szignifikdns jelentdsége van és még a legnagyobb Blender verseny fédijat is
Suzanne dijnak hivjak.

6

2.2. dbra: Suzanne

2.2 Blender Annotation Tool

Tapasztaltabb felhaszndlok szdmdéra szamtalan lehetdség éll rendelkezésre Python prog-
ramozdson keresztiil a Blender API-t haszndlva. Ezen aspektus hatalmas segitség lehet
a felhaszndlok szdmdra, akik szeretnének specidlis eszkozoket késziteni, vagy személy-
re szeretnék szabni a munkakornyezetiiket. Mindemelett a Python integracié lehet6séget
nyujt DL technol6gidk implementéldsara is. A dolgozat sordn haszndlt add-on a Blen-

Shttps://www.wikidata.org/wiki/Q64830346
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der Annotation Tool (BAT) is ezt a Python API-t alkalmazza [15] 7. Ezen kiegészitGvel
egyszertien készithetiink szegmentaciés maszkokat a renderelt képekhez.

A gépi latas teriiletén altaldban valds vilagbdl szdrmazé adatokon tanitjak a modelle-
ket. Az ilyen célra hasznalt adathalmazoknak megfeleld mérettieknek kell lenni ahhoz,
hogy megbizhatéan reprezentdljak a megoldani kivant problémat. Ez sokszor egy nehe-
zen kivitelezhetd feladat, magdban csak a megfelel6 méretl adatgy(jtés is hatalmas erd-
befektetést igényel. Ha feliigyelt tanitast szeretnénk végezni, akkor az adathalmazt még
annotdlni is sziikséges, ami egy elengedhetetlen feladat. Csakiigy, mint az adathalmaz el-
készitése, az annotélds folyamata is egy hosszadalmas és er6forrds igényes feladat. Még
nagyobb cégeknek is meggyfilik vele a problémdja, sokszor fel kell bérelniiik egy kiilsé
partnert, akik a rendelkezésre all6 adatok annotacidjat készitik el. A Blender Annotation
Tool egy olyan kiegészitd a Blender 3D modellez6 alkalmazdshoz, amely lehet6vé teszi
annotdlt szintetikus adathalmaz készitésének automatizédlasit. Ezzel leroviditve és meg-
konnyitve ezen feladat elvégzését. Felhasznalobarat feliiletével Python nyelv ismerete
nélkiil, egyszerien és automatikusan generdlhatunk szegmentaciés maszkokat a Blender-
ben készitett 3D kornyezetiinkhoz.

BAT haszndlatanak 1épései:

Hasznélni kivant objektumok egy gytijteménybe helyezése

BAT feliiletén a megfelel6 osztily definidlasa

Osztalyok és objektumgytijtemények tarsitasa
— Az annotéci6 tipusdnak kivéalasztasa

v BAT Panel

Current class

Background

Properties

Render annotation

2.3. dbra: BAT Panel

"https://github.com/karolyartur/blender_annotation_tool
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A Blender Annotation Tool két részbdl dll. A BAT Panel fiilon a Current class op-
ciéndl tudunk hozzdadni torolni vagy mdodositani osztidlyokat. A Properties-nél tudunk
a kiilonboz6 osztalyokhoz kiilonb6z6 objektumokat rendelni, valamint itt hatarozhatjuk
meg azoknak a szinét az annotaciés maszkokon. Ezt kdvetSen check box-ok segitéségé-
vel tudjuk megadni, hogy milyen feladatot végezzen el a BAT. Lehetdség van instance
szegmentacid, mélység térkép, feliileti normdlis €s optikai dramlds készitésére is. Ezt ko-
vetden a render annotation gombbal tudjuk elkésziteni az annotaciét, amelyet az addon a
Blender output properties fiilén megadott mappaba ment el.

~ BAT Camera
Import Fr.. =
Sensor Width EL
ameters
1280.00
Focal Length Y 1280.00
Optica er X 960.00

540.00

0.00

0.00

0.00
0.00
0.00

0.00

Upscale Factor

E Create/Update Distortion Map

2.4. dbra: BAT Camera

A BAT Camera lehetdvé teszi kiilonboz6 kamera tulajdonsagok befolyasolasat. A Sen-
sor Width opcidndl bedllithatjuk a hasznalt kamerdnak a szenzor méretét. Az Intrinsic
parameters fiillon megadhatjuk a kamera belsé paraméter matrixdnak értékeit is. A Lens
Distortion pedig lehet6vé teszi a megjelend lencse disztorzidk befolydsoldsat. Emellett
az Upscale Factor allitasdval tudjuk a felskaldazds mért€ket meghatdrozni. Végiil pedig
a Create/Upadte Distortion Map gombbal tudjuk l1étrehozni vagy frissiteni a disztorzios
térképet.

Ennek a kiegészit6 szoftvernek az alkalmazdsdval a fotérealisztikusan renderelt képek-
hez automatikusan tudunk szegmentacids maszkokat késziteni.
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2.5. dbra: MinlO sematikus dbra®

2.3 MinlO

A MinlO egy nagy teljesitményli és hatékonysdgi objektum tarol6 rendszer. Alkal-
mas strukturdlatlan adatok, példaul képek, videdk, log fajlok, biztonsagi mentések és
konténerimage-ek kezelésére. 50 TB a maximalis timogatott objektum méret. A rendszer
kompatibilis az Amazon S3 felh$ szolgéltatdsaval is. A MinlO-t egy szilicium volgyi
startup fejleszti, ami 2014-ben alakult és magat a szolgaltatdst 2016-ban adtdk ki. A Min-
IO harom f6 komponensbdl épiil fel, ezek a MinlO szerver, a MinlO kliens és a MinlO
kliens SDK. A MinlO szerver egy felh$ alapu tarold rendszer, amit a lehet6 legkisebbre
tervezték, igy mds mdr létezd applikdcidkkal konnyen miikodik egyiitt, a NodeJS-hez és
a Redis-hez hasonldan. A szolgéltatast nagyvallalati felhaszndldsra optimalizaltk, bele-
értve olyan funkcidkat, mint példdul bitrot protekcid, enkddolds, identitds menedzsment,
folyamatos replikacid, és tobb-felhds felhasznédlds. A MinlO szerver hardver agnoszti-
kus és ebbdl kifolydlag fizikai és virtudlis gépen is telepithet6. Mindemellett Docker
container-ként is futtathat6. A MinlO kliens remek alternativét szolgdltat a standardnak
szamité UNIX parancsokhoz (pl. 1s, cat, cp, mirror, diff) és biztositja az Amazon S3 felhd
szolgaltatassal valé kompatibilitast. Linux, Windows és macOS opericids rendszereken
is egyarant kivdldan alkalmazhat6. A MinlO Kliens SDK API elérést szolgdltat barme-
lyik Amazon S3 kompatibilis objektum tarol6 szerverhez. Az API tobb gyakran hasznalt
programozasi nyelvet is tdimogat, ilyen példaul a Go, Java, Python, JavaScript, Haskell és
barmelyik .NET keretrendszert alkalmaz6 nyelv.

dhttps://min.io/product/overview/
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- MinlO Architecture

SERVER 1 SERVER 2 SERVER 3 SERVER 32

2.6. dbra: MinlO architektiira ®
2.4 Kafka

Az Apache Kafka egy nyilt forraskodu elosztott eseménytarol6 és adatfolyam-feldolgozasi
platform, amelyet az Apache Software Foundation fejlesztett Java és Scala nyelven. Ne-
vét Franz Kafka irordl kapta, mivel egy irdsra optimalizalt rendszer és mivel a fejlesztok
kedvelték Kafka munkdssagat. A szolgdltatas célja egy egységes nagy teljesitményi plat-
form 1étrehozésa valos idejl adatfolyamok kezelésére alacsony késleltetéssel. A Kafka
egy bindris TCP alapu protokollt haszndl, ami iizenetkészlet absztrakciét alkalmaz, az
tizeneteket csoportokba szervezi, igy csokkentve a hdl6zat oda-vissza 1t tobbletkoltségét,
ezzel optimalizalva a hatékonysédgra. Ez nagyobb haldzati csomagokhoz, nagyobb szek-
vencidlis lemez operacidkhoz, 6sszefiiggd memoriablokkokhoz vezet, ami lehetévé teszi
a szolgaltatds szdmdra, hogy véletlenszer( lizenetek sorozatat folyamatossa, linedriss4 te-
gye. Az Apache Kafka a commit logon alapszik, lehet6vé teszi a felhaszndlok szamara,
hogy feliratkozzanak ra és hogy adatokat osszanak meg tetszdleges szamu rendszerrel,
vagy valds-idejl applikdcioval. Tobbek kozt ezen a technoldgian alapszik az Uber utast
€s sofort Osszepdrositd rendszere, a British Gas valos idejli analitikdjat szolgaltato okos
otthon rendszere és tobb LinkedIn valds idejii szolgéltatds is. A Kafka architektdrdja
alapjan kulcs-érték parokat tarol, amiket kiilonb6z6 folyamatokbdl producer-ekbdl kap.
A tarolt adat feloszthat6 tobb particidra kiilonbozé topic-okkal. Egy particién beliil az
tizenetek az offset-jeik alapjan vannak rendezve és timestamp-el egyiitt vannak eltdrolva.
A Kafka Stream API-ja lehetSséget nyiijt adatok folyamanak feldolgozasdra. Igy olyan

https://www.penguinpunk.net/blog/minio-not-your-fathers—-object-sto
rage—-platform/
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Java alkalmazasok fejleszthetdk, amik a Kafka altal szolgaltatott adatokat feldolgozzak
és az eredményt vissza is frjdk. A Kafka egy vagy tobb szerveren fut melyeket dltaldban
brokereknek hivnak. A topicok particiéi ezen szerverek kozt vannak elosztva. Ez az archi-
tektdra lehet6vé teszi a szolgéltatds szdmdra, hogy nagy mennyiségi iizenetek folyamatat
tudja kezelni nagy hibatiiréssel, ezzel levdltva a konvenciondlis izen6 rendszereket, mint
példaul a Java Message Service (JMS), Advanced Message Queuing Protocol (AMQP)
stb. A Kafka altalanos és tomoritett topickokat tdmogat. Az éltaldnos topickok esetében
azokat a rekordokat, amelyek id6sebbek az adott megdrzési idonél, vagy ha egy particid
tallépi a tarhely limitet, akkor a Kafka kitorolheti tarhely felszabaditds céljabol. 7 nap
megorzési 1d6 az alapértelmezett de lehetdség van hatdrozatlan ideig valo tdroldsra is. A
tomoritett topic-ok ezzel szemben nem rendelkeznek ehhez hasonlé megkotésekkel. Az
tizeneteket a korabbi iizenetek frissitéseiként kezeli ugyanazzal a kulccsal, és garantdlja,
hogy soha nem torli a legujabb lizeneteket.

Producer Producer Producer

Kafka Cluster

Topic Topic Topic
Partition Partition Partition
Partition Partition Partition
Partition Partition Partition
Y
Consumer Consumer Consumer

2.7. dbra: Kafka dttekintése '°

Ohttps://en.wikipedia.org/wiki/Apache_Kafka

23


https://en.wikipedia.org/wiki/Apache_Kafka

Kafka 5 f6 API-val rendelkezik:

— Producer API
Consumer API
Connect API
Streams API
Admin API

A Producer API lehet6vé teszi egy alkalmazas szdmara, hogy rekordok folyamat tehes-
sen kozz¢. Consumer API-val egy alkalmazds kiilonboz6 topic-okra feliratkova rekordok
folyamat dolgozza fel. A Connect API végrehajtja a producer és a consumer API-t ez-
zel 6sszekotve topic-okat €s a mar 1étezd applikaciokat. A Streams API a bemeneti adat
folyamot kimenetivé konvertalja és elddllitja az eredményt. Az Admin API a Kafka topic-
ok, brokerek és egyéb Kafka objektumok menedzselését teszi lehetové.
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3 MEGVALOSITAS ES EREDMENYEK
3.1 Szintetikus keypoint detekciés adathalmaz

A feladat megoldédsdra alkalmazott DL modell szintetikusan generalt adathalmazon ta-
nult fel. A dontést a szintetikus adathalmaz mellett az indokolja, hogy egy DL modell
tanitdsdhoz nagy mennyiségii adatra van sziikség, amely megbizhatéan reprezentdlja a
megoldani kivant feladatot. A patoldgiai mintdkatat kiilonboz4 tipusi dobozokban, map-
pakban taroljak. Az alkalmazott tipusok laboronként kiillonbozbek lehetnek, igy nehezitve
az adatgytijtés folyamatat. Mindemelett, ha azt szeretnénk, hogy a robot kiillonbozé hely-
zetekben is jOl haszndlhat6 legyen, akkor figyelembe kell venni a kornyezeti tényezdk
valtozdsét is. Ilyen példaul a tarold elhelyezkedése, illetve a benne 1év6 mintdk szdma.
Ezen kiviil véltozhat a kdrnyezet, amelyben a megoldast hasznaljak és még a megvilagitas
is. Ezen tényezOk nagyban nehezitik a megbizhat6 adathalmaz gytjtését. Tovabbd ezen
adatok annotdcidja sem maradhat el, ami hatalmas er6forrast igényel, ha azt manudlisan
kell elvégezni. Ezen okokbdl, sajnos valds adatok gytijtésére nem mindig van lehetdség.
Ilyenkor a szintetikus adatok generdldsa nyujthat megoldast.

3.1. dbra: Doboz 3D modellje

Két szintetikus keypoint detekciés adathalmaz késziilt el, két kiilonb6z6 tipust patold-
giai tdrold eszkozokrdl. Az egyik egy doboz melybe maximélisan 50 darab szovetminta-
kat tartalmazé iiveglemez helyezhet? el, a masik pedig egy két részes fed6bdl allé mappa,
amibe 20 minta fér. A két adathalmazhoz a Blender alkalmazds hasznélatdval késziiltek
el, a tarolok 3D modelljei, melyek a 3.1. dbran és a 3.2. abran lathatéak. A doboz 3D

25



modelljének teteje és az alja kiilon objektumként kezelhetdek, melyekben egy-egy papir
lapot reprezentdlé objektum lett elhelyezve a valdsdgérzet novelése végett. A mappa 2
részbdl 4ll, a két oldalon 1év6 fedlap és a mintdkat tirold rész, amik szintdgy kiilon-kiilon
kezelhetd objektumok. Ezek a modellek az adathalmazok 1étrehozdsdhoz, kiilon-kiilon,
de tulajdonsdgaikban megegyezd 3D kornyezetekbe lettek elhelyezve. A 3D kornyezetek-
nek része az asztalt szimbolizal6 feliilet, a megvildgitas és a kamera. A kamera objektum
a Blenderben azt a perspektivat reprezentdlja, ahonnan a renderelt fotorealisztikus kép
késziil.

3.2. dbra: Mappa 3D modellje

3.1.1 Uveglemezek

Mindkét esetben az iiveglemezeket képviseld objektumok létrehozdsa a Blender Geo-
metry Node rendszerével tortént, melyek a 3.3. dbrdn és a 3.4. dbrdn lathatéak. Ezen
funkcié haszndlatdval lehet6ség nyilik 3D objektumok geometridjdnak modositdsdra és
komplex procedurdlis manipuldldsiara. Ez egy csom6pont alapu interface a Blender Geo-
metry Node szerkesztdjében, ahol azok 6sszekottetésével €s komplex rendszerével lehet
az objektumok tulajdonsdgait befolydsolni. A Node-ok kiilonb6z6 funkcidkkal rendelkez-
nek, véltoztathatjdk példdul az objektumok méretét és elhelyezkedését, vagy azok alak-
jat, végezhetnek Osszeaddst, kivondst, akar logikai VAGY miveletet, visszaadhatjdk az
objektumok bizonyos tulajdonségait és emellett még sok egyéb feladatot is ellathatnak.
Az liveglemezek megvaldsitasdhoz is ilyen csomépontok komplex rendszerét hasznaltuk.

Egységnyi térkozzel rendelkezd pontok lettek 1étrehozva, melyek a globdlis vizszintes
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tengely koriil 90 fokban el vannak forgatva. A pontok szdma az adott tarol6 kapacitdsatol
fiigg. Ezekhez lett hozza rendelve az iiveglemezek 3D modellje, igy megfelel6 mennyi-
ségli lemezt generdlva. A taroloban megjelend lemezek szdmanak randomizaldsdhoz egy
véletlen szamot generdl6 nodeot haszndltunk, ami vagy 1-et vagy pedig 0-t ad értékiil. A
node seedje képkockanként véltozik, ezzel biztositva a véletlenszertiséget. Ezen értéktdl
fligg az adott lemez eltoldsa, ezzel biztositva, hogy az nem fog a tdroléban szerepelni.
Mindkét esetben ezen megkozelités haszndlatdval hoztuk 1étre az liveglemezeket, a do-
bozndl egy, mig a mappdndl kettd objektumként.

=0
&0
=0
=0
o0
=0
=0
=@
=8
=@
=8

3.3. dbra: Uveglemez geometry node rendszere (doboz)

3.4. dbra: Uveglemez geometry node rendszere (mappa)
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3.1.2 Keypointok

A feladat megolddsara haszndlt deep learning modell az iiveglemezek sarkainak detekta-
lasara tanul fel. Az elkésziilt adathalmazt tigy sziikséges annotdlni, hogy a lemezek sarkai
j6l lathaté médon legyenek megjelolve a kész annoticion. Igy a modell kiilonboz6 gé-
pi tanuldsi médszerek alkalmazédsdval képes lesz ratanulni ezen pontok detekcidjara. Az
tiveglemezek sarkainak jelolésére a 3D kornyezetben is 1étre lettek hozva pontok (key-
pointok), a Blender geometry node rendszerével. Ezek a 3.5. dbrdn és a 3.6. dbrdn latha-
téak. A geometry node rendszereknek 3 bemenete van. A slideID meghatéarozza, hogy az
adott keypoint melyik lemezhez tartozik. A top és a right bemenetek segitségével pedig
azt tudjuk meghatérozni, hogy a lemez melyik sarkdhoz rendeljiik a keypointot. A doboz
esetén a felso két sarok egyikéhez, a mappa esetén mind a 4 sarokhoz sziikséges volt egy-
egy keypointot rendelni. Ezek a pontok, mig modellezés soran lathat6ak, addig a renderelt
tanitisra haszndlt fotorealisztikus képeken nem. A pontokat a Blender Annotation Tool

hasznélja fel az annotaci6 elkészitésére.

3.5. dbra: Keypointok geometry node rendszere (doboz)

3.1.3 Valtozasok reprezentalasa

7z

A Blender lehet6vé teszi, hogy kiillonbozé objektumokhoz anyagmodelleket rendeljiink,
ezzel meghatarozva azok feliiletének megjelenését. A feliiletekhez olyan anyagmodell lett
rendelve, hogy az fotdrealisztikusan reprezentélja a folyamat sordn hasznalt eszkozoket.
A doboz helyzetének, az asztal textirdjanak, a megvildgitisnak és a kamera helyzeté-
nek képkockankénti randomizéldsa a Blender altal szolgéaltatott graph modifier funkci6
alkalmazasaval tortént. Ezzel az objektumok x és y-ban felvett helyzetéhez zaj médositét
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3.6. dbra: Keypointok geometry node rendszere (mappa)

rendeltiink, mely képkockanként valtoztatja azok értékeit. Ezzel biztositva a tarold esz-
kozok, és a megvildgitds helyzetének randomizaldsit, illetve a megvildgitas fényerejének
képkockdnkénti valtoztatdsat is ezzel a megkdzelitéssel oldottuk meg.
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3.7. dbra: Noise modifier

3.1.4 Annotacios maszk

A tanitasra felhasznélt adathalmazok az igy 1étrejovo 3D kornyezetekrdl készitett fotore-
alisztikus renderelt képekbdl dllnak, melyek képkockdnként kiilonbozé valtozasokat szi-
mulélnak. Ezekhez az adathalmazokhoz a BAT Blender add-on alkalmazdsdval annotaci-
6s maszkok késziiltek. Ezen maszkok a halé tanitdsa soran fognak szerepet jatszani. A
BAT-hoz mindkét adathalmaz esetében 3 osztalyt adtunk hozza. A harom osztaly: hattér,
tarold, keypointok. Mindegyikhez a nevének megfeleld objektumokat rendeltiik hozz4.
Az osztalyok kiilonboz6 szineket kaptak, a doboz esetében a hittér fekete, tarold piros,
keypointok sziirkék. A mappa esetében a hattér fekete, tarol6 sotét sziirke a keypointok
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pedig vildgosabb sziirkék. A keypointokhoz tartozé annoticidkat az instance segmenta-
tion checkbox bepipdldsdval hoztuk létre, ami azt jelenti, hogy minden egyes keypoint
egyedi arnyalatu sziirke szinnel van jelolve. A kamera bels6 paraméterei és a lencse disz-
torzids értékek az alapértelmezett értékektdl nem tértek el. Az igy 1étrejott annotacidkrol

néhany példa a 3.8. dbran és a 3.9. abran lathato.

3.8. dbra: Doboz annotdcios maszkok

3.9. dbra: Mappa annotdcios maszkok

3.1.5 Adathalmazok generalasa

z 7z

Mindkét adathalmaz esetében a 3D kornyezeteket tartalmaz6 .blend kiterjesztésti Blender
fajlokat a MinlO alapu fajlszerverre toltottiik fel. A képek és az annotaciok az Apache
Kafka-t haszndl6 kafka runners repository'! haszndlatdval lettek legenerdlva. Ez a szol-
galtatds a bemeneti Kafka topic {izenetébdl parancssorbdl futtathaté parancsokat készit,
melyek végrehajtidsa utdn egy masik Kafka topicban vdlaszt tizenetet kiild. Ezen szolgél-
tatds alkalmazasdval automatizalhat6 a fotérealisztikus képek és az annotaciok generdldsa
a .blend fajlokbdl. A két .blend f4jlbol egyenként 2000 képet és annotaciot generaltunk.
Az igy 1étrejové annotaciés maszkok OpenEXR fijlként lettek elmentve, ami egy nagy
dinamikatartomdnyu, tobbcsatornds fajlformatum. Ez a fjl formatum tobb informécid
eltarolasat teszi lehetové, mint példdul a PNG formatum. Az elkészitett OpenEXR féjlok

"nttps://github.com/karolyartur/kafka_runners
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csatorndi tartalmazzdk a képi informaciokat. Ebbdl kinyerhet6ek a tarol6 eszkozt hatarold
négyzet (bounding box roviden bbox) és a keypointok koordinatdi, illetve azok lathato-
sdgai. Ahhoz, hogy ezek a fijlok a hélé tanitdsra felhasznalhatéak legyenek, sziikséges
kinyerni fajlok csatorndibdl a relevdns informdcidkat. Ehhez egy python szkript késziilt,
mely a MinlO-bdl olvassa be az annotdcidkat (OpenEXR féjlok), majd a kinyert koordiné-
tdkat egy json fdjlba menti, amit aztan fel is t6lt a MinlO tarhelybe. A héldzat tanitdsdhoz

ezeket a json fajlokat haszndltuk fel.

3.10. dbra: Szintetikus adatok a dobozrol

3.11. dbra: Szintetikus adatok a mappdrol

3.12. dbra: Mappa szintetikus képe és az annotdcioja egyiitt
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3.2 Tanitasi folyamat

7z

A szintetikusan el6dllitott adathalmazokon, az iiveglemezek detektdldsara, egy keypoin-
tok detektalasara modositott Mask R-CNN modellt tanitottunk fel. A Keypoint-RCNN
egy, a Torchvision Python programcsomagba implementalt modell, mely keypointok de-
tektaldsat végzi, igy hogy a keypointokat egy one-hot bindris maszkként értelmezi. A
modell tanitdsa sordn bemenetként a tanité kép mellett, alapigazsagként, az objektumot
hatarolé bounding box helyzetét és a detektdlandé keypointok koordinétait is sziikséges
megadni. A bounding box helyzete meghatdrozhat6 4 érték 4ltal, melyek a téglalap 4l-
tal az x és y tengelyen felvett maximalis és minimalis értékek. Egy keypointot az x és
y tengelyen felvett értékeivel és egy lathatésagi értékkel sziikséges megadni. A modell
alapvet6en viszont tanulds sordn csak a keypointok helyzetét tanulja meg. A lathatosagi
érték a kimeneten mindig 1-esre van dllitva. Ahhoz hogy a Keypoint R-CNN felhasznal-
hat6 legyen a dolgozatban meghatdrozott probléméra egy kisebb médositdson esett 4t'2.
Egy extra fully connected réteg lett hozzdadva a modellhez, sigmoid aktivacios fiigg-
vénnyel, melynek kimeneteinek szdma megegyezik a detektdland6 keypointok szamaval.
Az 1j réteg minden keypointhoz egy lathatdséagi értéket prediktdl. Ezen médositdsra azért
van sziikség, mivel a keypointok becsiilt 1athatosdga donti el, hogy egy liveglemez benne
van-e a tarol6 eszkdzben vagy sem.

A rendelkezésre allo, két kiillonbozd patoldgiai tarold eszkozt reprezentdld adathal-
mazon, egy-egy tanitast hajtottunk végre. A dolgozatban a mappat reprezentdlé adat-
halmazon végzett tanitds koriilményeit €s eredményeit ismertetem. Az adathalmaz 2000
képbdl all melybdl 1800-at tanitasra, és a maradék 200-at pedig tesztelésre és metrikdk
szamitasara haszndltuk. Emellett a hal6 valds kornyezetben val6 tesztelésére 10 képet ké-
szitettiink a valds tarold eszkozrdl, melyen késdbb a modell predikcidt végez. A képek a
3.13. 4brén lathat6 ipari robot segitségével késziiltek. A robot megfogdjan egy Raspberry
Pi talalhat6, melynek kameréjaval késziiltek a felvételek. A képeken a mappa kiilonb6z6

mennyiségli livegelemezt tartalmaz és kiilonb6zd pozicidkat vesz fel.

A tanitds 100 epochon keresztiil tortént, ami azt jelenti, hogy a teljes tanit6 adathal-
mazt a modell 100 alkalommal dolgozta fel a tanitds sordn. A detektdland6 keypointok
szdma az adott tirol6 eszkozoknek a kapacitasit figyelembe véve lett meghatdrozva. A
mappa 20 iiveglemez tiroldsdra alkalmas, melyek fektetve helyezkednek el, igy egy liveg-
lemeznek mind a 4 sarka lathaté. Ez azt jelenti, hogy ennél a tarolé eszkdznél a modell
altal detektaland6 keypointok szama 80. A modell tanitdsdhoz sziikséges megadni a szin-
tetikus képekhez tartoz6 alapigazsagokat. Ezek a tdrold eszkozt hatdrolé bounding box
értékei €s a keypointok koordinétdi, 14thatosagai. Mindez az el6re kimentett json fajlok-

2https://github.com/pytorch/vision/compare/main. ..karolyartur:vision:

main
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bdl lett beolvasva. A neurdlis hdlé optimalizdldsdhoz a Stochastic Gradient Descent [51]
(SGD) algoritmust haszndltuk. A modellt 0.001 kezdeti learning rate-el, 0.9 momentum-
mal, 0.0005 weight decay-értékkel tanitottuk. A modell az elGtanitott ResNET 50 hélot
[52] haszndlja backbone-jaként. Ezeken kiviil a modell tobbi paramétere nem tér el az
alapértelmezettdl. A tanitds egy NVIDIA A100 GPU-val rendelkezd szamitogépen tor-
tént €s 12 orat vett igénybe.

3.13. dbra: Ipari robot a valos adatgyiijtéshez

3.3 Kiértékelés

A keypointokat detektdlé modellek pontossdgdnak meghatdrozdsdhoz az Object Keypoint
Similarity (OKS) metrikat szokas hasznalni, ami nem teriilet, hanem tavolsag alapi meg-
kozelitést alkalmaz. Kiszdmitdsdhoz az alapigazsdg és a prediktélt keypointok euklide-
szi tavolsdgat (d;), egy nem normalizalt Gauss-eloszldson sziikséges meghatdrozni adott
szorassal. A szords az objektum szegmentalt teriiletének négyzetgyokével (s) és egy key-
pointokként véltozé £ értékkel hatdrozhaté meg. Ezek alapjdn keypointonként egy KS
értéket szamolhatunk. Minden keypoint esetén az OKS egy 0 €s 1 kozotti érték.

— 2
KS; =exp <282k?) (3.1)

A metrikdt az MS-COCO ugy hatarozta meg, hogy a keypointok rendelkeznek egy lat-
hat6sagi értékkel v. Ez harom értéket vehet fel O-t, 1-et, és végiil 2-6t. Ezeknek jelentése
sorban: a keypoint nem szerepel a képen, szerepel, de ki van takarva és végiil a keypoint
szerepel. Az Object Keypoint Similarity (OKS) végiil egy példany Osszes annotalt és pre-
diktalt keypointjai kozotti hasonlésdgok (KS) szamtani dtlagaként keriil kiszamitasra a
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lathatosagi értékek figyelembevételével. Ez 6sszhangban van a dolgozatban hasznalt lat-
hat6sagi értékkel mivel csak akkor nem szamitddik a metrika, ha a keypoint nem l4thato.

SUKS; - 8(v; > 0))
> 6(vi) > 0)

A modell 200 szintetikusan eldéllitott képen lett kiértékelve, melybdl pér példa predik-

OKS =

(3.2)

ci6 a 3.14. dbrén lithatS. EszrevehetS, hogy a modell sikeresen hatdrozza meg a mappit
hatarolé bounding box értékeit. Mindemellett, sikeresen detektélja az tiveglemezek mind
a 4 sarkat és azoknak lathatdsagi értékeit is. Az utébbit onnan tudjuk megallapitani, hogy
a képen csak azok a keypointok szerepelnek, ahol ténylegesen vannak iiveglemezek. Az
implementicidhoz sziikséges id6 hidnydban az OKS helyett az euklideszi tdvolsagot (1.2
tavolsag) haszndltuk a tanitds kvantitativ kiértékeléséhez. Ezen metrika OKS kiszdmi-
tdsdhoz is sziikséges €s emellett alkalmas a modell teljesitményének és a tanitds ered-
ményességének reprezentdldsara. Megmondja a valds és a prediktelt keypointok kozotti
tdvolsagot pixelben mérve. Az L2 tavolsdgok atlaga a 200 szintetikus képen 3.7586 pixel,
ami azt jelenti, hogy atlagosan nagyjabdl csak 4 pixel eltérés van a modell kimenete és
a valésag kozott. Ezen eredmény kifejezetten jonak tekinthetd és igazolja, hogy az adott
problémdara megfeleld modell és azon megfelel6 mdodositasok lettek végrehajtva. A mo-
dell kvalitativ kiértékeléséhez valos képeken végzett predikciokat hajtottunk végre, amik
a 3.15. 4dbran lathatéak. Ezeken észrevehetd, hogy a mappat minden esetben megtalalja
a modell, viszont a keypointokat sokszor nem sikeriil megfeleléen elhelyeznie. Ezekbdl
az eredményekbdl az a kovetkeztetés vonhato le, hogy a szintetikus adatok nem kell$
mértékben reprezentaljdk a valosagot. Tobb eltérés is felfedezhetd a valds és szintetikus
képek kozt, példdul a mappa fedlapjainal jelenlévd fekete rész. Emellett a szintetikus ké-
peken a mappa mds anyagiinak ldtszik, mint a valésakon. Eszrevehetd még a lemezeken
egyfajta becsillands is, amit a laborban 1évd lampédk okoznak. Ezek reprezentdldsa sziik-
séges lesz a késébbiekben ahhoz, hogy a modell a valds életben is kivadlo eredményeket
érjen el, ne csak szintetikus adatokon.
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3.14. dbra: Predikcio szintetikus képeken

3.15. dbra: Predikcio valos képeken



4  OSSZEFOGLALAS ES JOVOBELI FELADATOK

Ezen dolgozat a patoldgiai mintdk digitalizdldsdnak automatizdldsara, egy DL alapi ro-
botos manipulaciot hasznalé megoldast kindl. A hasznélt modell a Keypoint R-CNN
Torchvisionbeli implementicidja, amely kisebb mddositdsokon esett at, hogy a detekta-
landé6 keypointok l4thatésdgat is figyelembe vegye. A modell tanitdsdhoz két adathalmaz
lett 1étrehozva, két killonboz6 szovettani mintakat tarold eszkozrdl. Ezen adathalmazok
Blender 3D modellezd alkalmazas segitségével, szintetikusan lettek létrehozva. A két
adathalmaz fotérealisztikusan reprezentélja a lehetséges kornyezeti valtozdsokat. Ilyen
példaul a tarol6 eszkoz helyzete, a benne szereplé mintdk szdma, a megvilagitds, az asztal
textirdja. Az adatokhoz a BAT Blender addon segitségével annotacios maszkok késziil-
tek. Ezeken a maszkokon a mintdkat tarol6 lemezek sarkaira keypointok lettek elhelyezve,
ezen pontok detektaldsdra tanult fel a modell. Az adathalmazok 1étrehozdsanak automati-
zalasdhoz Apache Kafka alapu szolgaltatast hasznéltunk. Ezen szolgéltatds haszndlatdval
tarold eszkoz tipusonként 2000 képbdl és annotaciobdl 4ll6 adathalmazok lettek legene-
ralva. Az igy l1étrejovd adathalmazok egy MinlO alapt f4jlszerveren lettek eltarolva. Az
annotacids maszkokbdl egy python szkript segitségével a keypointokat és a bounding box
koordinétdit json fajlokba mentettiik ki. Ezeket a fajlokat a modell tanitdsdhoz hasznaltuk.

A dolgozat megirdsanak pontjdig a két szintetikus adathalmaz koziil, a mappat 4bra-
zol6 adathalmazon lett tanitds végrehajtva. A 2000 képbdl 1800 tanitdsra, a maradék 200
pedig tesztelése lett felhasznalva. A tanitds egy NVIDIA A100-as GPU-val rendelkezd
szamitégépen futott, megkozelitdleg 12 6rdan keresztiil. A tanitds eredményessége kva-
litativ és kvantitativ médon is kiértékelésre keriilt. A dolgozatban haszndlt kvantitativ
metrika a valds €s a prediktelt keypointok tdvolsdganak dtlaga a 200 szintetikus képen.
Ennek eredménye 3.7586 pixel pixel lett, ami egy rendkiviil jonak mondhaté6 érték. Ez
azt jelenti, hogy a modell 4ltal prediktelt keypointok atlagosan nagyjabdl 4 pixellel térnek
el a valosagtol. A szintetikus teszt adatokon végzett predikciordl par példa a 3.14. dbran
lathaté. A tanitds kvalitativ kiértékelése valds tarol6 eszkozrdl késziilt képeken tortént
melyet az 3.13. dbran lathato robot segitségével lettek elkészitve. A valds képeken tortént
predikcidk eredményei a 3.15. abran l4thatdak.

Az elért eredmények alapjan a megkozelités jonak tekinthetd, de még messze nem
optimédlis. A modell éltal a szintetikus adathalmazon elért nagyszert eredmények alap-
jan azt a kovetkeztetést lehet megtenni, hogy az altalunk valasztott modell és az azon
végrehajtott médositasok megfeleldek. Mindemellett tanitds sordn hasznalt hiperparamé-
terek is jonak tekinthetdek, az eredmények fényében. A kvalitativ eredmények alapjin
azt a kovetkeztetést tehetjiik meg, hogy a szintetikus adatoknak valésaghtiebben kell rep-
rezentdlnia a tarol6 eszkozt. Ezek alapjan lehet tovabb indulni €s a jovében megtenni a
sziikséges modositdsokat. Ilyen példaul, hogy szintetikus adatokon a mappa anyaghasz-
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ndlata, a becsillands szimuldldsa, tobb fajta liveglemez haszndlata és még sok mds. Jo
megkozelités lehet egy kisebb valds képekbdl késziilt adathalmazt manudlisan annotélni.
Ez tobb teriileten is felhasznalhat6, példaul tanitdshoz belekeverni az adathalmazba, ezzel
novelve annak sokoldalisdgat, tovdbbd a domain randomizaci6 [50] technika hasznalata
is elonyos lehet a szintetikus adatok augmentédldsara (err6l bovebben a kapcsolédé mun-
kak szekcidban). Ezek a megkozelitések eldsegithetik a modell konnyebb dltalanositasat.
Mindemellett egy kézzel annotdlt adathalmaz felhaszndlhat6 lenne kvalitativ kiértékelés
sordn is metrikdk szdmitdsara. Ezek mellett nagyobb adathalmaz haszndlata tanitds so-
rdn is egy olyan megoldds, ami eldsegitheti a modell pontossdganak novelését. Példaul
egy 20000 szintetikus képen torténd tanitds, ahol 18000 a tanité és 2000 a validaciéra
hasznalt képek szdma. Mindemelett a patoldgiai laborokban hasznalt tarol6 dobozok ti-
pusa igencsak véltozatos, igy a tovdbbi modellek elkészitése és az abbdl késziilt adatokon
vald tanitds még vdrat magdra. Ezen aspektusok alapjin lehet tovabb indulni és tovabb
fejleszteni a dolgozat altal ajdnlott megoldast.
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7 ROVIDITESEK

DL Deep learning

BBOX Bounding box

ROI Region of Interest

HOG Histogram of Oriented Gradients
RPN Region Proposal Network

CNN Convolutional Neural Network
SVM Support Vector Machine

10U Intersection over Union

MAP Mean Average Precision
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