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1. BEVEZETES

Napjainkban elengedhetetlenné valt, hogy megtanuljunk olyan technoldgiakkal egyiitt €lni,
azokat hasznalni, amik szdmunkra idegennek tiinhetnek. Ezeknek a lehetdségeit sziikséges
felismerni még a korai formajukban is, €s nem szabad ugy kezelni, mint egy potencialis
veszélyforras, hanem sokkal inkdbb a hasznunkra kellene ezeket forditani. A mesterséges
intelligencia nagyobb térnyerésével bizonyossa valt, hogy sziikségilink van megtanulni azokat
hasznélni, kiaknézni a benniik rejlé lehetdségeket. Olyan gyors és hatalmas 1éptékii fejlodés
mutatnak, amit a mai vilagunkban érdemes, sot ajanlott megismerni. Ezzel a nagy térnyeréssel
mar sokan éltek is, s a nagy nyelvi modellek (Large Language Model — LLM) megjelenése
sokak képzeletét megragadta, néhanyunkét feliil is multa. Ezek a modellek, mint pl. a ChatGPT
(OpenAi) vagy a Llama 2 (Meta) elképesztd képességeket mutattak be a nagykdzonség szamara
is. Koherens, valaszai kontextusukban relevansak, tehat a kérdésekre megfeleld valasz jon létre
¢s néha-né¢ha kisértetiesen jo természetes nyelvi szovegek generalasara képesek. Rovidebb
esszék, versek, torténetek megirasatol a bonyolult, teriiletspecifikus kérdések megvalaszolasaig,
tobb éves tanulast és olvasast kikertilve tudunk mi is fejlddni. Jelenleg ezek a modellek tiinnek
a mesterséges intelligencia élvonaldnak, olyan tekintetben, hogy a széleskdrben elterjedt és
hasznélata nagyrészt mindenki szdmara elérhetd kategoridban vezetd szerepet toltenek be ezek
az architekturdk. Mindezek ellenére a nagy nyelvi modellek nem képesek teljesen 11j dtletek
megalkotésara, vagy a valéban emberszerli gondolkodasra. Ez kérdéseket vethet fel azzal
kapcsolatban, hogy mi is a kreativitds és a megismerés, észlelés természete. Intelligencidjuk
ezaltal latszolagos, valojaban a hatalmas adatmennyiség, a vezérelt el6képzés és az emberi
visszajelzés adja ezeknek a wvalodi ,,csoddjat”. Jelen kutatdsom sordn azt szeretném
megvizsgalni, hogy hogyan ¢épiil fel valdjdban egy nagy nyelvi modell, az alapvetd
koncepcioktol, mint a neuronhalok, egészen a mostani, szamunkra is kdnnyen hozzaférhetd,
orias modellekig. Vizsgalatuk kozben szeretnék fényt deriteni arra, hogy miért nem képesek az
ember egyedi kreativitdsat és taldlékonysagat megismételni, hogy meritenek meglévo
adatkészletekbdl, és hogy az ezekre vald tamaszkodas miért korladtozza ezeket a modelleket a

ténylegesen innovativ 6tletek, gondolatok kialakitasaban.

Alapvetd célom a dolgozattal, hogy a kozismert, altalanosan elterjedt, felszinesen
megfogalmazott kételyeket, melyek a nagy nyelvi modelleket 6vezik megbizhatosag
szempontjabol, enyhitsem ¢és deduktiv modon tdmasszam ala, hogy az LLM-ek azokbol a
szovegekbdl tanulnak, amelyeket a készitdik gondosan Osszevalogattak, és ez teszi lehetdvé

szamukra, hogy emberszerek altal jol érhetd nyelvi elemek krealjanak, alkalmazkodjanak



kiilonbozo irasi stilusokhoz, teriiletekhez, de nem rendelkeznek valodi megértéssel,
tudatossaggal vagy teljesen eredeti Otletek kialakitdsanak a képességével, vagy amennyiben
igen, az altaldban nem lesz értelmes, €s szamunkra nem feldolgozhatd forméban jelenik meg.
Ilyen kirivé eset lehet, hogyha valami olyan 0sszetett szot tanul meg a szovegkorpuszbol, ami
valojaban az emberi nyelvek szempontjabodl ismeretlen €s értelmetlen. Kutatasom soran korabbi
kutatdsok és kisérletek anyagaira tdmaszkodom, azonban a megalapozottabb bizonyitas
érdekében a kovetkezokben kifejtésre keriil6 modellek, folyamatok koziil elkészitettem egy
visszacsatolt neuralis halozatot (Recurrent Neural Network - RNN), ami a dolgozat végén kertil

kifejtésre.

2. NEURALIS HALOZATOK, MINT A NAGY NYELVI MODELLEK
ELOFUTARAI

Napjainkban a hatalmas adatmennyiség egyre novekedo liteme természetszeriien hozta magaval
az ezekhez kapcsolddo technologiai fejlodést is. A gépi tanuléds, a mesterséges intelligencia és
a természetes nyelvi feldolgozas robbandsszerli novekedése a mély neurdlis halozatok Uj
eredményeinek koszonhetéen ment végbe, ami a mélytanul6 folyamatok modellezésének egyik

leghatékonyabb eszkoze lett (Gyires-T6th, 2019).

2.1. ALEGELSO NEURONHALOK

A neuralis haldzatok, a mély neuralis halozatokhoz képest kisebb teljesitményre voltak képesek,
egyrészt a kevesebb neuron miatt €és masrészt a technikai hattér sem volt még biztositott.
Alapvetd koncepcid az, hogy az emberi agy biologiai folyamatait utanozzak mesterséges
kornyezetben. Olyan sajatossagokat vettek alapul, mint a nagy szamu, de egyenként kicsi
egysegekbdl vald felépités, az ezek kozotti kapcsolat stb. (Fazekas, 2013). Ezek a korai
halozatok figyelemreméltd képességgel rendelkeztek az adatok feldolgozasara és a mintdk
felismerésére, hiszen matematikai jellegli modszerekkel irtak le a biologiai folyamatokat, de
lehetdségeiket az egyszerliségiik korlatozta. Az Osszetett és réteges mintak kezelésére valod
képességiik korlatozott volt (Fazekas, 2013). Ugyan ez a biologiai vonal csak a kezdetekben
volt fontos ¢és relevans szamunkra, az alapvetd oOtlet forradalmi volt, hiszen a mesterséges
neuronok a megadott adatokbol tanulhattak és ezek alapjan valtoztathattdk meg az egymads
kozotti kapesolataikat. Ezek a korai neuralis halozatok még leginkabb a karakterfelismerésben,
jelfelismerésben voltak hasznalatosak, de ezen lehetdségeket a mély neuralis halozatok tovabb

mélyitették.



2.2. MELY NEURALIS HALOZATOK
A neurdlis halézatok és mély neurdlis haldzatok kozti 6 kiillonbséget talan leginkabb a
rétegek szamaban lehetne megfogni. A rétegek szama relative ,,s0k” (ez bizonyos esetekben

mar 2-3 rétegtol is soknak szamithat), akkor mar mély neuralis halozatrol beszélhetiink (1. abra).
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1. abra Neurdlis hdlézat és mély neurdlis hdlézatok (Sheikh, 2019).

Tehat az alapvetd Otlet itt az volt, hogy tobb rejtett réteget helyezzenek a bemeneti €s
kimeneti rétegek koz¢, ami egészen 1j irdnyokat nyitott meg. Ez a megoldas lehet6vé tette a
strukturalatlan adatok mintainak azonositasat (Gilley et al., 2023). Elényiik abban rejlik, hogy
a folyamatokbol rogzitett adatokat egyszerre tanulja meg a célnak leginkdbb megfeleld
reprezentdciora alakitani €és modellezni (Gyires-Toth, 2019). Mindegyik réteg egy feliigyelt
tanulasi folyamaton keresztiil hozzajarul a magasabb szintli jellemzOk és reprezentacidok
kinyeréséhez, és az alakitastol fliggden igy tanitjuk a modelliinket tovabb. A mély neuralis
halézatok széleskorii elterjedése a gépi tanulds €és a mesterséges intelligencia egy 1) korszakat
hozta magaval. Ez természetes kiillonbozo iparagakban is megjelenik, legyen az az egészségiigy,

pénziigy vagy az energetika (Gilley et al., 2023).

A mély neuralis halozatok koziil szeretnék kiemelten beszélni az visszacsatolt neuralis
halozatokrol, vagyis a RNN-ekrdl. A dolgozat késobbi részében egy karakterszinti RNN
modellen keresztiil keriil szemléltetésre a mély neurdlis halok legalapvetobb képességei és
limitacioi. Az visszacsatolt neurdlis halozatok széleskorben elterjedt és hasznalt mély
neuronhalok. Ez a halozat egyenként dolgozza fel a bejovd adatokat, mikdzben megtartja azt
az allapotot is, ami Osszegzi a korabbi inputok el6zményét (Mehra, 2023). Kiilonb6zo
hosszusagli inputok és outputok kezelésére alkalmas, ami leginkdbb a természetes nyelvi
feldolgozas teriiletén lehet hasznos, hiszen fel tudja ismerni a kiilonb6z6 nyelvi szintéziseket és

a beszédet (Mehra, 2023). Mivel az input outputjat is képes visszakiildeni bemenetként a



crer

kovetésére (Mehra, 2023). Ezek a képességek alkalmasak arra, hogy remekiil lehessen tanitani

az RNN modelleket, és alapot adhassanak nagyobb modellek szdmara is.

Az ilyen algoritmusok fejlesztése egy folyamatos ut volt, és habar az RNN-ek 4ttord
sikernek szamitottak, igy is szembesiilni kellett a korlatokkal. A hatékony generalo feladatok
elvégzéséhez sziikséges szamitasi- és memoriaigények sokkal magasabbak, mint amire
onmagaban egy RNN képes (Bhaskar, 2023). Tovabba problémat jelent a gradiens eltiind és
novekvo mivolta, amitdl instabilla valik a modell. EI6bbi esetében a gradiensek olyan kicsivé
valnak, hogy nem lehet a modellt megfelelden tanitani. A masodik esetében pedig annyira

nagyok lesznek, hogy a sulyokat instabil modon frissiti az iteraciok alkalmaval (Mehra, 2023).

Ennek a kikiiszobolésére érkezett meg a koztudatba az LSTM (Long Short-Term Memory)
halézat. A Long Short-Term Memory halozatok egyfajta visszacsatolt neuralis haldzatok, ami
a sima RNN-ek eltlind gradiens problémdjat hivatottak megoldani, specializalt cellak
segitségével (Phi, 2019). Ezek bizonyos memoriacellak, amikben 3 kapu van: a bemeneti-kapu,
a felejtés-kapu, és a kimeneti-kapu. Az els6 az uj adatdramlast szabalyozza, mig a felejtés-kapu
az aktualis adatok megdrzésérél dont, a kimeneti-kapu pedig a hélézat kimenete felé
szabalyozza az informécidaramlést a memoriacellatol (Mehra, 2023). Ezzel megoldast kinaltak
az eltiind gradiens problémdra, azonban ez sem tokéletes. Emellett itt szintén linedrisan
kovetkeznek egymas utan a rétegek, tehat parhuzamosan nehéz a tanitast bevezetni. A sima

RNN-ekhez képest pedig szintén még nagyon magas a memoriaigénye.

Masik probléma ezeknél a modelleknél, az maga az eldrejelzés pontossaga, amikor a
szoveggeneralasrol van sz6 (Bhaskar, 2023). Roviden példaul a kovetkezd karakter joslasa egy
ilyen modell szamara tovabbra is kihivast jelenthet pontossag tekintetében, hiszen, ha megadom
a megeldz6 karakterek szamat, amit figyeljen a tanulas soran, akkor sem garantélt az értelmes
output, hidba volt az input egy értelmes sz6. Ez adodhat abbol is, hogy a karaktereket figyeli,
€s nem a szavakat, de sokkal inkédbb ez annak a hidnya, hogy nem tudja értelmezni a jelentést

¢s nem tud hozza kapcsolni kontextust.

A fentebb kifejtett miikddési elvek alapjan érdemes ravilagitanunk az alapvetd korlatokra,
ami a mély neurdlis halozatokban rejlik. Ugyanis a halozatok és a képzési adatok kozott ezek
alapjan elvalaszthatatlan kapcsolat rejlik. Képesek felismerni és reprodukalni a meglévo
informaciokat és mintakat, valamint kivaldéan hasznaljak a tanit4si sémakat, de valoban jszerd,

értelmes Otletek generaldsara nem képesek. A megismerés mélységének hidnya latszik, hiszen



értelmes, ujszerti szoveget nem képesek generalni. Miikodésiik, ahogy majd késobb latni is
fogjuk, a tanult adatkészletre korlatozddik, ami valéban nagyon hasznos lehet eldrejelzési és
osztalyozasi feladatokndl, de eredeti tartalom létrehozédsédhoz, vagy 6ndllo otletgeneraldshoz

kevés a mély neuralis haldzatok képessége.

Tehat, ahogy lattuk a neuralis hal6zatoktol a mély neuralis halozatokig vezetd ut ,,csak”
egy adatok altal vezérelt finomitas, tanitas volt, nem pedig egy hatalmas ugras a kreativitas, az
¢szlelés vagy az 6nalld gondolkodas felé. Ez az alapvetd koncepcio fog minket végig kisérni a
dolgozat tovabbi részében, hiszen ez a folyamat, séma rejlik a nagy nyelvi modellek elképesztd
képességei mogott is. Tovabba ez fog minket elvezetni majd a dolgozat 6, kritikus kérdéséhez
is, hogy a jelenlegi tudasunkkal ismerni vélt lehetdségek, korlatok tekintetében a nagy modellek
valoban képesek-e az emberi kreativitdst megismételni, megismerni az emberi nyelv valddi

mélységeit, és az észlelés, megismerés képességét elsajatitani.

3. TRANSZFORMER MODELLEK ES GENERATIV MODELLEK

A transzformatorokra valo 4tallas sarkalatos pillanatot jelentett a mesterséges intelligencia
fejlddésében, kiilondsen a természetes nyelvi feldolgozds €és a nagy nyelvi modellek
tekintetében. Ahhoz, hogy megértsiik a transzformatorok miikodését, még egy kicsit vissza kell

kanyarodnunk a neuralis halézatok architektarajara.

3.1. ATRANSZFORMER MODELLEK ALAPJAI

A kodolo-dekodold architektirakat Mehra (2023) a neurdlis haldzati modellek egyik
formajaként irja le, amiket leginkdbb szekvencidlis feladatokhoz hasznalnak, mint a nyelvi
forditas. Az enkoder halozat feldolgozza a bemeneti szekvencidkat, a dekoder halozat pedig
létrehozza a kimeneti szekvencidkat. Egy szabvanyos modellben a bemeneti szekvenciat egy
rogzitett hosszisdgi vektoros reprezentacidban kodoljuk, amit a dekdder felvesz €s ebbdl
eléallitja a kimeneti szekvenciat. A szerzd ugyanakkor felhivja a figyelmiinket arra is, hogy
amikor ezek a bemeneti adatok tal hosszuak a rdgzitett hosszisagut kddolés

informaciovesztéssel jarhat.

3.2. TRANSZFORMATOROK

A transzformer modellek szintén ezt a sémat kovetve miikodnek, de wugyanakkor
forradalmasitottdk a természetes nyelvi feladatokat végzd modelleket, és 1) lehetéségeket
nyitott meg a nagy nyelvi modellek létrejottéhez (Bhaskar, 2023). Tehat a transzformer
modellek 1étrejottéhez nagyban hozzajarult a felismerés, hogy a 1étez6 modellek, mint példaul

az RNN-ek és az LSTM-ek, kiizdottek az adatok hosszu tavl fliggdségének megértésével,
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példaul a hosszi mondatok kontextusaval. Igy sziikségessé valt egy olyan modell 1étrehozasa,
ami képes hatékonyan rogziteni ezeket a fliggdségeket. Ezek az 1 architekturdk egyedi
figyelemmechanizmusaikkal ujradefinialtak azt a modot, hogy a gépi tanulasban a modellek

hogyan értik és generaljak az emberi nyelvet.

A transzformatorok jelentdsen eltérnek elddeiktdl az adatszekvencidk kezelésének
megkozelitésében. Igy, példaul a hagyoméanyos rekurrens neuralis haldzatokkal (RNN)
ellentétben, amelyek szekvencidlisan dolgozzak fel az adatokat, a transzformatorokkal
onfigyelé mechanizmust mutattak be. Vaswani et al. (2017) ,,A figyelem minden, amire sziikség
van” ¢. miivében elészor targyalt figyelemmechanizmus lehetdvé teszi a modell szamara, hogy
mérlegelje a bemeneti adatok kiilonb6zd részeinek fontossagat, amikor elérejelzéseket készit,
lehetévé téve az adatokon beliili Osszetett, hosszii tava Osszefiiggések és fliggdséget
felismerését és rogzitését. Ezzel annak a latszatat tudja kelteni a modell, hogy megérti a szavak
relevancidjat és kontextusat (Bhaskar, 2023). Ezt azzal éri el, hogy a szavak kozotti
Osszefiiggésekhez figyelem sulyokat rendel fliggetleniil azok helyzetétol (Bhaskar, 2023). Tehat
mintha a szavakhoz is stilyokat rendelnénk, mindezek fiiggetlenné valnak a helyzetiiktdl, és az
outputban azokra a szavakra fog koncentralni, amik kontextualisan is jelentések (2. abra). gy
a teljes bemeneti szekvenciara képes figyelni, felismeri a szovegkornyezetet, igy olyan hatést

kelt, mintha valoban megértené a nyelvet, és ugy generalja azt.

2. dbra Az RNN (felsé dbra) és transzformer modell (alsé dbra) k6zétti kiilonbség vizualizdlva (Joshi, 2020).
Ami igazan fontos itt, hogy ez a transzformer modell, miben és hogyan hatékonyabb az
el6z6 modellekhez képest. Az 6nfigyeld mechanizmussal ugyanis gyorsabban tudunk rovidebb

szekvencia hosszusagokat feldolgozni, és le is lehet korlatozni, olyan tekintetben, hogy csak az



input adat kdzvetlen kdrnyezetét vegye figyelembe egészen hosszu sorozatok esetén (Cristina,
2021). Ugyanakkor arra is be lehet allitani, hogy a teljes input sorozatot vegye figyelembe, ami
példaul a gépi forditasban lehet hasznos (Mehra, 2023). Ebbdl kdvetkeztethetd, hogy a
kordbban megemlitett problémak a mesterséges neuralis halézatokhoz kapcsolédoan ezzel
valamelyest kikiiszobolhetoek lettek. Az output ezzel a mddszerrel pontosabb eredményt tud

nekiink generélni a fentebb emlitett okok miatt.

A transzformer architekturak leginkabb alapként szolgaltak mar a nagy nyelvi modellek
létrehozéasaban. Ezek a mechanizmusok kritikus szerepet jatszottak a szoveggeneralasra és
forditasra képes modellek fejlesztésében (Dai et al., 2019). Igy a valodi hasznalatban leginkabb
ilyen formaban lehet vele taldlkozni, és a szélesebb korben elterjedt modellek esetében nem
latjuk a mogottes miikodést, igy a transzformer modellek formabonté miikddésével alapvetdleg
nem taldlkozunk dnmagaban. Széleskdrben elterjedt hasznélata ismerds lehet sokunk szdmara,
hiszen a Google BERT ¢és a GPT-széria is ezt a mddszert alkalmazta a nyelvi modellei
létrehozasahoz. A BERT (Bidirectional Encoder Representations from Transformers) egy
feliigyelet nélkiil képzett nyelvi modell, ami kizardlag egyszerti, jeldletlen szovegen volt tanitva.
Eldtanitja ezeket a mély, kétiranyt reprezentaciokat ezekbdl a jeldletlen szovegekbdl tigy, hogy
a bal és jobboldali kontextusban is minden rétegen kondicional (Devlin et al., 2018). Ezzel
konnyebbé téve a késobbi finomhangolasat a modellnek. Szamunkra itt a Iényeges, hogy ezt a
miikodési mechanizmust a transzformer modellek bevezetésével tudtak elérni, és ugrdsszerii

novekedést elérni a nagy nyelvi modellek teriiletén.

3.3. GENERATIV MODELLEK
A masik fontos téma a nagy nyelvi modellek teljes egészében torténd megértéséhez a generativ

modellek ismerete. A generativ modell a gépi tanulds egyik fajtija, aminek célja egy eldre
megadott adatkészlethez hasonld adatok generdldsa. Megtanuljak a mogottes struktirakat,
mintakat, majd ezeket felhasznalva hozzak 1étre az 0 adatokat (Kingma és Welling, 2013).
Ezeket a modelleket azdta széleskorben hasznaljak, leginkabb képgeneralas, szoveggeneralas,

zene készités teriiletein.

A legismertebb modellek, amik az utobbi idoben nagy hirnévre tettek szert, azok a GAN
(Generative Adversial Network) modellek. A GAN-ok egy generator halozatbol és egy
megkiilonboztetd halozatbdl allnak, amiket ,.ellentétes” modon képeznek (Huang és Le, 2021).
A generator halozat megtanulja a betanitasi adatokhoz hasonld informaciét generalni, mig a

megkiilonboztetd vagy diszkriminator halézat megtanulja megkiilonboztetni a valds és a



képzett adatokat (Huang és Le, 2021). A GAN-okat is szintén tobb teriileten is alkalmaztak

sikeresen, de ez leginkabb a képgeneralas fejlodéséhez jarult hozza (Huang és Le, 2021).

A transzformer modellek és a generativ modellek kozotti kapcsolat a neuralis halozati
architektirakban hasznalataban rejlik. Mindemellett a két modell mas-mas célt szolgal. A
transzformatorokat leginkabb sorozatmodellezésre, szekvencidlis feldolgozasra és generalasra
hasznaljak, kiilondsen a természetes nyelvi feldolgozasi feladatokban (Wang et al., 2020).
Ahogy fentebb mar kifejtésre kertilt, sikeresen rogzitik a hosszu tavu fiiggdségeket (Cristina,
2021), és a gépi forditasi feladatokban és a szoveggeneralasban teljesedtek leginkabb ki (Mehra,
2023). Ezzel parhuzamosan a GAN-okat leginkabb generativ feladatokra képezik, és sikeresen
képesek valosaghti képek, videdk és masfajta adatok 1étrehozasaban (Huang és Le, 2021).

3.4.A TRANSZFORMER MODELLEK ES A GENERATiV MODELLEK
OTVOZESE: AZ ELSO LEPESEK A MAI ISMERT LLM-EK FELE

A két koncepcid megismerésével eljuthatunk oda, hogy megismerjiik a nagy nyelvi modellek
mogott rejld struktarakat. Az LLM-ek, vagyis a nagy nyelvi modellek, mint példaul a GPT-3
olyan generativ modellek, amelyeket hatalmas mennyiségli szoveges adaton tanitottak.
Képesek koherens és kontextualisan relevans szoveget generalni egy adott prompt alapjan. Az
LLM-ek sikere annak tudhat6 be, hogy képesek megragadni a mogottes mintakat és strukturakat
a képzési adatokban, lehetévé téve szamukra, hogy olyan szdveget hozzanak létre, amely
hasonlit az ember altal irt tartalomhoz (Rothe et al., 2020). Ezen kiviil pedig, az LLM-ekben
hasznalt transzformatorok lehet6évé teszik szamukra a hosszu tavu fliggdségek modellezését a
hatalmas szévegkorpuszokon, amivel még koherensebb ¢és relevans valaszokat tudnak
létrehozni. Az eldképzési szakaszban a fentebb is kifejtett jeloletlen szoveges adaton vald
képzés lehetdvé teszi a modell szamara a nyelv dnmaga altali megismerését és annak statisztikai

Osszefliggéseinek megtanuldsat (Rothe et al., 2020).

Lényegében a transzformatorokra valo atallas jelentds elérelépést jelent a gépi tanulas és
a szoveggeneralas teriiletén. Ez kiegésziilve a generativ modellek képességeivel valoban
figyelemre mélto teljesitmény, ami felteszi szamunkra a kérdést, hogy valojaban a végso limitjei
ezeknek az architektirdknak miben rejlenek. Meddig lehet dket fejleszteni annak érdekében,
hogy még jobb eredményeket lehessen elérni? Hiszen mar a transzformer modellek is kivaloan
teljesitettek a komplex nyelvi feladatok elvégzésében (Wolf et al., 2020). Ugyanakkor a fentebb
kifejtett miikddési elvek alapjan tovabbra is lathatjuk, hogy elére megadott adatok nélkiil
alapvetdleg a miikodeés is kétséges. Pusztan abbol tudnak tovabb épitkezni, amiket a fejlesztdik
elérhetdvé, tanulhatova tesznek a modellek szamara, mint szovegkorpusz, vagy a dolgozatban
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jelenleg nem targyalt kép- €és hanggeneralassal kapcsolatos adatok. Amennyiben ezek
hianyoznak ezen modellek szamdara nehéz létrehozni ezekbdl olyan dolgokat, amik nem
feltétleniil 1éteznek, vagy értelmi és értelmezési problémakba is {itkdzhetiink. Chien és Kalita
(2020) a nyelvi kovetkeztetési rendszerek limitacioit vizsgaljak, amik gyakran az emlitett
transzformereken alapulnak, a nyelvi valodi megértésének tekintetében, valamint a hamis
adatokra val6 sebezhetdségiik tekintetében. Ugyanakkor munkajukban megjegyzik, hogy ebben
a tekintetben sziikséges a tovabbi kutatasok elvégzése. Képességeik az adatvezérelt tanulas
eredménye, és a neurdlis haldzatokhoz hasonloan Ok is elmaradnak a valddi kreativitastol,

hiszen a meglévo adatokbol krealjak az ujat.

4. NAGY NYELVI MODELLEK
4.1. ATTEKINTES

A nagy nyelvi modellek megjelenése egy 10j fejezetet nyitott a természetes nyelvi feldolgozas,
a gépi tanulas és a mesterséges intelligencia teriiletein. A fenti fejezetekben targyalt mitkodési
elvek ¢és mérfoldkovek vezettek el oda, hogy a ma, mar szdmunkra is elérhetd, nagy nyelvi
modellek elérhessék jelenlegi formajukat. A konnyebb atlathatdosdg érdekében egy rovid

attekintést nyujtok a feljebb targyalt fejlodési utrol.

Az LLM-ek eredete a neurdlis halozatok és az adatok szekvencidlis feldolgozasara
tervezett visszacsatolt neuralis halozatok korai idejére vezethetd vissza (Pascanu, 2012). Ezek
a korai struktirdk igéretesnek bizonyultak a természetes nyelvi feladatokban, de korlatokkal
szembesiiltek, mint példaul a hosszu tavli kontextusbeli fiiggéségek megragadasaval a
szovegben, és szembesiiltek az eltlind gradiens problémaval (Pascanu, 2012). Tovabbi
fejlesztések és kutatasok azonban taldltak megoldast a kordbban mar kifejtett problémakra.
Ilyen volt példaul az LSTM-ek megjelenése (Chung et al., 2014). Ezek a fejlesztések, valamint
a nyelvi modellezési korlatok feltarasa (Jozefowicz et al., 2016) hozzdjarultak olyan nagy

nyelvi modellek kifejlesztéséhez, amelyek forradalmasitottak a természetes nyelvi feldolgozast.

A nagy nyelvi modellek mai formajanak kialakitdsdhoz vezetd Uton dontd valtozas a
transzformatorok bevezetése volt, egy innovativ neuralis hdlozati architektura, amelyet
hatékony parhuzamositasra és szekvencidlis modellezésre terveztek (Wolf et al., 2020). A
transzformatorok forradalmasitottdk a természetes nyelvi feldolgozas teriiletét azéltal, hogy
orvosoltak a korabbi modellek korlatait, példaul az RNN-ekét. A transzformator modellek
bemutatasa és masok altali atvétele megnyitotta a kaput az LLM-ek ugrasszerii fejlédése eldtt,

amelyek a szOveggeneralasanak egy 0j korszakat nyitottdk meg (Devlin et al., 2018). A nagy



nyelvi modellek egyik kordbban bemutatott példdja a BERT (Devlin et al., 2018). Ahogy
korabban kifejtésre keriilt, ez a modell a transzformer architektiirdkat és generativ modellekre
jellemzé mechanizmust is egyiittesen alkalmazta. A transzformétorok hasznalataval az LLM-
ek bebizonyitottak, hogy a tanuldsi képességeikkel még jobb teljesitményt tudnak nyljtani a
természetes nyelvi feldolgozasban. Egy masik fontos eldre 1épési pont az eldképzési és
finomhangolasi technikdk alkalmazasa az LLM-ekben. Ezeket a modelleket hatalmas
mennyiségli szoveges adatra képezték ki. Az el6képzést finomhangolas koveti, ahol a
modelleket konkrét nyelvértési- és generalasi feladatokhoz igazitjdk (Devlin et al., 2018).
Ezenkiviil az LLM-ek 1étrehozasa magéba foglalja a modell méretének novelését és a kiterjedt
képzési  adatokhoz  valé  hozzaférést. A  transzformer modelleknél  targyalt
figyelemmechanizmus a nagy nyelvi modellek kulcsfontossagi épitokdve (Vaswani et al.,
2017). Az LLM-ek nyelvi modellezési feladatokat is végeznek, amelyek magukban foglaljak a
kovetkezd szd vagy szosorozat eldrejelzését egy adott kontextusban. A kiilonféle szoveges
adatokra vonatkozo kiterjedt eloképzés révén ezek a modellek jartasakka valnak a nyelvi mintak
¢s kapcsolatok széles spektrumanak rogzitésében (Devlin et al.,, 2018). Ezek a miikodési
tényezOk a mély tanuldsi elvek és a neurdlis hdl6zatok hasznalataval egyiitt hozzajarulnak a

nagy nyelvi modellek hatékonysagahoz és sokoldalusdgahoz.

4.2. AZ ISMERTEBB MODELLEK
A nagy nyelvi modellek sokféleségére par példat szeretnék bemutatni, a kiilonb6z6 modellek

rovid bemutatasan keresztiil.

Az OpenAl altal fejlesztett GPT-3 (Generative Pretrained Transformer 3) az egyik
legnagyobb ¢és legjelentdsebb nagynyelvi modell (Raffel et al., 2019). A maga 175 milliard
paraméterével a GPT-3 rendkiviili szoveggeneralasi képességekrdl tesz bizonysagot (Raffel et
al., 2019). Sokoldalusagat rengeteg feladatban bizonyitotta mar, beleértve a tartalomgeneralast,
a GPT-3 alapu chatbotokat és sok mast (Sezgin et al., 2022). A GPT-3-at szamos agazatban
hasznaltdk mar, példaul kozegészségiigyi kérdésekben, egészségiigyi ellatasban,
forgatokonyvek generaldsaban (Jungwirth és Haluza, 2023; Nath et al., 2022). Valdosaghti,
emberszerii szovegeket generalo képességét olyan teriileteken kamatoztattak, mint a jatékok, a
zene készités vilaga €s a vizualizacio (Vartinen et al, 2022; James et al., 2022; Paula és Susnjak,
2023). A GPT-3-at a ezen feliil példaul cimkézési koltségek csokkentésében, az adatok
Osszegzésében ¢és a tartomanytranszfer tanuldsaban rejld potencidlja miatt is hasznaltdk (Wang

et al., 2021; Pang et al., 2022; Zhang et al., 2021). A GPT-3-at mar a mérete miatt is, de
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leginkébb a benne rejl6é potencial miatt mar rengetegen hasznaltak, tobb kutatas targyava is valt,

¢s a nagykozonség szdmara is hatalmas eldrelépést jelentett a megjelenése.

A masik nagyobb LLM, a korabban mar sokat emlegetett BERT, amit a Google Al
fejlesztett. A BERT-et széles korben alkalmazzak kiilonféle teriileteken és feladatokban,
beleértve a vélemény- vagy szentimentelemzést (Gao et al., 2019), a koreferencia-feloldast
(Joshi et al., 2019), a kérdés-valasz eseteket (Qiao et al., 2019), és a rangsorolast (Qiao et al.,
2019). Kivalé mindségi kontextualizalt szoreprezentaciokat generald képessége a természetes
nyelvi feldolgozas hatékony eszkoézévé tette (Zhou et al., 2021). A BERT jelentds hatast
gyakorolt az NLP teriiletére, és széles korben elismerték a nyelvi megértés és nyelvgeneralas

javitasahoz vald hozzajarulasat.

Szamunkra érdekes lehet még a Google Research altal fejlesztett TS (Text-to-Text
Transfer Transformer). Ez a modell minden természetes nyelvi feldolgozasi feladatot
szovegrdl-szovegre generdlandd problémaként kezel (Raffel et al., 2019). Ez a megkdzelités
felhivta a figyelmet a TS képességeire kiilonféle nyelvi, szoveggeneralo feladatokban, ideértve
a forditast, a szovegosszegzést, a kérdések megvalaszolasat. (Raffel et al., 2019). Azzal, hogy
a kiilonboz6 feladatokat szdvegtranszformacioként kezeli, a TS5 bemutatja az

alkalmazkodoképességét a kiilonbozd nyelvi feldolgozasi feladatokban (Raffel et al., 2019).

4.3. ANAGY NYELVI MODELLEK LIMITACIOI

igy tehat lathatjuk, hogy a nagy modellek fejlesztéseik soran hossza uton mentek keresztiil, és
ez nem volt akadalyok nélkiili. Ma mar széleskoriien alkalmazzdk mindenféle ipardgban, és
pont emiatt rengeteg kérdést felvet az, hogy valdjadban hol vannak a hatarai az LLM-eknek, és
rengeteg aggodalom Ovezi a jelenlétiiket. A nagy nyelvi modellekkel kapcsolatos aggalyok
sokrétiiek, és kiilonbozd kutatasok, cikkek, publikdciok targyaljak oket. Az egyik legtobbet
targyalt ilyen jellegli aggodalom az elfogult és karos tartalomgeneralds lehetdsége, mivel az
LLM-ek akaratlanul is fenntarthatjdk a képzési adataikban jelenlévd sztereotipidkat és
elfogultsagokat, etikai kérdéseket vetve fel (Raffel et al., 2019). Ezenkiviil a megtévesztésre
iranyuld tdmadasokra (megtévesztd input bevitele, példaul ellentétes példakkal) valo
fogékonysaguk ¢€s a félrevezetd, hamis informéciok generaldsanak kockéazata kihivast jelent a
feleldsségteljes hasznalatukban (Hisamoto et al., 2020). Az LLM-ek képzéséhez ¢és
miikddtetéséhez sziikséges hatalmas energiafogyasztas is mar lathatdo méreteket 6ltott, ami a
fenntarthat6sag szempontjabol kérddjelezheté meg (Chavannes et al., 2021), ugyanakkor ezt az
aspektust jelen dolgozatomban nem targyalom. Ezen tilmenden aggalyok meriiltek fel az
adatvédelemmel és e modellek rosszindulata felhasznaldsaval kapcsolatban, dezinformécio
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vagy hamisitott tartalom generalasanak tekintetében (Srinath et al., 2021). Az etikai kérdések
megfontolasa, akar az el6képzés soran hasznalt adatok tekintetében, a feleldsségteljes hasznalat
¢s az LLM-ek lehetséges negativ kovetkezményeinek kezelése a legfontosabbak bevezetésiik
soran (Santy et al., 2021). Ezek az aggalyok ravilagitanak a folyamatos kutatas €s fejlesztés
sziikségességére a nagy nyelvi modellekkel kapcsolatos kockazatok mérséklése érdekében,
ugyanakkor azt is megmutatjak szamunkra, hogy a fejlesztés és hasznalat soran fennall annak
a lehetOsége, hogy ezeket valdban kikiiszoboljiik. Hiszen a lenylig6zo teljesitmények és a
kockazatok ellenére is szdmos olyan dimenzioban alulmaradnak, ami valodi helyettesitoként
szolgalhatna az emberi intelligenciara (Wolf et al., 2020). Ezen aggalyokon megyek most végig,
megkisérelve annak alatdmasztasat, hogy miért nem olyan aggasztd a helyzet, az altalanosan

elterjedt aspektussal ellentétben.

Az LLM-ek alapvetdleg adatvezérelt modellek, és méltan elismert teljesitményiik
ellenére az LLM-eket tovabbra is korlatozza, hogy nagy mennyiségli szoveges adat
eloképzésére és finomhangolasara tdmaszkodnak (Devlin et al., 2018). Kivaldéak a nyelvi
modellezési feladatokban, de gyenge forditasokkal wvagy helytelen informéciokkal
kiiszkodhetnek, ha korlatozott adatokkal, ami jelenthet kevés adatok, vagy nem megfeleld
mindségll adatot is, vagy specidlis nyelvi kontextusokkal kell szembenézniiik (Chronopoulou
et al., 2020). Ezenkiviil a nagy nyelvi modelleknek a tovabbi kérdései az értelmezhetdség
tekintetében meriilhetnek fel, mivel 8sszetett architekturajuk miatt gyakran fekete dobozoknak!
tekintik 6ket (Azaria, 2022). Tovabba eléfordulhat, hogy nem képesek teljesen megragadni az
emberi nyelv arnyalatait, és hidnyozhatnak a jozan ész érvelési képességei (Schweidtmann et
al., 2021). Ez leginkdbb olyan esetekben érzékelhetd, sajat személyes tapasztalat alapjan,
amikor az adott nyelv, egy olyan nyelv, amit az el6képzési szakasz soran nem tudott annyira
megismerni, sok az atvitt értelem, és egy szonak tobb jelentése is létezik. Ilyenkor a
megkiilonboztetés a kontextustol fiigg, ami kevés vagy nem megfelelé mindségili adat esetében

akadalyokat sziilhet.

A kreativitas és az innovacid hidnya az LLM-ek egyik jelentds hatranya, ami szintén
eloszlathatja a kételyeket, ami a nagy nyelvi modelleket 6vezi. Mig az LLM-ek képesek
szOveget generdlni és megoldasokat kindlni a képzési adataik mintdi alapjan, nem képesek
kreativan gondolkodni vagy valoban eredeti Gtleteket generdlni (Du, 2023). Az LLM-ek a

képzési adataikbol elsajatitott tudasra és mintdkra korlatozodnak, és nem gondolkodhatnak e

! Belsé miikodése lathatatlan az atlagos felhaszndld szamara.
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meglévo tudas hatarain kiviil (Du, 2023). Ez a korlat annak a ténynek kdszonhetd, hogy nem
képesek a vagy megértésére €s a kreativitds fogalmanak megfogalmazésara, ahogyan az
emberek teszik (Du, 2023). Szoveggeneralési képességeik ellenére az LLM-eket végsd soron a
képzési adataik korlatozzak, és nem tudnak olyan Gtleteket generalni, amelyek talmutatnak
azon, aminek ki vannak téve (Du, 2023). Ugyanakkor amikor ki is vannak téve ezeknek az
adatoknak, és sajat Otleteket generdlnak, nem biztos, hogy megfeleld eredmény sziiletik.
Emellett lathatjuk, hogy a ChatGPT is teljes mértékben hihetének hangz6 véalaszokat adhat, de
hianyzik a tartalom mélyebb megértése, ami potencialis ténybeli pontatlansdgokhoz vagy
logikai buktatokhoz vezethez (Leaver és Srdarov, 2023). Wang et al. (2023) elvégeztek egy
kisérletet, ahol a Minecraft nevii nyilt vilagu videojatékban 1étrehoztak egy karaktert, amit LLM
iranyitott. A karakter a modell képességeivel remekiil tanult, és gyorsan fejlodott, azonban
akadalyai kozt szerepelt, amikor mar megismert elég targyat a jatékban, ami legyen Targy 1 és
Targy 2. Targy 1-ben megtalalhatd Osszetevé 1 és Osszetevd 2. Targy 2-ben Osszetevd 1 és
Osszetevd 3. A jatékban fennall egy olyan szituacié, hogy olyan targyat nem lehet létrehozni,
amiben Osszetevd 2 és Osszetevo 3 talalhaté meg, mert ilyen nem létezik a jatékban. A szerzok
pedig emlitik, hogy a karakter mégis ezt probalta meg megalkotni, amivel megakadt a jatékban.
Ezzel lathatjuk, hogy ugyan képes volt valami Ujat alkotni a megadott kereteken beliil,

ugyanakkor ez kontextualisan nem volt értelmezhetd és relevans a jatékban.

A nagy nyelvi modellbdl hidnyoznak a valddi, emberszerli érvelések, a kritikus
gondolkodés és az intellektudlis itéloképesség. Nem képesek az informéaciokat értékelni, a
bizonyitékokat mérlegelni, racionalis kovetkeztetéseket levonni vagy arnyalt érveket alkotni,
ami leginkdbb a nyelv és az emberi gondolkodas, az észlelés mélységébdl fakad, ami hianyzik
az LLM-ekbdl. Az emberektdl eltérden az LLM-ek kizardlag a képzési adataik alapjan adnak
determinisztikus valaszokat, igy alkalmatlanok a magasabb rendii kognitiv képességeket
igényld feladatokra (Collins et al., 2022). Mig ezek a modellek sikereket értek el a néhany
1épésbdl allo tanulasi feladatokban, képességeik a képzési adataikban megjelend mintakra és
informaciokra korlatozodnak (Kojima et al., 2022), amiket mar kordbban is targyaltunk a
fejezetek soran. Hidnyzik beldliik az érvelés képessége, ami abbol a ténybdl fakad, hogy
valojaban a szovegkorpuszbdl lekdvetkeztethetd statisztikai valoszinliséget veszi alapul az
érvelésében, legyen az matematika, fizika vagy mas teriilet (Collins et al., 2022). Mivel az
LLM-eket ugy tervezték, és tervezik, hogy a nyelv forméjat és dsszefliggéseit tanulja meg és
nem annak jelentését ragadjak meg, igy olyan feladatokkal kiizdenek, amelyek szekvencialis

aritmetikat, tobblépcsds kérdés-valaszolast, mondatfelismerést €s Osszehasonlitast, valamint
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elagazd logikat igényelnek (Wu et al., 2021). Ez felvetheti annak a kérdését is, hogy a
memoridjuk meddig és milyen hosszon képes kezelni az adat lekérdezést és az adatbevitelt. Az
itt felsorolt korlatok kiemelik az LLM-ek és az emberi kognitiv képességek kozotti alapvetd
kiilonbségeket, hangsulyozva az dvatossag sziikségességét, amikor a nagy nyelvi modellekre

igényelnek.

Emellett 6roklik a képzési adataikban jelenlévd torzitasokat, amelyek elfogult vagy
diszkriminativ tartalom generalasahoz vezethetnek (Nangia et al., 2020). Ez etikai aggalyokat
vet fel, kiilondsen azokban az alkalmazésokban, ahol a méltanyossag, valamint a kulturalis és
tarsadalmi kiilonbségekre vald érzékenység kulcsfontossagu (Frissen et al., 2022). Az LLM-
ekben jelenlévd torzitdsok allandosithatjak a tarsadalmi elfogultsdgokat €s megerdsithetik a
sztereotipidkat (Guo & Caliskan, 2021). A kutatdsok kimutattdk, hogy az LLM-ek képesek
megragadni és reprodukalni a nemhez, fajhoz, etnikai hovatartozdshoz ¢és mas
tulajdonsagokhoz kapcsolodo torzitdsokat (Abid et al., 2021). Ezek az elfogultsagok kiilonféle
moédokon  nyilvanulhatnak  meg, példdul negativ  szodasszocidcidkban,  elfogult
mondatkiegészitésekben és sz¢élsOséges érzelmek elemzésében (Sheng et al., 2021). A torzitasok
jelenléte az LLM-ekben ravilagit e modellek felelés hasznalatanak sziikségességére, mivel
valos ezen torzitasok megjelenése sulyos kovetkezményekkel jarhat (Mehrabi et al., 2019).
Jelenleg is dolgoznak olyan modszerek kidolgozasan, amelyek kimutathatjak és enyhithetik az
LLM-ek torzitasait, de ez tovabbra is folyamatos kihivast jelent (Cao et al., 2022). Az LLM-ek
etikus hasznalatanak biztositasa megkdveteli a képzési adataikban jelenlévo torzitasok alapos
mérlegelését, valamint kimeneteiknek az egyénekre €s a tarsadalom egészére gyakorolt
lehetséges hatdsat, amennyiben az nem megfeleléen van felhasznédlva, vagy nincs utolag
értekelve (Weidinger et al., 2021). Ezek az érvelések is alatdmasztjadk miszerint a nagy nyelvi
modellek ezeket nem Oonmaguktol generaljak, hanem pusztan az adathalmaz, amire tanitjak
ezeket az architekturakat, rendelkezik ezekkel a torzitasokkal, sztereotipiakkal és nem ismeri a
szocialis érzékenységgel kapcsolatos emberi ismereteket és az empatia fogalmat. Pontosabban
ismeri ezeknek a fogalmét, de nem tudja mélységében értelmezni azt és jelentdséget
tulajdonitani neki. Ez megkdveteli az emberi feliigyeletet ilyen kérdések targyaldsakor, hiszen
az eloképzés soran sziikséges ezek jelenlétét sziirni €s szabalyozni. Ezekbdl az elfogultsdgokbol
¢és sz¢élsoségekbdl megallapithatd, hogy ténylegesen az adatra €s az azok kozotti statisztikai
kapcsolatokra alapszik a mitkodésiik, hiszen ezek a negativ megitélések pusztan sztereotipidk

¢s nem feltétleniil fedik a valosagot. Mivel a valosagtol eltérd dolgokat allit, és azokra alapozza
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érvelését igy feltételezhetd, hogy tavol allnak az emberszerti gondolkodastol az LLM-ek, nem

képesek megérteni az altaluk generalt szoveg jelentését vagy jelentdségét (Clark et al., 2019).

Osszefoglalva, lathatjuk, hogy bér a nagy nyelvi modellek hossza utat tettek meg, még
nem igazan érezhetd annak a megalapozottsaga, hogyan ki tudna véaltani az embert teljes
mértékben. Alapvetden olyan koncepcidkon alapul a létezésiik, amelyek a fentebb is targyalt
adatvezéreltség, a finomhangolas. Az emberek elonyére valhat ilyen szempontbodl a kreativitas
hidnya, a valodi megértés és észlelés hidnya. Ezek nélkiil nem tud teljes mértékben egy ember-
potlék lenni. Szignifikdns eldrelépést mutattak a gépi tanulds és mesterséges intelligencia
terliletein, amik elhanyagolhatatlanok, de véleményem szerint ez sokkal inkabb azt kdveteli
meg, hogy ne arra fokuszaljunk ezzel kapcsolatban, hogy mi az amit elvehet téliink, hanem,
hogy mi tud hozzank adni, hogyan tudjuk eldnyiinkre formalni a nagy nyelvi modellek kinalta
lehetdségeket.

Azonban mieldtt a legvégsd kovetkeztetéseket vonnam le, szeretném egy kisérlettel
bemutatni, az LLM-ek alapjaiul is sok esetben szolgdld RNN-ek képességeit. Mindezt annak
érdekében, hogy bizonyossagot nyerjen az adatvezéreltség és a finomhangolés szerepe, és

annak a bizonyitasa, hogy az uj dolgok 1étrehozasa a meglévoek nélkiil nem lehetséges.

5. RNN, MINT SZEMLELTETO PELDA

Most, hogy attekintettem a nagy nyelvi modellek felépitését az alapoktol kezdve, szeretném
bemutatni a sajat példamat, amin keresztiil a visszacsatolt neurdlis halozat képességeit €s
korlatait szeretném bemutatni. Mint mar korabban kifejtettem a visszacsatolt neuralis halozatok
tokéletesen hasznéalhatdak példaul nyelvfelismerésre, idOsor eldrejelzésre, hiszen ezek remek
tanulasi képességgel rendelkeznek (Gilley, 2023). A tovabbiakban leginkabb szemléltetésre
szeretném haszndlni, de be is mutatnam a mitkodését, hogy tobb értelmet nyerjen a mitkodése.
Az elkésziilt kod a sajat, és az internet adta lehetéségek munkdja, amiket a magyarazat soran
hivatkozom, valamint Gong 2016-os GitHub-on elérhetd oktatéanyaga. Megépitésében
segitségemre volt a ChatGPT ¢és a Blackbox Al is. A teljes kod az I. mellékletben taldlhatd meg,

ebben a fejezetben csupan részleteire fogok hivatkozni.

A kod elsd részletét két részre lehet osztani. El6szor a konyvtdrat importdlja, ami
esetiinkben a Numpy, ami nagyban megkonnyiti a dolgunkat: import numpy as np. Ezt a
numerikus szamitdsokhoz hasznaljdk. A Numpy sokféle fiiggvényt tartalmaz, példaul logikai
Osszehasonlitdsokhoz is. Mivel a Numpy gyorsabb, mint maga a Python, igy érdemes mar

alapvetdleg ugy irni a kddot, hogy vagy vektorizalunk, vagy Numpy kompatibilis fiiggvényeket
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hasznéalunk. Igy fel tud gyorsulni a kodunk, és maga a kodolas is (Raj, 2022). A masik része a
# Minta szoveg, ami a szOvegminta, amibdl tanitom a modellt. Ez a {6 adatunk, ami alapjan a

kimenetet meg fogja hatarozni. Jelenleg ez 3 rovid ,,mondatbol” all.

# Széveg elbfeldolgozas rész a szoveget, a fentebb emlitett 3 ,, mondatot” dolgozza fel,
karakterszintii leképezések 1étrehozasahoz. A chars a szovegben megtalalhat6 egyedi karakterek
listaja. A char_to_idx egy szétar, ami a karaktereket egész indexekre képezi le, az idx_to_char
pedig az a szotar, ami ezeket az indexeket karakterekre képezi vissza. A vocab_size az

adatkészletben 1évO karakterek teljes szama, ,,nagysaga”.

A kovetkezd 1€pés a modell # Hiperparaméterek meghatarozasa volt. Ezek hatdrozzdk meg
a modell architektirdjat és a tanuldsi ratat, a betanulasi folyamatot. A hidden_size a rejtett réteg
mérete, a sequence_length a bemeneti szekvencidk hossza, a learning_rate pedig a betanulas soran
a gradiens siillyedés 1épéseinek méretét hatarozza meg. A matematikaban ez egy optimalizalo
algoritmus egy differencidlhato fliggvény lokélis minimuménak megtalalasara. Jelenleg
szamunkra ebben a modellben a gépi tanuldsi megkozelitésben értelmezhetd. Tehat a
paraméterek optimalis értékeit taldlja meg a meghatarozott tanuldsi rata és kezdeti
paraméterértékek segitségével (Lu, 2022). Ezen hiperparaméterek finomhangolasa bizonyult az
egyik legiddigényesebb feladatnak, hiszen megtalalni a megfeleld kombinéciot egy ilyen kicsi
adatkészleten kihivas, féleg, mivel egy viszonylag kisebb modellrdl van sz6, ami alapvetdleg
is karakterszintli. Ezen felill, az eredmény értékelése is ezektdl a paraméterektdl fliggott. Az
output értekelése szubjektiv ebben az esetben, mert annyi kiilonb6z0 beallitastol fligg a
végeredmény, de a végeredménnyel kapcsolatos elképzelések is befolyasolhattak a
beallitdsokat, attdl fliggden, hogy mennyire szeretnék egy teljesen egyezd szoveget, mennyire

akarom diverzifikalni az outputot az RNN adta keretek kozott.

A kovetkez6 szekcid a # Modell paramétereinek inicializalasa. A Wxh, Whh, why a modell
stulymatrixai, a bh, by pedig a torzitasvektorok. A stilymatrixok a bemenetek sulyait hatarozzak
meg annak érdekében, hogy kimenetet tudjanak produkalni. A pontossag ¢€s a teljesitmény
meghatarozasaban jatszanak szerepet (Klein, 2023). Az elsé az input adatok és rejtett rétegek
kozotti sulyokat tartalmazza, a masodik magukat a rejtett rétegek kozattit, a harmadik pedig az
output és a rejtett rétegek kozotti sulyokat foglalja magaban. A torzitasvektorok a mesterséges
neuralis halozatokban pedig ugy definidlhatok, mint a jellemzdk és a stlyok szorzatdhoz
hozzaadott konstans. Ez az eredmény ellensulyozéséara szolgél (Ganesh, 2020). Nem fliggenek
a bementektdl, csak a kimeneti eredményeket befolyasoljak. Erdemes ezeket kicsi és random
szamokra allitani, ugyanis ezzel lehet biztositani, hogy a kimeneti eredményben ne jelenjen
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meg tulillesztés? és javithatja a halozat teljesitményét (Brownlee, 2018). Tehat ahogy itt is
latszik a rejtett rétegek és az output kozotti torzitasvektorok vannak bedllitva. Jelenleg itt a
kezdeti érzékek vannak beéllitva a modellnek, amiket a képzés soran fog frissiteni, hogy képes

legyen megfelelden reprezentalni és elorejelzést késziteni a sorozatos adatokbol.

A kovetkezd szekcid maga # képzés. Végighalad a szovegkészlet minden egyes karakterén
¢s kiszamitja a veszteséget €s frissiti a modell paramétereit a beallitott epoch-ok alkalmaval. Itt,
amit fontos lehet megemliteni, hogy loss egy valtozd, amely a tanitds sordn a veszteséget
kumulativan szamolja a tanitasi szekvencia minden karakterére. Ennek a bizonyos keretek
kozott tartdsa bizonyult a masik kihivasnak, ugyanis a hiperparaméterek allitasa nagyban
befolyasolta a loss-t. A tul magas loss teljesen inkoherens adathalmazhoz vezetett, ami
korantsem hasonlitott a meglévd adatkészletre. Példdul amikor a egy korabban altalam hasznalt
adatkészlet a kovetkezd volt: ,,Gylil616k mindent. Utdlom az embereket. Utdlom magam.” a 3.

abran lathato eredmény sziiletett, relative a képzési adathoz képest magas loss értékkel.

Tteration 10@, Loss: 163.19829265163293
Tteration 268, L 1 179.@7772481454077
Tteration 3ee, 173.56587937803425
Iteration 4ee, 176.46378759067315
Iteration 56, 172.19741613176225
Tteration 668, 165.89960188963383
Iteration 7ee, 128.846976033967848
Tteration 86@, Loss: 151.85401036567745
Tte ion 900, Loss: 171.8552788281043
Gy k foma .erlm ¢ 1 lom mom.1zn 1 1 lo e gmgnUtamlm. t m.m zm.lrmim lo e e c em embn mm mim.eze Inel Vm emmmez im t m monmlu

m e mienrlo nomnlz mmma mml em rm g ezmbm limet emé mlonle ez loe emmdnem.m.l 1 miezlolilim.nzl m m 166 fzm. eem.
.mmnt oefz mm moltl e m m ez ezmmlmn lrkzt.melm zé lomt mmte z m lom.lzmi .mim m lo lomt.n eVm eomtn m lkmbl momammm kmbe f em. e
zkébt 1é&tmb tdlel ezm.lzm.m ezm.erm.1zlo mi_eznz t.

3. dbra Loss probléma bemutatdsa

A képzés f0 része a tanitasi szekvencia karakterein megy végig, és szdmolja az elébb
kifejtett veszteséget, loss-t. A bemenetet (x) one-hot kddolassal (minden egyedi egész értékhez
egy binaris valtozot ad) reprezentélja, majd kiszdmolja a rejtett rétegeket (h) €s a kimenetet
(y)- Az aktivacios fliggvény a rejtett rétegekhez a tangens hiperbolicus fliggvény (np.tanh)
hasznalataval kapcsolddik. Az loss kiszamolasa a célsorozat és a modell altal elérejelzett
valdszinliségek alapjan torténik. Ebben a részben fontos még kiemelni, hogy a gradiensek
normalizélsa is itt torténik meg a sulyok tilzott valtozasanak elkeriilése érdekében. Az
np.clip fliggvény segitségével a gradiensek korlatozva vannak egy adott érték tartomanyon
beliil.

A fentebb betaplalt képzést a # képzési loop szekcidban meghatarozott szamu iteracidig
folytatja a modell. Minden egyes ismétlésnél frissiti a paramétereit annak érdekében, hogy jobb

output-ot tudjon létrehozni. Az epoch-ok szamat jelenleg 1000-re allitottam, ez bizonyult a

2 Pontos elérejelzési adatokat ad a modell a mar meglévd adatokra, de nem 0ij adatokra.
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legjovedelmezdbbnek annak tekintetében, hogy a loss-t minimalizalni szerettem volna. A
tanulast a hiperparaméterekben lefektetett tanuldsi rata is befolyasolja, ami leginkabb a
gyorsasagban latszik meg. Ez egyfajta stabilitast is ad a modellnek, mert a tal gyors rata nem
megfelelé outputot fog eredményezni, nem fogja tudni a modell rendesen megtanulni az
adatkészletet. Mig a nagyon lassu pedig az 1000 iteraciora nem megfeleld, mert ideje nincs

megtanulni. Ennél hosszabb iteracid pedig tultanuldshoz vezethet.

Az utolsé részben pedig mar a tanult adatokbol valo # szoveggeneralas rész lathato, elore

meghatarozott hosszban és karakterrel, majd ezt a képernydre is kiirja.

A kod tesztelése és futtatasa Visual Studio Code-ban tortént meg. Az elsd futds utan az

L. mellékletben talalhato képzési adat alapjan a kovetkezd szoveg generaldsara volt képes:

A mai zh angolul

Angol nem j6. PALI

AnALjt. PAngolul nem 6A nem tudok.
Angol nem j6. PALI

AnAolt. nAm j6. PALI
Anem tuk nem tudol.

Angol nem jo. PALI
AnAngol nem j6. PALI
AnAngolul nem tudok.
Angol nem jo. PALI

Angol nem j6. PALI
deAngolul nem tudok.

Angol nem jo6. PALI

AnALjo

nAok. PAnejolul nem t nAm j6. PALI
Aneolt. nAngol nem j6. PALI
Angolul nem tudok.

Angol nem jo. PALI

AnA jo. PAngolul nem tudok.
Angol nem jo. PALI

AnALjo

nem jo. PALI

L.

Angolul nem tud

Ahogy fentebb is lathatd, taldlhatoak kozte értelmes mondatok, de azok olyanok, amik
mar el6tte is léteztek a mondatban, és csak akkor lett koherens, amikor ugyanezeket hasznalta
fel. Ezen kiviil pusztdn azokbdl a karakterekbdl dolgozott, amiket mar korabban beadtam a
modellbe. Példaul az I betiit csak nagybetiiként ismerte, igy a szovegben is csak nagybetiiként
szerepel. Korabbi fejezet soran emlitettem, hogy a kdvetkezd karakter joslasanak problémaja
gondot jelenthet az ilyen modellekben. A koédban meg van adva, azon karakterek szama, amiket
figyelnie kell a tanulés soran, amihez tarsithatja a kovetkezd karakterre vonatkozé eldrejelzést.
Mivel az input is egészen rovid, igy nem sok karaktert tud figyelni, ennek kdvetkezménye, hogy

az output sok helyen inkoherensnek tiinik. Emellé tarsul még az a koncepcid is, hogy

18



alapvetdleg nem tarsul megértés, pusztan statisztikai O0sszefiiggéseken alapul a modellnek a
felépitése és miikodése. Tovabba nem valtozatos, €s nem szolgdl 01j értelemmel, ideaval a
1étrehozott szoveg. Ebbdl kovetkeztethetiink és alatdmaszthatjuk azt az allitast, hogy ezeknél a
modelleknél nem a valddi észlelésrol €s megértésrdl van sz6, hanem csupan a finomhangolasi
modszereket jol implementalt architektarakrdl van szo. Ugyanakkor fontos megjegyezni itt is,
hogy itt csupan egy karakterszinti RNN modellrdl van sz6, ami korantsem egyenld az altalunk
is jol ismert nagy nyelvi modellekkel, mint példdul a ChatGPT, hiszen hianyoznak beldle a
korabban kifejtett transzformerek, a figyelemmechanizmus, a generativ jelleg. igy nem lehet
egy fogalom és kovetkeztetés alatt megfogni 6ket, azonban az alapja az ilyen nagy modelleknek
is a kisebb neuralis halézatokra épiil, és azt nem lehet tagadni, hogy azok is a meglévo

adatkészleteikre hagyatkoznak.

1. futtatas kozbeni loss értékek

lterdciok
0 100 200 300 400 500 600 700 800 900

4. dbra Loss vizualizdcidja az 1. futtatds sordn a datawrapper.de segitségével

A 4. 4bran lathat6 megjelenitve a loss egyre csokkend mivolta. Ez esetlinkben jot jelent,
hiszen folyamatosan tanul a modell. Tovabbi kutatist €s kisérletezést igényel ennek a
stabilizalasa, ugyanis itt is latszik, hogy néhol kiugrik ez az érték, tehat hidba, hogy tanul, néhol
instabilla valik. Fontos megjegyezni, hogy ezen modellel a célom az adatfiiggéség bemutatasa
volt, igy a loss nagyon alacsony értékének elérése volt a cél, annak érdekében, hogy latvanyos
legyen a bemeneti adatok karaktereitdl eltérd karakterek hidnya. Ugyanakkor az ideélis loss
értéket mi hatarozzuk meg, ahhoz, hogy valddi, emberszerii szoveget kapjunk vissza, hogy a
gondolkodés latszatat fenntartsuk, sziikséges némi veszteség elérése, hiszen nem teljesen

ugyanazt a szoveget szeretnénk visszakapni.

Fontos ismét kiemelni, hogy mindezek mellett ez egy nagyon egyszerti, karakterszinten

miikodd modell, ami nem teljes mértékben tiikkrozi a nagy nyelvi modellek teljes képességének
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spektrumat, valamint hianyoznak beldle azok az sszetevok, amik az LLM-eket LLM-¢ teszi.
Ezzel a kisérlettel pusztdn a legalapvetobb mechanikdval mikddé modellek képességeit
szerettem volna megmutatni, ami alatdmasztja, hogy mar a legkisebb elemében is, mindene
attol fiigg milyen és mennyi adatot kap, és késobb ezeket az adatokat milyen modon
hasznalhatja fel. Mas szavakkal milyen tanulasi korlatozasok és szabadsagok elérhetdek

szamara, ami példaul jelentheti a kiilonb6z6 paramétereket, tanuldsi sebességet.

6. OSSZEGZES

Lathattuk tehat, hogy a nagy nyelvi modellek milyen utat is jartak be egészen addig, amig
elérték a ma is ismert formajukat, amibol mar a nagykozonség is kaphatott izelitdt, leginkabb a
ChatGPT-nek koszonhetéen. Annak széleskorli megjelenése sokakban aggodalmakat keltett a
felhasznalasat illetden €s tovabbi lehetséges képességei alapjan. A legtobb aggaly tovabbra is a
jovobeli formajat illetéen fogalmazddott meg, olyan tekintetben, hogy mennyire tud kivaltani

egy hus-vér embert.

Ezen aggélyra reagalva mutattam be a nyelvi modellek fejlddésének torténetét és ezaltal
a mechanikat is, ami alapjan miikodnek ezek. Lathattuk a dolgozat elején, hogy a mai
legszélesebb korben ismert nyelvi modellek alapjai és elédei az Gn. neurdlis halozatok.
Miikodésiiket, még ha csak a felszint kapargatva is, de megismertiik, ezzel kaptunk egy képet
arrol, hogy meddig és milyen mindségben tudjuk 6ket dnmagukban hasznositani. A neuralis
halozatokat bemutatd fejezet végén kifejtésre kertiilt, hogy ezek az architekturak esszencialisan
adatok altal vezérelt modellek tanitdsa, nem pedig egy 6nallo entitas l1étrejitte, ami képes lett
volna a kreativitds, az észlelés vagy az 6nallo gondolatok létrehozasara. Késébb kifejtésre
kertiltek a transzformatorok és a generativ modellek, majd ezeknek az Otvozésével és
lehetdségeiknek kiaknazasaval a nagy nyelvi modellek kifejlesztése. Itt is felszinesen lathattuk
a mukodesi elveiket, és azt, hogy tovabbra sem sajat gondolatokbol taplalkoztak, hanem az
ember altal készitett adathalmazzal dolgoztak kiilonb6z6 matematikai mdodszerek segitségével.
A figyelemmechanizmus bevezetése ezekbe a modellekbe egy sarkalatos pont volt a
fejlodésiiknek Utjan, ami méginkabb emberszeriivé tette ezeket, és felszinre keriilt altala a
kérdés, hogy miképpen is miitkodnek ezek és mennyire all kdzel az emberi agy miikddéséhez.
Ahogyan pedig az LLM-ek kialakultak méginkdbb sokak szamdra aggaszto lehetett az altaluk
generalt szovegek mindsége, mennyisége. Azonban a valodi, mogottes mitkodés €s architektiura
alapjaiban valtozatlan maradt. Igy kijelenthetd, hogy tovabbra is adatvezérelt modellekrél van
sz0, ami segit alatdmasztani, miszerint olyan dolgokat nem tud létrehozni, aminek sosem volt

kitéve, amivel sosem talalkozott. A kreativitds €s az innovacid hidnya a nagy nyelvi modellek
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masik olyan tulajdonsaga, ami segithet a kételyek eloszlatasaban. Képesek 1) szoveget
generalni és megoldasokat kinalni a képzési adatokban megtalalhatd mintak alapjan, ez nem
nevezhetd kreativitdsnak és innovacionak. A képzési adataik és a fejlesztOk altal megadott
paraméteres korlatok keretei kozott képesek miikddni, igy ezek valodi képességeinek mi
szabjuk meg a hatarait. Ezenkiviil pedig targyaltuk az etikaval és szocidlis érzékenységgel
kapcsolatos kérdéskort, amivel véleményem szerint tovabbra is ald tudjuk tdmasztani azt az
allitast, hogy nem képesek az emberszerl, kognitiv gondolkodésra, a megértésre, a nyelvi
mélységek megismerésére. Ez egy 6riasi hatrany, ami miatt nem teljes mértékben képes az

ember helyett minden feladatot ellatni.

A dolgozat végén bemutatasra keriilt RNN pedig annak érdekében késziilt el, hogy
szemléltethessem az adatvezéreltséget, az ember altal megszabott korlatokat, aminek berkein
beliil képes miikodni. Fontos ismét kiemelni, hogy egy karakterszintli, nagyon egyszerii
rekurrens neuralis halozatrdl van sz6, ami nem egyenlé az LLM-ekkel, igy nem erds evidencia
minden pont aldtdmasztasara, de az esszenciajat képes bemutatni szamunkra. Ezzel reményeim
szerint sz¢élesebb korben és kozérthetébb mddon ra tudtam vildgitani a limitaciokra, amikkel

ezek a modellek sokkal inkabb egy emberi kiegészitd lehet, mintsem helyettesito.

Véleményem szerint, és azon vélemények ¢és allitdsok alapjan, amiket a dolgozat
folyaman targyaltam a nagy nyelvi modelleknek vannak hatranyai az emberre nézve, de ezek
sokkal inkéabb olyan architekttrak, amiket nem fenyegetésként kellene kezelni, hanem mint egy
lehetdség az emberi képességek hatékonysaganak novelésére. Folyamatok gyorsitasara
tokéletesen alkalmas egy ilyen modell beépitésé a mindennapjainkba, akar a munkahelyekre.
Monoton ellendrzési feladatokban kivaloéan tudnak sziirni, és el6rejelzési adatokat is kredlni,
amikkel a hatékonysagunkat tudjuk ndvelni. Természetesen jelenlegi formdjukban még vannak
hibaik, €s tovabbi kutatdsokat igényel a teljeskori korlataik megismerése. Ugyanakkor a
dolgozat sordn targyalt érvekkel 6sszhangban az embereket sokkal inkabb a hasznalatukra lehet
buzditani, mintsem az aggodalmak szdmanak novelésére. Az LLM-ek esetében mi szabunk
hatart: milyen mennyiségben, milyen mindségli adatnak tessziik ki 6ket, mihez engedjiik
hozzaférni, milyen paramétereken beliill engedjliink szabadjara az Ontanulds utjan.
Alkalmazkodasi képességeiket mar most lathatjuk, hiszen rengeteg dgazatban hasznositottak
mar a tudasukat, ami a feladatok hatékonysagat, gyorsasdgit ndvelte, egyszeriibbé tette
szamunkra is a folyamatokat. Tavolabbi analdgidkban a folyamatosan fejlodd vilaggal 1épést

kell tartani szdmunkra is, és véleményem szerint a helyes hozzaallas az alkalmazkodas és a
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folyamatos tanulas az emberek szamara is. A vilag folyamatos valtozasa magaval hozza a

szlikséges rugalmassagot, ami elengedhetetlen a mai vilagban.

Tovabbi kutatas sziikséges a dolgozat soran bemutatott RNN finomhangolasanak és
mélyebb megismerésének érdekében, valamint késobbi lehetséges tovabbfejlesztésének
érdekében is. Tovabba az ijjabbnal Gjabb kutatasok és fejlesztések sordn egyre tobb lehetdséget
tarnak fel, és az LLM-ek korlatait feszegetve keresik azok tovabbi limitacioit, valamint a még
emberszeriibb mechanikak elérését. Ezeket a tovabbiakban érdemes lehet figyelemmel kisérni,
hiszen ezek fognak tovabbi alapokat adni a dolgozatban targyalt kérdéskorre is. A késébbiekben
célom folytatni a kisérletezést a kiillonb6zé modellek miikodésével kapcsolatban, és azok

képességeit mélyebben megismerni.

Osszességében a limitaciok bemutatasaval, és maga a miikodési elvek bemutatasaval ra
tudtam vildgitani arra, hogy miért is kellene nagyobb erdfeszitést forditani az aggodalmak
eloszlatasara, valamint az azokkal kapcsolatos technikai megoldasok fejlesztésére és javitasara
koncentralni, annak érdekében, hogy ne ember-helyettesit legyenek az LLM-ek, hanem az

embert segitd 21. szazadi mechanizmusok.
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MELLEKLETEK



1. melléklet

1. import numpy as np

2. #numpyrandom seed

3. # Minta szoveg

4. text_data = """A mai zh angolul volt.
5. Angolul nem tudok.

6. Angol nem jo. PALI

7

8

. text_data_first=text_data[@0]

10. # Szoveg elbfeldl.

11. olgozas

12. chars = list(set(text_data))

13. char_to_idx = {ch: i for i, ch in enumerate(chars)}
14. idx_to_char = {i: ch for i, ch in enumerate(chars)}
15. vocab_size = len(chars)

17. # Hiperparaméterek
18. hidden_size = 100
19. sequence_length = 30
20. learning_rate = 0.01

22. # Modell paraméterek inicializalasa

23. Wxh = np.random.randn(hidden_size, vocab_size) * 0.01
24. Whh = np.random.randn(hidden_size, hidden_size) * 0.01
25. Why = np.random.randn(vocab_size, hidden_size) * 0.01
26. bh = np.zeros((hidden_size, 1))

27. by = np.zeros((vocab_size, 1))

28.

29. # Képzés

30. def train():

31. h_prev = np.zeros((hidden_size, 1))

32. inputs = [char_to_idx[ch] for ch in text_data]

33. targets = inputs[1:] + [char_to_idx['\n']] # Kovetkez6 karakter jésldsa
34.

35. loss = 0

36. dwWxh, dwhh, dwWhy = np.zeros_like(Wxh), np.zeros_like(Whh), np.zeros_like(Why)
37. dbh, dby = np.zeros_like(bh), np.zeros_like(by)

38.

39. dhraw = np.zeros_like(h_prev) # dhraw inicializdlasa
40.

41. for t in range(len(inputs)):

42, X = np.zeros((vocab_size, 1))

43. x[inputs[t]] =1

44. h = np.tanh(np.dot(Wxh, x) + np.dot(Whh, h_prev) + bh)
45. y = np.dot(Why, h) + by

46. p = np.exp(y) / np.sum(np.exp(y))

47. loss += -np.log(p[targets[t], 9])

48.

49. dy = np.copy(p)

50. dy[targets[t]] -= 1

51. dwhy += np.dot(dy, h.T)

52. dby += dy

53. dh = np.dot(Why.T, dy) + np.dot(Whh.T, dhraw)

54. dhraw = (1 - h * h) * dh

55. dbh += dhraw

56. dWxh += np.dot(dhraw, x.T)

57. dWwhh += np.dot(dhraw, h_prev.T)

58. h_prev = h

59.

60. for dparam in [dWxh, dWhh, dwWhy, dbh, dby]:

61. np.clip(dparam, -2, 2, out=dparam)

62.

63. return loss, dWxh, dwhh, dwWhy, dbh, dby

64.

65. # Képzési loop

II




66. for iteration in range(1000):

67. loss, dwxh, dwhh, dwWhy, dbh, dby = train()

68. for param, dparam in zip([Wxh, Whh, Why, bh, by], [dwWxh, dWhh, dWhy, dbh, dby]):
69. param -= learning_rate * dparam

70.

71. if iteration % 100 == 0:

72. print(f"Iteration {iteration}, Loss: {loss}")

73.

74. # Szoveggeneralas
75. def generate(seed, length=100, temperature=0.1):

76. h = np.zeros((hidden_size, 1))

77. X = np.zeros((vocab_size, 1))

78. x[char_to_idx[seed]] =1

79. generated_text = seed

80.

81. for _ in range(length):

82. h = np.tanh(np.dot(Wxh, x) + np.dot(Whh, h) + bh)
83. y = np.dot(Why, h) + by

84. p = np.exp(y) / np.sum(np.exp(y))

85. next_char_idx = np.random.choice(range(vocab_size), p=p.ravel())
86. next_char = idx_to_char[next_char_idx]

87. generated_text += next_char

88. X = np.zeros((vocab_size, 1))

89. x[next_char_idx] = 1

90.

91. return generated_text

92.

93. # SzoOveggeneralas

94. generated_text = generate(text_data_first, length=500)
95. print(generated_text)

96.
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