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1. fejezet

Bevezetés

A szamitogépes kémia lehetévé teszi kémiai rendszerek modellezését és megértését az elméleti kémiai
modellek hatékony szamitogépes algoritmusainak felhasznalasédval. A modern tudoméanyos kutatés szer-
ves részévé valt, és szamos tudomanyagban van gyakorlati alkalmazésa. A gyakorlatban a numerikus
matematikan, statisztikus fizikin és kvantumkémian alapuldé numerikus megkozelitéseket hasznaljak
kémiai rendszerek viselkedésének szimulélasara és elérejelzésére példaul szerves és szervetlen kémia,
gyogyszerkutatas és anyagtudomany teriileteken.

A szamitogépes kémia reaktiv rendszerekkel foglalkozo teriiletén a reakcioutak feltérképezése kulcs-
fontossagu és sszetett feladat, melyben tobbek kozott a NEB (Nudged Elastic Band) modszer lehet
segitségiinkre. A eljaras jelent&sége abban all, hogy ez a trividlisan parhuzamosithat6 algoritmus nem
csak az atmeneti allapotot, és annak tulajdonsagait tudja meghatarozni hanem a teljes minimum ener-
gia utvonalat (Minimum Energy Path, MEP) egyszerre optimalizalja. HatuliitGje azonban a nagy
szamitasi kapacitas igénye. Munkankkal ezt a problémat kivanjuk orvosolni, a szamitésok gépi tanu-
lassal végzett gyorsitasaval.

Az utébbi évtized 1j, gépi tanulason (Machine Learning, ML) alapulé modszerei az elméleti ké-
midban is egyre nagyobb teret hoditanak. A koncepcié lényege, hogy mig a hagyoméanyos modszerek
csupan az alkalmazott kozelitések javitasaval konvergaltathatoak, a gépi tanulési algoritmusok tanulnak
az altaluk feldolgozott adatokbol és hibakbol. Igy egy iterativ folyamat eredményeként biztosithatnak
egyre pontosabb eredményeket a feldolgozott adatokkal aranyosan anélkiil, hogy az tjabb szamitésok

koltségét novelnénk. Kutatdsom soran egy ML-NEB modszert fejlesztettem tovabb, amely egy gépi



tanulason alapul6 segéd potencialis energia feliilet (potential energy surface, PES) segitségével gyorsit-
ja fel a MEP felderitését. Az altalam javasolt modszer egy koltséghatékony erétér és a célul kitiizott
PES kiilonbségét kozeliti ML regresszioval (Delta Learning [1]), ezaltal hatékonyabb, robosztusabb

konvergenciat eredményez a NEB szimulaciok soran.

1.1. Elektronszerkezet szamitis modszerek

Az elméleti kémia alappillére az atomok és azok egyméssal vald kolesonhatéasanak kvantumfizikai le-
irdsa a Schrodinger-egyenlet segitségével. Azonban az egyenlet tilsdgosan bonyolult ahhoz, hogy ana-
litikusan megoldhaté legyen, illetve véges szamitési kapacitasok miatt a legtobb esetben numerikusan
sem megoldhatd, ezért kozelit§ modszereket kell hasznalnunk. A kozelitések elsG 1épése altalaban a
Born—-Oppenheimer kozelités, melynek alapja, hogy az elektronokra felirt mozgas-egyenletekben az
atommagokat all6 helyzetiinek tekintjiik jelentésen nagyobb tomegiikbdl kifolyblag. Ez lehetévé teszi
az elektronszerkezet jellemzésénél az atommagok és az elektronok szabadsagfokainak szétvélasztésat.
Mivel alapallapotd rendszerek esetén ez egy kivald kozelités, a dolgozat soran tamaszkodni fogok a

Born-Oppenheimer kozelitésre.

1.1.1. A Hartree-Fock (HF) modszer

A HF az elektronszerkezet szamitas egyik legalapvetSbb elméleti megkozelitése, amely fontos eredmé-
nyeket szolgaltat az elektronok viselkedésének leirasara molekulakban [2]. A modszer {6 célja az elekt-
ronok térbeli és energetikai elrendezésének meghatarozasa egy adott rendszerben, valamint a kozelité
alapéllapoti hullamfiiggvény kiszamitédsa. A komplexitas csokkentése érdekében, a modszer felirdsa
soréan azt is feltételezziik, hogy az elektronok egymastol fiiggetleniil mozgod részecskék. A Pauli-elv

kovetkeztében az N elektront tartalmazé rendszer hullamfiiggvényét a

1(1)  Po(1) Dy (1)
Py(2 Py(2) -+ DPy(2

(DSD:\/% 1:( ) 22( ) N( ) (@] D)) = 5
Q1 (N) P(N) -+ Dn(N)

Slater determinénssal kozelitsiik, ahol N a részecske szamot, ®; pedig az i-edik molekula pélyat jeloli.



A HF kozeliés soran az egzakt elektronokra vonatkozo nem-relativisztikus Hamilton-operatort al-
kalmazzuk, amely egy-elektron és két-elektron tagokra bonthaté. A h; egy-elektron operator gytjti

Ossze az elektron kinetikus energiajat, valamint a mag-elektronok kozti Coulomb kélcsonhatést.
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A masodik tag két elektron koordinétaitol fiigg, és az elektron-elektron taszitas leirasaért felelGs.
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Ezek alapjan felirjuk a Hamilton-operatort, mely kiegésziil még a mag-mag taszitassal:

Ney Ney
H. = th +Zgij + Vin
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A fenti jeloléseket felhasznalva az a HF teljes energia a kovetkezd alakban all el6:

Ne;
E =" (¢i(1) | by | ¢s(1)) (1.1)
=1

Nep Neg
DD (6i(1)85(2) | 12 | $i(1)95(2)) — (¢i(1)5(2) | 812 | 95(1)94(2))) + Vi (1.2)

i=1 i>j
A fenti Osszefiiggés egyszertibb alakra hozhato, a J;; és K;; jelolések bevezetésével a Coulomb
taszitasra illetve a kicserél6dési energiara. A szumméazas szintén egyszertsitheté J és K métrok azo-

nossagainak felhasznalasaval:

Ney 1 Ney Neg
E= Zhi—i- 522(‘]” — Kij) + Van
i=1

i=1 j=1
A variacios elvbél adddoan egy iterativ eljarasban azt a Slater-determinanst keressiik, amely a teljes
energiara adott fenti kifejezést minimalizalja. Az eljaras végén, megkapjuk az tgynevezett kanonikus
palyakat és a hozzajuk tartozo €; palyaenergidkat, melyek segitségével az energidra a kovetkezd képlet

adodik.
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Fontos megjegyezni, hogy a Hartree-Fock modszer egy els6rendii kozelités, amely nem veszi figyelembe
az elektron-korrelaciot. Ennek eredményeként a modszer annak ellenére, hogy a teljes energia 99%-at
képes visszaadni, a legtobbszor nem elégséges a kémiai rendszerek értelmezéséhez. Az elektronkorrela-
ciot figyelembe vételéhez mas modszerekre lesz sziikséglink. Bar ismert az adott bézisban értelmezett
egzakt megoldast szolgaltato eljaras, a Full Configuration Interaction (Full CI) [3], de sajnos a mod-
szer rendkiviil koltséges, hasznalata kis méretd rendszerekre korlatozodik. A magas szamitési igény
annak koszonhetd, hogy a Full CI az 6sszes lehetséges elektronkonfiguraciot (gerjesztett determinanst)
figyelembe veszi, és a hullamfiliggvényt ezek linearis kombinaciojaként kozeliti.

A Full CI-t, illetve az ezzel ekvivalens Full CC-t (ahol CC a Coupled Clustert jeloli) a gyakorlatban
a koltségek csokkentése érdekében kozelitjiik, a megfelels sorozatok véges levagasan keresztiill. A CC
modszer nem variacios, viszont a sorfejtés levagasaval (pl. csupan az egyszeres, kétszeres) gerjesztések
figyelembe vételével nem okoz méretkonzisztencia problémét a CI modszerrel ellentétben. Leggyakrab-

ban a CCSD (Coupled Cluster Singles Doubles) illetve a CCSD(T) (Coupled Cluster Singles Doubles

(Triples)) modszereket hasznaljak napjainkban.

1.1.2. DFT (Density Functional Theory)

A DFT [4] az elektronstiriiségre felirt funkcionalt hasznélja a hullamegyenletek kozelitésére és moleku-
laris tulajdonsagok szamitasara. Ez egy méasik megkozelités, ahol szintén csak egyetlen determinanst
hasznélnak, de a Hartree-Fock modszerrel ellentétben ebben az esetben ez nem a val6s, hanem egy nem-
kolesonhato segéd rendszer hullamfiiggvénye. Ennek megfelel§en a moédszer a HF-hoz nagyon hasonlo
egyenletekre vezet, csupan egy kiilsG, ugynevezett kicserélédési-korrelacios potencialfiiggvényben tér
el. A DFT alapja a Hohenberg-Kohn tételek [5], amelyek kimondjak, hogy az elektronok stirtiségfiige-
vénye meghatéarozza a potencialfiiggvényt és forditva. Az “lokalis” funkcionalok csak a helyi (lokalis)
elektronstirtség-fiiggvényre tamaszkodnak, mig a nem lokalis funkcionalok a teljes elektronstirtiség-
fliggvényt hasznaljak. Bar a DFT moddszerek ma mar rutinszertien alkalmazhatok nagyméretd rend-
szerekre is (100-200 atom ), szamos esetben ezeknek a szamitasoknak az elvégzése tovabbra is idGigényes,

igy gyorsabb szamitasokra van sziikség. Ezekben az esetekben egy jo alternativa lehet a TB (Tight



Binding) modszerek alkalmazésa.

1.1.3. TB (Tight Binding)

egy olyan DFT alapu szemiempirikus modszer [6], amely minimalis bazison operal. Ez a modszer-
csaldd a teljes rendszer energidjat atomok kolcsonhatasan keresztiil irja le, és mindehhez egy kozelité
Hamilton-operatort alkalmaz. A modszer elénye, hogy viszonylag koltséghatékony, és alkalmazhato
nagyobb rendszerekre is, példaul makromolekulak, nanorészecskék és szilardtestek elektronszerkeze-
tének vizsgalatara. Azonban a TB modszer komoly kozelitésekkel dolgozik, és a fizikai paraméterek

becslésére és a kisérleti adatok illesztésére is tamaszkodik.

1.1.4. xTB (Extended Tight Binding)

egy elektronszerkezet szamitasi modszer, amely az eredeti Tight Binding (TB) modszert béviti ki [7]. A
szamolés soran az eljaras az atomi toltések fiiggvényében harmadrendi tagokat is alkalmaz. Ezen mod-
szer nagy elénye, hogy csupén atomi paramétereket tartalmaz, azokbdl szdrmaztatja az atompéarokra
vonatkozoakat. Igy parametrizalas altalanos, és elérhets a teljesen periodikus rendszerre. Az xTB
szamitési eljarasoknak tobb alfajtaja van fejlettségiiket tekintve GFNO-t6l GFN2-ig. A legegyszertibb
és leggyorsabb modszer a GFNO-xTB nem 6nkonzisztens, mig a legfejlettebb GFN2-xTB modszer mér
iterativ és onkonzisztens eljaras, az s bazisfliggvényeken tul alkalmaz p béazisfiiggvényeket is, valamint
a fejlett D4 korrekeiot alkalmazza a diszperzio leirasara [8]. A GFN modszereket geometridkra, frek-
vencidkra és nemkots kolecsonhatasokra optimalizaltak, és nem energidkra. Ennek koszonhetGen ezek
a modszerek jobban képesek modellezni a kémiai kotéseket, a reakcidkat és a molekularis tulajdonsé-
gokat. Az xTB modszer gyors és hatékony, igy alkalmazhato nagyobb rendszerekre is és mar kellGen

pontos ahhoz, hogy hasznos kémiai informéaciokat nytjtson.



1.2. Minimum energia Gt optimalizilasara szolgalé moédszerek

Az elméleti kémia reaktiv rendszerekkel foglalkozo teriiletén a reakcioutak feltérképezése rutinszertien
felmeriils feladat, melyben tobbek kozott a NEB (Nudged Elastic Band) modszer [9] lehet segitségiink-
re. A modszer egy utvonalat optimalizal a fazistérben, melynek pontjaihoz jol-definialt energiat rendel
a potencialis energia feliiletet (PES) ami egy skalar mez6 az atomi koordinatak fiiggvényében. A kiin-
dulasi geometriak, az atmeneti adllapotok és az esetleges intermedierek illetve reakciétermékek mind az
energiafeliileten azonosithaté kritikus pontok, melyek azonositasabol reakcié dinamikai informaéaciok is
kinyerhetSk. Egy elemi reakci6 esetében két lokalis minimum reprezentalja a kiindulasi és a végtermék
geometridjat. A ketts kozott a legidedlisabb, azaz legalacsonyabb energidkon at fog vezetni a reakcid
“ttvonal”, tehat a kozottiik 1évE legkisebb energidkhoz tartozd geometridk fogjak reprezentalni a kémiai
folyamatot. Ezt a trajektoriat hivjuk Minimum Energy Path (MEP, minimum energia utvonal)-nak,
amelynek maximuma, az elemi lépést leir6 PES nyeregpontja, reprezentélja az atmeneti allapotot. Bér
a MEP megismerése kulcsfontossiagi lenne a kémiai reakcidkban, meghatarozasa korantsem egyszert
feladat, ezért szamos modszert dolgoztak ki erre a feladatra. A legjelentésebbek koziiliikk a string és

NEB modszercsaladhoz tartoznak.

1.2.1. String moédszerek

A legegyszertibb string modszer (magyar forditdsban hir-modszer) a Zero Temperature String (ZTS)
[10] esetén a MEP-et egy spline-al reprezentaljuk, melyet az egyenld tavolsagokban talalhatod reakcio-
képek definialnak. Growing String Method (GSM) [11], a ZT'S-nek egy tovabbgondolt valtozata ahol a
kiindulési Stringbe tijabb pontokat illesztiink-be a szdmunkra relevans helyen, altalaban a nyeregpont
kozelében, ezzel javitva a pontossagot. A modszert ugyan kisebb koltségekkel lehet szamolni, azonban

a hatulitje, hogy nem paralellizalhaté megfelelGen.

1.2.2. Nudged Elastic Band médszerek

A Nudged Elastic Band (NEB) [9], magyar forditasban ,l6kdosott rugalmas szalag”, szintén diszkreti-
zélja a MEP-et, de az egyes allapotokat harmonikus potencialokkal koti 6ssze. Az igy kapott rugalmas

sav energidja (TNEB) meghatarozhato az Osszes kép energiaja és harmonikus tagok sszegeként.



1.1. abra: Az er6komponensek felbontasa a NEB algoritmus soran [13]

M M—-1
1
TNEB(R,Xl,XQ, ...,XM,P) = E E(Xl) + E ik(xiﬂ — Xi)2
i=1 i=1

A string algoritmushoz hasonléan ennek a konstrukciénak a célja az egyenletes eloszlas biztositasa a
teljes dtvonalon. Ezen Tygpp energia minimalizilasa pedig “kirajzolja”’ a legkedvez&bb ttvonalat a
PES-en. Az optimalizacié sordn azonban problémak meriilhetnek fel. Példaul, ha a rugéallandé tal
kicsi, a rendszer a minimumok felé “csiiszik”, és a nyeregpontnél nagy hibat fog adni, mig ha tul erds,
akkor hajlamos a MEP-t6l eltérni és a PES magasabb energiaju pontjain athaladni. Megoldast jelent-
het, ha sok képet hasznalunk fel, illetve az tgynevezett IT-NEB moédositas. Az Improved Tangent NEB
(IT-NEB) [12] egy tovabbfejlesztett valtozata a Nudged Elastic Band (NEB) modszernek. Az IT-NEB
célja a a korabbi NEB véltozatok soran tapasztalt numerikus instabilitasok és szingularitasok kezelé-
se. Az algoritmus a képek kozotti elmozdulasvektorok kiszamitésara Osszpontosit, és a rugderGknek
csak az Ut érintGjével parhuzamos, a rendszer valés gradiensének pedig az arra meréleges komponensét
veszi figyelembe, igy elérhetd, hogy a rugok egyediil a lanc menti eloszlasra hassanak. Mivel a reak-
cibutat diszkrét képek halmaza reprezentilja, igy az utat egy adott kép kornyezetében a szomszédos
képekbdl kell megbecsiilni. A NEB algoritmus az adott pontbeli érintét a két szomszédos képének
kiilonbség-vektoraként hatarozza meg. A Climbing Image (CI-NEB: ,mészo6 kép”) [14] algoritmusnéal a



legmagasabb energiaju képnek megengedjiik, hogy elmozduljon a tébbihez képest a NEB-lanc mentén,
azzal a céllal, hogy tokéletesen a nyeregponton legyen. A gyakorlatban ez a parhuzamos erékompo-
nens invertalasaval érhetd el, mely mindig felfelé “htizza” majd a kivalasztott képet. Ez azt jelenti,
hogy a nyeregponthoz kozelebbi képeket kapunk javitva a modszer pontossagat az dtmeneti allapot
kozelében. Azonban ezzel plusz szamitasi terhet is eredményez, mellyel lassitja a konvergenciat. Az
Energy-Weighted NEB (Energia-salyozott NEB) [14, 15| az egyes pontokat silyozza azok energidjanak
fliggvényében, ellentétben az eredeti modszerrel ahol a pontokat azonos mértékben vessziik figyelembe.
Igy a magasabb energiaju teriiletek nagyobb aranyban szerepelnek a szamitasban. Ezzel segitve a
nyeregpont kornyékének feltérképezését és pontositja az atmeneti allapot leirasat anélkiil, hogy djabb

erGforrasokat vonna be a szamitéasba, ellenben a CI-NEB modszerrel.

1.3. Machine Learning mo6dszerek

Az utoébbi évtizedben jelentds teret és figyelmet nyert a szamitastechnikiaban a gépi tanulas (ML), mely
egy olyan szamitasi modszer, amely lehet6vé teszi a szamitogépek szamara, hogy adatokbol tanuljanak
és onalléan dontéseket hozzanak vagy el6rejelzéseket készitsenek. Mindezek mellet a tanuléasi folyamat
utan a program futasi koltségei igen alacsonyak és a becsiilt értékek pontosak. Altalanossagban az ML

folyamat a kovetkezs 1épésekbdl all:

1. Adatgytjtés: ElGszor adatokat gy(jtiink a probléméval kapcsolatban. Ezek lehetnek strukturalt

adatok, tablazatok vagy adatbazisok forméajaban, de akir képek, hangok vagy szovegek is.

2. Adatok el6készitése: Az adatokat eldkészitjiik a tovabbi elemzésekhez. Ez magaban foglalhatja a
hidnyz6 adatok potlasat, a zaj eltavolitdsat, az adatok normalizalédsat vagy kodolasat megfeleld

formatumra.

3. Modellvalasztas és tanitas: Kivalasztunk egy megfelel6 ML modellt a probléma jellegétdl fiiggGen.
Ez lehet példaul neurélis halozat, dontési fa, klaszterezési algoritmus stb. Ezutan a modellt tanit-
juk a rendelkezésre all6 adatokkal, ahol a modell beallitja a bels§ paramétereit, hogy megtalélja

a mintazatokat és Osszefiiggéseket az adatokban.

4. Modell kiértékelése: A modell hatékonysagat kiértékeljiik egy tesztadat készleten. MérGszamokat



hasznélunk, mint példaul a pontossag, hogy értékeljiik a modell teljesitményét.

5. Modell finomhangolasa: Ha a modell nem megfeleld teljesitményt nyudjt, tovabb finomhangolhat-

juk a paramétereit vagy kiprobalhatunk mas modell-architektarakat.

6. Eldrejelzés: Ha elégedettek vagyunk a modell teljesitményével, alkalmazhatjuk a modellt 4j ada-

tokra, hogy el6rejelzéseket készitslink vagy dontéseket hozzunk az adott probléma alapjan.

Napjainkban az egyik leggyakrabban alkalmazott médszercsalad ML regressziora a neuralis halo-
zatok (Neural Networks, NN). Ezek olyan gépi tanulas modellek, melyeket az emberi agy idegrendszere
inspiralt. Ezek a modellek tobb egymaéssal 6sszekapcsolt egységbdl, in. neuronokbol épiilnek fel, ame-
lyek informéciét dolgoznak fel és tovabbitanak. A neuralis halozatoknak gyakran tobb, egymas utan
kovetkezs rétege van. Az els réteg a bemeneti réteg, amely fogadja az adatokat, az utolsé pedig a
kimeneti réteg, amely a végeredményt szolgaltatja. A rétegek kozott talalhatok tn. rejtett rétegek,
melyekben a neuronok megtanuljak a bemeneti adatok kozotti Osszefiiggéseket és mintézatokat. A
neuronok a bemeneti adatokat stulyokkal és aktivacios fliggvényekkel kombinaljak, majd a kimenetii-
ket tovabbitjak a kovetkezd rétegbe. A neuralis halozatokban az informacié elére halad a rétegeken
keresztil. A tanitasi folyamat soran ugy optimalizaljak a silyokat, hogy a kivant eredményt adja a
modell. Ezen modellek lehet&vé teszik komplex Osszefiiggések tanulésat és az adatokban rejld minté-
zatok alapjan valo altalanositast is. A neuralis halozatok sokféle feladatban alkalmazhatok, beleértve
a képfelismerést, beszédfelismerést, természeti nyelvfeldolgozast, a data mining-ot, elérejelzést, vagy
akar atomi rendszerek PES-ének reprezentéaciéjat is.

Egy masik megkozelités a Gaussian Process Regression (GPR), amelyik egy statisztikai gépi tanulés
modszer. A GPR bayesi megkozelitésen alapul, amely a kernel triikk segitségével vezeti vissza a nem-
linearis illesztési probléméat egy (regularizalt ez a sz6 kimaradhat) linearis regressziora. A GPR a kivant
fliggd valtozo és a hozza tartozé bemeneti valtozok kozotti osszefliggések modellezésére szolgél.

M
y(x) = emk (X, Xm)

m=1
A tanulas folyaman az eljaras a c,-ek segitségével illeszti meg az adathalmazt, majd késziti el azt

a fliggvényt, ami reprezentélja a bemeneti és kivant adatok kozotti Osszefliggést. Egy y adathalmaz
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esetén a c vektor ¥ diagonalis regularizacié mellett kovetkezd alakban adodik:
c=[Kyyv+2]ly

. A modszer alapvetGen egy valdszintiségi eloszlast rendel a bemeneti valtozokhoz, és az adatpontok
kozotti korrelaciot kernel fiiggvényekkel reprezentalja. Béar tobbféle kernel ismeretes, a leggyakrabban
alkalmazott a Gauss-fiiggvény:

T
k(x, Xm) = exp <|Xxm|)

202
A fenti kernel fiiggvény definici6jaban x és x,, bemeneti adatok, mig egy fontos paraméter a o, ami
az illesztett fliggvény szélességét befolyasolja. A predikcio soran a fentebbi kernel fliggvények linearis
kombinaciojaként kozelitjik a kivant fliggvényt. A GPR elénye, hogy az bayesi alapu, igy képes a
predikcidkon tul azoknak bizonytalansidgat is analitikusan megadni. Ez hasznos pl. olyan adaptiv

algoritmusok esetén, ahol az 4j adatpontoknak a predikciok megbizhatésaga alapjin mintavételezziik.

1.4. ML moédszerek a PES kozelitésére

A Behler—Parrinello (BP) [16] egy olyan ML mddszer, amely neurélis halokat hasznal fel az atomi
energia megtanulashoz. Bemeneti informécioként ez a modell atomi szimmetria fliggvényeket alkalmaz,
amely letapogatja az atomok kornyezetét olyan fliggvények segitségével, amelyek az adott atom és
szomszédjai tavolsagaitol, valamint két szomszédos atomhoz mutaté vektor altal bezart szogtdl fligg.
A teljes rendszer energidja az atomi energiadk osszegeként adodik (lasd a 1.2 &brat).

A modell tanitas utdn alkalmazhato az 0j konfiguracidk potencialis energidjanak pontos és gyors
el6rejelzésére, amely lehet&vé teszi akar kiterjedt rendszerek dinamikéjanak nagy pontossagi szimulaci-
6jat [17] és a kiilonboz6 tulajdonsagok, példaul a szerkezetek, az energia vagy a reakcioutak vizsgalatat.

A Gaussian Approximation Potentials (GAP) [18] a Behler-Parrinello médszerrel analog modon
a rendszer energiajat atomi energidk Osszegeként kozeliti, azonban neurélis halok helyet GPR gépi
tanulas modszert alkalmaz. A GPR tulajdonsagainak koszonhetGen kevesebb adatponttal is tanithato
modell, amelyek esetén adaptiv tanulasi algoritmusok alkalmazésa is konnyen megvalosithato.

A Direct Machine Learning (Direct-ML) modszernél a bemeneti adatokhoz, példaul molekulageo-

metridkhoz rendeljiik az altaluk adott PES-t. Ehhez elébb a molekula geometridkhoz tartozé poten-
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szimmetria atomi
fiiggvények energiak

g (&)
B—O)—@ &
(&)

atomi gépi
tanulasi modellek

1.2. dbra: Az atomiszitikus gépi tanulasi modszerek miikodési sémaja

cilis energiakat egy referencia modszer segitségével meghatarozzuk. Majd egy ML modszer alkalma-
zasaval tanuljuk a bemeneti és a kapott adatok (PES) kozotti Osszefliggést. Ez alapjan kivanjuk a
Direct-ML-lel kézvetlentl meghatérozni az tjabb geometridhoz tartozo energia feliileteket.

A Delta Machine Learning (Delta-ML) [1] egy Osszetett tanulasi modszer, melynek soran két adat-
halmaz kozotti kiilonbséget tanuljuk meg a bemeneti adatok fiiggvényében. A szamitogépes kémidban
ezt a modszert arra tudjuk felhasznalni, hogy egy pontos és egy kozelit, de gyorsabban szdmolhat6
modszer kozotti kiillonbséget megtanuljunk, igy kés6bb az ML egy korrekcidoként hasznalhatd a gyorsan
szamolhatd modszer javitdsara. Amennyiben a kozelité modszeriink a konstans fiiggvény, a Delta-ML
visszaadja a Direct-ML eljarast.

Az eljaras soran kiszamitjuk a két modszer altal szolgaltatott energidk és erdk kozotti kiillonbséget
(deltat) a kivant konfiguraciokon. Ezutan hasznaljuk a gépi tanulasi algoritmusokat (példaul: GPR),
hogy megtanuljuk a delta fiiggvényét a bemeneti adatok (atomi ujjlenyomatok) fiiggvényében. A
predikcié soran pedig a koltséghatékony modon ,on-the-fly” szamoljuk, és hozzdadjuk az illesztett

korrekcids tagot. Majd az igy kapott ered6 PES-t alkalmazzuk a kés6bbi szimulaciok soran, amely
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igy gyorsabb és koltséghatékonyabb, mint a magasabb szamitasigényt referencia szamitas. A modszer
kiilonosen elényOs azokban az esetekben, amikor magas koltséggel jarnak a referencia szamitasok, de
elérhets egy gyorsabb, kozelité modszer, hiszen altalaban kevesebb referencia szadmitast igényel, mint a
Direct-ML. Cserébe viszont koltségesebb lesz a predikcié, mivel a kozelité modszert és az ML predikciot

is ki kell szamitani a kérdéses konfiguracidkra.

1.5. ML-PES alkalmazasa a geometria és MEP

optimalizacidés algoritmusokban

Bar a ML-PES szimulédcidk tobbségében a szimulaciokat egy mar konvergaltatott feliilleten végzik,
vannak irodalmi példék arra is, amikor egy kezdetleges feliiletet alkalmaznak arra, hogy egy a konfigu-
racios térben folytatott optimalizacids feladatot felgyorsitsanak. Ezen munkakban iterativan fejlesztik
a feliiletet az optimumhoz kozeledve és a rendszer koordinatait illetve a kozelité PES szimultéan opti-
malizalodik. A fenti megkozelitést alkalmaztdk mar geometria optimalizaciora [19, 20] és az dtmeneti

allapotok lokalizaciojara |21, 22|, valamint NEB szimulaciok felgyorsitasara is |23, 24|

1.6. Célkitiizés

Diakkori kutatasom soran egylittmiikodd partnereink, Andreas W. Hauser és munkatarsai altal kifej-
lesztett Direkt-ML-en alapuléo NEB algoritmus [24] tesztelését tiiztiik ki realisztikus kémiai reakciokon,
valamint a moédszer robosztussaganak javitasa érdekében célul tiztiik ki egy Delta-ML alapt varians
kifejlesztését. Célunk, hogy egy altalanosan alkalmazhatéo NEB algoritmust fejlessziink ki, amely képes
a rutin elméleti kémiai szamitasok soran a reakcié utak optimalizaciojara koltséges (pl. DFT, MP2)

szinten, a tradicionalis NEB algoritmusok szémitésigényének toredékének felhasznélasa mellett.
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2. fejezet

Moédszerek és Eredmények

2.1. Moé6dszerek

Diakkori kutatasom soran a Meyer et al. altal kifejlesztett Direct-ML-en alapulé ML-NEB moédszert
[24], valamint az altalunk kifejlesztett Delta-ML-NEB algoritmust teszteltiik tradicionalis NEB algo-
ritmussal 6sszehasonlitdsban azonos reakcidokbol allo adatbazison. A példareakcidkat irodalmi adat-
béazisokbol [15, 25| valasztottuk ki véletlenszertien (lasd a 2.5 Gsszesité abrat). A mi Delta-ML algo-
ritmusunk abban kiilonbozik az eredeti algoritmustél, hogy nem kozvetleniil illeszti meg a referencia
mobdszer energiajat és erdit ML regresszidval, hanem egy kis koltségii modszer hibajat illeszti meg a cél
metodologidhoz képest. A két eltérs koltségii elméleti szintnek szamos modszert valaszthatunk, példaul
szemiempirikus és DFT, GGA és Hybrid funkcionélok, vagy MP2 és CCSD(T). Mi a médszer paramé-
tereinek optimalizélasa érdekében két alacsony koltségl szemiempirikus modszert, a GFNO-xTB-t és
a GFN2-xTB-t alkalmaztunk. A héarom eljarast (GFN2-xTB alapu tradicionalis NEB (tovabbiakban
GFN2-xTB-vel jelolve), valamint a Direct-ML és a Delta-ML NEB algoritmus) a 2.1. &dbra szemlélteti.
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2.1. dbra: A hérom vizsgalt algoritmus folyamatébraja. A fekete, sziirke és kék abrdk a GFN2-xTB,
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Direkt-ML és Delta-ML algoritmusokat jelolik.

Az 6sszehasonlitas soran GFNO-xTB segitségével generaljunk a kiindulasi NEB-et, mivel a gyakori
eljaras az, hogy a NEB szamitasokat egy alacsonyabb szinti er6térrel konvergaltatott NEB-bd&l inditjak.
Ezt kovetGen a harom algoritmust konvergenciaig futtatjuk, vagy addig amig az eljaras valamilyen hiba

miatt le nem allt. Vizsgalatunk soran a gépi tanulds nélkil tisztan GFN2-xTB erdkoén alapulé NEB

nem

nem

szamitast tekintettiik referencianak, és a masik két algoritmust, ezek eredményeihez hasonlitottuk.

A Direct és Delta ML eljarasok soran a GAP moédszert alkalmaztuk, Artrith és Kolpak féle szim-

metriafiiggvények [26] felhasznalasaval. Ahogy a 2.1. &bra szemlélteti, az ML alapu NEB algoritmusok
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esetén a FIRE NEB-relaxacios lépés [27| helyett a rendelkezésre allo referencia szamitasokat felhasz-
nalva egy ML-PES-t illesztettiink, majd ezen a felilleten konvergéltattuk a NEB algoritmust. Ennek
megfelel6en minden GFN2-xTB szamitasra egy konvergaltatott ML alapti NEB szamitas jut.
Osszehasonlitasunkban a szamitasok soran végzett eréhivasok szamat kovettiik figyelemmel, mivel
ezek mennyisége arédnyos az eljaras hatékonysigéval és futési idejével, abban az esetben, ha a gépi
tanulas koltsége elhanyagolhaté az erészamitasokhoz képest. Tovabbéa a futési idGvel szemben nem
fliggnek a szamitogép hardverétsl és egyéb kiils§ koriilményektsl. Ezenfelil még hosszabb szamitasi
igényt modszerekkel valé Osszehasonlitasra is enged kovetkeztetni. Tovabba feltiintettiik az egyes

molekulék szabadségi fokainak szamat is, ami tajékoztatast nyujt a vizsgélt rendszer komplexitasara.

2.2. Alkalmazott programok és hardver

Bar az erGszamitasok szamat alkalmazzuk az Gsszehasonlitas sorén, a teljesség kedvéért kozoljiik az al-
talunk hasznalt szamitogép specifikicidjat. Szamitasaink egy node-on futottak, amelyek 18 magos Intel
Xeon Gold 6240 processzorral és 90 GB RAM-mal rendelkeznek. Szamitasokhoz az Atomic Simulation
Environment (ASE)-t hasznaltunk keretrendszerként, melyben a GFN-xTB és az mlpot kalkulatorokat
hasznaltuk. A futtatdsnal a GFNO-xTB és a GFN2-xTB esetén is a maximalis iteracioszamot 200-ra
mig az pontossiagot 0,0001-re allitottuk. A reakcié dinamikai szimulaciok futtatdsahoz a FIRE-nevii
algoritmust hasznaltuk [27]. A FIRE egy NEB optimalo algoritmus [27], ahol az eljaras lényege, hogy
a NEB kovetkezd 1épését a NEB elmozdulasanak sebessége alapjan hatérozza meg. Azonban nem
vesz minden irdnyu sebességet azonos sullyal figyelembe. Az algoritmus lényegét az alabbi egyenlet
adja, ahol P a rendszer teljesitménye, F a NEB lanc adott pontjdban hat6 erd, és v a NEB egy adott
pontjanak az elmozdulésa.

P=F- v

Ezen szamitasi eljaras miatt bizonyos esetekben megeshet, hogy a NEB nem konvergél, hanem oszcillal

egy adott végallapot koriil. Ez akkor fordulhat els, ha a PES nem elég pontos, vagy egyenletlen.
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2.3. Eredmények

A GFN2-xTB, direkt-ML, valamint delta-ML modszereket alkalmazo NEB futasok erShivasainak sza-
mét Osszehasonlitva képet kaphatunk azoknak szamitési koltségérsl. Az egyes reakciokra kapott ered-
mények Osszefoglalédsit az 2.1. tabldzatban lathatjuk szabadsagi fokuk szerint sorba rendezve, mely
mennyiséggel a reakcié komplexitasat reprezentaljuk. Lathato, hogy a delta-ML legtobb esetben ke-
vesebb eréhivasbol konvergalt, mint a direct-ML. Habar szembetiing, hogy a direct-ML sok esetben
abortal konvergencia feltétel el6tt, mégis hamarabb ad megoldést a 15-6s reakcié esetén. A 4-es, 5-0s
és 15-es reakcioknal az ,on-the-fly” GFN2-xTB NEB nem érte el a konvergencia feltételt és a minimum
koriil oszcillalt. Erdekes, hogy ezekben az esetekben nem csak a Delta-ML hanem a Direct-ML is
konvergalt. Ez azzal magyarazhato, hogy a folytonos ML feliileteken torténd optimalizacié atsegiti a
rendszert a fazistér olyan pontjain, ahol a GFN2-xTB SCF konvergencia problémakat mutat. A GFN2-
xTB és a Delta-ML er6hivasainak szamat vizualisan is 6sszehasonlitottuk az 1. &bran. Jol lathato,
hogy minden esetben jelentGsen csokkent a sziikséges er6hivasok szama. A mindharom esetben lefutott
szamitasok kozil a 2-es reakcié esetén legkirivobb a moddszer gyorsasigénak novekedése Delta-ML al-
kalmazasaval: a GFN2-xTB modszerhez képest 16-szor kevesebb eréhivasra volt sziikség. Kiemelendd
tovabba a 9-es, 13-as, 14-es és a 16-o0s reakcid is, ahol szintén remek teljesitményt figyelhetiink meg.
Atlagosan az erdhivasok szama a delta-ML modszerben 22,8%-a volt hagyoméanyos NEB-ének, ami
tobb, mint négyszeres megtakaritast jelent.

A Direct-ML és a Delta-ML eredmények Osszehasonlitdsa esetén latvanyos, hogy az altalunk ja-
vasolt modszer joval robosztusabb. Amint a 2-es abran lathato, hogy a direkt-ML csupan 29,5%-ban
fut le eredményesen, addig a delta-ML remek aranyban, 94,1%-ban. A megnovekedett stabilitas arra
vezethet§ vissza, hogy az ,on-the-fly" szamolt alacsony koltségii felillet megakadalyozza a kémiailag
irrelevans konfiguraciok meglatogatasat, ami konvergencia probléméakat eredményez az 1j referencia-
pontok szamitasa esetén. Tovabba a Delta-ML-hez altalaban kevesebb referenciapont sziikséges, illetve
azonos szamu referenciapont esetén pontosabb PES-t eredményez. A NEB konvergencia-problémaja
egyes esetekben nem az elektronszerkezet szamitasi probléméhoz kéthets, hanem magahoz a NEB algo-
ritmushoz. A koztes adatokbol az latszik, hogy a NEB a minimum koriil oszcillal, azonban a PES nem
elég pontos, hogy a minimumba jussunk. Ezzel a tovabbfejlesztett modszerrel a vizsgélt rendszereken

haromszor gyakrabban ad eredményt, mint az eredeti Direct-ML algoritmus. Ezen feliil a Delta-ML

17



reakcié sorszdma szabadsagi fokok szama GFN2-xTB direct-ML delta-ML

1 3 22 (34)B 3
2 6 135 25 8
3 9 31 53 9
4 15 (12823)4 37 19
5 24 (77317)4 (100)4 41
6 24 94 (41)4 38
7 24 53 (66)4 11
8 24 12 (4)8 2
9 27 118 (4)B 8
10 27 28 (100)4 12
11 36 53 (0)8 19
12 36 60 (0)B 22
13 42 61 (5)8 (4)8
14 42 42 73 7
15 42 (45558)4 26 57
16 54 28 (0)8 4
17 60 42 (18 5
Atlag: 55,6 425 16,6

2.1. tablazat. Az erShivasok szama az altalunk vizsgalt modszereknél. (A=nem konvergalt a NEB;

B=GFN2-xTB nem konvergalt)
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2.2. abra: Az erGhivasok szama a példareakcio6 fliggvényében kék = Delta-ML, fekete = GFN2-xTB-
NEB (Abrazolaskor az erdhivasok szamat 150-ig abrazoltuk az Y-on tengelyen, azonban a 4, 5 és 15-6s

példa esetén ennél joval magasabb értékek adodtak)
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modszer egyetlen eset kivételével kevesebb erészamitést igényelt és gyorsabban futott a Direct-ML-nél.
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2.3. abra: Konvergalo futasok szazalékos aranya a Direkt-ML (sziirke) és a Direct-ML (kék) alapia NEB
futasok esetén. Szinezett rész —sziirke = Direct-ML, kék = Delta-ML konvergalt szimulaciok, csikozott

rész —hibas futasok.

Mivel az ML-NEB algoritmusok soran egyszerre optimalizaljuk a PES-t és a kozelit6 MEP-et,
oszcillacio léphet fel. Igy eléfordulhat, hogy az ML-NEB hamar egy jo kozelit6 MEP-t ad, mégsem
konvergal az algoritmus. Hogy feltérképezziik ezt a lehet&séget, megvizsgaltuk, hogy az ML alapt
algoritmusok kicserélése tradicionalis, tisztan GFN2-xTB erdkon alapti NEB futasokra 25, 50 és 75 1épés
utan, eredményez-e gyorsabb konvergenciat. A 2. téblazatban Osszefoglalt eredményekbdl lathato,
hogy a kettes reakci6 esetén mér 25 iterdcié utan a modszer az GFN2-xTB-nek megfelel§ energiat
adja vissza. Azonban a 75. iteraciondl a GFN2-xTB energidjat csak mésik harom példanal éri el.
Erdekes eredmény, hogy az 5-0s reakcié esetén a 25 iteracional még a GFN2-xTB konvergal addig a
tovabbi lépések utan mar nem képes konvergenciara jutni. Idedlis esetben a latott valtozas ugyanugy
kellene, hogy viselkedjen mint a 1, 3, 10, 14 -es esetekben, ahol a futési id&vel névekszik a pontosség,
azaz csOkken az er@hivasok szama amit a GFN2-xTB-nek kell elvégezni az itt tekintett pontossagi

energidhoz. Ezzel szemben lathatunk példakat ahol a ellenkezére mint példaul a 6-os reakcié, ahol
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reakcié sorszama szabadsagi fokok szama Direct-ML - Direct-ML - Direct-ML
25 50 75
1 3 62 45 45
2 6 0 0 0
3 9 17 1 0
4 15 64 0 0
5 24 416 (25031)4  (22503)4
6 24 178 107 215
7 24 63 76 62
8 24 31 31 30
9 27 136 136 136
10 27 42 18 3
11 36 53 53 53
12 36 60 60 60
13 42 6030 6430 6124
14 42 28 9 0
15 42 (19399)4  (18811)4  (20050)4
16 54 28 28 28
17 60 (10740)4  (11020)4  (11296)4
Atlag: 4787 499,5 450,4

2.2. tablazat. A NEB GFN2-xTB modszerrel térténé konvergaltatasdhoz sziikséges lépések szama, ha
25, 50 illetve 75 lépés hosszi Direct-ML szimulacié eredményébdl indultunk ki (A=GFN2-xTB nem

konvergéalt)
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ugyan kezdetben javul az eredmény de a 75. iteracié esetén pontatlanabb valaszt ad a modszer.
Erdekes még megemliteni a 7-es reakciot, ahol az 50. iteracié ugyan pontatlanabb eredményt ad mint
a 25-0s viszont ebben az esetben is pontosabb a 75. iteraci6 esetén a program. Viszont érdekes kérdést
vet fel mivel a 75. iteracio esetén és a 25. iterécid esetén a program mindossze 1 extra erShivassal
adott megoldést, vajon sziikség van-e minden esetben az Osszes lépésre a ML modszer soran. A fentiek
alapjan érdemes lehet az algoritmust ugy tovabbfejleszteni, hogy a segéd ML feliileten végzett NEB
optimalizélas el6tt megvizsgéljuk, hogy az eredeti algoritmus FIRE lépése konvergalna-e, valamint agy,
hogy az ML alapi optimélast bizonyos 1épés szam, vagy maximum eré utan kikapcsoljuk.

A 3. tablazat esetében is tovabb futtattuk az eredményeinket GFN2-xTB-vel, a pontos modszerrel.
Ennek soran azt vizsgalva hany lépést tesz a GFN2-xTB a konvergencidig, amibdl kévetkeztethetiink, a
Delta-ML pontossagara. Tovabba figyelembe vettiik, hogy hanyadik tanulasi iteracié volt amit tovabb
futtattunk. A tablazatbol latszik, hogy a 25. iteracio valtozo eredményeket ad. A NEB-ek 64,7%-
a a pontos megoldast adja. Ez az érték a 50-es iteracional méar 82,4%, 75. iteracional mar 88,2%.
Erdekes megemliteni, hogy a 15 6s reakcional a GFN2-xTB nem konvergal a 25. és az 50. iteracio
részeredményébdl, ennek ellenére a végss 75. iterdcié utani NEB-t6] nulla 1épést tesz a GFN2-xTB azaz
pontosnak talalja azt. A 12-es és 13-as reakci6 soran a tobb ML-iteracié nem pontositja az eredményt.
Mig az 3, 4 és 5-0s reakcidk esetén az 50. iteraciéra visszakapjuk a GFN2-xTB altal konvergalt NEB-
et. A 2. és a 3. tablazatot Osszevetve lathatjuk, hogy a Delta-ML jelent&sen jobban kozeliti meg a
GFN2-xTB-t amit az alabbi abran lathatunk.
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Delta-ML  Delta-ML  Delta-ML
reakcié sorszama  szabadsagi fokok szdma

25 50 75
1 3 0 0 0
2 6 0 0 0
3 9 0 0 0
4 15 57 0 0
5 24 57 0 0
6 24 73 0 0
7 24 0 0 0
8 24 0 0 0
9 27 0 0 0
10 27 0 0 0
11 36 0 0 0
12 36 1 1 1

13 42 141 141 141
14 42 0 0 0
15 42 (21010)4  (20473)4 0
16 54 0 0 0
17 60 0 0 0

Atlag: 20,6 8,8 8,3

2.3. tablazat. A NEB GFN2-xTB modszerrel torténd konvergaltatasahoz sziikséges 1épések szama, ha
25, 50 illetve 75 lépés hossziu Delta-ML szimuléacié eredményébdl indultunk ki (A=GFN2-xTB nem

konvergalt)
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2.4. abra: Konvergalo futasok szézalékos aranya a Direkt-ML (sziirke) és a Direct-ML (kék) alapa NEB
futasok esetén. Szinezett rész —sziirke = Direct-ML, kék = Delta-ML konvergalt szimulaciok, csikozott

rész —hibas futasok.

A fentebbi abran abrazoltam a Direct- és Delta-ML altal adott pontos energidk aranyat. Amiket a
tovabb futtatas esetén kaptunk a fentebbi tablazatokban. Az energidkat akkor tekinthetjiik pontosnak
jelen esetben ha a GFN2-xTB-vel nem kellenek tovabbi 1épéseket végezniink a PES-en hanem teljesithiik
a konvergencia feltételt, igy 0 lépésbdl konvergél a NEB-iink
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reakcio ~ szabadsagt  RMSD-atag RMSD-max RMSD-atag  RMSD-max
sorszama fokok szdma  Delta-ML Delta-ML Direct-ML Direct-ML

1 3 0.00 0.02 0.03 0.11
2 6 0.06 0.16 0.06 0.16
3 9 0.02 0.04 0.01 0.03
4 15 0.10 0.19 0.10 0.20
5 24 B B B B

6 24 0.03 0.04 0.02 0.05
7 24 0.09 0.24 0.09 0.22
8 24 0.00 0.01 0.01 0.05
9 27 0.58 0.94 0.99 1.82
10 27 0.37 0.68 0.37 0.68
11 36 C C C C

12 36 0.37 0.68 A A

13 42 0.37 0.76 0.70 1.00
14 42 01.01 1.77 01.01 1.77
15 42 2.65 2.75 2.64 2.75
16 o4 0.01 0.02 A A

17 60 0.03 0.07 0.61 0.84

2.4. tablazat. RMSD értékek tablazata A = a modszer az els6 1épésben nem konvergalt, B = GFN2-

xTB nem konvergélt, C = az RMSD szamolas soran hiba tortént

Az alabbi RMSD értékeket ugy szamitottuk ki, hogy a GFN2-xTB altal végzett futtatasokat vettiik
referenciaként. Ehhez viszonyitottuk a két ML modszer altal 1étrehozott NEB-eket. Ezt gy végeztiik
el, hogy egy script segitségével azonos allasba forgattuk a molekuldkat és kiszamoltuk koztiikk az RMSD

értéket.
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2.5. abra: Atlag RMSD értékek abrazolva a reakcié sor szaméanak fiiggvényében sziirke — Direct-ML,
kék — Delta-ML

A fentebbi abran a teljes NEB atlagos RMSD-t dbrazoltuk, mind a Direct- és Delta-ML-re. Az
eltérés nem minden esetben latvanyos azonban a 9-es és a 17-es esetekben lathato, hogy jelentGsen
kisebb, ami azt reprezentalja, hogy az eredményiink pontosabb, azaz jobban kozeliti a GFN2-xTB altal
elértet. A teljese grafikonon megfigyelhets az a tendencia, hogy a Delta-ML kisebb RMSD értékeket
ad igy nagyobbnak tekinthets a pontossaga.
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2.6. abra: Maximalis RMSD értékek dbrazolva a reakcié sor szamanak fiiggvényében sziirke — Direct-

ML, kék — Delta-ML

Az abran a maximalis RMSD értékeket hasonlitottuk ossze a két ML modszernél a GFN2-xTB
fliggvényében. Ebben az esetben is jol kivehetd a tendencia, hogy a Delta-ML RMSD értékei kisebbek.
Ez azt jelenti, hogy akkuratusabb eredményre jut mint a Direct-ML. Akar csak az RMSD-k atlaganal
itt is kiemelked&en j6 eredményt mutat a Delta-ML a 9-es és 17-es reakcié esetén, azonban érdekes,
hogy a T-es reakci6 esetén a Delta-ML ad nagyobb maximalis értéket, ez azért is kiillonos mivel az

atlagos RMDS-énél a reakcidonél nem jelenik meg.
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2.7. abra: A reakciok energiai relative a kiindulési 4llapot energiajahoz képest. Piros — GFNO-xTB,

fekete — GFN2-xTB, sziirke — Direct-ML, kék — Delta-ML
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reakcié sorszama  szabadsagi fokok szama ~ Reaktéans Termék Ref.

1 3 == 0=0=0 A

10 27 \ﬁ% *\}_}’ A
11 36 <, J\V ‘ =~ A

12 36 ”K *;‘ ):i A

) ]
13 12 T A rﬁf A
‘\:{ N
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reakcié sorszama  szabadsagi fokok szama ~ Reaktéans Termék Ref.
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2.5. tablazat. a vizsgalt kémiai reakciok reaktansai és termékei. A=ref [15] B=ref [25] C=ref [28]

2.4. Osszefoglalas

Kutatasaink soran célul ttiztiik ki, hogy az eredeti direct-ML-en alapulé ML-NEB moédszert pontosabbé
és robosztusabba tegyiik. Eredményeink alapjan kijelentjiik, hogy a vizsgalt rendszerek esetén az 1j
algoritmus haromszor robosztusabb, mint az eredeti ML-NEB eljaras. Az altalunk készitett Delta-ML
rdadasul atlagosan négyszer kevesebb er6hivas utan konvergal, mint az eredeti NEB szimuléciok. TDK
dolgozatomban két DFTB moédszer kiilonbségét illesztettiik eljarasunkkal, azonban tovabbi kutatasaink
soran szeretnénk magasabb szint (pl. DFT, MP2) modszerekre is alkalmazni. Tovabba szeretnénk még
vizsgalni mas gépi tanuldson alapulé modszereket is példéul egy Performant Atomic Cluster Expansion-

on alapulot|29], amelyet késobb szintén kiegészitenénk Delta-MI-el.

2.5. Koszonetnyilvanitas

Ko6szonom Kubicské Karolynak a dolgozat alapos atolvasasat és értékes javaslatait.
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