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Bevezetés 

A funkcionális neuroradiológia napjaink egyik legdinamikusabban fejlődő területe, 

különösen az agyi mikrostruktúra olyan korai elváltozásainak azonosításában, amelyek még 

nem okoznak makroszkópikus szöveti károsodást, így a jelenleg széles körben alkalmazott MRI 

technikákkal nehezen felismerhetők, korlátozva a korai diagnózis és prevenció lehetőségét. 

 Az olyan fejlett képalkotó eljárások, mint a Quantitative Susceptibility Mapping (QSM) 

és a multiparametrikus kvantitatív MRI (qMRI) lehetőséget kínálnak a finom mikrostruktúrális 

változások korai azonosítására és például neurodegeneratív betegségek kialakulásával járó 

folyamatok követésére. Az e körbe tartozó módszerek fejlesztése és validálása, az 

orvostudomány és az MRI fizika határterületének intenzíven kutatott témaköre, morfológiai 

modellezéssel és geometria-érzékeny analitikai eszközökkel történő integrálásuk az 

adatfeldolgozásban és kiértékelésben hordoz ígéretes lehetőségeket. 

Célok 

A kutatás célja egy olyan matematikai és biológiai szempontból is megalapozott 

keretrendszer kidolgozása, amely lehetővé teszi a QSM és más qMRI adatok együttes 

értelmezését, diffeomorf modelleken keresztül. A projekt középpontjában annak vizsgálata áll, 

hogy a korai agyi elváltozások térbeli-geometriai mintázata és a hozzájuk tartozó 

mikrostruktúrális paraméterek hogyan kapcsolhatók össze és írhatók le egységes módon, 

sokaságelméleti és gépi tanulási módszerek alkalmazásával. 

Megvalósítás 

A kutatás során olyan nyílt hozzáférésű nemzetközi adatbázisokból származó MRI-

adatokat tervezünk felhasználni, melyek a QSM-feldolgozáshoz szükséges multi-echo GRE 

szekvenciák nyers fázis- és amplitúdóképei mellett, egyéb például diffúzió, vagy relaxációs ráta 

alapú kvantitatív MRI felvételeket is tartalmaznak. Ilyen adatforrások például a QSM Challenge 

2.0, a Cornell MRI-QSM adatbázis, illetve egyes OpenNeuro-projektek, amelyek révén 

lehetőség nyílik megfelelő mennyiségű és változatosságú tanulóadatbázis összeállítására. 



Ezekből az adatokból saját pipeline segítségével történne a QSM térképek rekonstrukciója, 

majd ezek illesztése egyéb kvantitatív MRI-metrikákkal, valamint az adott agyterületek 

diffeomorf morfológiai reprezentációival. 

A képfeldolgozási szakaszban deep learning alapú szegmentációs megoldásokat (pl. U-

Net) tervezünk alkalmazni a releváns agyi struktúrák (például hippocampus-formatio, basalis 

ganglionok) pontos elkülönítésére. Ezt követően a képi adatok összehangolását és 

regisztrációját végezzük el a Large Deformation Diffeomorphic Metric Mapping (LDDMM) 

eljárás segítségével. A kapott anatómiai alakmodellekre vetített QSM és qMRI paraméterek 

felhasználásával így minden egyes struktúrát egy összetett, jel-alapú geometriai objektumként 

lehet reprezentálni. 

Ezeket az alak-jel reprezentációkat sokaságelméleti térbe ágyazva vizsgálnánk, 

manifold tanulás és Riemann-geometriai módszerek segítségével. E modellek képesek lehetnek 

különböző betegségtípusok és stádiumok leírására, sőt, prediktív értékkel is bírhatnak a 

betegség előrehaladásának irányát és ütemét illetően. Gépi tanulási algoritmusokat 

(klasszifikáció, regresszió) használunk majd a klinikai státusz, a konverziós kockázat vagy az 

egyéni progressziós mintázat előrejelzésére. 

A modell klinikai értékét, az elérhető adatok függvényében, többféle betegségcsoport 

(pl. Alzheimer-kór, Parkinson-kór, szklerózis multiplex) esetén is tervezzük megvizsgálni, a 

kvantitív képi információt, például neuropszichológiai teljesítményt mérő skálákkal (pl. 

MoCA, UPDRS) összevetve. A cél olyan biomarkerek kidolgozása, amelyekkel lehetőség 

nyílik a funkcionális károsodások korai jeleinek szenzitív felismerésére és követésére. 

Amennyiben a fejlesztett rendszer stabil és megbízható predikciós teljesítményt mutat 

a nemzetközi adatokon, a pipeline-t a Semmelweis Egyetem Neurológiai Klinika betegeinek az 

Orvosi Képalkotó Klinika MRI berendezésén keletkezett felvételein is tesztelnénk. Ez 

lehetőséget adna arra, hogy a kutatás transzlációs értéke valós klinikai környezetben is 

megmutatkozzon, valamint hozzájárulna a személyre szabott diagnosztikai és prognosztikai 

neuroradiológiai eszközök hazai fejlesztéséhez. 
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